e O
+1C v
0\) &,

3

3
%097 153%"

T.C.
DUZCE UNIVERSITESI
SAGLIK BILIMLERI ENSTITUSU

TIBBi ARASTIRMALARDA DESTEK VEKTOR
MAKINELERININ KULLANIMI

Ozge AKSEHIRLI
YUKSEK LISANS TEZI

BIYOISTATISTIK ve TIBBI BILISIM ANABILIM DALI

DANISMAN

Prof. Dr. Handan ANKARALLI

Diizce, 2012



E UNnj
1.C I,
o) N

S
%007 153%

A

T.C.
DUZCE UNIVERSITESI
SAGLIK BILIMLERI ENSTITUSU

TIBBI ARASTIRMALARDA DESTEK VEKTOR
MAKINELERININ KULLANIMI

Ozge AKSEHIRLI
YUKSEK LISANS TEZI

BIYOISTATISTIK ve TIBBI BILISIM ANABILIM DALI

DANISMAN

Prof. Dr. Handan ANKARALLI

Diizce, 2012



KABUL VE ONAY

Biyoistatistik ve Tibbi Bilisim ABD Yiiksek Lisans Programi Cergevesinde yiiriitiilmiis olan
“T1bbi Arastirmalarda Destek Vektor Makinelerinin Kullanimi”
adh galisma, asagidaki jiiri tarafindan Yiiksek Lisans Tezi olarak kabul edilmistir.

Tarihi: of / o5 | 2010

TEZ SINAV JURISI

Ll

Prof.Dr./ Hangan ANKARALI
Dlizce Universitesi
Baskan

Dog.Dr. Atilla Senih MAYDA Doc.Dr.
Duzce Universitegi—

Yukaridaki Tez, Yonetim Kurulunun \23 / ©2 /291% arih ve 28 sayil karari ile kabul edilmistir.

alat BAHCEBASI
It,ari Enstitii Midiird



BEYAN

Bu tez ¢alismasmin kendi c¢alismam oldugunu, tezin planlanmasindan yazimma kadar
biitiin agamalarda etik dis1 davranisimm olmadigini, bu tezdeki biitiin bilgileri akademik
ve etik kurallar i¢inde elde ettigimi, bu tez calismasiyla elde edilmeyen biitiin bilgi ve
yorumlara kaynak gosterdigimi ve bu kaynaklari da kaynaklar listesine aldigimi, yine bu
tezin ¢alisilmasi ve yazimi sirasinda patent ve telif haklarini ihlal edici bir davranisimin

olmadigi beyan ederim.

09.06.2012

Ozge AKSEHIRLI



TESEKKUR

Yiiksek lisans egitimim siiresince bilgi ve tecriibesiyle bana yol gosteren, katki ve
manevi destegini esirgemeyen tez danismanim, degerli hocam Prof. Dr. Handan

ANKARALVI’ya,

Tezimin diizenlenmesinde ve hazirlanmasinda ¢ok biiyiik destegi olan sevgili arkadasim
Ars Gor. Ozge KAPISIZ a, tez calismalarim boyunca manevi destekleri ile yanimda
olan arkadaslarim Ogr. Gor. S. Seda BAPOGLU DUMENCT’ye, Selva KUTUK’e ve
calisma arkadagim Duygu AYDIN’a,

Calismamin her asamasinda beni goniilden destekleyen sevgili aileme ve her tiirlii

destegiyle daima yanimda olan esim Aras AKSEHIRLI’ye

TesekKkiir ederim

Ars. Gor. Ozge AKSEHIRLI



ICINDEKILER

KISALTMALAR . ..o iv
SIMGELER ........cotiiiiiiiiiiiitissise et Y
OZET ... e 1
ABSTRACT .. 2
L.GIRIS VE AMAC ....oooiioeeeeeeeeeeeeeeeteteee ettt 3
2. GENEL BILGILER ..........cccooiiintiinini e 7
2.1. Veri MadenCili@i............c.coooiiiiiiiii s 7
2.1.1. Veri madenciliginin tanimi ve temel bilgiler ......................ccccooiiin, 7
2.1.2 MaKine 08IrenmESsi ............cccooiiiiiiiiiiieiie et 9
2.1.2.1. Makine 08renmesi tiirleri ...............cccocooeiiniiiii 12
2.1.3. Veri madenciligi yontemlerine genel bakis...................ccoocooeiiiiin 14
2.2. Istatistiksel Ogrenme Teorisi (Vapnik-Chervonenkis Teorisi) ...............c....... 23
2.2.1. Beklenen risk ve deneysel FiSK .........cccooiiieiiiiiiic e 26
2.2.2. Vapnik-Chervonenkis (VC) BOYULU..........ccceeieiiiiicic e, 28
2.2.2.1. Asir1 uyum (overfitting) ve eksik uyum (underfitting) kavramlari ..... 31
2.2.3. Yapisal risk minimizasyonu ..............ccccoooiiiiiniiiin 33
2.3. Destek Vektor MakKineleri..............c.ccocoviiiiiiiiiii e 35
2.3.1. Destek vektor makinelerinin tanimi...............ccoccoiiiiiiiiinic 35
2.3.2. Destek vektor makinelerinin tarihgesi ...............cccccooiiiiiiiii 38
2.3.3. Destek vektor makinelerinin uygulama alanlar......................ccoon 39
2.3.4. Destek veKtor SINIflamasl...............ccoceiiiiiiiiiiiiii e 39
2.3.4.1. Dogrusal destek vektor makineleri ile simiflama ................................... 39
2.3.4.2. Dogrusal olmayan destek vektor makineleri ile simiflama.................... o1



2.3.4.3. Cekirdek fonksiyonlar (kernel functions) ...............ccccccovviiiiinniiinnnn, 58

2.3.4.4. DVM’de kullanilan cekirdek fonksiyonlary ..................c.ccceviinniinnnnn. 61
2.3.4.5. Hiperparametrelerin SeCimi ................ccccoviiiiiiiin i 63
2.3.5. Destek VEKLOr re@reSYOMU ...........ccceeviuiiiiiiieiiiie e iieessiiee s sinee st 72
2.3.6. Destek vektor makinelerinin avantajlari...............ccccooeoiniiiie, 74
2.3.7. Destek vektor makinelerinin dezavantajlary ................c.ccooooee i, 74
3. GEREC VE YONTEM........cooiiioieieeeeeeeeeeeee ettt 75
BLLLVEEIIEE s 75
B2  YOMELIN ... s 79
4, BULGULAR ..ottt 85
5. TARTISMA VE SONUCQC ...t 118
6. KAYNAKLAR ..o 122



DVM
DVS
DVR
EM
VTBK
RF
YSA
GA
VC
DRM
YRM
OKT
DV
KKT
RTF
GYA
BSQ
SCL-90
GYS

KISALTMALAR

Destek Vektor Makinesi
Destek Vektor Siniflamasi
Destek Vektor Regresyonu
Expectation Maximization
Veri Tabanlarinda Bilgi Kesfi
Random Forest

Yapay Sinir Aglar

Genetik Algoritmalar
Vapnik-Chervonenkis
Deneysel Risk Minimizasyonu
Yapisal Risk Minimizasyonu
Optik Karakter Tanima
Destek Vektorleri
Karush-Kuhn-Tucker

Radyal Tabanli Fonksiyon
Gece Yeme Anketi

Viicut Sekli Anketi

Semptom Tarama Listesi

Gece Yeme Sendromu



Xi

Yi

f(x,0)

L(y, f(x,a))
R(0)

P(x.y)

Ramp

I

h

n

G(n)
®(h,n,0)
L(x,0)

SIMGELER

Giris Verileri

Girig Verilerine Uyan Cikis Etiketleri
Karar Fonksiyonu

Kayip Fonksiyon
Beklenen Risk

Olasilik Dagilimi
Ampirik Risk

Egitim Verisi

VC Boyutu

Egitim Verilerinin Sayis1
Yiikselme Fonksiyonu
VC Giivenilirligi
Langrangian Fonksiyonu
Langrange Carpanlari
Primal Lagrange ifadesi
Dual Lagrange ifadesi
Agirlik Terimi

Bias Terimi

Marjin (Herhangi Bir Nokta ile Hiperdiizlem Arasindaki Mesafe)

Hata Maliyeti
Gevsek Degisken
Haritalama (Doniistiirme) Fonksiyonu

Cekirdek Fonksiyon



SEKILLER LiSTESI

Sekil 2.1: Veri MadenciliZinin ISIEYisi.........ocoveerererieereeiseeeeeree e eecee e, 7
Sekil 2.2: Veri Madenciliginin Diger Disiplinlerle TlisKiSi.........coevrvrrirrrerieieereereenenennnn. 9
Sekil 2.3: Egiticili Ogrenme Yonteminin YapiSl......coovevvvreeeeieeeessssssssesseseeees 13
Sekil 2.4: Egiticisiz Ogrenme YONnteminin YapiSL.........coeveveverereriirererenrerseseiesessessesnns 14
Sekil 2.5: Veri MadenciliZi Metotlart...........cocuvoviiiiiiiiiiicicceeee e 15
Sekil 2.6: Siniflamanin GOrselleStirimesi ........cuvveeiiiiere i 16
Sekil 2.7: Karar AZACT SEMAST.....cccuviiiieiiiieiieiieeiiee st 18
Sekil 2.8: K-En Yakin Komsulugu Yonteminde,k=3 i¢in Yeni Verinin Siiflandirilmasi
...................................................................................................................... 21
Sekil 2.9: Hatalarin ModellenmeEsi ..........ccuvveiiiiiiieiiiiiie e 25
Sekil 2.10: Beklenen ve Deneysel RisK ..........cociiiiiiiiiiiiiiiiiccec e 28
Sekil 2.11: R? Uzayinda Tanimlanmis A, B, C Noktalari igin VC Boyutu Ornegi........ 29
Sekil 2.12: R? Uzayinda Dort NoKtanin Ayrimi ............c.eveeveereonreneeerenseensesssssesneesseons 30
Sekil 2. 13: Yiikselme Fonksiyonu Grafigi ........ccccevviviiiiiiiiiiiiniiiesn e, 31
Sekil 2.14: Ug Farkli Model Kullanilarak Olusturulmus Bir ikili Siniflandirma Ornegi31
Sekil 2.15: Asir1 Uyumun Meydana Gelme Sebeplert ..o 32
Sekil 2.16: Beklenen Risk Fonksiyonunun Yapist ......ccccovcvviiiiiiiiicicieeneceee e 35
Sekil 2.17: Dogrusal Olarak Ayrilabilen Iki Smifli Smiflama Problemi........................ 40
Sekil 2.18: Verilerin Tamaminin Ayrilabildigi Durum Igin Dogrusal Ayirict
HiperdlzIem...........oooiiiiii e 41
Sekil 2.19: R de Noktalartn GOIUNEHMIIL ............ov.oveeeeeeeeeeeeeeesseseeseeseeeseeeseseesseeseseeees 45
Sekil 2.20: Yesil Ucgenlerle Gosterilen Destek VEKtSIIEr .........vvvvvererccccerccnenen. 46

Sekil 2.21: Bulunan oy = -8, a = 6.5 ve az = -1.5 Degerleri I¢gin Ayirict Hiperdiizlem. 47
Sekil 2.22: Verilerin Tamaminin Dogrusal Olarak Ayrilamadigi Durum...................... 48
Sekil 2.23: Verilerin Tamaminmn Dogrusal Olarak Ayrilamadigi Durum igin Optimum
Ayir1ct HIperdlizlem ..........coovviiiiii e 49
Sekil 2.24: Dogrusal Olarak Ayrilamayan Verilerin Farkli Boyutlardaki Uzaylara
AKLATTIMAST. .o 52
Sekil 2.25: Dogrusal Olarak Ayrilamayan Verilerin, Dogrusal Olmayan Haritalama
Fonksiyonlari ile Daha Yiiksek Boyutlu Belirleyici Nitelik Uzayina

TASINIMAST ...t b e ne e 52

Vi



Sekil 2.26: R*de Dogrusal Olarak Ayrilamayan Noktalarin Gorintmil ...................... 54

Sekil 2.27: Belirleyici Nitelik Uzayima Tasinan Verilerin GOriinisii .........ocoveeveeerenenne. 95
Sekil 2.28: Yesil Ucgenlerle Gosterilen Destek VEKtSIIET ........ovvvvvvvcecceeeeenens 56
Sekil 2.29: Bulunan oy = -11, o, = 4.25 Degerleri igin Ayirict Hiperdiizlem................. 57
Sekil 2.30: Verilerin Cekirdek Fonksiyonu ile Belirleyici Nitelik Uzayina Taginmasi . 60
Sekil 2.31: Ornek 3 igin Karar FONKSIYONU ........co.ovvcveveviicccieeeseeseeie s en s, 69
Sekil 2.32: Verilen XOR Verilerinin Analitik Diizlemde Gosterimi............ccccccoveveeeenne 70
Sekil 2. 33: Lineer € Kay1p FONKSIYONU .......ccvevuiiieiiiieiieseese e esie e 73

Sekil 4. 1: On Yedi Degisken Yardimiyla Kurulan Lojistik Regresyon Modelinin

Yiikselme ve Kazang GrafikIeri ......ccccocvveiiiiiiiiiiiiii i 90
Sekil 4.2: Degiskenlerin Onem Dereceleri ........oviiuireriiiiiieieeieeceee e, 91
Sekil 4.3: On Yedi Degigsken Yardimiyla Kurulan Lojistik Regresyon Modelinin
Yiikselme ve Kazang Grafikleri ......c.ooevveeiiiiiiiiiiiiic e 93
Sekil 4 4: On Yedi Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri
icin Kesim Noktast GrafiKIeri ........ccvvivviiiiiiiiiiiiiiie e 98
Sekil 4.5: On Yedi Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri
i¢cin Olasilik Diizenleme Grafikleri .........occeevviiiiiiiiiii 100
Sekil 4.6: On Yedi Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri
icin Duyarlilik ve Segicilik Grafikleri.........cccoooeiiieiiiiiciie e 102
Sekil 4.7: On Yedi Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri
1¢in Roc EZrisi GrafikIer ......c.ocovoiviiiiiiiii e 102
Sekil 4.8: DVM Yontemi ile 17 Belirleyici Nitelik Kullanilarak Elde Edilen Yiikselme
ve Kazang GrafiKIerT .....c.ucocuviiiiiiiiiie i 103

Sekil 4.9:DVM Yoénteminde Kullanilan 17 Belirleyici Nitelikten Onemli Bulunanlar 104
Sekil 4.10: Tek Degiskenli (Univariate) Analiz, Lojistik Regresyon ve DVM Y 6ntemi

ile Anlamli Bulunan Degiskenler............cccooviiiiiini e 105
Sekil 4.11: Ug Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri i¢in
Kesim Noktast GrafikIeri .........ccoovvviiiiiiiiiii e, 109
Sekil 4.12: Ug Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri i¢in
Olasilik Diizenleme GrafikIeri ..........ccoeviiiiiiiiiicc e 110
Sekil 4.13: Ug Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri igin
Duyarlilik ve Segicilik Grafikleri........cccooviiiiiiiiiiiiiicie, 112

vii



Sekil 4.14: Ug Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri icin

ROC E@risi GrafiKIeri .....ccoiviiiiiiiiiiiciiciesee e 112
Sekil 4.15: Ug Belirleyici Nitelik Kullanilarak Elde Edilmis Yiikselme ve Kazang
GFATTKIEIT .. 113

viii



TABLOLAR LISTESI

Tablo 2.1: Makine Ogrenmesi Y&nteminin Uygulama Alanlart ...........c.cceeeeevevereennne, 11
Tablo 2.2: Yaygin Olarak Kullanilan Cekirdek Fonksiyonlar............cccoccvviiiiiiiiininnns 62
Tablo 2.3: Bilinmeyen C Parametresi igin Maliyet Matrisi..........ccoocerveiinienneciininennn, 64
Tablo 2.4: Maliyet Matrisi ve Verilen Bir Model Matrisinin Harf ile ifade Edilmesi ... 64
Tablo 2.5: Maliyet Matrisine Ait DeZerler ........ccovuiviiieiieriiiieseese e 65
Tablo 2.6: M1 Modeling Ait MaLIIS ..o 65
Tablo 2.7: My Modeling ATt IMALIIS .......vvveeiiiiie e 66
Tablo 3.1: Modelde Kullanilan Degiskenlerin Listesi ve OzelliKleri.............ccevevnnnee. 79
Tablo 4.1: Sayisal Ozelliklere Ait Tanimlayict IstatiStiKIer ...........c.cooevereererriererienennne, 85
Tablo 4.2: Kategorik Ozelliklere Ait Tanimlayici IstatistiKler...........ccoovoverrvererecnnnse, 86

Tablo 4.3: Gece Yeme Sendromunu Etkileyen Faktorlerin Lojistik Regresyon ile
INCEIENMES ...vuvvvicvc e 87

Tablo 4. 4: On Yedi Degisken Iceren Lojistik Regresyon Modelinin Siniflama Basarilart

...................................................................................................................... 88
Tablo 4.5: On Yedi Degisken Yardimiyla Kurulan Lojistik Regresyon Modelinin

Yiikselme ve Kazang Degerleri ........ccovvvvviiiiiiiiiiiiiiicice, 89
Tablo 4.6: Lojistik Regresyon Modeline Alinan Degiskenlerin Onem Dereceleri ........ 91
Tablo 4.7: Ug Degisken Iceren Lojistik Regresyon Modelinin Siniflama Basarilari..... 92

Tablo 4.8: Ug Degisken Yardimiyla Kurulan Lojistik Regresyon Modelinin Yiikselme
Ve Kazang Degerleri.... ..o 93
Tablo 4.9: On Yedi Belirleyici Nitelik Yardimiyla DVM Y onteminden Tahmin Edilen

Optimum Parametre Degerleri.........ccoooviiiiiiiiiiiicee e 94
Tablo 4.10: On Yedi Belirleyici Nitelik Kullanilarak DVM Y 6ntemi ile Elde Edilmis
Kesim NOKLAlArT .....ooviiiiiiiice e 96

Tablo 4.11: On Yedi Belirleyici Nitelik Kullanilarak DVM Y 6ntemi ile Elde Edilmis
Olasilik DUZENIEMEST .....cccvveirieiieiiieieese e 99

Tablo 4.12: On Yedi Belirleyici Nitelik Kullanilarak DVM Y 6ntemi ile Elde Edilmis
Egitim ve Test Verilerinde Modelin Simiflama Basarilart .............cccccoee. 101

Tablo 4.13: DVM Yontemi ile 17 Belirleyici Nitelik Kullanilarak Elde Edilmis
Yiikselme ve Kazang Degerleri .......cccovuviiiiiiiiiiiiiiiece e 103



Tablo 4.14: On Yedi Belirleyici Nitelik Kullanildiginda DVM ile Elde Edilmis,
Degiskenlerin Onem Dereceleri..........oovuuivirireviicueiiiererce e 104

Tablo 4.15: Ug Belirleyici Nitelik Kullanildig1 Durumda Parametre Tahmini Siirecinde

Elde Edilen Degerler........cooiiiiiiiiiiiiiiiii e 106
Tablo 4.16: Ug Belirleyici Nitelik Kullanildiginda DVM Yéntemi Ile Elde Edilen

Kesim NOKLALATT .....ooviiiiiiiie e 107
Tablo 4. 17: Ug Belirleyici Nitelik Kullanildiginda Elde Edilen Olasilik Diizenlemesi

.................................................................................................................... 110

Tablo 4.18: Onemli Bulunan Ug Belirleyici Nitelik Kullanilarak DVM Y 6ntemi ile Elde
Edilmis Egitim ve Test Verilerinde Modelin Siniflama Basarilart............ 111
Tablo 4.19: DVM Yontemi ile 3 Belirleyici Nitelik Kullanilarak Elde Edilen Yiikseltme
Ve Kazang DeZerleri......ccooiuiiiiiiiiiiiiie e 113
Tablo 4.20: Incelenen Model Performanslarmin Karsilastirmasi.........ccoocoevevceeeennnn. 114
Tablo 4. 21: Egitim ve test verilerinde dogrusal ¢ekirdek fonksiyon ve on yedi
belirleyici nitelik kullanilarak elde edilen modelin tan1 basarilari............. 115
Tablo 4. 22: Egitim ve Test Verilerinde Polinomiyal Cekirdek Fonksiyon ve On Yedi
Belirleyici Nitelik Kullanilarak Elde Edilen Modelin Tan1 Basarilart ...... 115
Tablo 4. 23: Egitim ve Test Verilerinde Sigmoid Cekirdek Fonksiyon ve On Yedi
Belirleyici Nitelik Kullanilarak Elde Edilen Modelin Tan1 Bagarilari ...... 116
Tablo 4. 24: Kullanilan 4 Farkli Cekirdek Fonksiyonu i¢in Analiz Siireleri................ 116
Tablo 4. 25: DVM Yonteminde 17 Belirleyici Nitelik ve 4 Farkli Cekirdek Fonksiyon

Kullanilarak ile Elde Edilen Tahmin Basar1 Gostergelerinin Karsilastirmasi



OZET

TIBBi ARASTIRMALARDA DESTEK VEKTOR
MAKINELERININ KULLANIMI

Ozge AKSEHIRLI
Yiiksek Lisans Bitirme Tezi, Biyoistatistik ve Tibbi Bilisim Anabilim Dali
Tez Danmismani Prof. Dr. Handan ANKARALI
Mayis 2012, 131 sayfa

Glniimiiz teknolojisinde bilgisayar kapasite ve hizlarinin artmasina paralel olarak,
cesitli sektorlerde, depolanan verinin kapasitesi ve karmasikligi da artmaktadir. Bu
verilerin uygun ileri tekniklerle islenmesi sonucunda ise yasam kosullarinda bas
dondiiriicii teknolojik degisimler gozlenmektedir. Biiyiikk boyutlardaki verilerden
anlaml bilgiler ¢ikarmak amaciyla 6zellikle son yillarda yogun kullanim alani bulan ve
gelecekte ise klasik istatistik yontemlerin yerini alacak olan veri madenciligi yontemleri
tercih edilmektedir. Destek vektor makinalar: (DVM), bu yontemlerden birisi olup
giiniimiizde smiflandirma, tahmin veya yapi1 tanima amagclariyla en ¢ok miihendislik
uygulamalarinda kullanilmaktadir. Bu tez ¢alismasinda, veri madenciligi kavramlarinin
tanimlanmasi, DVM’nin teorik temellerinin ayrintili olarak aciklanmasi ve bu yontemin
tani koyma amaci giiden tibbi arastirmalarda kullanimi amaclanmistir. Bu amaca
yonelik olarak calismada, ilk olarak veri madenciliginden ve veri madenciligi
yontemlerinden kisaca bahsedilmis, daha sonra destek vektor makinelerine kapsaml
olarak deginilmistir. Veri madenciligi yontemlerinden biri olan DVM, veriyi
siniflandirmak veya tahmin yapmak amaciyla kullanilan, egiticili bir makine 6grenmesi
yontemidir. DVM’nin temelini, verilerin bir diizlem veya hiperdiizlem ile ayrilarak
siniflandirilmasi islemi olusturmaktadir. DVM bu islemi, iki siif arasindaki marjini
maksimum yaparak gerceklestirir. Bu sekilde veri egitildikten sonra, DVM yeni gelen
veriyi dogru simiflamayr amaglamaktadir. Tipta DVM 6zellikle, kanser morfolojisinde,
tedavi basarisinin ve ilgili genin belirlenmesinde, c¢esitli hastaliklarin teshisinde
kullanilmaktadir.  Arastirmanin  uygulama bdliimiinde, Zonguldak Karaelmas
Universitesi Tip Fakiiltesi psikiyatri poliklinigine gece yeme sendromu sikayetiyle 1-31
Ocak 2011 tarihleri arasinda ayaktan basvuran ve calismaya katilmay1 kabul eden 433
hastaya iliskin bilgiler kullanilmistir. Bu veriler kullanilarak, tek degiskenli analiz,
lojistik regresyon analizi ve DVM yontemleri ile tan1 koymada etkili olan degiskenler
incelenmis ve sadece GYA_ puan degiskeni {i¢ yaklagimla da etkili bulunmustur. Ayrica
lojistik regresyon ve DVM ile dogru smiflama basarilar1 incelendiginde, her iki
yontemin de benzer sonuglar verdigi gorlilmiis ancak DVM’nin stiinliikleri
tartigilmistir. Ayrica, uygulamalarda en sik adi gegen dogrusal, polinomiyal, sigmoid ve
radyal tabanli fonksiyon (RTF) performanslar1 da karsilagtirilmistir.  Bu
karsilastirmalarda 4 farkli ¢ekirdek fonksiyonunun simiflama performanslarinin benzer
sonuclar verdigi goriilmiis ancak ¢esitli yonlerden RTF’nin {istlinliigiinden
bahsedilmistir.

Anahtar Kelimeler: Cekirdek fonksiyonlar, Destek vektor makineleri, Siiflama, Veri
madenciligi



ABSTRACT

USING OF SUPPORT VECTOR MACHINES
IN MEDICAL RESEARCH

Ozge AKSEHIRLI
Master of Thesis, Department of Biostatistics and Medical Informatics
Supervisor: Prof. Dr. Handan ANKARALI
May 2012, 131 pages

In today's technology, with increase of capacity and speed of computers, in various
sectors, capacity and complexity of the stored data also increases. As a result of
processing of these data with appropriate advanced techniques, the dizzying
technological changes have been observed in living conditions. For the purpose of
extracting meaningful information from huge amounts of data, data mining methods
that found intensive usage especially in recent years and in the future will replace with
the traditional statistical methods are preferred. Support vector machine (SVM) is one of
these methods and today it is used for classification, estimation or pattern recognition
mostly in engineering applications. In this study it was aimed to define concepts of data
mining, explain theoretical foundations of SVM particularly and use of this method for
diagnosing in medical research. For this purpose, firstly data mining and data mining
methods were mentioned briefly, then support vector machines method was described
comprehensively. SVM, which is one of data mining methods is a machine learning tool
that uses supervised learning to classify or predict the data. Basic idea behind SVM is to classify
the data by dividing them with a plane or hyperplane. DVM achives this procedure by doing
maximum the margin between two classes. After training of the data, SVM aims to classify the
new data correctly. In medicine, SVM is used for cancer morphology, identifying success of
treatment and related gene, diagnosing various diseases. In application of the study,
informations about 433 patient who were refer to the outpatient department of Zonguldak
Karaelmas University Faculty of Medicine between date of 1-31 January 2011 for
complaints of night eating syndrome were used. Using these data, variables that is
effective in diagnosing were examined with univariate analysis, logistic regression and
SVM methods and only GYA puan variable found to be effective in the three
approaches. Also when the classification performances of logistic regression and SVM
were examined, it was seen that both of the methods gave similar results but superiority of
SVM was discussed. In addition, performances of linear, polynomial, sigmoid and radial
basis function (RBF) mentioned most common in applications were compared. In these
comparisons, it was seen that the classification performances of 4 different kernel
function gave similar results, however superiority of RBF in various ways was mentioned.

Keywords: Kernel functions, Support vector machines, Classification, Data mining



1.GIRIS ve AMAC

Saglik alaninda ¢ok ¢esitli aragtirmalar yapilmakta olup bu alan 6nemli bir veri
kaynagidir. Bu verilerden elde edilen bilgiler, cesitli hastaliklarin siniflandirilmasi,
tanimlanmasi, tan1 ve tedavisinde ve ayn1 zamanda hastaliklara kars1 koruyucu onlemler
almada kullanilir. Biiyiik boyutlardaki bu karmasik verilerden faydali bilgilerin ortaya
cikarilmasi icin klasik istatistik yontemler yetersiz kalmaktadir. Bu nedenle 6zellikle
bilgisayar yazilim ve donaniminin hizla gelistigi son 20 yilda biiyiik boyutlu verilerin
kayit altina alinmasi ve saklanmasi olanakli hale gelmis ve bu verilerden gizli kalmis
faydali bilgileri ortaya ¢ikarabilecek yeni istatistik yontemler gelistirilmeye

baslanmistir™?3*,

Gizli kalmus iliskileri ortaya ¢ikarmak i¢in kullanilan yontemlere genel olarak makine
ogrenmesi yontemleri adi verilmektedir. Makine Ogrenmesi metotlar, gecmisteki
verileri kullanarak veriye en uygun modeli bulmaya calisirlar ve yeni gelen verileri de
bu modele gore analiz ederlerl”. Makine dgrenmesi uygulamalarindan biri olan veri
madenciligi de, istatistiksel yontemler ile cesitli bilgisayar algoritmalarini kullanarak,
veri tabanlarindaki veriden gerekli bilgi kesfini saglamak i¢in gelistirilmis yontemlerden
birisidir. Bagka bir deyisle, biiyiik miktarda verinin incelenip, onun iginden ise yarayan

bilginin (modelin) elde edilmesi islemine veri madenciligi denilmektedirl.

Veri madenciligi, ¢ok biiylik veri tabanlarindaki ya da veri ambarlarindaki veriler
arasinda bulunan iliskiler, Oriintiiler (pattern), degisiklikler, sapma ve egilimler, belirli
yapilar gibi ¢esitli bilgilerin ortaya cikarilmast ve kesfi iglemidirG. Veri madenciligi
birgok disiplini birlestiren disiplinler arasi bir yontemdir ve giiniimiizde temel olarak,
finans sektorii, haberlesme sektorii, saglik sektorii ve devlet uygulamalari alanlarinda
kullanilmaktadir. Bu yontemlerden bazilar1 karar agaclari, sinir aglari, regresyon
yontemleri, genetik algoritmalar ve destek vektor makineleri  seklinde

adlandirilmaktadir.
Saglik alaninda veri madenciligi yontemlerinin kullanim alanlarindan birkag 6rnek
asagidaki gibi verilebilir’:

e Hastaliklan etkileyen faktdrlerin ortaya ¢ikartilmasi
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e Hastaliklara erken teshis koyularak sagligin korunmasi ve dogru tedavi

yontemlerinin secilmesi

e Saglik hizmetlerindeki kalitenin artirilmasi ve gelecege doniik dogru saglik

politikalarimin olusturulmasi
e Koruyucu hekimligin yayginlastirilmasi ve saglik harcamalarinin diisiiriilmesi
e  Salgin hastaliklarin tespit edilmesi i¢gin gerekli 6nlemlerin alinmasi

e Saglik harcamalarindaki hileli islemlerin ortaya cikartilmasi, maliyetlerin

diistiriilmesi

e llag gelistirici firmalarin, saglik veritabanlarindan yararlanarak dogru ilaglari

gelistirmesi

Veri madenciligi yontemlerinden biri olan destek vektér makineleri (DVM), veriyi
simiflandirmak (DVS) veya tahmin yapmak (DVR) amaciyla kullanilan, egiticili
(supervised) bir makine Ogrenmesi yéntemidirg. DVM yontemi, yapay sinir aglari
yontemleri ile yakindan ilgilidir ve hatta sigmoid ¢ekirdek fonksiyonunun kullanildigi
bir DVM modeli, iki katmanli perceptron yapay sinir ag1 (two-layer, perceptron neural
network) modeline esdegerdirg. Bir¢ok veri madenciligi yontemlerinde oldugu gibi
smiflama veya tahmin modeli gelistirilmeden 6nce, DVM’de de veri seti egitim
(training) ve test verileri olarak ikiye ayrilir. Egitim verisi egitilerek en 1yi
siniflama/tahmin yapan model bulunmaya ¢alisilir. Bulunan bu modelin gecerliligi test
verisi lizerinde aragtirilir. Her iki veriden elde edilen siniflama veya tahmin basarisi
birbirine benzer ve yiiksek ise modelin basarili (gegerli) bir model olduguna karar

verilir.

DVM’ler ilk olarak 1960’larda ortaya atilmistir. DVM’nin dayandigi teorinin
1970’lerde gelistirilmeye baslanmasiyla DVM’lere ilgi artmis, ancak ilk basarili
caligmalar1 1990’lh yillarda gergeklestirilmistir. Bununla birlikte DVM yontemi,
matematikeilerin ve yapay zeka ile ilgilenen bilim adamlarimin ilgi odag: olmustur™®.
1990’larin sonlarinda, DVM’lerle ilgili ilk detayli ¢alisma Scholkopf ve Burges (1998)
tarafindan yapilmistir. Daha sonra ise, 2005 yilinda Wang ve Kecman, 2006 yilinda
Tan, Steinbach ve Kumar tarafindan bu yontem kullanilarak ¢esitli calismalar

yapilmistir3.
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Giliniimiizde, DVM’nin bir¢ok diinya problemine uyarlanabilir olmasi, DVM ydntemine
olan ilgiyi arttirmakta ve bununla birlikte, bu yontemle yapilan ¢aligmalar her alanda
agirlik kazanmaktadir. DVM'nin kullanim alanlan incelendiginde, goriintii ve metin
siniflandirma, nesne tanima, el yazisi tanima, ses tanima ve yiiz tanima gibi ¢esitli
oriintii tanima uygulamalarinda sik¢a kullanildigi goriiliir'’. DVM, ayni zamanda
biyolojik uygulamalarda da vyiikselen bir basar1 gostermektedirler’’. Tipta DVM
Ozellikle, kanser morfolojisinde, tedavi basarisinin ve ilgili genin belirlenmesinde,
cesitli hastaliklarin teshisinde kullanilmaktadir®***. DVM ilk uygulamalarindan itibaren
genellikle miihendislik alaninda kullanilmigtir. Saglik alaninda yapilan uygulamalara
bakildiginda, bu uygulamalarin da yine miihendislik temelli kisiler tarafindan yapildig:

goriilmektedir.

DVM pratikte daha ¢ok smiflama amaciyla kullanilmaktadir ve saglik alam
aragtirmalarinda bir tan1 yontemi olarak tercih edilebilir. Siniflama genel anlamryla; iki
veya daha fazla grubu (sinifi) cesitli 6zellikler bakimindan ayirt edebilme olarak
tanimlanabilir. DVM yardimiyla siniflamada, en az iki grup sahip olduklar1 6zellikler
bakimindan dogrusal veya dogrusal olmayan modellerle ayirt edilebilmektedir. Saglik
arastirmalarinda genellikle saglikli kontrol ve hasta grubu olarak iki grup ayrimi
yapilmak istenir3*. Bu tez ¢alismasinda agirlikli olarak, dogrusal ve dogrusal olmayan

DVM modelleri yardimiyla iki grubun siniflandirilmasi tizerinde durulacaktir.

DVM’nin temelini, verilerin bir diizlem veya hiperdiizlem ile ayrilarak siniflandirilmasi
islemi olusturmaktadir. Yani, iki sinifa ait verileri ayirabilecek en uygun diizlemi veya
hiperdiizlemi belirlemektir. Dogrusal olarak ayrilabilen verileri, ait olduklar1 boyutta bir
diizlem ile ayirabilmek miimkiinken; dogrusal olarak ayrilamayan verilerin ait olduklar:
boyuttan daha yiiksek boyutlu bir uzaya tasinarak, burada bir hiperdiizlem ile ayirmak
miimkiin olacaktir. DVM, dogrusal olarak ayrilabilen veriler s6z konusu oldugunda,
verileri ayirabilecek sonsuz sayidaki dogru igerisinden marjini en yiiksek yapacak olan
dogruyu se¢meyi hedeflemektedir. Dogrusal olarak ayrilamayan verilerin oldugu
durumda ise, bir haritalama yontemi ile orijinal veriyi daha yiiksek boyutlu bir uzaya
tagir ve burada verileri siniflandirmak icin optimum olabilecek dogrusal ayirici

hiperdiizlemi bulmaya caligir?18,

Bu tez caligmasinda, genel bilgiler baglig1 altindaki ilk boliimde; veri madenciliginin

tanimi yapilmig, veri madenciliginin temellerinden, uygulama alanlarindan, teknik



kavramlarindan ve ¢esitli veri madenciligi yontemlerinin = smiflandirmasindan

bahsedilmistir.

Ikinci béliimde; makine &grenmesinden, makine Ogrenmesi tiirlerinden, DVM’nin
temelini olusturan istatistiksel 6grenme teorisinden ve istatistiksel 6grenme teorisinde
onemli yeri olan Vapnik-Chervonenkis teorisi ile yapisal risk minimizasyonundan

bahsedilmistir.

Ucgiincii boliimde; veri madenciligi yontemlerinden biri olan ve bu tez ¢alismasinin
konusunu olusturan DVM’nin teorik temelleri detayli olarak tanimlanmis, dogrusal
olarak ayrilabilen ve ayrilamayan durumlarda destek vektor smiflandirmasinin
isleyisinden, dogrusal olarak ayrilamayan verilerin siniflandirilmasinda 6nemli yeri olan
cekirdek (kernel) fonksiyonlarindan ve DVM’de kullanilan cesitlerinden kapsamli
olarak bahsedilmistir. Bu bdliimiin sonunda, destek vektor regresyonu o6zet olarak

anlatilmistir.

Gereg ve yontem boliimiinde, kullanilan veri seti ayrintili olarak agiklanmig ve veri
analizi i¢in uygulanan yontemler nedenleri ile tanimlanmistir. Ayrica DVM ydnteminin

uygulamast i¢in kullanilan DTREG programi adim adim tanitilmigtir.

Bulgular boliimiinde, kullanilan yontemler yardimiyla elde edilen sonuglara yer
verilmistir. Bu sonuglara ait sayisal ve gorsel degerler tablo ve grafikler halinde

gosterilmistir.

Son olarak tartisma boliimiinde ise, elde edilen bulgular tartisilmis ve tezin amaci

dogrultusunda bulgularin literatiire katkis1 vurgulanmastir.

Bu tez calismasiin amaci, DVM yonteminin teorik 6zelliklerini tanimlamak ve saglik

alaninda yaygin olarak kullanimina katki saglamaktir.



2. GENEL BILGILER

2.1. Veri Madenciligi
2.1.1. Veri madenciliginin tanimi ve temel bilgiler

Giin gectikce, uydu verileri, tibbi veriler, aligveris verileri, otomasyon verileri gibi
cesitli veri tiplerindeki veri miktarlarinin hizla artmasiyla, bu verilerin toplanmasi ve
saklanmas1 gibi problemler ortaya ¢ikmistir6. Toplanan veri miktarinin artmasi verinin
karmasikliginin da artmasina neden olmustur. Giinlimiizde teknolojinin ilerlemesiyle,
cok biiylik boyutlu veriler bilgisayar ortaminda veya cesitli elektronik ortamlarda
saklanabilir hale gelmistir'’. Ancak, nemli olan veriyi elde etmek ve depolamak degil,
elde edilen verileri anlamak ve ¢oziimlemektir. Toplanan veriler i¢inde gerekli ve
faydali bilgiyi elde etmeyi saglayacak verilere ulagsmak istenmektedir. Veri
tabanlarindaki veri sadece saklandigindan, bu veriler tek baslarina degersizdirler. Ancak
bu veriler belli bir amag¢ dogrultusunda islendigi zaman anlamli hale gelmektedir. Bu
noktada, ham veriyi bilgiye veya anlamli hale doniistiirme isini yapabilen veri

madenciligi ¢6ziim olarak dﬁsﬁnﬁlebilirlB.

Veri madenciligi, ¢ok biiyiik veri setleri i¢cinden faydali bilgiye ulasabilmek igin
gelistirilmis bir yontemler grubudur ve hipotezler iizerinden modeller kurmak yerine,
varlig1 bilinen fakat kesin olmayan Oriintli yapilarin arastirr3™*%, Veri madenciliginde
amag; bilgi elde edilmesi zor olan biiyiik veri yigilarini analiz ederek anlamli, gizli ve
faydal1 olabilecek bilgileri ortaya ¢ikarmak; bu bilgileri kullanarak bir model olusturup,
yeni gelecek bir veri hakkinda yorum yapmayi ve bu veri hakkinda tahminde bulunmayi
saglamaktir™. Sekil 2.1°de veri madenciliginin gorsel bir ifadesi goriilmektedir.
Bilgi
Oriantidler "

Omiglestis = e
. |
Wert

Hedef ~ Yorurmlama
?_E_I_‘l- . G Ivlodel
Orjinal Veri A Kurma

N Onigleme
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Birlegtirme
wve Seqitn

Sekil 2.1: Veri Madenciliginin Isleyisi



Veri madenciligi, bir¢ok analiz aract kullanimiyla veri igerisinde oriintii ve iligkileri
kesfederek, bunlari dogru tahminler yapmak i¢in kullanan bir siirectirl. Baska bir
deyisle, veri madenciligi, bliyiik Ol¢ekli veriler arasindan bilgiye ulasma, veriyi
madenleme islemidir®. Bunun yaninda, gelecege doniik kararlar alma asamasinda fikir
de vermektedir. Ayrica veri madenciligi Guidici tarafindan, “biiyiik miktardaki veriden,
veri tabani sahibine agik ve faydali bilgi saglamak amaci ile baslangi¢ta bilinmeyen
ortintii ve iliskileri kesfetmek igin kullanilan se¢me, kesfetme ve modelleme siireci”

olarak tanimlanmistir3.

Bagka bir tanim; "veri madenciligi, varligi bilinmeyen iliskileri bulmak ve veri sahibine
hem anlasilabilir hem de faydali olacak yollarla veriyi ozetlemek igin, gozlenmis

verilerin analiz edilmesi" olarak verilebilir3.

Veri madenciliginde kullanilacak olan verinin de bazi oOzelliklere sahip olmasi
gerekmektedir. Bu ozellikler de veri ambari (data warehouse) ile saglanmaktadir. Veri
ambarlar1 basit olarak, veri madenciligi isleminin yapilacagi verilerin toplandig1 6zel
veri tabanlar1 seklinde ifade edilebilir. Veri ambarlarinin olusturulmasi islemi verinin
cesitli kaynaklardan toplanarak, veriler igerisindeki uyusmazliklar ve hatalardan

arindirilmasindan ibarettir6’>>,

Veri madenciligi teknikleri ile ilgili olarak 1950’11 yillarda, matematikg¢iler mantik ve
bilgisayar bilimleri alanlarinda ¢alisarak yapay zeka ve makine 6grenmesi kavramlarini
gelistirmiglerdir. Daha sonra, 1960°l1 yillarda istatistikgilerin yeni bir algoritma
kesfetmesiyle, regresyon analizi, en biiyilik olabilirlik kestirim, sinir aglar1 vb. metotlar
veri madenciliginin ilk adimlarin olusturmustur®. 1970, 1980, 1990’ yillarda yeni
programlama dilleri ve yeni bilgisayar tekniklerinin gelistirilmesiyle veri madenciligi;
genetik algoritmalar, EM (Expectation Maximization) algoritmalari, karar agaglari ve
DVM gibi ¢esitli yontemleri de icine almistir. 1990 yiliyla beraber veri tabanlarinda
bilgi kesfi (VTBK)’nin ilk adimlari olusturulmus ve biiyiik veritabanlari igin veri
ambarlar1 gelistirilmistir. Ayrica, yeni teknolojilerle beraber veri madenciligi

gelistirilerek yaygin olarak kullanilmaya baglanmustir®,

Veri madenciligi, disiplinler arasi1 bir alandir ve istatistik, veri tabanlari, yapay zeka,
makine 6grenmesi, Oriintii tanima, bilgi toplama, veri gorsellestirme, paralel ve dagitik
hesaplama gibi bir¢cok disiplinden yardim alir'®*, Veri madenciliginde kullanilan

yontemlerin birgogu iki ayr1 arastirma dali olan istatistik ve makine 6grenme olarak
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bilinmektedir'®. Sekil 2.2’de veri madenciliginin cesitli disiplinlerle olan iliskisi

gosterilmektedir.

WVeri Madenciligi

Gorsellestirme

Sekil 2.2: Veri Madenciliginin Diger Disiplinlerle Iliskisi

Gilinlimiizde veri madenciligi; bankacilik, pazarlama, sigortacilik, telekomiinikasyon,
borsa, saglik, endiistri, ilag gelistirme, astronomi, tip, liretim kontrolii, biyoloji, genetik

22022 5o zamanlarda, veri

ve mihendislik gibi bir¢ok dalda uygulanmaktadir
madenciligine olan ilgi artmaktadir ve diinyada genis bir uygulama alanina sahip olan

bu konu, tilkemizde de giin gegtik¢ce 6nem kazanmaktadir3.
2.1.2 Makine 6grenmesi

Bilgisayar teknolojilerindeki gelismeyle birlikte, giiniimiizde biiyiik miktarlardaki veriyi
saklamanin ve iglemenin miimkiin olmasinin yani sira, bu verilere uzak mesafelerden
bilgisayar aglar1 ilizerinden erisebilmek de miimkiin hale gelmistir. Artik ¢ogu veri
toplama islemi dijital ortamda yapilmakta ve dolayisiyla, giivenilir veriler kayit altina
almabilmektedir®™. Ornegin siipermarket kasalarindan, para ¢ekme makinelerinden,
kredi kart1 cihazlarindan, e-ticaret uygulamalarindan her an milyonlarca veri, verilerin
saklandigi merkezlere ulagmaktadir. Bunlarin disinda, bir hastanedeki rontgen
cthazindan, bir glivenlik kamerasindan, bir iris tanima sisteminden, bir kumas kalite
Olctim kamerasindan, borsadaki islemlerden yine birgok veri elde edilmekte ve analiz
i¢in beklemektedir. Bu islemlerin her birinde analizden farkli seyler beklenmektedir. Bir
stipermarket isletmecisi hangi tiir iiriinlerin bir arada satildigini, bir borsa analisti hisse

senedinin yarinki degerini, iris tanima sistemi verinin kime ait oldugunu, kredi kart



sistemi kart1 kullananin kartin sahibi olup olmadigini, bir giivenlik kameras1 olagandist
bir durum olup olmadigini 6grenmek istemektedir. Bu sistemlerin tiimiinde yeni verinin
islenmesi i¢in, ge¢misteki verilerden faydalanilmaktadir. Cok biiylik miktardaki
verilerin elle islenmesi, analizinin yapilmasi miimkiin degildir. Bu problemlere ¢6ziim
bulmak amaciyla makine 6grenmesi metotlart gelistirilmis ve hala gelistirilmeye devam
edilmektedir. Makine 6grenmesi metotlari; gegmisteki verileri kullanarak, veriye en
uygun modeli bulmaya ¢alismakta ve yeni gelen verileri de bu modele gére analiz

etmektedirlers?>,

Makine Ogrenmesi yontemlerinde veri madenciliginin aksine, veri setlerinin biiyiik
olmasi gerekmemektedir ve bu yontemler, kiigiik veri setleri i¢in de basarili sonuglar
vermektedir. Makine 6grenmesi yontemleri, yeni ornekler geldiginde, kendi kendine
Ogrenebilen modeller olusturmaktadir. Veri madenciligi ise, makine 6grenmesi olarak
adlandirilan yontemler biitliniindeki modelleri biiylik veri setlerine uyarlayarak ortaya
oriintii ¢ikarmayi amaclamaktadir. Makine 6grenmesi modelleri, veri madenciliginde

kullanildiginda bunlardan 6grenme beklenmez3.

Makine 6grenmesi, insan ve hayvan ogrenmesi ile paralellik gostermektedir ve makine
o0grenmesi teknikleri; hayvan ve insan Ogrenmesinden yola c¢ikarak gelistirilmis
tekniklerdir®®. Burada, sistem 6nceden bilmedigi ve yapamadig islemleri, belirli bir
egitimden sonra  gerceklestirebiliyorsa, sistemin  bu  islemleri  G6grendigi

dﬁsﬁnﬁlmektedir27.

Ogrenme Simon tarafindan, “zaman icinde yeni bilgilerin kesfedilmesi yoluyla
davramislarin iyilestirilmesi siireci” olarak tanimlamaktadir®®. Genel anlamda veriden
O0grenme ise, sonlu sayida egitme verisi kullanan tahmin fonksiyonunun 6grenilmesini
saglayan Ogrenme makinesi veya algoritmanin olusturulmast olarak tanimlanir.
Makine o6grenmesinde bu Ogrenme isinin, bilgisayar tarafindan gerceklestirilmesi
amaglanmaktadir. Burada, 6grenmenin taniminda da verildigi gibi, bilgisayarin da insan
gibi zaman igerisinde tecriibe kazanmasi istenmektedir. Bilgisayarin 6grenebilmesi ve
tecrilbe sahibi olabilmesi, bilgisayarin ilgili olay hakkinda bilgiler ile donatilmasina

baglidir.

Makine 6grenmesi, “bilgisayarin bir olay ile ilgili bilgileri ve tecriibeleri ogrenerek,
gelecekte olusacak benzer olaylar hakkinda kararlar verebilmesi ve problemlere

)

coziimler tiretebilmesi” olarak da tanimlanabilir®®. Daha baska bir tamim olarak;
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“makine 6grenmesi; aym gorevin yinelenmesinde ya da ayni popiilasyondan c¢ekilen
farkli bir gérevde, makinenin ikinci sefer daha iyi ¢alismasini saglayan, sistemdeki

herhangi bir degisimdi 30

Ilk makine 6grenmesi modeli perceptron, F. Rosenblatt tarafindan 1957°de onerilmistir.
Bu, 6grenme islemlerinin matematiksel analizinin ger¢ek anlamda bagsladig1 zamandir.
Perceptron ile ilgili deneyler kapsamli olarak bilinir hale gelince, bagka tiir 6grenen
makineler Onerilmis ve daha sonra da ger¢cek diinya problemlerini ¢ézmede
kullanilabilecek bilgisayar programlarindan sinir aglar1 ve bazi arastirmacilar tarafindan

siniflamada kullanmak i¢in karar agaglari gelistirilmistirBl.

Gilinlimiizde, makine dgrenmesi uygulamalar1 bir¢ok alanda siklikla kullanilmaktadir.

Bu uygulamalarin bir kismi1 Tablo 2.1°de verilmistir.

Tablo 2.1: Makine Ogrenmesi Yénteminin Uygulama Alanlar

Girdi (pattern, Ornek Ciktr
nesne)

El yazisi/Kitap yazisi Resmi metne ¢evirme

Iris [risin sahibini bulma

. LG Imza gergek olup

Imza olmadigimi bulma

Yiiz resmi §%§§‘j Resimdeki kisiyi tanima

2222
.. FZz== =3 |Parmakizinin sahibini

Parmak izi é{{gf@ bulma

. _ : Sesin sahibini bulma

Insan sesi - -
Sesi metne gevirme

Tibbi veri Klsmmvhasta olup
olmadigin1 bulma
Metnin konusunu bulma

Metin/Mail Me‘_[nl'n yazarini bulma
Mail’in spam olup
olmadigini bulma

Giivenlik kamerasi Olagan dis1 bir durumun

kayitlart olup olmadigini bulma

Isitme engellilerin Gériintiideki kiginin

kullandigi isaret dili T
anlatmak istedigini bulma

kamera kayitlari
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Sonu¢ olarak makineler insanligin isgiliciine sagladiklar1 katkiyi, makine 6grenmesi
metotlar1 sayesinde insanligin beyin giiciine de saglamaya baslamislardir. Her tiir
uygulama i¢in ¢ok miktarda verinin analiz edilerek gelecekle ilgili varsayimlar
gelistirilmesine, kararlar verilmesine yardimci olan makine 68renmesi metotlarinin

onemi ve katkilar1 her gegen giin arttirmaktadir5.
2.1.2.1. Makine 6grenmesi tiirleri

Makine 6grenmesi yontemlerinde degisik dgrenme tiirleri kullanilmaktadir. Ogrenmeyi
gerceklestirecek olan sistem ve kullanilan 6grenme algoritmasi bu 6grenme tiirlerine
gore degismektedirgz. Egitim verisinden 6grenmek icin kullanilan 6grenme tiirleri

asagidaki gibi siralanabilir:

eEgiticili (Supervised) 6grenme
v" Siniflama
v" Regresyon
e Egiticisiz (Unsupervised) 6grenme
e Yari-egiticili (Semi-supervised) 6grenme
e Pekistirerek (Reinforcement) 6grenme

o Aktif (Active) 6grenme

Bu Ogrenme tiirlerinden egiticili ve egiticisiz 6grenme, en sik kullanilan 6grenme

tirleridir.
2.1.2.1.A. Egiticili 6grenme

Egiticili 6grenmede, smiflar ve her smifin 6nceden siiflandirilmig verileri bir egitici
tarafindan tanimlanir ve makinenin bir egitim seti ile 6grenmesi saglanir™. Yani, egitim
icin egitici veriler (egitim seti) kullanilmaktadir. Egitim seti giris bilgileri ve istenen
(hedef) bilgiler olmak {iizere iki ayr1 vektor gibi disiiniilebilir. Vektorlerin her bir
karsilikli elemanlart bir egitim ciftini olugturmaktadir. Egitim seti, makinenin egitimine

baslamadan 6nce belirlenmektedi r’333.

Bu tiir 6grenmede egitici, sisteme 6grenilmesi istenen olay ile ilgili drnekleri egitim seti
olarak verir. Bir baska ifadeyle, her ornek i¢cin hem girdiler, hem de o girdiler

karsiliginda olusturulmasi gereken ¢iktilar sisteme gosterilir. Sistemin gorevi girdileri

12



egiticinin belirledigi ¢iktilara haritalamaktir. Bu sayede olayin girdileri ile ¢iktilart
arasindaki iliskiler 6grenilmektedir®. Girilen degerle istenen deger arasindaki fark, hata
degeri olarak dnceden belirlenen degerden kiiclik oluncaya kadar egitime devam edilir.
Sistem belirli bir siralamadaki girdiler i¢in istenen istatistiksel dogrulugu elde ettigi
zaman, egitme islemi tamamlanmis kabul edilir ve slire¢ sona erer™®. Sekil 2.3'te egiticili

O0grenme yapist gbsterilmistir33.

Gergek gikag

Girig

x(t) [:> MODEL
Hata d @\—

Sekil 2.3: Egiticili Ogrenme Y&nteminin Yapist

Egiticili 6grenmede temel olarak, siniflama ve regresyon yontemleri bulunmaktadir.
Siniflama ve regresyon, onemli veri smiflarim1 ortaya koyan veya gelecek veri
egilimlerini tahmin eden modelleri kurabilen iki veri analiz yontemidir. Siniflama
bireylerin ait olduklar1 gruplar1 belirlemede kullanilirken, regresyon belirli degerlerin
tahmin edilmesinde kullanilir. Siniflamada bir sinifi digerinden ayirmada kullanilacak
olan bir karar smiri Ogrenilir. Regresyonda ise, Orneklerden siirekli girdi-gikti

haritalamasi égrenilmektedir?’S.

Karar agaclari, regresyon yontemleri, sinir aglari, destek vektdr makineleri, k-en yakin

komsulugu gibi yontemler egiticili 6grenme yontemleridir.
2.1.2.1.B. Egiticisiz 6grenme

Egiticisiz 6grenmede, siniflar1 tanimlayan bir egitici s6z konusu degildir ve sistem
kendi siifin1 bulmak zorundadir®. Bu yontemlere kendi kendine 6grenebilen modeller
de denilmektedir. Egiticisiz 6grenmede egitim seti kullanilmamaktadir ve egitim i¢in
sadece giris bilgilerinin olmasi yeterlidir. Bu algoritmalar, birbirine benzer giris

bilgilerini gruplamakta veya giris bilgisinin hangi gruba ait oldugunu gostermektedir.
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Burada modelin performansin1 kendiliginden izlemesi s6z konusudur. Ancak, modelin
kendini nasil organize edecegi hakkinda bir miktar bilgiye sahip olmalidir®. Sekil 2.4'te

egiticisiz 6grenme yapisi gosterilmistir.

Gercek cilag
y®

Gurig

0 [ | Moo

Sekil 2.4: Egiticisiz Ogrenme Yonteminin Yapisi

Kiimeleme analizi, korelasyon analizi, faktor analizi ve istatistiksel olglimler egiticisiz

O0grenme yontemlerindendir.
2.1.3. Veri madenciligi yontemlerine genel bakis

Veri madenciligi yonteminde modeller temel olarak, tahmin edici ve tanimlayici

203520, Tahmin edici modellerde, sonuclari

seklinde iki ana baslik altinda incelenebilir
bilinen verilerden hareket edilerek bir model gelistirilmesi ve kurulan bu modelden
yararlanilarak sonuclari bilinmeyen veri kiimeleri icin sonu¢ degerlerinin tahmin
edilmesi amaglanmaktadir. Tanimlayici modellerde ise, karar vermeye yardimci
olabilecek mevcut verilerdeki Oriintiilerin tanimlanmasi saglanmaktadlrzo. Sekil 2.5°te

veri madenciligi metotlar1 gosterilmektedir.
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Tahmin Edici Tammlayici
Eegresyon
|
Siuflama
_ Karar Agaclan — Kiimeleme
I Destek Veltor | .. ..
Makineler Sarah Dizi Analizi
Yapay Sinir Aglan [ Biriktelik Kurallan
—K-En Yalin Komsulugu ——  Usg Deder Analizi
Random Forest — Tammlayic: [statistik
— Naive-Bayes —  Diger Metotlar
— Genetik Algoritmalar
—  Zaman Serlen
— Diger Metotlar

Sekil 2.5: Veri Madenciligi Metotlari

Tahmin edici metotlardan biri olan siniflama, veri madenciligi aragtirmalarinin 6nemli
bir parcasidir. Siniflama temel olarak; dis gozlemlere dayanarak bir nesneyi farkli
simiflardan birine atayacak bir kural bulma, baska bir ifadeyle, bilinmeyen bir veri
orneginin sonlu sayida siniftan hangisine ait oldugunun tahmin edilmesi islemidir®.
Amag ise, yeni bir drnegin (verinin), belirli simiflar icinde hangi sinifa ait oldugunu
belirleyecek bir siniflayict olusturmaktir. Bagka bir deyisle siniflamanin amaci, sinif
ozellikleri ve ¢ikis Ozellikleri arasindaki bazi iliskileri kesfederek, bu iligkiler ile
siniflandirilmamis yeni bir veri 6rneginin sinifini tahmin etmektir. Burada 6nemli olan,
her bir smifin Ozelliklerinin 6nceden net bir sekilde belirlenmis (egitilmis)
olmasidir®26°"38, Sonug olarak, siniflama metodu ile bir model olusturulmakta ve yeni

gelen bir 6rnegin hangi sinifa ait olacag1 belirlenebilmektedir®’.
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Siniflama islemi genelde iki ana adimdan olusmaktadir. ilk adimda, ©nceden
belirlenmis olan verilerin siiflarini tanimlayan bir model olusturulur. Bu model, ¢esitli
Ozelliklerle tanimlanmis veri gruplarinin analiz edilmesiyle 6grenilir. Bu analiz edilen
veri grubu egitim setini olusturur ve her bir egitim verisinin sinifi belirtildigi i¢in bu
cesit Ogrenme egiticili 6grenme olarak bilinir?®26. Ikinci adimda model, smnifi heniiz
bilinmeyen Orneklerin smif etiketlerini belirlemek maksadiyla kullanilir. Egiticili
ogrenmede, eldeki veriler egitim seti (training set) ve test seti (test set) seklinde iki
gruba ayrilmakta ve egitim setiyle Ogrenilen model, test setinde dogru smiflama
yapmay!r amaclamaktadir. Egitim seti, smiflama modelinin elde edilecegi verileri
icermektedir. Test seti ise, egitim setiyle elde edilen modelin dogru siniflama yapip
yapmadigini belirlemek i¢in kullanilir. Yani, egitim setiyle model insa edilirken, test
setiyle model dogrulugu kontrol edilir. Burada hedef; yeni 6rneklerin dogru sekilde
daha 6nceden belirlenmis simflara atanmasidir™. Sekil 2.6’°da siniflamanin gérsel bir

Ozeti verilmistir.
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13| 1 BOyak 1 |7
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Test Sati

Sekil 2.6: Siniflamanin Gorsellestirilmesi

Her biri 6nceden belirlenmis bir siifa ait olan veriler kiimesi verildiginde, yeni bir
verinin hangi smifa ait olacagma karar verecek modeli bulma, smiflandirma
problemidir. Olusturulan model egitim verisinin analizine dayanmaktad1r37. Sekil 2.5’te

de gorildigli gibi, veri madenciliginde siniflama yapmak igin c¢esitli yontemler
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bulunmaktadir. Bu yontemlerden Ozellikle son yillarda uygulamasma rastlananlar

asagidaki gibi siralanabilir:

e Karar agaglari

e Random forest

e  Yapay sinir aglari

e Naive-Bayes

e K-En yakin komsulugu
e Genetik algoritmalar

e Destek vektor makineleri

Karar agaclari: Karar agaclart; kolay olusturulmasi, yorumlanmalarinin kolay olmasi,
veri tabani sistemleri ile kolayca entegre edilebilmeleri ve giivenilirliklerinin iyi olmasi
nedenleri ile veri madenciligi siniflama modelleri igerisinde en yaygin kullanima sahip
tekniktir®®°35. Adindan da anlasilacag: gibi karar agaclari, bir aga¢ goriiniimiinde olan,

tahmin edici bir y6ntemdir20‘3535.

Karar agaglar1 karar diigiimii, dallar ve yapraklardan olusur3®. Karar diiglimleri
yapilacak olan testi, dallar testteki degerleri, yapraklar ise sinifi belirtir. Burada, karar
digiimleri ile belirtilen testin sonucu agacin veri kaybetmeden dallara ayrilmasini
saglar. Her diiglimde test ve dallara ayrilma islemleri ardisik olarak gergeklesir ve bu
ayrilma islemi Ust seviyedeki ayrimlara baghdir. Agacin her bir dali siniflama islemini
tamamlamaya adaydir. Eger bir dalin ucunda siniflama islemi gerceklesemiyorsa, o
dalin sonucunda bir karar diigiimii olusur. Ancak dalin sonunda belirli bir smif
olusuyorsa, o dalin sonunda yaprak vardir®®20. Bu yaprak, veri lizerinde belirlenmek
istenen simiflardan biridir. Karar agaci iglemi, kok diiglimiinden baslar ve yukaridan
asagiya dogru yapraga ulagana dek ardisik diiglimleri takip ederek gerceklesir. Karar
agaclarinda kok ve her diiglim bir soruyla etiketlenir. Diiglimlerden ayrilan dallar ise
ilgili sorunun olast yanitlarin1 belirtir. Her diigiim de s6z konusu sorunun ¢oziimiine

yonelik bir tahmini temsil eder 2337,
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I:I Ara diigtimler

O Yapraklar sifi

— Dallar1 smama sonucu (Karar Dallarr)

Sekil 2.7: Karar Agac1 Semasi

Karar agaclari; bir karar agaci, agaci olusturacak bir algoritma ve agaci veriye
uygulayacak ve s6z konusu problemi ¢dzecek bir algoritma seklinde {i¢ bolimden

olusan bir modeldir®.

Karar agaglarinin avantajlar su sekilde 6zetlenebilirl’3. Modellenmesinin ucuz olmasi

e Yorumlanmasinin kolay olmasi

e  Veri tabani sistemleri ile kolaylikla birlestirilebilmesi

e  Yiiksek giivenilirlikte sonuglar iiretmesi

e Nitel, nicel, siirekli, kesikli tiim degiskenlere uygulanabilen algoritmalara

sahip olmasi

Random Forest (RF): RF, ¢ok sayida karar agacinin bir araya gelmesiyle olusan bir
tekniktir. Siniflama yapan her bir karar agaci bireysel oy almakta ve islem sonunda en
yiiksek oyu alan karar agacinin yaptigi smiflama kullanilmaktadir. Her bir karar agaci
egitildigi veri grubundan farkli bir veri grubuyla karsilastiginda ayni performansi
gosteremeyecegi igin, yontem cok sayida karar agacini birlestirmekte ve bu sayede
siniflama performansini ve dogru siniflama oranini artirmaktadir. RF yonteminde agag,
biitiin verinin olusturdugu tek bir diiglimle baslamakta, eger drneklerin hepsi ayni sinifa
ait ise diiglim, yaprak olarak sonlanmakta ve smif etiketi verilmektedir. Eger 6rnekler

aym sinifa dahil degilse, ornekleri smiflara en iyi bolecek olan 6zellik segilmektedir®.
RF’nin sagladig1 avantajlar agagidaki gibi siralanabilir:

o (Cok sayida girdi degiskeni ile ¢alisabilmektedir.

e Smiflama yaparken degiskenlerin dnemlerini kestirmektedir. Ozellikle gen
caligmalarinda, 6nemli genin se¢imi i¢in oldukca faydahidir.

e Simiflama uygulamalarinda yiiksek dogruluk elde edilmektedir.

e  Eksik ve kayip verilerin analizinde kullanilabilmektedir.
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e  Agsiri uyum sorunu birgok yonteme gore daha az goriilmektedir.
e Gozlemler arast yakinlik hesaplayarak kiimeleme analizinde kolaylik
saglamaktadir.

e  Ogrenme siireci olduk¢a hizl1 islemektedir.

Yapay sinir aglar: (YSA):YSA, beynin ve sinir sisteminin yapisindan esinlenerek ortaya
atilmis, sinir sisteminin ¢alismasini taklit ederek veriden 6grenme saglayan bir bilgi
isleme sistemidir2'3*2. Bu yontem, canlilardaki sinir sisteminde gerceklesen 0grenme,
iligkilendirme, smiflandirma, genelleme, tahmin ve 6zellik belirleme gibi islevlerini
yerine getirmeyi hedefler. YSA disaridan aldigi dinamik verilere gére dinamik sonuglar

tiretebilen, birbirine bagli basit elemanlardan olusan bir yapiya sahiptir*42.

YSA; girdi ve cikti degerleri arasinda, kiiclik hesaplama birimlerinden elde edilen
sonuclar1 birlestirerek 6zetleyen bir modelleme yontemidirl. YSA’ nin ¢alisma sistemi,
noronlara benzestirilmis islem Ogeleri arasindaki iliskilerle yapilandirilmigtir ve
YSA’da sinir sisteminin ana birimi olan néronlarin ¢alisma prensibi kopyalanilarak
islem birimleri iretilmektedir2. Yapay sinir hiicreleri ya da diiglim (node) olarak da
bilinen bu islem birimlerinin birbirine baglanmasiyla yapay sinir aglan
olusturulmaktadir. Olusturulan yapay sinir aglar1 6grenme, hafizaya alma, siniflama,
genelleme, tahmin ve veriler arasindaki iligkileri ortaya ¢ikarma gibi gorevleri

gerceklestirmektedir.

Temel bir yapay sinir ag1 hiicresi, biyolojik sinir sistemi hiicresine gére daha basit bir
yapiya sahiptir. Sinir ag1 iliskilendirmeyi yapan i¢ kurallari {iretir ve bu kurallar,
bunlarin sonuclarint orneklerle karsilagtirarak diizenler. YSA'da 6grenme, girdi seti
tizerinden yapilir ve girdi setindeki degisiklikler kullanilarak, deneme yanilma yoluyla

bir ¢ikt1 iiretilir3. YSA'nin avantajlari asagidaki gibidir®.

e YSA dogrusal olmayan bir yapiya sahiptir ve YSA'min temel islem
birimlerinin dogrusal olmayan yapisi, algoritmayr dogrusal olmayan
problemlerin ¢6ziimiinde en temel araglardan biri haline getirmektedir.

e YSA paraleldir ve bu 6zellik yavas birimin etkisini azaltmaktadir. Ciinkii seri
islemlerde bir birimin hizi tiim sistemin calisma hizin1 etkilerken, paralel
sistemlerde yavas birimin etkisi azdir. Dolayisiyla YSA'larin paralel islemler

kullanmasi toplam bilgi isleme hizini artirmaktadir.
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e YSA yerel bilgi isleme sistemine sahip bir tekniktir. Bu nedenle, her bir islem
birimi is bolimil yaparak, problemin tiimii yerine gerekli boliimleri ile
ilgilendigi i¢in ¢ok karmasik problemler kolaylikla ¢6ziilebilmektedir.

e YSA, hatalan tolere edebilen bir sistemdir. Yani, paralel bilgi isleme yaptigi
icin, sistemdeki herhangi bir birimin hatali ¢ikmasi toplam bilgi isleme
sisteminin ¢alismasinin bozulmasini 6nlemekte, sadece hatanin ¢iktig1 birimin
bulundugu agin performansini etkilemektedir.

e YSA, genelleme yetenegine sahiptir ve dgrenmesini tamamladiktan sonra,
egitim sirasinda karsilasmadigi test Ornekleri icin de istenilen sonuglar
tiretebilmektedir.

e YSA uyarlanabilirlik 6zelligine sahiptir. YSA'larin egitiminde agirliklar

kullanict tarafindan ayarlanabildigi icin, problemler degistiginde de agirliklar

ayarlanabilmekte ve aglar yeniden egitilebilmektedir.

e Analiz ve tasarim kolaylig1 da YSA’ nin avantajlar1 arasindadir.

Naive-Bayes: Naive-Bayes yontemi, kolay uygulanabilir oldugu kadar {istiin
performansiyla da siniflandirma ¢alismalarinda en ¢ok kullanilan metotlardan biri haline
gelmistir“. Bu yontem, verileri siniflamak icin giiclii varsayimlar ile Bayes teoremine
dayanilarak olusturulmus olasilikli bir simiflayicidir ve siifin kismi 6zelliklerinin
varliginin (ya da yoklugunun), baska bir 6zelligin varligi (ya da yoklugu) ile iliskili olup
olmadig1 ile ilgilenir. Olasiliklara dayandigi i¢in egiticili O6grenme seklinde
uygulanabilir. Birgok uygulamada Naive-Bayes modeli i¢in parametre kestirimi, en ¢cok
olabilirlik yontemi ile yapilmaktadir. Dolayisiyla Bayes olasiliklar1 ve Bayes metodu
kullanilmadan da Naive-Bayes siiflayici ¢alisabilmektedir. Bu yontem, siklikla metin

siniflamada kullanilmaktadir3. Naive Bayes yonteminin avantajlar1 asagidaki gibidir:

e Kiiciik miktardaki calisma verisi ile parametre kestirimi yapabilmektedir.
e Degiskenler bagimsiz kabul edildigi i¢in sadece degisken varyanslarinin

belirlenmesi yeterlidir, kovaryans matrisi girisine gerek duyulmamaktadir.

K-En yakin komsulugu: K-En yakin komsulugu, 6zellikle biiyiik veri tabanlarinda
kullanilan, en kolay siniflandirma yontemlerinden birisidir. Bu yontemde siniflama, n

boyutlu uzayda siiflanacak 6rnege en yakin verilerin bulunmasina bag11d1r454545’46’47.
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K-En yakin komsulugu siniflayicilari, verilen test seti ile egitim setinin benzerliklerinin
kiyaslanmasiyla 6grenmeye dayanmaktadir3. Siifi belli olmayan Ornekler egitim
setindeki verilere benzetilerek siniflama yapilir. Siniflanacak 6rnege en yakin k komsu
bulunur ve bu k komsu en fazla hangi smifa ait ise, yeni gelen 6rnek de o sinifa
atanr’®*. k degeri kag¢ tane en yakin komsunun siniflandirma igin kullanilacagini
belirtir. Bu deger, 1’den biiyiikk ve genellikle tek say1 olarak secilen pozitif bir tam
sayidir Eger k=1 ise nesne en yakin komsusunun bulundugu sinifa dahil olacaktir™®.
Omegin, k = 3 igin yeni bir drnek smiflandirilmak istenirse, bu durumda eski
siiflandirilmig verilerden en yakin 3 tanesi alinir ve bu verilerin ¢ogunlugu hangi
smiftaysa, yeni 0rnek de o sinifa dahil edilir®. Sekil 2.8°de, yesil nokta ile gdsterilen
yeni verinin kirmizi noktalarla gosterilen sinifa dahil edilmesi gerektigi goriilmektedir.
Burada, k=3 olarak secilmis ve yeni veriye en yakin 3 nokta bulunarak, bu noktalarin

cogunlugu hangi siniftaysa, yeni gelen veri de o sinifa dahil edilmistir.

Sekil 2.8: K-En Yakin Komsulugu Yonteminde,k=3 i¢in Yeni Verinin Siiflandirilmasi

En yakin komsular bulunurken, ¢esitli metrikler kullanilabilir. Siirekli degiskenlerde
oklid uzaklig1 aradaki mesafeyi bulmak i¢in kullanilirken, metin siniflandirma, ortiisme

metrigi gibi durumlarda Hamming uzaklik hesab1 kullamlabilir*®.

K-En yakin komsulugu yonteminde smiflama yapmak i¢in; k pozitif tam sayisina,
siniflandirilmis 6rnekler kiimesine ve yakinlik 6l¢iisiinii belirten metrik degerine ihtiyag
duyulmaktadir ve yontem, biitiin egitim veri kiimesindeki noktalara uzaklik hesabini

gerektirdigi i¢in yava§t1r46.

Genetik Algoritmalar (GA): Genetik algoritmalar, dogal se¢im ilkelerine dayanan bir
arama ve optimizasyon yontemidir. Bu yontem, problemlere tek bir ¢éziim iiretmek

yerine farkli ¢oziimlerden olusan bir ¢oziim kiimesi iiretir. Boylelikle, arama uzayinda
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ayn1 anda bircok nokta degerlendirilmekte ve sonucta biitiinsel ¢oziime ulagma olasilig1
yiikselmektedir. Coziim kiimesindeki ¢oziimler birbirinden tamamen bagimsizdir ve her

biri cok boyutlu uzay iizerinde bir vektordiir.

Genetik algoritmalar problemlerin ¢éziimii i¢in evrimsel siireci bilgisayar ortaminda
taklit ederler. Diger optimizasyon yontemlerinde oldugu gibi ¢6zlim i¢in tek bir yapinin
gelistirilmesi yerine, boyle yapilardan meydana gelen bir kiime olustururlar. Problem
icin olas1 pek ¢ok ¢oziimii temsil eden bu kiime genetik algoritma terminolojisinde
niifus adin1 alir. Nifuslar vektor, kromozom veya birey adi verilen say1 dizilerinden
olusur. Birey i¢indeki her bir elemana gen adi verilir. Niifustaki bireyler evrimsel siireg

icinde genetik algoritma islemcileri tarafindan belirlenirler®.

Problemin bireyler i¢indeki gosterimi problemden probleme degisiklik gosterir. Genetik
algoritmalarin problemin ¢oziimiindeki basarisina karar vermedeki en onemli faktor,
problemin ¢oziimiinii temsil eden bireylerin gosterimidir. Niifus i¢indeki her bireyin
problem i¢in ¢6ziim olup olmayacagina karar veren bir uygunluk fonksiyonu vardir.
Uygunluk fonksiyonundan donen degere gore yiiksek degere sahip olan bireylere,
niifustaki diger bireyler ile cogalmalari i¢in firsat verilir. Bu bireyler ¢aprazlama islemi
sonunda ¢ocuk adi verilen yeni bireyler iretirler. Cocuk kendisini meydana getiren
ebeveynlerin (anne, baba) 6zelliklerini tasir. Yeni bireyler iiretilirken diisiik uygunluk
degerine sahip bireyler daha az segileceginden bu bireyler bir silire sonra niifus disinda
birakilirlar. Yeni niifus, bir onceki niifusta yer alan uygunlugu yiiksek bireylerin bir
araya gelip ¢ogalmalariyla olusur. Ayn1 zamanda bu niifus 6nceki niifusun uygunlugu
yiiksek bireylerinin sahip oldugu o6zelliklerin biiylik bir kismini igerir. Boylelikle, pek
cok nesil araciligiyla iyi Ozellikler niifus igersinde yayilirlar ve genetik islemler
araciligiyla da diger iyi 6zelliklerle birlesirler Uygunluk degeri yiiksek olan ne kadar
cok birey bir araya gelip, yeni bireyler olusturursa arama uzayi igerisinde o kadar iyi bir

calisma alan1 elde edilir. Genetik algoritmalarin avantajlar1 asagidaki gibidirS?’.

e GA'nin en 6nemli avantaji paralel ¢aligmasidir. Biiyiik problemler i¢in bu
onemli bir kazangtir.

e GA, c¢ok genis bir ¢6ziim uzayini hizli bir sekilde arayabilmektedir.

e GA, genis bir problem araliginda kullanilabilmektedir.

22


http://tr.wikipedia.org/wiki/Vekt%C3%B6r
http://tr.wikipedia.org/wiki/Kromozom
http://tr.wikipedia.org/wiki/Gen

e GA, baslangigta problem hakkinda bilgi olmadan da problemleri

¢Ozebilmektedir.

Destek vektor makineleri (DVM): Bu yontem hakkinda detayli bilgi bolim 2.3’de

verilmigtir.
2.2. Istatistiksel Ogrenme Teorisi (Vapnik-Chervonenkis Teorisi)

Istatistiksel 6grenme teorisi, 1960’11 yillarin sonlarinda Vladimir Vapnik ve Alexey
Chervonenkis tarafindan ortaya atilmis, ancak 1990’11 yillara kadar sadece veri toplama
ve verilerden fonksiyon tahmin etme probleminin teorik bir analizi olarak kullanilmistir.
1990’1arin ortalarinda ise, bu teoriye dayali yeni bir 6grenme algoritmasinin (DVM)
Onerilmesiyle, istatistiksel Ogrenme teorisi daha yaygin bicimde kullanilmaya
baslanm1§t1r28. DVM’lerin gercek diinya problemlerini ¢dzmedeki basarist ile
istatistiksel 6grenme teorisi, teorik analizler i¢in kullanilmasinin disinda, ¢ok boyutlu
fonksiyonlarin tahmini i¢in pratik algoritmalar gelistiren bir ara¢ haline gelmistir54.
Vapnik, bir teoriye neden ihtiya¢ duyuldugu ile ilgili olarak: “hi¢bhir sey, iyi bir teoriden

daha pratik degildir” demistir ve bu da teorinin nemini vurgulamaktadir™.

Istatistiksel 6grenme teorisi esas olarak; bilgi kazanci, tahminler yapma, karar verme ya
da bir veri setinden modeller kurma gibi ¢ikarimsal problemler i¢in bir ¢erceve
hazirlamaktadir®. Bu teori, istatistiksel bir bakis agistyla 6grenme islemini agiklamaya
calisan hesapsal 6grenme teorisinin bir bi¢imidir ve 6grenme ile ilgili temel kavram ve
prensipleri, iyt tanimlanmis problem formiilasyonlarini ve kendi iginde tutarh

matematiksel teoriyi birlestirmektedir®®.

[statistiksel Ogrenme teorisinin asil amaci, dagilimdan bagimsiz yontemler ile
simiflandirma ve tahminler i¢in hata sinirlar1 tretmek oldugu kadar, kiigiik
popiilasyonlar arasindaki istatistiksel iliskileri arastirmaktir3®®. Bu teoride, ozel veri
kiimeleri {izerindeki hata yerine, genelleme hatasinin karakterize edilmesi

amag:lanm1$t1r57.

Istatistiksel 6grenme teorisinde, tahmin edilecek hem nitel hem de nicel hedefler igin,
tahmin modelleme problemine yeni bir bakis acis1 getirilmektedir ve bir modelin uygun
olup olmadiginin veya bagka bir modelin daha iyi sonug verip vermeyeceginin karari ile

28

ilgili sorulara yanit bulunabilmektedir™. Klasik istatistik, dogru model formunun

bilindigini varsayip, amacini modelin parametrelerini belirlemek olarak goriirken;
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istatistiksel 6grenme teorisi, model formunun bilinmedigini kabul edilmekte ve dogru
olabilecek modeller arasindan en iyi modelin bulunmasini hedeflemektedir?®®. Teorinin
Oziinli olusturan bu modele iliskin iki temel varsayim s6z konusudur. Bunlardan ilki;
gelecek gozlemler (test verileri) ile gegmis gozlemlerin (egitim verileri) iliskili
oldugudurSS. Eger iliski yoksa tahmin imkansizdir. Ikincisi ise, ge¢mis ve gelecek
gozlemlerin, model icerisindeki ayni dagilimdan bagimsiz olarak 6rneklendirildigidir.
Buradaki bagimsizlik varsayimi, her yeni gézlemin maksimum bilgiyi saglayacagi, ayni
dagilim varsayimmi ise gozlemlerin dayanak olayr (underlying phenomenon)(olasilik
dagilim1) hakkinda bilgi verecegi anlamina gelmektedirsg. Verilen bir egitim verisi i¢in
mitkemmel bir fonksiyon tanimlanabilse de, outlier (sapan deger)’larin varligi gelecek

gbzlemler lizerinde kotii bir tahmine yol agmaktadir™.

Modellemenin amaci, hipotez uzayindan hedef uzayindaki dayanak (underlying)
fonksiyona en yakin (baz1 hata dl¢timleri bakimindan) modeli se¢gmektir. Bunu yaparken
ortaya ¢ikan hatalar, iki durumdan kaynaklanmaktadlrleHata! Yer isareti

ammlanmamuis..

Yaklagim Hatasi (Approximation Error): Hipotez uzayinin, hedef uzayindan daha kiiciik
olmasinin bir sonucudur ve dolayisiyla dayanak (underlying) fonksiyonu hipotez
uzaymnin diginda kalabilir. Zayif bir model uzay:1 se¢imi, model yanlis uyumu (model

mismatch) olarak ifade edilen, biiyiik bir yaklasim hatasina neden olacaktir.

Tahmin Hatas: (Estimation Error): Ogrenme prosediiriinden dolay1, hipotez uzaymdan
optimal olmayan modelin secilmesinden kaynaklanan hatadirHata! Yer isareti

ammlanmamuis..

Sekil 2.9’da hatalarin modellenmesine ait gorsel bir ifade yer almaktadir. Burada
yaklasim hatas1 ve tahmin hatasi gosterilmektedir. Bu hata formlar1 birlikte genelleme
hatasin1 olusturmaktadir ve sonucta riski minimize eden f fonksiyonu bulunmak

istenmektedir.
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Sekil 2.9: Hatalarin Modellenmesi

Daha iyi bir egitim i¢in daha ¢ok egitim verisinin kullanilmasi uygundur. Egitim veri
kiimesi yeterince biiyiik oldugu zaman (sonsuza yakin), egitme hatasi ¢ok kiiciik (sifira
yakin) olabilir. Fakat eger egitim kiimesi ¢ok kii¢lik ise, egitme hatas1 olduk¢a biiyiik
olacak ve odgrenme igleminin sonucunun giivenilir olmasi saglanamayacaktir. Eger
egitim veri kiimesi outlier i¢eriyorsa, egitim hatasini azaltmak i¢in yine daha ¢ok egitim
verisine ihtiya¢ duyulur. Kecman (2001), 6rneklem boyutunun belirlenmesi i¢in egitim
verisi sayisinin VC (Vapnik- Chervonenkis) boyutuna oranini 6l¢ii almistir. Bu oran
degeri 20 den kiiciik ¢ikan veri kiimeleri kiiciik, 20 den biiyiik ¢ikanlar ise orta 6lgekli
veri kiimeleri olarak ele almmistir”®. Buraya kadar bahsedilenler, sadece egitim hatasi
diisiiniilerek planlanmistir. Genelleme hatasi (bilinmeyen test verisi iizerindeki hata)
veya 6grenme metodunun genelleme kapasitesi hi¢ hesaba katilmamistir. Eger giris veri
kiimesi yiiksek boyutlu (degisken sayisi ¢cok ise) veya verinin karakteristigini ifade eden
temel fonksiyon ¢ok karmasik ise, 6grenme isleminde daha ¢ok veriye ihtiya¢ duyulur.
Ayrica, boyut sikintisi girdi uzaymin boyutunu arttiracaktir. Bu iki problemin ele
alinmasiyla birlikte, yeni 6grenme makinelerinin gelistirilmesi ihtiyaci ortaya ¢ikmigtir
ve DVM yontemi gelistirilmistir. DVM; yiiksek boyutlu ve kiiclik sayida egitim
verisinden &grenebilen istatistiksel 6grenme teorisi ¢atis1 altinda yonlendirilmis yeni

nesil bir 6grenme metodudur®.

Sonlu 6rnek kiitlelerden bagimliliklarin tahmini i¢in genel bir teori olarak ortaya atilan
istatistiksel 6grenme teorisi; VC boyutu ve yapisal risk minimizasyonu prensibini géz

oniinde bulundurarak 6grenmeyi amaglamaktadir.
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2.2.1. Beklenen risk ve deneysel risk

Genel olarak 6grenme, olasilik temeline gore isleyen bir siiregtir. Veriden §grenme
islemi ii¢ temel bilesenden olusur: iiretici, danisman ve O6grenme makinesi®. Uretici
bileseni, giris vektorlerini (bilinmeyen bir dagilima uygun X vektorleri) Tretir.
Danisman, her bir girig vektoriine gore y egitme cevabi degerini dondiiriir. x girisleri ve
y cevaplar1 6grenme makinesinin egitilmesi amaciyla kullanilir. Ogrenme makinesi bu
giris ve cikis kiimeleri arasindaki baglantiy1 f(x,a) fonksiyonlar kiimesini kullanarak

»® Bu fonksiyonlar kiimesi istatistik literatiirinde hipotez uzayr olarak

Ogrenir
adlandirilir. Veriden 6grenme problemi, danismanin cevaplarini miimkiin olan en iyi

sekilde tahmin eden f{x,a) fonksiyonunun segilmesidir.

En iyi tahmin modelinin segilebilmesi igin, X gbzlemini dogru siniflayict Y(X) =y ve
tahmin edilen siniflayict f(x,a) = y arasindaki tutarsizliga ait bir 6lglim olmalidir®.
Yani, karar fonksiyonu f(x,a)’nin kalitesini 6lgmek i¢in L(y,f{x,a)) ile gosterilen kayip
fonksiyonu 6l¢timii kullanilmalidir. Bu kayip fonksiyonu, 6grenme makinesi tarafindan
iiretilen yakinsama degeri ile danismanin cevap degeri arasindaki farki tanimlar®. y’yi
tahmin etmek icin f(x,@)’min kullanilmasindan kaynaklanan kaybin Ol¢iisii,
L(y,f(x,a)) dir ve @ fonksiyonun parametre vektoriidiir®. Istatistiksel arastirmalarda
farkli uygulama alanlar1 i¢in bir¢ok kayip fonksiyonu kullanilmistir. Beklenen risk veya

kayip fonksiyonunun beklenen degeri asagidaki formiille ifade edilebilir®.
R(a) = [L(y,f(x,a))dP(x,y) (2.1)

P(x,y) = P(x)P(y|x) (2.2)

Burada R(a) beklenen riski, dP(x, y) olasilik dagilimimi gostermektedir. L(y, f(x,a)), ise
egitim verisinden hesaplanan 6zel bir kayip fonksiyondur ve bu fonksiyon O veya 1
degerini alabilir. 1ki siifli siniflama problemi igin kayip fonksiyonu asagidaki gibi

tanimlanir®®26:

10 r) = {1 ST e

Siniflama probleminin amaci, esitlik 2.1°deki beklenen riskin yani bilinmeyen bir
olasilik dagilimindan alinan egitim verisi iizerindeki smiflama hatasi olasiliginin

minimum tutulmasidir. Formiil 2.3’e bakildiginda, danismanin cevabi sistemin buldugu
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fonksiyon ¢ikisi ile aym olmadig zaman bu risk degerinin artacagi sylenebilir®. Yani,
danismanin verdigi y cevaplariyla, f(X,a) fonksiyonunun verdigi cevaplarin farkli olmasi

durumunda bu kayip fonksiyonu i¢in R(a), siniflama hatasinin olasiligini vermektedir®®,

Beklenen risk degerini minimum tutmaya c¢alisan tiimevarimsal 68renme makinesi
metotlar, yapisal risk minimizasyonu prensibindeki Ogrenme metotlar1 olarak
bilinirler®. Formiil 2.1°de verilen beklenen risk degeri, bilinmeyen P(x,y) dagilimimn
igerdiginden dogrudan minimumlastirilamaz. Bu durumda, beklenen risk fonksiyonunun
minimumlastirilmasi i¢in, deneysel (ampirik) risk minimizasyonu (DRM) prensipleri

kullanilir. D(X;,yi), i=1,...,£ egitim kiimesi verilsin:

Ramp =7 %o Ly f (i, @) (2.4)

DRM prensibi, egitim verisi siirli sayida oldugunda (6rnegin, 6rnek kiigiik oldugunda),
R(a) beklenen risk degerinin kiiciik olmasini garanti edememektedir®. Deneysel risk,

kay1p fonksiyonlar1 kullanarak beklenen riske dogrusal olarak yakinsamalidir:

lim;_,co Rgmp (@) = R(a) (2.5)
llLrglo min__ Ramp () = ;relinR(a) (2.6)

Burada, | egitme verilerinin sayisi sonsuza dogru artarken, deneysel risk degeri
beklenen risk degerine yakinsamaktadir. Her ne kadar bu prensip deneysel riski
minimum yapan fonksiyonu garanti altina almasa da, beklenen riski minimum yapan

fonksiyona veya gercek riske yak1nsar64.

Deneysel risk, egitim verileri i¢in yanls siniflama olasiligini temsil ederken, beklenen
risk bilinmeyen dagilimdaki farkli 6rneklerin yanlis siniflama olasiligini temsil eder.
DRM genelleme prensibini temel alan metotlar, deneysel risk fonksiyonu yapisinda
sadece verilen egitim kiimesi ile ilgili bilgiler barindirdigr i¢in iyi bir performansi

garanti edemezler®.
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Risk

Sekil 2.10: Beklenen ve Deneysel Risk

Sekil 2.10’da goriilen uniform yakinsama prensibine gore, | degeri artarken deneysel
risk fonksiyonu beklenen risk fonksiyonuna yaklasmaktadir. Fakat bahsedilen DRM’nin
uygunlugu ve yakinsama prensibi yapisal prosediirlerin nasil olusturulacagi hakkinda
bir yol gostermez. Gerekli modeller ancak, yapisal prosediirlerin tanitilmasi, Yapisal
Risk Minimizasyonu (YRM) tiimevarimsal prensibi ve VC teorisinin gelistirilmesi ile
olusturulabilmistir. Bu kavramlar istatistiksel 6grenme teorisinin ve ayni zamanda

DVM 6grenme metodunun da temelini olusturmaktadir®®,

2.2.2. Vapnik-Chervonenkis (VC) boyutu

VC boyutu, {f(a)} siniflama fonksiyonlarinin bulundugu hipotez uzaymnin kapasitesini

Olcen skaler bir degerdir16l57161

. Kapasite ise, hipotez uzaymin karmasikliginin bir
olgiistidiir ve tahmin giicii ile fonksiyon setinin esnekligini 6lger. Fonksiyonlar kiimesi
icin bir VC boyutu, dogrusal olarak parcalanabilen egitim Orneklerinin maksimum
sayis1 olarak tanimlanir. VC boyutu, istatistiksel 6grenme teorisi ile elde edilen tahmin
setinin 6zelligidir ve VC boyutunun temel diisiincesi, iki sinifi dogru siniflayabilme ve

sonrasinda genellemedirlo.

VC boyutu bir model ailesinin karmagikligini 6l¢tligii icin, “eger iki model veriyi ayni
sekilde agikliyorsa, o zaman daha basit olan model tercih edilmelidir” prensibinden
(Occam’in kilic1 prensibi) yola ¢ikilarak, veriyi ayni derecede agiklayan modellerden,
daha kiicik VC boyutuna sahip olan model secilmelidir. Ayrica VC boyutu
genellenebilme (yeni veride benzer sonuglar verebilme) kabiliyeti ile iligkili
oldugundan, daha kiiciik VC boyutuna sahip modelin genellenebilme performansinin

daha yiiksek olacagi séylenebilirGG.
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VC boyutunu hesaplamak igin pargalama (shattering) kullanmilmaktadir. iki simifli bir
smiflama problemi igin, m tane gézlem, bir fonksiyon seti tarafindan {-1,+1} siiflarina
tiim miimkiin 2" yolla ayrilabildiginde, 6rneklerin o fonksiyon seti ile parcalandig
séylenebilir61’65. Baska bir ifadeyle, tim miimkiin etiketleme yollar1 ile hatasiz bir
sekilde parcalanabilen deneme noktalarmm maksimum sayis1 VC boyutunu verir3?.
Sekil 2.2'de, iki boyutlu uzay (R?) icin basit bir VC boyut 6rnegi gosterilmistir. Burada;
A, B ve C gozlemleri R*de tanimlanmus ii¢ gbzlem olsun. Bu gozlemler, bir fonksiyon

seti ile {-1,+1} siniflarina asagida verilen tiim miimkiin kombinasyonlarla ayrilabilir:

Parcalama 1 1
no
1 A BC
2 B AC
3 C AB
4 AB C
5 AC B
6 BC A
7 ABC 0]
8 %) ABC

Sekil 2.11: R Uzaymda Tanimlanmis A, B, C Noktalar1 i¢in VC Boyutu Ornegi

Sekil 2.11°de, A, B, C noktalarin1 ayiran 8§ miimkiin durum goriilmektedir. Sekilde ok
ile gosterilen kisim pozitif sinifa ait 6rnekleri, diger kisim ise negatif sinifa ait 6rnekleri
tanimlamaktadir. Ancak, dordiincii bir gozlem eklendiginde bu sekilde bir ayirma
miimkiin olmayacaktir (Sekil 2.12). Dolayisiyla hatasiz bir sekilde tiim miimkiin

yollarla sadece 3 nokta parcalara ayrilabildiginden R%de VC boyutu 3'tiir3.
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Sekil 2.12 incelendiginde, iki boyutlu bir uzayda, dért nokta igin miimkiin olan 2* = 16
durumun tiimiinde dogrusal ayrim yapilamamaktadir ve sonugcta iki boyutlu uzayda VC
boyutu 3’tiir. iki boyutlu uzaydaki dogrusal olmayan siniflandiricilar igin VC boyutu
daha biiyiik olabilir®.

Bu 6rnek genellestirilse, eger h tane nokta tiim miimkiin yollarla bir fonksiyon seti
tarafindan dogrusal olarak siniflara ayrilabiliyor, ancak h+1 nokta ayni fonksiyon seti
tarafindan ayrilamiyor ise o fonksiyon setinin VC boyutu h olur®®65°"%. Baska bir
ifadeyle, bir fonksiyon kiimesi tarafindan hatasiz bir seklide tiim miimkiin durumlar
etiketlenebilen 6rnek sayist VC boyutudur ve n boyutlu bir uzayda h = n +1 seklinde
ifade edilir, n tane agirlik vektorii (w) kullanilir. Bu son ifade VC boyutunun agirlik
vektor parametrelerinin sayisimi arttirdigini gosterir. Bir bagka deyisle, 0grenmenin
yiiksek boyutlarda fazla parametreyle, diisiik boyutlarda ise az parametreyle
gerceklesecegi, yani parametre sayist arttikca VC boyutunun artacagi diisiiniilmektedir.
Ancak Levin ve Danker tarafindan bir parametreye sahip bir 6grenme makinesinin
sonsuz sayida VC boyutuna sahip oldugu gésterilmistirB’zg'Hata! Yer isareti

ammlanmamus..

Hipotez uzaymin karmasikligin1 veya H hipotez uzayinin m sayida gozlem tizerindeki
aciklayict giiclinii  6lgen VC boyutu, bir yiikselme fonksiyonu kullanilarak
hesaplanabilir. Vapnik ve Chervonenkis (1968), n sayida gozlem igin logaritmik bir
yiikselme fonksiyonu onerdiler ve bu fonksiyonun ya dogrusal bir fonksiyon oldugunu
ya da n oOrnek sayisinin logaritmik bir fonksiyonu tarafindan smirlandirildigini

kanitladilar®®.
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Sekil 2. 13: Yiikselme Fonksiyonu Grafigi

Sekil 2.13’deki yiikselme fonksiyonu grafiginde gosterilen, n = h noktasinda yiikselme
fonksiyonu egrisinin diisiise gectigi noktaya VC boyutu denir ve h ile ifade edilir. Eger
VC boyutu sonlu (finite) bir deger ise, yiikselme fonksiyonu yeterince biiyiik o6rnekler
icin dogrusal olarak artmaz ve logaritmik bir fonksiyon tarafindan sinirlandirilir. VC
boyutunun (h) sonlulugu; hizli yakinsama orani ve dagilimdan bagimsiz olarak
hesaplanan DRM’nin tutarlilig1 i¢in gerek ve yeter sartlar1 saglar. Diger taraftan, eger

herhangi bir n i¢in sinir dogrusal olarak kaliyorsa; G(n) = nin2 olur®.
2.2.2.1. Asir1 uyum (overfitting) ve eksik uyum (underfitting) kavramlari

Hipotez uzayinin karmasikligini tanimlayan VC boyutu, siniflandirma yapilirken model
karmasikligindan dolayr meydana gelebilen modelin veriye asirt uyumu ve eksik uyumu
problemlerinin analizinde de yarar saglamaktadir. Sekil 2.14°te, ii¢ farkli karar sinir1

kullanarak ¢oziilmiis olan bir ikili siniflandirma 6rnegi goriilmektedir.

Eksik Usyum Uygun Model Asin Uyam

Sekil 2.14: Ug Farkli Model Kullanilarak Olusturulmus Bir Ikili Siniflandirma Ornegi

Burada goriilen ii¢ model arasindan yapilacak en iyi se¢im, ortadaki gibi olacaktir. Eger
en soldaki model seg¢ilirse, karsilasilacak her sinif ¢ifti dogrusal olarak ayrilabilir kabul

edilecektir. Fakat bu durum sunulan veriden kaynaklanmayacak, siniflandiriciya zorla
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kabul ettirilen bir egilim olacaktir. Cok sayida yanlis siniflandirilan noktanin goz ardi
edildigi bu duruma “eksik uyum” denilmektedir. Egitim verisine eksik uyum gosterme,
diisiik tahmin performansina sahip ¢ok basit modeller iiretilmesine sebep olacaktir’.
Eksik uyum; modelin veri yapisim Ogrenmede yetersiz oldugunu yani tam

Ogrenemedigini gt')stermektedir”.

En sagdaki modelde simiflandirma fonksiyonu, biitiin egitim noktalarin1 dogru bigimde
ayirabilmektedir ancak burada bir¢ok 6zelligi goz oniine alan karmasik bir model yapisi
s6z konusudur. Scholkopf ve Smola (2002)’nin da belirttigi gibi, yeterli derecedeki bir
fonksiyonla, “veriye her zaman miikemmel bir sekilde uwyum saglanabilse de, gercek
model, ol¢iimlerin hassashigina bagh olarak biiyiik dalgalanmalar:t da beraberinde

getirecek ve model, degisimlerden ¢ok fazla etkilenecektir”™

. Bu degisimlerin, test
orneklerinin diizenliliginden kaynaklanip kaynaklanmadigi durumu ise agik degildir.
Ornegin model, karsit smflar iginde gdmiili bicimde bulunan 6zel bolgeleri de
ayirabilecek hale gelmis olabilir. Bu duruma “asir1 uyum” denir. Yani model, egitim
verisine asirt uyum saglamigtir. Asirt uyum sorunundan, model karmasikligi kontrol

altina alinarak kaginilabilir.

Asirt uyum, sapan degerlerin varligindan veya temsili Orneklerin eksikliginden

kaynaklanabilmektedir. Sekil 2.15°te asir1 uyuma neden olan bu sorunlar

gosterilmektedir.
+
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Sekil 2.15: Asirt Uyumun Meydana Gelme Sebepleri

Egitim hatasi, egitim verilerindeki yanlis siniflandirma sonucu olusan hatalarin
sayisidir. Genellestirme hatas1 ise, Onceden goriilmeyen veri modelinin tahmin

edilmeyen hatasidir. Iyi bir model, diisiik egitim hatasina ve diisiik genellestirme
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hatasina sahip olmalidir. Cok fazla parametreye sahip, yani ¢ok ozellik kullanilarak
olusturulan bir model, egitim setine iyi uyum saglayacak, ancak egitim setinin se¢imine
duyarli olacaktir. Bu durum, asirt uyumdan kaynaklanan genelleme hatasina neden
olur. Bunun tersine, ¢ok az parametreye sahip, yani az 6zellik kullanilarak olusturulan
bir model, egitim setine iyi uyum saglamayacak, ancak farkli egitim setleri icin tutarl

olacaktir. Bu durum ise, eksik uyumdan kaynaklanan genelleme hatasina neden olur’.

Eksik uyum ve asir1 uyum problemleri arasinda bir denge her zaman mevcuttur. Bu

denge noktasi, diizenleyici bir parametre olan VC boyutu yardimiyla saglanabilirzg.
2.2.3. Yapisal risk minimizasyonu

YRM, sonlu sayida egitim verisi ile 6grenmede kullanilacak model se¢imi i¢in yararli

olan tiimevarimsal bir prensiptir®*’>"

. YRM, kapasite kontroliiniin genel modelini
tanimlar ve hipotez uzaymin karmagsikligi (VC boyutu) ile egitim setinin uyum kalitesi
(deneysel risk) arasindaki dengeyi (tradeoff) saglar’>. YRM tiimevarimsal prensibi ve

VC boyutu, istatistiksel 6grenme teorisinde 6nemli bir yere sahiptir.

Olasilikta uniform yakinsama, 6grenme makineleri i¢in beklenen risk ile deneysel risk
arasindaki sapma degerine bir siir getirir76. Istatistiksel grenme teorisinde bu sinirlar
ancak, yakinsama fonksiyonlar1 kiimesini daha kii¢iik bir hipotez uzayinda kisitlayarak
ve ayn1t zamanda bu yakinsama fonksiyonlarinin esneklik ve karmasikliklarini da

kontrol ederek minimum tutulabilir.

YRM prensibi ve VC teorisindeki temel fikir; ¢ok sayida aday model arasindan
beklenen risk veya genelleme hatasini minimum yapacak dogru oranda karmasikliga
sahip (deneysel riski ve yakinsama fonksiyonlarinin karmagikligini ayni anda minimum
yapan) modelin se¢ilmesidir. Boylece, secilen en iyi 6grenme makinesi verilen egitim

kiimesi i¢in en uygun kapasiteye sahip olacaktir®"".

Klasik yontemler risk minimizasyonu i¢cin DRM’yi kullanirken, DVM yo6ntemi YRM’yi
kullanmaktadir ve yontemin temel farkliligi da buradan kaynaklanmaktadir. Bu kurala
gore genelleme hatasi; deneysel hata, denemedeki Ornek sayisi ve kapasiteden

etkilenmektedir3®®.

DRM sadece egitim verisinin kendisindeki hatayr minimize etmeye dayanmaktadir.

Eger, egitim verisi daginik ve/veya temel dagilimi temsil etmiyorsa, sistem zayif
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egitilecek ve bu yiizden sinirli bir performansa sahip olacaktir. Egitim setindeki hatay1
minimize eden DRM’nin aksine, YRM verinin daginikligin1 géz 6niinde bulundurur ve
riskin iist smirin minimize ederHata! Yer isareti tanlmlanmamls.'78. Istatistiksel
grenmenin amaci, DVM’nin genelleme yetenegini arttirmaktir ve bu fark bunu

saglamaktadir.

Dogrusal olmayan modellerin VC boyutunu tahmin etmenin zorluguna yapisal risk
minimizasyonu yoluyla karsilik bulunabilir. YRM, bilinmeyen veride diisiik hata orani
elde etmek icin, verilen bir modelin gelecek hatasi iizerinde analitik bir st sinir

saglamaktadir. Bu iist sinir;
R(a) < Rymp(a) + @(h,n, 5) 2.7)

seklinde tanimlanir. YRM, 2.7 esitsizliginin sag tarafini minimize etmeye caligir.

Burada, VC giivenilirligi veya kapasite olarak tanimlanan @ (h, n, §) terimi,

h ln(%n+1)—ln(g)

®(h,n,6) = - (2.8)
olarak ifade edilir ve son olarak beklenen risk i¢in tist sinir,
R(@) < Ramyp(@) + \/% (hIn (27” + 1) +1n (g)) (2.9)

halini alir. Formiil 2.9’daki R(a) beklenen risk degeri, Ramp(a) deneysel risk degeri, n
egitim verilerinin sayisi, h VC boyutudur ve n>h’dir. J ise, 0< ¢ </ araliginda deger
alabilen yeterli kiigiikliikte sabit bir ifadedir ve Formiil 2.9°da verilen sinir 1-6 olasilikla
olusturulmustur. Burada, n/h oranmi arttik¢a, VC giivenilirligi azalir ve deneysel risk

beklenen riske yakinlagir3.

Deneysel risk ve gergek risk makine 6grenmesinin deneme siireci tarafindan belirlenen
0zel bir fonksiyona bagliyken, VC giivenirlik terimi fonksiyon simiflarinin se¢imine
baghdir. Eger secilen fonksiyonlar kiimesinin alt kiimesi olan fonksiyon bulunursa, bu
alt kiime icin risk smuri minimize edilebilir’®. YRM’de, artan VC boyutuna
(karmagsiklik) sahip hiyerarsik bir hipotez uzay1 s6z konusudur ve fonksiyonlar sinifi, i¢
ice gegmis alt kiimelere boliinerek yapi (structure) olusturulur3. Yani fonksiyonlar

smifi i¢in, H; cH, c...© H  c...cH, seklinde i¢ ice gegmis alt kiimeler tanimlanmistir
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ve bu alt kiimelere ait VC boyutlari, h;<h,<..... <h'<..<hy seklindedir. VC boyutu
kavramina gore kurulan bu tip modellerin hedefi, egitme hatasi ve model karmasikligini
dengelemek amaciyla uygun sayida bagimsiz parametre igeren alt modellerden birisinin

bulunmasidir®26.

Beklenen Risk S

Eksik Uyum ; Asmn Uyum

VC Giiven Arahg

Deneysel Risk

Th

Sekil 2.16: Beklenen Risk Fonksiyonunun Yapisi

Sekil 2.16'da, H; fonksiyonlar smifi en az karmasikliga, dolayisiyla en kiicik VC
boyutuna ve en yiiksek deneysel risk degerine sahipken, H, fonksiyonlar sinifi en
yiiksek karmasikliga, dolayisiyla en biiylik VC boyutuna ve en kiigiik deneysel risk
degerine sahiptir. Beklenen risk (genelleme hatasi) sinirin1 minimum yapan optimum
fonksiyon en basit ve en karmagik olan fonksiyonlar sinifinin arasinda bir karmasikliga
sahiptir ve deneysel risk ile VC giiven araliinin birlikte dengede olduklari, yani
fonksiyonlar sinifinin miimkiin oldugu kadar basit tutulabildigi ve egitim hatasinin da

minimuma ulastig1 yerde bu fonksiyon optimumdur®.
2.3. Destek Vektor Makineleri
2.3.1. Destek vektor makinelerinin tanim

DVM, 1960’1 yillarin sonunda Vladimir Vapnik ve Alexey Chervonenkis tarafindan
gelistirilmis, temel olarak istatistiksel 6grenme teorisine dayanan bir makine 6grenmesi
yéntemidirso. Ancak, ilk bagarili uygulamalar1 1990’11 yillarda yapilmistir. Bu durumun

nedeni, pratik uygulamalarda DVM'nin uygun bir yontem olmadiginin diisiiniilmesi ve
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ileri bilgisayar teknolojisi gerektirmesidir®’. Vladimir Vapnik, Bernhard Boser ve
Isabella Guyon tarafindan 1992 yilinda yapilan yayinin ardindan DVM ilgi odag: haline
gelmis ve gercek diinya problemlerini siniflamada ¢ok iyi sonuglar vermesi nedeniyle,

bircok kullanici tarafindan tercih edilmeye baslanmlstlrzg.

DVM metodu, son yillarda Ozellikle veri madenciliginde degiskenler arasindaki
Oriintiilerin  bilinmedigi veri setlerindeki siniflama problemleri igin siklikla
kullanilmaktadir. Bu metot, temelde iki siifli problemlerin ¢6ziimiinde dogrusal bir
siniflayici olarak diisiiniilmiis, daha sonra dogrusal olarak ayrilamayan veya ¢ok sinifli
siiflama problemlerinin ¢éziimiine de genellestirilerek, bu problemlerin ¢éziimiinde de
yaygin olarak kullanilmaya baslanmistir3. DVM’nin uygulama alanlar1 giinimiizde
cesitlilik kazanmakla birlikte ilk olarak optik karakter tanima alanina uygulanmis, daha
sonra Vapnik ve Chervonenkis, Boser, Guyon, Cortes, Scholkopf tarafindan bugiinkii
gelismis seviyesine ¢ikarilmistir’®. Son zamanlarda ise oriintii tanima, yiiz bulma ve
tanima, veri madenciligi, dil yapisini inceleyen mantiksal programlamalar, ucak alt
basing profillerinin modellenmesi, biyoloji ve diger bioinformatik uygulamalarda, gen

analizlerinde ve proteinlerin siniflandirilmasinda DVM yo6ntemi kullanilmaktadir™®,

DVM, klasik ¢ok katmanli perceptron yapay sinir aglari1 yontemleri ile yakin akrabalik
gosteren bir yontemdir. DVM’nin dayandigr ana fikir, verileri siniflara en uygun
bicimde ayirabilecek maksimum marjinli bir hiperdiizlem bulmaktir. Diger bir¢ok
dogrusal 6grenme makinesi de bu mantikla ¢alismasina karsin DVM, bu yontemlerden
farkl1 olarak, yapisal risk minimizasyonu ile test edilecek veriler i¢in yanlis

siniflandirma olasiligini en aza indirecek bir ¢oziim sunabilir®,

DVM literatiiriinde, tahmin edici veya bagimsiz (predictor) degiskene dogal nitelik
(attribute), optimum hiperdiizlemi belirlemek igin kullanilan dondstiiriilmiis dogal
nitelige belirleyici nitelik (feature) ve bir denegi (gdzlemi) tanimlayan belirleyici nitelik

setine ise, vektor denilmektedir®?.

DVM’de, verilerin dogrusal olarak ayrilabildigi veya dogrusal olarak ayrilamadigi
seklinde iki durum s6z konusudur. Dogrusal olarak ayrilabilen veri yapilarinda, iki sinif
birbirinden bir dogru ile ayrlabilirken, dogrusal olarak ayrilamayan verileri
smiflandirmak igin, veri ¢esitli yollarla farkli bir boyuta tasinir ve burada en iyi ayirict
hiperdiizlem bulunarak veri smiflandirilir. DVM’de bir simiflandirici, bir fonksiyonlar

kiimesinin kapasitesini tanimlayan, minimize edilmis VC boyutuyla yaratilir. Eger VC
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boyutu diisiikse, siniflandirma hatasinin beklenen olasiligi da diisiiktiir. Parametrelerin
ince ayarmi gerekli bulmamasiyla DVM’ler, diger istatistiksel oOriintii siniflandirma

yontemlerine kiyasla daha iyi genelleme kabiliyeti sergilerlerzs.

DVM, basit fikirler {izerine kurulmus olmasi ve pratik uygulamalarda yiiksek
performans gostermesi bakimindan olduk¢a kullanishidir. DVM’de kullanilacak 6rnek
sayist 6onemli degildir. DVM egitim esnasinda goriilmemis verileri de sorunsuz olarak
simiflandirabilmektedir ve bu durum DVM’nin genellestirebilme yetenegini
gostermektedir. Genellestirebilme 6zelligi DVM’yi diger tekniklere gore (YSA, karar

agaci vs..) 1yi bir alternatif yapmaktadlrlo.

DVM’nin isleyisinde optimizasyon ve Lagrangian teorilerinden faydalanilmaktadir.
Optimizasyon teorisi matematigin, problemlerin ¢oziimlerini karakterize etme lizerine
yogunlagan ve onlar i¢in verimli algoritmalar gelistiren bir dalidir. Dolayisiyla makine
O0grenmesi problemi optimizasyon teorisinin g¢ergevesi icinde analiz edilecek hale
cevrilmistir. Optimizasyon teorisi, sadece algoritmik teknikler saglamakla kalmaz,

¢Oziim olarak verilen bir fonksiyon icin gerekli ve yeterli sartlart da agiklar.

Langrangian teorisinin amact ise, baglangigta hicbir esitsizlik sabiti olmayan bir
optimizasyon probleminin ¢dziimiinii karakterize etmektir>’. Bu teorinin ana konsepti
Langrange carpanlar1 ve Langrangian fonksiyonudur. Bu metot 1797°de mekaniksel

problemler i¢in Langrange tarafindan gelistirilmistir.

f(x) amag fonksiyonlu ve hij(x) = 0, i = 1,...,m esitlik sabitli verilen bir optimizasyon

problemi i¢in,
Lx,a) = f(x) + X%, a;hi(x) (2.10)
Langrangian fonksiyonudur ve o; katsayilar1 Langrange ¢arpanlari olarak adlandirilir.

Bu teorileri de igeren DVM, istatistiksel 6grenme teorisinde iyi sekilde kurulmus bir
teoriye sahiptir ve smiflandirma ile regresyon problemlerine ¢dziim i¢in uygundur.
Vapnik’in teorisi egitim kiimesindeki hata ile VC boyutuna gore ifade edilen hipotez

uzayinin karmagikliginin her ikisini de kiigiikleyen ¢oziimiin bulundugunu gostermektir.

DVM algoritmas1 6grenme teorisinin ve pratiginin kesistigi bir uygulamadir. Gergek

diinya uygulamalari, teorik olarak ¢oziilmesi zor ve karmasik olan uygulamalardir.
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DVM algoritmasi bu iki zorlugu da basit¢e kaldirabilir ve karmasik modellere de ¢oziim

getirebilir.
2.3.2. Destek vektor makinelerinin tarihcesi

DVM’nin 6nemi, son yirmi yillik bir siiregcte kavranmis olsa da, DVM yaklasik 50 yila
yakin bir gelisim siirecine sahip bir makine 6grenmesi yontemidir. Ancak, DVM’nin
temeli daha gerilere gidilerek, 1936 yilinda R.A Fisher tarafindan tanimlanan ilk oriintii
tanima algoritmas1 Fisher'in dogrusal diskriminant ydntemine dayandirilabilir. Bu
yontemin gelistirilmesinden sonra, 1957°de DVM’nin asil gelisim siirecinin baglangici
olarak goriilebilecek olan ilk dogrusal siniflayici perceptron Frank Rosenblatt
tarafindan ortaya atilmistir. Perceptronun ardindan, 1963 yilinda Vapnik ve Lerner
genellestirilmis betimleme algoritmasini (generalized portrait algorithm) tanitmislardir.
DVM’nin uyguladigi algoritma da, Vapnik ve Lerner tarafindan ortaya atilan bu
algoritmanin dogrusal olmayana genellestirilmis halidir. Aizerman, Braverman ve
Rozonoer 1964 yilinda, dogrusal olmayan DVM’nin temelini olusturan cekirdek
fonksiyonlarin geometrik yorumlar: ile ilgili ¢aligmalar yapmislardir. Yine ayni yil
(1964) icinde Vapnik ve Chervonenkis, genellestirilmis betimleme algoritmasini daha
da gelistirerek, en iyi hiper diizlem teknigi ile oriintii tanima algoritmasini sunmuslardir.
En iyi hiperdiizlem fikrinin ortaya atilmasindan sonra, Cover 1965 yilinda biyiik
marjinli hiperdiizlem yaklasimini 6ne siirmiis ve bu yaklasim Mangasarian (1965)
tarafindan Orlintii tanimlamada kullanilmistir. Daha sonra, Duda ve Hart (1973) ve
Anlauf ve Biehl (1989) de biiyiik marjinli hiperdiizlem yaklasimi ile ilgili ¢caligmalar
yapmuslardir. 1968 yilinda Smith tarafindan, DVM’nin simiflama basarisin1 etkileyen
onemli etkenlerden olan gevsek degiskenlerle ilgili ¢alismalar yapilmistir. DVM’nin
temelini olusturan istatistiksel 6grenme teorisinin taninmasi, 1974 yilinda Vapnik ve
Chervonenkis ile baslamis ve 1979 yilinda bu teorinin Vapnik tarafindan
gelistirilmesiyle DVM ilgi c¢ekici bir simiflama yontemi halini almistir. 1979 yilinda
Vapnik ve Chervonenkis’in Rusca olan caligmalar1 ilk olarak Almancaya g¢evrilmistir.
Daha sonra 1982 yilinda Vapnik, 1979’da yaptigi c¢alismasin1 "Estimation of
Dependences Based on Empirical Data" ismiyle ingilizceye cevirerek kitap haline
getirmis ve istatistiksel dgrenme teorisi ile DVM yontemi bu sayede daha genis bir
¢evreye ulasmistir. Bu gelismelerden sonra, Poggio ve Girosi (1990) ve Wahba (1990)
cekirdek fonksiyonlarla ilgili ¢alismalar yapmislardir. Bennett ve Mangasarian (1992),
1968’de Smith’in gevsek degiskenler ile ilgi yaptigi calismayr gelistirmislerdir.
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Bunlarla birlikte, Boser, Guyon ve Vapnik tarafindan 1992 yilinda yapilan bir
calismayla, DVM bugiinkii halini almistir. DVM’lerle ilgili ilk detayli ¢aligma ise, 1998
yilinda Scholkopf ve Burges tarafindan yapilmistir. Daha sonra, 2005 yilinda Wang ve
Kecman, 2006 yilinda Tan, Steinbach ve Kumar tarafindan ¢esitli caligsmalar

yapilmustir.
2.3.3. Destek vektor makinelerinin uygulama alanlan

Siniflama i¢in siklikla kullanilan DVM, bir¢ok alanda kabul gérmiis bir yontemdir.
DVM’nin kullanim alanlar1 arasinda; goriintii siniflandirma, metin siniflandirma
(Joachims, 1997), nesne tamima (Blanz ve ark., 1996), el yazisi tanima (Cortes ve
Vapnik, 1995; Scholkopf, Burges ve Vapnik, 1995; Scholkopf, Burges ve Vapnik,
1996; Burges ve Scholkopf, 1997), ses tanima (Schmidt, 1996) ve yiiz tanima (Osuna,
Freund ve Girosi, 1997) gibi ¢esitli Sriintii tanima uygulamalar yer almaktadir®. Saglik
alaninda da kullanim1 yayginlasan DVM, bu alanda temel olarak; kanser morfolojisinde,
tedavi basarisinin ve ilgili genin belirlenmesinde, cesitli hastaliklarin teshisinde

kullanilmaktadir.

DVM’nin kullanim alanlarindan optik karakter tanima (OKT) alanina el yazis1 tanima,
metin siiflama; biyometri alanina yiiz tanima, parmak izi tanima ve ses tanima; tani
koyma alanina tibbi tanilar (x-ray ve EKG analizleri) ve makine tanilar1 (defolu mal
bulma); askeriyedeki uygulama alanlarina ise, otomatik hedef tanima, saldir1 bulma ve

resim segmentasyonu ve analizi uygulamalari 6rnek olarak verilebilir,

2.3.4. Destek vektor simiflamasi
2.3.4.1. Dogrusal destek vektor makineleri ile siniflama
2.3.4.1.A. Verilerin tamaminin dogrusal olarak ayrilabildigi durum (sert marjin)

Destek vektor makinelerinin en basit ve ilk olarak tanitilan uygulamasi 2 sinifli dogrusal
olarak ayrilabilen smiflama problemlerinin ¢ézlimiidiir3. DVM’lerin bu sekli sadece
dogrusal olarak ayrilabilen belirleyici nitelik uzay: igin gegerlidir ve bu nedenle ¢ogu

gercek diinya probleminde kullanilamamaktadir®®®’.

Dogrusal olarak ayrilabilen
siniflama problemleri, DVM’nin temel yap1 tasini olusturmasinin yani sira, bu cesit
ogrenen makineyi karakterize eden anahtar 6zellikleri sergilemektedir. Tanim1 ¢ok daha

gelismis sistemleri anlamak igin onemlidir®.
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Sekil 2.17: Dogrusal Olarak Ayrilabilen Iki Smifli Siniflama Problemi

Sekil 2.17°de gosterilen iki smifli veriler dogrusaldir ve bu verileri birbirinden direkt
olarak ayrabilen birgok hiperdiizlem (dogru) gizilebilmektedir®®®. Ancak DVM’nin
amaci, bilinmeyen veri seti ile karsilastiginda siniflama hatasini en kiigiik yapacak
hiperdiizlemi se¢mektir. Bu hiperdiizlem, iki 6rnek grubuna es uzaklikta olacaktir.

Bunun i¢in maksimum marjinli hiperdiizlem teknigi onerilmistir®™.
Sekil 2.17'deki hiperdiizlemler;

<w.x>+b=0 (2.11)
seklinde formiile edilir.

Formiilde w hiperdiizlemin normalini (ya da agirlik vektori ) ve b yanlihigi (bias)
gosteren bir degerdir. x ise <w.x>+b= 0 hiperdiizlemi iizerinde herhangi bir noktadir.

Burada, <w.x> bir i¢ garpimi gostermektedir ve <w.x> = w'x seklinde ifade edilebilir.

Dogrusal olarak ayrilabilen iki sinifli bir siniflandirma probleminde DVM’nin egitimi
icin k sayida 6rnekten olusan egitim seti; {X;yi} 1=1,2,...,K i¢in, siniflar y; € {-1, +1} ve
girdi vektorii (dogal nitelikler) x; € RY olacak sekilde bir veri seti g0z Oniine alinsin.
Ozellik vektodrlerinin ayrilabilir oldugu ve dogrusal bir karar simri tarafindan
ayrilabildigi varsayilmaktadir. Tanimlanan veri kiimesi i¢in, iki veri smifin1 ayirabilen,
hiperdiizlemler kiimesi bulunmaktadir. Dogrusal ayrilabilir veriler i¢in, veri kiimesini
verilen etiketlere gore bir hiperdiizlemle ayirip, ayni sinifa ait biitiin veri noktalarinm

hiperdiizlemin ayn tarafinda birakmak miimkiindiir®®°,
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wix+b=+1

Optimal
ayma Wxtb=0
hiperdiizlem

Destek Vektorlen

wlitbh=-1— .

r

Orjin >

Sekil 2.18: Verilerin Tamaminin Ayrilabildigi Durum Igin Dogrusal Ayirict Hiperdiizlem

b
le:l : hiperdiizlemden orjine olan dik uzaklik,

[]w||: w’nun Oklid normu olarak ifade edilir.

Sekil 2.18’de goriilen, sinirt maksimuma ¢ikararak en uygun ayrimi yapan hiperdiizlem
“optimum ayirict hiperdiizlem” ve smir genisligini belirleyen noktalar ise “destek
vektorleri (dv)” olarak adlandirilir. Optimum hiperdiizlemin belirlenebilmesi ig¢in bu
diizleme paralel ve sinirlarini olusturacak iki hiperdiizlemin belirlenmesi gerekir84. Sekil
2.18'de kesikli ¢izgilerle gosterilen ve ayirici hiperdiizleme paralel olarak ¢izilmis esit
uzaklikta iki hiperdiizlem bulunmaktadir. Bu iki hiperdiizlem arasindaki uzakliga
“marjin” adi verilmektedir. Bu hiperdiizlemlerin fonksiyon gdsterimleri asagidaki
gibidir:

wixt+b=+1, yi= +1 icin (2.12)

wx +b=-1, yi= -1 icin (2.13)

Bu iki esitlik birbirinden cikarilirsa, W' (x*- X') = 2 esitligi elde edilir. Bu esitligin her iki

, ey e owhxT-xT) 2 .. _
tarafi ||w||’ye boluniirse; =0 elde edilir. Burada |[w]| = /X%, w;?,

. t
w’nin Oklid normudur ve dik uzakliklarin hesabi i¢in kullanilmaktadir. h ise, birim

vektordiir (uzunlugu 1 olan vektor). Boylece marjin uzunlugu,
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M =[x+ - x-|| = — (2.14)

[Iwl]
olarak bulunur.

Veya marjin degerine soyle de ulasilabilir. Ayirict hiperdiizlem ve bir x 6rnek verisi
arasindaki mesafe [w'.x + b| / [|w]||’dir®®. Burada da [|w]|, w’nin Oklid normudur ve dik
uzakliklarin hesabi i¢in kullanilmaktadir. Bu durumda, Formiil (2.12) ve Formiil
(2.13)’de verilen, sirastyla simif 1 ve sinif 2’yi ayiran esitliklerden, bu hiperdiizlemlerin
ayirict hiperdiizleme olan uzaklhiklari [w'x + b| / [|w|| esitliginden, 1/[|w|| olarak
bulunur. Dolayisiyla, her iki hiperdiizlemin ayirici hiperdiizleme olan uzakliklarinin

toplamu ile elde edilen marjin degeri asagidaki gibidir:

1 1 2
Marjin =M = + =
Jt wil ™ Twil — Tl

(2.15)
Ayiricr hiperdiizlem, veri 6rneklerinin ayrilmasini tanimlayan asagidaki kosullar yerine
getirir®:

W +b>1, yi= +1 igin (2.16)

whx + b <-1, yi= -1 icin (2.17)
Formiil (2.16) ve (2.17) tek formiil olarak ifade edilecek olursa:

yi(wtx; +b) =1, i=12,....,n (2.18)

Verilen egitim verisi i¢in tiim ayirici hiperdiizlemler bu formda gésterilebilir65.

(2.18) esitsizligini saglayan hiperdiizlemin iki tarafindaki en yakin orneklere olan dik
uzakliklar1 toplami marjindir ve optimum ayirict hiperdiizlem, marjini maksimum yapan

hiperdﬁzlemdirgo. Boylece, optimum ayirict hiperdiizlemin bulunmasi problemi, Formiil

(2.14)’te verilen M = ﬁ marjinini maksimum yapan w degerinin bulunmasi iglemine

2 . . . .. o ..
déniismiis olur®. Wil degerini maksimum yapmak igin, ||w|| degerinin, dolayisiyla
||w||* degerinin minimize edilmesi gerekmektedir. Burada ||w||* = w'w’dir. Bu durumda,

en 1yl ayirict diizlemi bulmak i¢in, asagidaki denklemlerin ¢oziimii gerekir:

minyp - fIwll? (219)

yi(WtXi + b) =1, Vi (220)
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Burada Formiil (2.19) ¢o6ziilecek problem (nesne fonksiyonu) ve Formil (2.20)
problemin ¢oziimii sirasinda kullanilan kosul yani esitsizlik kisitidir. (2.19)’deki ifade
ikinci  dereceden  esitsizlik  kisith  bir dogrusal olmayan optimizasyon
problemidir3?8%%_ Nesne fonksiyonu karesel bir fonksiyon ve w, b parametrelerini
iceren esitsizlik kisit1 dogrusal oldugu icin Lagrange c¢arpanlar1 yontemi ile ¢oziim
yapilir3. Lagrange carpanlari yontemi iki nedenle Onem kazanmaktadir: Birincisi
problemin Lagrangian formiilasyonu yapildiginda, kisitlarla yer degistirecek Lagrange
carpanlarmin hesaplanmasi daha kolaydir. Ikinci neden ise, problemin yeniden
formiilasyonunda, ger¢ek egitimde ve test algoritmalarinda, egitim verisinin sadece
vektorler arasindaki nokta carpim seklinde goriilecek olmasidir. Bu, prosediiriin
dogrusal olmayan duruma genellenmesine izin verecek olan 6nemli bir Szelliktir?®®,
Burada, Lagrange teoreminin kurali hatirlatilacak olursa: Lagrange olusturmak amaciyla
Ci > 0 formundaki kisitlar i¢in, kisit denklemleri pozitif Lagrange ¢arpanlar ile carpilir
ve amag fonksiyonundan ¢ikarilir®, Pozitif Lagrange ¢arpanlari olan oj'ler kullanilarak

dontistiiriilen yeni optimizasyon problemi asagidaki gibidir:

n

1 5 .
Lp = E lwl[* — Z a;(yi(wx; +b) —1)
i=1
1
= QWtW — Yy (whx; +b) + X (2.21)

Bu Lagrangian formiilii birincil (primal) degiskenler w ve b bakimimdan minimize

edilmeli, ikincil (dual) degiskenler bakimindan maksimize edilmelidir3.

Uygulamada, Formiil (2.21)’de goriilen primal problemi ¢ézmek yerine, yaygin olarak
dual (Wolfe dual) karesel optimizasyon problemi ¢oziilmektedir ve (2.19) ile aymi

sonucu vermektedir®®,

Formiil (2.21)’de ifade edilen formiilasyonun ¢oziilmesi olduk¢a karmasiktir. Coziimiin
bulunmasi i¢in formiildeki w ve b parametrelerinin sadece o; parametresiyle ifade
edilmesini saglayacak olan Karush-Kuhn-Tucker (K.K.T.) kosullari olarak bilinen
yontem kullanilir ve bu durumda, Formiil (2.21) sadece o; Lagrange ¢arpanlara gore
maksimumlastirilmasi istenen bir dual probleme dénﬁstﬁrﬁlﬁr%’go. K.K.T. kosullar1 ile

¢ozlim saglamak i¢in dncelikle formiil (2.21)'in w ve b'ye gore tiirevleri alinir:

~Lp=0=b=Yay; =0 @0 (2.22)
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i)
ow

Lp = O=>w= Z a;yiX; 0;>0 (223)

W ve b parametrelerini bulmak igin ulasilan bu formiiller, bilinmeyen Lagrange
carpanlarin1 (o) igerdigi i¢in halen ¢oziim tretmemektedir. Coziim igin (Xi,yi)
noktasinda Formiil (2.20)’yi esitlik haline donistirecek 0'dan farkli  oj'leri

saglamalidir3:
a;lyi <xi,w>+b)—1)]=0 i=1, ... ,m (2.24)

ai' lerin 0 olmadig1 yerlerde esitligi saglayan (Xiyi) noktalar1 destek vektorleridir ve

ayirici vektore paralel olan marjin dogrusu lizerinde yer alirlar.

(2.22) ve (2.23) ile ifade edilen kosullar Formiil (2.21)’de yerine yazilirsa, asagidaki
dual problem elde edilir:

1 n n n
Ly = Ewtw - Wtz a;yix; + bz a;y; + z a;
i=1 i=1 i=1

1 n
=§Wtw—wtw+0+2ai
i=1
n
1 ¢
= —swiw+ Z a;
i=1
1
Lp =i — EZi,j “i“j}’i)’jxitxj, o >0 V; (2.25)

Artik b ve w parametreleri ig¢in ¢oziim iretebilecek Formiil (2.22) ve Formiil (2.23)

kullanilarak, siniflar1 ayiracak karar fonksiyonunu belirlenebilir:

fO) = Qayix;.x) +b (2.26)

Karar fonksiyonu bulunduktan sonra, yeni gelen bir 6rnegin hangi sinifa ait olacagina

asagidaki esitsizlikler yardimiyla karar verilir:
f(x) >0 =2smf1 (2.27)

f(x) <0 = smf 2 (2.28)
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Ornek 2.1: Dogrusal olarak ayirma problemi igin, asagida elle ¢oziilmiis basit bir 6rnek

verilmisgtir.

Zeka geriligini belirlemek i¢in 6nemli olan iki 6zellik x; ve x; olsun. Pozitif ve negatif

gruplarda yer alan 4'er kisi icin bu 0Ozellik degerlerinin asagidaki gibi oldugu

varsayilsin:
Pozitif Simif Negatif Simif
(R¥de) (R¥de)

X1 X2 X1 X2
2 1 -1 1
2 -1 1 0
3 1 1 1
3 0 -2 -1

Burada, pozitif sinif zeka geriligi olan kisileri, negatif sinif ise zeka geriligi olmayan

kisileri ifade etmektedir. Sekil 2.19°da pozitif ve negatif siniflara ait bu noktalarin iki

boyutlu uzaydaki goriiniimii verilmistir. Sekilde, mavi noktalar pozitif 6rnekleri, kirmizi

noktalar ise negatif 6rnekleri gdstermektedir.

1,5

(en]

3 -2 1
-0,5
| 1
-1,5

el
m-1

Sekil 2.19: R?’de Noktalarin Goriiniimii

Bu ornekte veriler dogrusal olarak ayrilabildigi i¢in dogrusal DVM kullanilacaktir.

Sekil 2.20 incelendiginde, ii¢ adet destek vektoriin (sq,S2,53) Oldugu acgikga

goriilecektir. Destek

{s1=(}),52 = (%), 55 = (%)} elde edilir.

vektorlerin

koordinatlari

tanimlandiginda;
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1,5 -
[ | 1 - A 3
0,5 -
r T T C T T
3 2 -1 ) 1 2
-0,5 -
m 1M ®
_1’5 J

e1
m-1
dv

Sekil 2.20: Yesil Uggenlerle Gosterilen Destek Vektorler

Daha sonra, bu destek vektorlerine yanliligr (b) ifade eden 1 degeri eklenecek ve

karigikligr onlemek icin destek vektorlerin bu hali 57 §, ve §3 olarak gosterilecektir.

Boylece, 5; = (1 1 1), s5= (2 1 1) ve 53= (2 -1 1) olacaktir. Asagidaki esitlikler

yardimiyla o; degerleri bulunursa:

a < §1.51 > ta,; < 5,.51 > +aj < §3.
a, < 81.5, > +a, <85,.5, > +taz < S3.

a, < 81.53 > +a, <85,.53 > +az < S3.

ve

3o1 + 4o + 203 =-1
4oq + 60 + 4oz = +1

201 + 4oy + 603 = +1

§ >=-1
& >=+1
& >=+1

Yukaridaki esitlikler ¢oziildiigiinde, o;=-8, a,=6,5 ve a3=-1,5 olarak bulunur. o

degerleri bulunduktan sonra, pozitif ve negatif degerleri ayiracak hiperdiizlemi bulmak

i¢in;
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agirlik vektorii bulunur.

Son olarak, ayirici hiperdiizlem esitligini y = w'x; + b = 0 seklinde yazilir ve elde edilen
vektrlere bir yanlilik degeri cklendigi hatirlanirsa, bu durumda y esitliginde w = ((2))

ve b=-3 olur®,

Buradan, hiperdiizlemin koordinatlar1 belirlenirse:
t X1
y=wxi+bh=0 = [20][x2]+(—3)=0 =2 2% +0x=3

olur ve koordinatlar, x;=1.5 ve x,=0 olarak bulunur. Bu durumda, x;=1.5 ve x,=0

noktalarindan gegen hiperdiizlem, optimum hiperdiizlem olacaktir.

1,5 4
O 1 mn *»
05 1
*1
I T T U m T T —¢—| .'1
-3 -2 -1 1 2 3 4
dv
05 - _
optimum ayirc
hiperdiizlem
| -1
'1.5 .

Sekil 2.21: Bulunan a; = -8, ap = 6.5 ve a3 = -1.5 Degerleri I¢in Ayiric1 Hiperdiizlem

Yeni gelen bir kisinin X; ve Xp 6zelliklerine ait 6zellik vektori, X = (4,2) seklinde olsun
ve bu kisinin dahil oldugu sinif belirlenmek istensin. Bu durumda, karar fonksiyonu

hesaplanirsa;
Flx) = (Z aypi.x) +b=wx + b
)
- (20) (‘2*) +(=3)

=5
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seklinde bulunur. f(xX)=5>1 oldugundan, bu kisi pozitif sinifa yani zeka geriligi olan

kisiler sinifina atanir.

2.3.4.1.B. Verilerin tamammin dogrusal olarak ayrilamadigi durum (yumusak

(soft) marjin)

Bolim 3.3.1.1.°de gosterilen islemler ancak egitim Orneklerinin tamamen ayrilabilir
olmast durumunda c¢alismaktadir. Ancak, pratikte genellikle veriler tam olarak

ayrilamayabilmektedir.

Sekil 2.22: Verilerin Tamaminin Dogrusal Olarak Ayrilamadigi Durum

Sekil 2.22 incelendiginde, B, hiperdiizlemi noktalarin tamamini dogru siniflandirirken,
B1 hiperdiizlemi ise ayn1 sekilde noktalarin tiimiinii dogru siiflandiramamaistir. Sadece
sekle bakarak tiim noktalar1 dogru siniflandirdigi igin B, hiperdiizleminin daha iyi bir
ayirici diizlem oldugu diistiniilebilir. Ancak bu dogru degildir, ¢iinkii B; daha genis bir
marjine sahiptir ve bu tek gozlem outlier verisi de olabilir3. Dolayisiyla bu gibi
durumlarda sert marjin yaklagimi ¢calismaz ve kiigiik deneme hatalarini tolere edebilecek
baska yontemlere gerek duyulur. Yumusak (soft) marjin yaklagimi bu tip problemlerin

¢Ozlimii i¢in One stirilmiistiir.

48



Optimal - Suf' 1, y=+1
ayinc wix+=b=0 )
hiperdiizlem

wix+b=-1— |

-~ T, -
S _ Marjin destek
o * veltord

_"--._ =
Matjin dizt ¥ @ / Magjin ==
F cntale ralb s u, Ei _'WL
Orjin r destek velktdr o "y
Suuf 2, y=-1

e
{

Sekil 2.23: Verilerin Tamamimin Dogrusal Olarak Ayrilamadigi Durum Igin Optimum
Ayirict Hiperdiizlem

Yumusak marjin yaklasimi, Cortes ve Vapnik tarafindan gelistirilmistir57. Bu
yaklasimda DVM’ler, marjini maksimize eden ve ayni zamanda yanlis siniflandirma
hatalarinin sayistyla orantili bir niceligi minimize eden bir hiperdiizlem bulmaya
calisgir’®. Burada, marjinin maksimum hale getirilmesi ve yanlis siniflandirma
hatalarinin minimum hale getirilmesi arasindaki denge, pozitif degerler alan ve C ile
gosterilen bir diizenleme parametresi (0<C<oo) ile kontrol edilebilir®. Bu parametre,
Lagrange carpanlarinin alabilecekleri maksimum degeri gostermektedir. Bu sekilde
Lagrange carpanlarinin 0< ¢; <C araliginda kalmasi saglanmaktadlrgo. Bu parametreye
ayn1 zamanda hata maliyeti de denmektedir ve yliksek C degeri yiiksek hata beklentisini
gostermektedir®. Kiigiik bir C degeri ise, egitim hatalarinin sayisim arttirmaktadir®’.
Ayrica, yaklagimda negatif olmayan gevsek (slack) degisken adi ile bir degisken (&; > 0,
i=1,...n) tamimlanmistir3. Bu gevsek degisken (&), uygun olan smifin sinirdan
sapmasidir ve minimize edilmis bir hata derecesine izin verir®®®, Egitim setinde hatali

siiflandirma orani gevsek degiskenin degerini verir. Sert marjinde elde edilen kisitlara

gevsek degisken eklenerek asagidaki forma ulagilir:

Wxi+b>+1-&,  yi=+1 icin (2.29)
Wi +b<-I1+&,  yi=-1icin (2.30)
&G>0,V, (2.31)

49



Gevsek degiskenler, ayirim kisitlarini gevsetmek igin tanitilmaktadir ve & = O olmasi
durumunda x; 6rnegi dogru siniflandirilmis, 0 < & < 1 olmasi durumunda X; 6rnegi
dogru siniflandirilmis marjini belirleyen hiperdiizlemler arasinda yer aliyor, & > 1 ise X;
ornegi yanlis siniflandirilmis demektir’’. Burada, egitim setini en az hatayla siniflamak
icin kullanilan &’leri minimize etmek, asagidaki ifadeyi minimize etmeyi

gerektirecektir®:
D) = XL, &’ (2.32)

Burada o, birtakim kiiciik pozitif sabitlerdir. Varsayimi giivenli kilmak igin genellikle
o=1 degeri kullanilmaktadir. Cilinkii karsilik gelen dual ¢ icermez ve bu nedenle daha

28,65

basit bir optimizasyon problemi sunar®°°28. Formiil (2.32) minimize edilerek, egitim

verisinin kiigiik bir alt kiimesi bulunabilir:

(Xi1, Yit)s -oor (Xiks Yik)

Eger, bu veri seti egitim verisinin digindaysa, egitim setinin kalan kismi hatasiz olarak
ayrilabilir. Egitim setinin kalan kismini ayirmak i¢in, optimal ayirici hiperdiizlem

bulunabilir®.

Sert marjin yaklasiminda kullanilan nesne fonksiyonu ||w||%2, dogrusal olarak
ayrilamayan veriler i¢in, diizenleme parametresi ve gevsek degisken kullanilarak
asagidaki gibi ifade edilir:
: 1
miny;, - [Wl? + € X §; (2.33)

Burada, };&; deneme hatalarinin sayisina iligkin bir {ist sinir verirken, C marjin
maksimizasyonu ile deneme hatast minimizasyonu arasindaki Odiinlesimi (trade-off)

belirler ve Lagrange carpanlari i¢in bir iist sinir olugturur3:
0<ai<C (2.34)

Formiil (2.33)’deki ilk terim, 6grenen makinelerin ele alinan sinifinin VC boyutunu; bu
yolla da 68renen makinelerin 6grenme kapasitesini veya gliven araligini kontrol etmek,
makinenin asir1 uyumdan kagmmasint saglamak ve belirleyici nitelik uzaymdaki bir
ayirict  hiperdiizlemin  marjinini  maksimum yapabilmek amaciyla minimize
edilmektedir. ikinci terim ise, yanls siniflandirilmis 6gelerin sayisini kontrol etmek,

yani ampirik risk terimini kontrol etmek i¢in minimize edilmektedir®.
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Yumusak marjin yaklagimi i¢in birincil (primal) Lagrangian formiilii:

Lp =5 IWl? + C2ig ~ SalyiCeaw + b) — 1+ &} - Tt (2.35)

2

Burada wi, & degerlerinin pozitif olmasini saglamak i¢in kullanilan Lagrange
parametreleridir®®. «;’ler yine pozitif Lagrange carpanlaridir. Sert marjin igin yapilan
islemler aynmi sekilde burada da uygulanir. Coziimii zor olan birincil Lagrangian', dual

forma doniistiirmek i¢cin K.K.T. kosullar1 uygulanirsa:

aa_bLP =0= Zaiyi =0 (236)
a

ELP =0=>w= Z a;yiXx; (237)
a

Zlp=0>C=a+4, (2.38)

£>0 (2.39)

a; =0 (2.40)

Ui = 0 (2.41)

ifadeleri elde edilir. Bu ifadeler Formiil (2.35)’de yerine yazilirsa asagidaki dual

fonksiyona ulasilir:

1
LD = Z a; — Ezi’j aiajyiijixj , 0< i < C , Vi (242)

Bu problemin ¢dziimiinde 0 < ¢; < C araliginda yer alan Lagrange carpanlarina karsilik
gelen x; degerleri DV’lerdir. Elde edilen dual fonksiyon, sert marjin yaklagiminda elde
edilen fonksiyonlar ile ayni olmasina karsin, farklililk Lagrange carpanlarinda yer
almaktadir. Sert marjin yaklagiminda e¢j'lerin pozitif olma kosulu varken, yumusak

marjin yaklagiminda g;i'ler C {ist sinirina sahiptir, bu sinir1 agsamazlar3.

2.3.4.2. Dogrusal olmayan destek vektor makineleri ile siniflama

Bolim 2.3.4.1.A ve 2.3.4.1.B’de bahsedilmis olan DVM, orneklerin tamaminin
dogrusal olarak ayrilabildigi ya da tamami ayrilamasa da ¢esitli parametrelerle ayrimin

yapilabilecegi durumlar igin problemlere ¢oziim aramaktaydi®™. Ancak, pratikte
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verilerin dogrusal olarak ayrilabildigi durumlarla pek karsilagilmamaktadir ve bu

durumda, pratik uygulamalarin ¢ogu, dogrusal DVM’lerle ¢oziilememektedir.

Hiper-Diiziem

>

Girdi Uzay! Ozellik Uzayi

Sekil 2.24: Dogrusal Olarak Ayrilamayan Verilerin Farkli Boyutlardaki Uzaylara
Aktarilmasi

Sekil 2.24'te iki smif i¢ ice ge¢mis durumdadir. DVM'ler boyle dogrusal olmayan
problemlerle karsilastiginda, orijinal verilerden smiflandirma o6zelliklerini ¢ikarmak
icin, dogrusal olmayan haritalama (mapping) yaparak, verileri n boyutlu orjinal girdi

uzayindan daha yiiksek boyuta sahip belirleyici nitelik (feature) uzayina tagir3 .
xER"— & (x) ER' (2.43)

DVM daha sonra, belirleyici nitelik uzayinda maksimum marjini bulmak igin dogrusal
siiflandirma kuralin1 6grenir. Siniflandirma kurali, belirleyici nitelik uzayinda dogrusal
olmas1 gergegine karsin, orijinal girdi uzayia izdiistim yapildiginda dogrusal degildirza.

&

Girdi Uzaw Ozellik Uzaw

Sekil 2.25: Dogrusal Olarak Ayrilamayan Verilerin, Dogrusal Olmayan Haritalama
Fonksiyonlari ile Daha Yiiksek Boyutlu Belirleyici Nitelik Uzayina
Taginmast

Dogrusal olmayan DVM, verilerin tasindigi bu yeni boyutta dogrusal DVM gibi

caligarak verileri ayiracak optimum hiperdiizlemi arar. Dogrusal olmayan bir problemin,
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belirleyici nitelik uzayinda dogrusal ayrilabilirmis gibi davranabilmesi igin; haritalama
isleminde, bir dezavantaj olarak, boyut sayisinin belirgin sekilde arttirilmasi

gerekmektedir®®.

Doniistiirme islemi igin kullanilacak olan fonksiyon @&(X) olarak belirlensin. Bu
durumda dogrusal DVM'den tek farki x yerine @(x) kullanilmasi olacaktir3. Buradan

hareketle doniistiiriilmiis uzayda kullanilacak karar fonksiyonu:
W dx)+b=0 (2.44)

seklinde olacaktir. Ayirict hiperdiizleme paralel olan ve iizerinde destek vektorlerinin

bulundugu dogrularin ayirdig: veriler asagidaki esitsizlikler yardimiyla siniflanir:
W D) +b>1 (2.45)
W @) +b<-1 (2.46)

Bulunmasi1 gereken nesne fonksiyonu ve buna iliskin Formiil (2.43) ile Formiil (2.44)'iin

birlesiminden olusan kisit asagidaki gibidir:
. 1
min,,p > Iwll? (2.47)

yi(wtd(x) + b) —1 =0, Viigin (2.48)

Ancak, genelde @(x) fonksiyonu elde edilebilir degildir, hesaplanamaz hatta mevcut
degildir®®. Uygulanan haritalama fonksiyonu biliniyorsa bile, kurulan optimizasyon
probleminin yiiksek boyutlu belirleyici nitelik uzayinda ¢oziimii karmasik ve zor
hesaplamalar gerektirecektir3.

W Ve b parametrelerini hesaplamak i¢in asagidaki esitlikler ¢oziilmelidir:
w =Y ay; d(x) (2.49)
fO) = Qaiy®(x). Px) +b=0 (2.50)

Bu denklemler doniistiiriilmiis uzaydaki iki vektoriin i¢ carpimini igermektedir. Boyut
sorunundan (curse of dimensionality) dolay1 bu i¢ ¢arpimlarin hesaplanmasi zordur. Bu
sorunu Onlemek amaciyla ¢ekirdek diizenlemesi olarak adlandirdigimiz kernel trick

yontemi Onerilmistir. Dogrusal olmayan haritalama @; destek vektorleri @(x;) ile
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belirleyici nitelik uzayindaki oriintii vektorii @(x) arasindaki i¢ carpimi hesaplamak igin

Mercer kosullarina uyan ¢ekirdek fonksiyonlarini (K(x;j, X)) kullanir™,

Ornek 2.2: Gruplarm dogrusal olarak ayrilamadig1 ve ®(x) fonksiyonunun bilindigi bir

durum i¢in, asagida elle ¢oziilmiis bir 6rnek verilmistir.

Zeka geriligini belirlemek igin 6nemli olan iki 6zellik X; ve Xz olsun. Dort kisi i¢in bu

Ozellik degerlerinin asagidaki gibi oldugu varsayilsin:

Pozitif Simf Negatif Simif
(R¥de) R”de)
X1 X2 X1 X2
-2 1 -1 0
2 1 1 0.5
2 2 1 -1
-2 -2 -1 1

Burada, pozitif sinif zeka geriligi olan kisileri, negatif sinif ise zeka geriligi olmayan
kisileri ifade etmektedir. Sekil 2.26’da pozitif ve negatif siniflara ait bu noktalarin iki
boyutlu uzaydaki goriinlimii verilmistir. Sekilde, mavi noktalar pozitif 6rnekleri, kirmizi

noktalar ise negatif 6rnekleri gostermektedir.

2,5 -

2 *

1,5 -

2 | 1 - 2
0,5 - |

r T . 0 T T 1
. ] ; W1

el

0,5 -

1 - |

1,5 -

. 2 -
25 -

Sekil 2.26: R de Dogrusal Olarak Ayrilamayan Noktalarin Gortinlimii

Amag, iki sinifi en dogru sekilde aywrabilen en iyi hiperdiizlemi se¢mektir. Ancak
orijinal veride (girdi verisi) bu en iyi hiperdiizlemi bulmak miimkiin olmayacaktir (Sekil

2.26). Bu nedenle dogrusal olmayan DVM kullanilarak veriler, haritalama fonksiyonu
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(@) yardimiyla girdi uzayindan, belirleyici nitelik uzaymna taginmaktadir. Bu 6rnek igin

haritalama fonksiyonunu asagidaki gibi tanimlansin:

(4 — X, + % — le)) TRl > 2 ise,

cbl(xl): 4‘_X1+|X1_X2|
X2

X2

X
k( 1) , diger durumlarda.

Boylece veri, belirleyici nitelik uzayinda asagidaki gibi yeniden diizenlenir:

Pozitif Stmif | Negatif Sinif
(R¥de) (R¥de)
X1 X2 X1 X2
6 9 -1 0
4 3 1 0.5
2 2 1 -1
10 10 -1 1
12 4
10 2
*
8 -
® 1 1
4 4 m-1
*
2 - *
|
I_.C . T T T T T 1
-2 j) B 2 4 6 8 10 12
2

Sekil 2.27: Belirleyici Nitelik Uzayma Taginan Verilerin Goriiniisii

Sekil 2.27 incelediginde, verilerin belirleyici nitelik uzayindaki koordinatlar

gortlebilir. Bu koordinatlar igerisinde, asagida tanimlanan s; ve S; destek vektorler

olarak secildiginde bu vektorlerin koordinatlari ise; {sl = (0?5), Sy = (;)} olur.
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Sekil 2.28: Yesil Uggenlerle Gosterilen Destek Vektorler

Sekil 2.28’de destek vektorler yesil iiggenlerle gosterilmistir. Destek vektorlerine
yanliligi (b) ifade eden 1 degeri eklenerek «; degerleri bulunacaktir. "b" eklenmis
destek vektorleri §7 ve $5 ile gosterirse §; = (1 0.5 1) ve §, = (2 2 1) olacaktir. ¢;’lere ait

esitlikler yazilirken haritalama fonksiyonu da g6z 6niine alinacaktir.

a1 P1(51).- P1(s1) + A P1(s2)- P1(s1) = —1
a1 P1(51)- P1(52) + A, P1(52)- P1(s2) = +1

Yukarida tanimlanan iki esitlik CDl(si).(Dl(sj) =3,

N2

i,j =1ve2 seklinde
yazildiginda a; degerleri asagidaki denklemler yardimiyla bulunur. Burada esitlikler,
dogrusal DVM’deki esitliklere dontismektedir. Ancak esitliklerdeki S;’ler haritalanmis

degerlerdir. Asagidaki esitlikler yardimiyla a;j degerlerini bulunursa:

a151.51 + a385.851 = —1
a181.5; + a85.5, = +1
ve
1.2504 + 300 =-1

301 + 8o, = +1

Yukaridaki esitlikler ¢oziildiiglinde, a; = -11 ve a; = 4.25 olarak bulunur. « degerleri
bulunduktan sonra, pozitif ve negatif degerleri ayiracak hiperdiizlemi bulmak i¢in,

L
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1 2
=-11 (0.5) + 4.25 (2)
1 1
—2.5
(2
—6.75

Son olarak, ayirict hiperdiizleme ait denklem, y = w'x; + b = 0 seklinde tanimlanir ve

- 2?.’5)

agirlik vektorii bulunur.

elde edilen vektorlere bir yanlilik degeri eklendigi hatirlanirsa y esitliginde w = (

ve b = -6.75 olarak elde edilir®®.

buradan hiperdiizlemin koordinatlar1 belirlenirse:
X
y=w'xi+b=0 = [2.53] [x;] +(=675)=0 = 25x;+3x,=6.75

olur ve koordinatlar, x;=2.7 ve x,=2.25 olarak bulunur. Bu durumda, x;=2.7 ve x,=2.25

noktalarindan gegen hiperdiizlem, optimum hiperdiizlem olacaktir.

12 A
10 L ]
L
]
B *1
\ m-1
\ dv
L
2
- 4]
—s T T T T T |
-2 [ ] 2 4 & ] 10 12
2 - :z}h'lperdmlem

Sekil 2.29: Bulunan o4 = -11, ay = 4.25 Degerleri i¢in Ayirict Hiperdiizlem

Yeni gelen bir kisinin X; ve X, 6zelliklerine ait 6zellik vektori, x = (2,3) seklinde olsun

ve bu kisinin dahil oldugu smif belirlenmek istensin. Bu durumda, bu 6zellik vektorii

yukarida verilen haritalama fonksiyonuna goére yeniden diizenlenirse, @ (g) = ((1))

olur. Buradan karar fonksiyonu hesaplanirsa;

Flx) = (Z & ®(s). D(x)) +b
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=110 ()0 (%) + 4250 (%) 0 (%)

o )0)- )

seklinde bulunur. f(x)=- 3.75 <1 oldugundan, bu kisi negatif sinifa yani zeka geriligi

olmayan kisiler sinifina atanir.
2.3.4.3. Cekirdek fonksiyonlar (kernel functions)

DVM’de genellikle, dogrusal olmayan iki sinif arasindaki en iyi sinir1 bulabilmek igin,
veri, giris uzaymdan daha yiiksek boyutlu bir belirleyici nitelik uzayina haritalama
yoluyla tasiir®®. Yani girdi verisi, smiflarin bir diizlemle ayrilabildigi daha yiiksek
boyutlu bir uzaya @ haritalama fonksiyonu yardimiyla haritalanir8. Ancak, bu
haritalama fonksiyonunu bilmek veya elde etmek genellikle zordur. Bu nedenle,
haritalama islemini yapabilmek i¢in ¢ekirdek fonksiyonlarindan faydalanilir. Cekirdek
fonksiyonlari, bilinen bir haritalama fonksiyonu olmadan ytiksek boyutlu uzayda nokta
carpimlari hesaplamaya olanak saglar ve belirleyici nitelik uzayindaki i¢ carpimi
gerceklestirdiginden @ doniisiimiiniin analitik olarak bilinmesine gerek yoktursg'go.
Yani, vektorleri daha yiiksek boyutlu bir belirleyici nitelik uzaymna agik olarak

haritalayip i¢ carpimi orada hesaplamak yerine, degeri dogrudan iki vektoriin ig

carpimini veren bir ¢ekirdek fonksiyonu kullanmak daha uygun olacaktir®*91.

Haritalama fonksiyonlarinin bilinmedigi durumlarda girdi uzayindaki verilerden elde
edilen bir ¢ekirdek fonksiyonu olusturularak islemler gerceklestirilir. Bu sekilde yapilan

cekirdek diizenlemesinin iki 6nemli faydasi bulunmaktadir3:

e Direk girdi uzayimndaki veriler kullanilacagi i¢in @ haritalama fonksiyonu
hakkinda kesin bilgiye gerek yoktur.
e (ekirdek fonksiyonu kullanarak i¢ ¢arpim hesaplamak, doniistiiriilmiis 6zellik

seti @(x) kullanarak hesaplamaya kiyasla daha kolaydir ve maliyeti diisiiktiir.

Dogrusal olarak ayrilamayan verilerde kullanilan DVM metodunun performansi,

siniflandirma yapilirken secilmesi gereken c¢ekirdek fonksiyonu ile direk alakalidir. Bu
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fonksiyon yardimiyla DVM, siniflandirilacak dogrusal olmayan verileri daha yiiksek
boyutlu belirleyici nitelik uzayma tagir®,

Cekirdek fonksiyonlarinin dayandig: temel fikir, girdi uzayindaki bir takim bilesenlerin
belirli bir kurala gore doniistiiriilmesidir. Bu doniistim, aslinda girdi uzayinda da
gergeklestirilebilecek bazi islemlerin, ¢ok boyutlu bir uzayda gergeklestirilmesi iizerine
kurulmustur ve bdylece c¢ekirdek fonksiyonlarini kullanan metotlar girdi uzayinda

karmagik olan bir¢ok uygulama iizerinde de calisabilmektedirler.

Verilerin dogrusal olarak ayrilamadigi durum i¢in kullanilan karar fonksiyonu,
f) = (Zayi®)". @(x)) + b (2.51)

olarak tanimlanmisti. Burada, Cb(xl-)TCD(xj) seklinde gosterilen bir i¢ ¢arpim soz
konusudur. Cekirdek fonksiyonu, beklenen belirleyici nitelik uzaymnda iki o6zellik
vektoriinlin i¢ carpimi ile ilgili olan bir fonksiyon olarak ifade edilmektedir®. Tiim
Ozellik vektorleri arasindaki i¢ ¢arpimlar kullanilarak olusturulan matris, Gram matris
(cekirdek matrisi) olarak adlandirilmaktadir. DVM’de, tiim veri girdileri g¢ekirdek
fonksiyonundan gecer ve c¢ekirdek matrisinde sonlanir. Yani, ¢ekirdek fonksiyonlari,
biitlin veriyi 0zetleyen ¢ekirdek matrisini olustururlar®. DVM yonteminde,
matematiksel olarak K(xi,x;) = D(xi)' & (xj) seklinde ifade edilen bir ¢ekirdek fonksiyonu
yardimiyla dogrusal olmayan doniisiimler yapilabilmekte ve bu sekilde verilerin yliksek
boyutta dogrusal olarak ayrimina imkan saglanmaktadlr84. Bir ¢ekirdek fonksiyonu olan
K(x;,x;) ifadesi aslinda bir transfer fonksiyonudurgz. Bu durumda, dogrusal olarak

ayrilamayan veriler i¢in kullanilacak karar fonksiyonu,
f() = X a;yiK(x;, %)) (2.52)

seklinde olacaktir. Ancak burada dogrusal hiperdiizlem s6z konusu olmadigindan b
terimi ihmal edilir. Ciinkii b terimi g¢ekirdek fonksiyonu ig¢inde kapali bi¢imde yer

almaktadir™. Sekil 2.29°de ¢ekirdek fonksiyonlariin yaptig1 doniistim gosterilmektedir.
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Sekil 2.30: Verilerin Cekirdek Fonksiyonu ile Belirleyici Nitelik Uzayina Taginmast

Cekirdek fonksiyonlari, girdi verileri arasindaki benzerligin bir Ol¢lisii olarak
disiiniilebilir.  Ancak, biitiin benzerlik 06lgiileri ¢ekirdek fonksiyonu olarak
kullanilamaz93. Bir fonksiyonun cekirdek fonksiyonu olarak kabul edilebilmesi igin,

Mercer kosullarini yerine getirmesi gerekir29’89’94.

Bu kosullar, yiliksek boyutta
calisilirken cekirdek fonksiyonlarin her zaman iki girdi vektoriiniin i¢ ¢carpimi seklinde

ifade edilmesini saglamaktadir3.

Mercer teoremi, herhangi bir simetrik pozitif yari-tanimli (positive semidefinite)
(6zdegerleri pozitif olan matris) matrisin, uzaydaki bir i¢ ¢arpim matrisi olarak kabul
edilebilecegini belirtmektedir?®. Yani gercel degerli K(x;,x;) fonksiyonunun, K(xi,xj) =
@(xi)Tqb(xj) bi¢iminde yazilabilmesini saglayan bir @ eslemesi varsa, pozitif yari-tanimli

ve simetrik K(x;,x;) bir ¢cekirdek fonksiyonudurgs.

K(x;,x;) fonksiyonunun bir cekirdek fonksiyonu olabilmesi i¢in asagidaki kosullari

gerceklestirmesi gerekmektedir%.

e  Siirekli bir fonksiyon olmalidir.

e  Simetrik olmalidir. Yani, K(X;, X;) = K(X;, Xi) kosulunu saglamalidir.

e Herhangi Xy, Xa,..., X, degerleri i¢in pozitif yari-tanimli olmalidir:
K(,x) K(xpxz) o K(xp, %)

K =
K(xnx1)  K(xn,Xx2) . K(xn, Xxn)

Dogrusal olarak ayrilamama durumu icin DVM’de cesitli ¢ekirdek fonksiyonlari
kullanilmaktadir. Vapnik, deneylerle ¢ekirdek fonksiyonlar1 arasindaki se¢cimin ampirik
performansta biiylik bir farklilik gostermedigini Vurgulamlstlrzg. Daha Onemli ve

genellikle daha zor olan problem, c¢ekirdek fonksiyonlar1 kullanilirken bazi
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matematiksel parametrelerin dogru tahmin edilmesidir’®>. Bu problem bir capraz
gecerlilik (birini disarida birakma) prosediirii kullanarak ¢oziilebilir fakat pratikte bu,
DVM’nin kuadratik optimizasyon problemini hesaplamay1 gerektirdiginden c¢ok

zordur®.

Egitim siirecinden 6nce, DVM’de kullanilan ¢ekirdek fonksiyonunun parametrelerinin
uygun bir sekilde segilmesi gerekmektedir. Kullanici tarafindan keyfi olarak segilen bu
parametrelerin se¢ilme siirecinin bir algoritmaya dayandirilmasi, siniflandirmanin
dogrulugu agisindan onemlidir®. Literatiirde, parcacik siirii optimizasyonu algoritmasi,
genetik algoritmalar, ROC egrisi, ¢apraz dogrulama (cross validation), yap1 arama
(pattern search) ve 1zgara arama (grid search) gibi yontemler, bu parametrelerin se¢imi
icin uygun yontemler olarak kullanilmaktadir. Bu yontemlerden “yapi arama” ve

“1zgara arama”, boliim 2.3.4.5’de daha detayli ele alinacaktir.

Cekirdek fonksiyonlarinin ézellikleri

Dogrusal olarak ayrilamayan veriler s6z konusu oldugunda, DVM’de kullanilan

cekirdek fonksiyonlarinin ozellikleri su sekilde siralanabilir’?;

e Eger K; ve K; ¢ekirdek fonksiyonlari ve as, ax > 0 ise, 0 zaman a;K;+a,K; de
bir ¢ekirdek fonksiyonudur.

e Eger K; ve K, fonksiyonlar1 birbirinden bagimsiz ¢ekirdek fonksiyonlar: ise,
0 zaman (KiKo)(x, £ ) = Ki(X, £ )Ky(X, & ) seklinde tanimlanabilen K;K; de
bir ¢gekirdek fonksiyonudur.

e Eger K; ve K; ¢ekirdek fonksiyonlar sirasiyla X; ve X iizerinde tanimli ise, o
zaman (Ki*K2)((X1, X2) (&4, £3)) = Ki(X1,%4) Ka(X2,%5) seklinde tanimlanabilen
kartezyen garpim g¢ekirdek fonksiyonu da (X1*X2)*(X1*X2) lizerinde tanimlidir.

o Eger K; ve K; ¢ekirdek fonksiyonlar sirasiyla X; ve X iizerinde tanimli ise, o
zaman (Ki+K2)((X1, X2)(%4,%2))=K1(X1, £1)+K2(X2,%5) seklinde tanimlanabilen

kartezyen toplam g¢ekirdek fonksiyonu da (X1*X2)*(X1*X2) lizerinde tanimlidir.
2.3.4.4. DVM’de kullanilan ¢ekirdek fonksiyonlar:

Farkli c¢ekirdek fonksiyonlarmin se¢imiyle, farkli DVM’ler iiretilir ve bu da farklh
simiflama performanslarina neden olabilir. Literatiirde DVM’de kullanilan bir¢ok

cekirdek fonksiyon bulunmaktadir (Tablo 2.3). Ancak bu fonksiyonlardan dogrusal
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fonksiyon, polinomiyal fonksiyon, sigmoid fonksiyon ve radyal tabanli fonksiyon
(RTF) en ¢ok kullanilanlaridir ve ¢ogu tahmin problemi polinomiyal ve radyal tabanl
fonksiyondan biriyle ¢oziilebilmektedir®®. Polinomiyal ¢ekirdek fonksiyon, RTF’ye gore
daha fazla parametre igerir. Bu yiizden, RTF‘nin hesaplanmasi1 daha kolaydir. Ancak,
diisiik derecelerde polinomiyal ¢ekirdek fonksiyon ile iyi sonuglar alinabiliyorsa
polinomiyal ¢ekirdek, siniflandirilamayan kisimlar oluyorsa (C hata parametresini
igerdiginden dolay1) RTF kullanilmalidir. Dogrusal ¢ekirdek fonksiyon ise, ozellik

sayisinin ¢ok fazla oldugu durumlarda daha iyi sonuglar vermektedir'®.

Tablo 2.2: Yaygin Olarak Kullanilan Cekirdek Fonksiyonlar

Cekirdek fonksiyonlarin isimleri

Cekirdek fonksiyonlarin matematiksel ifadeleri

Dogrusal fonksiyon

K(xl-, x]) = xiij

Polinomiyal fonksiyon

K(xi,xj) = (1 +xiij)d

Sigmoid fonksiyon

K (x;,x;) = tanh(kx;"x; — 8)

Radyal tabanli fonksiyon

2
X; — X;
K(xl-,xj) = exp (— %)

Ustel yarigap temelli fonksiyon (iistel

K(xl-,xj) = exp (— w>

> -1/2
K(xi,x;) = (”xi - - CZ)

YTF)

Ters ikinci Dereceden

B-spline K (i, %) = Bans1(x; — X7)
6 (k- x,-||>
Dalga Yapili K(x;,x;) = sm<
R e
Dogrusal Fonksiyon

Girdi uzayinda veriler dogrusal olarak ayrilabildigi durumda, veriyi yliksek boyuta
tasimadan dogrusal cekirdek fonksiyonu yardimiyla smiflama islemi yapilir. Bu

fonksiyonda herhangi bir boyut degeri ya da parametre s6z konusu degildir.

K(xi,xj) = xiij (253)
Polinomiyal Fonksiyon

Polinomiyal ¢ekirdek fonksiyon, d dereceli girdi vektorlerinin i¢ ¢arpimindan
olugsmaktadir ve agsagidaki gibi ifade edilmektedir:
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K(x,x) = (1+ % %)? (2.54)
Sigmoid Fonksiyon

Sigmoid fonksiyon k ve ¢ gibi iki parametre icermektedir. Bu fonksiyon sadece belli 0
degerleri igin tamimlanmistir®®. Kaynaklar belirli parametreler igin sigmoid fonksiyonun

radyal tabanli fonksiyon seklinde calistigini géstermektedir%.
K (x;,x;) = tanh(kx;"x; — 6) (2.55)
Radyal Tabanli Fonksiyon

Radyal tabanli fonksiyon ¢ekirdek fonksiyonlar arasinda kullanimi en yaygin c¢ekirdek
fonksiyondur ve cesitli ¢alismalarla iistiinligi kamtlanmlstlrS’gz’g?. Burada, o ¢ekirdek

genisligini veya yaricap kontroliinii saglayan parametredir3”’.

K(x;,x;) = exp <— —”xi_?” ) , 0>0 (2.56)

2y

Bu tez calismasinin uygulama boliimiinde, dogrusal olarak ayrilamayan verilerin

siniflandirilmasi ig¢in DVM’de radyal tabanli ¢ekirdek fonksiyon kullanilmastir.

2.3.4.5. Hiperparametrelerin se¢imi

DVM’nin basarisi, hatali siniflama maliyetinin Sl¢iisii olan C parametresinin, verilerin
tamaminin dogrusal ayrilamadigi durumlarda kullanilan & parametresinin ve cekirdek
fonksiyonlardaki diger parametrelerin se¢imi ile dogrudan ilgilidir. Bu parametrelerin
tamami hiperparametre olarak adlandirilmaktadir ve bilinmeyen bu parametrelerin en
1yi sekilde se¢ilmesi, DVM’nin veriyi dogru sekilde siniflamasini saglayacak olan en
onemli etkendir. Egitim hatas1 ve VC boyutu arasindaki ddiinlesimi belirleyen C ve &

parametreleri, uygulayicilar tarafindan segilir®.

Verilerin dogrusal olarak ayrilamadigir durumda, marjini maksimum yapan en iyi ayirici
hiperdiizlemi bulmak i¢in; diizenleme parametresi veya hata maliyeti olarak
adlandirilan, C ile gosterilen bir parametre kullanilmaktadir. Bu parametre 0<C<oo
araliginda yer alan ve keyfi olarak secilen bir degerdir. Eger bu deger ¢ok biiyiik
secilirse, ayrilamayan noktalar i¢in yliksek bir hata s6z konusu olacagindan ¢ok fazla

destek vektore ihtiyag duyulacak ve bu da asir1 uyuma (overfitting) neden olacaktir.
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Eger C degeri ¢ok kiiciik segilirse, bu durum da eksik uyuma (underfitting) neden

olacaktir’

7

C parametresi belirlenirken ilk olarak, bir maliyet matrisi hazirlanir. Bu maliyet matrisi;

Tablo 2.3: Bilinmeyen C Parametresi igin Maliyet Matrisi

Tahmin Edilen Simif
C(ilj) Simif =evet | Simf= hayir
Gergek Simif | Smmf = evet C(evetlevet) | C(hayir|evet)
Simif = hayir | C(evet/hayir) | C(hayirfhayir)

seklindedir. Burada C(i}j), j sinifina ait 6rneklerin, i sinifina yanlis siniflandirilmasinin

maliyetidir. Maliyet degeri hesaplanirken model dogrulugu (accuracy) da goz Oniine

alinmalidir. Tablo 2.4’te maliyet matrisi ve verilen bir model matrisi i¢in, hesaplama

formiillerinin gosteriminde kullanilacak olan, harfle ifade edilen degerler yer

almaktadir.

Tablo 2.4: Maliyet Matrisi ve Verilen Bir Model Matrisinin Harf ile ifade Edilmesi

Maliyet Tahmin Edilen Smif '{\/I/I od_e I. Tahmin Edilen Sinmif
atrisi
Siif=evet | Sinif=hayir Smif=evet | Stmf=hayir
Gergek . Gergek _
Sumif Simif=evet p q Sumif Simif=evet A B
Simif=hayir r t Simif=hayir C D
Tablo 2.4 yardimiyla, dogruluk ve maliyet hesab1 agsagidaki gibi yapilir:
N=A+B+C+D olmak iizere
Dogruluk = (A+ D)/N (2.57)
Maliyet = pA+qB +rC + tD (2.58)

Eger maliyet degerleri,
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e  M(evet/hayir) = M(hayir|evet)
e  M(evetlevet) = M(hayir|hayir)

seklinde yani Tablo 2.4’teki maliyet matrisinde p=t ve gq=r ise, dogruluk maliyet ile

orantilidir. Bu durum i¢in, Formiil (2.57) ve (2.58) birlikte ¢oziliirse;

Maliyet = p(A+ D)+ q(B +C)

= p(A+D)+q(N—A-D)

= p(A+D)+qN —q(A+ D)

=qN —(q—p)(A+D)

= N[q — (q — p) X Dogruluk] (2.59)
olarak bulunur.
Ornek 2.3: iki ayr1 model i¢in (M; ve My), dogruluk ve maliyet hesabi asagidaki
gibidir.
Tablo 2.5te belli degerler ile hazirlanmis maliyet matrisi gorilmektedir.

Tablo 2.5: Maliyet Matrisine Ait Degerler

Maliyet Matrisi Tahmin Edilen Simif

C(ilj) + -
Gergek Smif + -1 100
- 1 0

Tablo 2.6 ve 2.7°de, M; ve M, modellerine ait siniflama matrisleri goriilmektedir. Bu
modeller icin, Tablo 2.4’teki maliyet matrisi kullanilarak, siniflama maliyetleri ve

dogruluk oranlar1 hesaplanirsa;

Tablo 2.6: M; Modeline Ait Matris

Model M, Tahmin Edilen Smif

+ =
Gergek
Sinif + 150 40
- 60 250
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N = 150+40+60+250 = 500

e Dogruluk (My) = (150 + 250)/500
= 0.80

o  Maliyet (M) = (-1)150 + (100)40 + ()60 + (0)250
=150 + 4000 + 60 + 0
= 3910

Tablo 2.7: M, Modeline Ait Matris

Model M, Tahmin Edilen Siif

+ =
Gergek
Sinif + 250 45
- 5 200

N =250 +45+5+ 200 =500

e  Dogruluk (M3) = (250 + 200)/500
=0.90

o Maliyet (My) = (-1)250 + (100)45 + (1)5 + (0)200
= -250 + 4500 + 5 + 0
= 4255

Ornek 2.3’teki sonuglara bakildiginda, M; modelinde hem dogruluk hem de maliyet, M,
modeline gore daha diisiiktiir. Aslinda istenen, dogrulugun yiiksek, maliyetin diisiik
oldugu modeli segmektir. Bu durumda, dogruluk ve maliyetin dengede oldugu model

secilmelidir.

Verilerin tamaminin dogrusal olarak ayrilamadigi durumda, dogru olarak sec¢ilmesi
gereken parametre ise negatif olmayan, gevsek degisken adi verilen & degiskenidir (& >
0, i=1,...n). Bu gevsek degisken, uygun olan siifin simirdan sapmasidir ve minimize
edilmis bir hata derecesine izin verir. Bu parametrenin dogru secilebilmesi i¢in, Sapan
deger bilgisine ihtiya¢ duyulmaktadir. Cilinkii ¢ parametresi, sapan degerlerin
varyanstyla orantilidir ve dogru ¢ parametresi igin sapan degerlerin varyansiin tahmini

gerekmektedir. Bu varyans degeri, ¢cok esnek bir tahmin edici kullanilarak, egitim
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verisinden tahmin edilebilir®®%**%. Gevsek degiskenin tahmini degerinin elde edilmesi

icin agagidaki adimlar da kullanilabilir:

1. Karsit siniflardan rastgele ciftler segilir.

2. Bu ciftler arasindaki uzaklik degeri hesaplanir.

3. Uzaklik degerleri biiyiikten kiigiige dogru siralanir.
4. %090’lik yiizdelik degeri secilir.

DVM’ de belirlenmesi gereken C, & ve kullanilan c¢ekirdek fonksiyonlarindaki
bilinmeyen parametrelerin en uygun degerinin se¢imi i¢in gelistirilmis cesitli yontemler
mevcuttur. Bunlardan en yaygin kullanilan ve paket programlarda adi gegen
yontemlerden ikisi 1zgara arama (grid search) ve yapt arama (pattern search)

yontemleridir.

Izgara arama yoOntemi, her bir parametre degerini, belli bir arama aralig1 {izerinden
geometrik adimlar1 kullanarak dener. Izgara arama, hesaplama yoniinden zaman alic1 bir
yontemdir. Ciinkii modelin her bir parametre igin, 1zgara i¢inde birgok noktada
degerlendirilmesi gerekmektedir. Ornegin, 10 arama araligina sahip bir 1zgara arama
kullanildiysa ve iki parametreye sahip RTF c¢ekirdek fonksiyonu séz konusu ise, bu
durumda model 10*10=100 1zgara noktasi ile degerlendirilecektir. Eger her model i¢in
capraz dogrulama kullanilirsa, gercek DVM hesaplamalarinin sayisi, ¢apraz dogrulama
katiyla (genellikle 4 ile 10 arasinda) carpilarak elde edilecektir. lzgara arama
yonteminin bu hesapsal karmagsikligindan dolayi, parametrelerin az oldugu durumlarda

kullanilmas1 uygundur.

Yap1 arama (“compass search”, “line search”) yontemi ise, arama araliginin ortasindan
baslar ve her bir parametre i¢in her talimatta deneme adimlarin1 olusturur. Eger model
uygunlugu artarsa, arama merkezi bu yeni nokta olur ve siire¢ tekrar edilir. Eger bir
gelisme gozlenmezse, adim biiyiikliigli azaltilir ve arama tekrarlanir. Arama adim
biiyiikliigii belirlenen tolerans degerine kadar diistiiglinde, yap1 arama sonlanir. Bu
yontem genellikle 1zgara arama yoOntemine gore daha az degerlendirme
gerektirmektedir. Ancak, yapi arama yOnteminin zayifligi, bu yontemin parametreler

icin global optimal nokta yerine yerel (lokal) optimal noktay1 bulabilmesidir®.

Ornek 2.4: Polinomiyal ¢ekirdek fonksiyonun kullanildig1 bir simiflama &rnegi asagida

verilmistir'*.
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Sadece bir 6zelligin 6l¢iildiigli ve 2 grubun bulundugu bir veri seti ele alinsin. Bu veri
setinde toplam bes bireye ait veriler; x1=1, Xo=2, X3=4, X4=5, X5=6 olarak tanimlansin ve
bu bireylerden x;=1, X,=2 ve Xs=6 grup 1’e, x3=4 ve X,=5 bireyleri ise grup 2’ye ait
olsun. Ait olduklari smiflarin kodlar1 1. grup igin yi=1 ve 2. grup i¢in y;=-1 ile

gosterilsin.

Bu 0Ornekte derecesi 2 olan polinamiyal fonksiyon kullanilmis ve C=100 olarak
belirlenmistir. Bu durumda kullanilacak g¢ekirdek fonksiyon, K(x;X;) = (xiij +1)?

seklinde olacaktir.

Ilk olarak; 0< a; < 100 (0< a; < C) ve ¥7_; a;y; = 0 kasitlar1 altinda, asagidaki formiil

yardimiyla, a; i=1,...,5 degerleri belirlenmelidir.
5 5 5
1 T 5
a = a;a;y;yj(x; % + 1)
i=1 i=1 j=1

Buradan, karesel programlamayla o degerleri; a1=0, 0;=2.5, a3=0, 04=7.333 ve
a5=4.833 olarak bulunur. Bu durumda destek vektorleri; X,=2, X4=5, Xs=6 ve Karar

fonksiyonu asagidaki gibi olur:
f(z) =25(1)2z+ 1)? +7.333(—=1)(5z + 1)? + 4.833(1)(6z + 1)2 + b
= 0.6667z% + 5.333z+ b
b degeri ise; f(2)=1, f(5)=-1 veya f(6)=1 islemlerinden biri ¢oziilerek bulunabilir.
f(2)=1 = 0.6667(2)° +5.333(2) +b=1 = b =9 olarak elde edilir.

f(z) karar fonksiyonunda z ve 7 degerleri (yeni gelecek bir bireyin 6l¢iilen x degeri ve
bu degerin karesi) yerine konuldugunda, f(z) degerleri elde edilir. Cesitli z degerleri igin
asagidaki grafik ¢izilebilir. Burada, destek vektorleri olan X ve Xs’in ayni, X4’lin ise

farkli sinifa ait oldugu goriilmektedir.
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Simf1 Simf2 /Slnlf 1
\ A /
2

v 6

N

1

Sekil 2.31: Ornek 3 icin Karar Fonksiyonu

Sekil 2.31°de, Ornek 2.3 icin bulunan karar fonksiyonunun smiflandirmasi
gosterilmistir. Burada; 1., 2. ve 6. noktalarin simif 1’e, 4. ve 5. noktalarin ise sinif 2’ye

ait oldugu goriilmektedir.

Ornek 2.5: iki smifli, her bir siifta 2 birey olan ve her bir bireyden 2 6zelligin
ol¢iildiigii XOR problemi asagidaki gibi ¢oziilebilir:

sif 1 = (_11)(_11) (R®de),

smf2 = ( i )(:1) (R®de)

olarak tanimlansin. Bu durumda ait olduklar1 siniflarin kodlar ise,

1
|1
Y=l
-1

olsun. Sekil 2.32’de bu noktalarin analitik diizlemdeki gosterimi goriilmektedir.
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Sumf 1 Suuf 2

=+ W=

L

Suuf 2 Sumf 1

v=1 y=71

Sekil 2.32: Verilen XOR Verilerinin Analitik Diizlemde Gosterimi

Onceki béliimlerde tanimlanan ve karar fonksiyonunun elde edilmesinde kullanilan

asagidaki dual formun ikinci kismindaki y;v;K [xi-,xj-) ifadesi, ¢ekirdek fonksiyonu
olma 6zelligini saglayan Hessien matrisinin hesaplanmasi i¢in kullanilir.

n

1
Lp = Z a; — Ez a;a;y;yiK (x;, ;)
ij

i=1
ve

yyiK (xi,%;) = Hj

Bu durumda, dual form asagidaki seklini alacaktir:

- 1
L(a) = Z a; — EZ a’Ha
i=1 0

Ikinci dereceden polinom ¢ekirdek fonksiyonu,
K(xl-,xj) = (1 + xl-ij)Z

oldugu bilinmektedir. Bu durumda Hessien matrisi agagidaki gibi hesaplanir:

Hi; = yiy:(1+ 2" %)% = (D) (1 +[1 —-1] [_11])2 =9
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Hy; =yy,(1 + xlsz)z = (D@ (1 +[1 —1] [_11])2 =1

Bu sekilde biitiin Hj; degerleri hesaplanirsa, asagidaki Hessien matrisi elde edilir:

9 1 -1 -1
1 9 -1 -1
-1 -1 9 1
-1 -1 1 9

Buradan o degerlerini elde etmek i¢in L(a)’nin o’ya gore tiirevi alinarak sifira esitlenir.

aL—I Ha =0
da =
Bu durumda,
1 9 1 -1 -1
1_| 1t 9 -1-1 _,
1 -1 -1 9 1
1 -1 -1 1 9

olur ve bu denklem sisteminin ¢dziilmesiyle a3 = 02 = a3 = aq = 0.125 seklinde elde
edilir. Bu durumda tiim ornekler destek vektorler olarak kabul edilir. Elde edilen bu

sonuglar agagida belirtilen kisitlar1 saglamaktadir:

n 4

Zaiyi=0 = Zaiyi=a1+a2—a3—a4=0

ve

(Zi>0

K(x;,x) = (1 +xl-ij)2 ikinci derece cekirdek fonksiyonu igin, @(x) eslemesi son

bagintidan dolay1 asagidaki gibidir:
D(x) =[1 xu? V2xuxp x2? V2xg V2xp]

Bu durumda agirlik vektorii olan w asagidaki formiil yardimiyla hesaplanir:
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4
w = Z a;y;P(x;)
=1

W= a1y, P(x1) + @y, P(xy) + azysP(x3) + ay,P(x4)

= 0.125(1)@(x;) + 0.125(1)@(x,) + 0.125(—=1)@(x3) + 0.125(—1)P(x,)

1
=g [P0a) + @(x2) — @(x3) — P(xy)]
1 1 1 1
1 1 1 1
_1 —\2 1]1—v2 1]—+/2 1]—/2
=gl 1|78l 1 |Tg| 1 |Tg| 1
V2 V2 V2 V2
vzl Llvel vzl L2l
0 -
0
w=1—v2/2
0
0
0

Burada, w’nin ilk elemani b’yi verir. O halde, b = 0’dur.

Optimal hiperdiizlem; w'@®(x) + b = 0 olarak verilmisti ve bu problem i¢in b=0
oldugundan, wT @(x) = 0°dir. O halde karar fonksiyonu asagidaki gibi olacaktir:

1
X1
V2 \/Ex1x2
f(x)=10 0 —7000 X, 2
V2x,
| V2x, |

2

f&) = —x1x,

2.3.5. Destek vektor regresyonu

Simdiye kadar olan kisimda, destek vektdr makineleri ile smiflama yonteminin
temellerinden ve isleyisinden bahsedilmistir. Bu bdliimde ise, destek vektor

regresyonundan (DVR) kisaca bahsedilecektir.
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Destek vektor makineleri ile siniflamada DVM, belirleyici nitelik uzayindaki egitim
verilerine gore optimum ayirma diizlemini 6grenmeye c¢alisir. Regresyonda ise, mevcut
egitim verilerine gore giris ve ¢ikis uzaylart arasindaki haritalama fonksiyonunu
o0grenmeye c¢alisir. DVR’nin en 6nemli 6zelliklerinden birisi, gézlenen egitim hatasini
minimize etmek yerine, genellestirilmis hata sinirin1 minimize etmeye ¢aligmasidir. Bu
genelleme hata sinir1, egitim hatasinin ve hipotez uzayinin karmasikliginin kontrol eden

diizeltme teriminin bir kombinasyonudurloz.

Destek vektor regresyonunda, optimal bir ayirict hiperdiizlem ve destek vektorleri
arasindaki marj yerine bir “yaklasim hatas1” kullanilmaktadir. Destek vektor
siniflamasinda oldugu gibi, regresyon problemi i¢in de siir lizerindeki optimum
genelleme arastirilmaktadir ve sonlu bir giiriiltiilii 6rnek kiimesi iizerinde bilinmeyen
stirekli fonksiyonun tahmin edilmesi amaglanmaktadlrzs. Sonug olarak DVR’de temel
fikir, marjini maksimumlastiran hiperdiizlem ile hatayr minimize etmektir. Ancak
burada hatanin bir kismi tolere edilebilmektedir. Sekil 2.33’te DVR’ye ait hatanin nasil

hesaplandigi  gériilmektedir'®.

Regresyonda veriyi modelleyen f(x) = wx + b
fonksiyonu ve gercek degerli y; hedefleri arasindaki sapma degeri olan €’a her iki yonde
de izin vermek igin yj - wx; — b <& ve Wx; + b — y; < ¢ sekline getirilir. Bu, f(x) hipotez
fonksiyonu etrafinda +/- (0 - y) boyutlu bir tiip olarak gosterilebilir ve bu tiipiin diginda
bulunan bir nokta egitim hatasidir. Iki egitim hatast tipi i¢in & ve & gevsek degiskenleri
tanimlandiginda, bu gevsek degiskenler tiipiin i¢ tarafinda kayip fonksiyonuna gore

sifirdir ve tiipiin disindaki noktalar igin de dogrusal olarak artar 2%,

Sekil 2. 33: Lineer £ Kayip Fonksiyonu

Regresyonda, rasgele bir degisken olan sistem ¢iktisi, gercek degerler kiimesinden

degerler alir ve boylece kararli bir fonksiyon toplami olarak yorumlanabilir.

y=9g(x) +¢ (2.60)
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Sonug olarak; temel prensipte DVM simiflamasi ile benzer 6zellikler gosteren DVM

regresyonunda, tahminler asagidaki formiil yardimiyla yapilmaktadir:

fx) =2X6;P(x,x) +b (2.60)
2.3.6. Destek vektor makinelerinin avantajlar
DVM yonteminin avantajlar1 agagidaki gibi siralanabilir:

1. DVM’de yiiksek dogruluk elde edilmektedir.

2. Parametreler uygun olarak secildiginde, DVM iyi bir genelleme yetenegine
sahip olmaktadir. Bu ifade; uygun genelleme diizeyi secildiginde, egitim
setinde bir takim bias’lar olsa bile, DVM’nin robust olabilecegi anlamina
gelmektedir.

Cok sayida dogal nitelikle (bagimsiz degisken) ¢alisabilmektedir.

4. Karmagik (komplike) karar sinirlarini modelleyebilme yetenegine sahiptir.

5. Hem dogrusal olarak ayrilabilen hem de dogrusal olarak ayrilamayan verilere
uygulanabilmektedir.

6. Cekirdek fonksiyonlar dolayli olarak dogrusal olmayan doniisiimler
igerdiginden, veriyi dogrusal olarak ayrilmasini saglayan bu doniisiimle ilgili
herhangi bir varsayim gerektirmemektedir ve bu donilisim robust teorik
temellere dayanmaktadir.

7. Asirt uyum sorunu diger yontemlerden daha azdir.

8. Optimallik problemi konveks oldugunda, DVM tek bir ¢éziim sunmaktadir.
Bu durum, lokal minimumla ilgili ¢oklu ¢dziimlere sahip olan ve bu nedenle
farkli ornekler iizerinde robustlugu kimi zaman saglayamayan yapay sinir

aglariyla kiyaslandiginda, DVM i¢in bir avantajdir.

2.3.7. Destek vektor makinelerinin dezavantajlar:
DVM yonteminin dezavantajlar1 asagidaki gibi siralanabilir:

1. DVM’nin en dnemli ayrintisi olan ¢ekirdek fonksiyonlarin ve parametrelerin
uygun olarak secilmesi gerekmektedir.

2. Egitim ve test sirasinda, hiz ve boyut sorunu meydana gelebilmektedir.

3. DVM’de algoritma oldukca karmasiktir ve karesel programlama

kullanildigindan giiglii bilgisayar teknolojisine gerek duyulmaktadir.
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3. GEREC ve YONTEM

Bu boliimde, oncelikle tezde kullanilan veri tanitilip, veri iizerinde yapilan islemler
ayrintili olarak agiklanacaktir. Yontem boliimiinde ise veri analizinde kullanilan

DTREG programi tanitilacaktir.
3.1. Veriler

Tez ¢alismasinda kullanilan veri seti, Zonguldak Karaelmas Universitesi Tip Fakiiltesi
psikiyatri poliklinigine, 1-31 Ocak 2011 tarihleri arasinda gece yeme sendromu
sikdyetiyle ayaktan bagvuran ve ¢alismaya katilmay1 kabul eden 433 hastanin bilgilerini
icermektedir. Verilerin tezde kullanimi i¢in izin alimmistir. Caligmaya alinan kisilerden,
yas, cinsiyet, egitim yili, kardes sayisi, medeni durum, ¢ocuk sayisi gibi demografik
ozellikler, bel cevresi, kalca c¢evresi, beden kitle indeksi, fiziksel hastalik varligi,
psikolojik hastalik varligi gibi cesitli morfolojik ve klinik 6zellikler sorgulanmaistir.
Ayrica klinige bagvuran kisilere gece yeme aligkanligi var veya yok seklinde klinik tani
konmustur. Basvuran 433 hastanin 97’si klinik goriigmelerle gece yeme sendromu tanisi
almis, geriye kalan 336 kisi ise gece yeme sendromu tanis1 almamistir. Bu sonug gold

standart olarak dikkate alinmistir. Klinik tan1 asagidaki kriterlere gore konulmustur.
Gece yeme bozuklugu tam kriterleri:

1. Giinlik yeme paterninin aksam ve gece Onemli Olclide artis gostermesi.
Asagidakilerden biri veya ikisiyle karakterizedir:
a. Giinliik yenen yemegin en az %25°1 aksam yemeginden sonra olmasi

b. Haftada en az iki gece yeme epizodunun olmasi

2. Aksam ve noktiirnal yeme epizodlarina iligkin farkindalik ve hatirlamanin s6z

konusu olmasi

3. Klinik asagidakilerden en az iigliyle karakterizedir:
a. Sabah yeme isteginin olmamasi ve/veya haftada 4 veya daha fazla
sabah kahvaltinin atlanmasi
b. Aksam yemeginden uyku baslayincaya kadar olan siirede ve/veya

gece boyunca giiclii yeme arzusunun varligi
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Cc. Haftada 4 veya daha fazla gece uyku baslangicinda ve/veya uykunun
stirdiiriilmesinde insomnianin olmast

d. Uykuyu baslatabilmek veya tekrar uykuya dalabilmek i¢in kisinin
yemesinin gerektigi inancinin olmasi

e. Duygu durumun gogunlukla depresif olmasi ve/veya duygu durumun

aksamlar1 kotiilesmesi

4. Bozukluk 6nemli derecede sikinti ve/veya fonksiyonellikteki bozulmayla

iliskilidir.
5. Bozulmus yeme paterni en az 3 ay siirmelidir.

6. Bozukluk madde kotliye kullanimi veya bagimliligina, tibbi durumlara,
medikasyona veya diger psikiyatrik bozukluklara sekonder gelismis

olmamalidir.

Hastalara ayrica, gece yeme anketi (GYA), beden sekli anketi (BSQ), semptom tarama
listesi (SCL-90) olgekleri de uygulanmustir.

Sorgulama veya 6lgme yoluyla elde edilen degiskenlerin 6zellikleri asagidaki gibidir:

e GYStam: GYStanm1 degiskeni, hastalarla klinik goriismeler yapilarak elde
edilmis 2 kategorili, bagimli sonu¢ degiskenidir. Yapilan goriismeler
neticesinde, gece yeme sendromu tanisi alan ve almayanlar, 0 (tan1 almadi) ve
1 (tan1 ald1) seklinde kodlanmistir. Bu tanm1 gold standart kabul edilmektedir
ve bu caligmada bagimli degisken olarak degerlendirilmistir.

e Yas: Hastalara dogrudan yaslar1 sorularak elde edilmis stirekli bir
degiskendir.

e Cinsiyet: Kadin ve erkek seklinde iki kategorisi olan kategorik bir
degiskendir.

o FEgitim yili: Kisinin ka¢ yillik bir egitim aldigim1 gosteren siirekli bir
degiskendir.

e Kardes sayisi: Kisinin toplam kag¢ kardese sahip oldugunu gosteren, siirekli
bir degiskendir.

e Medeni durum: Kisinin medeni halini belirten ve evli, bekar ve dul seklinde

tic kategorisi olan kategorik bir degiskendir.

76



Cocuk sayis1 grubu: Sahip olunan g¢ocuk sayist grubu olup 5 kategorili
kategorik bir degiskendir.

Kilo vermek: Kisinin daha once kilo vermek igin ugrasip ugrasmadigini
sorgulayan, evet (1) ve hayir (2) seklinde 2 kategorisi olan kategorik bir
degiskendir.

Bel c¢evresi: Kiginin bel ¢evresi Olclisiinii (cm) gosteren, siirekli bir
degiskendir.

Kal¢a ¢evresi: Kisinin kalca ¢evresi Ol¢iisiinii (cm) gosteren, siirekli bir
degiskendir.

Beden kitle indeksi: Kisinin boy uzunlugu ile agirligi arasindaki oran1 (BKI =
aglrhk/(boy)z) belirten siirekli bir degiskendir.

Sigara: Kisilerin sigara kullanip kullanmadigini gosteren, kullaniyor (1) ve
kullanmiyor (0) seklinde iki kategorisi olan kategorik bir degiskendir.

Fiziksel hastalik: Kisilerin fiziksel bir rahatsizligi olup olmadigini belirten,
var (1) ve yok (0) seklinde iki kategorisi olan kategorik bir degiskendir.
Psikiyatrik zani: Kisilerin psikiyatrik bir tanist olup olmadigin1 belirten, major
depresyon (1), anksiyete bozuklugu (2), Bipolar Afektif bozukluk (3),
psikotik bozukluk (4) ve diger (5) olmak iizere bes kategorisi olan kategorik
bir degiskendir.

Antidepresan: Kisilerin antidepresan kullanip kullanmadigini gdsteren,
aliyor(1) ve almiyor (0) seklinde iki kategorisi olan kategorik bir degiskendir.
Gece yeme anketi: Gece Yeme Anketi 14 sorudan olusan bir tarama anketidir
ve anket sabah istah ve gida alimi, aksam ve gece yemeleri, asermeler,
uyanmalar, gece yemeleri sirasinda farkindalik ve duygudurum ile ilgili

1% Her madde 1 ila 4 arasinda puanlanmaktadir ve likert

sorular icermektedir
tipi bir Olgektir. Bu anketin sonucunda, elde edilen toplam puanlar
GYA_puan olarak adlandirmistir ve bu degisken siirekli bir degiskendir.

Viicut sekli anketi (BSQ): BSQ viicut sekli ve kilo konusundaki endiseleri
degerlendiren bir ankettir'®. Kisinin kendi doldurdugu 34 soruluk bir test
olup, 6 puan iizerinden degerlendirilmektedir (1: asla, 2:siklikla, 3:bazen, 4:
siklikla, 5:cok sik, 6:daima). Orijinal formunda bulumia hastalar1 igin

ortalamast 136.9, bulimia olmayanlar i¢in 71.9 olarak saptanmistir. Bu
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anketin sonucunda, elde edilen toplam puanlar BSQ_puan olarak
adlandirmistir ve bu degisken siirekli bir degiskendir.

o Semptom tarama listesi (SCL-90): SCL-90, bireylerdeki psikolojik belirtilerin
ne diizeyde bulundugunu ve bu belirtilerin hangi alanlarla ilgili oldugunu
Olcen bir aragtir. Bu amagla arag, psikolojik (ruhsal) belirti ve yakinmalari
iceren 90 maddeyle 10 ayr1 belirti boyutunda (somatizasyon, obsessif
kompulsif belirtiler, kisiler arasi duyarlilik, deprasyon, ankisiyete, ofke
diismanlik, fobik anksiyete, paranoid diisiinceler, psikotizm, ek skalalar)
degerlendirme yapmak iizere yapilandirilmistir. SCL-90, alt boyutlar
ayrilmaksizin bir biitiin halinde ve her durumun (maddenin) “son bir ay
icinde kisiyi ne Ol¢iide huzursuz ve tedirgin ettigini” degerlendirmelerini
isteyen bir yonergeyle uygulanan 5°1i (0 Hig, 1 Cok az, 2 Orta derecede, 3
Olduk¢a fazla, 4 Asir1 diizeyde) likert tipi bir olgektir. Olcekte bos
birakilanlar hari¢ tiim maddelere verilen puanlarin ortalamasi “Genel Belirti
Diizeyini (Global Symtom Index) GSI” verir. Bireyin 6l¢ekten aldigi puanin
yiiksekligi, bireyin daha ileri diizeyde psikolojik belirtilere sahip oldugu
anlamina gelmektedir. SCL-90 o6l¢egi uygulanarak elde edilmis puan
ortalamalari, ort scl olarak adlandirilmistir ve bu degisken siirekli bir

degiskendir.

Tez calismasinin uygulama bdliimiinde, kisilere ait yukarida tanimlanan sosyo-
demografik ozellikler, baz1 fiziksel olglimler ve psikolojik durumlari gosteren Slgek
puanlart kullanilarak, gece yeme aligkanlig1 tanisi1 konulmaya calisilmistir. Burada
amag, klinik olarak konulan tami ile bu o6zelliklere gore konulan taninin uyumunu
O0lcmek ve soz konusu oOzelliklerin tani basarilarini belirlemektir. Tani1 basarisinin
yiikksek olmasi durumunda klinik taniya gerek duyulmadan gelistirilen bir model
yardimiyla basarilit bir tan1 konulabilecektir. Bu amaci gercgeklestirmek i¢in 17 dogal

nitelik yardimiyla dogrusal olmayan DVM yontemi kullanilmistir.

Veri analizinin ilk asamasinda, amaca uygun olarak cesitli tek degiskenli klasik
istatistik yontemler kullanilmis ve elde edilen sonuclar bulgular boliimiintin girisinde

Ozetlenmistir.
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Tablo 3.1: Modelde Kullanilan Degiskenlerin Listesi ve Ozellikleri

Eksik
No | Pekgnin | Detkein | Defoknin | shren | ctegorie
sayisl
1 |GYStani Bagimh Kategorik 0 2
2 |yas Bagimsiz Stirekli 0 -
3 | cinsiyet Bagimsiz Kategorik 0 2
4 | egitimyili Bagimsiz Stirekli 0 -
5 | kardessayisi Bagimsiz Siirekli 58 -
6 | medenidurum Bagimsiz Kategorik 0 3
7 | cocuksayisi Bagimsiz Siirekli 1 -
8 | kilovermek Bagimsiz Kategorik 21 2
9 | belcevresi Bagimsiz Siirekli 3 -
10 |kalgacevresi Bagimsiz Stirekli 3 -
11 | BKI Bagimsiz Siirekli 2 -
12 |sigara Bagimsiz Kategorik 0 2
13 | fizikselhast Bagimsiz Kategorik 3 2
14 | psktani Bagimsiz Kategorik 0 5
15 |antidepresan Bagimsiz Kategorik 25 2
16 |GYA_puan Bagimsiz Siirekli 0 -
17 |BSQ_puan Bagimsiz Stirekli 0 -
18 |ort_scl Bagimsiz Siirekli 12 -
3.2. Yontem

Veri analizinin ilk agsamasinda, klinik tan1 alan ve almayan gruplarda yapilan 6l¢iimlere
ait tanimlayict degerler ortalama+SD, say1 ve % frekanslar olarak tablo halinde
verilmistir. Ayrica 17 degisken bakimindan klinik tani alan ve almayan gruplar
arasindaki farkliliklar tek degiskenli analizlerden student t-testi veya Ki-kare

analizlerinden uygun olani ile incelenmistir.

Ikinci asamada, ¢esitli demografik ve klinik ozelliklerden yararlanilarak gece yeme
aligkanligi tanisint koymak amaciyla multiple binary lojistik regresyon ve dogrusal
olmayan DVM yontemleri kullanilmistir. Multiple binary lojistik regresyon modeli,
giiniimiizde pratik uygulamalarda en yaygin kullanilan veri madenciligi yontemi oldugu
icin dogrusal olmayan DVM yonteminin sonuglariyla karsilagtirmak amaciyla tercih
edilmistir.  Dogrusal olmayan DVM yontemine ait karar fonksiyonunun

olusturulmasinda, pratikte yaygin kullanilan 4 cekirdek fonksiyondan yararlanilmigtir.
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Eksik/kayip verilerin tahmininde surrogate degiskenlerden yararlanilmistir. Tim veriler
icinde 102 kayip veri bulunmustur. Model parametrelerinin tahmininde, 1zgara arama ve
yap1 arama yontemleri kombine edilerek kullanilmistir. Bu islem esnasinda once 1zgara
arama yoOntemi uygulanmis ve 1zgara arama yontemi sonlandiginda, bu yontemin
buldugu en iyi nokta etrafinda, dar bir arama araliginda yap1 arama yontemi ile en iyi
nokta bulunmustur. Izgara arama yontemi global optimum noktanin yakininda bir bolge
bulur ve daha sonra yapi1 arama yontemi bu bolgede arama yaparak global optimum
noktayr bulur. Optimum parametre degerlerinin se¢ilmesinde duyarlilik ve secicilik
degerlerini maksimize eden kombinasyon dikkate alinmistir. Ayrica parametre tahmin

stirecinde 4 katli capraz gegerlilik yontemi tercih edilmistir.

Incelenen modeller egitim setinde gelistirilmis ve hem egitim hem de test setinde model
basarilar1 hesaplanmistir. Egitim ve test setlerinin olusturulmasinda 10-kath capraz

gecerlilik yontemi kullanilmistir.

Elde edilen farkli modellerin performanslarmin karsilagtirilmasinda bagimli iki oran

arasindaki farka ait t testi kullanilmistr.

DVM yontemi i¢in DTREG paket programi kullanilmig, DVM analizi igin programda

yer alan meniiler ve analiz asamalar1 agagida adim adim verilmistir:

Adim 1: DTREG programi agildiginda asagidaki ekran goziikiir:

<% DTREG - DTREG
File Edit View Tools Help Run-analysis View-tree Charts  Enter-key

H e E & =

¥

+- Results

|Ready MM
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Bu ekranda, T ikonu tiklanarak veri seti programa girilir.

Adim 2: Veriyi programa okutmak icin, ¢esitli programlarda veriyi uygun sekilde
kaydetmek gerekmektedir. Bunlardan biri, Excel programidir ve Excel’de uygun sekilde
girilmis olan verinin, DTREG programinda okutulabilmesi i¢in verinin Excel’de "'cvs

3

(virgiille ayrilmis)" seklinde kaydedilmesi gerekmektedir. “.cvs” uzantisiyla

kaydedilmis veri dosyasi, ® ikonu kullanilarak kayit edilen yerden cagirilabilir ve bu

ikon tiklandiginda asagidaki pencere goriiliir:

Project E‘
Title of project
[gecayeme
Input data file
[F:\ez\ez upgulama verisi ozge psikipatrivver_sozel_dt.csv Browse Files

Note: The first line of the data file must have the names of the variables.

Character used for a decimal point in the input data fle
@ Peiiodt "' Comma '

Character used to separate calumns
© Comma: ! & Semiclon: ¥ (" Space  Tab ¢ Other

Data subsetting
& Use all rows in the data fils
" Randomly select this percent of the rows:

I Stare data in  virtual memory disk e
File: where information about this project is to be stored
[Fitezitez upgulama verisi azge psikiyativwer_sizel_dt.dtr Browss Files

Bind T4 transformation to project

Set PCA transform [

Motes about this project

leri » iptal

Adim 3: Acilan bu pencerede ilk goriilen “Title of project” satirina, dosyaya verilmek
istenen herhangi bir isim yazilir. “Input data file” satirinda ise, browse files sekmesi
tiklanarak, veri bulundugu yerden secilerek programa okutulur. Daha sonra ileri

sekmesi tiklanir ve asagidaki pencere goriiliir:
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Time sefies of nomal predictive madsl Type: of mods! to build
& Generate a nomal predictive model
 Generate a time series forscasting model
o c
o c
r
r r
=
=
-
< Ger leri > Iptal

Burada “Type of the model to built” seceneginden support vector machine segilir ve

ileri sekmesi tiklanir:

Variables 3]
Variables
Variable: Taiget |_Prediotor | Weight | Categorical | Character |
eqiimil o o 0 o Predictor range |
kardessayisi [} O
i o o = = All predictors |
coouksapisi [} O O [}
cocuksa_kate [m] O 5] 3] Predictor coverage |
Kilovermek a O E ]
belcevresi ] O ] o Type range |
kalgacewiesi [} O O [}
BKI ] ] ] ] Al categorical
sigaia [} O
fieikselhast a O All continuous
psktani ] O
o 0 Al rumesic
GYStani = O
G4 _puan g O All character
GYAZ5tenbupuk ] ]
BS0_puan g = Allieset
BS0_kategoik ] ]
ort_sel a O
ort_scl_kate: [} O =
v
Feport optians Suriogate variables
Iv FReport summary of variables Nurber of surogates to store: |5 Max. polpnorial order: |1 »
IV Report category statistics for categorical variables
Pl e et e e Minimurn surrogate association: |60 Iv Report surogate variables
<Ger Son iptal

Adim 4: Bu adimda, tahmin edici degiskenler ve sonu¢ degiskeni yukaridaki pencerede

gorildiigl gibi tanimlanir ve son sekmesi tiklanir:
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DTREG - geceyeme

jal== 5

Fle Edt View Tooks Help Run-analysis Wisw-tres Charts Enter-key

= ®?

Design
Encryption
Data
Variahles
Validation
Time: series
Single decision tree
TreeBoost
Decision Tree Forest
SYM
Gene Expression Program
Multilayer Perceptron
PHM/GRIM Meural Mebwor
RBF Metwork
GMDH polynomial netwark
Cascade Correlation Netw
Discriminant Analysis
K-Means Clustering
Linear Regressian
Logistic Regressian
Correlation, PCA, Factor »
Class labeds
Tnitial split
Category weights
Misclassification cost
Missing data
Variable weights
DTL
Score data
Translate source code
Miscellaneous

+ Resuls

Ready

Yukarida, ekranin sol tarafinda goriilen yontemlerden SVM secildiginde asagidaki

pencere goriiliir:

PNM/GANM | REF Metwork | GMDH | Cascade Comelation | Discrimart Analysic | KMeans Clustering | Linear Regression | Logistic Regression |
Factor Analysis | Class labels | Inital splt | Category weights | Misclassification | Missing data | Wariable weights | DTL | Scoring | Translate | Misc. |
Design | Encryption | Data | Varisbles | Velidation | Time series | Decision Tree | TreeBosst | Deciion Tree Forest SYM | GEP | Mulayer Perceptron|

Parameters far Support Vestor Mashin [5VH) models

Type of model to build
Support Vector Machine -

Type of S¥M model
Classification  Fegression
" CSVE «
Cousvc O

Ketnel function
" Linear
 Palynomial

+ RBF
 Sigmoid

Miscellaneous controls

Stopping criteria: | 0.001000
Cache size (MB]: |256.0

¥ Wse shrirking heuristics
¥ Calculate importance of variables
¥ Compute probahility estimates

Model testing and validation
¢ Nao validation. use all data rows

—

@ Y-fold cross-validation: |10

" Random percent

How to handle missing predictor vahues
" Don't use rows with missing predictors
 Rieplace missing vales with medians
@ Lse sumagate variables

Parameter optimization search cantrol

¥ Do gid search far cptimal parameters

Intervak: [10 1

Iv Do pattern ssarch for optimal parameters

Intervals: 10
Tolerance: [1e008

% rows to use for search: [100

W Cross validata folds: 4
Optinize: irimies ool oter 7]

Model paramelers
Curient Search Rlangs -

= 501

E
5
2

Gamma:

SEEREL
11
1171

Tamam iptal

Bu pencerede ve pencerenin iistinde goriilen sekmelerde uygun segimler yapilir.

Olusturulan karar fonksiyonunun goriilebilmesi ve yeni gelen bir verinin hangi sinifa ait

oldugunun belirlenebilmesi i¢in scoring sekmesi kullanilir. Uygun se¢imler yapildiktan

sonra tamam sekmesi tiklanir ve gelen ekrandan = ikonu veya run-analysis segenegi
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tiklanarak program caligtirilir. Program caligtirildiginda,

asagidaki pencere goriiliir:

=+ DTREG - peceyema

File Edit Wiew

B=

Tools Help Run-amalysis View-tree Charts Enter-key

= o | ?

Design
Encryption
Data
Wariables
validation

(none) .
medenidurum
{none) .
cocuksayisi
(none)

kilovermek

Time

Sing
Tree
Deci
SuM
Gene
Tult;
PR
REF
GMC}
Casi
Dise
KM
Line
Lag
Corl

Clag|
Initi
Cat

Misc|

Support Vector Machine Progress

Analpsis ime: | 00.00: 25

Phase of the process

|Felfurmlng anid search: 80% [C = 2707.2741, Gamma = 20.]

Cunent activity

| 5M cptiization iteration = 140 if

Stop Analysis Stop search

Missing dat.
7L
Score data

Translate st

# Results

&
Ready

a (none)

Wariable weights

ource code —=========== SUM Parameters ============

Miscellaneous

Type of SUM model: C-SUC
SUH kernel function: Radial Basis Function (RBF)

>

|

analiz stirecinde ekranda

Bu adimlardan sonra, DTREG programi, istenilenleri bir output dosyasinda goriintiiler.
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4. BULGULAR

Calismaya alinan bireylerden elde edilen, sayisal yapidaki degiskenlerin tanimlayict
istatistikleri Tablo 4.1°de verilmistir. Tablo incelendiginde, Klinik olarak gece yeme
sendromu tanis1 alan ve almayan gruplarda yas, egitim yili, kardes sayisi, bel ¢evresi,
kalca cevresi ve beden kitle indeksi (BKI) ortalamalari arasinda istatistiksel olarak
anlamli bir fark bulunmazken (p degerleri sirasiyla 0.702, 0.420, 0.686, 0.734, 0.186,
0.247), GYA puani, BSQ puan1 ve SCL ortalama puani bakimindan, gece yeme
sendromu tanist alan ve almayan gruplar arasinda istatistiksel olarak anlamli bir fark

bulunmustur (her bir p<0.001).

Tablo 4.1: Sayisal Ozelliklere Ait Tanimlayicr Istatistikler

Tam Aldi1 (n=336) | Tami1 Almadi (n=97)

Ort = Std Sapma Ort = Std Sapma | P Degeri
Yas 36.6 £ 10.6 38.02+12.6 0.702
Egitim Yih 8.03+33 825+38 0.420
Kardes 39418 4.07 +2.07 0.686
Sayisi
Bel Cevresi 91.6+12.9 90.9 £ 15.1 0.734
Kalea 1072+ 11.1 105.7 % 10.9 0.186
Cevresi
BKi 27.6+55 27.0+5.1 0.247
GYA Puam 27.6 7.4 156 +5.6 <0.001
BSQ Puam 93.6 +44.0 67.2+33.3 <0.001
SCL
Ortalama 1.8£0.8 1.2+0.7 <0.001
Puam

Calismaya alinan bireylerden elde edilen, kategorik yapidaki degiskenlerin tanimlayici
istatistikleri Tablo 4.2°de verilmistir. Tablo incelendiginde, cinsiyet, ¢ocuk sayisi, Kilo
vermek, fiziksel hastalik ve antidepresan kullanimi ile gece yeme sendromu tanist alip

almama durumu arasinda istatistiksel olarak anlamli bir iliski bulunmazken (p degerleri

sirastyla 0.369, 0.849, 0.303, 0.169, 0.936), medeni durum, sigara kullanimi,
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psikiyatrik tani ile gece yeme sendromu tanisi alip almama durumu arasinda istatistiksel

olarak anlamli bir iliski (p degerleri sirasiyla 0. 036, 0. 003, 0. 003) bulunmustur.

Tablo 4.2: Kategorik Ozelliklere Ait Tanimlayic1 Istatistikler

Tam
Kategori Tam Aldi Almadi Degeri
Sayi| % | Say1| %

- Kadin 65 | 67.0 | 241 | 71.7
Cinsiyet Erkek 32 | 330 o5 [283 %%
) Bekar 25 |1 258 91 | 271
Medeni Evli 59 | 608 | 226 | 67.3 | 0.036

Durum
Dul 13 | 134 ]| 19 5.7
0 33 | 340 130 | 38.8
1 18 | 186 | 60 | 17.9
Cocuk Sayisi 2 29 1299 | 84 | 251 | 0.849
3 10 | 10.3 | 32 9.6
4 ve daha fazla 7 72 | 29 8.7
. Evet 52 | 55.9 | 159 | 49.8
Kilo Vermek Hayir 21 | 441 | 160 | 502 | 9303
Sigara Kullanmryor 51 | 526 | 231 | 68.8 0.003
Kullaniyor 46 | 47.4 | 105 | 31.3
Fiziksel Yok 55 [ 573|217 [650 | o
Hastahk Var 41 | 42.7 | 117 | 35.0 '
Major Depresyon 32 1330 | 62 | 185
Anksiyete Bozuklugu 29 | 299 | 157 | 46.7
Psikiyatrik Bipolar Afektif Bozukluk | 14 | 144 | 43 | 12.8 | 0.003
Tam
Psikotik Bozukluk 7 7.2 | 40 | 119
Diger 15 | 155 34 | 101
Antidepresan Almiyor 22 | 256 | 81 | 252 0.936
Aliyor 64 | 744 | 241 | 74.8

Gece yeme sendromu tanist koymayi etkileyen faktorlerin lojistik regresyonla
incelenmesi Tablo 4.3’te verilmistir. Tablo incelendiginde; yas, cinsiyet, egitim yil1,
kardes sayisi, medeni durum, ¢ocuk sayisi, kilo vermek, kalga g¢evresi, BKI, sigara,
fiziksel hastalik, psikiyatrik tani, antidepresan ve ort scl degiskenlerinin tan1 koymada
etkili olmadig1 bulunurken; bel ¢evresi, GYA puan, BSQ puan degiskenlerinin tam
koymada etkili degiskenler oldugu goriilmiistiir.
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Tablo 4.3: Gece Yeme Sendromunu Etkileyen Faktorlerin Lojistik Regresyon ile

Incelenmesi
OR icin %95 Giiven
Degisken Kategori OR P Arahg
Degeri m
Alt Simir | Ust Simir
Yas 1.031| 0.097 0.990 1.068
Cinsiyet Kadin [ 0.573 | 0.224 0.233 _ 1.406
Erkek Referans Kategori
Egitim Yil 0.969| 0.535 0. 876 1.071
Kardes Sayisi 0.986| 0.877 0. 820 1. 185
Bekar|2.096 | 0.241 0.608 7.225
Medeni Durum Evli Referans Kategori
Dul|1.197| 0.760 0.377 3.804
0]1.429] 0.653 0.302 6.762
1[1.398 | 0.658 0.317 6.166
Cocuk Sayisi 2(1.794] 0.393 0.469 6.863
312.424| 0.259 0.520 11.288
4 ve daha fazla Referans Kategori
. Evet Referans Kategori
Kilo Vermek Hayir| 1.005] 0989 | 0494 | 2.045
Bel Cevresi 0.929| 0.002 0.887 0.974
Kalca Cevresi 1.049( 0.113 0.989 1.112
BKIi 1.062 | 0.330 0.941 1.197
Sigara Kullanmiyor [ 0.866 | 0.686 0.432 _ 1.736
Kullaniyor Referans Kategori
Fiziksel Yok[1.149| 0717 | 0541 | 2.439
Hastahk Var Referans Kategori
Major Depresyon [ 1.431| 0.614 0.356 5.756
Anksiyete Bozuklugu | 0.673 | 0.557 0.180 2.518
Psikiyatrik Tam1 | Bipolar Afektif Bozukluk |1.593 | 0.516 0.391 6.483
Psikotik Bozukluk Referans Kategori
Diger|0.927| 0.917 0.221 |3.890
Antidepresan Almiyor [0.716 | 0.575 0.223 2.300
Aliyor Referans Kategori
GYA puan 1.314 [ p<0.001| 1.231 1.402
BSQ puan 1.012 | 0.020 1.002 1.022
ort scl 0.837| 0.495 0.501 1. 396

Gece yeme sendromu tanisi koymada, lojistik regresyon modelinin basarisi veya
performans Olg¢iileri Tablo 4.4’te verilmistir. Tablo incelendiginde, hem egitim seti hem
de test seti i¢cin modelin genel dogru siniflandirma basarisi, segicilik ve negatif tahmini
degeri yiiksek, duyarlilik ve pozitif tahmini degeri ise nispeten daha diisiik bulunmustur.
Ayrica ROC egrisinin altinda kalan alan egitim seti icin 0.927467, test seti igin
0.889359 olarak elde edilmistir. Bu sonuglara gore, lojistik regresyon modelinin tani
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koyma basarisinin yiiksek oldugu soylenebilir. Tabloda goriillen F-Olgiimii degeri,
pozitif tahmini deger (PTD) ile duyarliligin harmonik ortalamasidir ve asagidaki gibi

hesaplanmaktadir:

PTD.Duyarlilik
PTD + Duyarlilik

F — Olgiimii = 2.

Tablo 4. 4: On Yedi Degisken Igeren Lojistik Regresyon Modelinin Smiflama Basarilari

Model Tahmini
Klinik Tam Egitim (Training) | Test (Validation)
(Gerg¢ek Durum)
Var Yok Var Yok
Var 67 30 61 36
Yok 14 322 22 314
Dogruluk % 89.84 % 86.61
Duyarhhk % 69.07 % 62.89
Secicilik % 95.83 % 93.45
Pozitif tahmini deger 0 0
(PTD) % 82.72 % 73.49
Negatif tahmini deger 0 o
(NTD) % 91.48 % 89.71
F-Ol¢iimii
(F-Measure) 0.7528 0.6778
ROC egrisinin altinda 0927467 0.889359
kalan alan ' '

Egitim setinde tan1 amaciyla lojistik regresyon modeline 17 degisken alindigi zaman,
modele ait “yiikselme ve kazang” degerleri Tablo 4.5 teki gibi elde edilmistir.
“Yiikselme ve kazang” tablolari, bir tahmin modelinin degerini 6lgmek icin yararlt bir
aractir. Bu tablolarda temel olarak, bazi hedef kategorilerde tahmin edilen hedef
degerleri, katisiksizliga (purity) gore azalan bir sekilde siralanir ve daha sonra her bir
bindeki (boliimdeki) belirlenen hedef kategoriye ait denegin orani, genel oranla
karsilagtirilir. “Yiikseltme ve kazang” degerleri deneklerin en iyi % 10, % 20, vb.
kisimlar1 ¢ikarildiginda modelin ne kadar iyilesme saglayacagini gosterir. Tablodaki
sayilarin ¢ogu, hedef kategoriye ait deneklerin genel yiizdesiyle iliskilidir. Tablonun
altinda verilen bu degere bakildiginda, “GYS tani=tan1 aldi grubuna ait deneklerin

yizdesinin % 22.40 oldugu goriilmektedir. Ancak bu deger, egitim setinden
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hesaplanmistir. Egitim ve test seti i¢in hesaplanan yiizdeler az da olsa bir faklilik

gosterebilir.

Tablo 4.5: On Yedi Degisken Yardimiyla Kurulan Lojistik Regresyon Modelinin

Yiikselme ve Kazang Degerleri

Bin Binlerin Birjkim" Birikimli Birikimli | Popiilasyon | Smuf | Yikselme
Indeksi S muf . Pol‘)‘ulasyo.n S muf .| Kazang | Yiizdeleri |Yizdeleri| (Lift)
Yiizdeleri| Yiizdeleri | Yiizdeleri
1 93.18 10.16 42.27 4.16 10.16 42.27 4.16
2 65.91 20.32 72.16 3.55 10.16 29.90 2.94
3 22.73 30.48 82.47 2.71 10.16 10.31 1.01
4 20.45 40.65 91.75 2.26 10.16 9.28 0.91
5 9.09 50.81 95.88 1.89 10.16 412 0.41
6 0.00 60.97 95.88 1.57 10.16 0.00 0.00
7 6.82 71.13 98.97 1.39 10.16 3.09 0.30
8 2.27 81.29 100.00 1.23 10.16 1.03 0.10
9 0.00 91.45 100.00 1.09 10.16 0.00 0.00
10 0.00 100.00 100.00 1.00 8.55 0.00 0.00

Ortalama kazang = 2.085
GYS_tan1 = tan1 ald1 sinifindaki bireylerin yiizdesi = % 22.40

Egitim setine ait bu tablodaki sonuglar degerlendirildiginde;

Bin indeksi: Binler 1 ile belirlenen bir {ist siir degeri arasinda
numaralandirilir. Burada iist sinir 10 olarak belirlenmistir. ilk bin, belirlenen
hedef kategori (tan1 aldi) i¢in tahmin edilen en yiiksek olasiliga sahip veri
satirlarini temsil etmektedir.

Binlerin sinif yiizdeleri: Bu deger, hedef degiskenin belirlenen kategorisine
ait deneklerin bindeki yiizdesidir. Bu uygulamada hedef degisken GY'S _tani
degiskenidir ve asagidaki yiikseltme ve kazang tablosu GYS tam
degiskeninin “tan1 aldi” kategorisi i¢in olusturulmustur.

Birikimli popiilasyon Yiizdeleri: Bu deger, bulundugu satirdaki bine diisen
herhangi bir kategoriye ait tiim bireylerin birikimli yiizdesidir.

Birikimli suuf yiizdeleri: Bu deger, belirlenen kategoriye ait bireylerin
birikimli yiizdesidir.

Birikimli kazang: Bu deger, birikimli siif yiizdesinin, birikimli popiilasyon
yiizdesine béliinmesiyle elde edilen orandir. Ornegin, tabloda 2. bin igin

birikimli kazang degeri, 72.16/20.32 = 3.55 olarak bulunmustur.
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e  Popiilasyon Yiizdeleri: Bu deger, bulundugu satirdaki bine diisen tiim
bireylerin yiizdesidir ve yaklasik olarak “100/bin sayis1” olarak deger alir.

o  Suuf yiizdeleri: Bu deger, bulundugu satirdaki bine diisen, belirlenen
kategoriye ait bireylerin yiizdesidir. Ornegin, tabloda “tan1 ald1” kategorisine
ait tiim bireylerin %42.27’si ilk binde yer almaktadir.

e  Viikselme: Bu deger, bindeki belirlenen kategoriye ait bireylerin ylizdesinin
(siuf yiizdesi), bindeki bireylerin toplam yiizdesine (popiilasyon yiizdesi)
boliinmesiyle elde edilir. Ornegin, tablonun ilk satir1 igin, yiikselme degeri,
42.27/10.16 = 4.16 olarak bulunmustur.

Sekil 4.1°de, tablodaki degerlere iligkin yiikselme ve kazang grafikleri goriilmektedir.
Birikimli kazang ve yiikselme grafikleri, tahmin modeli kullanmanin avantajinin
grafiksel olarak gosterimini sunmaktadir. Grafiklerdeki diiz ¢izgiler tahmin modeli
kullanilmadan elde edilen sinif tahminlerini, egri ¢izgi ise tahmin modeli

kullanildiginda elde edilen sinif tahminlerini gostermektedir.

Yiikselme grafigi, tahmin modeli kullanildiginda elde edilecek bagsarinin bir
gostergesidir ve ylikselme grafigindeki diiz ¢izgi (baseline) ve egri ¢izgi (ylikselme
egrisi) arasindaki alan ne kadar biiyiikse, modelin tahmin basarisi o kadar iyi olacaktir.
Bu grafik, model kullanildiginda elde edilen tahmin basarisinin, kullanilmadiginda elde
edilen tahmin basarisina gore kag¢ kat degisim gosterecegini ifade etmektedir. Kazang
tablosundaki ¢izgiler arasinda kalan boyali alan ise modelin iyilesmesini (kazang)

gostermektedir.

GYS_tan=tar aldh Smafi Toin Vitkeselme GYS_tars=tans aldh Sinefi Ioin Kazang

oo

a0

Tikselme
1

(OctalamaKazang|

2.0848

o
1
Grubunun Sinif Ylzdesi

“tan alch"

Popllasyon Yizdesi Popiilasyon Yizdesi

Sekil 4. 1: On Yedi Degisken Yardimiyla Kurulan Lojistik Regresyon Modelinin
Yiikselme ve Kazang¢ Grafikleri

Modele alinan ve tan1 koymada etkili bulunan degiskenlerin 6nemlilik dereceleri
incelendiginde, tan1 koymada en etkili degisken GYA puan olarak bulunmus, daha

sonra, sirasiyla bel ¢evresi ve BSQ_puan degiskenleri énemli degiskenler olarak elde
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edilmistir. Diger degiskenlerin ise anlamli olmasa da tan1 koymada bir miktar etkileri
oldugu soylenebilir. Tablo 4.6’da bu degiskenler ve 6nem dereceleri verilmistir. Tablo
degerlendirildiginde, lojistik regresyon modeline gore tant koyma basaris1 anlaml
bulunan degiskenlerin biiyiikliikk agisindan ilk 3 sirada énem derecesine sahip oldugu
sOylenebilir. BSQ_puan’dan sonra gelen degiskenlerin 6énem derecelerinde keskin bir
azalma gozlenmektedir. Tabloda sadece dnem dereceleri sifirdan biiyiik degiskenler yer

almaktadir.

Tablo 4.6: Lojistik Regresyon Modeline Alinan Degiskenlerin Onem Dereceleri

Degisken Onem Derecesi
GYA_puan 100.000
Bel Cevresi 31.395
BSQ_puan 16.274

Cocuk Sayis1 5.814
Egitim Y1l 5.814
Psikiyatrik Tan 4.651
ort_scl 4.651
Cinsiyet 4.651
Sigara 3.488
Kalga Cevresi 3.488
Medeni Durum 2.326
BKI 2.326
Kardes Say1s1 2.326
Yas 2.326
Antidepresan 1.163
Fiziksel Hastalik 1.163

Sekil 4.2°de degiskenlerin 6nem dereceleri grafiksel olarak goriinmektedir.

Degiskenlerin Gireceli Onemi

Onemlilik _
8B R BRI IERSERE

BORE KBS

Vd
15
: l ' - -
GA_puan belcenesi BSC_gusn  cocuksa_kate sgtimyil pektani an_sel cinsipet sigara kalgacewesi

0

Sekil 4.2: Degiskenlerin Onem Dereceleri
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Lojistik regresyon yontemi ile elde edilen modelde, katkisi anlamli bulunan ii¢
degiskenle analiz tekrarlandiginda Tablo 4.7°de verilen siniflama basarilar1 elde
edilmistir. Tablo incelendiginde, hem egitim seti hem de test seti i¢in dogruluk,
secicilik ve negatif tahmini deger yiiksek, duyarlilik ve pozitif tahmini deger ise
nispeten daha diigiik bulunmustur. Ayrica ROC egrisinin altinda kalan alan egitim seti
icin 0.912126, test seti i¢cin 0. 906726 olarak elde edilmistir. Bulunan bu degerler ve
ROC egrisinin altinda kalan alan birlikte incelendiginde, modelin tan1 koyma

basarisinin yiiksek oldugu sdylenebilir.

Tablo 4.7: Ug Degisken igeren Lojistik Regresyon Modelinin Siniflama Basarilari

Model Tahmini
Klinik Tam Egitim (Training) | Test (Validation)
(Gerg¢ek Durum)
Var Yok Var Yok
Var 64 33 62 35
Yok 16 320 17 319
Dogruluk % 88.68 % 87.99
Duyarhhk % 65.98 % 63.92
Secicilik % 95.24 % 94.94
Pozitif tahmini deger 0 0
(PTD) % 80.00 % 78.48
Negatif tahmini deger 0 0
(NTD) % 90.65 % 90.11
F-Measure 0.7232 0.7045
ROC egrisinin altinda 0912126 0.906726
kalan alan

elde edilen modele ait “ylikselme ve kazang” degerleri goriilmektedir.

Tablo 4.8’de lojistik regresyon yontemi ile 3 degisken kullanildiginda egitim setinden
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Tablo 4.8: Ug Degisken Yardimiyla Kurulan Lojistik Regresyon Modelinin Yiikselme
ve Kazang Degerleri

Bin Binlerin Birjkimli Birikimli Birikimli | Popiilasyon |  Simif .
Index S it . POPulasyop S it . | Kazang | Yiizdeleri | Yiizdeleri Lift
Yiizdeleri| Yiizdeleri | Yizdeleri

1 90.91 10.16 41.24 4.06 10.16 41.24 4.06
2 63.64 20.32 70.10 3.45 10.16 28.87 2.84
3 22.73 30.48 80.41 2.64 10.16 10.31 1.01
4 20.45 40.65 89.69 2.21 10.16 9.28 0.91
5 6.82 50.81 92.78 1.83 10.16 3.09 0.30
6 6.82 60.97 95.88 1.57 10.16 3.09 0.30
7 6.82 71.13 98.97 1.39 10.16 3.09 0.30
8 0.00 81.29 98.97 1.22 10.16 0.00 0.00
9 2.27 91.45 100.00 1.09 10.16 1.03 0.10
10 0.00 100.00 100.00 1.00 8.55 0.00 0.00

Ortalama kazang = 2.045
GYS tani = tan1 aldi sinifindaki bireylerin yiizdesi = % 22.40

Sekil 4.3’te, tablodaki degerlere iliskin yiikselme ve kazang grafikleri goriilmektedir.

GYS_tam=tam aldt Smefi Ipin Tikselme GYS_tanr=tam aldr Sinaft Ioin Kazane
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Sekil 4.3: On Yedi Degisken Yardimiyla Kurulan Lojistik Regresyon Modelinin
Yiikselme ve Kazang¢ Grafikleri

a) On yedi belirleyici nitelik yardimiyla DVM yonteminden elde edilen sonuclar

On yedi belirleyici nitelik (degisken) yardimiyla DVM yontemi uygulandiginda,
parametre tahmini i¢in yapilan arama sirasinda degerlendirilen noktalarinin sayis1 144,
arama ile optimize edilen en iyi duyarlilik ve secicilik degeri 0.708927 ve modelde
kullanilan destek vektorlerin sayist 207 olarak bulunmustur. Durdurma kriteri €
(stopping criterion), 0.001 olarak belirlenmis ve tahmin edilen parametre degerlerleri;
hata maliyet degeri, C = 0.10846446 ve RTF parametresi olan gamma degeri, y =
0.02714418 olarak bulunmustur (Tablo 4.9).
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Tablo 4.9: On Yedi Belirleyici Nitelik Yardimiyla DVM Yonteminden Tahmin Edilen
Optimum Parametre Degerleri

Tahmin Edilen Parametreler

Optimize Edilen
Degerlendirilen En Biiyiik € C Y
Nokta Sayisi Duyarhlik ve
Secicilik Degeri
144 0.708927 0.001 [ 0.10846446 | 0.02714418

Tablo 4.10’da modelin tahmin ettigi ¢esitli olasilik degerlerinin, kesim noktasi olarak
alindig1 durumlardaki model performansinin gostergeleri yer almaktadir. Bu tablo

incelendiginde agagidaki sonuglar elde edilmistir:

o Vakalarin orami: Verilen bir olasiligin kesim degeri olarak kabul edildigi
durumda hedef kategoriye atanan (bu veride hedef kategori "tani aldi"
grubudur) vakalarin oranimi gosterir. Ornegin tablodaki egitim setinde 0.10
olasilik degeri kesim degeri olarak kabul edilirse vakalarin %50.61’i sec¢ilen
hedef kategoriye atanir. Olasilik kesim degeri %80’ e c¢ikarilldigi zaman
vakalarin %7.14’10 hedef kategoriye atanir geriye kalan denekler diger
kategoriye atanir. Eger kesim degeri %56 alinirsa vakalarin %15.71°i hedef
kategoriye atanacaktir.

e Hata: Belirli bir kesim degeri i¢in hatali siniflandirilan bireylerin oranidir. Bu
degerin kiiciik olmasi istenir ¢iinkii bir kesim degeri i¢in toplumdaki vaka /
kontrol dagilimina uygun bir vaka orani elde edildigi zaman ve hata oraninin
da en kiiciik oldugu durumda o kesim degerine uygun kesim degeri adi
verilir.

o Katisikhik oram (Impurity). Hedef kategoriye ait bireyler olarak
smiflandirilan ancak gergek kategorisi ile segilen kategorisi farkli olan
deneklerin oranidir. Bir baska ifadeyle gercekte diger kategori icerisinde olup
da hedef kategorideymis gibi yanlis smiflandirilan vakalarin oranidir.
Ornegin tablodaki egitim setinde, olasilik kesim degeri 0.10 almirsa,
vakalarin 9%59.39°u gergekte tan1 almayan grupta olmasina ragmen, tani alan
gruptaymis gibi siiflandirilir. Olasilik kesim degeri biiyiidiikce katisiklik

degeri kiigiiliir.
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Tablonun

Kayip deger: Gergek sinifi hedef kategori iken diger kategoriye yanlis
siniflandirilan bireylerin oramidir. Ornegin tablodaki egitim setinde, 0.56
olasilik degeri kesim degeri olarak alinirsa gergekte tani almis olan bireylerin
%39.18' i tan1 almadi olarak yanlis siniflandirilmastir.

Bu agiklamalara gore katisiklik oran1 ve kayip deger secilen hedef kategoriye
gore yanlis pozitiflik veya yanlis negatiflik oranini ifade eder. Birinin yanlis
pozitiflik oranmi gostermesi durumunda, digeri yanlis negatiflik oranini

gostermektedir.
altinda verilen ¢iktilar incelendiginde asagidaki sonuglar elde edilmistir:

ROC egrisi altinda kalan alan: Bu alan modelin tahmin olasiliklart
yardimiyla ¢izilen ROC egrisi altinda kalan alandir ve bu deger egitim seti
i¢in 0.915378 ve test seti i¢in 0.516456 olarak bulunmustur.

Yanlis siniflamayr minimize eden kesim noktasi: Bu deger, veri setinin timi
icin toplam yanlis smiflama hatasini minimize edecek olasilik kesim
noktasidir ve bu deger egitim seti icin 0.564818 ve test seti icin 0.516456
olarak bulunmustur.

Agirliklandirilmis yanlis siniflamayr minimize eden kesim noktasi: Bu deger,
agirhiklandirilmis yanlis simiflama hatasini minimize edecek olasilik kesim
noktasidir ve bu deger egitim seti i¢cin 0.564818 ve test seti ig¢in
0.8613920larak bulunmustur.

Yanhs siniflamay: dengeleyen kesim noktasi: Bu deger, her bir hedef kategori
icin yanlis smiflanan bireylerin sayilarimin oranlarint yaklasik olarak
esitleyecek olasilik kesim noktasidir ve bu deger egitim seti i¢in 0.212006 ve

test seti i¢in 0.239606 olarak bulunmustur.

Bu 6l¢iiler degerlendirildiginde en uygun olasilik kesim degeri egitim ve test verileri

icin sirastyla 0.56 ve 0.52 olarak belirlenmis ve bu degerin iistiinde olasilik degerine

sahip olan bireyler tan1 alan grupta kabul edilmistir. Bu siniflama sonucunda elde edilen

model basar1 dlgiitleri Tablo 4.12°de goriilmektedir.
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Tablo 4.10: On Yedi Belirleyici Nitelik Kullanilarak DVM Yontemi ile Elde Edilmis

Kesim Noktalar1
Egitim Seti Test Seti

(?(las!llk Vakalarin Katisikhik | Kayip | Vakalarin Katisikhk | Kayip
esim Hata . Hata .

Degeri Oram (Impurity) | (Loss) Oram (Impurity) | (Loss)
0.00 1.0000 | 0.7760 | 0.7760 | 0.0000 | 1.0000 | 0.7760 | 0.7760 | 0.0000
0.02 0.8761 | 0.6521 | 0.7443 | 0.0000 | 0.8960 | 0.6719 | 0.7500 | 0.0000
0.04 0.7333 | 05139 | 0.6977 | 0.0103| 0.7915 | 0.5721| 0.7199 | 0.0103
0.06 0.6337 | 0.4235 | 0.6574 |0.0309 | 0.6617 | 0.4562 | 0.6754 | 0.0412
0.08 0.5642 | 0.3679 | 0.6275 | 0.0619 | 0.5851 | 0.4026 | 0.6526 | 0.0928
0.10 0.5061 | 0.3190 | 0.5939 | 0.0825| 0.5407 |0.3675| 0.6327 |0.1134
0.12 0.4783 | 0.2959 | 0.5751 | 0.0928 | 0.5062 | 0.3330| 0.6076 | 0.1134
0.14 0.4437 | 0.2659 | 0.5472 | 0.1031| 0.4680 | 0.3133 | 0.5954 | 0.1546
0.16 0.3598 | 0.1958 | 0.4608 | 0.1340 | 0.4293 | 0.2792 | 0.5642 | 0.1649
0.18 0.3424 | 0.1819 | 0.4384 | 0.1417 | 0.4126 | 0.2733 | 0.5597 0.189
0.20 0.3206 | 0.1705 | 0.4165 | 0.1649 | 0.3897 | 0.2581 | 0.5437 | 0.2062
0.22 0.3035 | 0.1534 | 0.3836 | 0.1649 | 0.3608 | 0.2328 | 0.5121 | 0.2143
0.24 0.2862 | 0.1407 | 0.3544 [ 0.1753 | 0.3417 | 0.2146 | 0.4863 | 0.2165
0.26 0.2741 | 0.1301 | 0.3287 | 0.1787| 0.3175 | 0.1951 | 0.4544 | 0.2268
0.28 0.2528 | 0.1258 | 0.3057 | 0.2165| 0.2991 ([ 0.1790 | 0.4247 | 0.2320
0.30 0.2364 | 0.1186 | 0.2770 | 0.2371| 0.2793 | 0.1757 | 0.4135 | 0.2688
0.32 0.2300 | 0.1168 | 0.2670 | 0.2474| 0.2667 | 0.1674 | 0.3937 | 0.2784
0.34 0.2256 | 0.1185 | 0.2661 | 0.2608 | 0.2544 | 0.1644 | 0.3827 | 0.2990
0.36 0.2186 | 0.1193 | 0.2605 | 0.2784 | 0.2437 | 0.1651 | 0.3791 | 0.3245
0.38 0.2078 | 0.1225 | 0.2556 | 0.3096 | 0.2322 | 0.1559 | 0.3534 | 0.3299
0.40 0.2033 | 0.1225 | 0.2502 | 0.3196 | 0.2170 | 0.1594 | 0.3512 | 0.3715
0.42 0.1943 | 0.1221 | 0.2377 | 0.3386 | 0.2064 | 0.1655| 0.3581 | 0.4087
0.44 0.1897 | 0.1181 | 0.2207 [ 0.3402 ( 0.1986 | 0.1639 [ 0.3488 | 0.4227
0.46 0.1823 | 0.1156 | 0.2027 | 0.3512 | 0.1870 | 0.1570 | 0.3209 | 0.4330
0.48 0.1803 | 0.1176 | 0.2049 | 0.3601 | 0.1815 | 0.1534 | 0.3054 | 0.4372
0.50 0.1778 | 0.1155 | 0.1948 | 0.3608 | 0.1732 | 0.1524 | 0.2933 | 0.4536
0.52 0.1758 | 0.1175 | 0.1970 | 0.3698 | 0.1624 | 0.1494 | 0.2702 | 0.4709
0.54 0.1636 | 0.1112 | 0.1553 | 0.3831| 0.1550 | 0.1568 | 0.2832 | 0.5042
0.56 0.1571 | 0.1086 | 0.1327 | 0.3918 | 0.1441 | 0.1511| 0.2469 | 0.5155
0.58 0.1450 | 0.1104 | 0.1083 | 0.4227 | 0.1394 ([ 0.1539 | 0.2484 | 0.5322
0.60 0.1407 | 0.1107 | 0.0972 |[0.4330 | 0.1336 | 0.1551 ( 0.2421 | 0.5481
0.62 0.1303 | 0.1168 | 0.0886 | 0.4700| 0.1199 | 0.1638 | 0.2487 | 0.5979
0.64 0.1282 | 0.1166 | 0.0810 | 0.4742| 0.1162 | 0.1633 | 0.2386 | 0.6052
0.66 0.1261 | 0.1164 | 0.0733 | 0.4784 | 0.1081 | 0.1613 | 0.2098 | 0.6186
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Tablo 4.10 (Devam): On Yedi Belirleyici Nitelik Kullanilarak DVM Y 6ntemi ile Elde

Edilmis Kesim Noktalar1

Egitim Seti Test Seti
(I)<las!llk Vakalarin Katisikhik | Kayip | Vakalarin Katisikhik | Kayip
esim Hata . Hata .

Degeri Oram (Impurity) | (Loss) Oram (Impurity) | (Loss)
0.68 0.1231 | 0.1194 | 0.0751 | 0.4919 | 0.1003 | 0.1607 [ 0.1843 | 0.6349
0.70 0.1105 | 0.1274 | 0.0627 |0.5377 | 0.0925 | 0.1595( 0.1510 | 0.6495
0.72 0.1050 | 0.1329 [ 0.0660 [ 0.5621 ( 0.0873 | 0.1552 [ 0.1059 | 0.6517
0.74 0.0954 | 0.1425| 0.0726 |0.6051 | 0.0811 | 0.1614 ( 0.1139 | 0.6790
0.76 0.0868 | 0.1511 | 0.0798 | 0.6434 | 0.0731 | 0.1678  0.1151 | 0.7113
0.78 0.0841 | 0.1538 | 0.0824 [ 0.6557 [ 0.0711 | 0.1668 [ 0.0975 | 0.7136
0.80 0.0714 | 0.1614 | 0.0616 | 0.7010 | 0.0673 | 0.1706 0.103 0.7306
0.82 0.0676 | 0.1577 | 0.0097 |0.7010 [ 0.0596 | 0.1782 ( 0.1162 | 0.7647
0.84 0.0653 | 0.1587 | 0.0000 | 0.7084 | 0.0503 | 0.1876 [ 0.1379 [ 0.8065
0.86 0.0620 | 0.1620 | 0.0000 | 0.7231 | 0.0414 | 0.1918 ( 0.1115 | 0.8357
0.88 0.0564 | 0.1676 | 0.0000 | 0.7481 | 0.0369 | 0.1918 [ 0.0626 | 0.8457
0.90 0.0467 | 0.1773 | 0.0000 |0.7916 | 0.0307 | 0.1947 ( 0.0219 [ 0.8660
0.92 0.0308 | 0.1932 | 0.0000 |0.8625| 0.0269 | 0.1971( 0.0000 [ 0.8799
0.94 0.0238 | 0.2002 | 0.0000 | 0.8937 | 0.0170 | 0.2070 [ 0.0000 | 0.9239
0.96 0.0174 | 0.2066 | 0.0000 | 0.9223 | 0.0078 | 0.2162 [ 0.0000 | 0.9653
0.98 0.0065 | 0.2175 | 0.0000 ([ 0.9710( 0.0018 | 0.2222 [ 0.0000 | 0.9921
1.00 0.0000 | 0.2240 | 0.0000 | 1.0000 ( 0.0000 | 0.2240 ( 0.0000 | 1.0000

Egitim seti icin ROC egrisi altinda kalan alan = 0.915378
Egitim seti i¢in yanlis siniflamay1 minimize eden kesim noktas1 = 0.564818
Egitim seti i¢in agirliklandirilmig yanlis siniflamay1 minimize eden kesim noktasi = 0.564818

Egitim seti i¢in yanlis siniflamay1 dengeleyen kesim noktasi = 0.212006

Test seti igin ROC egrisi altinda kalan alan = 0.861392
Test seti icin yanlis siniflamay1 minimize eden kesim noktas1 = 0.516456
Test seti i¢in agirliklandirilmig yanlig siniflamay1 minimize eden kesim noktasi = 0.516456

Test seti i¢in Yanlis siniflamay1 dengeleyen kesim noktas1 = 0.239606

Sekil 4.4°te, yukarida elde edilen egitim ve test setlerine ait kesim noktasi degerleri i¢in

olusturulan olasilik kesim noktas1 grafigi goriilmektedir. Bu grafik, yalnizca 2 kategorili

hedef degiskene sahip siniflama problemleri i¢in ¢izilebilmektedir.

Olasilik kesim noktasi grafigi, degisen olasilik kesim noktas1 degerlerinin, secilen hedef

kategoriye siniflanan bireylerin oranini nasil etkileyecegini gdstermektedir. Grafigin

yatay ekseninde 0.00 ile 1.0 arasinda degisen kesim noktas1 olasiliklari, dikey ekseninde

ise oranlar goriilmektedir. Grafikte yer alan renkli ¢izgiler tabloda agiklanmig olan;
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“vakalarin oran1”, “hata”, “katigiklik” ve “kayip” siitunlarina ait degerlerin grafiksel
gosterimidir ve bu renkli ¢izgiler yardimiyla olusturulan olasilik kesim noktasi grafigi,

katisiklikk  ve kaylp deger arasindaki Odiinlesimin  gorsel bir ifadesini

sunmaktadir.
Egitim Seti Test Seti
Oran (Mavi), Katisiklik (Yesil). Kayip (Sar1), Hata (Kirmizi) Oran (Mavi), Katisiklik (Yesil), Kayip (Sart), Hata (Kirmizi)
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GYStam = tam: aldi Simfi igin Kesim Olasiliklart GYStan1 = tan1 ald1 Simift igin Kesim Olasiliklar:

Sekil 4 4: On Yedi Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri
icin Kesim Noktas1 Grafikleri

Tablo 4.11°de, hedef kategorinin “tan1 aldi” olarak secilmesi durumunda elde edilen
olasilik diizenlemesi yer almaktadir. Olasilik diizenleme tablosu, hedef kategorinin
tahmin edilen olasilik degerinin dagilimini gosterir ve tahmin edilen olasiliklarin
dogruluk ol¢timleri i¢in ortalamalar {iretir. Tabloda tahmin edilen olasilik degerlerinin
her 0.1’lik araligina ait 10 satir bulunmaktadir (0.00-0.10, 0.10-0.20, vb). Egitim veya
test setindeki her bir birey bu araliklara hedef kategorinin se¢imine gore atanir. Hedef
degiskenin “tan1 aldi” olarak se¢ildigi bu uygulama i¢in, 0.00-0.10 olasilik araliginda
toplam bireylerin % 49.19’i (213 birey) “tan1 ald1” grubuna siniflandirilmistir.

Diizenleme tablosundaki 7ahmin Edilen Deger siitunu, araliktaki tahmin edilen olasiliga
sahip biitlin veri satirlar1 i¢in tahmin edilen ortalama olasilik degeridir. Bu deger
genellikle, bulundugu olasilik araliginin orta noktasina yakin bir degerdir. Gergek

Deger siitunu ise, belirlenen hedef kategoriye ait satirlarin gercek oranidir.

Eger kurulan model dogruysa, tahmin edilen olasilik degeri ile gercek deger birbirine
esit olacaktir. Olasilik diizenleme tablosu, bu karsilastirmanin yapilmasina olanak
saglamaktadir. Ornegin, tahmin edilen olasilik degerleri araliginin 0.10-0.20 oldugu 2.
satira bakilirsa, bu aralikta biitiin veri setinin % 18.71’ini olusturan 81kisinin oldugu
goriilmektedir. Bu bireyler i¢in tahmin edilen ortalama olasilik degeri, araligin hemen
hemen orta noktasi olan 0.1455 degeridir. Eger model ¢ok iyiyse, bu bireylere ait ger¢ek
olasilik degerinin 0.1455 olmas1 beklenir. Ancak Ger¢ek Deger siitununa bakildiginda,
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bu degerin 0.0988 oldugu goriilmektedir. Buradan, bu aralik i¢in tahmin edilen

olasiligin, gergek durumu overestimate egiliminde oldugu sonucuna varilabilir. Bu

bilgiler kullanilarak, tahmin edilen olasiliklar1 ger¢ek olasiliklarin daha dogru

tahminlerine haritalayan bir olasilik diizenleme diizeltme fonksiyonu gelistirmek

mimkiin olacaktir.

Tablo 4.11: On Yedi Belirleyici Nitelik Kullanildiginda DVM Y ontemi ile Elde Edilen
Olasilik Diizenlemesi

Egitim Seti Test Seti
Tahmin Edilep Say1| % '.I'ahminv Gerfek Sayi| % '.I'ahminv Ger}:ek
Olasiik Arahg: Edilen Deger | Deger Edilen Deger | Deger
0.00-0.10 213 (49.19 0.0420 0.0376 | 198 | 45.73 0.0439 0.0556
0.10-0.20 81 [18.71 0.1455 0.0988 | 66 |15.24 0.1423 0.1364
0.20-0.30 36 | 8.31 0.2519 0.1944 | 48 |11.09 0.2467 0.1250
0.30-0.40 14 | 3.23 0.3507 0.5714 | 27 | 6.24 0.3535 0.3704
0.40-0.50 12 | 2.77 0.4382 0.3333 | 19 | 4.39 0.4501 0.4211
0.50-0.60 17 | 3.93 0.5528 0.4118 | 19 | 4.39 0.5419 0.5263
0.60-0.70 13 | 3.00 0.6570 0.7692 | 17 | 3.93 0.6451 0.5882
0.70-0.80 17 | 3.93 0.7558 09412 | 11 | 2.54 0.7400 0.6364
0.80-0.90 10 | 2.31 0.8654 0.8000 | 16 | 3.70 0.8451 0.8750
0.90-1.00 21 | 4.85 0.9448 10.000 | 14 | 3.23 0.9470 0.9286

Egitim seti i¢in agirliklandirilmis ortalama olasilik hatas1 = 0.046151
Egitim seti i¢in agirliklandirilmig ortalama kare olasilik hatas1 = 0.073006

Test seti icin agirliklandirilmis ortalama olasilik hatas1 = 0.029309
Test seti i¢in agirliklandirilmis ortalama kare olasilik hatas1 = 0.047111

Tablonun altinda yer alan bilgiler ise sdyle ac¢iklanabilir:

o Agwhiklandirilmis ortalama olasiik hatasi: Bu deger, her bir araliga diisen

satir sayilar1 ile agirliklandirilmig, tahmin edilen olasilik ve gercek durum

arasindaki ortalama hatadir. Yine olasilik araligi 0.10-0.20 olan 2. satir ele
alinirsa, burada hata=0.1455-0.0988=0,0467 olarak elde edilir ve tim
bireylerin %18.71°1 bu aralikta yer almaktadir. Bu durumda bu hata, toplam

ortalama hatanin %18&.71 ine katkida bulunmaktadir.

o Agwhiklandrilmis ortalama kare olasilik hatasi: Bu deger agirliklandirilmig

ortalama olasilik hatasi ile ayn1 sekilde hesaplanmaktadir. Ancak, agirlig ile
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carpilmadan once, hatanin karesi alinir ve toplam hataya eklenir. Toplam hata
kareler hesaplandiktan sonra, bu degerin karekokii bulunur. Verilen olasilik

diizenleme tablosunun altindaki deger, bu karekok degeridir.

Smiflama basarisindan ¢ok olasilik  tahminlerinin  6nemli  oldugu
problemlerde, ortalama hata ve ortalama kare hata degerleri modelin

kalitesini ¢ok iyi ortaya koyan genel gostergelerdir.

Sekil 4.5te, elde edilen degerler i¢in olasilik diizenleme grafigi goriilmektedir. Bu
grafik hedef degisken i¢in tahmin edilen olasiligin nasil bir dagilima sahip oldugunu
gostermektedir ve tahmin edilen olasiliklarin dogrulugunu 6l¢mek igin bir aragtir.
Olasilik diizenleme grafigi yalnizca, hedef degiskenin iki sinifa sahip oldugu siniflama

problemleri i¢in olusturulabilir.

Egitim Seti Test Seti
o GYS = tam aldi Simifi I¢in Olasilik Diizenlemesi 0 GYS = tant aldi Smifi icin Olasilik Dizenlemesi
08 08
e e
206 1 05
o [s)
% %
504 204
& &
Agrlildandinimig Olasisk Hatast Agwhildandmimss Olasti Hatast
27 Ortalama 0.0460 027 Ortalama  0.0292
Ortalama kare  0.0728 Ortalama kare  0.0470
0o ; ; ; ; ; ; 7 7 ] 0.0 A T e
on 0.1 02 03 04 05 06 07 08 09 1.0 0.0 0.1 0z 0.3 04 0s 0g o7 08 04 1.0
Tahmin Edilen Olasilik Tahmin Edilen Olasilik

Sekil 4.5: On Yedi Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri
i¢in Olasilik Diizenleme Grafikleri

Grafikteki yatay eksende gozlemlerin tahmin edilen olasiliklari, dikey eksende ise
olayin meydana gelme sikligina dayanan gercek olasilik degerleri yer almaktadir.
Ormegin Sekil 4.5°te verilen grafikte, 0.4 ve 0.5 arasindaki ortalama tahmin edilen
olasilik degeri 0.45 civarinda iken, gercek olasilik degeri 0.90 civarindadir ve bu da
hatanin bir gostergesidir. Grafikteki kirmizi tarali alan, tahmin edilen olasilik ve gercek
olasilik degerleri arasindaki farki gdsteren hata degeridir.

Belirlenen kesim noktalarina gore, gece yeme sendromu tanist alan (Var=Tani1 alan) ve
almayan (Yok=tanm1 almayan) gruplari dogru simiflayabilmek icin modelin siniflama
basarilar1 Tablo 4.11°da verilmistir. Tablo incelendiginde, dogruluk, segicilik ve negatif
tahmini degerin hem egitim, hem de test verilerinde yiiksek, duyarlilik ve pozitif
tahmini degerin ise her iki grupta da nispeten daha diisiik oldugu goriilmiistiir. Ayrica

ROC egrisinin altinda kalan alan egitim seti i¢in 0.915378, test seti i¢in 0.861392 olarak
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bulunmustur. Bulunan bu degerler ve ROC egrisinin altinda kalan alanlar birlikte

incelendiginde, modelin tan1 koyma basarisinin oldukca iyi

gorilmistir.

derecede oldugu

Tablo 4.12: On Yedi Belirleyici Nitelik Kullanilarak DVM Yontemi ile Elde Edilmis
Egitim ve Test Verilerinde Modelin Siniflama Basarilari

Model Tahmini
Klinik Tam . . .
(Gercek Durum) Egitim (Training) | Test (Validation)
Var Yok Var Yok
Var 62 35 54 43
Yok 16 320 23 313
Dogruluk % 88.22 % 84.76
Duyarhhk % 63.92 % 55.67
Secicilik % 95.24 % 93.15
Pozitif tahmini deger 0 0
(PTD) % 79.49 % 70.13
Negatif tahmini deger 0 0
(NTD) % 90.14 % 87.92
F-Measure 0.7086 0.6207
ROC egrisinin altinda 0.915378 0. 861392

kalan alan

Tablo 4.12°de verilen degerlere ait duyarlilik-segicilik ve ROC egrisi grafikleri Sekil 4.6

ve Sekil 4.7’

de verilmistir.

Sekil 4.6 incelendiginde, egitim ve test setleri i¢in hesaplanan olasilik kesim degerlerine

karsi ¢izilen duyarlilik ve segicilik degerlerine ait grafikler goriilmektedir. Bu grafikler,

hedef degiskenin iki sinifa sahip oldugu siniflama problemleri i¢in uygun grafiklerdir ve

bireyleri tan1 ald1 veya tani almadi seklinde siniflamak i¢in duyarlilik ve segiciligin,

olasilik kesim noktas1 degistirilerek nasil ayarlanabilecegini gostermektedir.
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Egitim Seti Test Seti

Olastlik KesimDegerlerine Karsi Duyarlilik ve Segicilik Olasilik KesimDegerlerine Kargi Duyarlilik ve Secicilik
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Sekil 4.6: On Yedi Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri
i¢in Duyarlilik ve Segicilik Grafikleri

Sekil 4.7 incelendiginde, egitim ve test setleri i¢in hesaplanan degerlerden elde edilen
ROC egrisi grafikleri goriilmektedir. Grafikler incelendiginde, hem egitim, hem de test
veri seti igin ROC egrisinin altinda kalan alanlarin oldukga biiyiik (1°e yakin) oldugu

goriilmektedir ve bu nedenle modelin tahmin basarisinin yiiksek oldugu sdylenebilir.

Egitim Seti Test Seti

0 GYStan: = tant aldi Simfi igin ROC 10 GYStan1 = tan1 aldi Smfi fein ROC

ns 08
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o

= 0B QUB_

S g
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024 ROC Egrisinin Altinda Kalan Alan| 024 ROC Erisinin Altnda Kalan Alan|

0.90673 0.88330
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Yanlig Pozitif Oran Yanlig Pozitif Oran

Sekil 4.7: On Yedi Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri
icin Roc Egrisi Grafikleri

On yedi belirleyici nitelik iceren DVM modeline ait “yiikselme ve kazang” degerleri
Tablo 4.13’de verilmistir.
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Tablo 4.13: DVM Yontemi ile 17 Belirleyici Nitelik Kullanilarak Elde Edilen
Yiikselme ve Kazang Degerleri

Kesim

Binlerin

Birikimli

Birikimli

Bin . Birikimli | Popiilasyon |  Sif .

1 0.68147 | 81.82 10.16 37.11 3.65 10.16 37.11 3.65
2 0.43750 | 45.45 20.32 57.73 2.84 10.16 20.62 2.03
3 0.27539 | 43.18 30.48 77.32 2.54 10.16 19.59 1.93
4 0.18546 6.82 40.65 80.41 1.98 10.16 3.09 0.30
5 0.12086 | 18.18 50.81 88.66 1.74 10.16 8.25 0.81
6 0.07050 9.09 60.97 92.78 1.52 10.16 412 0.41
7 0.05069 9.09 71.13 96.91 1.36 10.16 412 0.41
8 0.03704 4,55 81.29 98.97 1.22 10.16 2.06 0.20
9 0.01798 2.27 91.45 100.00 1.09 10.16 1.03 0.10
10 | 0.00000 0.00 100.00 100.00 1.00 8.55 0.00 0.00

Ortalama kazang = 2.056
GYS tani = tani1 ald1 sinifindaki bireylerin ylizdesi = % 22.40

Sekil 4.8°de, tablodaki degerlere iliskin ylikselme ve kazang grafikleri goriillmektedir.

GYS_tam=tam alch St Ipin Vilkeselme
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Fiikselme
1

Grubunun Sinf Yizdesi

a0 4

OrtalamaKazang|

20263

T T
10 il

T T T
0 40 i

T T T
1] ! a0

Popilasyon Yizdesi

T
a

“tarn alc"

100

T T T
0 40 1]

T T T
Ll ! a0

Popillasyon Yizdesi

T
a 100

Sekil 4.8: DVM Yontemi ile 17 Belirleyici Nitelik Kullanilarak Elde Edilen Yiikselme
ve Kazang Grafikleri

Modele alinan ve tam1 koymada etkili bulunan belirleyici niteliklerin 6nemlilik

dereceleri incelendiginde, sirasiyla GYA_puan, ¢ocuk sayisi ve psikiyatrik tani

niteliklerinin en biiyiik degeri aldig1 ve tanidaki etkilerinin anlamli oldugu sdylenebilir.

Bunlarin disinda, BSQ_puan, medeni durum ve egitim yilinin tan1 koymadaki etkisi

belirgin diizeyde daha diisiik olmakla birlikte bu etkinin dolayli bir etki olabilecegi

diistintilebilir. Tablo 4.14’te bu belirleyici nitelikler ve onem dereceleri verilmistir.

Tabloda sadece 6nem dereceleri sifirdan biiyiik belirleyici nitelikler yer aldigi igin,

geriye kalan 11 belirleyici niteligin tanida hicbir etkisi olmadig1 sdylenebilir.
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Tablo 4.14: On Yedi Belirleyici Nitelik Kullanildiginda DVM ile Elde Edilmis,
Degiskenlerin Onem Dereceleri

Belirleyici Nitelik | Onem Derecesi
GYA puan 100.000
Cocuk Sayisi 15.385
Psikiyatrik Tan1 15.385
BSQ _puan 7.692
Medeni Durum 5.128
Egitim Y1l 5.128

Sekil 4.9’da, 6nemli bulunan bu degiskenlerin onem derecelerini goreceli olarak

gosteren grafik yer almaktadir.

Degiskenlerin Gireceli Onemi

100
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10

Onemlilik

GYA_puan cocuksa_kate belcevresi yas sigara
psktani antidepresan ESQ_puan fizikselhast kilovermek

Sekil 4.9: DVM Y énteminde Kullanilan 17 Belirleyici Nitelikten Onemli Bulunanlar

Sekil 4.10°da tek degiskenli analiz, lojistik regresyon ve DVM yo6nteminin sonuglari
iligkili olarak verilmistir. Burada, her {i¢ yaklasimla da anlamli bulunan GYA puan
degiskeni kesin risk faktorii olarak diisiiniilebilir. Ikinci siradaki risk faktori, tek
degiskenli analiz ve DVM yontemlerinin kesisimindeki psikyatrik tani; ti¢iincii siradaki
risk faktorii, tek degiskenli analiz ve lojistik regresyon yontemlerinin kesisimindeki
BSQ puan; dordiincii siradaki risk faktdri, DVM yontemi ile anlamli bulunan ¢ocuk
sayis1, besinci siradaki risk faktorii lojistik regresyon ile anlamli bulunan bel ¢evresi ve
son siradaki risk faktorleri ise, tek degiskenli analiz ile anlamli bulunan ort_scl, sigara

ve medeni durum degiskenleridir.
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Lojistik
Regresyon

DVM

Sekil 4.10: Tek Degiskenli (Univariate) Analiz, Lojistik Regresyon ve DVM Y 6ntemi
ile Anlamli Bulunan Degiskenler

b) Uc belirleyici nitelik yardimiyla DVM yénteminden elde edilen sonuclar

On yedi belirleyici nitelik kullanilarak DVM modeli gelistirildiginde bu niteliklerden 6
tanesinin Onemlilik dereceleri sifirdan farkli bulunmustur. Ancak bu Onemlilik
derecelerindeki ani diisiis dikkate alindiginda 6 nitelikten 3'iiniin 6nemlilik dereceleri
belirgin diizeyde yiiksek bulunmustur. Onemlilik dereceleri yiiksek olan bu 3 nitelik

yardimiyla DVM modeli yeniden olusturulmus ve asagidaki sonuglar elde edilmistir.

Tablo 4.15°te, parametre tahmini siirecinde elde edilen degerler goriilmektedir. Burada,
parametre tahmini i¢in yapilan arama sirasinda degerlendirilen noktalarinin sayis1 155,
arama ile optimize edilen en iyi duyarlilik ve secicilik degeri 0.752736 ve modelde
kullanilan destek vektorlerin sayist 193 olarak bulunmustur. Durdurma kriteri €
(stopping criterion), 0.001 olarak belirlenmis ve tahmin edilen parametre degerlerleri;
hata maliyet degeri, C = 137.018273 ve RTF parametresi olan gamma degeri, y =
0.00106154 olarak bulunmustur.
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Tablo 4.15: Ug Belirleyici Nitelik Kullanildigi Durumda Parametre Tahmini Siirecinde

Elde Edilen Degerler

Tahmin Edilen Parametreler

Optimize Edilen
Degerlendirilen En Biiyiik € C y
Nokta Sayisi Duyarhhik ve
Secicilik Degeri
155 0. 752736 0.001 |137.018273 [ 0.00106154

Tablo 4.16’da modelin tahmin ettigi ¢esitli olasilik degerlerinin kesim noktasi olarak

alindig1 durumlardaki, model performansinin gdostergeleri yer almaktadir. Bu tablo

incelendiginde asagidaki sonuglar elde edilmistir:

Vakalarin orani: Tablodaki egitim setinde, 0.10 olasilik degeri kesim degeri
olarak kabul edilirse vakalarin %49.28’i segilen hedef kategoriye atanir.
Olasilik kesim degeri %80’ ¢ ¢ikarildigi zaman vakalarin %8.52°si hedef
kategoriye atanir geriye kalan denekler diger kategoriye atanir. Eger kesim
degeri %41alinirsa vakalarin yaklasik %20.00°si hedef kategoriye atanacaktir.
Katisiklik orant (Impurity): Tablodaki egitim setinde, olasilik kesim degeri
0.10 alinirsa, vakalarin %57.82’si gercekte tani almayan grupta olmasina
ragmen, tani alan gruptaymis gibi siniflandirilir. Olasihik kesim degeri
biiytidiikge katisiklik degeri kiigiilmektedir.

Kayip deger: Tablodaki egitim setinde, 0.58 olasilik degeri kesim degeri
olarak alinirsa gergekte tani almis olan bireylerin %44.33' i tan1 almadi olarak

yanlig siniflandirilmistir.

Tablonun altinda verilen ¢iktilar incelendiginde asagidaki sonuclar elde edilmistir:

ROC egrisi altinda kalan alan: Modelin tahmin olasiliklar1 yardimiyla ¢izilen
ROC egrisi altinda kalan alan degeri, egitim seti i¢in 0.906726 ve test seti igin
0.888899 olarak bulunmustur.

Yanlig siniflamayr minimize eden kesim noktasi: Veri setinin timii i¢in toplam
yanlis siniflama hatasini minimize edecek olasilik kesim noktasi olan bu
deger egitim seti i¢in 0.405945 ve test seti i¢in 0. 567276 olarak bulunmustur.
Agirliklandrilmis  Jyanls  simiflamayt  minimize eden kesim noktasi:

Agirliklandirilmis yanlis siniflama hatasini minimize edecek olasilik kesim
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noktast olan bu deger egitim seti i¢in 0. 405945 ve test seti icin 0. 567276

olarak bulunmustur.

Yanlis siniflamayt dengeleyen kesim noktasi: Bu deger, her bir hedef kategori

icin yanlis smiflanan bireylerin sayilarinin oranlarin1 yaklasik olarak

esitleyecek olasilik kesim noktasi olan bu deger egitim seti i¢in 0. 204053 ve

test seti i¢in 0. 230630 olarak bulunmustur.

Tablo 4.16: Ug Belirleyici Nitelik Kullanildiginda DVM Y6ntemi ile Elde Edilen

Kesim Noktalari
Egitim Seti Test Seti
?2:::::11( Deneklerin Hata Saflik Kayip |Deneklerin Hata Safhik | Kayip
Degeri Oram (Impurity) | (Loss) Oram (Impurity) | (Loss)
0.00 1.0000 |0.7760| 0.7760 |0.0000| 1.0000 |0.7760| 0.7760 {0.0000
0.02 0.8351 (0.6111| 0.7318 |0.0000( 0.8099 |0.5951| 0.7291 |0.0206
0.04 0.7144 [0.4996| 0.6929 |0.0206( 0.7192 |0.5137| 0.7014 ]0.0412
0.06 0.5950 [0.3941| 0.6429 |0.0515( 0.6073 |0.4064| 0.6501 |0.0515
0.08 0.5551 [0.3542| 0.6172 |0.0515( 0.5411 |0.3494| 0.6158 |0.0722
0.10 0.4928 [0.3011| 0.5782 |[0.0722| 0.4888 |0.3018| 0.5795 |0.0825
0.12 0.4378 [0.2528| 0.5328 ([0.0871| 0.4510 |0.2732] 0.5545 |0.1031
0.14 0.3853 [0.2213| 0.4965 ([0.1340| 0.4116 |0.2430| 0.5230 |0.1237
0.16 0.3838 [0.2198| 0.4945 [0.1340| 0.3875 |0.2291| 0.5066 |0.1464
0.18 0.3502 [0.1954| 0.4592 ([0.1546| 0.3713 |0.2258| 0.5024 |0.1753
0.20 0.3488 [0.1941| 0.4571 |[0.1546| 0.3565 |0.2156| 0.4882 |0.1856
0.22 0.3132 |[0.1677| 0.4100 |0.1753( 0.3364 |0.1971| 0.4599 ]0.1889
0.24 0.3120 |[0.1665| 0.4078 |0.1753( 0.3233 |0.1870| 0.4427 ]0.1959
0.26 0.2858 [0.1495| 0.3696 |0.1959( 0.3089 |0.1773| 0.4244 |0.2062
0.28 0.2847 [0.1485| 0.3673 |0.1959( 0.3055 |0.1739| 0.4179 |0.2062
0.30 0.2585 [0.1364| 0.3306 |0.2275( 0.2960 |0.1644| 0.3993 |0.2062
0.32 0.2576 [0.1373| 0.3317 |0.2315( 0.2748 |0.1524| 0.3696 |0.2268
0.34 0.2567 [0.1382| 0.3329 [0.2356| 0.2701 |0.1523| 0.3672 |0.2371
0.36 0.2306 [0.1267| 0.2889 ([0.2680| 0.2518 |0.1477| 0.3485 |0.2677
0.38 0.2297 [0.1258| 0.2862 ([0.2680| 0.2420 |0.1473| 0.3414 |0.2887
0.40 0.2288 [0.1249| 0.2835 [0.2680| 0.2405 |0.1458| 0.3374 |0.2887
0.42 0.1981 [0.1275| 0.2564 ([0.3423| 0.2301 |0.1539| 0.3476 |0.3299
0.44 0.1973 [0.1283| 0.2575 ([0.3459| 0.2146 |0.1430| 0.3111 |0.3402
0.46 0.1965 [0.1291| 0.2585 |0.3495( 0.2060 |0.1473| 0.3139 |0.3689
0.48 0.1797 [0.1275| 0.2314 |0.3835( 0.1989 |0.1458| 0.3033 |0.3814
0.50 0.1789 [0.1283| 0.2324 (0.3870| 0.1801 |0.1363| 0.2564 |0.4021
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Tablo 4.16 (Devam): Ug Belirleyici Nitelik Kullanildiginda DVM Yontemi ile Elde
Edilen Kesim Noktalar1

Egitim Seti Test Seti
?22::::11( Deneklerin Hata Saflik Kayip |Deneklerin Hata Safhik | Kayip
Degeri Oram (Impurity) | (Loss) Oram (Impurity) | (Loss)
0.52 0.1781 [0.1291| 0.2334 ([0.3905| 0.1785 |0.1346| 0.2496 |0.4021
0.54 0.1544 [0.1290| 0.1922 (0.4433| 0.1761 |0.1357| 0.2492 |0.4097
0.56 0.1536 |0.1282| 0.1880 |0.4433| 0.1660 [0.1359| 0.2346 |0.4330
0.58 0.1528 [0.1274| 0.1837 (0.4433| 0.1583 |0.1350| 0.2189 |0.4481
0.60 0.1290 (0.1319| 0.1432 ([0.5065| 0.1515 |0.1372] 0.2134 |0.4679
0.62 0.1281 (0.1328| 0.1442 (0.5105| 0.1430 |0.1411| 0.2100 |0.4959
0.64 0.1273 [0.1337| 0.1452 ([0.5144| 0.1316 |0.1386| 0.1755 |0.5156
0.66 0.1196 (0.1322| 0.1159 (0.5281| 0.1245 |0.1407| 0.1651 |0.5361
0.68 0.1187 (0.1331| 0.1168 ([0.5321| 0.1224 |0.1385| 0.1506 |0.5361
0.70 0.1178 [0.1339| 0.1176 ([0.5361| 0.1199 |0.1365| 0.1349 |0.5371
0.72 0.1032 [0.1424| 0.1045 [0.5876| 0.1176 |0.1387| 0.1374 |0.5470
0.74 0.1021 [0.1414| 0.0954 ([0.5876| 0.1143 |0.1421| 0.1415 |0.5621
0.76 0.0893 [0.1432| 0.0474 [0.6202| 0.1052 |0.1445] 0.1219 |0.5876
0.78 0.0871 [0.1432| 0.0358 ([0.6251| 0.1017 |0.1455| 0.1136 |0.5977
0.80 0.0852 ]0.1435| 0.0271 |0.6302| 0.0994 [0.1433| 0.0940 |0.5979
0.82 0.0839 ]0.1448| 0.0275 |0.6359| 0.0862 |[0.1516| 0.0803 |0.6459
0.84 0.0711 |0.1575| 0.0325 |0.6927| 0.0841 [0.1538| 0.0824 |0.6555
0.86 0.0696 ]0.1591| 0.0332 |0.6998| 0.0718 |[0.1614| 0.0643 |0.6999
0.88 0.0587 ]0.1653| 0.0000 |0.7381| 0.0660 |[0.1627| 0.0350 |0.7158
0.90 0.0475 |[0.1765| 0.0000 ([0.7878| 0.0592 |0.1695| 0.0390 |0.7461
0.92 0.0361 [0.1880( 0.0000 [0.8391| 0.0432 |0.1809| 0.0000 |0.8073
0.94 0.0236 [0.2004| 0.0000 [0.8947| 0.0334 |0.1906| 0.0000 |0.8508
0.96 0.0132 (0.2108| 0.0000 ([0.9412| 0.0241 |0.1999| 0.0000 |0.8923
0.98 0.0059 ([0.2181| 0.0000 ([0.9736| 0.0060 |0.2180| 0.0000 |0.9731
1.00 0.0000 [0.2240| 0.0000 |[1.0000| 0.0000 ]0.2240| 0.0000 |1.0000

Egitim seti icin ROC egrisi altinda kalan alan = 0.906726
Egitim seti i¢in yanlis siniflamay1 minimize eden kesim noktas1 = 0. 405945

Egitim seti i¢in agirliklandirilmig yanlis siniflamay1 minimize eden kesim noktas1 = 0. 405945
Egitim seti i¢in yanlig siniflamay1 dengeleyen kesim noktasi = 0. 204053

Test seti i¢in ROC egrisi altinda kalan alan = 0.888899

Test seti i¢in Yanlis siniflamay1 minimize eden kesim noktasi = (. 567276

Test seti i¢in agirliklandirilmis yanlis stniflamay1 minimize eden kesim noktas:t = 0. 567276
Test seti i¢in yanlis siniflamay1 dengeleyen kesim noktasi = 0. 230630
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Bu o6lgiiler degerlendirildiginde en uygun olasilik kesim degeri egitim ve test verileri
icin sirastyla 0.41 ve 0.57 olarak belirlenmis ve bu degerin listliinde olasilik degerine

sahip olan bireyler tan1 alan grupta kabul edilmistir.

Sekil 4.11°de yukarida elde edilen kesim noktasi degerleri i¢in olusturulan kesim

olasiliklar1 grafigi goriilmektedir.

Egitim Seti Test Seti
Oran (Mavi), Katisikhik (Yesil), Kayip (Sar1), Hata (Kirmiz1) Oran (Mavi), Katisiklik (Yesil), Kayp (Sar1), Hata (Kirmizi)

1.0 1.0

0.6 4 084
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g g
S S

04 04+

0.2+ 0.2 4

0.0 4 e e e e e 0.0 4 e e e e

oo 0.1 02 03 04 0.5 0.6 07 08 04 10 ii] 0.1 0z 03 04 0.5 06 07 (UK} o8 10
GYStani = tani ald1 Sinifi [pin Kesim Olasiliklart GYStam = tan aldi Sinifi Igin Kesim Olasiliklart

Sekil 4.11: Ug Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri icin
Kesim Noktas1 Grafikleri

Tablo 4.17°de, GYS_tanm1 hedef degiskeni i¢in, hedef kategorinin “tani ald1” olarak
se¢ilmesi durumunda elde edilen olasilik diizenlemesi yer almaktadir. Tablo
incelendiginde, 0.00-0.10 olasilik araliginda toplam bireylerin % 50.58’1 (219 birey)

“tan1 ald1” grubuna siniflandirildigr goériilmektedir

Tabloda, tahmin edilen olasilik degerleri araliginin 0.10-0.20 oldugu 2. satira bakilirsa,
bu aralikta biitiin veri setinin % 14.32’sini olusturan 62 kisinin oldugu goriilmektedir.
Bu bireyler igin tahmin edilen ortalama olasilik degeri, araligin hemen hemen orta
noktasi olan 0.1318 degeridir. Eger model basarili bir model ise, bu bireylere ait gercek
olasilik degerinin 0.1318 olmas1 beklenir. Ancak Ger¢ek Deger siitununa bakildiginda,
bu degerin 0.1290 oldugu goriilmektedir.

Tablonun altinda verilen bilgilere gore asagidaki agiklamalar yapilabilir.

o Agwrliklandirilmig ortalama olastlik hatasi: Olasilik araligi 0.10-0.20 olan 2.
satir ele alinirsa, burada hata 0.1318-0.1290=0.0028 olarak elde edilir ve tiim
bireylerin %14.32’si bu aralikta yer almaktadir. Bu durumda bu hata, toplam

ortalama hatanin %14.32’sine katkida bulunmaktadir.
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o Agwhiklandrilmis ortalama kare olasilik hatasi: Bu deger agirliklandirilmig
ortalama olasilik hatasi ile ayni sekilde hesaplanmaktadir. Ancak, agirligi ile
carpilmadan once, hatanin karesi alinir ve toplam hataya eklenir. Toplam hata
kareler hesaplandiktan sonra, bu degerin karekokii bulunur. Verilen olasilik

diizenleme tablosunun altindaki deger, bu karekok degeridir.

Tablo 4. 17: Ug Belirleyici Nitelik Kullanildiginda Elde Edilen Olasilik Diizenlemesi

Egitim Seti Test Seti
Tahmin Edilen Savil % Tahmin Gergek Savil % Tahmin Gergek
Olasilik Arahg |>?Y Edilen Deger | Deger | Edilen Deger | Deger

0.00-0.10 219 |50.58 0.0373 0.0320 | 221 | 51.04 0.0383 0.0362

0.10-0.20 62 |14.32 0.1318 0.1290 | 57 |13.16 0.1398 0.1754

0.20-0.30 40 | 9.24 0.2434 0.1750 | 26 | 6.00 0.2413 0.0769

0.30-0.40 12 | 2.77 0.3490 0.3333 | 24 | 554 0.3344 0.3333

0.40-0.50 22 | 5.08 0.4285 0.500 | 27 | 6.24 0.4529 0.4074
0.50-0.60 22 | 5.08 0.5602 0.5455 | 13 | 3.00 0.561 0.4615
0.60-0.70 4 10.92 0.6467 0.5000 | 14 | 3.23 0.6418 0.5000
0.70-0.80 15 | 3.46 0.7348 0.6667 | 8 | 1.85 0.7504 0.7500
0.80-0.90 16 | 3.70 0.8606 0.9375 | 18 | 4.16 0.8456 0.7778
0.90-1.00 21 | 4.85 0.9458 10.000 | 26 | 6.00 0.9473 0.9615

Egitim seti i¢in agirliklandirilmig ortalama olasilik hatas1 = 0.023426
Egitim seti i¢in agirliklandirilmis ortalama kare olasilik hatas1 = 0.038027

Test seti i¢in agirliklandirilmis ortalama olasilik hatasi = 0.029787

Test seti icin agirliklandirilmig ortalama kare olasilik hatasi = 0.055428
Sekil 4.12°de, elde edilen degerler icin olasilik diizenleme grafigi goriilmektedir.
Sekiller incelendiginde, hem egitim hem de test verileri i¢in hatayr gosteren kirmizi

tarali alanin kii¢iik ve tahminin basarili oldugu sdylenebilir.

Egitim Seti Test Seti
10 GYS = tami ald1 Simifi Igin Olasilik Diizenlemesi 0 GYS = tam aldi Sumufi icin Olasilik Dizenlemesi
o8 4 08 o
¥ 3
7 06 FLEE
15} o
4 8
S04 g4
5 S
Agriklandmims Olastidk Hatasy 02 Agwliklandmims Olasilik Hatast
29 Ortalama 00234 b Ortalama  0.0267
Ortalama kare  0.0380 7 Ortalama kare 1.0554
0a T T T T T T T T T 0g T T T T T T T T T
oo 01 0z 03 04 048 06 o7 [1E:) 08 10 oo o1 02 0z 04 0% 0g 07 [k} 08 1.0
Tahmin Edilen Olasilik Tahmin Edilen Olasilik

Sekil 4.12: Ug Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri i¢in
Olasilik Diizenleme Grafikleri
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Kurulan bu DVM modeline goére hesaplanan smiflama basarilar1 Tablo 4.18’de
verilmistir. Tablo incelendiginde, dogruluk, secicilik ve negatif tahmini degerin hem
egitim, hem de test verilerinde yiiksek, duyarlilik ve pozitif tahmini degerin ise her iki
grupta da nispeten daha diisiik oldugu goriilmiistiir. Ayrica ROC egrisinin altinda kalan
alan egitim seti i¢in 0.906726, test seti i¢cin 0.888899 olarak bulunmustur. Bulunan bu
degerler ve ROC egrisinin altinda kalan alanlar birlikte incelendiginde, modelin tan

koyma basaris1 yliksek olarak degerlendirilmistir.

Tablo 4.18: Onemli Bulunan Ug Belirleyici Nitelik Kullanilarak DVM Y éntemi ile
Elde Edilmis Egitim ve Test Verilerinde Modelin Siniflama Basarilari

Model Tahmini
Klinik Tan1 .
(Gergek Durum) Egitim (Training) | Test (Validation)
Var Yok Var Yok
Var 60 37 58 39
Yok 18 318 21 315
Dogruluk % 87.30 % 86.14
Duyarhhk % 61.86 % 59.79
Secicilik % 94.64 % 93.75
Pozitif t(;hT“g)“i deger % 76.92 % 73.42
Negatif (tf\‘lhT“[‘)i)“i deger % 89.58 % 88.98
F-Measure 0. 6857 0. 6591
ROC egrisinin altinda 0. 906726 0. 888899
kalan alan

Tablo 4.18’de verilen degerlere ait duyarhilik-segicilik ve ROC egrisi grafikleri Sekil
4.13 ve Sekil 4.14’°te verilmistir.

Sekil 4.13 incelendiginde, egitim ve test setleri i¢in hesaplanan olasilik kesim

degerlerine kars1 ¢izilen duyarlilik ve segicilik degerlerine ait grafikler goriilmektedir.
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Egitim Seti Test Seti

Olasthik KesimDegerlerine Karst Duyarlilik ve Seicilik Olasilik KesimDegerlerine Karg: Duyarhilik ve Secicilik
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Egitim Seti Test Seti

Sekil 4.13: Ug Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri i¢in
Duyarlilik ve Segicilik Grafikleri

Sekil 4.14 incelendiginde, egitim ve test setleri i¢in hesaplanan degerlerden elde edilen
ROC egrisi grafikleri goriilmektedir. Grafikler incelendiginde, hem egitim, hem de test
veri seti i¢cin ROC egrisinin altinda kalan alanlarin oldukga biiytik (1’e yakin) oldugu

goriilmektedir ve bu nedenle modelin tahmin basarisinin yiiksek oldugu sdylenebilir.

Egitim Seti Test Seti
"0 GYStan = tam alds Simfi igin ROC 10 GYStani = tani aldi Smifi fein ROC
084 084
L g
8
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304 £D4
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1 0.90673 083830
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01 0z 03 04 05 06 07 08 08 1.0 oo od 02 03 04 0 0B 07 0B 04 1.0
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Sekil 4.14: Ug Belirleyici Nitelik Kullanilarak Elde Edilmis Egitim ve Test Verileri i¢in
ROC Egrisi Grafikleri

Tablo 4.19°da DVM yontemi ile egitim setinden elde edilen modele ait “yiikselme ve

kazang” degerleri goriilmektedir.
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Tablo 4.19: DVM Yontemi ile 3 Belirleyici Nitelik Kullanilarak Elde Edilen Yiikseltme
ve Kazang Degerleri

Kesim

Binlerin

Birikimli

Birikimli

Bin . Birikimli | Popiilasyon |  Sif .

1 0.80095 | 88.64 10.16 40.21 3.96 10.16 40.21 3.96
2 0.46329 | 50.00 20.32 62.89 3.09 10.16 22.68 2.23
3 0.28898 | 36.36 30.48 79.38 2.60 10.16 16.49 1.62
4 0.15488 | 18.18 40.65 87.63 2.16 10.16 8.25 0.81
5 0.09242 | 11.36 50.81 92.78 1.83 10.16 5.15 0.51
6 0.05992 4.55 60.97 94.85 1.56 10.16 2.06 0.20
7 0.04352 2.27 71.13 95.88 1.35 10.16 1.03 0.10
8 0.01967 4.55 81.29 97.94 1.20 10.16 2.06 0.20
9 0.01004 4.55 91.45 100.00 1.09 10.16 2.06 0.20
10 | 0.00000 0.00 100.00 100.00 1.00 8.55 0.00 0.00

Ortalama kazan¢ = 1.984
GYSt_tan1 = tam ald1 sinifindaki bireylerin yiizdesi = % 22.40

Sekil 4.15°te, tablodaki degerlere iligkin yiikselme ve kazang grafikleri goriilmektedir.

Yikselme
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il ] a0
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T
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T
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Sekil 4.15: Ug Belirleyici Nitelik Kullanilarak Elde Edilmis Yiikselme ve Kazang
Grafikleri

Yukarida bahsedilen 17 degiskenli lojistik regresyon, 3 degiskenli lojistik regresyon, 17

belirleyici nitelikli DVM ve 3 belirleyici nitelikli DVM yontemleri kullanilarak elde

edilen egitim setlerine ait sonuglarin karsilastirmasi Tablo 4.20’de verilmistir. Tablo

incelendiginde, tan1 yapmak i¢in bulunan modellerin tani basarilar1 (performanslar)

arasinda anlamli diizeyde fark bulunmamaistir (tiim p degerleri > 0.05).
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Tablo 4.20: incelenen Model Performanslarinin Karsilastirmasi

Dogruluk | Duyarhlik | Se¢icilik

Lojistik_17| % 89.84 | % 69.07 | % 95.83

Karsilastirma 1
Lojistik 3 | % 88.68 | % 65.98 | % 95.24

P Degeri 0.8572 0.7932 0.937

Lojistik_17| % 89.84 | % 69.07% | % 95.83

Karsilastirma 2
DVM_17 | % 88.22 | %63.92% | % 95.24

P Degeri 0.8010 0.6594 0.937

Lojistik_17| % 89.84 | % 69.07 | % 95.83

Karsilastirma 3
DVM 3 % 87.30 | %61.86 | % 94.64

P Degeri 0.6912 0.8562 0.8744

Lojistik_3 | % 88.68 | % 65.98 | % 95.24

Karsilastirma 4
DVM 17 | %88.22 | %63.92 | % 95.24

P Degeri 0.9424 0.8586 1.000

Lojistik_3 | % 88.68 | % 65.98 | % 95.24

Karsilastirma 5
DVM 3 | %87.30 | %61.86 | % 94.64

P Degeri 0.828 0.7192 0.9368

DVM_17 | %88.22 | %63.92 | % 95.24

Karsilastirma 6
DVM 3 | %87.30 | %61.86 | % 94.64

P Degeri 0.8846 0.8562 0.9368

Bu sonuglara ilaveten, dogrusal, polinomiyal ve sigmoid c¢ekirdek fonksiyonlar
kullanilarak on yedi dogal nitelik yardimiyla DVM yonteminin karar fonksiyonlar

yeniden olusturulmus ve Tablo 4.21, 4.22 ve 4.23’te bu karar fonksiyonlarinin tani
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basarilar1 verilmistir. Tablolar incelendiginde, elde edilen sonuglarin RTF ile elde edilen

sonuglar ile benzerlik gosterdigi goriilmiistiir.

Tablo 4. 21: Egitim ve Test Verilerinde Dogrusal Cekirdek Fonksiyon ve 17 Belirleyici
Nitelik Kullanilarak Elde Edilen Modelin Tan1 Basarilari

Model Tahmini
Klinik Tam e .. .
(Gergek Durum) Egitim (Training) | Test (Validation)
Var Yok Var Yok
Var 63 34 49 48
Yok 13 323 18 318
Dogruluk % 89.15 % 84.76
Duyarhhk % 64.95 % 50.52
Secicilik % 96.13 % 94.64
Pozitif tahmini deger 0 0
(PTD) % 82.89 % 73.13
Negatif tahmini deger 0 0
(NTD) % 90.48 % 86.89
F-Measure 0. 7283 0. 5976
ROC egrisinin altinda 0. 919980 0. 887058
kalan alan

Tablo 4. 22: Egitim ve Test Verilerinde Polinomiyal Cekirdek Fonksiyon ve 17
Belirleyici Nitelik Kullanilarak Elde Edilen Modelin Tan1 Bagarilari

Model Tahmini
Klinik Tan1 <. - A
(Gercek Durum) Egitim (Training) | Test (Validation)
Var Yok Var Yok
Var 63 34 51 46
Yok 13 323 17 319
Dogruluk % 89.15 % 85.45
Duyarhhk % 64.95 % 52.58
Secicilik % 96.13 % 94.94
Pozitif tahmini deger 0 0
(PTD) % 82.89 % 75.00
Negatif tahmini deger 0 0
(NTD) % 90.48 % 87.40
F-Measure 0.7283 0. 6182
ROC egrisinin altinda 0. 920072 0. 881443
kalan alan
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Nitelik Kullanilarak Elde Edilen Modelin Tan1 Basarilari

Tablo 4. 23: Egitim ve Test Verilerinde Sigmoid Cekirdek Fonksiyon ve 17 Belirleyici

Model Tahmini
Klinik Tam . .. L
(Gergek Durum) Egitim (Training) | Test (Validation)
Var Yok Var Yok
Var 59 38 52 45
Yok 12 324 22 314
Dogruluk % 88.45 % 84.53
Duyarhhk % 60.82 % 53.61
Secicilik % 96.43 % 93.45
Pozitif tahmini deger 0 0
(PTD) % 83.10 % 70.27
Negatif tahmini deger 0 0
(NTD) % 89.50 Yo 87.47
F-Measure 0. 7024 0. 6082
ROC egrisinin altinda 0. 907462 0. 878068
kalan alan

Kullanilan 4 farkli ¢ekirdek fonksiyon igin analiz siireleri Tablo 4.24°te verilmistir.
Tablo incelendiginde RTF kullanildigi durumda harcanan siirenin 6zellikle dogrusal ve
polinomiyal ¢ekirdek fonksiyonlara gore oldukea diisiik oldugu goriilmektedir.

Tablo 4. 24: Kullanilan 4 Farkli Cekirdek Fonksiyonu i¢in Analiz Siireleri

RTF | Dogrusal | Polinomiyal | Sigmoid

Analiz
Siireleri | 00:28.58| 29:51.06 | 37:17.67 |02:35.80
(dk:sn:salise)

Egitim setinde RTF, dogrusal, polinomiyal ve sigmoid ¢ekirdek fonksiyonlarina ait
sonuglarin karsilastirmast Tablo 4.25’te verilmistir. Tablo incelendiginde, kullanilan
cekirdek fonksiyonlarin tahmin basar1 gostergeleri arasinda anlamli diizeyde fark

bulunmamastir (tim p degerleri > 0.05).
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Tablo 4. 25:

DVM Yonteminde 17 Belirleyici Nitelik ve 4 Farkli Cekirdek Fonksiyon
Kullanilarak ile Elde Edilen Tahmin Basar1 Gostergelerinin

Karsilagtirmasi
Dogruluk | Duyarhlik | Secicilik
RTF % 88.22 | %63.92 | % 95.24
Karsilastirma 1
Dogrusal | %89.15 | % 64.95 | % 96.13
P Degeri 0.8852 0.9288 0.9058
RTF %88.22 | %63.92 | % 95.24
Karsilastirma 2
Polinomiyal | % 89.15 | % 64.95 [ % 96.13
P Degeri 0.8852 0.9288 0.9058
RTF %88.22 | %63.92 | % 95.24
Karsilastirma 3
Sigmoid % 88.45 [ % 60.82 | % 96.43
P Degeri 0.9712 0.785 0.9058
Dogrusal | %89.15 | % 64.95 | % 96.13
Karsilastirma 4
Polinomiyal | % 89.15 | % 64.95 | % 96.13
P Degeri 1.000 1.000 1.000
Dogrusal | %89.15 | % 64.95 | % 96.13
Karsilastirma 5
Sigmoid % 88.45 | %60.82 | % 96.43
P Degeri 0.9138 0.717 0.9686
Polinomiyal | % 89.15 | % 64.95 | % 96.13
Karsilastirma 6
Sigmoid % 88.45 [ % 60.82 | % 96.43
P Degeri 0.9138 0.717 0.9686
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5. TARTISMA ve SONUC

DVM metodu, diger baz1 yontemlere gore daha yeni ve cesitli problemler i¢in dogru
modeller iiretebilme yetenegine sahip bir modelleme yontemidir ve teorik istatistik
temellere dayanarak, 6zellikle verinin dogrusal olarak ayrilamama durumunda dogru ve

giiclii sonuglar iiretir'®'%",

Dogrusal olarak ayrilamayan verileri siniflandirmak i¢in DVM yontemi, ¢esitli ¢ekirdek
fonksiyonlarmi kullanmaktadir ve iyi Sonuglar elde etmeyi saglayacak olan bu
fonksiyonlarin dogru olarak segilmesi yontemin en énemli unsurlarindandir. Cekirdek
dontigiimii icin secilmesi gereken fonksiyona karar vermede karsilasilabilecek zorluk,
DVM’nin bir dezavantaji olarak dﬁsﬁnﬁlebilirw8. Ancak c¢esitli calismalarda, radyal
tabanli ¢ekirdek fonksiyonun bircok kosulda yiliksek siniflama dogrulugu verdigi
bulunmus ve bu nedenle DVM yontemiyle siniflama yapildiginda bu fonksiyonun

kullanilmas1 6nerilmistir3.

DVM yontemi, yapay sinir aglart gibi bazi yaklagimlardan radikal farkliliklar gosterir.
Ormegin, DVM ile egitim her zaman global bir minimum bulur ve basit geometrik

yorumu daha fazla arastirma i¢in verimli bir zemin saglar68.

Bunlarin yani sira DVM yonteminde bir karar fonksiyonu elde edilebilmekte ve bu
fonksiyon yardimiyla yeni bir gozlem ait oldugu smifa smiflandirilabilmektedir.
Verilerin dagilimi ve nitelikler arasi iligkilerin seklinde her hangi bir varsayim

gerektirmemesi ise yontemin birgok alanda kullanimini yayginlastiracaktir.

Uygulamada, gece yeme sendromu tanis1 koyabilmek i¢in 17 degiskenden olusan veri
seti kullanilmigtir. Bu veri setinde, GYS_tan1 degiskeni kisilerin gece yeme sendromu
tanisi alip almadigin1 gosteren hedef degiskendir ve burada amag, diger degiskenlerden
faydalanarak kisileri hedef degiskendeki gercek gruplarina siniflamaktir. Bu amaci
gerceklestirmek i¢in, DVM yonteminin yaninda, tek degiskenli analizler ve lojistik

regresyon analizi de kullanilmustir.

Tek degiskenli analiz ile elde edilen sonuglarda, 17 degiskenden GYA_puan,
BSQ_puan, scl_ort, medeni durum, sigara kullanim1 ve psikiyatrik tan1 degiskenlerinin
gece yeme sendromu tanist koymada etkili degiskenler oldugu bulunmustur (Tablo 4.1

ve Tablo 4.2).

118



Lojistik regresyon analizi ile elde edilen sonuclarda, 17 degiskenden bel gevresi,
GYA puan ve BSQ puan degiskenlerinin tani koymada etkili oldugu bulunmustur
(Tablo 4.3). Bu yontemle elde edilen siniflama basarilarina bakildiginda, egitim ve test
setlerinde smiflama basarilarinin yiiksek oldugu gorilmistir (Tablo 4.4). Ayrica,
modele katkis1 anlamli bulunan 3 degiskenle analiz tekrarlandiginda, siniflama
basarilar1 ayni sekilde yiiksek bulunmustur (Tablo 4.7). Bu durumda, 3 degisken
kullanilarak da kisilere dogru tan1 konulabilecegi ve dolayisiyla 17 degisken yerine bu 3

degiskenin tan1 koymada kullanilabilecegi sdylenebilir.

DVM yonteminde RTF kullanilarak elde edilen sonuglarda, 17 belirleyici nitelikten 6
tanesi DTREG programi tarafindan 6nemli bulunmus ancak bu 6 nitelikten, 6nem
derecesi 3. nitelikten sonra ani bir diisiis gosterdigi i¢in ilk 3 tanesinin modele katkisi
anlamli olarak disiiniilmiistiir. Bu belirleyici nitelikler, GYA puan, ¢ocuk sayist ve
psikiyatrik tan1 olarak elde edilmistir. DVM yontemiyle, 17 belirleyici nitelik
yardimiyla bulunan siniflama basarilari da yine lojistik regresyon ile benzer sonuglar
vermis ve burada da yliksek siniflama dogrulugu elde edilmistir (Tablo 4.12). Ayrica,
modele katkis1 anlamli bulunan 3 belirleyici nitelikle analiz tekrarlandiginda, siniflama
basarilar1 aymi sekilde yiliksek bulunmustur (Tablo 4.18). Bu durumda, 3 degisken
kullanilarak da kisilere dogru tan1 konulabilecegi ve dolayisiyla 17 degisken yerine bu 3
degiskenin tan1 koymada kullanilabilecegi diisiiniilebilir. Ancak sirasiyla 17 ve 3
belirleyici nitelik kullanilarak elde edilen optimum parametre degerlerine bakildiginda,
17 belirleyici nitelik kullanildiginda elde edilen hata maliyetinin, 3 belirleyici nitelik
kullanildigi duruma kiyasla oldukga diisiik oldugu (Tablo 4.9 ve Tablo 4.15) ve bu
nedenle 17 belirleyici nitelikle elde edilen sonuglarin daha basarili sonuglar oldugu

sOylenebilir.

Bunlarin yan1 sira DVM yonteminin kullanildigr pratik uygulamalarda sik tercih edilen
dogrusal, polinomiyal ve sigmoid c¢ekirdek fonksiyonlar1 kullanilarak yeni modeller
olusturulmustur. Bu modellere ait performans Oolgiileri, RTF c¢ekirdek fonksiyonu
kullanildiginda elde edilen modelin performansindan anlamli fark gostermemistir.
Ancak analiz siirelerine bakildiginda, RTF’nin kullanildigi durum i¢in bu siirenin
oldukca kisa oldugu sdylenebilir ve bu da RTF kullanmanin bir avantaji olarak

diisiiniilebilir. Ayrica, parametre tahminleri i¢in dezavantaj olarak gosterilen zamansal
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sorunun gliniimiiz teknolojisinde ve kullanilan yiliksek performansl bilgisayarlar

sayesinde artik bir problem olmaktan ¢iktig1 sdylenebilir.

Biitiin bu kosullar topluca degerlendirildiginde, modeller igerisinden en basit yapida
olan ve klinik ag¢idan en ¢ok anlam tasityan modelin segilmesi Onerilebilir. Ancak su
unutulmamalidir, bu ¢alismada yapilan karsilastirmalar tek bir veri seti tizerinde
gerceklestirilmistir. Bu durumda amaca uygun yontemin se¢imine yonelik hatalar s6z
konusu olabilir. Model se¢iminde en dogru yaklasim, genelleme yetenegi daha genis
olan, kisa siirede olusturulabilen ve dogrusal olmayan iligkileri dikkate alan modelin

tercih edilmesidir.

Bu ¢alismanin uygulama boliimiinde kullanilan, 17 dogal nitelikten olusan ve toplam
433 kisiye ait olan veri seti, veri madenciligi arasgtirmalarinda orta biiyiikliikte kabul
edilebilecek biiyliklikktedir. Bu veri seti icin lojistik regresyon ve DVM yontemi
birbirlerine benzer sonucglar iiretmis olsalar da, DVM’nin birgok ydnden lojistik
regresyona gore ustiinliigii oldugu sdylenebilir. DVM yontemi, istatistiksel 6grenme
teorisine dayanan yeni ve dogrusal olmayan, karmasik yapiya sahip verileri siniflamada
daha etkin bir yontemdir. Lojistik regresyon yonteminde, DVM’ye kiyasla asir1 uyum
sorununun ortaya c¢ikma olasili@i yuksektir. Her iki yontemde de ama¢ tahmin
dogrulugunu maksimum yapmaktir, ancak lojistik regresyon verinin olabilirligini
maksimumlastirarak bu dogrulugu saglamaya ¢alisan dolayli bir metotken, DVM ise bu
dogrulugu smiflar arasindaki marjini maksimumlastirarak saglayan daha dolaysiz bir

. .1 11
yontemdir 09,110

Yapilan yurt dis1 calismalar incelendiginde, veri madenciligi yontemlerinin tip alaninda
yogun bir sekilde kullanildig1 goériilmektedir. Bu yontemler igerisinde de random forest
ve destek vektor makineleri tasidiklar1 6nemli avantajlar nedeniyle, hastaliklarin risk
faktorlerini belirlemede klasik yontemlere tercih edilmektedir. Elde edilen sonuglar
degerlendirildiginde ise risk faktorlerinin basarili bir sekilde belirlendigi ve model

performanslarinin oldukca ytiksek oldugu gézlenmistirlll’llz.

DVM nin tip alaninda en yaygin kullanim alanlarindan birisi de degisken sayis1 ve
gbzlem sayisi acisindan oldukca kapsamli veri igeren gen ¢alismalaridir. Son yillarin

popiiler konularindan birisi olan gen-hastalik iligkisinin DVM yontemi gibi veri
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madenciligi yontemleri ile incelenmesi, hem giivenilir hem de kullanilabilir sonuglar

vermektedirt3114,

Gece yeme sendromunu etkileyen risk faktorlerinin belirlenmesi amaciyla yapilan
caligmalarda, potansiyel risk faktorleri ya tek degiskenli analiz yontemleriyle
incelenmis veya bilinen ¢oklu modeller kullamlmlstlrll‘r"lm. Bu calismada ise ilk defa

gece yeme sendromunu etkileyen risk faktérleri DVM yontemiyle incelenmistir.

Konu ile ilgili dikkate alinmayan veya ol¢iilmeyen veya Olglilemeyen risk faktorleri s6z
konusu olabilir. Ayrica dikkate alinan risk faktorlerinin, gece yeme sendromu ile
dogrudan iliskileri incelenmis, risk  faktorleri arasindaki interaksiyonlar

degerlendirilmemistir. Bu iki durum ¢aligmanin bir sinirlilif1 olarak diisiiniilebilir.

Son olarak, DVM y6nteminin tan1 koyma veya siniflandirma islevinin yani sira tahmin
ve yapi tanima islevlerinin de saglik alaninda 6nemli uygulama alanlar1 bulacag:
sOylenebilir. Mesela ¢esitli genetik yapilar i¢in gelecekte ortaya ¢ikmasi muhtemel
hastaliklarin belirlenmesi, kisilerin fiziksel Ozellikleri, c¢evre sartlari, genetik yap1
ozelliklerinden yararlanilarak yasam siirelerinin tahmin edilmesi veya hastalik
profillerinin ¢ikarilmasi, hastane kalite diizeyinin tahmin edilmesi, hastane gelir
diizeyini etkileyen risk faktorlerinin belirlenmesi ve buna bagl olarak gelir diizeyi
artiric tedbirlerin alinmasi, poliklinikte hasta muayene siirelerinin tahmin edilmesi ve
randevu sisteminin gelistirilmesi gibi birgok konuda DVM yontemi hizmet verme

yetenegine sahiptir.
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