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Bu ¢alisma, Cankir1 ve Kastamonu illeri sinirlar1 iginde yer alan Ilgaz Orman Isletme
Midiirligii bolgesinde, orta ¢oziiniirliiklii goriintiilleme spektroradyometresi (MODIS)
verisinden fraksiyonel kar ortiisii (FKO) haritalamas1 amaciyla destek vektdr makineleri
(DVM) tasariminin arastirilmasini amaglamaktadir. Bu amagla, Mart 2000 - Nisan 2016
tarihleri arasinda edinilen on ti¢ MODIS - Landsat 7/8 goriintii ¢ifti kullanilmistir. DVM
modellerin egitilmesinde MODIS 1-7 bantlarina ait atmosfer iistii reflektans degerleri,
normalize fark kar indisi, normalize fark vejetasyon indisi ve arazi smifi prediktor
degiskenler olarak kullanilmistir. Referans FKO haritalar1 daha yiiksek mekansal
¢oziiniirlige sahip Landsat ikili kar haritalarindan tretilmisti. DVM modellerinin
egitimi ve testi sirasinda, egitim verisi boyutunun ve Orneklem tiirlinin DVM
modellerinin performanst iizerindeki etkileri arastirilmistir. Kernel fonksiyonu
seciminin FKO haritalama performansina 6nemli bir katkis1 olup olmadigmni ortaya
koymak i¢in ek bir arastirma da yapilmistir. Bagimsiz test verisi tizerindeki sonuglar,
radyal taban fonksiyonu (RBF), dogrusal, 2. derece polinom, 3. derece polinom ve 4.
derece polinom kernel kullanilarak elde edilen DVM modellerinin referans FKO
verileriyle iyi bir uyum iginde oldugunu gostermektedir (ortalama R > 0.91). Buna
karsin, standart MODIS kar fraksiyonu iiriinii, yani MOD10A1, ortalama R = 0.77 ile
biraz daha kotii performans sergilemektedir. RBF kernele sahip DVM modelleri, model
egitimi sirasinda kiiciik, orta ve biiyiik 6l¢ekli egitim verileri i¢in sirasiyla 279, 2,300 ve
8,457 saniye islemci siiresine sahip olup, model olusturma sirasmda hesaplamasal
olarak daha verimlidir.
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ABSTRACT
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This study aims to investigate the design and assessment of support vector machines
(SVM) for fractional snow cover (FSC) mapping from moderate resolution imaging
spectroradiometer (MODIS) data in llgaz Forest District region lying within the borders
of Cankir1 and Kastamonu provinces. For this purpose, thirteen MODIS - Landsat 7/8
image pairs acquired between March 2000 and April 2016 are used. SVM models are
trained by using MODIS top-of-atmospheric reflectance values of bands 1-7,
normalized difference snow index, normalized difference vegetation index and land
cover class as predictor variables. Reference FSC maps are generated from higher
spatial resolution Landsat binary snow cover maps. During the training and the testing,
the effects of the training data size and the sampling type on the predictive performance
of SVM models are investigated. An additional search is also conducted to reveal
whether the choice of kernel function has a significant contribution to the FSC mapping
performance. The results on the independent test scenes indicate that the developed
SVM models with radial basis function (RBF), linear, 2nd order polynomial, 3rd order
polynomial and 4th order polynomial kernels are in good agreement with reference FSC
data with average values of R > 0.91. In contrast, the standard MODIS snow fraction
product, namely, MOD10 FSC, exhibits slightly poorer performance with average R =
0.77. The SVM models with RBF kernel is computationally more efficient in model
building with average CPU times of 279, 2,300 and 8,457 seconds for small-, medium-
and large-sized training data sets, respectively.

2017, 88 pages

Keywords: Fractional Snow Cover Mapping, MODIS, Landsat ETM+, Landsat 8,
Support Vector Machines, Support Vector Regression.



ONSOZ VE TESEKKUR

“Ilgaz Orman Isletme Miidiirliigii Bolgesinde Kar Ortiisii Haritalamas: i¢in Destek
Vektor Makineleri Tasariminin Degerlendirilmesi” adli bu ¢alisma 2014-2017 yillar1
arasinda hazirlanarak Cankir1 Karatekin Universitesi Fen Bilimleri Enstitiisiine “Yiiksek
Lisans Tezi” olarak sunulmustur. Bu arastirmanin amaci Cankir1 ve Kastamonu illeri
sinirlart iginde yer alan Ilgaz Orman Isletme Miidiirliigii bolgesinde, orta ¢oziiniirliiklii
goriintiileme spektroradyometresi (MODIS) verisinden fraksiyonel kar ortiisii (FKO)
haritalamas1 amaciyla destek vektdr makineleri (DVM) tasariminin arastirilmasini
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MODIS - Landsat 7/8 goriintii ¢ifti kullanilmustir. Bu goriintiilerden sekiz tanesi model
egitiminde kullanilmig, kalan besi ise bagimsiz test verisi seti olarak ayrilmistir. DVM
modellerinin egitimi ve testi sirasinda, egitim verisi boyutunun ve 6rneklem tiiriiniin

DVM modellerinin performansi tizerindeki etkileri arastirilmistir.

Calismanin her sathasinda yakim ilgi ve Onerileri ile beni yOnlendiren, her zaman
destekleyen ve ¢alismanin yonlendirilmesinde ve yiiriitiillmesinde yol gosteren, kiymetli
fikirlerini esirgemeden sunan, degerli danigman hocam Saym Yrd. Dog¢. Dr. Semih

Kuter’e sonsuz tesekkiir ederim.

Bu tez calismasi Cankir1 Karatekin Universitesi BAPK OF090316L.04 nolu proje ile

desteklenmistir.

Tim egitim hayatim boyunca benden maddi ve manevi desteklerini esirgemeyen her

zaman yanimda olan sevgili aileme tesekkiirlerimi bir borg bilirim.

Bora Berkay CIFTCI
Cankir1, Kasim 2017

Vi



ICINDEKILER

O ZE T .. v
ABSTRACT et e e et e e et e e b e e et ra e e v
ONSOZ VE TESEKKUR ..........ocooviiiiieieeeeeeeeee et en sttt vi
SIMGELER DIZINT ..ot viii
SEKILLER DIZINI .........coooiiiiiiiieeeecec e iX
CIZELGELER DIZINI ........cooooviviviiioeeeeeeeeeee e, X
(O € 12 TR 1
2. MATERYAL VE YONTEM .........cocoviiiiiieeeeee et en et 7
2.1, CalSMA ATANL ......oiiiiiiiiiiii e anees 7
2.2 VI SBU ...ttt 8
2.2. 1. MODIIS ... annes 8
2.2.2. Landsat 7 ETM+ ve Landsat 8 OLI uydulart .................ccccoooiiiiiiiiiincnnnn, 10
2.3. Destek Vektor Makineleri (DVIM) .........cooiiiiiiiiiiiiiiciiicee e 12
2.4, MODIS GrUNIETI .......ooiiiiiiiiii et 16
2.4.1. MODIS seviye 1B Gl ..........cocovriiiiiiiiiieiiiccsc e 18
2.4.2 MODIS kar algoritmasi ve seviye 3 giinliik kar tirtinii......................ccceenn, 21
2.5 Veri Seti Ile lgili On Isleme .................ccccooooiiiiiiiiiiicccecccceeee e, 24
2.5.1. MODIS verisinin 6n iSIemesi................cooouiiiiiiiiiiiii e 26
2.5.2. Landsat 7 ETM+ ve Landsat 8 OLI referansh FKO haritalan..................... 28
2.6. Deneysel TASATTIN ...........oooiiiiiiiiiiiiiiiii et e s e e e 29
2.6.1. Orneklem boyutu ve 6rneklem tiirii ................cocoovevieiiirieieeereeeeeeeee s 29
2.6.2. DVM modellerin egitimi ve performans olciitleri......................ccoooeinnnnnnn 30
3. BULGULAR VE TARTISMA...... ..ot 32
3.1. Egitim Verisi Uzerinde DVM..............cccoovoiiiivieiieceeeee e 32
3.2. Test Verisi Uzerinde DVM..........cccccooiiiininiiniininiecsiecssese e 33
4. SONUCGLAR. .. e, 40
KAYNAKLAR ettt e e e e s e e s s 41
EILER .. 49
EK 1 MATLAB Programinda Uydu Goriintiillerinden Egitim ve Test Veri
Setlerinin Olusturulmasi i¢in Kullanilan Fonksiyon...................cccococvvevnnn.. 49
EK 2 MATLAB Programinda DVM Kernel Fonksiyonlarindan Dogrusal ........... 54
EK 3 MATLAB Programinda DVM Kernel Fonksiyonlarindan RBF ................... 63
EK 4 MATLAB Programinda DVM Kernel Fonksiyonlarindan Polinom.............. 72
OZGECMIS ..ottt ettt ettt 80

vii



RANOVA
DVM

DN

ETM+

EOS
EOSDIS

FKO
HDF
HDF - EOS

IGBP

KKA
KSE
LSD
MODIS

NASA

NDSI
NDVI

NIR
NOAA

OLI

R
RBF
RMSE
SDS
SI
SLC
SWIR
TIRS
TOA
UA
YA
Ha
km?
m

pm
nm
°C

Y

SIMGELER DiZiNi

Repeated Mesures ANOVA - Tekrarlanan Olgiimler ANOVA
Destek Vektor Makineleri

Digital Number — Dijital Say1

The Enhanced Thematic Mapper Plus - Gelistirilmis Tematik
Haritalayic1

Earth Observing System - Diinya Gozlemleme Sistemi

Earth Observing System Data and Information System - Diinya
Gozlem Sistemi Veri ve Bilgi Sistemi

Fraksiyonel Kar Ortiisii

Hierarchical Data Format - Hiyerarsik Veri Formati

Hierarchical Data Format — Earth Observing System - Hiyerarsik
Veri Formati- Diinya Gozlem Sistemi

The International Geosphere-Biosphere Programme - Uluslar
aras1 Jeosfer-Biyosfer Programi

Karla Kapli Alan

Kar Su Esdegeri

Least Significant Difference - En Az Anlamli Fark

Moderate Resolution Imaging Spectroradiometer - Orta
Coziniirlikli Goriintiileme Spektroradyometresi

National Aeronautics and Space Administration -  Ulusal
Havacilik ve Uzay Dairesi

Normalized Difference Snow Index - Normalize Fark Kar Indisi
Normalized Difference Vegetation - Normalize Fark Vejetasyon
Indisi

Near Infrared - Yakin Kizilotesi

National Oceanic and Atmospheric Administration - Ulusal
Okyanus ve Atmosfer Idaresi

Operational Land Imager - Operasyonel Kara Goriintiileyici
Correlation Coefficient — Korelasyon Katsayisi

Radial Basis Function - Radyal Taban Fonksiyonu

Root Mean Squared Error - Hatalarin Kareler Ort. Karekokii
Scientific Data Set - Bilimsel Veri Seti

Scaled Integer — Olgeklendirilmis Tamsay1

Scan Line Corrector - Tarama Cizgi Diizelticisi

Shortwave Infrared — Orta Kizil6tesi

Thermal Infrared Sensor - Termal Kizilotesi Sensor

Top of Atmospheric - Atmosferiistii

Uzaktan Algilama

Operartional Research - Yoneylem Arastirmalari

Hektar

Kilometrekare

metre

Mikrometre

Nanometre

Santigrat Derece

Standart Sapma

viii



Sekil 2.1

Sekil 2.2
Sekil 2.3
Sekil 2.4

Sekil 2.5
Sekil 2.6
Sekil 2.7

SEKILLER DiZiNi

a) Cankir1 — Kastamonu il smirlar1 ve Landsat 177/32’nin konumu, b) Ilgaz
Orman Isletme Miidiirliigii sinir1 ve Calisma Alani, ¢) Ilgaz Orman Isletme
Miidiirliigiine bagl Isletme Seflik SINITIAIT .....coovvvveveveeeeeeeecee e 8
MODIS’in @0zZIem alant...........ccoveeiiiiiiiiieiiiie e 10
Destek vektorleri tarafindan tanimlanan en uygun ayirict hiperdiizlem ..... 13
Dogrusal bir DVM i¢in yumusak marjin kayip ayarinin temel bir gosterimi

......................................................................................... 16
MODIS sintizodial grid $EMa..........ccveriiiiiiiieiiic e 17
Seviye 1B iiriiniindeki dn’nin 6lgekli tamsay1 gosterim...........coeevevenee.. 20
Landsat ETM+ goriintiilerinden ikili kar haritas1 tiretilmesi....................... 25



CiZELGELER DIiZiNi

Cizelge 2.1 MODIS spektral bantlarinin Kargilig ..........cccooveiiiiiiiiiiiicecee 9
Cizelge 2.2 Landsat 7 ETM+ uydu goriintiisiiniin bantlarinin geometrik ve spektral

OZellIKIeri (URLS)....cvviiiiieiiie e 11
Cizelge 2.3 Landsat 8 OLI Bantlar1 ve Ozellikleri (URLS) ........ccccoevivvveeirienirererennene, 12
Cizelge 2.4 Seviye 1B Urlin OZET .......vveiiiviiiiiiieiiiiese et 19
Cizelge 2.5 Yansitici solar bantlarin birimleri ... 21
Cizelge 2.6 MODIS’in kar verisi Urlinleri..........ooooviiiiiiiiiiciiiiiic e 23
Cizelge 2.7 MOD/MYDI10AT giinliik kar tipi 6zelliKleri .........cccccoovivieiiiiiiines 24
Cizelge 2.8 DVM modellerinde kullanilan MODIS ve Landsat 7/8 verileri ................. 26

Cizelge 2.9 DVM egitilmesinde ve testinde kullanilan Landsat 7/8 ve MODIS cifti .... 26
Cizelge 2.10 Hata Matrisi Analizi (Arazi Kod Ag¢iklamalari: 1: herdem yesil ormanlar,
2: yaprak doken ormanlar 3: karisik ormanlar 4: ¢im ve ¢alilik alanlar 5:
savanalar 6: karisik tarimsal alanlar 7: agik ve seyrek bitki oOrtiisii 8:
daimi sulak alanlar) ... 28
Cizelge 2.11 Orneklem boyutuna ve drneklem tiiriine gore egitim piksellerinin sayisi
(BR: Basit rastgele ornekleme, TR FKO: Fraksiyonel kar ortiisii
bakimindan tabakalandirilmig rastgele 6rnekleme) .........ccccccceeeviiiinnne. 30
Cizelge 3.1 Her bir 6rneklem tiirii ve 6rnek boyutu i¢in modellerin egitim siirecinde %
30’luk test verisi iizerinde en iyi R degerini veren se¢ilmistir. Kalin
yazilan R degerleri her bir tiir i¢in en 1iyi egitim performansini
GOSTEIMEKLEAIT ..vvvvviiiieeiiiiiiie ittt 32
Cizelge 3.2 Kernel fonksiyonlar1 i¢in belirlenen optimal degerler .............cccccveeeeinnns 33
Cizelge 3.3 RBF, Dogrusal, 2. 3. ve 4. Derece Polinom kernel fonksiyonu kullanan
DVM modellerinin bes bagimsiz test goriintiisii ve toplamda 67.495
pikselden olusan birlesik test veri seti lizerindeki performansi. Kalin
harfle belirtilen satir, en iyi egitim performansi bakimindan ilgili modelin

test sonuglarmi gostermektedir (K: kiiciik, O: orta, B: biiyiik)............... 35
Cizelge 3.4 DVM modellerinin egitimi boyunca saniye bazinda gecirilen ortalama
CPU Zamanlari.........cccoovviiiiiiiiiii i 36
Cizelge 3.5 DVM ve MOD10A1den elde edilen FKO degerleri i¢in bagimsiz test veri
setlerine ait RMSE Ve R degerleri..........ccuiveiiieiieniie e 37

Cizelge 3.6 RMSE degerleri bakimindan RANOVA test sonuglarinin kiyaslamasi (*,
ortalama farkin a = 0.05 O6nem seviyesinde istatiksel agidan Onemli
oldugunu gostermektedir)...........cocovviiiiiiiiiiii 38
Cizelge 3.7 R degerleri bakimindan RANOVA test sonucglarinin kiyaslamast (*,
ortalama farkin a = 0.05 O6nem seviyesinde istatiksel agidan Onemli
oldugunu gostermektedir)...........coovviiiiiiiiiii 39



1. GIRIS

Kar, diinya yiizeyinin onemli bir fiziki 68esi olup, mekansal ve zamansal dagiliminin
siirekli gozlemlenmesi temel cevre arastirmalar agisindan olduk¢a &nemlidir. Tklim
bilimi agisindan bakildiginda kar ortiisii, (i) elektromanyetik spektrumun goriiniir ve
kizilotesine yakin bolgelerindeki yiiksek albedosu (yiizeylerin ‘-15181-> yayma giicii)
sayesinde giinesten gelen 15181n bilyiik miktarini yansittigi (Tekeli vd. 2005) ve (ii) zayif
1s1 iletkenligi ozelligiyle bir yalitkan madde gibi etki gostererek kis boyunca diinya
yiizeyinden 1smin serbest birakilmasmi engelledigi i¢in diinya ile atmosfer arasindaki
enerji aligverisi siireci lizerinde dogrudan etkiye sahiptir (Zhang 2005). Kar ayni
zamanda orta ve yiiksek enlemlerdeki Alpin kusaginin yani sira diinyanin daglik
bolgelerinin hidrolojisinde de 6nemli bir rol oynamaktadir (Cline vd. 1998, Hartman vd.
1999, Lehning vd. 2006). Kar kiitlesinde biriken su, kis mevsimi boyunca potansiyel bir
sel baskini riski tasiyan yiiksek miktarda donmus su rezervi olarak islev gérmekte olup,
ayn1 zamanda enerji ve su tedariki agisindan kiymetli bir kaynak teskil etmektedir

(Romanov vd. 2003, Akyurek vd. 2010).

Karin mekansal dagilimi, 6nemli bir iklim degiskeni olarak kabul edilmektedir (Hiisler
vd. 2012). Dolayisiyla Karla Kapli Alan (KKA)’in dogru bir sekilde modellenmesi, Kar
Su Esdegeri (KSE)’nin daha iyi tahminlenmesi ve nihayetinde iklim degisikligi ve
hidrolojik calismalarn yani sira, atmosferik dolasim ve hava tahmin modellerinin
basarisi agisindan da 6nemlidir (Dozier 1992, Foster vd. 1996, Brown vd. 2003, Hosaka
vd. 2005, Clark vd. 2006). Saha olgtimlerine dayanan KKA analizleri (Brown ve
Goodison 1996, Beniston 2003, Laternser ve Schneebeli 2003, Marty 2008) yiiksek
kaliteli uzun zaman serisi verisi saglasa da saha 6lgtimleri yoluyla KKA haritalanmasi
ekonomik ve lojistik acidan pratik degildir (Gafurov ve Bardossy 2009). Uzaktan
Algilama (UA), ilk operasyonel kar haritalamasmin Ulusal Okyanus ve Atmosfer
Idaresi (National Oceanic and Atmospheric Administration - NOAA) tarafindan
yapildig1 60’11 yillarin ortalarindan bu yana, ¢esitli diisiik ve orta mekansal ¢oziiniirliige
sahip sensorlerce elde edilen zamanli ve ¢ok spektrali verilerle kar Ortiisiiniin istikrarli

bir sekilde izlenmesi igin gii¢lii bir alternatif sunmaktadir (Hall ve Martinec 1985).



Giivenilir KKA tahminlemesi i¢in metodolojiler gelistirilmesi uzun siiredir UA nin ilgi
alaninda yer almaktadr (Rango ve Martinec 1979, Malnes ve Guneriussen 2002,
Metsdmaiki vd. 2002, Luojus vd. 2007, Siljamo ve Hyvérinen 2011).

Yiiksek zamansal ¢oziiniirligi ve farkli mekansal ¢oziiniirliiklere sahip 0.4 pm’dan 14.4
pum’a kadar uzanan 36 spektral banti ile (bant 1-2: 250 m, bant 3-7: 500 m, ve bant 8-36:
1000 m) Orta Coziinirliiklii Gorlintiileme Spektroradyometresi (Moderate Resolution
Imaging Spectroradiometer - MODIS), hem bdlgesel hem de kiiresel dlgekte kar ortiisii
haritalamasi en fazla kullanilan aragtir (Hall vd. 2002, Rodell ve Houser 2004, Poon ve
Valeo 2006, Shamir ve Georgakakos 2006, Parajka ve Bloschl 2008, Wang vd. 2008).

Kar haritalamasindaki problemli konulardan biri, uydu goriintiilerinin zamansal ve
mekansal ¢oziiniirliikleri arasindaki 6diinlesmedir. Clinkii yiiksek mekansal ¢oziintirlik
zamansal ¢oziintirliigli azaltmaktadir, bu durum sonugta kar ortiistindeki degisikliklerin
algilanmasimi sinirlandirmaktadir. Diger taraftan yiiksek zamansal ¢oziiniirliik bilgisi de
distik mekansal ¢ozinirlikten dolayr kar Ortiisii  haritalarindaki  dogrulugu

azaltmaktadir.

Bu problemlerin iistesinden gelmek igin, spektral ayrma (Painter vd. 2003) ve
Normalize Fark Kar indisi (Normalized Difference Snow Index - NDSI) (Salomonson
ve Appel 2004) yontemlerine dayali Fraksiyonel Kar Ortiisii (FKO) haritalama
yaklasimlari, disik veya orta c¢oOziinlirlikli goriintiler icin tasarlanmis ve
uygulanmistir.  FKO haritalanmasinda, bir pikselin kar veya kar degil olarak
etiketlendigi ikili smiflandrma yaklasiminin aksine, her bir orta/diisik mekansal
¢ozliniirliige sahip pikseldeki arazi smiflarinin mekansal dagilimlart tam olarak

bilinmese de, her bir smifin piksel igindeki ylizdesel olarak oransal dagilimi

kestirilebilmektedir (Verbeiren vd. 2008).

Kar ortiisiinii haritalama teknikleri iki ana kategoride gruplandirilabilir: (i) ikili, ve (ii)
piksel alt1 siniflandirma. Geleneksel ikili yaklasimda her bir piksel ya kar ya da kar
degil olarak belirtilmektedir. Hall vd. (1995) tarafindan gelistirilen ilk MODIS ikili kar
ortiisti algoritmasi, elektromanyetik spektrumun goriiniir bolgelerinde (0.4 - 0.7 pm)
karin yiiksek reflektans 6zelligini ve kisa ve orta diizeyli kizil Gtesi bolgelerinde ise

diisiik reflektans o6zelligini (1 - 4 um) kullanan NDSI’nin {izerine kuruludur. MODIS



bant 4 (0.545-0.565 um) ve bant 6 (1.628-1.652 pum) NDSI’yi hesaplamada

kullanilmaktadir:;

bant4,,.5s —bant6,,op
bant4,, s +bant6,,,.,c

NDSI =

(1.1)

Bu oranti kar1 bulutlardan ve ayni zamanda karla kapli olmayan yiizeylerden ayirt
etmeye yaramaktadir. Algoritmanin ilk siirimiinde orman bakimindan yogun olmayan
bir alanda kar haritalama yapilmasi i¢in gereken kosullara gore; NDSI > 0.4 ve bant 2
reflektans1 > %11 (karin sudan ayrilmasi i¢in) ve bant 4 reflektansi ise > %10 (yiiksek
NDSI degerlerine ragmen karanlik hedeflerin yanliglikla kar olarak siiflandirilmasini
onlemek i¢in) olmalidir (Klein ve Barnett 2003). Algoritmanin ikinci ve gilincellenen
versiyonlari, (i) yogun ormanlik olmasi durumunda kar Ortiisiiniin haritalamasini
gelistirmek i¢cin MODIS bant 1’1 (0.620 - 0.670 pm) ve bant 2’yi (0.841 - 0.876 um)
kullanarak Normalize Fark Vejetasyon indisi (Normalized Difference Vegetation Index
- NDVI) ile NDSI’nin kombinasyonunu (Klein vd. 1998) ve (ii) 6nceki MODIS kar
haritalarinda yerkiirenin bir¢ok kisminda bulunan yanlishkla smiflandirilan kar
ortiistiniin ¢ogunu bertaraf etmek i¢in MODIS kizil 6tesi bantlarmi, yani bant 31 (10.78
- 11.28 pum) ve bant 32’yi (11.77 - 12.27 um) kullanarak bir termal maskenin
uygulamaya gegirilmesini igermektedir (Hall vd. 2006). Bununla birlikte, ikili
formattaki KKA verileri, iklim, hidrolojik ve sayisal hava Orneklerine Dbiiylik
belirsizlikler getirebilir, c¢linkii KKA'min fraksiyonel o0zelliginden yoksun olmasi,
Ozellikle karm birikimi ve erime siiresi boyunca KKA'min mevsimsel dinamiklerini
dogru bir sekilde tahmin edebilmeyi engellemektedir (Romanov vd. 2003, Dietz vd.
2012). Sonug olarak dagilimli fiziki modellerdeki kar karakteristiklerini kullanmak i¢in
piksel alti1 smiflandirma yaklasmmi kullanilarak FKO haritalar: iiretilmek zorundadir
(Painter vd. 2003, Dietz vd. 2012). Piksel alt1 siniflandirma, arazi ortiisii siniflarmin
muhtemel karigimini (6rn; kar, toprak, kaya, bitki ortiisii, su vd.) ortaya ¢ikararak ve her
bir Ortii tiirlinlin alana iliskin orantistm1 bir piksel icinde tanimlayarak diisiik
¢Oziintrlikli goriintiilerde kalitsal olarak goriilen karigik piksel problemleriyle ilgili
smirlamalarin 6tesine gecmeye calismaktadir. Yine de her bir diisiik ¢oziiniirlikteki
pikseldeki smif orantilarinin tam mekansal dagilimi hala bilinmezligini korumaktadir

(Verbeiren vd. 2008).



Spektral karisim analizi, FKO'yii tahmin etmede belki de en ¢ok tercih edilen
yontemdir. Bir sensor tarafindan Olciilen radyansin, tekli yiizeylerden yansiyan
radyanslarin dogrusal bir birlesimi oldugu varsayimina dayanir, yani; spektral
izleri/isaretleri benzersiz ve rastgele bir goriintii giiriiltii seviyesinin iistiinde iyi ayrilmisg
olan u¢ iyelerdir (Xu vd. 2008). Rosenthal ve Dozier (1996) nihai iiyelerin temel
bilesen analizi yoluyla goriintii verilerinin alindig1 denetimsiz dogrusal bir spektral
karisim teknigi kullanarak Landsat ETM+ verilerinden FKO’yii tahmin etmistir. Birgok
calisma MODIS verilerinden FKO’yii tahmin etmede bu ydntemi kullanmaktadir
(Painter vd. 2003, Vikhamar ve Solberg 2003, Hongen ve Suhong 2004, Xu vd. 2008,
Painter vd. 2009, Sirguey vd. 2009, Zhu vd. 2012).

Terra ve Aqua MODIS goriintiilerinden piksel alt1 fraksiyonel KKA haritalamas: igin
bir baska yontem ise; bir MODIS pikselinde daha yiiksek ¢oziiniirliiklii Landsat kar
haritalarinin referans FKO olarak kullanilarak, NDSI ve FKO arasindaki istatistiksel
dogrusal bir iliski kurularak gelistirildi (Salomonson ve Appel 2004, 2006). Bu yontem
su anda, Koleksiyon 5 ve 6'daki standart MODIS FKO iiriinii olusturmak igin
kullanilmaktadir (sirayla C5 ve C6 olan). Bununla beraber, C6'daki KKA FKO olarak
verilmemistir, onun yerine NDSI KKA acisindan rapor edilmistir. Sonug¢ olarak,
FKO'yii hesaplamak i¢in C6 NDSI KKA verilerine MODIS C5 FKO denklemi
uygulanmalidir (Riggs vd. 2016).

Veri madenciligi ve istatistiki 6grenme teorilerine dayanan “Destek Vektor Makineleri”
(DVM) (Vapnik 1995) ileri diizey denetimli parametrik olmayan smiflandirma ve
regresyon aracidir. Sismoloji (Fisher vd. 2017), enerji ve finans (Mustaffa vd. 2014,
Yuan ve Lee 2015, Kumar vd. 2016), yiiz tanima, yazi smiflandirma, biyobilisim ve
veritabanli pazarlama gibi bir¢ok uygulamada basarili bir sekilde kullanilmaktadir
(Campbell ve Ying 2011). DVM’lerin arkasindaki temel mantik, smiflarin optimal
ayrimini iireten karar sinirlarinin yerinin belirlemesidir (Vapnik 1995). Dogrusal karar
siirlarinin sonsuz sayilart boyunca dogrusal olarak ayrilabilir ikili smiflandirma
probleminin varliginda DVM genelleme hatasini minimize edeni seger, bu da su anlama
gelir ki secili karar smirlart iki smif arasindaki en biiyiik marjini birakan olacaktir. Bu
asamada marjin, iki smifin en yakin noktalarindan hiperdiizleme olan mesafelerin

toplami olarak tanimlanir (Pal ve Mather 2005).



DVM’ler ilk olarak oriintii tanimlama gorevleri igin gelistirilmis olsalar da regresyon ve
zaman serilerinin tahminlenmesine yonelik uygulamalarda da basarili sonuglar vermistir
(Drucker vd. 1997a, Miiller vd. 1997, Mattera ve Haykin 1999). Genel manada
DVM’lerin sundugu faydalar, su sekilde 6zetlenebilir Mountrakis vd. (2011): (a) UA
uygulamalar1 i¢in cazip olan uzaktan algilanan goriintiilerinden edinilen verilerin
cogunlukla bilinmeyen dagilimlari oldugu i¢in siniflandirilacak verinin bilinen istatistiki
dagilimint DVM’ler varsaymazlar. (b) DVM’ler karesel (ya da ikinci dereceden)
problemlerle ilgilendiginden bu daima kiiresel minimuma gider ve bu da bunlarin yerel
minimaya saplanmaya karsi direngli olduklarint gosterir. (c) DVM’ler, sinirli miktar
ve/veya kaliteli egitim verilerinden iyi bir sekilde yiiksek genelleme yapma yetenegine
sahiptirler, ¢iinkii “destek vektor” konsepti, siniflandiricinin hiperdiizlemini belirlemek
icin sadece birkag veri noktasina giivenir; bu da arazi dogrulama verilerinin temininin
zorlugundan dolayr UA uygulamalar1 i¢in ¢ok kullanighdir. Yukarida bahsedilen
konular UA alaninda ¢alisanlarin hemen dikkatini ¢ekmistir (Huang vd. 2002b, Foody
ve Ajay 2004), DVM’ler goriintii smiflandrma ve UA’deki regresyon (Bruzzone ve
Melgani 2005, Kaheil vd. 2008, Zheng vd. 2008) gorevlerinde basarili uygulamalara

sahiptirler ama heniiz FKO tahminleri i¢in kullanilmamaktadirlar.

DVM, UA’da gerek goriintii siniflandirma (Huang vd. 2002a, Foody ve Ajay 2004),
gerckse regresyon amaciyla (Bruzzone ve Melgani 2005, Kaheil vd. 2008, Zheng vd.
2008) yaygm bir sekilde uygulandig: bilinmekle birlikte, yapilan titiz literatiir taramas1
sonucunda FKO alaninda kullanildig1 bir calismaya rastlanmamistir. Bilindigi {izere tiim
parametrik olmayan siniflandirma ve regresyon yontemlerinde oldugu gibi, DVM’ler de
modelin daha 6nce goérmedigi veriyi genelleme yetenegini dogrudan etkileyen “model
ayarlama” parametrelerine sahiptirler. Dolayisiyla bu ¢aligmanin birincil temel amaci
UA’da FKO amaciyla DVM tasarimimin detayli olarak arastirilarak, en uygun DVM
model ayarlama parametrelerinin secilen ¢alisma sahasi 6rneginde ortaya konulmasidir.
Calismanin ikincil temel amaci ise, DVM modellerin egitimi sirasinda kullanilan egitim
veri setinin olusturulmasinda kullanilan 6rneklem tipinin ve drneklem boyutunun nihai
DVM modellerinin genelleme ve tahmin becerisi iizerinde istatistiksel agidan anlaml

bir etkisi olup olmadigmin arastirilmasidir.



Tezin kalan kismi su sekilde diizenlenmistir:

Materyal ve Yontem: Tezin ikinci bolimiinde segilen ¢aligma alani kisaca
tanitilarak, MODIS, Landsat 7 ETM+ ve Landsat 8 OLI sensorleri ve
analizlerde kullanilan bu sensorlere ait iriinler ile goriintiilerin 6n igleme
asamalar1 hakkinda bilgiler verilmistir. Daha sonra DVM’in matematik arka
planmi tanitilarak, DVM modellerin egitilmesi ve bu sirada kullanilan deneysel

tasarim detaylariyla agiklanmistir.

Bulgular ve Tartisma: Tezin {iglincii b6liimiinde egitim ve test verisi lizerinde
DVM modellerinin performansi degerlendirilmistir. DVM modellerinin egitimi
boyunca 6rneklem boyutlarina gore ortalama siireleri hakkinda bilgi verilmistir.
DVM modellerinin ve MOD10A1 {iriiniiniin performanslari, test veri setleri
kullanilarak karsilastirilmig, istatiksel bakimdan o©Onemli farklhiliklar olup
olmadigini belirlemek amaciyla tekrarlanan olgiimler ANOVA (Repeated
mesures ANOVA - RANOVA) testi yapilmistir.

Sonuglar: Tezin dordiinci ve son boliimiinde, calismada elde edilen genel
bulgular ve sonuclar kisaca dzetlenerek, gelecekteki potansiyel calisma konulari

ile ilgili 6zet bilgiler verilmistir.



2.  MATERYAL VE YONTEM

2.1. Cahsma Alam

Calisma alan1 Tiirkiye’nin Cankir1 ve Kastamonu illerinin sinirlar1 iginde bulunan llgaz
Orman Isletme Miidiirligii 1960 yilinda kurulmus olup, yaklasik 7520 km?’lik bir alani
kapsamaktadir (Bakmiz Sekil 2.1). Cankir1 ilinin Ilgaz, Kursunlu, Atkaracalar ve
Bayramoren ilgelerini kapsamaktadir. 205,258.4 Hektar (Ha) Sorumluluk alanimna sahip,
Orman Isletme Miidiirliigii %37.6 (77165.6 ha) ormanlik alan, %62.4 (128092.9 ha)
aciklik alandan olusmaktadir. Ormanlik alanin %59’ u (45883.1 ha) normal koru %41 ‘i
(31282.5 ha) bozuk koru niteligindedir. Miidiirliigiin biinyesinde 7 adet Orman Isletme
Sefligi bulunmaktadir. Isletme Seflikleri Ilgaz, Osmangélii, Devrez, Hizardere, Yenice
Sefliklerinin kurulus merkezi Ilgaz ilgesi, Kursunlu Sefliginin kurulus merkezi
Kursunlu ilgesi, Bayramoren sefliginin kurulus merkezi Bayraméren ilgesidir. Yine bu
orman igletme sefliklerine bagh olarak ormanlarin korunmasina hizmet etmek amaciyla

seflik merkezlerinde kurulmus olan 7 adet toplu koruma merkezi bulunmaktadir.

Ilgaz Orman Isletme Miidiirliigii orta Karadeniz béliimiiniin i¢ kisminda yer almaktadir.
Dogudan Kastamonu Tosya, kuzeyden Kastamonu, Batidan Bolu Devrez, Giineyden
Cankir1 Isletme Miidiirliikleri ile komsudur. Ilgaz Orman Isletme Miidiirliigii 32 58’
45°’- 33 51°32°’dogu boylamlar1 ile 40 55’32 -41 04’ 57 kuzey enlemleriyle llgaz
Orman Isletme Miidiirliigii smirlarindaki ormanlar, genel olarak karadeniz ve karasal

iklim kusag1 arasinda kalmaktadir (URL1).

Calisma alanmin rakimi ortalama deniz seviyesinden 510-2540 m arasinda degisen
yiiksekliktedir. Bitki Ortiisi temel olarak orman, c¢alilik ve alp bitkilerinden
miitesekkildir. Kuzey yamaglarin diisiik rakimli yerleri genellikle mese (Quercus spp.),
karagam (Pinus nigra ssp. pallasiana), Uludag koknari (Abies nordmanniana spp.
bornmulleriana) ormanlariyla kaphdirlar. 1000-1300 m rakimlarda diger ¢ira ve kisin
yaprak doken bitkilerle birlikte ¢ogunlukla giirgen (Carpinus spp.) ve kaymn agaglari
(Fagus orientalis L.) gozlemlenir. 1500 m ve iizerinde ise saf veya karigik karagam
(Pinus nigra ssp. pallasiana) ve sarigam (Pinus sylvestris L.) ormanlar1 bulunur (Kuter
2008).


https://en.wikipedia.org/wiki/Quercus_cerris
https://en.wikipedia.org/wiki/Carpinus
https://en.wikipedia.org/wiki/Pinus_sylvestris

Bolgedeki yillik ortalama sicaklik 9.8 °C’dir. En soguk ay -0.8 °C ortalama sicaklikla
Ocak iken en sicak ay 20 °C ile Temmuz’dur. Kastamonu Meteoroloji Istasyonu
verilerine gore yillik ortalama yagis miktar1 486 mm’dir. Dag zirvelerinde yagis
yaklasik 1200 mm civarindadir. i¢ Anadolu ikliminin etkisiyle yamaglarda 1 metreyi
bulan kar tabakasi, 6 ay boyunca kalmaktadir (Aydinozu vd. 2011, Kuter ve Kuter
2016).
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Sekil 2.1  a) Cankir1 — Kastamonu il smirlar1 ve Landsat 177/32’nin konumu, b) llgaz
Orman Isletme Miidiirligi sinir1 ve Calisma Alani, ¢) Ilgaz Orman Isletme
Miidiirliigiine bagh Isletme Seflik Sinirlart

2.2.  Veri Seti
2.2.1. MODIS

MODIS, Ulusal Havaciik ve Uzay Dairesi (National Aeronautics and
Space Administration — NASA) tarafindan igletilen iki ¢apraz iz tarayici radyometrik
aracin ismidir: Bunlardan biri 1999 yilindan beri Terra uydusunda, digeri ise 2002

yilindan bu yana Aqua uydusu iizerinde yer almaktadir (Qu vd. 2006). lk aracin yerel



giines zamanma gore 10:30 civarinda ekvator iizerinde (glineye dogru) alcalan bir
yoriingesi varken, ikincisinin yerel glines zamanina gore 13:30 civarinda ekvator

iizerinde (kuzeye dogru) ylikselen bir yoriingesi bulunmaktadir.

Cizelge 2.1 MODIS spektral bantlarmin karsilig

Bant Aralik Ortalama Kullanma
(pum) (pum)
250 m mekansal coziiniirliikte yansitici giines bantlan
L 0.620-0.670 0.659 Aerosol, bulut, arazi
2 0.841-0.876 0.865 ' '
500 m mekansal coziiniirliikte yansitici giines bantlan
3 0.459-0.479 0470 Aerosol and bulut optik
4 0.545-0.565 0.5% kalinlig1, bulut fa21,pbu|ut etkili
5 1.230-1.250 1.240 yari gap1, bulut maskesi, kar
6 1.628-1.652 1.640 araal ' B
7 2.105-2.155 2.130
1000 m mekansal coziiniirliikte yansitici giines bantlan
8 0.405-0.420 0.412
9 0.438-0.448 0.443 Okyanus rengi, klorofil,
10 0.483-0.493 0.448 fitoplankton, biyojeokimyasi
11 0.526-0.536 0.531
= 0.546855 P05l Tortular, atmosfer
13 0.662-0.672 0.667 '
14 0.673-0.683 0.678 Floresan
15 0.743-0.753 0.748 Atmosfer. aerosol
16 0.862-0.877 0.869 '
17 0.890-0.920 0.905 Atmosferik toplam
18 0.931-0.941 0.936 ¢Oktiiriilebilir su buhari,
19 0.915-0.965 0.940 bulutlar
26 1.360-1.390 1.375 Siriis bulutu
1000 m mekansal ¢zéiiniirliikte termal emisyon bantlari
20 3.660-3.840 3.750 .
n [ ammeswy | oo | el s
22 3.929-3.989 3.960 s1cakl1l,<
23 4.020-4.080 4.050
2‘51 jjg;:igjg ig;g Atmosferdeki sicaklik profili
g; 3?32:3232 ?;gg Troposferik su buhart
29 8.400-8.700 8.550 Bulut pargacigi yarigi
30 9.580-9.880 9.730 Toplam ozon
31 10.780-11.280 11.030 Bulut, yiizey sicaklig, ates
32 11.770-12.270 12.020 ' '
33 13.185-13.485 13.340
34 13.485-13.785 13.640 Bulut iist yiikseligi, sicaklik,
35 13.785-14.085 13.940 basing, sicaklik profili
36 14.085-14.385 14.240

Her bir aracin serit genisligi yaklasik 2330 km’dir ve her biri 10 km’lik bir alani
taramaktadir (Bakiniz Sekil 2.2). Bunlar diinyay: yeryiiziinden 700 km’lik bir irtifadan

+55°’lik bir goriis agist ile goriintlilemektedir ki bu da giinliikk bazda neredeyse tiim



yerkiirenin gozlemlendigi anlamima gelmektedir (Qu vd. 2006). Her iki arag, radyasyon
dengesi, bulut oOrtiisii ve atmosfer gibi diinyanin kiiresel dinamiklerini incelemek icin
degiskenlik gosteren mekansal ¢oziiniirliikte 0.4 um’dan 14.4 pum’a kadar bir dalga boyu
araligindaki 36 spektral bantda veri elde etmektedir (Cizelge 2.1). (Salomonson vd.
1989).

MODIS 7

Hareket yolu

Hareket yoluna dik iz iz

<«

Tarama cizgileri

Sekil 2.2 MODIS’in gézlem alan1 (Toller vd. 2012)

2.2.2. Landsat 7 ETM+ ve Landsat 8 OLI uydular

Gelistirilmis tematik haritalayici (The Enhanced Thematic Mapper Plus - ETM+)
aracmni kullanan Landsat 7, NASA'nin kiiresel arastirma programinin bir parcasi olarak
15 Nisan 1999'da firlatilmistir. Bu uzun vadeli program, karalarin, okyanuslarin,
atmosferin, buz kiitlerinin yani sira yasam formlar1 da dahil olmak iizere Diinya'nin
kiiresel cevrelerindeki degisimleri anlamayi amaglamaktadir (Goward vd. 2001).
Sensor, elektromanyetik spektrumun goriiniir, yakin kizilotesi ve kisa dalga kizilotesi
bolgelerinde 6 spektral banta (30 m mekansal ¢oziiniirliik), bir termal kizilotesi banta
(60 m ve 120 m mekansal ¢oziiniirlik) ve bir pankromatik banta (15 m mekansal
¢ozlniirliik) sahiptir (Karnieli vd. 2004). Landsat 7 ETM+ uydusunun bantlar1 ve

ozellikleri Cizelge 2.2°de verilmistir.
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Cizelge 2.2 Landsat 7 ETM+ uydu goriintiistiniin bantlarinin geometrik ve spektral

ozellikleri (URLS)
Band Dalgaboyu | Céziiniirliik

(tm) (m)
1 0.45-0.52 30
2 0.52-0.60 30
3 0.63-0.69 30
4 076-0.90 30
5 1.55-1.75 30
7 2.08-2.35 30
8 0.52-0.90 15

Landsat 8 uydusu 11 Subat 2013’te Kaliforniya’da bulunan Vandenburg Hava
Kuvvetleri Ussii’nden basariyla firlatilmistir. Landsat 8 iki sensoriiliidiir. Ilki
Operasyonel Kara Goriintiileyici (Operational Land Imager - OLI) ve ikincisi Termal
Kiziltesi Sensor (Thermal Infrared Sensor - TIRS)’diir. ETM+ ile karsilastirildiginda,
OLI'nin iki ek yansitict dalga boyu bandi vardir: kiy1 sularinda klorofil ve diger asili
materyallere duyarliligi artirmak i¢in daha kisa dalga boylu mavi bant (0.43-0.45 um)
ve Sirrus bulutunu algilamak igin yeni bir kisa dalga kizilotesi bant (1.36-1.39um)
vardir. Diger OLI bantlari, ¢cogu durumda ETM+ bantlarindan spektral olarak daha
dardir. OLI’nin yakm kizilotesi (Near Infrared - NIR) bandi, MODIS NIR bandina daha
yakin genisliktedir ve ETM+ NIR bandinda meydana gelen 0.825 um su buhar1 emilim
Ozelligini onler. TIRS, yiiksek ve diisiik kazangl tek termal kizilotesi 60 m ETM+
bandina kiyasla, iki tane 100 m termal kizildtesi bantta yayilan radyasyonu algilar. iki
termal TIRS bandi, termal dalga boyunda atmosferik diizeltmeyi, yiizey sicakligini ve
yaymay1 daha giivenilir bir sekilde elde etmeyi saglar (Roy vd. 2014).
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Cizelge 2.3 Landsat 8 OLI Bantlar1 ve Ozellikleri (URL5)

Bant Dalga Boyu (mikrometre) Coziiniirliik (metre)
E\Z?é-s:j) Coastal  Aerosol  (Kiy1 0.43-0.45 30
Bant-2 Mavi 0.45-0.51 30
Bant-3 Yesil 0.53-0.59 30
Bant-4 Kirmizt 0.64-0.67 30
Bant-5 Yakin Kizilotesi (NIR) 0.85-0.88 30
Bant-6 Orta Kizil6tesi (SWIR-1) 1.57-1.65 30
Bant-7 Orta Kizil6tesi(SWIR-2) 2.11-2.29 30
Bant-8 Pankromatik 0.50-0.68 15
Bant-9 Sirrus 1.36-1.38 30
Bant-10 Termal Kizil6tesi (TIRS-1) 10.60-11.19 100*30
Bant-11 Termal Kizil6tesi (TIRS-2) 11.50-12.51 100*30

2.3. Destek Vektor Makineleri (DVM)

Bu alt bolimde Haykin (2009), Vapnik (1995), Mountrakis vd. (2011), Drucker vd.
(1997b), Richards ve Jia (2006) ile Smola ve Scholkopf (2004)’e dayanilarak DVM ile

ilgili genel bir 6zet sunulmaktadir.

En basit durum g6z 6niine alindiginda, DVM dogrusal bir ikili simiflandiricidir. Model
egitiminin ardindan bir test 6rnegi verilirdiginde, DVM iki olas1 etiketten birini smnif
olarak atar. UA'daki bir siniflandirma igin, etiketlenecek test verileri, genellikle ¢ok
spektralli ya da hiper-spektralli goriintiilerin her bir bandinda bulunan her bir piksele ait
sayisal degerdir (yani, reflektans, radyans ya da ham Dijital Say1 (Digital Number —
DN)).

Egitim verisi igin, ilgili 6zelliklerle (yani, tahminleyici degiskenler) birlikte girdi
vektorleri setinin X; tarafindan verildigini varsayalim. Her bir vektésr X eR" nin N-
boyutlu uzay oldugu Ve i’nin mevcut érneklerin sayis1 oldugu yerde, (X, V,),---,(X:, ;)
gibi y; tarafindan simgelenen ilgili etiketle (yani, sinif) iliskilendirilmektedir. En basit
ikili siniflandirma durumunda, yi sadece iki muhtemel etiket alabilir, +1 ve -1. Ikili
siniflandirict DVM'deki 6grenme gorevinin temel amact : (i) hiperdiizlemin bir
tarafindaki veri noktalarmm y; = + 1, diger tarafindakilerin ise yi = -1 olarak

etiketlendigi, ve (ii) hiperdiizlemin iki sinifin etiketlenen noktalarina olan uzakliginin
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maksimize edildigi bir hiperdiizleme karar vermektir. Yanlis smiflandirmalar1 en aza
indiren maksimum marjinli en uygun ayirici hiperdiizleminin konumu, iki sinifa en
yakin egitim noktalarma komsu olan ayirict hiperdiizleme paralel olan iki
hiperdiizlemce (yani, destek vektorler) tanimlanir (Bakiniz Sekil 2.3). En uygun

hiperdiizleme paralel iki hiperdiizlem su sekilde ifade edilir:

wW-x, +b>+1 vy, =+1,
w-x. +b>-1 vy =-1, (2.2)
(i=12,...,k),

“” nokta ya da skalar carpimi, b hiperdiizlemin orijinden olan uzakhgmi, X;
tahminleyici degiskenler vektoriinii, ve W=(W1,...,WN )T en uygun ayirici

hiperdiizlemin yOniinii tayin eden N elemanim agirhik vektoriinii simgelemektedir.

Optimal
\‘ln WX +b=+1, hlper-duzleljﬂ
; / /
a /
/WX +b=-1
/
/
II
O / e o
O Smif 1 (yi=+1)
O Smif 2 (yi=-1)
O
‘marjin ©
/
p’——-——)" destek vektorler

X

Sekil 2.3 Destek vektorleri tarafindan tanimlanan en uygun ayirict hiperdiizlem
(Richards ve Jia 2006)

Ifade (2.1) deki iki esitsizlik asagidaki tek esitsizlik icinde yazilabilmektedir:

y.[w-x +b]=1 (i=1,2,... k). (2.2)

Maksimum marjinli en uygun ayirici hiperdiizlem, Ifade (2.2)’de verilen esitsizlik
kisitlamasiyla birlikte asagidaki esitlikte gosterildigi gibi w’nun normunun minimize

edilmesiyle elde edilebilir:
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F(w)=3(w-w). (2.3)

Bu durum Denklem (2.3)’deki hedef fonksiyonunun Lagrange ¢arpanlar1 kullaniimak
suretiyle ifade (2.2)’deki kisitlara tabi olarak minimize edildigi bir kisitlamali
optimizasyon problemidir. Bazi yeniden diizenlemeler ve degisikliklerden sonra en

uygun ayirict hiperdiizlemi tanimlayan karar kurali soyledir:
g(x)=sign(2yiai°K(x,xi)—b°J, (2.4)

Burada her bir r egitim durumu i¢in sinif {iyeliginin tanimi olan Yy, ile birlikte durumun
tepkisini temsil eden bir X, vektérii var olup, ¢; 20, (i=12,...,r) Lagrange
¢arpanlarmi, K(X,X;) ise veri noktalarinin dogrusal bir hiperdiizleme oturtulabilecegi

sekilde dagilimini saglayan kernel fonksiyonunu simgelemektedir.

Dogrusal DVM uygulamasi, girdi verisinin dogrusal olarak ayrilabilecegi varsayimina
dayanmakta olup, bu kosul ¢ok veya hiper spektrali UA goriintiilerinde nerdeyse hig
saglanmamaktadir. Buna ek olarak UA goriintiilerindeki smniflarin mekansal ve spektral
olarak ¢akigsmasi dogrusal karar sinirlarmin siniflar1 yiiksek dogrulukla ayirmasini
zorlastirmaktadir. Bu tiir sikintilarin {istesinden gelebilmek i¢in yumusak marjin ve
kernel metodlar1 gelistirilmistir. Radyal taban fonksiyonu (Radial Basis Function —

RBF), dogrusal, kuadratik ve polinom kerneller ham veriyi ¢ok boyutlu 6zellik uzayma
doniistiirmede siklikla kullanilmaktadir (Pal ve Mather 2005, Mountrakis vd. 2011).

Baglangigta oriintii tanimlama gorevleri i¢in gelistirilmis olsa da, DVM'ler regresyonda

da oldukga iyi bir performans sergilemistir. DVM regresyonunda ana hedef, tiim egitim

verileri i¢in gercekte elde edilen y, hedef degerlerinden en ¢ok ¢ kadar sapmaya sahip

olan ve ayni zamanda da miimkiin oldugunca diiz olan bir f (X) fonksiyonu bulmaktir.

€ ’den daha az olan hatalar gozard: edilebilir olarak goriilmekte olup, bundan biiyiik
olan sapmalar ise kabul edilmemektedir. Bu durumda f(X) asagidaki denkleme

doniigiir:

f(X)=w-x.+b, weX, beR, (2.5)
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burada X girdi degiskenleri uzaymi simgelemektedir. Denklem (2.5)’e gore, "diizlik"

kiiciik w cinsinden ifade edilebilmekte olup, bunu saglamanin bir yolu ise bir konveks
optimizasyon problemi olarak yeniden yazilabilecek olan ||W||2 =(w-w)’yi minimize

etmektir:

.. 1 2
minimize §||w|| ,

y,—w-X,—b<e,
kisitlar (2.6)
W-X.+b-vy <g,

(i=12...,N).

Denklem (2.6), boyle bir f(x) fonksiyonunun var oldugunu ve bu fonksiyonun biitiin
(X.,Y;) ¢iftlerini & hassasiyetiyle tahminleyecegini, yani bu konveks optimizasyon
probleminin “uygulanabilir” oldugunu {istii kapali olarak varsaymaktadir. Baz1 hatalara
miisaade edilebilen uygulanamaz senaryo durumunda yapay degiskenler &, fi*,

Denklem (2.6)’daki optimizasyon problemine ait diger uygulanamaz kisitlarla
ugrasabilmek i¢in kullanilabilmekte olup, bu yontem ayni zamanda “yumusak marjin”
metodu olarak bilinmektedir. Sonug olarak Vapnik (1995)’de verilen asagidaki formiil

elde edilmektedir:

T S I *
minimize §||w|| +C§(§i+§i )

yi—W-X,—b<e+§, (2.7)
kKisitlar {W-X; +b—y, S8+§i*,
&0 & 20,

Sabit C>0 f(x)’in diizliigii ile & - den daha biiyiik sapmalarin tolere edilebilecegi
deger arasindaki 6diinlesmeyi kontrol eder. Bu durum bizi, Sekil 2.4’de grafiksel olarak
gosterilen ¢ ’den etkilenmeyen kayip |§|€ fonksiyonuna gotiirmekte olup, su sekilde

ifade edilmektedir:
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g

0, eg <eg,
, ::{ st |§| ¢ (2.8)

|é|—&, aksi halde.

Bagiml
degisken
Kayip

0 Bagimsiz degisken

Sekil 2.4  Dogrusal bir DVM i¢in yumusak marjin kayip ayarmin temel bir gosterimi
(Haykin 2009)

2.4. MODIS iiriinleri

MODIS verileri farkli derleme ve isleme diizeylerinde bulunabileceginden dolayi,
kullanicilar kullanmak istedikleri verilerin tiirlini ve kapsamini1 belirlemelidirler.
MODIS verileri iki ana kategoride gruplandirilabilir; giinlik goriintiiler ve tiiretilmis
iiriinler. Uriinler ayrica Kalibrasyon, Atmosfer, Toprak, Kriyosfer ve Okyanus

gruplarina ayrilir.

Cogu uydu veri igsleme sisteminde oldugu gibi, MODIS bes farkli isleme seviyesine
sahiptir. (Vermote vd. 2011). Ham uydu yaynlar1 seviye 0 verileri ile verilir. Seviye 1
verileri radyometrik olarak kalibre edilmis verilerden olusur. Seviye 2 verileri, seviye 1
verilerinin atmosferik olarak diizeltilmesi ile elde edilir ve yiizey reflektans degerlerini
verir. Seviye 2 verileri bir harita projeksiyonuna gridlendiginde ve gegici olarak bir
araya getirildiginde veya ortalamas1 alindiginda seviye 3 verileri elde edilir. Seviye 4

verileri ise, ilave isleme tabi tutulan Griinlerdir.

Seviye 2'ye kadar olan MODIS verileri, gridlenmemis yoriingesel serit bi¢cimi olarak
mevcuttur; burada her bir serit, isleme kolaylig1 i¢in tipik olarak kiiciik parcalara veya

graniillere bolinmiistiir. Daha yiliksek seviyedeki veriler, Sekil 2.5°de gosterildigi gibi

16



tipik olarak bir dizi ¢cakigsmayan karolardaki cografi olarak konumlandirilmis tiriinlerle

birlikte, belirli bir harita projeksiyonuna cografi olarak yerlestirilir.

h ——>

0 1 2 3 45 6 7 8 9 10 111213 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33 34 35

® N O AW N = O

” L] [ 11

Sekil 2.5 MODIS siniizodial grid sema (Vermote vd. 2011)

MODIS veri dosyalari, Diinya Gozlem Sistemi Veri ve Bilgi Sistemi (Earth Observing
System Data and Information - EOSDIS) tarafindan segilen standart veri depolama
bi¢imi olan Hiyerarsik Veri Formatindadir (Hierarchical Data Format - HDF) (URL2).
Bu veri dosyalari, EOSDIS tarafindan Diinya Gozlemleme Sistemi (Earth Observing
System - EOS) verilerine arama hizmetleri depolamak ve uygulamak i¢in standartlar
olusturmak tizere tanmimlanan HDF-EOS (Hierarchical Data Format — Earth Observing

System - Hiyerarsik Veri Formati - Diinya Gozlem Sistemi) uzantisin1 kullanmaktadir
(URL3).

MODIS dosya adlari, belirli tiriinle iligkili kisa ve kullanigh bilgileri veren basit, ancak

cok tanitic1 bir standart kullanir. Spesifik bir 6rnek olarak,

“MOD09GA.A2006013.h18v04.005.2008059145954.hdf” dosya ismi asagidaki gibi

acilir:
e MODO9GA — Uriiniin kisa ad1 (MOD: Terra/ MYD: Aqua),
e .A2006013 — Verinin ediminin Jiil/ 4 rakamli tarihi (A-YYYYDDD),

e .h18v04 — Karo (yatayXXdikeyYY),
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e .005 — kolleksiyon versiyonu,
e .2008059145954 — Uriiniin Jiil / 4 rakamli tarihi (YYYYDDDHHMMSS),
e .hdf— Veri format1 (HDF-EQS).

Bu c¢alismada kullanilan MODIS diriin tiirleri asagidaki alt bolimlerde kisaca

tanitilmaktadair.
24.1. MODIS seviye 1B iiriinii

MODIS Seviye 1B iiriiniiniin kisa tanitimi URL4 |, Toller vd. (2012), Xiong vd.
(2006)’yi baz alan bu alt boliimde sunulmaktadir.

Seviye 1 islemi iki asamadan olusur: yani Seviye 1A ve Seviye 1B. Bunlardan birincisi,
Seviye 0 MODIS verilerini agmak ve dogrulamak igin kullanilirken, ikincisi Seviye 1A
veri lriniinde yer alan ham dedektor ¢ikti1 degerlerinin radyometrik kalibrasyonunu
icerir. Seviye 1B kalibre edilmis veriler, goriintii liretmek i¢cin diger uygulamalar
tarafindan girdi olarak kullanilir. Seviye 1A cografi konum ve Seviye 1B yazilim
sistemleri, Terra ve Aqua tarafindan toplanan verileri islemek ve ardindan ilgili {iriin
dosyalarini olusturmak ic¢in kullanilir. 2 saatlik Seviye 0 veri seti, her biri yaklagik 5
dakika MODIS verisi igeren bir dizi graniile, Seviye 1A koduyla diizenlenmistir. Diizey
1A cografi konumlandirma algoritmasi, her bir MODIS mekansal 6gesi i¢in jeodezik
konumu (enlem, boylam ve yiikseklik), zeminle uydu yoniinii ve aralimni ve Giines
yoniinii hesaplar. Bir tarama MODIS i¢in 1.4771 saniye siirer; Bu nedenle, 5 dakikalik
Seviye 1B iiriin dosyasi genelde 203 tam tarama ve bazen 204 tam tarama igermektedir.

Seviye 1B iiriinleri Cizelge 2.4’de 6zetlenmistir.
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Cizelge 2.4 Seviye 1B iiriin 6zeti

Reflektif glines bantlar1 i¢in iki kalibre edilmis veri tiriinii, yani reflektans ve Diinyadan
¢ikma radyansi Seviye 1B'de saglanir. Kullanici, reflaktans ve radyanslar1 hesaplamak
icin Seviye 1B iirtiniindeki ilgili Bilimsel Veri Setinde (Scientific Data Set - SDS)
yazilan verileri nasil doniistiirecegini bilmelidir. Yansitici bant detektorleri tarafindan

Olgiilen ham sinyaller DN olarak verilir ve bu degerler asagidaki sensor kaynakli etkiler

Uriin ad1

Uriin Icerigi

Bantlar

Mekansal Bantlar

MOD/MYD02QKM

Kalibre edilmis
Diinya goriintiisii
verileri

1,2

250 m

MOD/MYD02HKM

Kalibre edilmis
Diinya goriintiisti

verileri (ayrica 1 ve 2

bantlarini igerir ve
bunlar 500 m
¢oziintirliige kadar
toplanir)

500 m

MOD/MYD02HKM

Kalibre edilmis
Diinya goriintiisii
verileri (ayrica 1-7
bantlarini igerir ve
bunlar 1000 m
¢oziiniirlige kadar
toplanir)

8-36

1000 m

MOD/MYD020BC

Kalibrator ve
miihendislik verileri

N/A

N/A

icin Seviye 1B'de diizeltilir:

Elektronik kaymalar,

Analogtan sayisal doniistiiriiciilerde sapmalar

Tarama ayna reflektansinin agisal farkliliklari,

degisiklikler, ve son olarak
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e Orta kiziltesi (Shortwave Infrared - SWIR) bantlar1 5, 6, 7 ve 26°daki verilen
bant dis1 spektral tepki

Ardindan, diizeltilmis dijital sayilar, dn? her bir bandta detektérden detektore olan
kalibrasyon parametrelerindeki belirli varyasyonlarm etkileri i¢in de ayrica ayarlanir.
Ayarlanan dn®in yeni degerleri simdi dn®dir (her bir dn® sabit olmayan nokta sayisidir)
ve bunlar SDS’deki 16 bitlik temsile gore 6lgeklendirilmektedir. [dNmin,dNmax]’in biitiin
dizgisindeki her bir dn®, Sekil 2.6°da gosterilen ve Olgeklendirilmis Tamsay1 (Scaled
Integer - SI) simgesi olarak adlandirilan [0, 32767] 1 dizi i¢inde dl¢eklendirilmektedir.

0 SI 32767

Sekil 2.6  Seviye 1B iiriiniindeki dn”’nin 6lgekli tamsay1 gosterim (Toller vd. 2012)

Reflektif giines bantlar1 i¢in reflektans degerlerini, ® , hesaplamada asagidaki denklem

kullanilir:

@=5-(Sl-), (2.9)

Burada Sve y karsilik gelen reflektif giines enerjisi bandinin sirasiyla karsilik gelen

reflektans olgegi ve reflektans kayma degerleridir ve ilgili bantin SDS'sinde 6znitelik
degerleri olarak mevcuttur Bir de asagidaki denklem yardimi ile benzer sekilde

parlakliklar1 da hesaplayabiliriz:
Y =a- (Sl —w). (2.10)
Burada o ve o, srasiyla ilgili radyans 6lgegi ve radyans kayma degeridir. Reflektif

glines enerjisi bantlarindaki verilerin birimleri Cizelge 2.5’te verilmektedir. Termal

yayict bantlar i¢in radyanslar, 32-bit kayan nokta formatiyla Seviye 1B'de gosterilir.
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Yayici bant detektdrleri tarafindan Olgiilen DN degerleri asagidaki etkiler i¢cin Seviye
1B'de diizeltilir:

e Analog-sayisal doniistiirticiilerdeki sapmalar,
e cihazm ve optiklerin kendinden emisyonlu olmasi, ve
e Uzun dalga bandlardaki optik parazitlenme

Radyans degerlerinin 16 bit tam sayiya Ol¢eklendirilmesi, reflektif gilines enerjisi
bantlart i¢in agiklandigi gibi aynen uygulanir. Termal yayici bantlar igin radyans

degerlerinin hesaplamasi, Esitlik (2.10)’de gosterildigi gibi yine benzer sekilde yapilir.

Cizelge 2.5 Yansitici solar bantlarin birimleri

Olciilen Nicelik Birimi
dn® birimsiz
Reflektans birimsiz
Reflektans 6lgegi birimsiz
Reflektans kaymasi birimsiz
Radyans W/m?/um/sr
Radyans dlgegi W/m?/um/sr
Radyans kaymasi birimsiz

2.4.2. MODIS kar algoritmasi ve seviye 3 giinliik kar iiriinii

MODIS kar algortimasinin ve Seviye 3 MOD/MYDI10A1 giinlik kar iirlinliniin kisa
tanim1 Hall vd. (2002), Riggs vd. (2006), Tekeli vd. (2005) baz alinarak verilmistir.

1999'da firlatilmasindan bu yana, MODIS tarafindan Terra uydusunda toplanan veriler,
her MODIS 500 m pikselin kar veya kar degil olarak siniflandirildigit SNOWMAP
algoritmas1 yoluyla genel kar Ortlisi haritasin1 ¢ikarmak i¢in yogun sekilde
kullanilmustir (Salomonson ve Appel 2006). Kar haritalama algoritmasi esas olarak, esik
testleri serisi ve MODIS bulut maskesi ile birlikte, 4 (0.555 um merkezli) ve 6 (1.640
pum merkezli) numarali MODIS bantlarmm kullanildigt NDSI  temel almnarak
olugturulmustur (Hall vd. 2002, Salomonson ve Appel 2006). Aqua’daki MODIS
cihazinin 6. bandinda 15 islevsiz detektor (20 tizerinden) bulunmasi nedeniyle, bu cihaz
icin 4 ve 6 bant Olglimlerine dayali NDSI hesaplamalari kullanilamamaktadir

(Salomonson ve Appel 2006).
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Kar algilamanin arkasindaki temel mantik, kar reflektansmin goriiniir dalgaboylarinda
yiiksek ve yakin kizilotesinde ise diisiik olmasidir. MODIS, Esitlik (2.11)’te 'te verilen
NDSI degerini hesaplamak i¢in 4 bandi (0.545-0.565 um) ve 6 (1.628-1.652 pm)

bandinin kullanildig1 tam otomatik bir kar haritalama algoritmasi kullanilir:

bant, — bant,

NDSI = :
bant, + bant, 2.11)

Yogun olmayan ormanlik bir alanda bir pikselin NDSI degeri > 0.4 ise ve bant 2'deki
reflektans orani (0.841-0.876 um) > % 11 ise; kar olarak etiketlenir. Bununla birlikte,
cok diisiik reflektans degerleri NDSI paydasini oldukca kiigiik yapar ve ladin ormanlar1
gibi ¢cok koyu pikselleri yanlslikla kar olarak smiflandirilabilir. Bu nedenle, bant 4'teki
reflektans orani (0.545-0.565 um) < 10% oldugunda, piksel diger kosullar karsilansa
bile kar olarak etiketlenmez.

Bir orman mesceresi karla kapli oldugunda, spektral tepki goriiniirdeki reflektans
genellikle kizil 6tesi reflektans oranma gore artacak ve NDVI’da bir azalmaya neden
olacak sekilde degisir. Yogun ormanlik alanlardaki kar haritalamasimni iyilestirmek ic¢in
NDSI ve NDVI birlikte kullanilir. NDVI hesaplamasinda MODIS 1 (0.620-0.670 um)
ve 2 (0.841-0.876 um) bantlar1 kullanilir ve degeri =~ 0.1 ise, NDSI degeri < 0.4 olsa

bile, piksel kar olarak etiketlenebilir.

Ek olarak, 31 (10.780-11.280 um) ve 32 (11.770-12-270 um) numarali MODIS
kizilotesi bantlar, yanlishikla smiflandirilan karin ortadan kaldirilmas:t ve kar
haritalamanin dogrulugunun arttirilmas1 amaciyla yerin sicakligini hesaplamak icin
bolinmiis pencere teknigi kullanilarak hesaba katilmaktadir. Bu termal maskeyi

kullanarak sicaklik > 283 K olan pikseller kar olarak etiketlenmez.

Aqua tizerindeki MODIS bant 6 islevselligi yaklasik % 30 oldugundan dolay1, bu sensor
icin serit seviyesi algoritmasindaki kar haritalama, bant 7 (2.105-2.155 pm)'ye
kaydirilmastir.

Seviye 2 ve Seviye 3’te liretilen yedi MODIS kar iiriinii vardir ve bunlar farkli zamansal

ve mekansal ¢oziiniirliiktedirler (Bakimiz Cizelge 2.6).
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Kar friinleri i¢in dosya formati HDF-EOS’dir. Her bir giinlik kar iriini,

MOD/MYDI10ALI, siniis bigimli bir projeksiyonu bulunan bir 10°x10° (1200x1200
km) karodur. Bir MOD/MYDI10A1’de dort SDS mevcuttur: KKA haritasi, kesirli KKA,
kar albedo ve QA verileri. Giin i¢in bir gézlem segmek i¢in Denklem (2.12)’te verilen

skor algoritmasi kullanilmaktadir:

score = 0.5SE +0.3ND +0.20C, (2.12)

Burada SE’nin gilinesin yiiksekligi, ND en alt noktadan olan uzaklik ve OC ise gbzlem
kapsamidir. KKA haritasmi olusturmak i¢in; en biiylik kapsama alani ile birlikte 6gle
saatine en yakin zaman gozlem puanlama/skorlama algoritmasi tarafindan segilir, daha

sonra kar, karla kapl su kaynaklari, toprak, su, bulut veya diger kosullar olarak

smiflandirilir.

Cizelge 2.6 MODIS’in kar verisi tirtinleri

Uriiniin ad1 Seviye Veri boyutu Mekansal Zamansal
¢oziiniirliik ¢oziiniirliik
MOD/MYD10_L2 L2 1354 X 2000 km 500 m goriinti
ayni giinde
MOD/MYD10L2G L2G 1200 X 1200 km 500 m taranan ¢oklu
gOrinti
MOD/MYD10A1 L3 1200 X 1200 km 500 m giin
MOD/MYD10A2 L3 1200 X 1200 km 500 m 8 giin
MOD/MYD10C1 L3 360° X 180° (global) | 0.05° X 0.05° giin
MOD/MYD10C2 L3 360° X 180° (global) | 0.05° X 0.05° 8 giin
MOD/MYD10C L3 360° X 180° (global) | 0.05° X 0.05° | ay
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L2G dirtiniinde pargalr/kesirli KKA'dan gelen gozlemler, Esitlik (2.12)’teki ayni skor
algoritmas1 kullanilarak giinliikk kesirli kar oOrtiisiinii  belirlemede  kullanilir.
Parcali/kesirli kar, parcalvkesirli kar Ortiisii haritasina gore % 0-100 araliginda verilir.
Bu harita, karasal su kaynaklarini igerir ve karsiz pikseller su, bulut veya diger durumlar

olarak siniflandirilir.

MODIS yiizey reflektans iirliniinii kullanarak kar albedosu, goriiniir ve yakin kizilotesi
bantlar i¢in belirlenir. Elde edilen harita, kar albedosunu 0-100 araliginda gosterir ve kar
icermeyen Ozellikler farkli degerlerle etiketlenir. Bir MOD/MYDI10A1 giinliik kar

karosundaki tanimlayici 6zelliklerin bir 6zeti Cizelge 2.7’de verilmektedir.

Cizelge 2.7 MOD/MYD10A1 giinliik kar tipi 6zellikleri

Koordinat sistemi Kartezyen
Gegerli aralik 0-254
255
" (Seritteki bosluklari
Dolugligeteri doldurmak igin
kuillanilir)

0: kayip veri

1: karar yok

11: gece
25: karsiz

37: gol

Veri degerlerinin 39: okyanus
karsihig

50: bulut

100: donmus g6l
200: kar

254: doymus detektor

255:bosluk doldurma

2.5.  Veri Seti Ile Tlgili On isleme

Tiim MODIS yiizey reflektans goriintiileri, ilgili Landsat goriintii projeksiyonuyla
eslesmesi  icin ' WGS84 referansli ortak bir UTM projeksiyonuna yeniden
projeksiyonlandirilir. 1-7 arasindaki MODIS bantlarinin yiizey reflektans degerlerine ek
olarak, NDSI ve NDVI (Denklem 2.13) girdi degiskenleri (diger bir deyisle, tahmin
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unsurlar1) olarak kullanilir. Bulutlu, bulut golgesi, su ve kotii kalite pikseller, ilgili
MODIS yardimci verilerinden elde edilen mekansal maskeler yardimiyla analizlerden

cikarilmistir.

bant2 —bantl

NDVI =
MOPIS ™ hant2 + bantl

(2.13)

Referans FKO haritalar1 daha yiiksek mekansal ¢dziiniirliiklii Landsat 7/8 gériintiilerinin
ikili smiflandirilmasiyla elde edilmistir. Orijinal MODIS ikili kar haritalama
algoritmasina esdeger olan bu ikili siniflandirma algoritmasinda, NDSI > 0.4 ve Landsat
ETM+ bant 2 reflektans > %10 ve bant 4 reflektans > %11 ise, piksel kar olarak
etiketlenmistir (Klein vd. 1998). Bir MODIS pikselinde merkezlenmis 500 m yarigapl
dairesel bir alan igindeki karla kapli Landsat piksellerinin yilizdesi hesaplanarak, her
MODIS pikseli i¢in FKO degeri elde edilmistir (Bakiniz Sekil 2.7). Cizelge 2.8,
analizlerde kullanilan tahminleyici ve tepki degiskenleriyle ilgili ayrintili bilgi
vermektedir.

*NDSI
*ETM+ B2
*ETM+ B4

NDSI 2 0.4

ETM+ B2 2 10%

ETM+B4 > 11%

Sekil 2.7 Landsat ETM+ goriintiilerinden ikili kar haritasi tiretilmesi.
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Cizelge 2.8 DVM modellerinde kullanilan MODIS ve Landsat 7/8 verileri

Tahminleyici degisken olarak kullamlan MODIS
verileri
Bant 1 620-670 nm
Bant 2 841-876 nm
Bant 3 459-479 nm
Bant 4 545-565 nm
Bant 5 1230-1250 nm
Bant 6 1628-1652 nm
Bant 7 2105-2155 nm
NDSI (bant4 —bant6) / (bant4 + bant6)
NDVI (bant2 —bantl) / (bant2 + bantl)
Referans FKO haritalarim iiretmek icin kulamilan
ETM+/OLI bantlar
Bant 2/3 0.52-0.60/0.533-0.590 um
Bant 4/5 0.77-0.90/0.851-0.879 um
Bant 5/6 1.55-1.75/1.566-.1651 um
2.5.1. MODIS verisinin 6n islemesi

MODIS Seviye 1B iiriinii, SI bilimsel veri formatinda radyometrik agidan kalibre
edilmis ve geometrik bakimdan konumlandirilmis diinya goriintiisii veri setleri
saglamaktadir. MODO02HKM Seviye 1B {riinii, 500 m mekansal ¢oziiniirlikte
elektromanyetik spektrumun goriiniir ve yakin kizil 6tesi kisminda MODIS'in ilk yedi
reflektif bantlar1 (yani, 1-7 bantlar1) i¢in Atmosferiistii (Top of Atmospheric — TOA)
radyometrik bilgileri igerir (Xiong vd. 2006). Mart 2000 ile Nisan 2016 arasinda Ilgaz
Daglarinda gekilen toplamda 13 adet MOD02HKM goriintiisit MODIS Seviye 1’in ve
Atmosfer Arsiv ve Dagitim Sistemi internet sayfasindan

(https://ladsweb.modaps.eosdis.nasa.gov) indirilmistir (Bakiniz Cizelge 2.9) .

Cizelge 2.9 DVM egitilmesinde ve testinde kullanilan Landsat 7/8 ve MODIS cifti

Goriintii Giirii_nt_ii Goriintii Zamam iE/-g:\f:ic%Is_l:ﬂtlllnfe Mevcut Piksel
Ciftleri Tarihi Landsat/MODIS T Sayisi
Seviyesi
Egitim Veri Seti
1 07.03.2000 08:19/08:55 177/32 - L1T 3,340
2 23.12.2001 08:15/08:45 177/32 - L1T 9,571
3 02.02.2014 08:28/09:30 177/32 - L1T 15,880
4 18.02.2014 08.28/07:55 177/32 - L1T 12,284
5 04.01.2015 08:27/09:30 177/32 - L1T 5,117
6 25.03.2015 08:26/07:55 177/32 - L1T 14,162
7 15.01.2016 08:28/08:45 177/32 - L1T 14,198
8 28.04.2016 08:26/07:55 177/32 - L1T 14,238
Test Veri Seti
A 26.12.2002 08:15/08:45 177/32 - L1T 10,796
B 06.04.2005 08:16/08:40 177/32 - L1T 15,015
C 22.01.2007 08:17/08:40 177/32 - L1T 18,189
D 09.03.2015 08:26/07:55 177/32- L1T 14,916
E 08.02.2016 08:27/09:30 177/32 - L1T 8,579
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Tim MODO02HKM goériintiileri, ilgili Landsat goriintiilerinin projeksiyonlartyla
uyusmas1 i¢in, MODIS Yeniden Projeksiyonlandirma (Dwyer ve Schmidt 2006)
kullanilarak ~ WGS84  referansli  ortak bir UTM  projeksiyonuna yeniden
projeksiyonlandirilmistir. KKA’nm en uygun tespiti, verilerin fiziksel birimlerle ifade
edilmesini gerektirdiginden dolay1 (Hall vd. 1995), SI gosteriminde (yani, 0-32767)
gecerli verilerin dinamik arahigi, Toller vd. (2012) tarafindan verilen denklem
kullanilarak TOA reflektans degerlerine doniistiiriilmiistiir. Tim gecersiz (yani,
kullanilamayan) SI verileri maskelenmistir. Daha sonra, her MOD02HKM goriintiisii
icin NDSI ve NDVI haritalar1 tiretildi. MOD02HKM ve MODO021KM radyans verileri,
orijinal MODIS Kar iiriiniinde girdi olarak kullanilmistir (Riggs vd. 2016). Bu nedenle,
DVM’den tiirevli FKO haritalar1 ile MODIS FKO firiinleri arasinda karsilastirma

yapmak i¢in analizlerde ayni1 veri kaynaklar1 kullanilmistir.

Arazi ortiisti bilgisi, Uluslar aras1 Jeosfer-Biyosfer Programi (The International
Geosphere-Biosphere Programme - IGBP) cergevesinde iiretilen 500 m mekansal
¢oziiniirlikteki MODIS MCDI12Q1 iriiniinden elde edilmistir (Friedl vd. 2010).
Dobreva ve Klein (2011)’de oldugu gibi MCD12Q1°deki orijinal arazi ortiisii siniflari

sekiz gruba ayrilmistir ve su pikselleri maskelenmistir.

MODIS MCD12Q1 iiriiniinden elde edilen arazi Ortiisiiniin dogrulugu, tez calismasi
kapsaminda yiiriitiilen arazi ¢alismalarinca toplanan toplam 387 adet referans yer verisi
kullanilarak hata matrisi analizi (Congalton 1991) araciligiyla degerlendirilmis olup
(Bakiniz Cizelge 2.10), ilgili MODIS iiriiniin genel dogrulugunun %93.3 oldugu tespit

edilmistir.
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Cizelge 2.10 Hata Matrisi Analizi (Arazi Kod Agiklamalari: 1: herdem yesil ormanlar,
2: yaprak doken ormanlar 3: karisik ormanlar 4: ¢im ve calilik alanlar 5:
savanalar 6: karisik tarimsal alanlar 7: acik ve seyrek bitki ortiisii 8:
daimi sulak alanlar)

Smmiflandirilan Veri
Simif Satir
Kodu ! 2 3 4 5 6 ! 8 Toplam
1 30 0 3 1 0 0 0 0 34
2 0 1 0 0 0 0 0 0 1
3 1 1 16 1 0 0 0 0 19
5
> 4 3 7 2 268 3 0 0 0 283
2
s
e 5 0 0 0 1 8 0 0 0 9
o
6 0 0 0 s 2 37 0 0 40
7 0 0 0 0 0 0 1 0 1
8 0 0 0 0 0 0 0 0 0
Situn |0y |9 | 21 | 272 | 13 | 37 | 1 0 387
Toplam

Bulut ortiilii pikseller, bulut gdlgesi ve buluta yakin pikseller MODIS bulut maskesi

iriiniinden tiiretilen bir mekansal maske tarafindan engellenmistir (Ackerman vd. 2010).
2.5.2. Landsat 7 ETM+ ve Landsat 8 OLI referansh FKO haritalan

Landsat ETM+’nin Tarama Cizgi Diizelticisi (Scan Line Corrector - SLC), 31 Mayis
2003'te kalic1 olarak arizalanmis ve goriintii basina piksellerin yaklasik % 22'sinde
tarama yapilmamis ve ETM+ verilerinin bilimsel uygulamalarmni ciddi sekilde
kisitlamistir (Chen vd. 2011). Bu nedenle ETM+ sensoriiniin SLC arizasindan Otiirii
ilgili her bir goriintideki bosluklar, Scaramuzza vd. (2004) tarafindan Onerilen

metodoloji ile doldurulmustur.

Tim ilgili Landsat 7 ETM+ ve Landsat 8 OLI goriintiileri Birlesik Devletler Jeoloji

Arastirmasmin (USGS) (http://earthexplorer.usgs.gov) internet sitesinden indirilmistir.

Goriintiiler minimum bir bulut ortiisiine sahip olacak sekilde ve seviye 1T (L1T) olarak
bilinen, dijital topografya (Wulder vd. 2012) kullanilarak hassas cografi kayit ve

ortorektifikasyon igeren analize hazir bir formatta secilmistir.
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Biitiin Landsat 7 ETM+ ve Landsat 8 OLI goriintiileri, MODIS ikili kar ortiisii
haritalama algoritmasmm ETM+ ve OLI versiyonu kullanilarak ikili kar/kar degil
haritalar olarak siniflandirilmistir (Hall vd. 1995). 30 m ¢oztniirliikli Landsat ikili kar
haritalari, her MODIS pikselinde bulunan 500 m yaricap merkezli bir daire i¢indeki
KKA fraksiyonunu hesaplamak i¢in kullanilmistir. Dobreva ve Klein (2011) ve Painter
vd. (2009) tarafindan da uygulanan bu metod MODIS’in jeolojik konum
belirsizliginden kagmmak i¢in tercih edilmistir (Wolfe 2006).

2.6.  Deneysel Tasarim

2.6.1. Orneklem boyutu ve érneklem tiirii
Egitilen goriintiilerden elde edilen mevcut piksellerin tiimii 88,790 gozlemden olusan

tek bir veri setinde birlestirilmis ve 6rneklem ¢ergevesi olarak kullanilmistir.

DVM modellerinin kesinligi hakkinda 6rneklem boyutunun etkisini incelemek igin
kiiciik, orta, bliylik olarak {ii¢ farkli boyuttaki ornekler, orneklem cercevesinden
edinilmistir. Kiigiik, orta ve biiylik boyutlu 6rnekler toplam gozlemlerin sirasiyla
%2’sini, %15’ini ve %30’unu icermistir. Her bir piksel i¢in on tahmin unsuru
degiskeninden olusan egitim verisi, MODO2HKM 1°den 7’ye kadar olan bantlardan,
NDSI’den, NDVI’den ve arazi ortiisii smifindan elde edilen TOA reflektans degerlerini

icermektedir.

Orneklem boyutunun etkisine ek olarak drneklem tiiriiniin etkisi de incelenmistir. Ilk
olarak, ti¢ farkli boyuttaki Ornekler basit rastgele Ornekleme ile secilmistir. Sonra
tabakal rastgele 6rnekleme kullanilmistir. Modellerin herhangi bir FKO degerine yanl
olmasini engellemek igin 0.0 ile 1.0 arasindaki FKO degerleri i¢in 0.1 arahlarla
tabakalama uygulanmistir. Yukarida bahsedilen siire¢ sayesinde alt1 farkli tiirde model

egitim seti olusturulmus olup, bunlarmn ayrintilar1 Cizelge 2.11°da verilmektedir.
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Cizelge 2.11 Orneklem boyutuna ve &rneklem tiiriine gore egitim piksellerinin sayisi
(BR: Basit rastgele ornekleme, TR FKO: Fraksiyonel kar ortiisii
bakimindan tabakalandirilmis rastgele 6rnekleme)

Orneklem igin
kullamla!)llecek 88.790
toplam piksel
(gbzlem) sayisi
. « L Orneklenen
Ornek Boyutu Orneklem Tiirii Piksel Sayisi
BR 1,277
Kiiciik (2%) ]
TR_FKO 1,211
BR 9,361
Orta (15%) ]
TR_FKO 9,308
BR 18,600
Biiyiik (30%) "
TR_FKO 18,790
2.6.2. DVM modellerin egitimi ve performans ol¢iitleri

Basarili bir DVM uygulamasi, iki DVM anahtar parametresinin optimum se¢imini
gerektirir. Bunlar kernel fonksiyonu ve parametre diizenleyicisi C’dir. Bununla birlikte
bu parametrelerin se¢imi igin benzersiz ve evrensel olarak kabul géren bir yontem
yoktur, bu da genellikle bir temel deneme-yanilma yaklasimima neden olur (Mountrakis
vd. 2011, Yuan ve Lee 2015).

DVM uygulamalarinda kullanilan kernel fonksiyonlar1 dort ana kategori altinda

gruplandirilabilmektedir; dogrusal, polinomial, Radyal Taban Fonksiyonu (Radial Basis
Function - RBF) ve sigmoid kernellerdir. UA literatiiriinde RBF, yani (e /1), ve

polinom kernel, yani ((x-y)+1)d , siklikla tercih edilmektedir (Huang vd. 2002b, Pal ve

Mather 2005). RBF kerneli, igin kernel genisligi y ve C tamimlanmalidir. Ote yandan
polinom kernel i¢in, polinomun derecesi (d) ve C belirlenmelidir. Bu parametreler igin
en uygun degerleri segmek i¢in ¢apraz dogrulamali orgiilii arama yontemi Kavzoglu ve
Colkesen (2009) tarafindan 6nerildigi gibi kullanilmistir. Bu yaklasimda (C, y) ve (C,
d)’nin katlanarak biiyliyen silsilesi bulunan daha kaba bir 6rgii uygulanmaktadir ve
orgiideki en uygun bdlge belirlendiginde daha hassas bir Orgiili arastirma

yiriitiilmektedir. Son olarak en yiiksek ¢apraz dogrulama kesinligi veren parametre ¢ifti
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nihai egitim siireci igin kullanilmaktadir. RBF ¢ekirdegi icin p 103-10° araliginda
secilirken, C {2_15,20,...,215} ‘teki degerler alinmistir. Polinom kernel i¢in d derecesi

{2,3, 4} setinden degerler alinmistir. DVM regresyon modellerinin performansi

Hatalarin Kareler Ortalamasmin Karekokii (Root Mean Squared Error - RMSE) ve

Pearson Korelasyon Katsayisi (R) kullanilarak degerlendirilmistir:

(2.14)

R = i=1 i=1 i=1 , (215)
N

Burada N toplam gozlem sayisini, Y,, i. referans degerini, ve ¥, ise i. tahmin edilen

degeri belirtmektedir.
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3. BULGULAR VE TARTISMA

3.1. Egitim Verisi Uzerinde DVM

DVM modellerin egitimi boyunca her bir 6rneklem tiiriindeki veri %70 egitim ve %30
dogrulama seklinde iki alt kiimeye ayrilmistir. Her bir 6rneklem tiirii icin egitim evresi
boyunca test verisi lizerinde R bakimindan en yiiksek performansli DVM modeli
secilmistir. Bes farkli DVM modelinin egitim performans: kiyaslandiginda, oldukca
benzer sonuclar verdigi gézlemlenmektedir. RBF, Dogrusal, 2., 3. ve 4. dereceden
polinom modellerin R degerleri sirasiyla 0.9790, 0.9605, 0.9766,0.9790 ve 0.9784 ile
egitim veri seti lizerine de gayet iyi ve oldukca benzer sonuclar vermektedir ( Bakiniz

Cizelge 3.1).

Cizelge 3.1 Her bir 6rneklem tiirii ve 6rnek boyutu i¢cin modellerin egitim siirecinde %
30’luk test verisi tizerinde en iyi R degerini veren secilmistir. Kalin
yazilan R degerleri her bir tiir i¢in en iyi egitim performansini

gostermektedir
Kernel Orneklem Orneklem Egitim Test
tiirii boyutu RMSE R RMSE R

Kiigiik 0.0880 | 0.9791 0.0914 | 0.9775
BR Orta 0.1236 | 0.9576 0.1266 0.9549
L Biiyiik 0.0900 | 0.9778 0.0947 0.9748
14 Kiigiik 0.1303 | 0.9516 0.1373 0.9503
TR_FKO Orta 0.0809 | 0.9821 0.0890 0.9785
Biiyiik 0.0908 | 0.9772 0.0875 0.9790
Kiigiik 0.1213 | 0.9595 0.1223 0.9595
= BR Orta 0.1201 | 0.9601 0.1230 0.9576
§ Biiyiik 0.1208 | 0.9597 0.1244 | 0.9561
20 Kiigiik 0.1211 | 0.9581 0.1311 0.9544
= TR_FKO Orta 0.1228 | 0.9581 0.1236 0.9583
Biiyiik 0.1218 | 0.9586 0.1195 0.9605
Kiigiik 0.0942 | 0.9760 0.0950 0.9766
e | BR Orta 0.0991 | 0.9732 0.0995 0.9725
g e Biiyiik 0.0973 | 0.9740 0.1005 0.9715
(el Kiigiik 0.0956 | 0.9742 0.1096 0.9686
oo TR_FKO Orta 0.1000 | 0.9723 0.1005 0.9725
Biiyiik 0.0973 | 0.9741 0.0942 0.9759
Kiigiik 0.0870 | 0.9796 0.0907 0.9787
e | BR Orta 0.0919 | 0.9768 0.0937 0.9755
g e Biiyiik 0.0899 | 0.9778 0.0942 0.9750
el Kiigiik 0.0876 | 0.9783 0.1036 0.9718
o O TR_FKO Orta 0.0909 | 0.9771 0.0914 | 0.9772
Biiyiik 0.0911 | 0.9771 0.0877 0.9790
Kiigiik 0.0867 | 0.9795 0.0904 | 0.9784
8e | BR Orta 0.0928 | 0.9767 0.0940 0.9757
g e Biiyiik 0.0950 | 0.9764 | 0.0995 0.9732
el Kiigiik 0.0920 | 0.9760 0.1051 0.9709
<& | TR FKO Orta 0.0920 | 0.9765 0.0925 0.9766
Biiyiik 0.0969 | 0.9756 0.0940 0.9772
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RBF, dogrusal ve 3. dereceden polinom i¢in en iyi egitim performanslar1 bilyiik boyutlu
egitim verileriyle elde edilmistir, FKO bakimindan tabakali rastgele Ornekleme
tarafindan 6rneklendirilmistir. 2. derece ve 4. derece polinomlar kiigiik boyutlu veri ile
en iyi egitim performansini vermis ve basit rastgele drneklemeyle o6rneklendirilmistir.
Ancak her bir model tiirii hem 6rneklem tiiriine hem de 6rneklem boyutuna gore ayri
ayr1 degerlendirildiginde ilgili RMSE ve R degerleri bakimindan énemli bir degisiklik
gozlemlenmemistir. Bu sonuglar, model olusturma siirecinde kullanilan egitim verileri,
tahminleyici degiskenler (yani, bagimsiz degiskenler) ile bunlara ait tepki degiskeni
(yani, bagimli degisken) arasindaki iliskiyi yeterince temsil ediyorsaegitim verisinin
boyutu ve orneklem tiiriiniin egitim evresinde DVM’in tahmin performansi tizerinde

etkisi olmadigimi gostermektedir.

Model egitimleri sonucunda elde edilen optimal kernel parametreleri Cizelge 3.2°de

verilmistir.

Cizelge 3.2 Kernel fonksiyonlari i¢in belirlenen optimal degerler

Kernel Fonksiyonu C y R
RBF 260.8576 4.2855 0.9790
Dogrusal 9.1396 - 0.9605
2. Derece Polinom 18.2176 - 0.9766
3. Derece Polinom 0.2500 - 0.9790
4. Derece Polinom 0.0677 - 0.9784

3.2.  Test Verisi Uzerinde DVM

Modellerin egitimi sirasinda kullanilmayan bagimsiz test goriintiileri DVM FKO
modellerinin performansini objektif olarak degerlendirmek i¢in en uygun veri setidir.
En iyi egitim performansina gore Cizelge 3.3’de bes bagimsiz test goriintiisii ve birlesik

test verisi lizerine DVM’in sonuglar1 sunulmaktadir. Her biri kalin yazilmis dizi her bir
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test setindeki ilgili R ve RMSE degerlerini gostermektedir. Bu degerler en iyi
gozlemlenen egitim performansini veren ilgili modelin, model ayarlama

parametreleribaz alinarak hesaplanmistir.

IIk bakista genel bir ¢ikarim olarak, egitim asamasinda gdzlemlenen, en iyi egitim
performansima sahip DVM modellerinin R degerleri RBF kernel i¢in 0.9139 ile 0.9681,
dogrusal kernel i¢in 0.9168 ile 0.9712, 2. derece polinom kernel i¢in 0.8886 ile 0.9716,
3. derece polinom kernel i¢in 0.8438 ile 0.9523, 4. derece polinom kernel icin ise

0.8719 ve 0.9524 araliginda bulunmaktadir.

En 1yi egitim performansina sahip DVM modelerinin RMSE degerleri RBF i¢in 0.1077
- 0.2825, dogrusal i¢in 0.0792 - 0.3015, 2. derece polinom i¢in 0.1105 - 0.2400, 3.
derece polinom i¢in 0.1140 - 0.2723, ve son olarak, 4. derece polinom i¢in 0.1410 -
0.2502 araliginda bulunmaktadir.
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Cizelge 3.3 RBF, Dogrusal, 2. 3. ve 4. Derece Polinom kernel fonksiyonu kullanan DVM modellerinin bes bagimsiz test goriintiisii ve
toplamda 67.495 pikselden olusan birlesik test veri seti tizerindeki performansi. Kalin harfle belirtilen satir, en iyi egitim
performansi bakimindan ilgili modelin test sonuglarmi géstermektedir (K: kiigiik, O: orta, B: biiyiik)

. L A B C D E Birlesik

Model | Orneklem tiirli =prrer R RMSE R RMSE R RMSE R RMSE R RMSE R
K | 0.1927 | 0.9416 | 0.0946 | 0.9706 | 0.1407 | 0.9501 | 0.1020 | 0.8471 | 0.1968 | 0.9081 | 0.1431 | 0.9528
BR O | 0.2350 | 0.9399 | 0.1054 | 0.9688 | 0.1253 | 0.9556 | 0.0953 | 0.9180 | 0.1428 | 0.9374 | 0.1419 | 0.9514
L B | 0.2910 | 0.9346 | 0.1198 | 0.9678 | 0.1766 | 0.9429 | 0.1082 | 0.8524 | 0.2249 | 0.9073 | 0.1848 | 0.9427
x K | 0.3092 | 0.9442 | 0.1358 | 0.9635 | 0.1420 | 0.9516 | 0.1247 | 0.9184 | 0.1535 | 0.9326 | 0.1768 | 0.9389
TRFKO | O | 0.2490 | 0.8695 | 0.2099 | 0.8451 | 0.3028 | 0.8021 | 0.1145 | 0.8040 | 0.2393 | 0.8384 | 0.2337 | 0.8714
B | 0.2825 | 0.9379 | 0.1212 | 0.9681 | 0.1785 | 0.9431 | 0.1077 | 0.8588 | 0.2196 | 0.9139 | 0.1825 | 0.9457
BR K | 0.2825 | 0.9166 | 0.0923 | 0.9716 | 0.1275 | 0.9541 | 0.0804 | 0.9164 | 0.1448 | 0.9357 | 0.1521 | 0.9399
= O | 0.3040 | 0.9182 | 0.0951 | 0.9698 | 0.1246 | 0.9561 | 0.0787 | 0.9159 | 0.1432 | 0.9372 | 0.1580 | 0.9355
g B | 0.2989 | 0.9187 | 0.0937 | 0.9703 | 0.1247 | 0.9560 | 0.0784 | 0.9171 | 0.1429 | 0.9375 | 0.1562 | 0.9372
2 TR K | 0.3281 | 0.9232 | 0.0973 | 0.9678 | 0.1246 | 0.9565 | 0.0788 | 0.9147 | 0.1448 | 0.9364 | 0.1659 | 0.9316
= FKO | O | 0.3045 | 0.9147 | 0.0925 | 0.9712 | 0.1282 | 0.9536 | 0.0783 | 0.9188 | 0.1418 | 0.9384 | 0.1583 | 0.9350
B | 0.3015 | 0.9168 | 0.0923 | 0.9712 | 0.1268 | 0.9545 | 0.0792 | 0.9182 | 0.1425 | 0.9378 | 0.1573 | 0.9371
K | 0.2046 | 0.9380 | 0.1364 | 0.9716 | 0.1701 | 0.9455 | 0.1105 | 0.8886 | 0.2400 | 0.8976 | 0.1693 | 0.9524
8 o BR O | 0.2516 | 0.9330 | 0.1145 | 0.9700 | 0.1756 | 0.9452 | 0.0997 | 0.8757 | 0.2569 | 0.8827 | 0.1787 | 0.9446
25 B | 0.2423 | 0.9268 | 0.1135 | 0.9717 | 0.1803 | 0.9412 | 0.0975 | 0.8855 | 0.2631 | 0.8734 | 0.1787 | 0.9442
g R K | 0.2716 | 0.9366 | 0.1257 | 0.9654 | 0.1985 | 0.9324 | 0.1022 | 0.8495 | 0.3314 | 0.7569 | 0.2054 | 0.9253
N FKG |O [ 02377 ] 0.9272 | 0.1142 [ 0.9720 | 01787 | 0.9401 [ 0.0918 | 0.8853 | 0.2427 | 0.8734 [ 0.1715 [ 0.9446
B | 0.2298 | 0.9306 | 0.1192 | 0.9715 | 0.1788 | 0.9433 | 0.1040 | 0.8876 | 0.2597 | 0.8819 | 0.1766 | 0.9475
K | 0.2664 | 0.9422 | 0.1655 | 0.9573 | 0.2070 | 0.9352 | 0.1317 | 0.8720 | 0.2517 | 0.8906 | 0.2022 | 0.9439
8 o BR O | 0.2869 | 0.9421 | 0.1456 | 0.9526 | 0.2089 | 0.9279 | 0.1174 | 0.8290 | 0.2353 | 0.8999 | 0.1993 | 0.9354
£ o B | 0.3063 | 0.9365 | 0.1450 | 0.9532 | 0.2115 | 0.9283 | 0.1120 | 0.8332 | 0.2487 | 0.8916 | 0.2058 | 0.9327
g R K | 0.3826 | 0.9317 | 0.1622 | 0.9271 | 0.2264 | 0.9185 | 0.1192 | 0.7911 | 0.2363 | 0.8910 | 0.2309 | 0.8972
oo P& | O [ 02069 [ 0.9387 [ 0.1381 | 0.9552 | 0.1953 | 0.9345 | 0.1145 | 0.8163 | 0.2133 [ 0.9116 | 0.1931 | 0.9354
B | 0.2723 | 0.9396 | 0.1498 | 0.9523 | 0.2163 | 0.9253 | 0.1140 | 0.8438 | 0.2360 | 0.9043 | 0.1985 | 0.9387
K | 0.2502 | 0.9432 | 0.2027 | 0.9524 | 0.2163 | 0.9330 | 0.1410 | 0.8719 | 0.2498 | 0.8882 | 0.2100 | 0.9428
8 o BR O | 0.2920 | 0.9344 | 0.1889 | 0.9390 | 0.2694 | 0.8980 | 0.1187 | 0.8353 | 0.2585 | 0.8873 | 0.2297 | 0.9261
g5 B | 0.3294 | 0.9294 | 0.2022 | 0.9409 | 0.2568 | 0.9157 | 0.1337 | 0.8476 | 0.2841 | 0.8775 | 0.2417 | 0.9294
A= K | 0.3365 | 0.9270 | 0.1711 | 0.9113 | 0.2219 | 0.9077 | 0.1292 | 0.7639 | 0.2641 | 0.8447 | 0.2246 | 0.8952
< e FTE(..) O | 0.3004 | 0.9343 | 0.1429 | 0.9540 | 0.1981 | 0.9299 | 0.1137 | 0.8304 | 0.2139 | 0.9077 | 0.1955 | 0.9351
B | 0.2899 | 0.9356 | 0.1873 | 0.9468 | 0.2580 | 0.9173 | 0.1347 | 0.8461 | 0.2664 | 0.9022 | 0.2285 | 0.9375
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DVM modellerin performanslari sirasiyla Cizelge 3.4’de verildigi tizere egitim boyunca

bilgisayar  agisindan  vurgulanan  hesaba  dayali  verimlilik = bakimindan
degerlendirildiginde, hem model olusturmanin karmasikligindaki hem de egitim
verisindeki artisin egitim zamanindaki bir artisla sonuglandigi gdézlemlenmektedir.
Egitim verisinin boyutunun kiiciik oldugu yerde secilen RBF modeli i¢in ortalama
egitim zamani1 278.79 saniyedir. Biiylik boyutlu veri ile egitimi yapilan 3. dereceden
polinom modelinin egitimi i¢in ortalama gerekli zaman 106,014.65 saniyedir (Cizelge

3.3).

Bu ¢alismadaki mevcut gii¢ Intel Core 17 3537U 2.00 GHz islemcili ve 6 GB RAM’1

olan bir bilgisayar tarafindan saglanmaktadir.

Cizelge 3.4 DVM modellerinin egitimi boyunca saniye bazinda gegirilen ortalama
CPU zamanlar1

Orneklem Boyutu
Kernel Fonksiyonu

Kiiciik Orta Biiyiik

RBF 278.79 2,299.50 8,457.31
Dogrusal 10,374.62 49,335.69 100,794.23
2. derece Polinom 7,969.15 46,327.25 96,512.34
3. derece Polinom 10,040.63 42,625.48 106,014.65
4. derece Polinom 8,905.60 45,536.91 92,053.59

Cizelge 3.5’te sunulan sonuglara gore MODI10A1 iiriinii test veri setlerindeki en zayif
performans: vermektedir, buna karsin FKO haritalamas1 performanslarmda DVM
modelleri arasinda belirgin farklar goriilmemektedir. Ancak iretilen modellerin
performansinda ve ayni sekilde MODI10A1 iirliniiniin performansinda istatiksel
bakimdan onemli farkliliklar olup olmadigina karar vermek i¢in RANOVA (Davis
2002) yapilmakta ve asagidaki hipotezler her bir performans dlgiimil i¢in ayr1 ayri test

edilmektedir:
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Cizelge 3.5 DVM ve MOD10A1’den elde edilen FKO degerleri i¢in bagimsiz test veri setlerine ait RMSE ve R degerleri

Test Set RBF Dogrusal 2. derece polinom %O?ienroefr? g.odl‘iar:g(r:r? MOD10A1
RMSE R RMSE R RMSE R RMSE R RMSE R RMSE R

A 0.2825 | 0.9379 | 0.3015 | 0.9168 | 0.2046 | 0.9380 | 0.2723 | 0.9396 | 0.2502 | 0.9432 | 0.5221 | 0.6870

B 0.1212 | 0.9681 | 0.0923 | 0.9712 | 0.1364 | 0.9716 0.1498 | 0.9523 | 0.2027 | 0.9524 | 0.2652 | 0.8461

C 0.1785 | 0.9431 | 0.1268 | 0.9545 | 0.1701 | 0.9455 | 0.2163 | 0.9253 | 0.2163 | 0.9330 | 0.2738 | 0.8478

D 0.1077 | 0.8588 | 0.0792 | 0.9182 | 0.1105 | 0.8886 | 0.1140 | 0.8438 | 0.1410 | 0.8719 | 0.1836 | 0.7089

E 0.2196 | 0.9139 | 0.1425 | 0.9378 | 0.2400 | 0.8976 | 0.2360 | 0.9043 | 0.2498 | 0.8882 | 0.3803 | 0.6885

Birlesik 0.1825 | 0.9457 | 0.1573 | 0.9371 | 0.1693 | 0.9524 0.1985 | 0.9387 | 0.2100 | 0.9428 | 0.3245 | 0.8270

37




Ho > Muoser, = Myoger j
Hl M Model; =M Model; *

Burada, M kargilastirmalarda kullanilan iligkili modelin (yani DVM ya da

Model; *
MOD10A1) performans Olgiitiinin (yani R ve RMSE) beklenen degerini
gostermektedir. RANOVA boyunca a = 0.05 6nem seviyesinde Fisher’in En Az
Anlamli Fark (Least Significant Difference - LSD) (Dodge 2008) testi de istatiksel
bakimdan farkli modelleri tanimlamak i¢in uygulanmistir. Sonuclar Cizelge 3.6 ve

Cizelge 3.7°da gosterilmektedir.

Cizelge 3.6 RMSE degerleri bakimindan RANOVA test sonuglarinin Kiyaslamasi (*,
ortalama farkin a = 0.05 O6nem seviyesinde istatiksel agidan Gnemli
oldugunu gostermektedir)

i ] Ortalama Fark LSD testinin p
RE: RMEES RMSE; - RMSE; degeri
Dogrusal 0.0321 0.057
2. derece Polinom 0.0102 0.515
RBF 3. derece Polinom -0.0158 0.069
4., derece Polinom -0.0297 0.102
MOD10A1 -0.1429 0.002*
RBF -0.0321 0.057
2. derece Polinom -0.0219 0.445
Dogrusal 3. derece Polinom -0.0479 0.047
4, derece Polinom -0.0617 0.053
MOD10A1 -0.1750 0.000*
RBF -0.0102 0.515
Dogrusal 0.0219 0.445
2. derece Polinom 3. derece Polinom -0.0260 0.067
4., derece Polinom -0.0399 0.003*
MOD10A1 -0.1531 0.007*
RBF 0.0158 0.069
Dogrusal 0.0479 0.047*
3. derece Polinom 2. derece Polinom 0.0260 0.067
4., derece Polinom -0.0399 0.237
MOD10A1 -0.1531 0.006*
RBF 0.0297 0.102
Dogrusal 0.0617 0.053
4. derece Polinom 2. derece Polinom 0.0399 0.003*
3. derece Polinom 0.0139 0.237
MOD10A1 -0.1133 0.022*
RBF 0.1429 0.002*
Dogrusal 0.1750 0.00*
MOD10A1 2. derece Polinom 0.1531 0.007*
3. derece Polinom 0.1271 0.006*
4. derece Polinom 0.1133 0.022*
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Cizelge 3.7 R degerleri bakimindan RANOVA test sonuglarinin kiyaslamast (*,
ortalama farkin a = 0.05 6nem seviyesinde istatiksel agidan Gnemli
oldugunu gostermektedir)

R; R Ortalama Fark LSD Testinin p
! Ri - Rj Degeri
Dogrusal -0.0113 0.370
2. derece Polinom -0.0044 0.504
RBF 3. derece Polinom 0.0106 0.016*
4., derece Polinom 0.0060 0.347
MOD10A1 0.1604 0.002*
RBF 0.0113 0.370
2. derece Polinom 0.0070 0.514
Dogrusal 3. derece Polinom 0.0219 0.166
4. derece Polinom 0.0174 0.209
MOD10A1 0.1717 0.001*
RBF 0.0044 0.016*
Dogrusal -0.0070 0.166
2. derece Polinom 3. derece Polinom 0.0150 0.102
4. derece Polinom 0.0104 0.466
MOD10A1 0.1647 0.001*
RBF -0.0106 0.016*
Dogrusal -0.0219 0.166
3. derece Polinom 2. derece Polinom -0.0150 0.102
4. derece Polinom -0.0046 0.466
MOD10A1 0.1498 0.003*
RBF -0.0060 0.347
Dogrusal -0.0174 0.209
4. derece Polinom 2. derece Polinom -0.0104 0.031*
3. derece Polinom 0.0046 0.466
MOD10A1 0.1544 0.002*
RBF -0.1604 0.002*
Dogrusal -0.1717 0.001*
MOD10A1 2. derece Polinom -0.1647 0.001*
3. derece Polinom -0.1498 0.003*
4, derece Polinom -0.1544 0.002*

Ciftler halinde yapilan karsilagtirmalarin sonuglar1 RBF, dogrusal ve 2., 3. ve 4.
dereceden Polinom modelleri arasinda istatistiki agidan onemli bir fark olmadigini
ortaya ¢ikarmaktadir. Fakat bunlar biitlin test veri setlerindeki MOD10AL1 {iriiniinden

daha tstiin durumdadir.
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4.  SONUCLAR

Kar ortiistintin siirekli olarak izlenmesi, hem yerel hem de kiiresel dl¢ekte yeryiiziiniin
hidrolojisi, meteorolojisi ve iklimindeki degisiklikleri izlemek ag¢isindan ¢ok biiyiik
oneme sahiptir. Bu c¢alismada, FKO haritalamas1 i¢in parametrik olmayan DVM
yonteminin uygunlugu arastirilmistir. NDSI, NDVI ve 1-7 MODIS bantlarinin yilizey
reflektans degerleri tahminleyici degiskenler olarak kullanilirken, referans FKO
degerleri daha yiiksek mekansal ¢oziiniirliklii Landsat 7/8 verilerinden firetilip, tepki

degiskeni olarak kullanilmistir.

Bagimsiz test gorlntiileri iizerinde farkli konfigiirasyonlara sahip DVM modellerinin
performanslarmimn, MODIS’in kendi FKO fiiriinii olan MOD10A1’e gdre daha iyi oldugu
gbzlemlenmistir. DVM'lerin geleneksel istatistiksel yontemlere gore avantaji, bir dizi
tahmin degiskeni ve bir tepki arasindaki temel iligkiyle ilgili herhangi bir 6nsel
varsayimda bulunmamasmdan kaynaklanir. Ek olarak, egitilen DVM modeller FKO
degerlerini verimli ve hizli bir sekilde hesaplayabilmektedir. DVM modellerin egitim
slireci yalnizca iki parametreye baglidir; kernel fonksiyonu ve C’nin se¢imi, bu nedenle

model olusturma siireci olduk¢a basittir.

Her tiirlii 6l¢tim cihazindaki (bizim ¢alismamizda MODIS) son teknolojik gelismeler,
analiz etmek icin devasa ve siirekli bliyliyen bir bilgi kaynagi (yani, biiylik veriler)
yaratmaktadir. Bu durum biz bilim insanlarini, makine 6grenme konularini veri
madenciligi ve model optimizasyonu alanlarinda kullanmak iizere konum almamiza, ve
yakin gelecekte YoOneylem Arastirmalar1 (Operartional Research - YA) alanindaki
calismalarimiz1 gelistirmeye zorlamaktadir. Bu arastirma, UA'da ilk kez MODIS
verilerinden FKO haritalamasi igin DVM'in uygulanabilirligini ve kullanimini
degerlendirmede katki saglamaktadir. DVM modeller ile MODIS verilerinden FKO
haritalarmmn tretilmesi siireci; istatistiksel analiz, matematiksel modelleme ve karar
verme teorisi gibi matematik bilimlerinden tekniklerin kullanilmasini icermektedir. Bu
nedenle, makine dgrenme ile FKO haritalama ydntemlerinin gelistirilmesi, UA alaminda
bulunan acgik bir YA problemi olarak diisiiniilebilir. DVM kullanarak FKO
haritalamadaki yaklasimimiz, kesinlikle bu alanindaki umut verici ilerlemelerden biri

olacaktir.
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EKLER

EK 1 MATLAB Programinda Uydu Gériintiilerinden Egitim ve Test Veri
Setlerinin Olusturulmasi icin Kullamlan Fonksiyon

function y = fscextract

%Author: Bora Berkay CIFTCI
%Date : Subat 2017

%GET THE ARCGIS SHAPE FILE IN WHICH POINTS ARE STORED
CurrentFolder = pwd,;

[FileName1,PathName1] = uigetfile(**.shp', 'SELECT THE MODO02 POINT SHAPE
FILE");

cd(PathNamel);

S = shaperead(FileNamel);

dimensions = size(S);

row=dimensions(1);

%column=dimensions(2);

XX=[S(:).X]; % X & Y COORDINATES OF POINTS IN THE SHAPE FILE
YY=[S().Y];

%GET THE MODIS FSC IMAGE

[FileName2,PathName2] = uigetfile(".tif', 'SELECT THE MODIS FSC IMAGE");
cd(PathName2);

fsc = double(geotiffread(FileName2));

info_fsc=geotiffinfo(FileName2);

refmatrix_fsc=info_fsc.RefMatrix;

%GET THE NDSI IMAGE

[FileName3,PathName3] = uigetfile("*.tif", 'SELECT THE NDSI IMAGE);
cd(PathName3);

ndsi = double(geotiffread(FileName3));

info_ndsi=geotiffinfo(FileName3);

refmatrix_ndsi=info_ndsi.RefMatrix;

%GET THE NDVI IMAGE
[FileName4,PathName4] = uigetfile("*.tif', 'SELECT THE NDVI IMAGE);
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cd(PathName4);

ndvi = double(geotiffread(FileName4));
info_ndvi=geotiffinfo(FileName4);
refmatrix_ndvi=info_ndvi.RefMatrix;

%GET THE LAND COVER TYPE IMAGE

[FileName5,PathName5] = uigetfile(**.tif", 'SELECT THE LAND COVER TYPE
IMAGE";

cd(PathName5);

Lc = double(geotiffread(FileName5));

info_Lc=geotiffinfo(FileName5);

refmatrix_Lc=info_Lc.RefMatrix;

%GET THE CLOUD/WATER MASK IMAGE

[FileName6,PathName6] = uigetfile("*.tif, 'SELECT THE CLOUD/WATER MASK
IMAGE;

cd(PathName6);

cwm = double(geotiffread(FileName6));

info_cwm=geotiffinfo(FileName6);

refmatrix_cwm=info_cwm.RefMatrix;

%nz=sum(cwm(:) == 1); %number of 1s in the cloud/water mask image

%GET THE MODO02 SI FLAG BAD DATA MASK

[FileName9,PathName9] = uigetfile(**.tif', 'SELECT THE MODO02 SI FLAG BAD
DATA MASKY);

cd(PathName9);

S| = double(geotiffread(FileName9));

info_Sl=geotiffinfo(FileName9);

refmatrix_Sl=info_SI.RefMatrix;

%GET THE MODO02 FILES IN WHICH TOA REFLECTANCE VALUES FOR
BANDS 1-7 ARE STORED

[FileName7,PathName7] = uigetfile(**.tif', 'SELECT THE MODO02 TOA FILES',
'Multiselect', 'on");

cd(PathName7);

[m,n]=size(FileName7);

%Pre-allocation matrix for MODO02 TOA reflectances for bands 1-7
x=zeros(n,row);
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xx=zeros(n,row);

%SAVE MODIS FSC TRAINING & TEST DATA INTO A csv file PART-I
[FileName8,PathName8] = uiputfile(**.csv', 'SAVE THE MODIS FSC TRAINING &
TEST DATA FILE ASY);

tstart=tic;

%GET THE EACH IMAGE PIXEL'S VALUE ONTO POINT
for i=m:n

%Read MODO02 TOA files
cd(PathName7);

sl=char(FileName7(i));
mod02=double(geotiffread(sl));
info_mod02=geotiffinfo(sl);
refmatrix_mod02=info_mod02.RefMatrix;

[r,c] = map2pix(refmatrix_mod02, XX,YY); %MODO02 BAND 1 VALUES
idx=sub2ind(size(mod02), round(r), round(c));
X(i,:)=mod02(idx);
xx(i,:)=(x(i,:)-min(x(i,:)))/(max(x(i,:))-min(x(i,:))); %Standardize the values between
[0.1]
end

[r1,c1] = map2pix(refmatrix_fsc, XX,YY); %FSC VALUES
idx1=sub2ind(size(fsc), round(rl), round(cl));
al=fsc(idx1);

[r2,c2] = map2pix(refmatrix_ndsi, XX,YY); %NDSI VALUES
idx2=sub2ind(size(ndsi), round(r2), round(c2));
a2=ndsi(idx2);

[r3,c3] = map2pix(refmatrix_ndvi, XX,YY); %NDVI VALUES
idx3=sub2ind(size(ndvi), round(r3), round(c3));
a3=ndvi(idx3);

[r4,c4] = map2pix(refmatrix_Lc, XX,YY); %LAND COVER VALUES
idx4=sub2ind(size(Lc), round(r4), round(c4));

ad=Lc(idx4);

[r5,c5] = map2pix(refmatrix_cwm, XX,YY); %CLOUD/WATER MASK
VALUES

idx5=sub2ind(size(cwm), round(r5), round(cb));
ab=cwm(idx5);
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[r6,c6] = map2pix(refmatrix_SI, XX,YY); %MODO02 SI FLAG BAD DATA
MASK

idx6=sub2ind(size(Sl), round(r6), round(c6));

a6=SI(idx6);

%Find & assign the incremental FSC Classes
a7=zeros(1,numel(al));
for i=1:numel(al)
if al(i)<0.1
ar(i)=1;
else if a1(i)>=0.1 && al(i)<0.2
ar(i)=2;
else if a1(i)>=0.2 && al(i)<0.3
a7(i)=3;
else if a1(i)>=0.3 && al(i)<0.4
ar(i)=4;
else if al(i)>=0.4 && al(i)<0.5
a7(i)=5;
else if a1(i)>=0.5 && al(i)<0.6
a7(i)=6;
else if al(i)>=0.6 && al(i)<0.7
ar(i)=7,
else if al(i)>=0.7 && al(i)<0.8
a7(i)=8;
else if al(i)>=0.8 && al(i)<0.9
a7(i)=9;
else
a7(i)=10;
end
end
end
end
end
end
end
end
end
end

y(:,1)=al,;

y(:,2:8)=xx";

y(:,9)=(a2-min(a2))/(max(a2)-min(a2)); %Standardize the values between [0,1]
y(:,10)=(a3-min(a3))/(max(a3)-min(a3));

y(:,11)=a4;

y(:,12)=a7,

y(:,13)=a5;
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y(:,14)=a6;

%Find the rows with Cloud/Water mask value equal to 1
y1=y(y(:,13)==1,3);

%Find the rows with MODO02 SI Flag mask values equal to 1
y2=yl1(y1(:,14)==1,3);

%Find the rows with LAND COVER is not water/snow/ice (Lc=9)
y3=y2(y2(:,11)~=9,:);

%The resultant data matrix
y4=y3(:,1:end-2);

%COLUMN HEADERS FOR MODIS FSC TRAINING & TEST FILE
headers1=['fsc’,',',Ymod02_b01'",',’)mod02_b02',",",' mod02_b03",",",' mod02_b04",','mod02
_b05')",",'mod02_b06",",",'mod02_b07',"," 'ndst",",",'ndvi",",",'land_cover",',",'fsc_class’;

%SAVE MODIS FSC TRAINING & TEST DATA INTO A csv file PART-I11
cd(PathName8);

fid = fopen(FileName8,'w");

fprintf(fid,'%s\r\n',headersl);

fclose(fid);

dimwrite(FileName8,y4,'-append’,'delimiter',",’,'precision’,9);

telapsed=toc(tstart);

fprintf('Process time in sec. = %f\n’,telapsed)

cd(CurrentFolder);
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EK 2 MATLAB Programinda DVM Kernel Fonksiyonlarindan Dogrusal

%function borasvm_linear_optimize builds an SVM regression model with linear kernel
%function to predict FSC values from MODIS data by inputting range of
%BoxConstraint values for optimize SVM parameter settings

function y = borasvm_linear_optimize(M,N)

%Author: Bora Berkay CIFTCI
%Date : March 2017

tic;
tstart=tic;

%Get the CSV File containing SVM TRAINING Inputs and Targets
CurrentFolder = pwd,;

[FileNamel,PathNamel] = uigetfile(**.csv', 'SELECT THE SVM TRAINING CSV
FILE";

cd(PathNamel);

fid = fopen(FileNamel);

input = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,

'Delimiter',',",'HeaderLines’,1);
fclose(fid);

%SVM TRAINING INPUT MATRIX
svm_input(:,1) = double(input{2});
svm_input(:,2) = double(input(3));
svm_input(:,3) = double(input{4});
svm_input(:,4) = double(input(5));
svm_input(:,5) = double(input{6});
svm_input(:,6) = double(input{7});
svm_input(:,7) = double(input{8});
svm_input(:,8) = double(input{9});
svm_input(:,9) = double(input{10});
svm_input(:,10) = double(input{11});

%SVM TRAINING TARGET MATRIX
svm_target(:,1) = double(input{1});

%Get the CSV File containing SVM VALIDADTION DATA SET
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[FileName2,PathName2] = uigetfile(*.csv', 'SELECT THE SVM VALIDATION CSV
FILE";

cd(PathName2);

fid = fopen(FileName2);

validation = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f',
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%SVM VALIDATION INPUT
val_input(:,1) = double(validation{2});
val_input(:,2) = double(validation(3);
val_input(:,3) = double(validation{4});
val_input(:,4) = double(validation(5));
val_input(:,5) = double(validation{6});
val_input(:,6) = double(validation{7});
val_input(:,7) = double(validation{8});
val_input(:,8) = double(validation{9});
val_input(:,9) = double(validation{10});
val_input(:,10) = double(validation{11});

%SVM VALIDATION OBSERVED RESPONSE
val_observed(:,1)=double(validation{1});

%SAVE THE SVM ERROR RESULTS _ PART |
[FileName9,PathName9] = uiputfile(**.csv', 'SAVE THE SVM ERROR RESULT AS);

%GET THE SVM INDEPENDENT TEST DATA SETS

[FileName3,PathName3] = uigetfile(**.csv', 'SELECT THE SVM 1ST INDEPENDENT
TEST DATA CSV FILE");

cd(PathName3);

fid = fopen(FileName3);

testl = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines',1);

fclose(fid);

%TEST1 INPUT MATRIX
testl_input(:,1) = double(test1{2});
testl input(:,2) = double(test1(3));
testl_input(:,3) = double(test1{4});
testl input(:,4) = double(test1(5));
testl_input(:,5) = double(test1{6});
testl_input(:,6) = double(test1{7});
testl_input(:,7) = double(test1{8});
testl input(:,8) = double(test1{9});
testl input(:,9) = double(test1{10});
testl input(:,10) = double(test1{11});
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%TEST1 TARGET MATRIX
testl target(:,1) = double(test1{1});

[FileName4,PathName4] = uigetfile(*.csv', 'SELECT THE SVM 2ND
INDEPENDENT TEST DATA CSV FILE");

cd(PathName4);

fid = fopen(FileName4);

test2 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TEST2 INPUT MATRIX
test2_input(:,1) = double(test2{2});
test2_input(:,2) = double(test2(3));
test2_input(:,3) = double(test2{4});
test2_input(:,4) = double(test2(5));
test2_input(:,5) = double(test2{6});
test2_input(:,6) = double(test2{7});
test2_input(:,7) = double(test2{8});
test2_input(:,8) = double(test2{9});
test2_input(:,9) = double(test2{10});
test2_input(:,10) = double(test2{11});

%TEST2 TARGET MATRIX
test2_target(:,1) = double(test2{1});

[FileName5,PathName5] = uigetfile(**.csv', 'SELECT THE SVM 3RD
INDEPENDENT TEST DATA CSV FILEY;

cd(PathName5);

fid = fopen(FileName5);

test3 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines',1);

fclose(fid);

%TEST3 INPUT MATRIX
test3_input(:,1) = double(test3{2});
test3_input(:,2) = double(test3(3);
test3_input(:,3) = double(test3{4});
test3_input(:,4) = double(test3(5));
test3_input(:,5) = double(test3{6});
test3_input(:,6) = double(test3{7});
test3_input(:,7) = double(test3{8});
test3_input(:,8) = double(test3{9});
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test3_input(:,9) = double(test3{10});
test3_input(:,10) = double(test3{11});

%TEST3 TARGET MATRIX
test3_target(:,1) = double(test3{1});

[FileName6,PathName6] = uigetfile(*.csv', 'SELECT THE SVM 4TH INDEPENDENT
TEST DATA CSV FILE");

cd(PathName6);

fid = fopen(FileName6);

test4 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TEST4 INPUT MATRIX
test4_input(:,1) = double(test4{2});
test4_input(:,2) = double(test4(3));
test4_input(:,3) = double(test4{4});
test4_input(:,4) = double(test4(5));
test4_input(:,5) = double(test4{6});
test4_input(:,6) = double(test4{7});
test4_input(:,7) = double(test4{8});
test4_input(:,8) = double(test4{9});
test4_input(:,9) = double(test4{10});
test4_input(:,10) = double(test4{11});

%TEST4 TARGET MATRIX
test4_target(:,1) = double(test4{1});

[FileName7,PathName7] = uigetfile(*.csv', 'SELECT THE ANN 5TH INDEPENDENT
TEST DATA CSV FILE");

cd(PathName7);

fid = fopen(FileName7);

tests = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines',1);

fclose(fid);

%TESTS5 INPUT MATRIX

test5_input(:,1) = double(test5{2});
test5_input(:,2) = double(test5(3));
test5_input(:,3) = double(test5{4});
test5_input(:,4) = double(test5(5));
test5_input(:,5) = double(test5{6});
test5_input(:,6) = double(test5{7});
testS_input(:,7) = double(test5{8});
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test5_input(:,8) = double(test5{9});
test5_input(:,9) = double(test5{10});
test5_input(:,10) = double(test5{11});

%TESTS TARGET MATRIX
test5_target(:,1) = double(test5{1});

[FileName8,PathName8] = uigetfile(*.csv', 'SELECT THE ANN 6TH INDEPENDENT
TEST DATA CSV FILEY);

cd(PathName8);

fid = fopen(FileName8);

test6 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TEST6 INPUT MATRIX
test6_input(:,1) = double(test6{2});
test6_input(:,2) = double(test6(3));
test6_input(:,3) = double(test6{4});
test6_input(:,4) = double(test6(5));
test6_input(:,5) = double(test6{6});
test6_input(:,6) = double(test6{7});
test6_input(:,7) = double(test6{8});
test6_input(:,8) = double(test6{9});
test6_input(:,9) = double(test6{10});
test6_input(:,10) = double(test6{11});

%TEST6 TARGET MATRIX
test6_target(:,1) = double(test6{1});

%SVM WITH LINEAR KERNEL FOR RANGE OF BC VALUES FROM M TO N

rng default %For reproducibility, set the random seed

params = hyperparameters(‘fitrsvm’,svm_input,svm_target);

params(1,1).Range=[M,N]; %BoxConstraint range
params(1,1).Transform="none’;  %BoxConstraint transformation to log scale
params(2,1).Optimize=false; %do not optimize for KernelScale
params(3,1).Optimize=false; %do not optimize for Epsilon

startSVM = tic; %START CPU TIME COUNTER
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mdI=fitrsvm(svm_input,svm_target,'KernelFunction’, 'linear’,
'‘OptimizeHyperparameters', params, 'HyperparameterOptimizationOptions',
struct('AcquisitionFunctionName', 'expected-improvement-plus’,
'MaxObjectiveEvaluations', 30));

endSVM = toc(startSVM); %STOP CPU TIME COUNTER

trn_predicted = predict(mdl,svm_input); %prediction on training data
val_predicted = predict(mdl,val_input); %prediction on validation data

Y%training phase errors
trn_rmse=sqgrt(sum((svm_target(:)-trn_predicted(:)).2)/numel(svm_target));
trn_mae=(sum(abs(svm_target(:)-trn_predicted(:))))/numel(svm_target);
trn_r=corrcoef(svm_target, trn_predicted);

%validation phase errors
val_rmse=sqrt(sum((val_observed(:)-val_predicted(:)).”2)/numel(val_observed));
val_mae=(sum(abs(val_observed(:)-val_predicted(:))))/numel(val_observed);
val_r=corrcoef(val_observed, val_predicted);

%INDEPENDENT TEST SETS PREDICTED VALUES

testl predicted = predict(mdl,testl_input); %prediction on testl data
test2_predicted = predict(mdl,test2_input); %prediction on testl data
test3_predicted = predict(mdl,test3_input); %prediction on testl data
test4_predicted = predict(mdl,test4_input); %prediction on testl data
tests_predicted = predict(mdl,test5_input); %prediction on testl data
test6_predicted = predict(mdl,test6_input); %prediction on testl data

%INDEPENDENT TEST SETS ERROR CALCULATIONS

%TEST1

testl rmse=sqrt(sum((testl_target(:)-testl predicted(:))."2)/numel(testl_target));
testl mae=(sum(abs(testl_target(:)-testl predicted(:))))/numel(testl_target);
testl r=corrcoef(testl_target, testl predicted);

%TEST2
test2_rmse=sqrt(sum((test2_target(:)-test2_predicted(:))."2)/numel(test2_target));
test2_mae=(sum(abs(test2_target(:)-test2_predicted(:))))/numel(test2_target);
test2_r=corrcoef(test2_target, test2_predicted);
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%TEST3
test3_rmse=sqrt(sum((test3_target(:)-test3_predicted(:)).*2)/numel(test3_target));
test3_mae=(sum(abs(test3_target(:)-test3_predicted(:))))/numel(test3_target);
test3_r=corrcoef(test3_target, test3_predicted);

%TEST4
testd_rmse=sqrt(sum((test4_target(:)-test4_predicted(:))."2)/numel(test4_target));
test4_mae=(sum(abs(test4_target(:)-test4_predicted(:))))/numel(test4_target);
test4_r=corrcoef(test4_target, test4_predicted);

%TESTS
testS_rmse=sqrt(sum((test5_target(:)-test5_predicted(:))."2)/numel(test5_target));
test5_mae=(sum(abs(test5_target(:)-test5_predicted(:))))/numel(test5_target);
test5_r=corrcoef(test5_target, tests_predicted);

%TEST6
test6_rmse=sqrt(sum((test6_target(:)-test6_predicted(:))."2)/numel(test6_target));
test6_mae=(sum(abs(test6_target(:)-test6_predicted(:))))/numel(test6_target);
test6_r=corrcoef(test6_target, test6_predicted);

%COMBINED ERROR MATRIX
error(1,1)=trn_rmse;
error(1,2)=trn_mae;
error(1,3)=trn_r(2);

error(1,4)=val_rmse;
error(1,5)=val_mae;
error(1,6)=val_r(2);

error(1,7)=testl_rmse;
error(1,8)=testl mae;
error(1,9)=testl r(2);

error(1,10)=test2_rmse;
error(1,11)=test2_mae;
error(1,12)=test2_r(2);

error(1,13)=test3_rmse;
error(1,14)=test3_mae;
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error(1,15)=test3 _r(2);

error(1,16)=test4_rmse;
error(1,17)=test4_mae;
error(1,18)=test4_r(2);

error(1,19)=test5_rmse;
error(1,20)=test5_mae;
error(1,21)=test5 r(2);

error(1,22)=test6_rmse;
error(1,23)=test6_mae;
error(1,24)=test6_r(2);

error(1,25)=endSVM,;

%SAVE THE SVM TO A MATLAB WORKSPACE FOR FURTHER USE
cd(PathName9);

bl='svm_ linear BC '

b2=num2str(mdl.BoxConstraints(1));

b3="mat’;

b4=strcat(b1,b2,b3);

save(b4);

Y=€rror,

%COLUMN HEADERS & WRITING THE ERROR OUTPUT TO A COMMA
SEPARETED CSV FILE
headers1l=['trn_rmse'’",'trn_mae',,''trn_r"','val_rmse',’",','val_mae',",",'val_r'/","'testl_rms
e, 'testl _mae',',' 'testl r''/ 'test2_rmse',’",','test2_mae',',",'test2_r',',"'test3_rmse',’,",'test3_
mae','",','test3_r',")",'test4_rmse',’,",'test4_mae',',",'test4_r'/',",'test5_rmse',’,",'test5_mae',",",'tes
t5 r','test6_rmse'),"'test6_mae',",",'test6_r',',’,'cpu_time';

%SAVE THE ANN ERROR RESULTS _ PART II
cd(PathName9);

fid = fopen(FileName9,'w");

fprintf(fid,'%s\r\n',headersl);

fclose(fid);
dimwrite(FileName9,y,-append’,'delimiter',’,",'precision’,9);
telapsed=toc(tstart);
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fprintf('Process time in sec. = %f\n',telapsed)

cd(CurrentFolder);
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EK 3 MATLAB Programinda DVM Kernel Fonksiyonlarindan RBF

%function borasvm_rbf_optimize builds an SVM regression model with gaussian kernel
%function to predict FSC values from MODIS data by inputting range of
%BoxConstraint values between [M, N] for optimize SVM parameter settings

function y = borasvm_rbf_optimize(M,N)

%Author: Bora Berkay CIFTCI
%Date : March 2017

tic;
tstart=tic;

%Get the CSV File containing SVM TRAINING Inputs and Targets
CurrentFolder = pwd,;

[FileNamel,PathNamel] = uigetfile(*.csv', 'SELECT THE SVM TRAINING CSV
FILE";

cd(PathNamel);

fid = fopen(FileNamel);

input = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%SVM TRAINING INPUT MATRIX
svm_input(:,1) = double(input{2});
svm_input(:,2) = double(input(3));
svm_input(:,3) = double(input{4});
svm_input(:,4) = double(input(5));
svm_input(:,5) = double(input{6});
svm_input(:,6) = double(input{7});
svm_input(:,7) = double(input{8});
svm_input(:,8) = double(input{9});
svm_input(:,9) = double(input{10});
svm_input(:,10) = double(input{11});

%SVM TRAINING TARGET MATRIX
svm_target(:,1) = double(input{1});

%Get the CSV File containing SVM VALIDADTION DATA SET
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[FileName2,PathName2] = uigetfile(*.csv', 'SELECT THE SVM VALIDATION CSV
FILE";

cd(PathName2);

fid = fopen(FileName2);

validation = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f',
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%SVM VALIDATION INPUT
val_input(:,1) = double(validation{2});
val_input(:,2) = double(validation(3));
val_input(:,3) = double(validation{4});
val_input(:,4) = double(validation(5));
val_input(:,5) = double(validation{6});
val_input(:,6) = double(validation{7});
val_input(:,7) = double(validation{8});
val_input(:,8) = double(validation{9});
val_input(:,9) = double(validation{10});
val_input(:,10) = double(validation{11});

%SVM VALIDATION OBSERVED RESPONSE
val_observed(:,1)=double(validation{1});

%SAVE THE SVM ERROR RESULTS _ PART |
[FileName9,PathName9] = uiputfile(*.csv', 'SAVE THE SVM ERROR RESULT AS));

%GET THE SVM INDEPENDENT TEST DATA SETS

[FileName3,PathName3] = uigetfile(**.csv', 'SELECT THE SVM 1ST INDEPENDENT
TEST DATA CSV FILE");

cd(PathName3);

fid = fopen(FileName3);

testl = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines',1);

fclose(fid);

%TEST1 INPUT MATRIX
testl_input(:,1) = double(test1{2});
testl input(:,2) = double(test1(3));
testl_input(:,3) = double(test1{4});
testl_input(:,4) = double(test1(5);
testl_input(:,5) = double(test1{6});
testl_input(:,6) = double(test1{7});
testl_input(:,7) = double(test1{8});
testl_input(:,8) = double(test1{9});
testl input(:,9) = double(test1{10});
testl input(:,10) = double(test1{11});
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%TEST1 TARGET MATRIX
testl target(:,1) = double(test1{1});

[FileName4,PathName4] = uigetfile(*.csv', 'SELECT THE SVM 2ND
INDEPENDENT TEST DATA CSV FILE");

cd(PathName4);

fid = fopen(FileName4);

test2 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TEST2 INPUT MATRIX
test2_input(:,1) = double(test2{2});
test2_input(:,2) = double(test2(3));
test2_input(:,3) = double(test2{4});
test2_input(:,4) = double(test2(5));
test2_input(:,5) = double(test2{6});
test2_input(:,6) = double(test2{7});
test2_input(:,7) = double(test2{8});
test2_input(:,8) = double(test2{9});
test2_input(:,9) = double(test2{10});
test2_input(:,10) = double(test2{11});

%TEST2 TARGET MATRIX
test2_target(:,1) = double(test2{1});

[FileName5,PathName5] = uigetfile(**.csv', 'SELECT THE SVM 3RD
INDEPENDENT TEST DATA CSV FILEY;

cd(PathName5);

fid = fopen(FileName5);

test3 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines',1);

fclose(fid);

%TEST3 INPUT MATRIX

test3_input(:,1) = double(test3{2});
test3_input(:,2) = double(test3(3));
test3_input(:,3) = double(test3{4});
test3_input(:,4) = double(test3(5));
test3_input(:,5) = double(test3{6});
test3_input(:,6) = double(test3{7});
test3_input(:,7) = double(test3{8});
test3_input(:,8) = double(test3{9});
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test3_input(:,9) = double(test3{10});
test3_input(:,10) = double(test3{11});

%TEST3 TARGET MATRIX
test3_target(:,1) = double(test3{1});

[FileName6,PathName6] = uigetfile(*.csv', 'SELECT THE SVM 4TH INDEPENDENT
TEST DATA CSV FILE");

cd(PathName6);

fid = fopen(FileName6);

test4 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TEST4 INPUT MATRIX
test4_input(:,1) = double(test4{2});
test4_input(:,2) = double(test4(3));
test4_input(:,3) = double(test4{4});
test4_input(:,4) = double(test4(5));
test4_input(:,5) = double(test4{6});
test4_input(:,6) = double(test4{7});
test4_input(:,7) = double(test4{8});
test4_input(:,8) = double(test4{9});
test4_input(:,9) = double(test4{10});
test4_input(:,10) = double(test4{11});

%TEST4 TARGET MATRIX
test4_target(:,1) = double(test4{1});

[FileName7,PathName7] = uigetfile(*.csv', 'SELECT THE ANN 5TH INDEPENDENT
TEST DATA CSV FILE");

cd(PathName7);

fid = fopen(FileName7);

tests = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TESTS5 INPUT MATRIX

test5_input(:,1) = double(test5{2});
test5_input(:,2) = double(test5(3));
test5_input(:,3) = double(test5{4});
test5_input(:,4) = double(test5(5));
test5_input(:,5) = double(test5{6});
testS_input(:,6) = double(test5{7});
testS_input(:,7) = double(test5{8});
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test5_input(:,8) = double(test5{9});
test5_input(:,9) = double(test5{10});
test5_input(:,10) = double(test5{11});

%TESTS TARGET MATRIX
test5_target(:,1) = double(test5{1});

[FileName8,PathName8] = uigetfile(*.csv', 'SELECT THE ANN 6TH INDEPENDENT
TEST DATA CSV FILEY);

cd(PathName8);

fid = fopen(FileName8);

test6 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TEST6 INPUT MATRIX
test6_input(:,1) = double(test6{2});
test6_input(:,2) = double(test6(3));
test6_input(:,3) = double(test6{4});
test6_input(:,4) = double(test6(5);
test6_input(:,5) = double(test6{6});
test6_input(:,6) = double(test6{7});
test6_input(:,7) = double(test6{8});
test6_input(:,8) = double(test6{9});
test6_input(:,9) = double(test6{10});
test6_input(:,10) = double(test6{11});

%TEST6 TARGET MATRIX
test6_target(:,1) = double(test6{1});

%SVM WITH LINEAR KERNEL FOR RANGE OF BC VALUES FROM M TO N

rng default %For reproducibility, set the random seed

params = hyperparameters(‘fitrsvm’,svm_input,svm_target);

params(1,1).Range=[M,N]; %BoxConstraint range

params(1,1). Transform="none"; %BoxConstraint transformation to log scale
params(2,1).Optimize=true; %Optimize for KernelScale
params(2,1).Transform="none’;  %Do not transform to log scale
params(3,1).Optimize=false; %Do not optimize for Epsilon
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startSVM = tic; %START CPU TIME COUNTER

mdI=fitrsvm(svm_input,svm_target,'KernelFunction', 'rbf,
'‘OptimizeHyperparameters’, params, 'HyperparameterOptimizationOptions',
struct('AcquisitionFunctionName', 'expected-improvement-plus’,
'MaxObjectiveEvaluations', 30));

endSVM = toc(startSVM); %STOP CPU TIME COUNTER

trn_predicted = predict(mdl,svm_input); %prediction on training data
val_predicted = predict(mdl,val_input); %prediction on validation data

%training phase errors
trn_rmse=sqgrt(sum((svm_target(:)-trn_predicted(:)).*2)/numel(svm_target));
trn_mae=(sum(abs(svm_target(:)-trn_predicted(:))))/numel(svm_target);
trn_r=corrcoef(svm_target, trn_predicted);

%validation phase errors
val_rmse=sqrt(sum((val_observed(:)-val_predicted(:)).2)/numel(val_observed));
val_mae=(sum(abs(val_observed(:)-val_predicted(:))))/numel(val_observed);
val_r=corrcoef(val_observed, val_predicted);

%INDEPENDENT TEST SETS PREDICTED VALUES

testl predicted = predict(mdl,testl_input); %prediction on testl data
test2_predicted = predict(mdl,test2_input); %prediction on testl data
test3_predicted = predict(mdl,test3_input); %prediction on testl data
test4_predicted = predict(mdl,test4_input); %prediction on testl data
testb_predicted = predict(mdl,test5_input); %prediction on testl data
test6_predicted = predict(mdl,test6_input); %prediction on testl data

%INDEPENDENT TEST SETS ERROR CALCULATIONS

%TEST1

testl rmse=sqrt(sum((testl_target(:)-testl predicted(:))."2)/numel(testl_target));
testl mae=(sum(abs(testl_target(:)-testl predicted(:))))/numel(testl_target);
testl r=corrcoef(testl_target, testl predicted);
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%TEST?2
test2_rmse=sqrt(sum((test2_target(:)-test2_predicted(:))."2)/numel(test2_target));
test2_mae=(sum(abs(test2_target(:)-test2_predicted(:))))/numel(test2_target);
test2_r=corrcoef(test2_target, test2_predicted);

%TEST3
test3_rmse=sqrt(sum((test3_target(:)-test3_predicted(:))."2)/numel(test3_target));
test3_mae=(sum(abs(test3_target(:)-test3_predicted(:))))/numel(test3_target);
test3_r=corrcoef(test3_target, test3_predicted);

%TEST4
test4_rmse=sqrt(sum((test4_target(:)-test4_predicted(:))."2)/numel(test4_target));
test4_mae=(sum(abs(test4_target(:)-test4_predicted(:))))/numel(test4_target);
test4_r=corrcoef(test4_target, test4_predicted);

%TESTS
testb_rmse=sqrt(sum((test5_target(:)-test5_predicted(:))."2)/numel(test5_target));
test5_mae=(sum(abs(test5_target(:)-test5_predicted(:))))/numel(test5_target);
test5_r=corrcoef(test5_target, testc_predicted);

%TEST6
test6_rmse=sqrt(sum((test6_target(:)-test6_predicted(:))."2)/numel(test6_target));
test6_mae=(sum(abs(test6_target(:)-test6_predicted(:))))/numel(test6_target);
test6_r=corrcoef(test6_target, test6_predicted);

%COMBINED ERROR MATRIX

error(1,1)=trn_rmse;

error(1,2)=trn_mae;

error(1,3)=trn_r(2);

error(1,4)=val_rmse;
error(1,5)=val_mae;
error(1,6)=val_r(2);

error(1,7)=testl_rmse;
error(1,8)=testl mae;
error(1,9)=testl r(2);

error(1,10)=test2_rmse;
error(1,11)=test2_mae;
error(1,12)=test2_r(2);
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error(1,13)=test3_rmse;
error(1,14)=test3_mae;
error(1,15)=test3 r(2);

error(1,16)=test4_rmse;
error(1,17)=test4_mae;
error(1,18)=test4_r(2);

error(1,19)=test5_rmse;
error(1,20)=test5_mae;
error(1,21)=test5 r(2);

error(1,22)=test6_rmse;
error(1,23)=test6_mae;
error(1,24)=test6_r(2);

error(1,25)=endSVM,;

%SAVE THE SVM TO A MATLAB WORKSPACE FOR FURTHER USE
cd(PathName9);

bl='svm rbf BC "

b2=num2str(mdl.BoxConstraints(1));

b3="mat’;

b4=strcat(b1,b2,b3);

save(b4);

Y=€rror,

%COLUMN HEADERS & WRITING THE ERROR OUTPUT TO A COMMA
SEPARETED CSV FILE

headers1l=['trn_rmse'',",'trn_mae',,"'trn_r"'",'val_rmse',""'val_mae',)",'val_r'/","'testl_rms

e, 'testl _mae',",','testl r')')",'test2_rmse',’",’,'test2_mae',",",'test2_r',",",'test3_rmse',’,",'test3

[} T [ (BRI} [ [

mae','",','test3_r',')",'test4_rmse',',",'test4 _mae',’,','test4_r'',"'test5_rmse',",’, test5_mae',',','te§

t5 r'),'test6_rmse'),"'test6_mae',",",'test6_r'',’,'cpu_time';

%SAVE THE ANN ERROR RESULTS _ PART II
cd(PathName9);

fid = fopen(FileName9,'w");

fprintf(fid,'%s\r\n',headersl);

fclose(fid);
dimwrite(FileName9,y,"-append','delimiter',",’,'precision’,9);
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telapsed=toc(tstart);

fprintf('Process time in sec. = %f\n',telapsed)

cd(CurrentFolder);
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EK 4 MATLAB Programinda DVM Kernel Fonksiyonlarindan Polinom

%function borasvm_polynom_optimize builds an SVM regression model with
polynomial kernel

%function of degree L to predict FSC values from MODIS data by inputting range of
%BoxConstraint values between [M, N] for optimize SVM parameter settings

function y = borasvm_polynom_optimize(M,N,L)

%Author: Bora Berkay CIFTCI
%Date : March 2017

tic;
tstart=tic;

%Get the CSV File containing SVM TRAINING Inputs and Targets
CurrentFolder = pwd,;

[FileNamel,PathNamel] = uigetfile(**.csv', 'SELECT THE SVM TRAINING CSV
FILE):;

cd(PathNamel);

fid = fopen(FileNamel);

input = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter’,',",'HeaderLines',1);

fclose(fid);

%SVM TRAINING INPUT MATRIX
svm_input(:,1) = double(input{2});
svm_input(:,2) = double(input(3));
svm_input(:,3) = double(input{4});
svm_input(:,4) = double(input(5));
svm_input(:,5) = double(input{6});
svm_input(:,6) = double(input{7});
svm_input(:,7) = double(input{8});
svm_input(:,8) = double(input{9});
svm_input(:,9) = double(input{10});
svm_input(:,10) = double(input{11});

%SVM TRAINING TARGET MATRIX
svm_target(:,1) = double(input{1});

%Get the CSV File containing SVM VALIDADTION DATA SET
[FileName2,PathName2] = uigetfile(**.csv', 'SELECT THE SVM VALIDATION CSV
FILE";

cd(PathName2);
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fid = fopen(FileName2);

validation = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter’,',",'HeaderLines',1);

fclose(fid);

%SVM VALIDATION INPUT
val_input(:,1) = double(validation{2});
val_input(:,2) = double(validation(3));
val_input(:,3) = double(validation{4});
val_input(:,4) = double(validation(5));
val_input(:,5) = double(validation{6});
val_input(:,6) = double(validation{7});
val_input(:,7) = double(validation{8});
val_input(:,8) = double(validation{9});
val_input(:,9) = double(validation{10});
val_input(:,10) = double(validation{11});

%SVM VALIDATION OBSERVED RESPONSE
val_observed(:,1)=double(validation{1});

%SAVE THE SVM ERROR RESULTS _ PART |
[FileName9,PathName9] = uiputfile(*.csv', 'SAVE THE SVM ERROR RESULT AS);

%GET THE SVM INDEPENDENT TEST DATA SETS

[FileName3,PathName3] = uigetfile(**.csv', 'SELECT THE SVM 1ST INDEPENDENT
TEST DATA CSV FILE");

cd(PathName3);

fid = fopen(FileName3);

testl = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TESTL INPUT MATRIX
testl_input(:,1) = double(test1{2});
testl input(:,2) = double(test1(3);
testl_input(:,3) = double(test1{4});
testl input(:,4) = double(test1(5));
testl_input(:,5) = double(test1{6});
testl_input(:,6) = double(test1{7});
testl_input(:,7) = double(test1{8});
testl_input(:,8) = double(test1{9});
testl input(:,9) = double(test1{10});
testl input(:,10) = double(test1{11});

%TEST1 TARGET MATRIX
testl target(:,1) = double(test1{1});
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[FileName4,PathName4] = uigetfile(*.csv', 'SELECT THE SVM 2ND
INDEPENDENT TEST DATA CSV FILEY;

cd(PathName4);

fid = fopen(FileName4);

test2 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TEST2 INPUT MATRIX
test2_input(:,1) = double(test2{2});
test2_input(:,2) = double(test2(3));
test2_input(:,3) = double(test2{4});
test2_input(:,4) = double(test2(5));
test2_input(:,5) = double(test2{6});
test2_input(:,6) = double(test2{7});
test2_input(:,7) = double(test2{8});
test2_input(:,8) = double(test2{9});
test2_input(:,9) = double(test2{10});
test2_input(:,10) = double(test2{11});

%TEST2 TARGET MATRIX
test2_target(:,1) = double(test2{1});

[FileName5,PathName5] = uigetfile(**.csv', 'SELECT THE SVM 3RD
INDEPENDENT TEST DATA CSV FILEY;

cd(PathName5);

fid = fopen(FileName5);

test3 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TEST3 INPUT MATRIX
test3_input(:,1) = double(test3{2});
test3_input(:,2) = double(test3(3));
test3_input(:,3) = double(test3{4});
test3_input(:,4) = double(test3(5));
test3_input(:,5) = double(test3{6});
test3_input(:,6) = double(test3{7});
test3_input(:,7) = double(test3{8});
test3_input(:,8) = double(test3{9});
test3_input(:,9) = double(test3{10});
test3_input(:,10) = double(test3{11});

%TEST3 TARGET MATRIX
test3 target(:,1) = double(test3{1});
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[FileName6,PathName6] = uigetfile(*.csv', 'SELECT THE SVM 4TH INDEPENDENT
TEST DATA CSV FILE";

cd(PathName6);

fid = fopen(FileName6);

test4 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TEST4 INPUT MATRIX
test4_input(:,1) = double(test4{2});
test4_input(:,2) = double(test4(3));
test4_input(:,3) = double(test4{4});
test4_input(:,4) = double(test4(5));
test4_input(:,5) = double(test4{6});
test4_input(:,6) = double(test4{7});
test4_input(:,7) = double(test4{8});
test4_input(:,8) = double(test4{9});
test4_input(:,9) = double(test4{10});
test4_input(:,10) = double(test4{11});

%TEST4 TARGET MATRIX
test4_target(:,1) = double(test4{1});

[FileName7,PathName7] = uigetfile('*.csv', 'SELECT THE ANN 5TH
INDEPENDENT TEST DATA CSV FILEY;

cd(PathName7);

fid = fopen(FileName7);

test5 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,

'Delimiter',',",'HeaderLines’,1);
fclose(fid);

%TESTS INPUT MATRIX
test5_input(:,1) = double(test5{2});
test5_input(:,2) = double(test5(3);
test5_input(:,3) = double(test5{4});
test5_input(:,4) = double(test5(5);
test5_input(:,5) = double(test5{6});
test5_input(:,6) = double(test5{7});
test5_input(:,7) = double(test5{8});
test5_input(:,8) = double(test5{9});
test5_input(:,9) = double(test5{10});
test5_input(:,10) = double(test5{11});

%TEST5 TARGET MATRIX
test_target(:,1) = double(test5{1});
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[FileName8,PathName8] = uigetfile(*.csv', 'SELECT THE ANN 6TH INDEPENDENT
TEST DATA CSV FILE";

cd(PathName8);

fid = fopen(FileName8);

test6 = textscan(fid, '%f %f %f %f %f %f %f %f %f %f %f %f,
'Delimiter',',",'HeaderLines’,1);

fclose(fid);

%TEST6 INPUT MATRIX
test6_input(:,1) = double(test6{2});
test6_input(:,2) = double(test6(3);
test6_input(:,3) = double(test6{4});
test6_input(:,4) = double(test6(5));
test6_input(:,5) = double(test6{6});
test6_input(:,6) = double(test6{7});
test6_input(:,7) = double(test6{8});
test6_input(:,8) = double(test6{9});
test6_input(:,9) = double(test6{10});
test6_input(:,10) = double(test6{11});

%TEST6 TARGET MATRIX
test6_target(:,1) = double(test6{1});

%SVM WITH LINEAR KERNEL FOR RANGE OF BC VALUES FROM M TO N

rng default %For reproducibility, set the random seed

params = hyperparameters(‘fitrsvm’,svm_input,svm_target);

params(1,1).Range=[M,N]; %BoxConstraint range
params(1,1). Transform="none"; %BoxConstraint transformation to log scale
params(2,1).Optimize=false; %Do not optimize for KernelScale
params(2,1).Transform="none’;  %Do not transform to log scale
params(3,1).Optimize=false; %Do not optimize for Epsilon

startSVM = tic; %START CPU TIME COUNTER

mdI=fitrsvm(svm_input,svm_target,'KernelFunction', ‘polynomial’,
'PolynomialOrder’, L, 'OptimizeHyperparameters', params,
'HyperparameterOptimizationOptions', struct(‘AcquisitionFunctionName', ‘expected-
improvement-plus', '"MaxObjectiveEvaluations', 30));

endSVM = toc(startSVM); %STOP CPU TIME COUNTER

trn_predicted = predict(mdl,svm_input); %prediction on training data
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val_predicted = predict(mdl,val_input); %prediction on validation data
%training phase errors
trn_rmse=sqrt(sum((svm_target(:)-trn_predicted(:)).2)/numel(svm_target));
trn_mae=(sum(abs(svm_target(:)-trn_predicted(:))))/numel(svm_target);
trn_r=corrcoef(svm_target, trn_predicted);

%validation phase errors
val_rmse=sqrt(sum((val_observed(:)-val_predicted(:))."2)/numel(val_observed));
val_mae=(sum(abs(val_observed(:)-val_predicted(:))))/numel(val_observed);
val_r=corrcoef(val_observed, val_predicted);

%INDEPENDENT TEST SETS PREDICTED VALUES

testl predicted = predict(mdl,testl_input); %prediction on testl data
test2_predicted = predict(mdl,test2_input); %prediction on testl data
test3_predicted = predict(mdl,test3_input); %prediction on testl data
test4_predicted = predict(mdl,test4_input); %prediction on testl data
tests_predicted = predict(mdl,test5_input); %prediction on testl data
test6_predicted = predict(mdl,test6_input); %prediction on testl data

%INDEPENDENT TEST SETS ERROR CALCULATIONS

%TEST1

testl rmse=sqrt(sum((testl_target(:)-testl_predicted(:))."2)/numel(testl_target));
testl _mae=(sum(abs(testl_target(:)-testl predicted(:))))/numel(testl_target);
testl r=corrcoef(testl_target, testl predicted);

%TEST2
test2_rmse=sqrt(sum((test2_target(:)-test2_predicted(:))."2)/numel(test2_target));
test2_mae=(sum(abs(test2_target(:)-test2_predicted(:))))/numel(test2_target);
test2_r=corrcoef(test2_target, test2_predicted);

%TEST3
test3_rmse=sqrt(sum((test3_target(:)-test3_predicted(:))."2)/numel(test3_target));
test3_mae=(sum(abs(test3_target(:)-test3_predicted(:))))/numel(test3_target);
test3_r=corrcoef(test3_target, test3_predicted);

%TEST4

testd_rmse=sqrt(sum((test4_target(:)-test4 predicted(:))."2)/numel(test4_target));
testd_mae=(sum(abs(test4_target(:)-test4 predicted(:))))/numel(test4_target);
testd_r=corrcoef(test4_target, test4 predicted);

%TESTS
tests_rmse=sqrt(sum((test5_target(:)-test5 predicted(:)).~2)/numel(test5_target));
tests_mae=(sum(abs(test5_target(:)-test5 predicted(:))))/numel(test5_target);
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test5_r=corrcoef(test5_target, test5_predicted);

%TEST6
test6_rmse=sqrt(sum((test6_target(:)-test6_predicted(:))."2)/numel(test6_target));
test6_mae=(sum(abs(test6_target(:)-test6_predicted(:))))/numel(test6_target);
test6_r=corrcoef(test6_target, test6_predicted);

%COMBINED ERROR MATRIX
error(1,1)=trn_rmse;
error(1,2)=trn_mae;
error(1,3)=trn_r(2);

error(1,4)=val_rmse;
error(1,5)=val_mae;
error(1,6)=val_r(2);

error(1,7)=testl_rmse;
error(1,8)=testl_mae;
error(1,9)=testl r(2);

error(1,10)=test2_rmse;
error(1,11)=test2_mae;
error(1,12)=test2_r(2);

error(1,13)=test3_rmse;
error(1,14)=test3_mae;
error(1,15)=test3 r(2);

error(1,16)=test4_rmse;
error(1,17)=test4_mae;
error(1,18)=test4 r(2);

error(1,19)=test5 _rmse;
error(1,20)=test5_mae;
error(1,21)=test5 r(2);
error(1,22)=test6_rmse;
error(1,23)=test6_mae;
error(1,24)=test6_r(2);
error(1,25)=endSVM,;

%SAVE THE SVM TO A MATLAB WORKSPACE FOR FURTHER USE
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cd(PathName9);
b1='svm_polynom_';

b2=num2str(L);

b3="_BC_}
b4=num2str(mdl.BoxConstraints(1));
b5=".mat’;

b6=strcat(b1,b2,b3,b4,b5);

save(b6);

y=error;

%COLUMN HEADERS & WRITING THE ERROR OUTPUT TO A COMMA
SEPARETED CSV FILE
headers1l=['trn_rmse'',"'trn_mae",)"'trn_r""",'val_rmse',""'val_mae',)",'val_r'/","'testl_rms
e, 'testl mae',",' 'testl r')')" 'test2_rmse',’",','test2_mae',',",'test2_r''," 'test3_rmse',’,’,'test3
mae',",’,'test3_r',’,"'test4_rmse',’",''test4_mae',’",’,'test4_r',"'test5_rmse',’,’,'tests5_mae',’",’",'tes
t5_r')','test6_rmse'),",'test6_mae',",",'test6_r'",’,'cpu_time'];

%SAVE THE ANN ERROR RESULTS _ PART II
cd(PathName9);

fid = fopen(FileName9,'w");

fprintf(fid,'%s\r\n',headersl);

fclose(fid);

dimwrite(FileName9,y, -append’,'delimiter’,’,",'precision’,9);

telapsed=toc(tstart);

fprintf('Process time in sec. = %f\n’,telapsed)

cd(CurrentFolder);
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