PROTEIN ETKILESIM TAHMINI iCiN POZITIF ETIKETSIZ
OGRENME ALGORITMALARININ GELISTIRILMESI

DORUK PANCAROGLU

YUKSEK LISANS TEZIi

BIiLGiSAYAR MUHENDISLIGi ANABILIiM DALI

TOBB EKONOMIi VE TEKNOLOJI UNIVERSITESI

FEN BIiLIMLERI ENSTITUSU

NIiSAN 2014

ANKARA



Fen Bilimleri Enstitii Onay1

Prof. Dr. Necip CAMUSCU
Miidiir

Bu tezin Yiiksek Lisans derecesinin tiim gereksinimlerini sagladigini onaylarim.

Dog. Dr. Erdogan DOGDU
Anabilim Dali Bagkani

Doruk PANCAROGLU tarafindan hazirlanan PROTEIN ETKILESIM TAHMINI
ICIN POZITIF ETIKETSIZ OGRENME ALGORITMALARININ
GELISTIRILMESI adli bu tezin Yiiksek Lisans tezi olarak uygun oldugunu

onaylarim.
Yrd. Dog. Dr. Mehmet TAN
Tez Danismani
Tez Jiiri Uyeleri
Baskan: Dog. Dr. Osman ABUL
Uye: Yrd. Dog. Dr. Ersin Emre OREN

Uye: Yrd. Dog. Dr. Mehmet TAN




TEZ BiLDiRiMi

Tez icerisindeki biitliin bilgilerin etik davranis ve akademik kurallar ¢ercevesinde
elde edilerek sunuldugunu, ayrica tez yazin kurallarina uygun olarak hazirlanan bu

caligmada orijinal olmayan her tiirlii kaynaga eksiksiz atif yapildigini bildiririm.

Doruk PANCAROGLU



Universitesi : TOBB Ekonomi ve Teknoloji Universitesi

Enstitiisi :  Fen Bilimleri

Anabilim Dah : Bilgisayar Miihendisligi

Tez Danismani ¢ Yrd. Do¢. Dr. Mehmet TAN

Tez Tiirii ve Tarihi : Yiiksek Lisans — Nisan 2014
Doruk PANCAROGLU

PROTEIN ETKILESIM TAHMINI ICiN POZITiF ETIKETSIiZ OGRENME
ALGORITMALARININ GELISTIRILMESI

OZET

Protein etkilesim tahmini i¢in ikili siniflandirmada, mevcut iki adet proteinin negatif
(etkilesime girmeyen) oldugunu tespit edebilmek zor bir islemdir. Bu zorlugun
sebeplerinden biri bu siniflandirmay1 yapmaya yardimer olacak egitim kiimesi igin
hi¢bir zaman etkilesmeyen ornekleri temin etmenin gili¢ olmasidir. Ayrica, bir protein
ciftinin etkilesmedigi ispatlanmis olsa bile, protein etkilesim veri tabanlarinda bu
negatif Orneklere yer verilmez. Bu durum sebebiyle ger¢ek negatif oOrnek
kullanmayan 6grenme algoritmalarina bir ihtiya¢ dogmustur. Bu ¢aligmada, yiiksek
performanslar1 sebebiyle segilen iki adet pozitif etiketsiz 6grenme algoritmasi, AGPS
ve Roc-SVM icin gelistirmeler yapilmast hedeflenmistir. Bu algoritmalara iki adet
gelistirme yapilacaktir: algoritmalarin siiflandirma icin kullandig1 support vector
Machines (SVM) siniflandiricist yerine Random Forest siniflandiricisini kullanmak
(AGPS-RF ve Roc-RF) ve iki algoritmay1 birlestirerek sonuglarini bir oylama
sistemine sokmak (Karma Algoritma). Bu gelistirmeler yapildiktan sonra
algoritmalar 6nceki halleri ile ve yaygin olarak kullanilan iki adet siniflandirma
algoritmasi1 (CLR ve ARACNE) ile karsilastirilarak performanslari incelenmistir.
Yapilan karsilagtirmalarda, AGPS-RF, Roc-RF ve Karma Algoritma, SVM kullanan
seleflerine gore daha iyi performans vermisti. CLR ve ARACNE ile yapilan
karsilastirmalarda ise Roc-RF ve Karma Algoritma’nin daha performansli oldugu
gorilmiistiir.

Anahtar Kelimeler: Protein Etkilesim Aglari, ikili Smiflandirma, Pozitif Etiketsiz
Ogrenme, Random Forests, Support Vector Machines
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IMPROVING POSITIVE UNLABELED LEARNING ALGORITHMS FOR
PROTEIN INTERACTION PREDICTION

ABSTRACT

In binary classification for protein interaction prediction, labeling two proteins as
negative (not interacting) is a hard task. This problem is caused by the difficulty of
obtaining two training samples that would never interact. Furthermore, the protein
interaction databases do not include negative samples, even if the samples have been
shown to be non-interacting. The aforementioned difficulty in obtaining true negative
samples created a need for learning algorithms that does not use negative samples.
This study aims to improve upon two well-performing positive unlabeled learning
algorithms, AGPS and Roc-SVM for protein interaction prediction. Two extensions
to these algorithms is proposed; the first one is to use Random Forests as the
classifier instead of support vector Machines (AGPS-RF and Roc-RF) and the second
is to combine the results of AGPS and Roc-SVM using a voting system (Hybrid
Algorithm). After these two approaches are implemented, the results were compared
to the original algorithms as well as two well-known learning algorithms, ARACNE
and CLR. In the tests and comparisons, both Random Forest algorithms and the
Hybrid algorithm performed well against the original SVM-classified ones. The
improved Roc-RF and Hybrid Algorithms also performed well against ARACNE and
CLR.

Keywords: Protein Interaction Networks, Binary Classification, Positive Unlabeled
Learning, Random Forests, Support Vector Machines
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SEMBOL LiSTESI

Bu c¢aligmada kullanilmis olan simgeler aciklamalari ile birlikte agagida sunulmustur.
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Etiketsiz Ornekler Kiimesi

Etiketsiz Ornekler ile Olusturulan Gegici Kiime

Etiketsiz Ornekler ile Olusturulan Gegici Kiime



1 GIRiS

1.1 Giris ve Calismanin Amaci

Ikili siniflandirma (Binary Classification), mevcut bir veri kiimesinin elemanlarinin
belirli bir 6zellige sahip olup olmadigini bulma islemine verilen isimdir. Bu islem,
mevcut veri kiimesindeki orneklerin iki gruba ayrilmasi ile yapilir: sayica daha az
ornek igeren kiiciik grup ve veri kiimesinin kalan 6rneklerini iceren biiyiik grup. Ayn
zamanda elimizdeki sayica az ornek iceren gruptaki elemanlarin belirli bir 6zellige
sahip oldugu ya da olmadig1 bilinmektedir. Kii¢iik gruptaki 6rneklerden belirli bir
ozellige sahip olanlar bu sebeple pozitif sinif olarak da adlandirilirken bu 6zellige
sahip olmayan Ornekler negatif sinif olarak adlandirilir. Biiylik gruptaki orneklerin
ise pozitif veya negatif oldugu bilinmedigi i¢cin bu gruptaki Ornekler etiketsiz

(unlabeled) sinif olarak adlandirilir.

Gozetimli 6grenme (supervised learning), bir veri kiimesini siniflandirmak i¢in hem
pozitif hem negatif Ornekleri kullanan bir &grenme tiiriidiir. Fakat, bu tip
simiflandirmalarin yapildig1 basta tip olmak iizere bir ¢ok mecrada negatif oldugu
bilinen Ornekleri temin etmek negatif Ornekleri siniflandirmanin dogasi geregi

olduk¢a zordur ve ¢gogu zaman imkansizdir.

Proteinler canli organizmalardaki faaliyetlerin neredeyse tamaminin gerg¢eklesmesini
saglayan ve ayni zamanda bu faaliyetleri diizenleyen biyolojik molekiillerdir.
Yapitast olarak amino asitlerden olusan proteinler, bu amino asitlerin belirli bir sira

ile dizilmesi ile birbirlerinden farklilasirlar.

Canli organizmalardaki faaliyetleri sirasinca proteinler ¢ogu zaman bagka
proteinlerle beraber caligmaktadirlar. Proteinler tek bir faaliyet icin birgok farkl
protein ile de etkilesime gegebilmektedirler. Proteinler arasi etkilesim sekilleri olarak
hiicre i¢indeki sinyallerin iletimi, diger proteinlerin tasinmasi, enzimler kullanilarak

hiicrede tliretim yapilmas1 6rnek gosterilebilir.



Protein-Protein Etkilesimi (Protein-Protein Interaction) adi verilen bu durum, birden
fazla bilimsel alanda kullanilmaktadir. PPE, proteinlerin gorevlerini 6grenme, insan
viicudunun isleyisi konusunda yeni bulgulara yon verme ve Onemli hastaliklarin

aragtirtlmasi gibi konularda kilit rol oynamaktadir.

Proteinler arasindaki etkilesimlerin tespit edilmesi i¢in farkli yontemler mevcuttur.
Bu yontemler Protein-Protein FEtkilesimi Tahmini (Protein-Protein Interaction
Prediction) semsiyesi altinda toplanmistir. Bu yontemlerden Filogenetik Profilleme
[1] (Phylogenetic Profiling), karsilastirilan proteinleri bu proteinlerin bulundugu
canlilar acisindan ele alarak bu canlilarin birbirine yakin tiirler olup olmadig:
iizerinden tahmin ylriitlirken Rosetta Tas1 (Rosetta Stone) [2] yOntemi ise bilesik

proteinleri baz alarak etkilesim tahminlerini bu koldan yapmaktadir.

Protein-Protein Etkilesim Tahmini yontemlerinden one c¢ikan bir digeri de bu
caligmanin 6znesi olan siniflandirma metotlarini igerir. Smiflandirma metotlar1 da
etkilesime gectigi ve gegmedigi bilinen pozitif ve negatif Ornekler iizerinden
tahminlerini yapar. Siniflandirma metotlarinin 6nceki metotlara gore olumlu

yonlerinden biri alanlardan (domain) bagimsiz olmasidir.

Iki protein 6rnegi arasindaki bir etkilesimin mevcut olmasi laboratuvar kosullarinda
kolaylikla anlagilabilen bir durumdur. Bu ortamda gozlenen herhangi bir etkilesim bu
iki proteinin her zaman bir etkilesim i¢inde olacagini belirtir. Fakat iki protein
arasinda laboratuvar ortaminda bir etkilesim gdzlenmemesi bu proteinlerin higbir
zaman etkilesimde bulunmayacagim1 garantilemez. Etkilesim olmadiginin
gbzlemlenmesi ¢evre kosullari, zaman ve benzeri bir¢cok farkli sebepten dolay1 olmus
olabilir. Bu proteinlerin hicbir zaman etkilesime giremeyecegini kesin anlamda
sOyleyebilmek i¢in etkilesim testlerinin olabilecek tiim kosullarda yapilmasi, zaman
ve kaynak agisindan uygulanabilir degildir. Bu durum negatif 6rneklerin temininin

zorluguna sebep olmaktadir.

Negatif ornekleri temin etmenin zorlugundan dolay:r ikili siniflandirma isleminde
sadece pozitif ve etiketsiz (unlabeled) 6rnek kiimelerini kullanan algoritmalara
ihtiya¢ duyulmustur. Bu tiirdeki, negatif 6rnekleri kullanmayan algoritmalara pozitif

etiketsiz 6grenme algoritmalart ad1 verilmistir.



Pozitif Etiketsiz (PE) Ogrenme algoritmalar1 bir ¢ok alanda kullanilsa da bu
calisgmanin hedefinde proteinler arasi etkilesim aglar1 vardir. Proteinler arasi
etkilesim aglarn temelde bir c¢izgedir (graph). Bu g¢izgede diiglimler (nodes)
proteinleri temsil ederken kenarlar (edges) da bu proteinler arasindaki iliskilerin
varligin1 temsil eder. Herhangi bir protein kiimesinin i¢inde bulundugu bu tip bir
etkilesim aginda toplam protein sayisina gore oldukg¢a az sayida kenar, yani iligkisi

bulunan protein bulunmasi genel bir kanidir.

Etiketsiz Orneklerin fazlaligi ve negatif O6rneklerin olmamasi gibi kosullar pozitif
etiketsiz 6grenme algoritmalarini yar1 gozetimli 6grenme sinifina sokmaktadir. Bu
smif hiyerarsisine ragmen pozitif etiketsiz 6grenme algoritmalart mevcut yari

gozetimli 6grenme algoritmalarindan farklidir.

Pozitif etiketsiz 6grenme algoritmalariyla ilgili detayli bir inceleme Mehmet Tan ve
Cumhur Kili¢ tarafindan yapilmistir [3]. Mevcut pozitif etiketsiz 6grenme
algoritmalarindan AGPS [4], Roc-SVM [5], PSoL [6] (PSoL,, ve PSoL, beraber),
Carter [7], PosOnly [8], Bagging SVM [9] ve S-EM [10] bu incelemede test
edilmistir. Bu incelemede karsilagtirmalarda baz alinmak iizere sadece SVM [11]
(Support Vector Machines) algoritmasina siniflandirma yaptiran SVM,yy 1simli bir

algoritma da teste katilmustir.

Calisma boyunca algoritmalar ile yapilan denemelerde alinan sonuglar, bu
denemelerde kullanilan veri kiimesindeki elemanlarin arasindaki iliskinin varligina
yonelik yapilan siniflandirmanin sonuglarinin bir derlemesidir. Bu sonuglar Gergek
Pozitif (GP), Sahte Pozitif (SP), Ger¢ek Negatif (GN) ve Sahte Negatif (SN) olarak
dort farkli sekilde elde edilebilmektedir. Keskinlik, dogruluk, f-6lciisiif12] ve
MCCJ13] degerleri bu dort sonucu kullanarak bulunmaktadir.

Keskinlik (Precision), bir siniflandirma isleminde alinan sonuglarin farkli islemlerde
de benzerlik gostermesidir. Dogruluk (Recall), bir siniflandirma isleminde alinan
sonuglarin gercege ne kadar yakin oldugudur. F-Olgiisii (F-Measure) bu iki degerin
harmonik ortalamasi, MCC (Matthews Correlation Coefficient) degeri ise ikili
smiflandirma isleminin genel kalitesini dlgmeye yarayan bir degerdir. Bu degerlerin

nasil hesaplandigi Ek A boliimiinde Cizelge A.1’de goriilebilir.



Yapilan bu karsilastirmada iki adet algoritma 6ne ¢ikmustir: AGPS ve Roc-SVM. Iki
algoritma da yapilan karsilastirmali testlerde keskinlik, dogruluk, f-6l¢iisii, MCC gibi

alanlarda birbirlerine yakin sonuclar alarak iist siraya yerlesmislerdir.

Yapilan ¢alismanin detayli sonuglari ¢izelge 1.1°de goriilebilir.

Cizelge 1.1 Pozitif Etiketsiz Ogrenme Algoritmalarmin F-Olgiisii Degeri Uzerinden

Karsilagtirmali Sonuglari

Algoritma Adi Ortalama F-Olgiisii

AGPS 0,235
Roc-SVM 0,230
S-EM 0,218
PSoLn 0,210
PosOnly 0,200
CART 0,183
Bagging 0,183
PSoL, 0,171
SVMonly 0,114

Bu calismadaki amag pozitif etiketsiz Ogrenme algoritmalar1 arasinda verdigi
sonuclarin dogrulugu acisindan 6ne ¢ikan AGPS ve Roc-SVM algoritmalarini farkl
yollar ile daha da iyi hale getirmektir. Bu iyilestirme c¢alismast iki koldan
yiiriitiilecektir. {1k kolda algoritmalarin kullandig1 SVM modeli Random Forest (RF)
[14] modeli ile degistirilmis ve algoritmalar ayni veri grubu ile test edilmistir.
Random Forest modeli kullanan bu iki algoritma bundan sonra AGPS-RF ve Roc-RF
olarak adlandirilacaktir. ikinci kolda ise karma bir yol uygulanmistir. Bu karma
yolda algoritmalarin kullandigt SVM modeli korunmus ve algoritmalarin
olusturdugu sonuglar bir oylama sistemi gelistirilerek birlestirilmistir. Bu sekilde iki
algoritmanin da verecegi sonuglarin en dogru olanlarinin edinilmesi hedeflenmistir.
Bu karma yolu kullanarak olusturulan algoritma ise Karma Algoritma olarak

adlandirilacaktir.



Iki farkli sekilde yiiriitiilen algoritma iyilestirme asamasi tamamlandiginda
olusturulan  sonuglar  algoritmalarin  1iyilestirme yapilmamis halleri ile
karsilastirtlmistir. Bu karsilastirmalarda AGPS-RF ve Roc-RF algoritmalart SVM
kullanan orijinal algoritmalara gore dogruluk orani1 daha yiiksek olan sonuglar
vermislerdir. Karma Algoritma da orijinal iki algoritmaya gdre dogruluk oran1 daha
yiiksek olan sonuglar vermistir. lyilestirilen algoritmalar1 iyilestirme yapilmamus
halleriyle karsilagtirdiktan sonraki adimda benzer veri gruplari ile iyi sonug¢ verdigi
bilinen diger algoritmalar1 benzer bir karsilastirmaya sokmak disiiniilmiistiir.
Karsilagtirilacak bilinen algoritmalar olarak CLR [15] ve ARACNE [16] secilmistir.
Yapilan karsilastirmalarda Roc-RF ve Karma Algoritma’nin CLR ve ARACNE’ye

gore dogruluk orani daha yiiksek olan sonuglar verdigi goriilmiistiir.



2 KONUYLA ILGILi YAPILMIS ONCEKI ISLER

Bu boliimde gelistirme yapilacak pozitif etiketsiz 6grenme algoritmalar1 AGPS ve
Roc-SVM ile ilgili bilgi verilecektir. Onceki boliimde bahsedildigi gibi Mehmet Tan
ve Cumhur Kilig’m yaptigt calismada [3] 6ne c¢ikan AGPS ve Roc-SVM
algoritmalar1, yiiksek performanslar ile yapilacak gelistirmelerde kullanilacak iki
algoritma olarak belirlenmistir ve daha detayli olarak sonraki kisimlarda

incelenecektir.

2.1 SVM

SVM (Support Vector Machines), gozetimli 6grenme metotlarin1 kullanan bir
smiflandirma modelidir. Egitim ve test kiimelerini kullanan SVM, elindeki 6rnekleri
bir diizleme yerlestirerek yerlestirdigi drneklerin diizlemin hangi tarafinda oldugunu
tespit ederek smiflandirma yapar. SVM, Vladimir Vapnik ve Corinna Cortes
tarafindan 1995 [17] yilinda bulunmus bir yontemdir. SVM hem dogrusal (linear)
hem de dogrusal olmayan (non-linear) siniflandirma yapabilmektedir. Aradaki fark
simiflandirmanin ayracinin dogrusal bir fonksiyon mu yoksa polinom ya da hiperbol
cinsi bir fonksiyon mu oldugudur. SVM metin siniflandirma, gorsel siniflandirma ve
protein smiflandirma gibi farkli uygulama alanlarinda iyi performans gdsteren bir

model olarak 6ne ¢ikmaktadir.

2.2 AGPS

AGPS (Annotating Genes with Positive Samples), X-M. Zhao, Yong Wang, Luonan
Chen ve Kazuyuki Aihara tarafindan gelistirilmis bir pozitif etiketsiz 0grenme

algoritmasidir. Iki adimli bir algoritma olan AGPS 6n hazirlik, baslangi¢ negatif



kiimesini olugturma, negatif kiime genisletme ve siniflandirma adinda doért boliimden

olusur.

On hazirlik bdliimii kismen tiim algoritmay1 kapsamaktadir. AGPS’nin siniflandirma
yapacagi ornekler U (unlabeled, etiketsiz) kiimesi ve P kiimesi (pozitif) olarak
tanimlanir. AGPS Orneklerini tanimlarken 10 katli capraz saglama metodunu
kullanmaktadir. Capraz saglama [18] metodunun kullanilmasindaki amacin yapilacak
simiflandirmada kullanilacak 6rneklerin dagitiminin homojen bir sekilde yapilmasi ve
bu sayede smiflandirmalardaki isabet oraninin artirilmasidir. Capraz saglama
metodunun her tekrarlamasinda (10 katli oldugu i¢in algoritma 10 kez tamamen
tekrarlanacaktir) P kiimesi P1 ve P2 olarak ikiye boliinecektir. Bu kiimelerden P1
kiimesi egitim kiimesi (training set), P2 kiimesi ise saglama kiimesi (validation set)
olarak adlandirilacaktir. Ornegin, P kiimesinin toplam 1000 elemani oldugunu
varsayarsak ¢apraz saglamanin ilk tekrarlamasinda P1 kiimesi P kiimesindeki ilk 100
elemandan olusacaktir. P2 kiimesi ise 101’den 1000’¢ kadar olan elemanlardan
olusacaktir. ikinci tekrarlamada P1 101-200 arasindaki elemanlardan olusurken P2
kiimesi 1-100 ve 201-1000 arasindaki elemanlardan olusacaktir. Bu sekilde P
kiimesinin tiim elemanlar1 hem egitim kiimesi, hem de saglama kiimesinde

kullanilmis olacaktir.

Algoritmanin basinda ikiye bdoliinen P kiimesinin P2 alt kiimesi, U kiimesine
eklenecektir. Bu sekilde etiketsiz elemanlardan olusan kiimeye pozitif oldugunu
bildigimiz elemanlar eklenecektir. U ve P2’den olusan bu yeni kiimeye Uyeni adi

verilecektir.

Bu 6n hazirlik asamasi bittikten sonraki ilk adimda P1 isimli egitim kiimesi ve Uyen;
kiimeleri kullanilarak f(1) ismi verilecek siniflandirici tiretilecektir. Bu egitim
adimimda SVM kullanilacaktir. Olusan f(1) siniflandiricisi, Uyeqi kiimesini SVM ile
etiketlemede kullanilacaktir. Bu etiketleme sonucunda Uy, igindeki orneklerden
negatif olarak etiketlenecek olanlar N(1) isimli (1 capraz saglama sayisi olacak
sekilde) negatifler kiimesinde toplanacaktir. Uy, kiimesinden N(1) kiimesi
cikartilarak etiketsiz kiimenin boyutu kiiciiltiillecektir. Bu sekilde N(1) isimli

baslangi¢ negatif kiimesi olusturularak ilk adim tamamlanacaktir.



Ikinci adim kendi iginde tekrarlanacak bir adimdir. Bu adimda ilk adimdaki gibi P1
ve N(1) kiimeleri SVM kullanilarak f(i) smiflandiricisini iiretecektir (i degeri
tekrarlama sayis1 olacak sekilde). Uretilen smiflandirici FC isimli smiflandiricilar
dizisine eklenirken N(i) kiimesi ise NS isimli negatifler dizisine eklenecektir. Uyen;
kiimesi f(i) smiflandiricisini kullanarak etiketlenecektir. Bu etiketlemede negatif
olarak etiketlenen Uy, elemanlart N(2) kiimesine eklenecektir. N(2) kiimesi (ilk
tekrarlamada 2 (1+1), sonraki tekrarlamalarda i+1 seklinde numaralandirilacaktir.
Kiimenin elemanlar1 6nceki adimda oldugu gibi Uy, kiimesinden ¢ikarilacaktir. Bu
adimin sonraki tekrarlamalarinda f(i + 1) ve N (i + 1) kiimeleri yaratilmaya devam
edecektir. Tekrarlamalar ve bu adim Uy.,; kiimesinin kendisinden ¢ikarilan elemanlar

ile boyutunun P kiimesinin boyutuna kadar indigi zaman bitecektir.

Ugﬁncﬁ adimda FC dizisinin igindeki tiim f() smiflandiricilar Uyey kiimesini
etiketleyecek ve bu etiketlemeler i¢inde en isabetli tahminleri yapan siiflandiricinin
negatif kiime karsilign NN (Nihai negatif kiime) olarak belirlenecektir. Ornegin en
isabetli tahminler f(4) smiflandiricisindan gelmis ise NN olarak N(4) kiimesi
secilecektir. Bu adimin devaminda f(son) isimli bir siniflandirici P ve NN kiimelerini
kullanarak SVM ile olusturulacaktir. Baglangictaki U kiimesi f(son) siniflandiricisini

kullanarak etiketlenecek ve sonuglar elde edilecektir.

AGPS algoritmasinin kisa kodu ¢izelge 2.1°de goriilebilir.

Cizelge 2.1 AGPS Algoritmast Kisa Kodu

Kisaltmalar: U: etiketsiz ornekler kiimesi; P: pozitif ornekler kiimesi; P1,2: P
kiimesinin alt kiimeleri; N: negatif 6rnekler kiimesi; f: siniflandirict

0. Capraz Saglama Adim

- Uyeni = U + P2 (Capraz dogrulama islemi icin P kiimesinin bir kismi
alinmaktadir) olarak belirlenir.

- Bu adim algoritmanin kalanin1 kapsayarak capraz saglama sayis1 kadar
tekrarlayacaktir. Amaci U kiimesini siniflandirirken kullanilacak 6rnekler
arasinda homojen bir dagilim yapmaktir. Detayl1 bilgi i¢in 2.1 boliimiine
bakilabilir.




1. Ik Negatif Kiime Olusturma

- Smuflandirict f(1), P1 ve Uyen; kullanilacak olusturulur.

- Bu adimdaki siniflandirici SVM siniflandiricisidir.

- Uyeni, f(1) kullanilarak simiflandirilir. Bu smiflandirmadan N(1) negatif
kiimesi elde edilir. Bu kiime 2. adimda kullanilacaktir.

- Uyeni kiimesinden N(1) kiimesindeki elemanlar ¢ikarilir.

2. Negatif Kiime Genisletme Adimi1

- Bu adim tekrarlamali bir adimdir. Adim sayis1 i ile gosterilir.

- Buadimdaki siiflandirict SVM siniflandiricisidir.

- Smflandiricr f(i), P1 ve N(1) kullanilarak egitilir.

- Uyeni, f(1) kullanilarak smiflandirilir.

- Bu simiflandirmadan bir sonraki adimin negatif kiimesi N(i + 1) olusur.
- Uyeni kiimesinden N(i + 1) kiimesi ¢ikarilir.

- Uyeni kiimesinin boyutu P1 kiimesinden biiyiikse tekrarlama devam eder.

3. Nihai Siniflandiric1 ve Nihai Negatif Kiime Se¢imi

- 2. adimdaki tekrarlarda olusturulan siniflandiricilar arasindan tahmin
isabet orani en yiiksek olani en iyi siniflandirici olarak segilir.

- En iyi siiflandiricinin olusturdugu adimda olusturulan negatif kiime nihai
negatif kiime (NN) olarak segilir.

4. Smiflandirma Adimi

- U kiimesi, P ve NN kullanilarak siniflandirilarak sonuglar alinir.
- Simiflandirma islemi adim 2°deki gibidir. (SVM siniflandiricisi)

2.3 Roc-SVM

Roc-SVM (Rocchio Technique and SVM), Li X. ve Liu B. tarafindan gelistirilmis bir
smiflandirma algoritmasidir. Algoritma Rocchio Method [19] adi verilen bir metodu
kullanmaktadir. Rocchio metodu temelde yapilan siniflandirma islemindeki dogruluk
ve keskinlik degerlerini arttirmayir hedefler. Bu artirrmin miimkiin olmasi igin
simiflandirmay1 yapacak olan algoritmanin ya da kisinin elindeki 6érnekler konusunda

belirli bir bilgisi oldugunu varsayarak ornek kiimesine bu dogrultuda drnekler ekler.

Roc-SVM’de de AGPS’deki gibi pozitif 6rnekler P kiimesinde, negatif 6rnekler de U
kiimesinde bulunmaktadir. Capraz saglama sathast AGPS’de oldugu gibi 10 kath
olarak yapilmaktadir. AGPS’den farkli olarak 6n hazirlik agsamasinda P kiimesi degil

U kiimesi ¢apraz saglamaya alimmaktadir. U kiimesi her ¢apraz saglama tekrarinda




10 pargaya boliinecek ve bu parcalar tekrarlarda sirayla kullanilacaktir. Boliinmis U
kiimesi parcalarina Ue,, denecektir. Uey,, kiimesi algoritmanin son kisminda

kullanilacaktir.

Roc-SVM algoritmasinin 6n hazirlik asamasi bittikten sonraki ilk adimdaki amag
giiclii negatifleri tespit etmektir. AGPS’nin son adiminda yapilan bu islem Roc-
SVM’de basta yapilmaktadir. Gili¢lii negatifleri tespit asamasinda U kiimesinin
tamamen negatif 6rneklerden olustugu farz edilecektir. P ve U kiimeleri i¢in C(P) ve
C(U) seklinde iki adet prototip vektdr olusturulduktan sonra bu vektorlerin U
kiimesinde bulunan orneklere olan benzerligi hesaplanacaktir. C(U) vektoriine daha
yakin olan drnekler GN (gliglii negatifler) kiimesine aktarilacaktir ve bu drnekler U

kiimesinden ¢ikarilacaktir. U kiimesinin yeni hali Uy, olarak adlandirilacaktir.

Giiclii negatiflerin tespit edildigi ilk adimdan sonra tekrarlamali adim baglayacaktir.
Her tekrarlamada (tekrarlamalar AGPS’deki gibi i olarak adlandirilacaktir) (i) ismi
verilecek simniflandirici P kiimesi ve GN kiimesi kullanilarak SVM tarafindan
olusturulacaktir. Bu islemden sonra Uy, kiimesi f(i) tarafindan siniflandirilacak ve
negatif ve pozitif sonuglardan olusan bir ¢ikt1 elde edilecektir. Bu ¢iktidaki negatif
degerler N(i) ismi verilen bir kiimede toplanacaktir. N(i) kiimesine eklenen degerler
Uyeni kiimesinden cikarilacaktir ve ayni degerler GN kiimesine de eklenecektir.
Tekrarlamali adim, k adet tekrarlama sonucunda {iretilen N(k) kiimesi bos kiime
olana kadar, yani siniflandirma asamasinda negatif bir sonug iiretilemeyene kadar
devam edecektir. Tekrarlamali adimin son tekrarlamasinda {iretilmis olan

siniflandirici f(k), f(son) olarak adlandirilacaktir.

Bu adimdan sonra, nihai bir siiflandiricinin se¢imi yapilacaktir. Bunun i¢in f(son)
siniflandiricist P kiimesini siniflandirmak ic¢in kullanilacaktir. Eger yapilan bu
siniflandirmada, ylizde bes veya daha fazla oranda negatif sonug elde edilmisse (yani
oncesinde pozitif oldugu farz edilen 6rnek kiimesinden belli bir oranin {istiinde
negatif ornek c¢iktigr goriiliirse) f(son) siniflandiricist basarisiz olarak goriilecek ve
f(son) yerine tekrarlamali adimda {iretilen ilk siniflandirict olan f(1) nihai
smiflandirici olarak segilecektir. Nihai siniflandirict se¢imine gore yapilacak en son

etiketleme de farkli olacaktir. Eger secilen nihai siniflandirict f(1) ise Uyen; kiimesi
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siniflandirilacaktir. Nihai siniflandiricinin f(son) olmasit durumunda ise P kiimesi
smiflandirilacaktir. Siflandirma isleminden sonra etiketleme yapilacak ve algoritma

sona erecektir.

Roc-SVM algoritmasinin kisa kodu ¢izelge 2.2°de goriilebilir.

Cizelge 2.2 Roc-SVM Algoritmasi Kisa Kodu

Kisaltmalar: U: etiketsiz ornekler kiimesi; P: pozitif ornekler kiimesi; P1,2: P
kiimesinin alt kiimeleri; N: negatif 6rnekler kiimesi; GN: gii¢lii negatifler kiimesi f:
siniflandirict

0. Hazirlilk Adima

- Rocchio metodu kullanilarak gii¢lii negatifler kiimesi (GN) olusturulur.

- Uyeni = U - GN olarak belirlenir.

- U kiimesi ¢apraz saglama sebebiyle ¢apraz saglama sayisina boliiniir. Bu
boliim Ueg,, olarak adlandirilir.

Algoritma temelde ¢apraz saglama sayis1 kadar tekrarlayacaktir.

1. Simiflandirict egitme adimi

- Bu adim tekrarlamali bir adimdir.

- Smuflandirici f(i), P ve GN kullanilacak egitilir.

- Bu adimdaki siiflandiric1 SVM smiflandiricisidir.

- Buadmin ilk ¢alistig1 zaman iiretilen siniflandirict f(1) olarak adlandirilir
ve ileride kullanilmak iizere saklanir.

2. Smiflandirma adimi

- Buadim 1. adimim devamidir. Ayni tekrarlamali dongii i¢inde yer alir.
- Uyeni kiimesi, f(i) kullanilarak siniflandirilir.

- Buadimdaki siiflandirict SVM siniflandiricisidir.

- Simiflandirmada ortaya ¢ikan negatif sonuclar N(i) olarak adlandirilir.

3. Negatif Kiime Kontrol Adimi

- Buadimm 2. Adimin devamidir. Ayni tekrarlamali dongii icinde yer alir.

- Onceki adimda iiretilen N(i) kiimesi bos ise tekrarlama durdurulur ve 4.
adima gegilir.

- N(1) kiimesi bos degilse Uy.n; kiimesinden N(1) kiimesi ¢ikarilir.

- 1. adima geri doniilerek tekrarlama islemine devam edilir.

4. Son Smiflandirici Uretimi Adimi

- Tekrarlamali adimda en son iiretilen smiflandirict f(son) olarak
adlandirilir.
- P kiimesi f(son) kullanilarak siniflandirilir.

5. Smiflandirict Segme Adimi
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- 4. adimda yapilan siiflandirma sonuclarindaki negatif sonug¢ sayisi tiim
ornek sayisinin yiizde 5’inden fazla ise siniflandirici basarisiz bulunur ve
nihai smiflandirici olarak 1. adimda tiretilen f(1) segilir.

- Eger 4. Adimda yapilan smiflandirmanin sonuglarindaki negatif sonug
sayist tim ornek sayisinin yiizde 5’inden az ise siniflandirict basarili
bulunur ve nihai siiflandirici olarak 4. adimdaki f(son) seg¢ilir.

6. Nihai Siniflandirma Adim

- 0. adimda iiretilen U, kiimesi, 5. adimda se¢ilen nihai smiflandiric ile
siiflandirilir.
- Bu adimdaki simiflandirict SVM smiflandiricisidir.
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3 ONERILEN ALGORITMALAR

Bu béliime, boliim 2.1 ve 2.2’de anlatilan AGPS ve Roc-SVM algoritmalarina
yapilacak iyilestirme ¢aligmalarindan detayli olarak bahsedilecektir. Oncelikle
Random Forest metodunun SVM yerine kullanilmasi detaylandirilacak, devaminda

da Karma algoritma anlatilacaktir.

3.1 Random Forest

Random Forest iyilestirmesi algoritmalarin siniflandirict iretimi ve siniflandirma
asamalarinda kullanilan SVM metodunu Random Forest metodu ile degistirmeyi
amaglamaktadir. Bu yaklasim dogrultusunda degistirilen AGPS ve Roc-SVM
algoritmalart AGPS-RF ve Roc-RF olarak adlandirilacaktir.

Random Forest metodu 2001 yilinda Leo Breiman [14] tarafindan gelistirilmistir.
Random Forest metoduna toplama (ensemble) bir 6grenme metodu da denebilir.
Toplama 6grenme, tek seferde bir¢ok siniflandirict iireten ve bu siniflandiricilar
tarafindan olusturulan sonuglar1 oylama, kiimeleme gibi farkli sekillerde birlestiren
bir 6grenme yontemidir. Random Forest metodu da bu amag¢ dogrultusunda Bagging
(Bootstrap Aggregation) [20] adi verilen bir sistemi kullanmaktadir. Bagging,
isabetlilik oranimi arttirmak icin yapilan iyilestirme caligmalari anlamia gelen
Bootstrap kelimesi ile, elde edilen sonuglar1 belirli bir sekilde birlestirme anlamina

gelen Aggregation kelimesinin birlesimidir.

Leo Breiman tarafindan 1994 yilinda gelistirilen [20] Bagging sisteminde D adi
verilen n boyutunda bir egitim kiimesi, D; adinda, m adet n’ boyutunda alt
smiflandiricilara ayrilir. Olusturulan m adet egitim kiimesinin olusturdugu sonuglar
oylama veya sonuglari ortalama gibi yontemlerle birlestirilir. Bagging sistemi
temelde algoritmanin isabetlilik oranini arttirmak ve sapmayi diigiirmek igin

kullanilmaktadir.
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Random Forest algoritmasi eldeki N adi verilen bir veri kiimesine onceki paragrafta
bahsedilen Bagging islemini uygular. Olusturulan her egitim kiimesi i¢in
budanmamis (unpruned) bir karar agaci (decision tree) olusturulur. Olusturulacak
karar agaclar1 Leo Breiman tarafindan 1984 yilinda gelistirilen CART (Classification
and Regression Tree) [21] modelindedir. Karar agacinin budanmasi kavrami,
agactaki fazla genellenmis sayilabilecek boliimlerin agactan atilarak isabet oranim

arttirma ve hata payini azaltma islemidir.

Budanmamis karar agaci olusumu asamasindan sonra her karar agaci igin rastgele bir
sekilde my, adi verilen tahmin ediciler (predictor) se¢ilir. Tahmin ediciler, bir
ornegin bagka bir ornekle olan iliskisini kurmaya yarayan fonksiyonlardir. Tahmin
edicilerin rastgele bir sekilde secilmesi Bagging islemi ile beraber algoritmaya
fazladan rastlantisallik ekleyen bir 6zelliktir. Segilen tahmin ediciler karar agacinda
hangi yo6ne kirilim yapilacagimi belirleyecektir. Nihai olarak N kiimesinin
elemanlarindan olusturulan alt kiimeler tarafindan yaratilan tiim agacglarda bu islem

tekrarlanacak ve her agagtan gelecek sonug¢ oylama usuliiyle segilecektir.

3.1.1 Random Forest Kullaniminin Sebepleri ve Amaglar:

AGPS ve Roc-SVM algoritmalarint gelistirme ve iyilestirme islemlerinin ilki olan
siniflandirmada SVM yerine Random Forest metodunu kullanmanin en o6nemli

sebeplerinden biri Random Forest metodunda kullanilan toplama smiflandirict

(Ensemble Classifier) [22] yapisidir.

AGPS ve Roc-SVM algoritmalarinda olusturulan smiflandiricilar tekrarlamali
asamalarla smirlidir ve Random Forest metodunda var olan sekilde bu
smiflandiricilarin sonuglarini oylama veya birlestirme ile asil sonuca ulasmak gibi bir
islem yapilmamaktadir. AGPS ve Roc-SVM algoritmalarinda Random Forest
metodunun tam tersine tek bir nihai smiflandirici vardir ve iretilen diger

siniflandiricilar nihai karar asamasinda kullanilmamaktadir.
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Random Forest metodunu kullanmadan AGPS ve Roc-SVM algoritmalarinda
toplama  smiflandirict  kullanma  fikri, tekrarlamali asamalarda iiretilen
smiflandiricilarin  boyutlarimin ¢ok biliylik olmast ve bu sebeple sagliklt bir

siniflandirma yapilamamasi ve sonu¢ alinamamasindan 6tiirii uygulanabilir degildir.

Algoritmalarda SVM yerine Random Forest metodunun kullanilmasmin bir diger
sebebi de Random Forest metodunun mikrodizi (microarray) tipindeki verilerde
isabetlilik, performans, hata orani gibi kalemlerde SVM ile basa bas ve kimi zaman
daha iyi performans verdiginin goriilmesidir. Bu konuda J. Nappi, D. Regge ve H.
Yoshida’nin yaptig1 arastirmanin [23] yani sira Y. Tang, S. Krasser, Y. He, W. Yang
ve D. Alperovitch [24] ve G. Rios ve H. Zha’nin yaptiklar1 [25] aragtirmalar yol

gosterici olmustur.

3.1.2 Random Forest metodunun Algoritmalara Uygulanmasi

SVM kullanan AGPS ve Roc-SVM algoritmalarinin siniflandirict olarak Random
Forest kullanmaya uygun hale getirilmesi temelde siniflandiricinin degistirilmesi ve
kullanilan verilerin Random Forest siniflandiricisina uygun hale getirilmesi ile

basarilmistir.

Random Forest siniflandiricist kullanan AGPS-RF ve Roc-RF algoritmalariin kisa

kodlar1 Cizelge 3.1 ve Cizelge 3.2°de goriilebilir.

Cizelge 3.1 AGPS-RF Algoritmasi1 Kisa Kodu

Kisaltmalar: U: etiketsiz ornekler kiimesi; P: pozitif ornekler kiimesi; P1,2: P
kiimesinin alt kiimeleri; N: negatif 6rnekler kiimesi; f: siniflandirict

0. Capraz Saglama Adim
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- Uyeni = U + P2 (Capraz dogrulama islemi icin P kiimesinin bir kismi
alinmaktadir) olarak belirlenir.

- Bu adim algoritmanin kalanin1 kapsayarak capraz saglama sayis1 kadar
tekrarlayacaktir. Amaci U kiimesini siniflandirirken kullanilacak 6rnekler

arasinda homojen bir dagilim yapmaktir. Detayl1 bilgi i¢in 2.1 boliimiine
bakilabilir.

1. Ik Negatif Kiime Olusturma

- Smuflandirici f(1), P1 ve Uyen; kullanilacak olusturulur.

- Bu adimdaki siniflandirici SVM siniflandiricisidir.

- Uyeni, f(1) kullanilarak smiflandirilir. Bu smiflandirmadan N(1) negatif
kiimesi elde edilir. Bu kiime 2. adimda kullanilacaktir.

- Uyeni kiimesinden N(1) kiimesindeki elemanlar ¢ikarilir.

2. Negatif Kiime Genisletme Adimi1

- Buadim tekrarlamali bir adimdir. Adim sayis1 i ile gosterilir.

- Bu adimdaki siniflandirict Random Forest siniflandiricisidir.

- Random Forest 6rnegi I(i), P1 ve N(1) kullanilarak egitilir.

- Smflandirict agag¢ T(i), I(i) kullanilarak olusturulur.

- Upyeni, T(1) kullanilarak smiflandirilir.

- Bu simiflandirmadan bir sonraki adimin negatif kiimesi N(i + 1) olusur.
- Uyeni kiimesinden N(i + 1) kiimesi ¢ikarilir.

- Uyeni kiimesinin boyutu P1 kiimesinden biiyiikse tekrarlama devam eder.

3. Nihai Siniflandirici ve Nihai Negatif Kiime Se¢imi

- 2. adimdaki tekrarlarda olusturulan siniflandiricilar arasindan tahmin
isabet orani en yiiksek olani en iyi siniflandirici olarak segilir.

- En iyi siiflandiricinin olusturdugu adimda olusturulan negatif kiime nihai
negatif kiilme (NN) olarak segilir.

4. Smiflandirma Adimi

- U kiimesi, P ve NN kullanilarak siniflandirilarak sonuglar alinir.
- Smiflandirma islemi adim 2’deki gibidir. (Random Forest siniflandiricisi)

Cizelge 3.2 Roc-RF Algoritmasi Kisa Kodu

Kisaltmalar: U: etiketsiz ornekler kiimesi; P: pozitif ornekler kiimesi; P1,2: P
kiimesinin alt kiimeleri; N: negatif 6rnekler kiimesi; GN: gii¢lii negatifler kiimesi f:
siniflandirict

0. Hazirlilk Adima
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- Rocchio metodu kullanilarak gii¢lii negatifler kiimesi (GN) olusturulur.

- Uyeni = U - GN olarak belirlenir.

- U kiimesi ¢apraz saglama sebebiyle ¢apraz saglama sayisina boliiniir. Bu
boliim U, olarak adlandirilir.

- Algoritma temelde capraz saglama sayis1 kadar tekrarlayacaktir.

1. Smiflandirici egitme adimi

- Bu adim tekrarlamali bir adimdir.

- Smuflandiricr f(i), P ve GN kullanilacak egitilir.

- Bu adimdaki smiflandirict Random Forest simiflandiricisidir.

- Buadmin ilk ¢alistig1 zaman iiretilen siniflandirict f(1) olarak adlandirilir
ve ileride kullanilmak iizere saklanir.

2. Smiflandirma adimi

- Buadim 1. adimim devamidir. Ayni tekrarlamali dongii i¢inde yer alir.
- Uyeni kiimesi, f(i) kullanilarak siniflandirilir.
- Smiflandirmada ortaya ¢ikan negatif sonuglar N(i) olarak adlandirilir.

3. Negatif Kiime Kontrol Adimi

- Buadimm 2. Adimin devamidir. Ayni tekrarlamali dongii icinde yer alir.

- Onceki adimda iiretilen N(i) kiimesi bos ise tekrarlama durdurulur ve 4.
adima gegilir.

- N(1) kiimesi bos degilse Uy.n; kiimesinden N(1) kiimesi ¢ikarilir.

- 1. adima geri doniilerek tekrarlama islemine devam edilir.

4. Son Smiflandirici Uretimi Adimi

- Tekrarlamali adimda en son iiretilen smiflandirict f(son) olarak
adlandirilir.
- P kiimesi f(son) kullanilarak siniflandirilir.

5. Smiflandirict Segme Adimi

- 4. adimda yapilan simiflandirma sonuclarindaki negatif sonug¢ sayisi tiim
ornek sayisinin yiizde 5’inden fazla ise siniflandiric1 basarisiz bulunur ve
nihai siiflandirici olarak 1. adimda tiretilen f(1) segilir.

- Eger 4. Adimda yapilan siiflandirmanin sonuglarindaki negatif sonug
sayist tim ornek sayisinin yiizde 5’inden az ise siniflandirict basaril
bulunur ve nihai simiflandirici olarak 4. adimdaki f(son) seg¢ilir.

6. Nihai Siniflandirma Adim

- 0. adimda iiretilen Uy, kiimesi, 5. adimda se¢ilen nihai smiflandiric ile
siiflandirilir.

3.2 Karma Algoritma

Karma Algoritma AGPS ve Roc-SVM algoritmalarimin  birlesimi  olarak

diisiiniilmiistiir. Iki algoritmanin da ayni veri kiimesinde olusturdugu sonuglar
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gelistirilecek bir oylama sistemi ile karsilastirilacak ve yapilacak oylama sonucunda

nihai sonuglar elde edilecektir.

3.2.1 Karma Algoritma Kullaniminin Sebepleri ve Amaclari

Karma Algoritmanin kullaniminin amaglari Random Forest metodunun algoritmalara
uygulanma sebebi ile benzerlik gostermektedir. Karma Algoritma metodunda da
Random Forest metoduna benzer sekilde nihai sonuglarin temini i¢in bir oylama
yapilmasi s6z konusudur. Boliim 3.1.1°de bahsedildigi gibi AGPS ve Roc-SVM
mevcut halleri ile toplama siniflandirict kullanmak i¢in uygun algoritmalar degildir.

Bu sebeple siniflandirici sayisini arttirmadan oylama sistemini gelistirilmistir.

3.2.2 Karma Algoritmanmin Uygulanmasi

Karma Algoritma temelde algoritmalarin yapisim1 korurken iki algoritmay1 da ayni
anda calistirmaktadir. Iki algoritma da aym veri gruplari ve aym capraz saglama
kiimeleri ile ¢alisacaktir. Siniflandirici liretimi ve siniflandirma islemleri AGPS ve
Roc-SVM  algoritmalarinda oldugu gibi SVM tarafindan yapilacaktir. Iki
algoritmanin da tekrarlamali ve nihai adimlar1 bitip iki algoritma da veri kiimesini

tamamen etiketledikten sonra sonuglar1 oylama asamasina gegilecektir.

Karma Algoritmada siniflandirict olarak AGPS-RF ve Roc-RF algoritmalarinda
kullanilan Random Forest yerine SVM kullanilmasinin sebebi Random Forest
smiflandiricisinin yapist geregi toplama bir siniflandirict olmasi ve olusturdugu alt
siniflandirma agaclarini bir oylamaya tabi tutmasiydir. Onceki ciimlede bahsedilen
sebepten dolayr Karma Algoritmada SVM siniflandiricis1 kullanimima devam
edilerek bu oylamay1 siniflandiricinin kendi i¢ dongiisiinden bagimsiz bir sekilde

yapmast amaglanmaistir.
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Sonuglart oylama asamasinda etiketsiz veriler kiimesindeki her sonug¢ sirayla
karsilastirilacaktir. Eger bir veri i¢in iki algoritma da ayni sonucu vermigse (6rnegin
iki algoritmada da sonu¢ Gergek Pozitif olarak etiketlenmisse) sonu¢ oylamay1
gecgerek nihai sonuglar kiimesine eklenecektir. Bir veri i¢in iki algoritmanin da farkl
sonuglar verdigi durumlarda o veri i¢in algoritmalarin siniflandirma sirasinda verdigi
ciktiya bakilacaktir. SVM tarafindan iiretilen ¢iktida siniflandirilan bir verinin
etiketlenen sonuca ne kadar yakin oldugu olasilik degeri lizerinden gosterilmektedir.
Oylama asamasinda bir veride sonug¢ farki olmast durumunda iki algoritmanin da o
veri i¢in hangi olasilik degerine gore bu smiflandirmay1 yaptigi karsilagtirilacaktir.
Yapilan karsilagtirmada sonuglarin olasilik 6l¢eginden ne kadar uzakta olduguna
bakilacaktir. Ornegin, bir sonug¢ AGPS algoritmas tarafindan Gergek Negatif, Roc-
SVM algoritmasi tarafindan ise Yanlis Pozitif olarak etiketlenmis durumda ve AGPS
algoritmasindaki sonug¢ ¢iktisinda olasilik degeri 0.76 (deger 0.5’den yiiksek
oldugundan dolay1 gercek (true) bir sonu¢ olarak goriilmektedir), Roc-SVM
algoritmasindaki sonu¢ c¢iktisinda ise olasilik degeri 0.44 (deger 0.5°den diisiik
oldugundan dolay1 yanlis (false) bir sonug¢ olarak goriilmektedir) ise iki olasilik
degerinin orta nokta olan 0.5’e olan uzaklifina bakilacaktir. Bu durumda AGPS
algoritmasinin verdigi 0.76 degeri 0.5 degerine 0.26 uzakliktayken Roc-SVM
algoritmasinin verdigi 0.44 degeri 0.5 degerine 0.6 uzaktir. Bu durumda AGPS
algoritmasinin verdigi sonug¢ daha giiclii bir sonug¢ olarak alinir ve yapilan oylamada

AGPS algoritmasinin verdigi sonug nihai sonuglar listesine eklenir.

Oylama etiketlenen tiim verilen i¢in yapilip nihai sonuglar listesi dolduruldugunda

Karma Algoritma da bitmis olacaktir.
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4 DENEY SONUCLARI

Bu boéliimde gelistirilen algoritmalar ile yapilan denemeler ile ilgili detaylar ve

yapilan denemelerin karsilastirmali sonuglari ile ilgili bilgi verilecektir.

4.1 Deney Ortami

Deneyde kullanilan veri kiimesi J. J. Faith tarafindan derlenen [26] E. Coli
(Escherichia Coli) gen ¢ikarimi (Gene Expression, Protein ve RNA gibi yapitaglarim
iiretmeye yarayan gen dizilimidir) veri kiimesidir. Veri kiimesinde 4345 adet gen ve
her gen i¢in 445 adet mikrodizi 6rneklemesi bulunmaktadir. Mikrodizi veri yapisi,
s0z konusu proteinlere tek tek degil bir biitiin olarak bakmaya olanak saglayan,
etiketsiz Ornekleri siniflandirmak i¢in uygun bir yapt olarak One c¢ikmaktadir.

Mikrodiziler algoritmalar kodlanirken vektor veri yapilari olarak aktarilmigtir.

E. Coli veri kiimesine ek olarak bu veriler arasinda etkilesimde olan proteinleri tespit
etmek icin (Pozitif kiimeyi olusturmak icin) IntAct [27] adindaki proteinler arasi
etkilesim veri tabani kullanilmistir. Bu veri kiimesi M. Tan ve C. Kili¢ tarafindan
yapilan [1] pozitif etiketsiz 6grenme algoritmalarni karsilagtirma calismasinda da
kullanildig1 i¢in bu caligmada yapilan iyilestirmeler ve algoritmalarin eski halleri

saglikli bir sekilde karsilagtirilabilecektir.

Kullanilan E. Coli veri kiimesinden 27 adet alt kiime ¢ikarilmigtir. Buradaki alt kiime
cikarimi algoritmalardaki c¢apraz saglama asamasina benzetilebilir. Farkli P ve Q
degerleri ile yapilan testler ile isabet orani artirilirken sapmanin disiiriilmesi
amaglanmaktadir. Ayn1 zamanda veri alt kiimelerinde P ve Q kiimelerinin eleman
sayilar1 toplam1 250’yi gegmemektedir. 27 adet veri kiimesinin yaratiminda r ismi
verilen oran kullanilmaktadir. r orani r = P / (P + Q) formiilii ile bulunmaktadir. P ve
Q kiimelerinin boyutlar1 r degeri onarli katlar haline %10 ile %90 arasinda dokuz

farkli sonugta c¢ikacak sekilde ayarlanir. Dokuz adet r degeri i¢in her biri rastgele
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secilmis 3 alt kiime kullanilmaktadir. Bu sekilde toplam alt kiime say1s1 27 olur. Bu
dagilim ile pozitif ve etiketsiz Ornek kiimelerinin farkli oranlarda karigmasi
saglanmig ve rastgele bir dagilim da eklenerek Orneklerin  karigim

zenginlestirilmistir.

AGPS ve Roc-SVM algoritmalari, M. Tan ve C. Kili¢g’in yaptig1 pozitif etiketsiz
ogrenme algoritmalar1 testinde kullanilmak {izere teste katilan diger algoritmalar ile
beraber Java dilinde kodlanmistir. Her iki algoritmada da siniflandirict iiretimi ve
smiflandirma islemlerinde kullanilan SVM metodu, C-C. Chang ve C-J. Lin
Tarafindan yaratilan LibSVM Kkiitliphanesi [28] yardimu ile kullanilmastir.

Algoritmalar1 gelistirme asamasinda kullanilacak Random Forest metodunun
kullanim1 igin Waikato Universitesinin WEKA [29] (Waikato Environment for
Knowledge Analysis) adi verilen makine o6grenme kiitiiphanesi kullanilmistir.
Kiitiphanede makine 6grenme alaninda kullanilan bir¢ok algoritma mevcuttur.
Random Forest metodunu kullanarak algoritmalar: iyilestirme isleminde de WEKA
kiitiiphanesinin Random Forest boliimii kullanilmistir. Kullanilan Random Forest
siiflandiricisinda iiretilen agag sayist ve secilen 6zellik sayisi gibi parametrelerde
varsayilan degerler kullanilmistir. Yapilan denemelerde varsayilan degerlerin
haricinde iki farkli parametre grubu ile (aga¢ sayist ve derinlik olarak sirasiyla
100;50 ve 200;100) yapilan denemelerde alinan sonuglar varsayilan degerler ile

dikkate deger bir farka yol agmamustir.

Random Forest metodunun uygulanmasi sirasinda karsilasilan sorunlardan biri
AGPR ve Roc-SVM algoritmalarinda siniflandirici, egitim kiimesi, etiketsiz kiime ve
benzeri kiimelerin metin dosyalarina aktarilmis hallerinin LibSVM Kkiitiiphanesinin
anlayacag bir yapida olmasi, fakat WEKA kiitliphanesinin Random Forest kolu ile
uyumsuz olmasiydi. Bu sebeple algoritmada sik¢a kullanilan bu metin dosyalarini
algoritmanin caligsma siiresi icinde WEKA Random Forest kiitiiphanesi ile uyumlu
bir hale getirildi ve algoritmanin kalan boliimlerinde de algoritmanin temel yapisini

bozmamak amaciyla eski hallerine dondiiriildii.

AGPS, Roc-SVM, AGPS-RF, Roc-RF, Karma Algoritma, CLR ve ARACNE
algoritmalart Windows 7 (64 bit) isletim sistemine sahip, Intel Core i7 2.2 GHz
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islemcili, 6 GB RAM’e sahip olan bir bilgisayarda test edildi. Yapilan testlerde
AGPS-RF ve Roc-RF algoritmalarinin ortalama calisma siirelerinin 7 ile 8 saat
arasinda, Karma Algoritmanin ortalama g¢aligma siiresinin ise 11 ile 12 saat arasinda
oldugu gozlemlendi. Algoritmalar Eclipse entegre gelistirme ortaminin Juno (4.2)

[30] stiriimiinde calistirildi.

4.2 AGPS-RF ve Roc-RF Sonuclar:

Eski ve yeni algoritmalarla ayni veri kiimesi kullanilarak yapilan testlerde hem
AGPS-RF hem de Roc-RF algoritmalarinin SVM kullanan AGPS ve Roc-SVM
algoritmalarma gore isabetlilik ve hata oraninin disiikliigii agisindan daha iyi
sonuclar verdigi goriildii. Eski ve yeni algoritmalarin olusturdugu sonuglar arasindaki
fark, AGPS ve AGPS-RF arasinda ¢ok yiiksek olarak gozlenmezken Roc-SVM ve
Roc-RF algoritmalar1 arasinda olduk¢a fazla olarak gozlendi. Bu durumun sebebi
olarak Roc-RF algoritmasinin tekrarlamali yapisinin Random Forest metodundaki
tekrarlamali ve egitim kiimesini bodlen Bagging islemine daha yakin olmasi
gosterilebilir. Roc-SVM ve Roc-RF algoritmalarinda siniflandirma ve etiketleme
islemleri tekrarlamali bir bigcimde yapilirken AGPS ve AGPS-RF algoritmalarinda
smiflandirma ve etiketleme islemlerinin tiim tekrarlamalar bitince yapiliyor olmasi
da eski ve yeni algoritmalar arasinda biiylik bir fark olmamasina neden olmus olarak

gosterilebilmektedir.

SVM kullanan AGPS algoritmasinda 27 alt kiimeye ayrilmis veri kiimesinin
ortalama f-Ol¢iisii degeri 0,212 c¢ikarken, Random Forest kullanan AGPS-RF
algoritmasinin 27 alt kiimede verdigi sonuglarin ortalamasi 0,214 c¢ikmistir. Bu
sonuglara gére AGPS-RF algoritmasi f-6l¢iisii bakimindan AGPS algoritmasina gore
binde sekiz gibi bir iyilesme gostermistir. AGPS ve AGPS-RF algoritmalarinin MCC
degerleri sirasiyla 0,133 ve 0,130 ¢ikmis, AGPS-RF algoritmasinin AGPS
algoritmasina gére MCC degeri acisindan yiizde 2,2 oraninda daha az performansh

oldugu goriilmiistiir.
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Roc-RF algoritmasinda ise bir onceki paragrafta bahsedildigi gibi olusan fark ve
iyilestirme ¢ok daha fazla olarak gozlenmistir. 27 alt kiimeye ayrilmis veri kiimesinin
ortalama f-Olciisii degeri SVM kullanan Roc-SVM algoritmasinda 0,226 cikarken
Roc-RF algoritmasinda 27 alt kiimenin ortalama f-6l¢iisii degeri 0,593 ¢ikmistir. Bu
iki sonuca gore Roc-RF algoritmasi f-6l¢iisii agcisindan Roc-SVM algoritmasina gore
yiizde 159’luk bir iyilesme gostermistir. Roc-SVM ve Roc-RF algoritmalarinin MCC
degerleri sirastyla 0,261 ve 0,567 c¢ikmis, Roc-RF algoritmasinin Roc-SVM
algoritmasina gore MCC degeri acisindan ylizde 53,9 oraninda daha performansh

oldugu goriilmiistiir.

Cizelge 4.1’de AGPS-RF ve Roc-RF algoritmalarmin f-6l¢iisit ve MCC degerleri
AGPS ve Roc-SVM ile karsilagtirmali olarak goriilebilir. Daha detayli bir sonug
tablosu Ek B boliimiinde Cizelge B.1 ve Cizelge B.2’de bulunabilir.

Cizelge 4.1 AGPS-RF ve Roc-RF Algoritmalarmin F-Olgiisii ve MCC Degerleri

Uzerinden Karsilastirmali Sonuglar

Olgiim /
AGPS AGPS-RF Roc-SVM Roc-RF
Algoritma
F-Olgiisii 0,212 0,214 0,226 0,593
MCC 0,133 0,130 0,261 0,567

4.3 Karma Algoritma Sonuglari

Karma algoritma, AGPS-RF ve Roc-RF algoritmalarinda oldugu gibi 27 alt kiimeye
ayrilmig olan veri kiimesinde denenmistir. Bu denemelerde Karma Algoritma,
karsilagtirilacagt AGPS ve Roc-SVM algoritmalarina gore f-Olciisii degerleri

acisindan daha iyi sonu¢ vermistir.
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AGPS ve Roc-SVM algoritmalarimin sirasiyla 0,212 ve 0,226 olan f-Ol¢iisii
degerlerine karsilik olarak 0,515 f-6l¢iisli degerine sahip olan karma algoritma, bu iki
algoritmaya nazaran sirasiyla ylizde 140 ve yiizde 125 oranlarinda daha isabetli
sonuclar vermistir. Denemelerdeki f-0l¢iisti degeri dnceki algoritmalarda oldugu gibi
27 alt kiimeden elde edilen f-6l¢iisii degerlerinin ortalamasidir. Yapilan denemelerde
MCC degeri agisindan Karma Algoritmanin 0,294 sonucunu vererek AGPS ve Roc-
SVM algoritmalarina gore sirasiyla yiizde 12,6 daha yiiksek ve ylizde 48,1 daha az
performans verdigi goriilmiistiir. Roc-RF algoritmasinda benzer sonuglar veren f-
Olgiisi ve MCC degerlerinin Karma Algoritmada daha farkli olmasiin sebebi
sonuglardaki gercek negatif degerler arasindaki fark ile agiklanabilir, ¢linkii f-6l¢iisii

degeri gercek negatif sonuglart hesaba katmamaktadir.

Karma algoritmanin AGPS, Roc-SVM, AGPS-RF ve Roc-RF algoritmalari ile f-
olgiisti ve MCC tizerinden karsilastirmasi Cizelge 4.2°de goriilebilir. Daha detayli bir
sonug tablosu Ek B boliimiinde Cizelge B.3 ve Cizelge B.4’de bulunabilir.

Cizelge 4.2 Karma Algoritmanin F-Olgiisii ve MCC Degerleri Uzerinden

Karsilagtirmali Sonuglari

Olgiim / Karma
AGPS AGPS-RF | Roc-SVM Roc-RF
Algoritma Algoritma
F-Olgiisii 0,212 0,214 0,226 0,593 0,515
MCC 0,133 0,130 0,261 0,567 0,294

4.4 Gelistirilen Algoritmalarin diger Bilinen Algoritmalar ile Karsilastirilmasi

Onceki boliimlerde AGPS-RF, Roc-RF ve Karma algoritmalarin temelini aldiklar:
AGPS ve Roc-SVM algoritmalar: ile yapilan karsilagtirmalara ve alinan sonuglara

yer verildi. One siiriilen bu ii¢c gelistirilmis algoritma, 6ziinde bir biyolojik ag
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tirettiginden bu algoritmalarin iyilesme seviyelerini denetlemek amaciyla bilinen
baska ag cikarimi (network inference) algoritmalari [31] ile de karsilagtirma

yapilmasi zorunlulugu dogmustur.

Bu boliimde, CLR ve ARACNE olarak segilen iki adet ag ¢ikarimi algoritmasi ile bu
caligmada gelistirilen AGPS-RF, Roc-RF ve Karma algoritmalar karsilastirilacaktir.
Her ne kadar CLR ve ARACNE go6zetimli 6grenme algoritmalar1 olmasalar da bu
karsilagtirma ile algoritmalarin goéreceli performanslart konusunda bir fikir sahibi

olunabilecektir.

4.4.1 CLR

CLR (Context Likelihood of Relatedness), J. J. Faith v.d. tarafindan gelistirilen bir
algoritmadir [15]. CLR, ilgi ag1 algoritmalar1 (Relevance Network Algorithms) [32]
icin yeni bir eklenti olarak tanimlanmaktadir. Temel ilgi ag1 algoritma anlayisinin
iizerine arka planda calisan bir yanlis dogrulama adimi ile hatali bir sekilde
tanimlanan iligkileri diizeltecek bir sistem oturtulmustur. CLR, tahminlerini
olusturdugu agin i¢indeki her diiglimiin istatistiki olarak iliskili olabilirligini goz
oniine alarak yapan bir algoritmadir. ki diigiim (protein ¢ifti) arasindaki iliskinin
tanimlanmas1 asamasinda bu olabilirlik oran1 en yiiksek olan ¢ift, iligkili olarak

nitelendirilir.

CLR algoritmasi, ¢calismadaki tiim deneylerde kullanilan ve detaylar1 4.1 boliimiinde
bulunabilen E. Coli veri kiimesini ve bu veri kiimesinden tiiretilen 27 alt kiimeyi

kullanarak denenmistir.
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4.4.2 ARACNE

ARACNE (Algorithm for the Reconstruction of Accurate Cellular Networks), M.
Margolin v.d. tarafindan gelistirilmis bir algoritmadir [16]. Kullandig1 yontem 6nceki
algoritmalarda oldugu gibi bir ilgi ag1 kurarak protein ¢iftleri arasinda iliski olup

olmadigini bu ag iizerinden belirlemeye dayalidir.

ARACNE de AGPS ve Roc-SVM algoritmalart gibi mikrodizi 6rneklemesi
kullanmaktadir. ARACNE elindeki 6rnekleri siniflandirmak igin 6rnek ciftlerini tek
tek ele alarak CLR algoritmasina benzer bir sekilde ornek ciftleri arasindaki
istatistiki iligki olabilirliginin belirli bir seviyenin {izerinde olup olmadigina

bakmaktadir. Belirli bir seviyenin iistiindeki olasiliklar iligkili olarak nitelendirilir.

ARACNE ozellikle diisiik hata orani ile 6ne ¢ikan bir algoritmadir. ARACNE de
caligmadaki diger tiim deneylerde oldugu gibi E. Coli veri kiimesini ve bu kiimeden

tiiretilen 27 alt kiimeyi kullanarak denenmistir.

4.4.3 CLR ve ARACNE ile Gelistirilen Algoritmalarin Karsilastirma Sonuclari

Yapilan deneylerde E. Coli veri kiimesinin 6rneklerinden olusan 27 alt kiime CLR
algoritmasinda denenmistir. 27 alt kiimenin ortalama f-6l¢iisii degeri 0,401 olarak
bulunmustur. ARACNE ile yapilan deneyde ayn1 veri kiimelerinin ortalama f-6l¢iisii

degeri ise 0,315 olarak bulunmustur.

AGPS-RF algoritmasi ile 4.2 boliimiinde yapilan denemelerde ortalama f-Ol¢iisii
olarak 0,214 bulunmustu. Bu sonuca gére CLR, AGPS-RF algoritmasina gore yiizde
46 oraninda daha iyi bir performans sergilemistir. ARACNE ise AGPS-RF
algoritmasina gore ylizden 32 oraninda daha iyi bir performans sergilemistir. MCC
degeri acisindan ise AGPS-RF algoritmasi, CLR ve ARACNE algoritmalaria gore

sirastyla yiizde 189 ve yiizde 101,5 oranlarinda daha az performans vermistir.
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Roc-RF algoritmasi ile 4.2 boliimiinde yapilan denemelerde ortalama f-6l¢iisii olarak
0,593 bulunmustu. Bu sonuca gore Roc-RF algoritmasi CLR algoritmasina gore
ylizde 33 oraninda daha performanshi olurken ARACNE’ye gore ise yiizde 47
oraninda daha performansl olmustur. MCC degeri agisindan ise Roc-RF algoritmasi,
CLR ve ARACNE algoritmalarina gore sirasiyla yiizde 33,6 ve yiizde 53,7

oranlarinda daha ytiksek performans vermistir.

Karma algoritma ile 4.3 boliimiinde yapilan denemelerde ortalama f-Gl¢iisti olarak
0,515 bulunmustu. Bu degere gore Karma algoritma, CLR algoritmasina gore ylizde
22 oraninda daha performansl olmustur. Karma algoritma ARACNE karsisinda ise
ylizde 39 oraninda daha performansh olmustur. MCC degeri agisindan ise Karma
Algoritma, CLR ve ARACNE algoritmalarina gore sirasiyla yiizde 27,8 oraninda

daha az performans ve yiizde 10,8 oraninda daha yiiksek performans vermistir.

AGPS-RF, Roc-RF ve Karma algoritmalarinin CLR ve ARACNE ile yapilan
karsilagtirmalarinda AGPS-RF algoritmasinin ortalama f-6l¢iisii ve MCC degerleri
acisindan daha geride kaldig1 gozlenmistir. Yine ayni karsilastirmalarda Roc-RF ve
Karma algoritmanin ise ortalama f-0l¢lisii degeri acisindan CLR ve ARACNE’ye
gore daha iyi oldugu goézlenmistir. MCC degeri agisindan Roc-RF her iki
algoritmadan da daha iyi sonuglar vermisken Karma Algoritma sadece ARACNE
algoritmasindan daha iyi sonug¢ vermistir. AGPS-RF ve Roc-RF algoritmalarinin bu
iki bilinen algoritmaya kars1 gosterdigi performans farki ayni algoritmalarin SVM
kullanan eski hallerine (AGPS ve Roc-SVM) gore gosterdigi performans ile
benzesen bir goriintli ¢izmektedir. Roc-RF ve Karma Algoritmanin CLR ve
ARACNE algoritmalarina karst iyi sonuglar vermesi, Roc-RF ve Karma
Algoritmanin pozitif etiketsiz 6grenme konusunda 6zellesmis olmalari ve CLR ve
ARACNE algoritmalarinin daha genel ag c¢ikarimi algoritmalari olmalart ile

aciklanabilir.

AGPS-RF, Roc-RF ve Karma Algoritmanin CLR ve ARACNE ile f-6l¢iisii ve MCC
degeri iizerinden karsilastirmali sonucglar Cizelge 4.3’de goriilebilir. Daha detayli

sonuclar Ek B bolimiinde Cizelge B.5 ve Cizelge B.6’da bulunabilir.
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Cizelge 4.3 CLR ve ARACNE Algoritmalarmin F-Olgiisii ve MCC Degerleri

Ustiinden Karsilastirmali Sonuglar

Olgiim / Karma
AGPS-RF Roc-RF CLR ARACNE
Algoritma Algoritma
F-Olgiisii 0,214 0,593 0,515 0,401 0,315
MCC 0,130 0,567 0,294 0,376 0,262
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5 SONUC

Yapilan calismada Random Forest metodunu kullanan AGPS-RF ve Roc-RF
algoritmalar1 gelistirilmistir. Bu iki algoritma, SVM kullanan eski halleri AGPS ve
Roc-SVM algoritmalarina karsi farkli sonuglar elde etmistir. Yapilan denemelerde,
AGPS-RF algoritmas1 AGPS algoritmasina gore f-Ol¢iisii degeri agisindan daha iyi
sonuclar elde etse de bu iyilestirme oldukga ufak bir oranda kalmistir ve MCC degeri
acisindan da AGPS, AGPS-RF algoritmasina gore geride kalmigstir.

Ote yandan Roc-RF ile Roc-SVM algoritmalar1 arasinda yapilan karsilagtirmalarda f-
ol¢iisii ve MCC degeri farki Roc-RF lehine oldukga yiiksek olarak gozlemlenmistir.

AGPS ve Roc-SVM algoritmalarinin birlestirilmesi ile olusturulan Karma algoritma
ise temel aldigt AGPS ve Roc-SVM algoritmalarina gore daha iyi bir sonug
vermistir. MCC degeri sonucunda gére AGPS-RF algoritmasina goére daha iyi olan
Karma Algoritma ayni degerde Roc-RF algoritmasmin gerisinde kalmistir. MCC
degerinde olusan bu farkin sebebi MCC 6l¢iimiiniin hesaba gergek negatif degerleri
de katmasi ile agiklanabilir. AGPS-RF algoritmasinin Karma ve Roc-RF
algoritmalar1 seviyesinde bir performans verememesi ile ilgili sebepler 4.2

boliimiinde detayli olarak agiklanmustir.

Geligtirilen ii¢ algoritmanin CLR ve ARACNE olarak secilen iki ag c¢ikarim
algoritmasi ile karsilagtirlmasi kisminda da onceki paragrafa benzer sonuglar
alinmistir.  Yapilan deneylerde AGPS-RF algoritmasi CLR ve ARACNE
algoritmalaria kars1 f-6l¢iisii ve MCC degerlerinde geri kalirken Roc-RF ve Karma

algoritma bu iki algoritmaya kars1 f-6l¢iisii degerinde daha iyi bir sonug¢ vermistir.

Deneylerden alinan sonuglar incelendiginde Roc-RF algoritmasinin AGPS-RF
algoritmasina nazaran daha iyi performans verdigi goriilmektedir. Bu baglamda
Random Forest metodunun Roc-SVM algoritmasinda daha performansh c¢alistigi da
sOylenebilir. Karma algoritma da yapilan deneylerde karsilastirildigi algoritmalara
gore daha performansli olsa da Roc-RF algoritmasinin ortalama f-6l¢iisii degeri daha

yiiksek ¢ikmuistir.
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EKLER

Ek A: Ol¢iim Formiilleri

Cizelge A.1 Keskinlik, Dogruluk, F-Olgiisii ve MCC Formiilleri

Degerin Adi Formiil

Keskinlik Gergek Pozitif

eSRIm Gergek Pozitif + Sahte Pozitif
Dogruluk Gergek Pozitif

ogruiu Gergek Pozitif + Sahte Negatif
FOlciisi Keskinlik X Dogruluk

- X

sust Keskinlik + Dogruluk
(GP X GN) - (SP X SN)
MCC

J(GP + SP)X(GP + SN)X(GN + SP)x(GN + SN)
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Ek B: Detayl1 Deney Sonuglari

Cizelge B.1 AGPS ve AGPS-RF Algoritmalarinin F-Olgiisii ve MCC Degerleri

Uzerinden Karsilastirmali Sonuglari

Veri P AGPS AGPS-RF AGPS AGPS-RF
Kiimesi Yiizdesi f-5lciisi f-5lciisi MCC MCC
1 % 0,15 0,289 0,355 0,189 0,221
2 % 0,16 0,376 0,35 0,256 0,215
3 % 0,16 0,324 0,333 0,174 0,190
4 % 0,34 0,315 0,362 0,185 0,250
5 % 0,33 0,348 0,33 0,238 0,211
6 % 0,34 0,332 0,294 0,199 0,150
7 % 0,52 0,275 0,291 0,154 0,165
8 % 0,52 0,217 0,215 0,058 0,047
9 % 0,53 0,218 0,228 0,043 0,057
10 %0,71 0,294 0,276 0,198 0,169
11 %0,71 0,257 0,247 0,164 0,130
12 %0,71 0,222 0,221 0,089 0,090
13 % 0,92 0,214 0,224 0,112 0,128
14 % 0,91 0,228 0,259 0,169 0,195
15 % 0,92 0,216 0,22 0,116 0,130
16 % 1,13 0,210 0,201 0,154 0,131
17 % 1,14 0,202 0,194 0,142 0,132
18 % 1,13 0,204 0,222 0,136 0,170
19 % 1,33 0,148 0,149 0,097 0,112
20 % 1,33 0,172 0,16 0,139 0,121
21 % 1,34 0,150 0,153 0,101 0,061
22 % 1,56 0,105 0,104 0,077 0,077
23 % 1,57 0,118 0,098 0,109 0,074
24 % 1,57 0,110 0,106 0,084 0,081
25 % 1,77 0,071 0,061 0,089 0,065
26 % 1,76 0,063 0,053 0,072 0,045
27 % 1,77 0,058 0,078 0,052 0,100
Ortalama % 0,94 0,212 0,214 0,133 0,130
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Cizelge B.2 Roc-SVM ve Roc-RF Algoritmalarinin F-Olgiisii ve MCC Degerleri

Uzerinden Karsilastirmali Sonuglari

Veri P Roc-SVM Roc-RF Roc-SVM Roc-RF
Kiimesi Yiizdesi f-lciisii f-lciisii MCC MCC
1 % 0,16 0,009 0,664 0,061 0,604
2 % 0,16 0,223 0,651 0,195 0,588
3 % 0,17 0,124 0,705 0,229 0,656
4 % 0,34 0,222 0,513 0,331 0,434
5 % 0,32 0,290 0,656 0,328 0,604
6 % 0,34 0,094 0,609 0,184 0,550
7 % 0,52 0,023 0,592 0,100 0,542
8 % 0,51 0,076 0,676 0,148 0,636
9 % 0,52 0,117 0,563 0,211 0,505
10 %0,71 0,256 0,634 0,316 0,597
11 %0,70 0,210 0,701 0,246 0,673
12 %0,70 0,175 0,502 0,242 0,449
13 % 0,92 0,259 0,559 0,343 0,527
14 % 0,92 0,288 0,636 0,348 0,613
15 % 0,91 0,301 0,732 0,316 0,714
16 % 1,13 0,304 0,524 0,311 0,505
17 % 1,12 0,376 0,514 0,413 0,491
18 % 1,13 0,326 0,630 0,345 0,617
19 % 1,33 0,255 0,541 0,265 0,538
20 % 1,33 0,277 0,623 0,295 0,625
21 % 1,34 0,387 0,626 0,374 0,630
22 % 1,57 0,208 0,494 0,178 0,505
23 % 1,58 0,308 0,632 0,279 0,639
24 % 1,57 0,256 0,500 0,234 0,514
25 % 1,76 0,282 0,595 0,282 0,619
26 % 1,75 0,226 0,348 0,210 0,378
27 % 1,76 0,295 0,571 0,283 0,592
Ortalama % 0,94 0,226 0,593 0,261 0,567
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Cizelge B.3 Karma Algoritmani F-Olgiisii Degeri Uzerinden Karsilastirmali

Sonuglart
Veri P Karma AGPS AGPS-RF | Roc-SVM | Roc-RF
Kiimesi | Yiizdesi | f-Olclisli f-olgiisii f-olgiisii f-olgiisii f-olgiisii
1 % 0,16 0,608 0,289 0,355 0,009 0,664
2 % 0,16 0,380 0,376 0,35 0,223 0,651
3 % 0,17 0,413 0,324 0,333 0,124 0,705
4 % 0,34 0,427 0,315 0,362 0,222 0,513
5 % 0,34 0,550 0,348 0,33 0,290 0,656
6 % 0,33 0,538 0,332 0,294 0,094 0,609
7 % 0,52 0,466 0,275 0,291 0,023 0,592
8 % 0,53 0,489 0,217 0,215 0,076 0,676
9 % 0,52 0,558 0,218 0,228 0,117 0,563
10 %0,70 0,453 0,294 0,276 0,256 0,634
11 %0,70 0,445 0,257 0,247 0,210 0,701
12 %0,70 0,542 0,222 0,221 0,175 0,502
13 % 0,92 0,517 0,214 0,224 0,259 0,559
14 % 0,92 0,471 0,228 0,259 0,288 0,636
15 % 0,93 0,459 0,216 0,22 0,301 0,732
16 % 1,13 0,571 0,210 0,201 0,304 0,524
17 % 1,12 0,553 0,202 0,194 0,376 0,514
18 % 1,14 0,541 0,204 0,222 0,326 0,630
19 % 1,32 0,521 0,148 0,149 0,255 0,541
20 % 1,33 0,513 0,172 0,16 0,277 0,623
21 % 1,34 0,523 0,150 0,153 0,387 0,626
22 % 1,56 0,551 0,105 0,104 0,208 0,494
23 % 1,55 0,542 0,118 0,098 0,308 0,632
24 % 1,57 0,548 0,110 0,106 0,256 0,500
25 % 1,77 0,583 0,071 0,061 0,282 0,595
26 % 1,77 0,551 0,063 0,053 0,226 0,348
27 % 1,77 0,595 0,058 0,078 0,295 0,571
Ortalama | % 0,94 0,515 0,212 0,214 0,226 0,593
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Cizelge B.4 Karma Algoritmanin MCC Degeri Uzerinden Karsilastirmali Sonuglari

Veri Yiifdesi Karma AGPS AGPS-RF g\(;lc\;l Roc-RF

Kiimesi MCC MCC MCC MCC MCC
1 % 0,16 0,534 0,189 0,221 0,061 0,604
2 % 0,16 0,111 0,256 0,215 0,195 0,588
3 % 0,16 0,345 0,174 0,190 0,229 0,656
4 % 0,34 0,405 0,185 0,250 0,331 0,434
5 % 0,33 0,500 0,238 0,211 0,328 0,604
6 % 0,34 0,349 0,199 0,150 0,184 0,550
7 % 0,52 0,200 0,154 0,165 0,100 0,542
8 % 0,52 0,341 0,058 0,047 0,148 0,636
9 % 0,54 0,257 0,043 0,057 0,211 0,505
10 %0,71 0,196 0,198 0,169 0,316 0,597
11 %0,70 0,045 0,164 0,130 0,246 0,673
12 %0,71 0,364 0,089 0,090 0,242 0,449
13 % 0,91 0,234 0,112 0,128 0,343 0,527
14 % 0,93 0,209 0,169 0,195 0,348 0,613
15 % 0,93 0,110 0,116 0,130 0,316 0,714
16 % 1,13 0,340 0,154 0,131 0,311 0,505
17 % 1,12 0,261 0,142 0,132 0,413 0,491
18 % 1,12 0,348 0,136 0,170 0,345 0,617
19 % 1,34 0,282 0,097 0,112 0,265 0,538
20 % 1,35 0,306 0,139 0,121 0,295 0,625
21 % 1,34 0,271 0,101 0,061 0,374 0,630
22 % 1,57 0,279 0,077 0,077 0,178 0,505
23 % 1,56 0,282 0,109 0,074 0,279 0,639
24 % 1,57 0,294 0,084 0,081 0,234 0,514
25 % 1,76 0,391 0,089 0,065 0,282 0,619
26 % 1,76 0,291 0,072 0,045 0,210 0,378
27 % 1,76 0,398 0,052 0,100 0,283 0,592
Ortalama | % 0,94 0,294 0,133 0,130 0,261 0,567
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Cizelge B.5 CLR ve ARACNE Algoritmalarinin F-Olgiisii Degeri Uzerinden

Karsilagtirmali Sonuglari

Veri P CLR ARACNE | AGPS-RF | Roc-RF Karma
Kiimesi | Yiizdesi | f-Olglisii f-olgiisii f-olgiisii f-olgiisii f-olgiisii

1 % 0,15 0,561 0,550 0,355 0,664 0,608
2 % 0,15 0,600 0,531 0,35 0,651 0,380
3 % 0,16 0,617 0,501 0,333 0,705 0,413
4 % 0,35 0,583 0,512 0,362 0,513 0,427
5 % 0,33 0,595 0,498 0,33 0,656 0,550
6 % 0,33 0,614 0,494 0,294 0,609 0,538
7 % 0,51 0,612 0,478 0,291 0,592 0,466
8 % 0,51 0,580 0,462 0,215 0,676 0,489
9 % 0,52 0,572 0,432 0,228 0,563 0,558
10 %0,71 0,593 0,412 0,276 0,634 0,453
11 %0,71 0,573 0,381 0,247 0,701 0,445
12 %0,71 0,518 0,362 0,221 0,502 0,542
13 % 0,92 0,472 0,330 0,224 0,559 0,517
14 % 0,92 0,437 0,317 0,259 0,636 0,471
15 % 0,94 0,385 0,281 0,22 0,732 0,459
16 % 1,13 0,330 0,254 0,201 0,524 0,571
17 % 1,13 0,285 0,200 0,194 0,514 0,553
18 % 1,13 0,272 0,187 0,222 0,630 0,541
19 % 1,34 0,238 0,165 0,149 0,541 0,521
20 % 1,34 0,228 0,157 0,16 0,623 0,513
21 % 1,34 0,200 0,145 0,153 0,626 0,523
22 % 1,57 0,180 0,149 0,104 0,494 0,551
23 % 1,57 0,164 0,139 0,098 0,632 0,542
24 % 1,57 0,155 0,147 0,106 0,500 0,548
25 % 1,76 0,152 0,142 0,061 0,595 0,583
26 % 1,75 0,150 0,145 0,053 0,348 0,551
27 % 1,75 0,151 0,138 0,078 0,571 0,595
Ortalama | % 0,94 0,401 0,315 0,214 0,593 0,515
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Cizelge B.6 CLR ve ARACNE Algoritmalarinin MCC Degeri Uzerinden

Karsilagtirmali Sonuglari

Veri P CLR ARACNE | AGPS-RF | Roc-RF Karma
Kiimesi Yiizdesi | MCC MCC MCC MCC MCC
1 % 0,16 0,616 0,397 0,221 0,604 0,534
2 % 0,16 0,582 0,462 0,215 0,588 0,111
3 % 0,16 0,497 0,300 0,190 0,656 0,345
4 % 0,34 0,565 0,287 0,250 0,434 0,405
5 % 0,33 0,55 0,319 0,211 0,604 0,500
6 % 0,35 0,547 0,342 0,150 0,550 0,349
7 % 0,51 0,499 0,265 0,165 0,542 0,200
8 % 0,51 0,516 0,231 0,047 0,636 0,341
9 % 0,52 0,477 0,220 0,057 0,505 0,257
10 %0,71 0,498 0,286 0,169 0,597 0,196
11 %0,70 0,44 0,331 0,130 0,673 0,045
12 %0,71 0,463 0,257 0,090 0,449 0,364
13 % 0,92 0,381 0,249 0,128 0,527 0,234
14 % 0,92 0,364 0,310 0,195 0,613 0,209
15 % 0,92 0,329 0,401 0,130 0,714 0,110
16 % 1,13 0,317 0,330 0,131 0,505 0,340
17 % 1,13 0,252 0,285 0,132 0,491 0,261
18 % 1,14 0,258 0,243 0,170 0,617 0,348
19 % 1,34 0,233 0,230 0,112 0,538 0,282
20 % 1,34 0,23 0,191 0,121 0,625 0,306
21 % 1,34 0,218 0,202 0,061 0,630 0,271
22 % 1,57 0,298 0,277 0,077 0,505 0,279
23 % 1,58 0,209 0,134 0,074 0,639 0,282
24 % 1,59 0,217 0,120 0,081 0,514 0,294
25 % 1,77 0,184 0,194 0,065 0,619 0,391
26 % 1,76 0,223 0,142 0,045 0,378 0,291
27 % 1,75 0,201 0,098 0,100 0,592 0,398
Ortalama | % 0,94 0,376 0,262 0,130 0,567 0,294
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