Veri Madenciligi Yaklasimi ile Sosyal Ag

Analizi

Bu tez Bilgi Giivenligi Miihendisligi'nde
Tezli Yiiksek Lisans Programinin bir kogulu olarak

Emine Biisra AKDEMIR

tarafindan

Fen Bilimleri Enstitiisii’ne

sunulmusgtur.

ISTANBUL

SEHIR

UNIVERSITESI



Bu tezi okuduk, kapsam ve nitelik agisindan  Bilgi Giivenligi Miihendisligi alaninda

Yiiksek Lisans derecesi igin tiimiiyle uygun oldugu goriigiine vardik.

ONAYLAYANLAR:

Prof. Dr. Ensar Giil

(Tez Danigmani)

Dr. Ahmet Fatih Mustacoglu
(Tez Eg-damigmani)

Dog. Dr. Murat Can Ganiz N 7 30 SR

Dr. Ogr. Uyesi Mehmet Yasin Ulukuy =% . .......

Bu tez Istanbul Sehir Universitesi, Fen Bilimleri Enstitiisii tarafindan belirlenen tiim

kogullara uygundur.

ONAY TARIHI:

MUHUR/IMZA:




Yazarhik Beyam

Ben, Emine Biigra AKDEMIR, baghg, 'Veri Madenciligi Yaklagimi ile Sosyal Ag Analizi’

olan tezin ve i¢inde sunulan bilgilerin sahsima ait oldugunu beyan ederim. Ayrica:

m Bu galigmanm biitiinii veya esasi bu iiniversitede Yiiksek Lisans derecesi elde

etmek fizere calistigim siire iginde gerceklestirilmistir.

= Daha 6nce bu tezin herhangi bir kismi baska bir derece veya yeterlik almak iizere

bu iiniversiteye veya bagka bir kuruma sunulduysa bu acik bi¢imde ifade edilmistir.

® Bagkalarimin yayimlanmig ¢alismalarina bagvurdugum durumlarda bu caligmalara

acgik bicimde atifta bulundum.

m Bagkalarmm gahgmalarmdan alintiladigimda kaynagi her zaman belirttim. Tezin

bu alimtilar diginda kalan kismu tiimiiyle benim kendi caligmamdir.
m Esash yardim aldigim biitiin kaynaklara tesekkiir ettim.

m Tezde bagkalariyla birlikte gerceklestirilen caligmalar varsa onlarm katkisini ve
kendi yaptiklarimi tam olarak acikladim.

)

Imza:

Tarih: aE 20{9
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Veri Madenciligi Yaklagimi ile Sosyal Ag Analizi

Emine Biisra AKDEMIR
Oz

Giiniimiizde internet kullamiminin yayginlagsmasiyla geligtirilen uygulamalar hem iletigim
hem de eglence amagh olarak ortaya c¢ikmigtir. Sosyal aglar olarak adlandirilan bu
uygulamalar kigiler, toplumlar hakkinda biiyiik miktarda veriye internet {izerinden ko-
lay sekilde erigim imkani sunmaktadir. Sosyal aglar {izerinde yapilan veri madenciligi
caligmalar: ise son yillarda bu alandaki geligmeler ile artig gostermistir. Pek cok aragtir-
manin konusu olarak genis kitleler hakkinda yararh bilgiler elde edilmeye caligilmigtir.
Bu tez calismasinda sosyal aglarda yapilan veri madenciligi calismalari ve problem-
leri aragtirilmigtir. Twitter uygulamasi {izerinden verilere erigilerek Tiirkce Tweetlerin
duygu analizi yapilmigtir. Duygu simiflandirma iglemi igin Naive Bayes, Destek Vektor
Makineleri ve K en yakin komgu algoritmalart kullanilmigtir. Twitter kullanicilarinin
belirlenen sektordeki kurumsal girketler ile ilgili tweetleri duygu polaritesi agisindan
incelenerek sosyal aglar lizerinde kurumsal itibari1 en yiiksek kurulug tespit edilmeye

caligilmigtir.

Anahtar Sézciikler: Sosyal Aglar, Veri Madenciligi, Duygu Analizi, Siniflandirma

Algoritmalari
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Bolum 1

Giris

Insanlik var oldugundan giiniimiize kadar gecen siire icinde iletisim hep bir ihtiyac ol-
mugtur. Son yillarda internetin yayginlagmasiyla bu ihtiyac uygulamalar araciligiyla
giderilmeye baglanmigtir. Geligtirilen uygulamalar sadece iletigim degil ayni1 zamanda

insanlara eglence imkani da sunmaktadir.

Genel itibariyle "sosyal aglar” olarak adlandirilan bu uygulamalar kigiler, toplumlar
hakkinda biiyiik miktarda veriye internet lzerinden kolay sekilde erisim imkam sun-
maktadir. Sosyal ag kavraminin, bu denli hizli gelisen teknolojiler ile birlikte deger-
lendirildiginde giinliik hayatta ne kadar 6nemli bir yere sahip oldugunu anlamak kacinil-
mazdir. Bu sebeple geligtirilen uygulamalar yaninda daha pek ¢ok uygulamaya agik

oldugu asikardir.

Bu tez caligmasinda sosyal aglar tizerinde yapilan veri madenciligi caligmalari incelen-
mig ve Tirkiye'de yapilan caligmalar arastirilmigtir. Sosyal aglarin insanlar iizerindeki
etkisinin artmasiyla kullanicilarinin sosyal aglarda biraktiklar: izlerin degerlendirilmesi
iglemi 6n plana cikmigtir. Sosyal ag uygulamalarinin baginda gelen Twitter, kullanicilarin
yorumlarim igerdiginden bu alanda yogunlukla aragtirmalara konu olmusgtur. Herhangi
bir konu kisitlamasi olmamast bu alandaki veri miktarin1 arttirmaktadir. Yorumlarin
degerlendirilmesi ile belli olaylarin insanlar iizerindeki etkisinin aragtirilmasina igik tutabi-
lecegi gibi kurumsal kullanicilarin da yorumlar: degerlendirerek faaliyetlerine yon vermesi

konusunda olanak saglamaktadir.

Tez icerik olarak 1. Béliim’de yapilan Girig Bolimiiniin ardindan, 2. Bolimde Veri
Madenciliginin tanimi, geligim siireci ve genel bilgiler ile devam etmektedir. 3. Béliimde

1



Boliim 1. Giris 2

Veri Madenciligi fazlar1 anlatilirken, 4. Boliimde Simiflandirma, Kiimeleme, Birliktelik
Kurallar1 gibi veri madenciligi islevlerinden bahsedilmigtir. 5. Béliimde veri madenciligi
algoritmalar1 ve 6. Boliimde uygulama alanlari aciklandiktan sonra 7. Boéliimde Sosyal
Aglar kismina gecilmigtir. Genel bilgilerin verilmesinin ardindan 8. Boliimde Sosyal
Aglar iizerinde yapilan veri madenciligi yani web madenciligi uygulamalart anlatilmigtir
ve literatiirde yapilan calismalar Tlgili Calismalar baghg altinda verilmistir. 9. Béliimde
yani Uygulama kisminda Savunma Sanayi alaninda faaliyet gosteren kuruluslarin sosyal
aglardaki kurum itibarini élgmek adina kurulus isimlerini igeren tweet mesajlarinin duy-

gusal polariteleri incelenmigtir. 10. Boliimde elde edilen sonuclar paylagilmigtir.



Bolum 2

Veri Madenciligi

2.1 Veri Madenciligi Nedir?

Veri Madenciligi; biiyiik veriden anlamli ve yararh bilgilerin elde edilmesi islemidir. Bagka
bir ifade ile secgilen veri setinin analize uygun gekilde hazirlanmasi ile anlaml gikabilecek

bilgiye ulagma siirecidir.

Giiniimiizde veri miktarinin artmasi, veriyi toplama ve saklama kapasitesindeki hizh
biiyiime, insanlig1 yeni arayiglara yonlendirmigtir. Bir bilgisayarin igleyebilecegi veri mik-
tarindan ¢ok daha fazlas: iiretilmektedir. Verilerin hizli bir gekilde artmasi sonucu etkin
bir veri tabani analizi i¢in yeni tekniklere ihtiyac dogmustur. Geleneksel sorgu veya ra-
porlama araglar: ¢cok miktardaki veriler kargisinda yetersiz kaldigindan veri madenciligi

kavrami ortaya atilmigtir [1].

Literatiirde veri madenciligi ile benzer anlamlar ifade eden bagka terimler de bulunmak-

tadr [2].

Veri Tabanlarinda Bilgi Kesfi

Bilgi Cikarma

Veri/Desen Analizi

Veri Arkeolojisi

Veri Tarama



Boliim 2. Veri Madenciligi 4

Veri madenciligi ve veri tabanlarinda bilgi kesfi kavramlar: bircok kaynakta birbirinin yer-
ine kullanilmaktadir. Veri madenciligi, veri tabanlarinda bilgi kesfi siirecinde bir adim
olarak yer almasina ragmen birgok caligmada tiim siireci anlatmak igin kullanilmaktadir.
Veri tabanlarinda bilgi kesfi (KDD) daha az kullanima sahip oldugu halde veri maden-
ciliginden daha agik ve daha bilgilendiricidir.

i ‘\__
istatistik
. : . I i i
:,/' "\_ .’_.-" “.L rd 1\\.I
Veri Tabaru I \‘x Garsellestirme
Teknolajisi . S hY > ) 7
:'\__ _./' l""-.__ ?__f \_ . {__.-'
N VERI /
*~. L axr
/S MADENCILIGI
’ Ay
— Y ———
4 AT \ LY ™
Makine b ! ) -
- ~ 4 Diger Disiplinlen
Oprenmesi ‘i ger Disipli
M vy I_.r" Y M A
Ei|gi Bilimi
. A

SEKIL 2.1: Veri Madenciligi: Coklu Disiplinlerin Birlegimi

Sekil 2.1°de [3] goriildiigii gibi Veri Madenciligi pek ¢ok disiplinin birlesiminden ortaya

ciktigindan cok genig kullanim alanina sahiptir.

2.2 Veri Madenciligi Gelisim Siireci

Veri madenciliginin tarihi ilk sayisal bilgisayar olan ENIAC’a kadar dayanmaktadir. Bil-
gisayarlarin verimli bir gekilde kullanimi veri depolanmasi ile baglamaktadir. Bilgisa-
yarlar ilk olarak karmagik hesaplamalar: yapmak amaciyla geligtirilmigtir ancak zamanla
geligen ihtiyaclar dogrultusunda veri depolama iglemleri i¢in de kullanilmaya baglan-
migtir. Bunun sonucunda veri tabanlari ortaya ¢ikmigtir. Veri tabanlarinin geniglemesi
sonrast donanimsal olarak bu verilerin tutulacaklar: depo ihtiyaci ortaya cikmig ve bu de-
polarin da zamanla geniglemesi gerekmisgtir. Bunun sonucunda ise veri ambar1 kavrami
ortaya cikmigtir. Verilerin uzun siire saklanma ihtiyaci nedeniyle fiziksel siiriiciilerden

yararlanilmigtir. Bu siirecle birlikte veri modelleme kavrami ortaya gikmugtir [4].
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Ilk basit veri modelleri olarak gelistirilen modeller Hiyerarsik ve Sebeke modelleri olmus-
tur [4].Hiyerargik veri modelleri, agag yapisina benzeyen, temelinde bir kok bulunduran
ve bu kok araciligiyla iistiinde her daim bir, altinda ise n sayida diigiimiin bulundugu

veri modelleri olarak tamimlanmigtir.

Sebeke veri modelleri ise kayit tipi ve baglantilarin oldugu, kayit tiplerinin varlik, baglan-
tilarinsa iligki tiplerini belirledigi bir veri modeli olarak tanimlanmigtir. Sebeke veri mod-
elinde herhangi bir varlik bir digeri ile iligki icerisine girebiliyordu. Ancak ¢oklu iligki
kurmak miimkiin degildi. Hiyerarsik veri modellerinde ise bu durum daha kisithydi.
Bu nedenle kullanici ihtiyaclarini tam olarak kargilanamamistir. Bu ihtiyaclar dogrul-
tusunda Geligtirilmis Veri Modelleri ortaya cikmistir. Bunlar Varlik-Tligki, Iligkisel ve

Nesne-Yonelimli veri modelleri olarak bilinmektedir [4].

Veri madenciligi, kavramsal olarak 1960’1 yillarda, bilgisayarlarin veri analiz problem-
lerini ¢ozmek amagh kullanilmaya baglamasiyla ortaya cikmigtir. O doénemlerde kul-
lanilan bilgisayarlar ile yeterince uzun taramalar yapildiginda hedeflenen verilere ulag-
manmin miimkiin oldugu anlagilmigtir. O dénemlerde bu igleme veri madenciligi yerine

veri taramasi, veri yakalanmasi gibi isimler verilmigtir [4].

1990’1 yallara gelindiginde veri madenciligi kavrami, bilgisayar miihendisleri tarafindan
ortaya atilmigtir. Bu kavramin ortaya atilmasindaki amac, geleneksel istatistiksel yon-
temler yerine, veri analizinin algoritmik bilgisayar modiilleri tarafindan degerlendirmesini
vurgulamaktir. Bu agamadan sonra bilim insanlar1 veri madenciligine pek c¢ok yaklagim
getirmiglerdir. Bu yaklagimlarin kékeninde istatistik, makine &grenmesi, veri tabanlari,

otomasyon, pazarlama, aragtirma gibi disiplin ve kavramlar yer almisgtir.

Istatistik verilerin degerlendirilmesi ve analizini saglayan yontemler toplulugudur. Bil-
gisayarlarin veri analizi icin kullamimiyla istatistiksel ¢aligmalar hiz kazanmigtir. Bil-
gisayarlarin geligmesi ile birlikte daha 6nce yapilmasi miimkiin olmayan istatistiksel
aragtirmalar yapilabilmistir. 1990’lardan sonra istatistik, veri madenciligi ile ortak bir
platformda diigliniilmeye baglanmigtir. Bilginin, ¢ok miktardaki veri yiginlari i¢inden
gikarilmasi ve analizinin yapilarak kullamima hazirlanmas: siirecinde veri madenciligi ve
istatistik ortak olarak kullanilmigtir. Ayni zamanda veri madenciligi, veri tabanlar1 ve

makine 6grenimi disipliniyle birlikte geligmistir [4].
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Genel anlamda degerlendirildiginde veri madenciliginin ii¢ farkh disiplinden beslendigi

ortaya cikmaktadir;

o Istatistik: Veriler arasmdaki sayisal iligkilerin ortaya konmas,
e Yapay Zeka: Yazilim veya makineler araciligl ile insan benzeri teknoloji iiretimi,

e Makine Ogrenmesi: Verilerden elde edilen bilgiler ile tahminler cikartmaya yarayan

algoritmalar.

2.3 Veri Madenciligi Modelleri

Tanimlayict ve tahmin edici model olmak iizere 2 tiir model s6z konusudur [5].
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SEKIL 2.2: Veri Madenciligi Modelleri ve Gorevleri

2.3.1 Tanimlayici Model

Tamimlayici modeller analiz yapan kigiye daha 6énceden bir bilgi ve hipoteze sahip ol-
madan, veri kiimesinin i¢inde ne tiir iligkiler oldugunu anlama imkani sunar. Analizi
yapan kiginin ¢ok biiyiik veri tabanlarindaki bilgileri incelemek, 6riintiileri kegfetmek igin

dogru sorular1 sorup hipotezler geligtirmesi pratikte pek miimkiin olmadigindan, ilging
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oriintileri kegfetme o6nceligi veri madenciligi programina birakilir. Kegfedilen bilginin

kalitesi ve zenginligi, uygulamanin kullanighligini ve giiciinii gosterir [1].

Tanimlayict Model’de kullanilan yontemler agagida verilmigtir, bu yoéntemler ile ilgili

aciklamalar Boélim 4’te anlatilacaktir.

Kiimeleme

Ozetleme

Birliktelik Kurallar:

Sira Oriintiileri

2.3.2 Tahmin Edici Model

Tahmin edici modellerde, eldeki verilerden hareket edilerek bir model geligtirilmesi ve
sonrasinda kurulan bu modelden yararlanilarak sonuclart bilinmeyen veri kiimeleri icin
sonuclarin tahmin edilmesi yoniinde calismalar yapilmaktadir. Ornegin bir simiftaki
ogrencilerin bir dersle ilgili almig olduklar: vize ve 6dev notlar1 gibi veriler bir veri ta-
baninda toplanir. Bu verilere uygun olarak bir model kurulur. Kurulan model sonucunda

6grencilerin o dersin final sinavindan alacagi notun tahmininde kullanilir [1].

Tahmin Edici Model’de kullanilan yontemler agagida verilmigtir, bu yontemler ile ilgili

aciklamalar Bolim 4’te anlatilacaktir.

Smiflandirma

Regresyon
e Zaman Serisi Analizi

Kestirim
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Veri Madenciligi Asamalari

Veri madenciligi bircok farkli adimdan olugur. Hemen hemen her veri madenciligi ¢alig-
masinda verilerin kaynaklardan elde edilmesi ve entegrasyonu, verilerin temizlenmesi,
modelin olugturulmasi, modelin degerlemesi ve sonuclarin sunuma hazirlanmast adimlar:
karsimiza ¢ikar. Ancak veri madenciliginin ¢oklu disipliner yapisi ve farkli uygulama alan-
larindaki gorev ve prosediirlerin cesitliligi, endiistri ve yazilim standardi metodolojisinin
olugturulmas1 yolunda sorunlara yol agmaktadir. Standart bir uygulama metodolojisi,
veri madenciligi teknolojinin uygulanmasim daha az maliyetli, daha giivenilir, daha ko-
lay yonetilebilir ve daha hizli hale getirecek ve gelistiricilerin veri madenciligi ¢6ziimiini

genel metodolojiye uyacak gekilde entegre etmelerini saglayacaktir.

Veri madenciligi i¢in CRISP-DM (Cross Industry Standard Process Model for Data Mi-
ning) referans modeli, bir veri madenciligi projesinin yagam dongiisiine genel bir bakig
saglar. Bir projenin agamalarini, ilgili gérevlerini ve ciktilarin icerir. CRISP-DM veri
madenciligi siireclerini, kullanilan yazilimdan ve endiistriden bagimsiz standartlagtirmay:
amagclar. CRISP-DM asil iiyeleri Daimler-Benz, SPSS ve NCR olan bir konsorsiyum

tarafindan geligtirilmigtir.
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/ Problemi Veriyi Anlam>

\ Anlama
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| Yaymlama |
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Modelleme :l
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SEKIL 3.1: CRISP-DM:Referans Modelinin Fazlar:

Veri madenciligi projesinin yagam dongisii, Sekil 3.1 'de gosterilen alt1 agamaya ayrigtirilmigtir:

Problemi/Isi/Sorunsali Kavrama

Veri/Veri Setlerini Anlama

Veriyi Hazirlama/On Isleme

Modelleme

Degerleme

Yayinlama/Canliya Alma

Agamalar arasi gecigler ¢cok kati1 olmamakla birlikte, oklar sadece agamalar1 arasindaki

en 6nemli ve siki baglar: gostermektedir.
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3.1 Problemi Anlama

Problemi Anlama veri madenciligi siirecinde baglangic agamasidir. Proje hedeflerini ve
gereksinimlerini ig perspektifinden anlamak ve daha sonra bu bilgiyi bir veri madenciligi
problemi tanimina donigtiirmek ve hedeflere ulagmak icin tasarlanan bir 6n proje planina

odaklanr.

Herhangi bir veri madenciligi projesindeki ilk ve en énemli adim, acgik ve ulasilabilir bir
hedef olugturmak ve bu hedefe ulagmak icin bir siire¢ gelistirmektir. Hedefi tanimlarken,
ilk olarak neyin olgiilecegi yada tahmin edilecegine karar verilmesi gerekir. Veri Maden-
ciligi modelleri genellikle tahmin edici ve tanimlayici olmak iizere iki kategoriye ayrilir.
Tahmin modelleri, gelecekteki aktiviteyi temsil eden bir degeri hesaplar. Tanimlayici
bir model, goriindiigii gibidir: Konular1 tanimlayic1 kategorilere ayirmak igin kullanilan
kurallar olusturur. Pazarlama, risk ve miigteri iligkileri yonetiminde bugiin kullanilan

yaygin analitik hedeflerin bazilar agagida siralanmigtir.

3.1.1 Profil Analizi

Giinlimiiz diinyasinda miigteriler ve beklentileri hakkinda derinlemesine bilgi sahibi ol-
mak, rekabetci kalmak icin gereklidir. Profil analizi, miisterileri veya potansiyel miigter-
ileri tanimak icin miikemmel bir yoldur. Bir ilgi popiilasyonu ortak ozellikleri 6l¢meyi
icerir. Ortalama yag, cinsiyet, medeni durum ve ortalama yagam siiresi gibi demografik
ozellikler tipik olarak bir profil analizine dahil edilir. Diger 6zellikler, miigteri iligkileri
yagt veya ortalama risk seviyesi gibi daha spesifik 6zellikler de olabilir. Profiller, ilgili

popiilasyonun segmentleri iginde kullanildiginda en faydahdir [2].

3.1.2 Segmentasyon

Hedefleme modelleri, pazarlama ve/veya riske dayali eylemlerin verimliligini artirmak
igin tasarlanmigtir. Ancak, hedefleme modelleri geligtirilmeden 6nce mevcut miigteri
tabaninizi iyi anlamak 6nemlidir. Profil analizi, miigterileriniz hakkinda bilgi edinmek

icin etkili bir tekniktir.

Segmentasyon analizinin yaygin kullanimi, miigterileri karliliga ve pazar potansiyeline

gore segmentlere ayirmaktir. Ornegin, bir perakende isletmesi, miisteri tabanini, tiim
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perakende magazalarindaki toplam satin alma davramglan ile ilgili olarak satin alma
davraniglarini tanimlayan segmentlere ayirir. Bu yolla bir perakendeci hangi miigterilerin

en fazla potansiyele sahip oldugunu degerlendirebilir.

Bir kredi veya kredi kart1 portféyiinde yapilan bir profil analizi, iki boyutlu bir risk ve
denge matrisine boliinebilir. Bu, olas1 pazarlama ve/veya risk eylemleri i¢in miigteri veri
tabanmin farkli boliimlerini degerlendirmek icin gérsel bir arac saglayacaktir. Ornegin,
bir segmentin yiiksek bakiyeleri ve yiiksek riski varsa Yilhik Yiizde Orammi (APR) artir-
mak isteyebilirsiniz. Diigilik riskli segmentler igin, diigiik riskli miigterilerin dengelerini

alma, veya ¢ekme umuduyla APR’yi diiglirmek isteyebilirsiniz.

3.1.3 Yanit Modeli

Bir yanit modeli genellikle bir girketin gelistirmeyi amacladig ilk tiir hedefleme modelidir.
Gegmigte bir hedefleme yapilmadiysa, bir yanit modeli, yanitlar: artirarak ve/veya posta
harcamalarini azaltarak bir pazarlama kampanyasinin verimliligine biiyiik bir destek
saglayabilir. Amag, bir iiriin veya hizmet i¢in bir teklife kimin yanit verecegini tahmin et-
mektir. Benzer bir popiilasyonun ge¢mis davraniglarina veya bazi mantiksal ikamelerine

dayanabilir.

Teklif kanalina bagh olarak bir yanit cesitli yollarla alinabilir. Bir posta teklifi, yanit-
layiciy1 posta, telefon veya internet ile cevap vermesi i¢in yonlendirebilir. Sonuclar1 der-
lerken, yanit kanalini izlemek ve kopyalar1 yonetmek énemlidir. Bir yanitlayicinin bir
yanit gondermesi ve birkag giin sonra telefon ya da internet ile cevap vermesi olagandigi
bir durum degildir. Bir girketin ayni kigiden birden fazla posta yanit1 alabilecegi durum-
lar bile vardir. Bu durum, bir adayin, birkac hafta arayla ayni {iriin veya hizmetler i¢in
ozellikle ¢ok sayida takip teklifi almasi durumunda yaygindir. Model geligtirmede ¢oklu

cevaplarin ele alinmasi icin bazi kurallarin olusturulmasi énemlidir.

3.1.4 Risk

Onay veya risk modelleri, bir {iriin veya hizmet sunarken kayip potansiyeli olan belirli
sektorlere ozgiidiir. En ok bilinen risk tiirleri bankacilik ve sigortacilik sektorlerinde

meydana gelmektedir.
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Bankalar kredi verdiklerinde finansal bir risk tistlenirler. Genel olarak, bu risk modelleri,
bir potansiyel miigterinin 6diing alinan miktar: geri 6deyecegi veya geri 6deyemeyecegi
olasiligimi tahmin etmeye caligir. Ipotekler veya araba kredileri gibi bircok tiirde kredi
temin edilir. Bu durumda banka, giivenlik i¢in ev ya da otomobilin sahipligini elinde bu-
lundurur. Risk, ev veya araba kredisi eksi satig degeri ile sinirlidir. Teminatsiz krediler,
bankanin giivenlik saglamadigi kredilerdir. En yaygin teminatsiz kredi tiirii kredi kartidir.
Her tiir kredi i¢in 6ngorii modelleri kullanilsa da, kredi kartlar: i¢in yaygin olarak kul-
lanilmaktadir. Baz bankalar kendi risk modellerini geligtirmeyi tercih ederler. Diger
bankalar, risk skoru gelistirme konusunda uzmanlagmig birgok sirketten standart veya

Ozel risk puanlar satin alirlar.

Sigorta sektdrii igin risk, talepte bulunan miigterinin riskidir. Temel sigorta kavrami risk-
leri havuzlamaktir. Sigorta girketleri risk yonetiminde onlarca yillik deneyime sahiptir.
Hayat, otomobil, saglik, kaza, kaza ve sorumluluk, fiyatlandirma ve rezervleri yonet-
mek igin risk modelleri kullanan her tiir sigortadir. Sigorta sektoriindeki agir devlet
diizenlemesi nedeniyle, risk yonetimi, sigorta sirketlerinin karliligini korumada kritik bir

gorevdir.

Diger bircok endiistri, gelecekteki 6deme vaadi ile bir iiriin veya hizmet sunarak risk al-
maktadir. Bu kategori, telekomiinikasyon sirketlerini, enerji saglayicilary, perakendecileri
ve daha bircogunu igerir. Risk tiirli bankacilik endiistrisininkine benzerdir, ¢iinkii bir

miigterinin mal veya hizmet i¢in 6deme yapma olasiligini yansitir.

Dolandiricilik riski bircok sirkete, 6zellikle de bankalara ve sigorta girketlerine yonelik bir
bagka endige kaynagidir. Bir kredi kart1 kaybolur veya ¢alinirsa, bankalar genellikle so-
rumluluk {iistlenir ve bor¢lanan tutarlarin bir kismini zarar olarak alirlar. Dolandiricilik
tespit modelleri, bankalarin miigterilerinin tipik harcama davramglarini 6grenerek kayi-
plart azaltmalarina yardimci olmaktadir. Bir miisterinin harcama aligkanliklar: biiyiik

Olciide degigirse, durum degerlendirilinceye kadar onay siireci durdurulur veya izlenir.

3.1.5 Aktivasyon

Aktivasyon modelleri, bir potansiyel miigterinin tam tegekkiillii bir miigteri olup olmaya-

cagim 6ngoren modellerdir. Bu modeller en ¢ok finansal hizmet sektdriinde uygulanabilir.
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Ornegin, bir kredi kart1 adayimn aktif bir miisteri olmasi icin, adayn yanit vermesi, on-
aylanmasi ve hesabt kullanmasi gerekir. Miisteri hesabi hic kullanmazsa, aslinda bankay:1
yanit vermeyenden daha pahaliya mal ediyor. Cogu kredi kart: bankasi, yeni miigteri-
leri harekete gecirmeye motive etmek icin digiik oranh alimlar veya bakiye transferleri
gibi tegvikler sunmaktadir. Bir sigorta olasiligi ayni sekilde goriilebilir. Bir aday yanit

verebilir ve onaylanabilir, ancak ilk primi édemezse, politika asla aktif degildir.

Aktivasyon modeli olugturmanin iki yolu vardir. Birinci yontem, yanit1 6ngoren bir model
ve yamt verilen aktivasyonu tahmin eden ikinci bir model olugturmaktir. Ilk teklifin son
aktivasyon olasihigi bu iki modelin driiniidiir. Tkinci yontem, tek adimli modellemeyi

kullanmaktir. Bu yontem, farkh fazlar ayirmadan aktivasyon olasiligini tahmin eder.

3.1.6 Capraz Satig

Capraz satig modelleri, mevcut bir miigterinin ayni sirketten farkl bir {irlin veya hizmet
satin alma olasiligini veya degerini tahmin etmek icin kullanilir. Satig sonrasi modeller,
bir miigterinin ayni iiriinleri veya hizmetleri daha fazla satin alma olasihigini veya degerini

tahmin eder.

Daha 6nce de belirtildigi gibi, mevcut miigterilere satig yapmak, yeni miigteri kazanim-
larina gore ¢ok daha kolaydir. Teklif dizilerinin test edilmesi, bir sonraki teklifi ne zaman
ve nasil yapacaginizi belirlemeye yardimci olabilir. Bu, sirketlerin agiri miisteriyi onle-
mek ve muhtemel miigterilerini yabancilagtirmaktan kaginmak icin teklifleri dikkatlice

yonetmelerini saglar.

3.1.7 Yipranma

Yipranma, bir¢ok endiistride biiyiiyen bir sorundur. Genellikle girketlerin daha iyi bir
anlagmadan yararlanmak icin bagka girketlere gecig yapan miisterilerini karakterize eder.
Yillar boyunca, kredi karti bankalar: diiglik faiz oranlarimi kullanarak rakiplerinden miig-
terileri calmigtir. Telekomiinikasyon sirketleri, misterilerini rakiplerinden uzak tutmak
icin stratejik pazarlama taktiklerini kullanmaya devam etmigtir. Ve diger pek ¢ok endiistri
mevcut miisterilerini tutmaya ve rakiplerinden yeni miigteri ¢almaya caligirken &nemli

miktarda ¢aba harcamaktadir.
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Son birkag yilda, yeni kredi karti miigterileri i¢in pazar 6nemli dlgiide azaldi. Bu su anda
bankalarinin miigteri tabanini diger saglayicilardan miigteri ¢cekerek artirmaya caligtigl ve

zorlandigir anlamina geliyor.

3.1.8 Net Bugiinkii Deger

Net Bugiinkii Deger (NPV) modeli, bir iiriiniin énceden belirlenmis bir siire boyunca
genel karhihigini tahmin etmeye caligir. Deger genellikle belirlenen bir yil boyunca hesa-
planir ve bugiiniin dolarina indirgenir. Net bugiinkii degeri hesaplamak i¢in baz1 standart

yontemler olsa da, iiriinler ve endiistriler arasinda birgok varyasyon vardir.

3.1.9 Omiir Boyu Deger

Omiir boyu deger modeli, bir miisterinin (kisi veya i) énceden belirlenmis bir uzunlugun
genel karhligini tahmin etmeye caligir. Omiir boyu deger de net bugiinkii degere benzer
gekilde, belirli bir yil boyunca hesaplanir ve bugiinkii dolara indirgenir. Kullanim émriini

hesaplamak i¢in kullanilan yontemler, iiriin ve sektorler arasinda da farklilik gosterir.

Piyasalar kiiciildiikce ve rekabet arttikca, girketler mevcut miigteri tabanlarindan kar
etme firsatlarini aramaktadir. Sonug olarak, birgok girket mevcut miisterilerini arttirmak
i¢in diriin ve/veya hizmet tekliflerini genigletiyor. Bu yaklagim, bir tiriiniin net bugiinkii
degerinin 6tesine gegen ve bir miigterinin yagam boyu degerini veya bir miigterinin émiir

boyu deger (LTV) modelini tanimlayan bir modele olan ihtiyaci ortaya gikarir.

3.2 Veriyi Anlama

Veriyi anlama agamasi, ilk veri toplama ile baslar ve veriyi tanimak, veri kalitesi problem-
lerini tanmimlamak, verilere ilk bakiglari kegfetmek veya gizli bilgi i¢in hipotez olugturmak
tizere ilging alt kiimeleri tespit etmek amaciyla faaliyetlere devam eder. Is Anlama ve
Veriyi Anlama arasinda yakin bir baglanti vardir. Veri madenciligi probleminin ve proje

planinin formiile edilmesi, mevcut verilerin en azindan bir gekilde anlagilmasini gerektirir.
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3.3 Modelleme icin Veri Se¢me

Modelleme verileri, kaynaklarin sayisindan iiretilebilir. Bu kaynaklar iki kategoriden
olusur: ic kaynaklar veya dis kaynaklar. I¢ kaynaklar, miisteri kayitlarl, web sitesi, posta
veya aile kampanyalarindan gelen posta kayitlar: veya sirket verilerini barindirmak icin
ozel olarak tasarlanmig veri tabanlar1 ve/veya veri ambarlar: gibi sirket faaliyetleriyle

olugturulan alanlardir. Veriler agagida verilen dahili kaynaklardan secilebilir;

Miigteri Veritabanlari: Miigteri veri tabamni tipik olarak miigteri bagina bir kayit ile

tasarlanmigtir.
e Islem veritabani: Islem veritabam miigteri faaliyetlerinin kayitlarini icerir.

e Siparig/Teklif/Satin Alma Gecmisi Veritabani: Teklif ge¢misi veritabani, potan-
siyel miigterilere, miigterilere veya her ikisine yapilan tekliflerle ilgili ayrintilar:

icerir.

e Veri Ambari: Ozel bir amac icin tasarlanabilir ve gecmis verileri icerebilir.

Dig kaynaklar agirlikhi olarak liste saticilarindan olusur, liste saticilar miisteri listelerini

satan girketler ve derleyicilerdir.

3.4 Modelleme Metodolojisini Se¢cme

Veri Madenciligi siirecinde net bir hedefi tanimladiktan sonra bir modelleme algoritmasi
kullanilmalidir. Tezin "Veri Madenciligi Algoritmalar” béliimiinde, ortak veri madencil-
igi algoritmalar1 ve Ozellikleri O0zetlenmigtir. Dogrusal regresyon veya lojistik regresyon
gibi istatistiksel yontemler kullanilabilir. Noral aglar, genetik algoritmalar, simiflama
agaglar1 ve regresyon agaclar: gibi istatistiksel olmayan veya karma yontemler de yaygin

olarak kullanilan yontemlerdir.

Bu asamada, gesitli modelleme teknikleri secilir ve uygulanir ve parametreleri en uygun
degerlere ayarlanir. Tipik olarak, ayni veri madenciligi sorun tipi igin ¢egitli teknikler
vardir. Bazi teknikler belirli veri formatlarini gerektirir. Veri Hazirlama ve Modelleme
arasinda yakin bir baglanti vardir. Cogu zaman biri modelleme yaparken veri problem-

lerini fark eder veya yeni veriler olugturmak icin fikir alir.
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3.5 Veri Hazirlama

Veri hazirlama agamasi, baglangictaki ham verilerden nihai veri kiimesini (modelleme
aracina beslenecek verileri) olugturmak i¢in tiim etkinlikleri kapsar. Veri hazirlama gorev-
lerinin, herhangi bir regeteli siparigte degil, birden ¢ok kez gerceklestirilmesi olasidir.
Gorevler arasinda tablo, kayit ve Ozellik secimi, veri temizleme, yeni dzelliklerin olugtu-

rulmasi ve modelleme araglari i¢in verilerin déniigiimii yer alir.

3.5.1 Ornekleme

Bilgisayar teknolojisindeki geligmeler 6rneklemenin 6nemini azaltmigtir. Numune alma
olmadan, birgok analiz yapilabilir. Ancak daha profesyonel yazilim araglari ve bilgisa-
yar donamimu gerektirir. Bu islemin islem ve zaman maliyetlerini artirir. Ornekleme
islemi hizlandirdig1 ve genellikle ayni sonuclari iirettigi icin 6rneklemeden kacinmaya

gerek duyulmamaktadir.

3.5.2 Veri Kalitesinin Siirdiiriilmesi

Veri Kalitesini korumak oldukca zordur ve veriler nadiren yiizde yiiz "temiz” olabilir. Ku-
rumsal diinyada kararlarin verildigi verilerin kalitesi genellikle giiphelidir. Veri madencil-

iginin bagarisi ise temsil ettigi verilere baglidir.

Agagida veri tabaninda kargilagilan sorunlar listelenmigtir; Listelenen sorunlardan veri

temizleme iglemi Veri Temizligi olarak adlandirilir.

Yinelenen Veriler: Bu tiir bir hata, yinelenen kayitlar veya imkansiz dogruluklar ifade
eder. Ornegin, bir miigterinin ayn1 iiriinden 100 adet almasi veriden giiphe duyulmasina

neden olur.

Yanhs veya Tutarsiz Veriler: Verilerdeki gecersizlik veya tutarsiz anlamina gelir.

Agagida yanhs ve tutarsiz verilere érnekler verilmigtir:
Miigteri listesinde anlamsiz bir isim ve soyismin yer almasi:
Isim: Noname

Soyadi: Noname
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Bu veriler yanhgtir ve fark edilmesi zordur.
Tutarsiz girigleri olan bir adres:

Ulke: ABD

Sehir: Ankara

Veri Tipleri: Birgok veri tabam biiyiik / kiiciik harfe duyarlidir ve biiyiik harfler bile
sorunlara neden olur. Ornegin "Annkara, Ankara, ANKARa, anlara” gibi yazimlar farkl

yazim hatalar1 gosterir.

Eski Veri: Dinamik olarak degigen verileri ifade eder. Bagka bir deyigle, ilk veri girigin-
den bu yana degismis olabilecek veriler. Adres, yag eski verilerin tipik 6rnekleridir. Veri
sapmalarinda diger 6nemli bir faktér de, diinyanin durumunun degismesidir. Ornegin,

miisteri davraniglari ve egilimleri bir siire icinde degisir.

Tanimlama Kogullarinda Varyans: Veriler farkli kaynaklardan birlegtirildiginde or-
taya cikar. Veri alanlarimin tammlarinda farkliiklar olabilir. Ornegin, ayni iiriinleri
iireten iki farkh bitkiden toplanan verileri toplandiginda saha iglem siiresi farkh prosediir-

ler ve tekniklerle hesaplanabilir, boylece kargilagtirilamaz hale gelir.

3.5.3 Aykir1 Deger Analizi

Aykir1 Deger Analizi genellikle siirekli degigkenler ile gerceklegtirilir. Bir aykir1 deger,
degiskenin degerinin, bu degigkenin diger degerlerinin ¢ogunun yani sira, ortalamadan
uzak olan tek veya diigiik frekansh bir olugumudur. Bir degerin aykir1 olup olmadigim
veya veri hatasi olup olmadigini belirlemek bir bilimin yani sira bir yetenektir. Veriler

hakkinda gercek bir bilgiye sahip olmak ¢ok zordur.

Verideki aykir1 degerler yanlhg yazilan degerleri veya bankacilik ve finansman hileli faaliyet-
lerini gésterebilir. Aykir1 degerler, cesitli istatistiksel analizlerle otomatik olarak algilan-

abilir.

3.5.4 Kayip Deger

Bilgi toplandiginda ve birlestirildiginde, hemen hemen her veri kiimesinde eksik degerler

bulunur. Bircok yazilim paketi, eksik degerleri olan kayitlari goz ardi eder ancak bir
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degerin eksik olmas1 gercegin tahmin edilmesinde engel tegkil eder. Bilgiyi elde etmek

onemli oldugundan eksik degerler gu sekilde degistirilebilir:

Tek Deger Ikamesi: Tek deger ikamesi, eksik degerleri degistirmek i¢in en basit yon-

temdir. Ug ortak secenek vardir: ortalama, medyan ve mod.

Sinif Ortalamasi ile Degistirme: Sinif ortalama ikamesi, degigkenlerin diger degigken-

lerinin alt gruplarindaki ortalama degerleri kullanir.

Regresyon Ikamesi: Sinif ortalamasina benzer sekilde, regresyon ikamesi, diger degisken-

lerin alt gruplariyla ortalamay: kullanir.

3.6 Degiskenlerin Secimi ve Doniistiiriilmesi

Madencilik icin veri hazirlamaya ek olarak, bazi ek doniigiimler gerekli olabilir. Davranis:
tahmin etmek i¢in veri madenciligi kullanmak, verilerden tiiretilmesi gereken yeni degigken-
ler gerektirebilir. Mevcut miigteriler Gizerindeki iglem verileri i¢in, RFM degigkenleri iyi
ongoriiciiler olabilir. RFM, yenilik, siklik ve parasal anlamina gelir. Yenileme genellikle
son iglemden sonra gecen zamanin bir dl¢lsiidiir. Siklik belirlenen siirede iglem sayisi
olacaktir ve Parasal, belirli bir siire iginde toplam iglem ve iglem bagina ortalama deger
olacaktir. Bu degigkenler, verilerin madencilik siirecinde daha anlamlh hale getirilmesi
ve madencilik yazilimimin yararh iligkiler kegfedebilecegi ek parametreler saglamak igin

gereklidir.

3.7 Modelin Uygulanmasi ve Degerlendirilmesi

Modeller, maliyet fayda analizine ve yatirim getirisine dayanan bir ig perspektifinden
degerlendirilmelidir. Modelin sonuglar1 bazi ilging desenler gosterebilir, ancak bunlar
iizerinde hareket etmek, kullamimlarini hakli ¢ikaracak ek gelir veya maliyet tasarrufu

saglamamaktadir.

Bir modeli degerlendirmenin en basit yollarindan biri, sonuglar1 gercek diinyada test
etmektir. Modelin bir tahminini test etmek icin popiilasyondan bir 6rnek secilir ve
gercek sonuclarin tahmin edilen sonuclari ne kadar iyi takip ettigi incelenir. Model,

pazarin belirli bir segmentinin belirli bir promosyona cevap verme olasiligini 6ngérebilir.
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Promosyonu sinirli bir érnek iizerinde uygulayarak ve sonuglari tahminlere gore test

ederek, modelin etkinligi 6lciilebilir.

3.8 Modelin Kullanilmasi ve Izlenmesi

Modeller ¢aligir durumda oldugunda, miigteri davraniglarini ve miigteri beklentilerini an-
lamak igin kullanilabilirler. Pazarlama amach olarak kampanya yonetim yazilum gibi
yazilimlar, {iretim sistemlerine dahil edilebilirler. Kampanya yonetimi yazilimi, istenen
sonuclar: elde etme olasiligi en yiiksek olan belirli promosyonlarla miigteri kazanmak igin
kullanilan pazarlama kampanyalarini otomatik hale getirir. Belirli segmentleri bu gekilde
hedeflemek, modelin tahminlerine dayanarak reklam kampanyasina yanit oranini arttir-
malidir. Bu pazarlama, verimliligini ve etkinligini en iist diizeye ¢ikarir. Veri madenciligi
caligmalarindan geligtirilen profiller, kurulusa miigteri 6miir boyu katma degerinde artiga
yol acacak olan capraz satig veya yukar1 satig promosyonlarina yanit verme olasiligi en

yiiksek olan miisterileri tanimlamalidir.

Veri madenciligi caligmalarindan geligtirilen miigteri profilleri, kayit bilgilerini esas alarak
siteye gelen ziyaretcileri sinmiflandirmak igin bir Web ortaminda da kullamilabilir. Daha
sonra site, siniflandirmaya dayanarak kendilerine sunulan icerigi kisisellegtirebilir. Bu,
ziyaretgiyi bir miigteriye doniigtiirme olasihigimi artiracaktir. Web sitesinin igeriginin
kigisellestirilmesi, sitenin rekabetten farklilagmasina yardimci olur ve daha yiiksek se-

viyede miigteri hizmeti sunar.

Amag, Web sitesi ziyaretcilerini miigterilere ve miigterilere uzun vadeli miisterilere déniigtii-

recek pazarlama cabalarim yonlendirmek icin 6ngoérii modellerini kullanmaktir.

3.8.1 Degerleme

Veri madenciligi caligmalarindaki bu agamada, veri analiz perspektifinden yiiksek kalitede
goriinen bir veya daha fazla model olugturulur. Modelin yayinlama agamasina gecme-
den 6nce, modeli daha ayrintili bir sekilde degerlendirmek ve modelin olugturulmasi icin

atilan adimlar gézden gegirerek, ig hedeflerini dogru bir gekilde gergeklegtirdiginden emin
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olmak 6nemlidir. Onemli bir amac, yeterince dikkate alinmanug énemli bir ig konusu-
nun olup olmadigini belirlemektir. Bu agamanin sonunda, veri madenciligi sonuclarinin

kullanimina dair bir karara varilmasi gerekir.

3.8.2 Yayinlama

Modelin olusturulmasi genellikle veri madenciligi ¢cahigmalarinin sonu degildir. Genel-
likle kazanilan bilginin, miisterinin kullanabilecegi gekilde organize edilmesi ve sunul-
masi gerekecektir. Gereksinimlere bagh olarak, yayinlama agamasi bir rapor olugturmak
kadar basit veya tekrarlanabilir bir veri madenciligi siirecinin uygulanmas: kadar kar-
magik olabilir. Cogu durumda, yayimnlama adimlarin gerceklegtirecek olan veri analisti
degil, kullanici olacaktir. Her durumda, hangi eylemlerin ne olacagini anlamak énemlidir.

Olugturulan modellerden gergek anlamda faydalanmak icin bunun belirlenmesi gerekir.
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Veri Madenciligi Islevleri

4.1 Karakterizasyon ve Ayirt Etme

Veri Karakterizasyonu, bir hedef sinifin genel 6zelliklerinin veya 6zelliklerinin bir 6ze-
tidir. Kullamicr tarafindan belirtilen sinifa kargilik gelen veriler tipik olarak bir verita-
bani sorgusu tarafindan toplanir. Ornegin, gectigimiz yil satiglar1 yiizde on artmis olan
yazilim iriinlerinin 6zelliklerini incelemek i¢in, bu tiir triinlerle ilgili veriler bir SQL

sorgusu yiiriitiilerek toplanabilir.

OLAP iglemleri de dahil olmak tizere etkili veri zetlemesi ve karakterizasyonu igin gegitli

yontemler vardir.

Veri Ayrimi, hedef simif veri nesnelerinin genel 6zelliklerinin, bir veya bir dizi kargit sinif-
tan nesnelerin genel 6zellikleriyle kargilagtirilmasidir. Hedef ve karsit siniflar, kullanica
tarafindan ve veritabani sorgular aracihigiyla alinan ilgili veri nesneleri tarafindan belir-
lenebilir. Ornegin, kullanici, gecen yil satislar1 % 10 artarken, ayni dénemde satiglari en
az % 30 azalmig olan yazilim tiriinlerinin genel 6zelliklerini karsilagtirmak isteyebilir. Veri

ayirt etme icin kullamlan yontemler, veri karakterizasyonu icin kullanilanlara benzerdir.

Ciktilarinin sunumu bigimsel anlamda karakteristik ve ayirt etme icin benzerdir, ancak
ayirt etmenin agiklamalari, hedef ve kargit simiflar1 birbirinden ayirmaya yardimae olan
karsilagtirmali 6nlemleri de igermelidir. Kural formunda ifade edilen ayirt etme acikla-
malari, ayirt eden kurallar olarak adlandirilir. Kullanici, c¢iktiyr karakteristik ve ayirt

etme tanimlamalar: bakimindan yonlendirebilmelidir.

21
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4.2 Birliktelik Kurali

Birliktelik Kurali, belirli bir veri kiimesinde sik sik birlikte ortaya cikan ozellik-deger
kogullarini gosteren iligkilendirme kurallarinin kegfidir. Birliktelik analizi, Pazar sepet

analizi veya iglem verileri analizi i¢in yaygin olarak kullanilmaktadir.
Birliktelik Kurallar1 su formdadir;

X => Y iligki kurali: "X’deki kogullar1 kargilayan veritabam kiimelerinin de Y’deki

kosgullar1 kargilamasi muhtemeldir" seklinde yorumlanir.

Miisteri analizi modellerinde yaygin kullanimindan dolay: birliktelik analizine genellikle
pazar sepeti analizi (MB) denir. Pazar Sepeti (MB) Analizi, kataloglarda veya satilan
farkh {irtinler arasindaki iligkilerden toplanabilen ig acisindan yararh bilgileri ifade eder.
MB analizinin c¢iktisi, iiriin iligkilerini ve miigteri satin alma davranigini kullanan bilgi ve

onerilerdir. [3].

4.3 Smmflandirma

Simiflandirma, veri smiflarin1 veya kavramlarini tamimlayan ve ayiran bir model (veya
iglev) bulma iglemidir. Model, bir dizi egitim verisinin (yani, sinif etiketlerinin bilindigi
veri nesneleri) analizine dayanarak tiiretilmigtir. Model, simf etiketinin bilinmedigi nes-

nelerin sinif etiketini tahmin etmek i¢in kullanilir [3].

Veri madenciligine yonelik siniflandirma veya denetimli 6grenme yaklagimi ig diinyasinda
cok yaygindir. Insan akli, dogal olarak nesneleri farkli gruplara ayirir. Ornegin, insanlar
bebeklerin, cocuklarin, ergenlerin, yetigkinlerin ve yaghlarin simiflandirilmasina girebilir.
Simflandirma bir haritalama saglar. Belirtilen gruplara adresler. Ornegin, iki yas veya
daha kiiciik olan &zellik, bebek kategorisine haritalanabilir. Veriler simflandirildiktan

sonra, bu belirli gruplarin 6zellikleri 6zetlenebilir [6].

Tiretilmig modeller, siniflandirma kurallari, karar agaclar:, matematiksel formiiller veya
sinir aglar1 gibi cesitli bicimlerde temsil edilebilir. Bir karar agaci, her bir diigiimiin
bir éznitelik degeri iizerinde bir testi, her bir dalin testin bir sonucunu temsil ettigi ve
aga¢ yapraklarinin simiflart veya sinif dagihmlarini temsil ettigi, akig gemasina benzer

bir agac yapisidir. Karar agaglari, sinifflandirma kurallarina kolaylikla déniistiiriilebilir.
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Simiflandirma i¢in kullanildiginda, bir sinir agi, tipik olarak birimler arasinda agirlikh
baglantilara sahip néron benzeri iglem birimlerinin bir koleksiyonudur. Smiflandirma
modelleri olugturmak i¢in Naive Bayes siniflandirma, destek vektér makineleri ve k-en

yakin komsgu simflandirma gibi bir¢ok bagka yontem vardir [3].

4.4 Tahmin

Tahmin siireci basittir. Bir dizi girdi ile belirli bir sonug iizerinde bir tahmin yapilir.
Dogrulama siireci tahmin kullanmakla birlikte, bilinen sonuclari bir dogruluk diizeyini
hesaplamak i¢in yapilan tahminlerle kargilagtirmak gergekten 6nemlidir. Dogru tahminle,

tahmin edilecek sonug bilinmeyecektir [3].

Siniflandirma ile olusturulan modeller, ayr1 kategorileri éngoriir. Ornegin, birisinin kredi
riskini hesaplayan bir model onlar1 "yiiksek", "orta" veya "diisiik" olarak tahmin ede-
bilir. Tahmin, siirekli degerlere sahip olan sonuclarla ¢ahgir (6rnegin, 1 ve bir milyon
arasinda gercek rakamlar). Tahmin baglaminda, istatistikciler, ayrik deger sonuclarinin
simiflandirilmas: ve siirekli deger sonuglarinin "regresyon" olarak ele alinmasim gerek-

tirmektedir.

4.5 Kiuiumeleme Analizi

Kiimeleme, benzer egilimleri ve kaliplar1 paylagan veri satirlarini gruplandirma yon-
temidir. Kiimeleme veya segmentasyon, bir veri kiimesini ayirt edici gruplara bdlme
islemidir. Denetimli 6grenme icin model bagimsiz degigkenleri alir, bagimh degigken ile
gercek bagiml deger arasinda bir tahmin iiretir ve bir hata diizeltme yapilir; Bu nedenle,
caligma "denetlenir." Kimelenmede bdyle bir siire¢ yoktur, ¢iinkii onu kargilagtirmak

i¢in bir sonug yoktur; Bu nedenle, galigma "denetimsiz" olarak adlandirilir [6].

Kiimeleme caligmalarinin bagimli degigkenleri yoktur. Smiflandirma caligmalarindaki
gibi 6zel bir ozellik profili olugturulmaz. Bu cahgmalara denetimsiz 6grenim ve/veya

segmentasyon da denir.

Sinif etiketli veri nesnelerini analiz eden siniflandirma ve tahminlemenin aksine, kiimeleme,

bilinen bir sinif etiketine bagvurmadan veri nesnelerini analiz eder. Genel olarak, sinif
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etiketleri, baglangigta bilinmedikleri i¢in egitim verilerinde mevcut degildir. Kiimeleme,
bu tiir etiketler iiretmek icin kullanilabilir. Nesneler, sinif i¢i benzerligi en iist diizeye
¢ikarmak ve siniflar arasi benzerligi en aza indirgeme ilkesine dayali olarak kiimelenmig
veya gruplandirilmigtir. Yani, nesnelerin kiimeleri, bir kiimelenme igindeki nesnelerin,
birbirine gore yiiksek benzerlige sahip olmalari, ancak diger kiimelerdeki nesnelerden ¢ok
farkl olmalari i¢in olugturulmustur. Olusturulan her kiime, kurallarin tiiretilebilecegi bir
nesne smifi olarak goriilebilir. Kiimelenme aynm zamanda taksonominin olugsumunu da
kolaylagtirabilir, yani gbzlemlerin benzer olaylar: birlikte gruplandiran bir sinif hiyerargisi

halinde olugsumunu saglayabilir.

4.6 Aykir1 Veri Analizi

Bir veritabani, verilerin genel davranigina veya modeline uymayan veri nesneleri igerebilir.
Bu veri nesneleri aykiridir. Cogu veri madenciligi metodu, aykirt degerleri giiriiltii veya
istisna olarak kaldirir. Bununla birlikte, dolandiricilik tespiti gibi bazi uygulamalarda,
nadir olaylar daha diizenli olarak meydana gelenlerden daha ilging olabilir. Aykir1 veri

analizi, aykirt madencilik olarak adlandirilir.

Aykirt degerler, veriler i¢in bir dagilim veya olasilik modeli iistlenen istatistiksel testler
kullanilarak veya bagka bir kiimeden 6nemli bir mesafe olan nesnelerin aykiri oldugu
diigiiniilen mesafe dlciimleri kullanilarak tespit edilebilir. Istatistiksel veya mesafe 6lciim-
leri kullanmak yerine sapma temelli yontemler, bir gruptaki nesnelerin ana &zelliklerinde

farkliliklar inceleyerek aykiri degerleri tanimlar.

4.7 Degisim Analizi

Veri degisimi analizi, davranigi zamanla degisen nesneler igin diizenleri veya egilimleri
tamimlar ve modeller. Bu, karakterizasyon, ayirt etme, iligkilendirme, simflandirma ya
da zamana bagl verilerin kiimelenmesini igerebilse de, bdyle bir analizin farkh 6zellikleri
arasinda zaman dizisi veri analizi, dizi ya da periyodik model eglestirmesi ve benzerlige

dayali veri analizi yer alir.
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4.8 Gorsellestirme

Gorsellestirme, basitge verilerin grafiksel sunumudur. Baz durumlarda veriler en iyi
grafiklerle anlasilabilir. Ornegin, gorsellestirme teknikleri Sekil 4.1 ’de goriildiigii gibi

aykir1 degerleri kolayca gosterebilir.

Veriyi grafiksel olarak temsil etme siireci, giinlimiizde ¢ogu sorgu aracinda kullanilmak-
tadir. Gorsellegtirme, iki boyutlu grafikler ve haritalardan ¢ok daha fazlasi anlamina
gelebilir.  Aykir1 degerlerin saptanmas: i¢in bir drnek agagida verilmisgtir, KDD CUP
2000 6rnek verisindeki bir kutu grafigi ¢izgilerini kolayca saptayabilmektedir. Bu 6rnek-

teki aykiri degerler, verilerdeki kirlilige isaret edebilir.

120 =

100 =

60 o

40 o
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L
M= 1143
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SEKIL 4.1: SPSS Istatistik Paketi ile Bir Outlier Analizi
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Veri Madenciligi Algoritmalar:

5.1 Karar Agaclari

Karar agaglari, simiflar1 énceden bilinen bir veriden tiimevarim yontemiyle 6grenilen agag
yapili bir karar yontemi gesididir. Bir karar agaci, basit karar verme adimlar uygula-
narak, biiylik miktarlardaki kayitlari, ¢ok kiiciik kayit gruplarina boler ve her bagarili
bélme iglemiyle, sonu¢ gruplarinin temsilcileri bir digeriyle cok daha benzer hale gelir.
Biiytik veri tabanlarimin kullanildigy pek ¢ok simiflama probleminde ve karmagik yada
hata veri igeren durumlarda karar agaclari kullanigh bir ¢6ziim olmaktadir. Tahmin
edici ve tamimlayict 6zelliklere sahip olan karar agaclari, Veri madenciliginde yapilarin
kolay olmasi, yorumlanmalarinin kolay olmasi, veri tabani sistemlerine kolayca entegre
edilebilmeleri, giivenilirliklerinin saglam olmasi nedenleri ile siniflama modelleri icerisinde

en yaygin kullanima sahip olan bir yontemdir [7], [8], [9], [10].

Karar agac1 yaklagimlarinin en biiyiik avantaji anlasilabilir olmasidir. Bununla birlikte,
karar agaci yaklagimim kullanarak verileri bagarili bir gekilde modellemek igin, birkag
bolme gerekebilir. Agac, yiikseklige gore verileri alt boliimlere ayirir. Ornegin, belirli bir
yagin ilizerindeki daha agir insanlarin yiiksek tansiyon egilimi oldugunu 6grenmek igin

yag ve kilo bazinda daha fazla alt béliimlere ayirmak gerekebilir.

Agagida, bir karar agaci olugturmanin basitlegtirilmis, agamali bir érnegi bulunmaktadir.
Giiniimiizde kullamlan karar agaclari icin pek cok yaklagim s6z konusudur. Istatistiksel

bir yaklagim olan CART bu yaklagimin en iyi 6rnegidir. Her terminal olmayan diigiimden

26



Boliim 5. Veri Madenciligi Algoritmalar: 27

tam olarak iki dalin bulundugu istatistiksel tahmin kullanir. Bagka bir yaklagim, terminal

olmayan diigiimden c¢ikan dallarin sayisinin, kategori sayisina egit oldugu yerdir.

Biitiin karar agaci algoritmalar1 benzer bir siirecten gecerken, farkli degigkenlerin 6ne-
minin nasil gruplandirilacagi ve siralanacagini belirlemek ic¢in farkli matematiksel al-
goritmalar kullamhr. Ornegin, C4.5 Makine Ogrenimi Programlarmda, Quinlan, bél-
menin olugturdugu bilginin yararh olan oranini ifade eden bir kazanim orani algoritmasini

tartigir. Karar agac algoritmalarindaki ana adimlar agagidaki gibidir.

Adim 1: Bir veri kaynagindan degigkenler segilir ve veri kaynaginda sunulan degigken-

lerden, bagimh degigken bir kullanici tarafindan segilir.

Adim 2: Bir sonucu etkileyen her degigken incelenir. Bu degigkenlerin her birinde

bulunan degerler iizerinde yinelenen gruplama degerleri bir arada gerceklestirilir.

Adim 3: Her bir degigken icin gruplamalar hesaplandiktan sonra, bir degigsken bagimh
degisken icin en Ongoriicii olarak kabul edilir ve agacin yaprak diigiimlerini olusturmak

icin kullanilir.

(Cogu insan karar agaclarini sezgisel bir yontem oldugunu diigiinir. Karar agaglarinin
olumsuz tarafi, verilerinin karmagiklhigi arttikca yonetilmesi zorlagir. Bunun nedeni agac-
taki artan dal ve diigiim sayisidir. Eksik verilerin iglenmesiyle ilgili bir sorun da vardir,

¢iinkii bir veri 6gesi olmadan, bu verilere bagh olarak bir aga¢ diigiimii hesaplanamaz

[6].

5.2 Genetik Algoritmalar

Genetik algoritmalar, biyolojik evrimdeki siireclere dayali bir optimizasyon yontemidir.
Temel fikir, zamanla, evrimin "en uygun tiirler"i se¢mesidir. Bu diigiincenin veri maden-
ciligine uygulanmasi, genellikle "en uygun" modeller elde etmek i¢in genetik yontemler
kullanilarak bir veri modelinin optimize edilmesini igerir. Genetik algoritmalar, ¢cogun-
lukla, model verisine yonelik sinir aglar ile baglantili olarak kullanilmigtir. Genetik
algoritmalar ayn1 zamanda verileri kiimelemekte iyidir. Ornegin, bir veri kiimesini {ic

gruba bolmek veya kiimelendirmek istendiginde, yapilacak iglemler agagida verilmigtir.

Adim 1: Genetik bir algoritma icin, rastgele bir veri gruplamasiyla baglanir. Bir orga-

nizma olarak olugturulacak ii¢ kiimenin her biri diigiiniiliir. Genetik algoritma, bir veri
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kiimesinin ii¢ "organizma" ya da kiimeden biri i¢in bir eglegsme olup olmadigim belirleyen
bir uyum fonksiyonu olarak adlandirilacaktir. Bu uyum fonksiyonu, baz veri kiimelerini
digerlerine gore daha iyi uyarlayan bir fonksiyon olabilir. Veri kiimeleri okundugunda,
bir kiimedeki diger veri 6gelerinin ne kadar iyi bir iligki i¢inde olduklarini gérmek igin
bu iglevler uyum fonksiyonu islevi tarafindan degerlendirilebilir. Ornegimizde, bir uyum
fonksiyonu, bir grup icindeki veri setleri arasindaki benzerlik diizeyini belirlemek i¢in bir

islev olabilir.

Adim 2: Genetik algoritmalar, veri gruplarinin agiklamalarinin kopyalanmasina ve
degistirilmesine izin veren operatdrlere sahiptir. Bu operatdrler, hayatin iirettigi, eslegtigi
ve mutasyona ugradigi dogada bulunan iglevi taklit eder. Veri kiimesindeki bir veri satiri,
uyum fonksiyonu agisindan uygunsa, o zaman hayatta kalir ve bir kiimeye kopyalanir.
Bir veri satir1 uygun degilse, bagka bir gruba gecebilir veya bagka bir deyisle, daha iyi
uyum saglamak icin diger kiimelerle eslestirilebilir. Yeni veri kiimelerine gecildiginde

kiime, kendini en uygun hale getirmek icin degistirecektir.

Genetik algoritmalar, diger teknolojilerin zor zamanlarda kargilagtigi karmagik problem-
leri ¢ozmiigtiir; Bununla birlikte, genetik algoritmalar, yaklagimlarin icerisinde en az
"acik" olarak bilindiginden en az anlasilabilir olmaktadir. Ornegin, uyum fonksiyon-
lar1 cok cesitlilik gdsterebilir. Temel gereksinim, bir uyum fonksiyonunun, en az hataya

yakinlagmaya izin veren belirli &zelliklere sahip olmasi gerektigidir.

Genetik algoritmalar, daha yiiksek diizeyde bir model anlayigi saglamak icin siklikla sinir
aglar ile birlikte kullanilmigtir. Sinir aglarinin siklikla "kara kutular" oldugu soylenirken,
sinir aglar1 ile baglantili genetik algoritmalar, her bir sinir ag modelinin daha ayrintili bir
sekilde belgelenmesini saglayan bir veri tabanini dogrudan bir veri tabanina etki eden
girdi degigkenleri gruplarim1 kaydedebilir. Cesitli modellerle deneyler yaptiktan sonra,

onceki modelin degigken kiimelerinden birini okuyarak son bir model olugturulabilir [6].

5.3 Sinir Aglari

Sinir aglar, i diinyasinda yardimer modeller olarak yaygin olarak kullanilmaktadir. Ozel-
likle, finansal hizmet sektorii kredi kartlarinda ve mali iglemlerde sahteciligi modellemek

i¢in yaygin olarak sinir aglarin1 kullanmaktadir.
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Sinir aglari, bir insan beyni igindeki bir néronu taklit etmeye galisir, her bir baglanti
bir iglem elemani (PE) olarak tarif edilir. Sinirsel aglar deneyimlerden 6grenir ve bir
dizi girdi verisi ile bir sonug arasindaki bilinmeyen iligkilerin tespitinde kullanilir. Diger

yaklagimlar gibi, sinir aglar da verideki modelleri tespit eder ve genelleme yapar.

Verilerde bulunan iligkiler ve sonuclari tahmin eder. Sinir aglari, 6zellikle karmagik siirec-

leri tahmin etme yetenekleri bakimindan dikkat cekmigtir.

Bir islem elemani, verileri bir dizi matematiksel islevi kullanarak ézetleyip doniistiirerek
igler. Bir iglem elemaninin kabiliyetleri sinirhidir, ancak bir sistem olugturmak ic¢in bag-
landiginda, néronlar veya iglem elemanlar: akilli bir model olusturur. Islem elemanlari
herhangi bir yolla birbiriyle baglantilidir ve modellemeye caligtiklar: verilere daha fazla

uymalar: i¢in yiizlerce veya binlerce yineleme tizerinden yeniden egitilebilirler.

Islem elemanlari, giriglere ve cikiglara baglamr. Agin egitim siireci, girislerden cikisa olan
baglantilarin mukavemetini veya agirligini degistirmeyi icerir. Bir baglantinin giiciindeki
artig veya azalmalar, dogru sonucu iiretmenin énemine dayanir. Bir baglantinin giicii, bir
deneme-yanilma iglemi sirasinda aldigy agirliga baghdir. Bu siireg, agirhiklarin ayarlan-

masi i¢in bir matematiksel yontem kullanir ve bir 6grenme kurali olarak adlandirilir.

Tekrar veya tekrarli olarak egitim, bir sinir agini tarihsel verilerin o6rneklerine maruz
birakir. Islem elemanlar verileri 6zetler, doniistiiriir ve aralarindaki baglantilar: farkl
agirliklar ile hesaplar. Yani bir ag, her bir 6érnek i¢in cikti degiskenini tahmin etmek igin

cesitli formiller dener.

Bir noéral ag, belirli bir dogruluk seviyesinde bilinen sonug degerleriyle eglesen sonugc
degerlerini veya diger bazi durdurma kriterlerini kargilayana kadar egitimini siirdiiriir.
Islem elamanlarimin her biri cok sayida girdi alir ve giriglerin agirlikli toplamimin dogrusal
olmayan bir fonksiyonu olan bir ¢ikt1 iiretir. Girdilerin her birine atanan agirhiklar, ag
tarafindan iiretilen ¢iktilarin hedef giktilarla kargilagtirildigy bir egitim siireci (genellikle
geri yayihm) sirasinda elde edilir. Agin iiretmesi istenilen cevaplar, iiretilen ¢iktilarla
kargilagtirilir ve bunlar arasindaki sapma, agirliklar: ayarlamak igin geri besleme olarak

kullanilir [6].

Yeniden ayarlama agirliklar siireci, bir modelin dogrulugunu arttirmak icin énemlidir.
Gizli digiimlerin sayisi ayarlanabilir ve aslinda yalmzca konular karigtirmak icin birden

fazla gizli diiglim noktasi olabilir. Girdi sayis1, gizli diiglimler, ¢ikiglar ve diigiimler
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arasindaki baglantilar i¢in agirliklandirma algoritmalari, bir sinir agimin karmagikligini
belirler. Genel olarak, bir sinir aginin karmagikligl, dogrulugu ve sinir ag modelini
olugturmak i¢in gereken zaman arasinda bir iligki vardir. Gizli diigiimlerin ve agirhiklarin
konfigiirasyonu sinir aglari i¢in ¢ok kritik oldugundan, gizli diigiimlerin dogru sayisini ve

yeniden ayarlanan agirliklari bulmak icin bircok yaklagim vardir.

Bu aciklamalar sinir aglarinin giris anlaminda bir gér{inimiidiir ve nasil ¢aligtigini anla-

mak ic¢in bir baglangi¢c noktasidir.

Sinir aglarinin en biiyiik glicii, karmagik problemlerin sonuglarini dogru bir gekilde tahmin
etme yetenekleridir. Sinir aglari, finansal piyasalarda ve iiretimde popiiler olan tahmin

veya siirekli sayisal ¢iktilar: gerceklegtirmede tercih edilen bir tekniktir [6].

Sinir aglarina ait baz elegtiriler de vardir. Bunlardan birincisi, tahmin ic¢in yararh
olduklari, ancak her zaman bir modeli anlamadiklaridir ve Sinir aglarinin erken uygula-
malarinin "kara kutu" tahmin motorlar: olarak elegtirildigidir ancak; bugiin piyasadaki

yeni araclarla, bu elegtiri tartismalidir.

Ikincisi, sinir aglar asir egitime yatkindir. Ogrenme kapasitesi yiiksek bir ag, bu ka-
pasiteyi desteklemek icin cok az veri 6rnegi kullanilarak egitilirse, ag ilk once verilerin
genel egilimlerini 6grenmeye baslar. Bu arzu edilir, ancak daha sonra ag, genellikle isten-
meyen olan egitim verilerinin ¢ok spesifik dzelliklerini 6grenmeye devam eder. Bu aglarin
egitim verilerini ezberledigi ve genelleme yeteneginden yoksun oldugu séylenir. Ticari
dereceli sinir aglar1 bugiin, 6nyiikleme tutma (test) numuneleri ile agir1 yiiklenmeyi ve

test hatalarina kars: test hatalarini etkin bir sekilde ortadan kaldirmigtir.

Agir1 egitim, test veri setinin sonuglarini diizenli olarak kontrol ederek Slgiilebilir. Bir
caligma siirecinin erken agamalari hem egitim hem de test verisinde daha diisiik hata
Olclimleri saglar. Bu, ag kapasitesi gereksinim duyulmadikca veya egitim dosyasinda ¢ok
az veri kiimesi olmadikca devam eder. Ogrenme sirasinda egitim verilerinin daha iyi
sonuclar iiretmeye devam etmesine ragmen bir noktada test verileri daha kotii sonuclar

iiretirse, asirt egitim gergeklegmigtir.

Sinir aglari ile ilgili bir bagka konu da egitim hizidir. Sinir aglar: inga etmek birgok agama
gerektirir. Bu, en dogru modeli olugturmanin ¢ok zaman alici olabilecegi anlamina gelir.

Tiim regresyon tekniklerinin yakinsama zamani gerektirdiginden bahsetmek gerekir; ve
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geri yayilim yavag olsa da, sinir aglarim egitmek "conjugate gradient” gibi yontemlerle

seri bir gekilde hizlandirilabilir.

5.4 Istatistik

Istatistiksel yaklagimlarin giiclii yanlari, sadece bu yaklagimlarin dogru olmamasi degil,
iyi anlagilmis ve yaygin olarak kullamlmalaridir. Istatistiksel yaklagimlar, cogu kisi
tarafindan ”en dogru” veri madenciligi bicimi olarak goriilmekte ve aslinda birgok veri
madenciligi teknigi, uzun yillardir var olan istatistiksel teknikleri kullanmaktadir. Popiiler

bir karar agac1 yaklagimi olan CHAID, Chi Square metrigini kullanmaktadir.

Tligkilendirme algoritmasi, istatistiksel destek ve giiven dlciitlerini kullanir ve kiimeleme
teknikleri K-Means algoritmasi gibi istatistiksel dl¢limleri kullanir. Bayes Aglar1, Bayes

Teorisi Olasiligi’ni kullanir.

Istatistigin en biiyiik elestirisi her zaman onu etkili bir sekilde kullanmammn zorlugu ol-

mugtur. Birgok ig uzmani istatistikte kullanilan terminoloji ile karigtirilmaktadir [6].
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Veri Madenciligi Uygulama Alanlar:

Cok yaygin kullanim alanina sahip veri madenciliginin baglica kullanildig1 alanlar agagi-

daki gibidir;

6.1 Bilimsel ve Miihendislik Verileri

Giiniimiizde laboratuvar veya bilgisayar ortaminda sistemlerin benzetimi ve analizi siirecinde
yiiksek miktarda bilimsel veri iiretilmektedir. Elde edilen bu verilerin anlamlandirilmas:

icin veri madenciligi ¢cok uygun bir platform saglamaktadir [11].

6.2 Saglik Verileri

Saglik ve tip alani veri madenciliginin en yaygin kullanildigi alanlardan biridir. Ozel-
likle tarama testlerinden elde edilen veriler ile pek ¢ok kanserlerin 6n tanisi, kalp verileri
kullanilarak kalp krizi riski tespiti, acil servislerdeki hasta belirtilerine gore risk ve 6nce-

liklerin tespiti gibi ok genis bir uygulama alani s6z konusudur [11].

6.3 I§ Verileri

Is siirecleri sirasinda biiyiik miktarda veri diretilir. Bu veriyi karar verme siireclerinde ve
miigteri veri tabanlarinin analizi ile reklam ve promosyon ile ilgili pek ¢ok faydal bilgiye
ulagmak i¢in kullanmak miimkiindiir [11].

32
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6.4 Alisveris Verileri

Bu alanda en ¢ok bagvurulan veri madenciligi yaklagim Birliktelik Kurali yontemlerinden
pazar sepet analizidir. Pazar sepet analizinde amac satin alinan {iriinler arasindaki ilig-
kileri bulmaktir [1]. Bu iligkilerin bilinmesi igletmenin pazarlama, reklam stratejilerini

belirlemede yol gdsterici olacaktir.

6.5 Bankacilik ve Finans Verileri

Bankacilik sektoriinde kredi ve kredi kart1 sahtekarligi tahminlerinde, risk degerlendirme-
lerinde, miisteri egilim analizlerinde, kar analizi gibi alanlarda yaygin gekilde veri maden-

ciligi kullanilmaktadir [1], [11].

6.6 Egitim Alam Verileri

Ogrenci iglerinde veriler analiz edilerek 6grencilerin bagar: ve bagarisizlik sebepleri, bagar
oraninin arttirilmasi icin hangi konulara agirlikli olarak calisilmas: gerektigi, tiniversite
giris puanlar1 ile okul basarisi arasinda bir iliskinin olup olmadig: gibi pek ¢ok sorunun

cevabi bulunarak egitim kalitesi ve performansi arttirilabilir [1].

6.7 Internet Verileri

Internet ve web iizerindeki veriler her gegen giin artmaktadir. Web madenciligi kisaca
internetten faydali bilginin kegfedilmesi olarak tanimlanabilir. Kaynaklarin otomatik
tarama sistemleri, bilgi alma i¢in kullanilan sistemler ve web siteleri veya online veri ta-
banlarindan secilmesi web igerik madenciligi konusuna girerken; web sunucularindan veya
online servislerden kullanici erigim desenlerinin analiz ve kegfi web kullanim madenciligi

konusuna girmektedir [12].
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6.8 Dokiuman Verileri

Dokiimanlar iizerinde uygulanan veri madenciligi ¢caligmalarinda ana amag; dokiimanlar
arasinda elle tasnif gerekmeksizin benzerlik hesaplayabilmektir. Bu genelde otomatik
olarak cikarilan anahtar sozciiklerin tekrar sayisi sayesinde yapilir. Polis kayitlarinda
mevcut rapora benzer kac adet ve hangi raporlar var. Uriin tasarim dokiimanlar1 ve
internet dokiimanlar1 arasinda mevcut tasarim icin kullanilabilecek ne tiir dosyalar var

gibi sorulara cevap bulunabilir [1].

6.9 Askeri Veriler

Hedef tanima ve askeri takip sistemlerinden elde edilen veriler ile veri madenciligi ¢alig-
malar1 yapilabilmektedir. Bunun yani sira sensérlerin ve simiilasyon modellerin perfor-

mans analizleri ve goriintii verileri ile veri madenciligi caligmalar1 yapilabilmektedir [13].

6.10 Sosyal Ag Verileri

Giinlimiizde internet kullaniminin yayginlagmasiyla son yillarda ortaya ¢ikan yeni pek ¢ok
uygulama iletigim ve eglence amaci ile kullanilmaya baglanmigtir. Sosyal medya olarak
tammladigimiz bu uygulamalar ile kigiler ve genig kitleler hakkinda biiyiik miktardaki

verilere internet tizerinden rahatlikla ulagilabilmektedir.

Tezin bundan sonraki boliimlerinde veri madenciligi yaklagiminin sosyal aglar iizerindeki

etkisi incelenecektir.
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Sosyal Aglar

Son yillarda internet erigiminin yayginlagmasi ile pek cok uygulama geligtirilmigtir. Geligti-
rilen bu uygulamalar insanlara sadece iletigim ve bilgi paylagimi olanagi degil eglence ve
iyi vakit gecirme secenegi de sunmaktadir. Genel olarak sosyal aglar olarak tanimlanan
bu uygulamalar kisgiler ve genig kitleler hakkinda biiyiik miktarda veriye internet iize-

rinden rahatlikla erigim imkam sunmaktadir.

Sosyal ag uygulamalar: genellikle belli bir kitleyi kendine hedef edinmektedir. Giiniimiizde

en popiiler ve iilkemizden erigilebilen sosyal ag uygulamalar: agsagidaki gibidir;
Facebook: Gergek hayatta tanimig oldugunuz kigilerle etkilegime ge¢cmenizi saglar.
Instagram: Fotograf ve kisa video paylagimlarinda bulunabilmenizi saglar.

Google+: Google tarafindan meydana getirilmigtir. Tamdiginiz ve ilgi duydugunuz

kisilerle etkilegsimde bulunabilmenizi saglar.
Twitter: Sadece 140 karakter ile fikir paylagiminda bulunabilmenizi saglar.
YouTube: Sosyal video paylasim ve etkilegim platformudur.

Linked-in: Profesyonel ig ag1 olarak kullanilmaktadir.
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7.1 Cizge Teorisi Yaklasimi

Sosyal aglarin bilimsel olarak ¢ok farklhi ifade ve modellemeleri olmakla birlikte, litera-
tiirde en ¢ok kabul gormiis gosterim sekli; Cizge Teoremi (graph theory)’dir. Bireyler
veya varliklar birer diigiim (node), iligkiler ise birer kenar (edge) olarak tasvir edilir [14].

Sekil 7.1 ’de Sosyal Aglarin Cizge Teoremi ile temsili bir gésterimi yer almaktadir.

SEKIL 7.1: Sosyal Aglarin Cizge Teoremi ile Temsili Gosterimi

Sosyal ag kavraminin ¢ikigindan bu yana kullanilan ve en ¢ok kabul goren ve ilk yontem-
lerden birisi olan ¢izge teorisi giiniimiizde de en dnemli sosyal ag analizi yontemi olarak
kabul edilmektedir. Genellikle bir agdaki varliklari ve bu varhiklar arasindaki iligkileri
gostermek icin kullamilir. Ozellikle cok biiyiik 6lcekli veri tabanlarinda cizge teorisinin

kullanimi ¢ok biiyiik bir éneme sahiptir [14].

7.2 Sosyal Aglarin Genel Ozellikleri

Sosyal aglarin pek cogu kullanici odakhidir ve kullanicilarin daha fazla vakit gecire-
bilmeleri i¢in onlara ekstra uygulamalar sunmaktadir. Sunduklar uygulamalarin ¢ogun-
lugu ticretsizdir. Sunulan uygulamalar anlik mesajlasma, video, elektronik posta, oyun,
dosya ve fotograf paylagimi gibi cegitli hizmetleri icerir. Bu hizmetleri saglamaktaki
amag, kullanicilarin etkilegimini kolaylagtirmaktir. Sosyal ag kullanicilary; kendilerine

ait bilgilerinin tutuldugu veri tabani sayesinde rahathkla arkadaglarinin paylagimlarin
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ve ilgilendikleri konular: takip edebilirler. Kullanicilar aym zamanda kullandiklar: sosyal
agin ozelliklerine gore kendi profillerini olusturabilir, profillerinde paylagtiklar bilgilerin

ve begenilerin tizerinde gizlilik ayarlar: yapabilirler [1].

7.3 Sosyal Ag Uygulamalarmda Iletigim

Sosyal ag uygulamalarinda iletigim kullanicilarin istek géndermesi ve kars: tarafin onay-
lamasi geklinde iki yonlii olabilecegi gibi yalnizca bir kullanicinin digerini takip etmesi
seklinde tek yonlii de gergeklegebilmektedir. Ayni zamanda Oneri sistemlerinin geligtir-
ilmesi ile bir kullanicinin davranig ve begeni 6zelliklerine benzer kullanicilarin 6nerilmesi

ile de sosyal ag uygulamalarinda etkilesim baglayabilmektedir.

Sosyal ag uygulamalarindaki arkadaghk terimi yanhs algiya sebebiyet verebilmektedir.
Sosyal aglarda kullamilan arkadaglik kavrami bireyler aras1 baglantiyi temsil etmektedir.
Bu baglanti gercek hayat ile iligkisi olmadan sadece sosyal aglarda varligini siirdiire-

bilmektedir [1], [14].

7.4 Sosyal Ag Uygulamalari

Literatiirde sosyal ag uygulamalarinin gevrim i¢i sosyal ag uygulamalar: ve kurum igi

sosyal ag uygulamalar: olarak iki ayri grupta incelendigi goriilmektedir.

Cevrimici Sosyal Ag Uygulamalar:; Kullanicilarin topluma acik veya gizli profiller olus-
turmasina imkan saglayan, iligkiye sahip oldugu diger kullanicilarin baglanti listelerini

goérmesine miisaade eden web tabanli uygulamalardir.

Kurum I¢i Sosyal Ag Uygulamalari; kuruluglara 6zel olarak hazirlanan intranete dayali
olarak sosyal ag olugturma araclar ile kuruluglarin kendi i¢ aglari igerisinde olusturup

kullanabildikleri ve sadece kurulug ¢caliganlarinin katilabilecegi uygulamalardir.

Cevrimici sosyal aglar internet iizerinden herkesin erigebilecegi bir ortam sunarken; ku-

rum igi sosyal aglarda yalmzca kurum caliganlar: bu aga erigebilmektedir [15].
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Sosyal Aglarda Veri Madenciligi

Sosyal aglar, igerdikleri sosyal aktorlerin iligkilerine ait oldukca faydali bilgiler barindir-
maktadirlar. Bu yap1 ve iligkilerin analiz edilmesi araciligiyla benzerlikler, yakinliklar,
egilimler ve etkilegimler gibi verilere ulagilarak sosyal aglardaki iligkiler hakkinda cegitli
cikarimlara veya tahminlere varilabilir. Ozellikle internet teknolojisinde yasanan teknik
ve kiiltiirel ilerlemeler ile sosyal aglara iliskin veriler dlciilebilir hale gelmistir. Inter-
net iizerinde gercgeklegen sosyal iletisim sonucu olugan veri yigini ¢cok biiylik boyutlara
ulagmaktadir. S6z konusu devasa biiyiikliikteki veri yiginlar icerisinden anlaml bilginin
gikarilabilmesi icin Veri Madenciligi tiirlerinden biri olan "Web Madenciligi” teknikleri
kullanilmaktadir. Sosyal aglarin web madenciligi teknikleri kullanilarak analiz edilmesi
ve bu sayede akademik, ticari, sosyolojik ve pekcok alanda anlamli verilere ulasilmasi

6nemli bir ¢aligma konusu haline gelmistir [16].

8.1 Web Madenciligi

Web madenciligi; cesitli yapidaki web sayfalarini, dokiimanlarini ve kayit bilgilerini in-
celemek ve bunlardaki anlaml kaliplar kegfetmek igin veri madenciligi tekniklerinin kul-

lanilmas: olarak tammlanmaktadir [17].

Web madenciliginde kullanilan veriler, web iizerinde ¢ok genig bir alandan toplanmak-

tadir [17]. Sekil 8.1 ’de web madenciligi veri kaynaklar: gosterilmektedir.

38
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SEKIL 8.1: Web Madenciligi Veri Kaynaklar

8.2 Sosyal Aglarda Web Madenciligi

Sosyal aglardan elde edilen devasa biiyiiklikte ve karmagikliktaki verilerin etkin bir
bi¢imde analiz edilebilmesi i¢in web madenciliginde kullanilan tiim yontemler 4 ana iglem

adimindan olugmaktadir [16].

Kaynak Bulma,

Bilgi cikarimi ve 6n igleme,

Genellegtirme

(Coziimleme

8.2.1 Kaynak Bulma

Kaynak bulma 6zetle verinin elde edilmesi kismidir. Cegitli verilerin bir veri ambarinda

toplanmasi ile yapilir. Web Madenciligi i¢in veri kaynaklar: Sekil 8.1°de verilmigtir.
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8.2.2 Bilgi Cikarimi ve On i§leme

Veri kaynaklarindan elde edilen verilerin, veri ambarinda toplanmasi sonrasinda verilerin

islenmesi veya iglenecek hale getirilmesi iglemidir.

8.2.3 Genellegtirme

Daha 6nceden kazanilan tecriibenin veriler tizerinde uygulanmasi ile genel gecer kurallarin

iiretilmesi iglemidir.

8.2.4 (Cozilimleme (Analiz)

Cikarilan kurallar neticesinde eldeki verilerden anlamlh bilginin kegfedilmesi agamasidir.
Bu agsama sonucunda gelecege yonelik tahmin ve degerlendirmelerde bulunabilme yetenegi

kazanilmig olur.

8.3 Web Madenciligi Yontemleri

Web Madenciligi, veri madenciligi yaklagiminin bir alt dalidir. 3 baglik altinda incelenir.

Bu baglik Sekil 8.2’de gosterilmektedir.

Web Madenciligi

|
| | |

Web icerik Madencilizi Web Yapi Web Kullanmim
e lcenk Madenciigl Madenciligi Madenciligi

Web kaynaklarindan Web sayfalarinin Kullanic

. ey davranislarindan
faydah bilgi bulmaya vapisal dzelliklerini X
L anlaml veri cikarmaya
calsir. dzetlemeye calisir.

calisir.

SEKIL 8.2: Web Madenciligi Yontemleri
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8.3.1 Web igerik Madenciligi

Web sitelerinin igerigine odaklanir. Yapay zeka, dogal dil igleme veya resim igleme ve ben-
zeri yontemler kullanilarak web kaynaklarinin igeriklerinden yararh bilginin elde edilmesi

islemidir [16].

Web sayfasinda kullanilan dili tespit etmek, kullanilan kelimlerin sikliklarini hesaplamak,
anahtar kelime tespitinde bulunmak web igerik madenciligi adina yapilan caligmalara

ornek olarak verilebilir [14].

8.3.2 Web Yapi Madenciligi

Web Yap1 Madenciliginde amag, web sayfalar1 arasindaki linkleri takip ederek bilgi elde
etmektir [17].

Web Yapi Madenciligi daha &nceki boéliimlerde bahsedilen Cizge Teorisi yaklagimina
dayanir. Web siteleri ve web sayfalar: arasindaki baglantilar incelenir. Cizge yaklagimina
gore web sayfalari birer diigiimdiir ve web yapr madenciliginde diigiimler arasi baglan-

tilara odaklanilir.

Hangi web sitelerin hangi web sitelerine baglanti verdigi bir grafik ile gosterilebilir. Bu

grafik yardim ile en ¢ok baglant: alan veya veren siteleri tespit etmek miimkiindiir [14],

[16].

8.3.3 Web Kullanim Madenciligi

Bu yontemde ihtiyag duyulan veriler internet mecrasi {izerindeki gegitli sunucularda kayit
altina alinmig olan kullanicilara ait kullanici erigim hareketlerinin yer aldigi gesitli log

dosyalarindan elde edilir.

Web Kullanim Madenciliginde amag, kullanmicilarin web sayfalari ile olan iligkilerini;
geride biraktiklar: erigim kayitlarindan elde etmektir. Log dosyalarinin incelenmesi ile
kullanicilar hakkinda detayh bilgi ve tahminlere ulagilir. Ornegin kullanicilarin tiklama
aligkanliklar: ve sikliklari, dolagtiklar: web siteleri, hangi web sitesine hangi web sitesinden
sonra girdikleri, en cok hangi reklamlara tikladiklar: ve {izerinde durma siireleri, resim

igerikli mi yaz igerikli mi yoksa video igerikli mi web sitelerine daha gok tikladiklar: gibi
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pek ¢ok bilgi elde edilir. Bu bilgi kazanmiminin ardindan kullaniciya 6zel igerik sunma,
teklif verme, kullaniciya &zel reklam olusturma gibi pazarlama davraniglar: geligtirilebilir;

kullanicinin egilimleri belirlenerek ona yonelik tahminler yiiriitiilebilir. Bu sayede ticari

firma sahipleri avantaj elde edebilir [14], [16], [17].

Sekil 8.3’de Web Kullamim Madenciliginin genel mimarisi gosterilmektedir.

Formatted
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SEKIL 8.3: Web Kullanim Madenciligi Mimarisi

Mimari incelendiginde Web Kullanim Madenciliginin iki ana asamadan olugtugu gozlem-

lenmektedir.

Ik Agama web sitelerinden verilerin elde edilmesi, temizlenmesi ve déniigtiiriilmesi adim-

larini kapsar ve bu adimlarda web sitelerine bagimli olarak iglemler yapilir.

Ikinci Asama ise web sitelerinden bagimsiz olarak veri madenciligi yontemlerinin uygu-

landigy kisimdar.

8.4 Fikir Madenciligi

Fikir Madenciligi veya Duygu Analizi; insanlarin goriig, tutum ve duygularimin bir varlig
ifade ettigi metin madenciligi ¢aligmalaridir. Bu varlik, bireyleri, gruplar, olaylar veya

konular: ifade edebilir [18].

Fikir madenciligi ve Duygu Analizi literatiirde cogunlukla birbiri yerine kullanilmaktadir.
Ancak bir grup aragtirmaci bu kavramlarin kismen de olsa farkli oldugunu savunmak-

tadir. Fikir Madenciligi insanlarin herhangi bir varlik hakkindaki fikirlerini analiz edip,
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ortaya cikarirken; Duygu Analizi bir metindeki duygusal ifadeleri ortaya ¢ikarir. Bu agi-
dan bakildiginda anlam olarak birbirlerini tam olarak kargilamadiklar: anlagilmaktadir

[18].

Fikir Madenciliginde ii¢ temel siniflandirma seviyesi bulunur.

e Dokiiman Seviyesi
e Ciimle Seviyesi

e Goriig Seviyesi

Dokiiman seviyesi bir dokiimanin, pozitif yada negatif bir fikir/duygu ifade edip etmeme-

sine gore stmflandirilir. Tiim bir dokiiman tek bir fikir bilgisi olarak goriir.

Ciimle seviyesi bir dokiimanda yer alan her bir ciimle i¢in fikir/duygu ifade edip etmedigini
kontrol eder. Ciimlenin subjektif veya objektif olmasina gére durumu belirlenir. Sayet
ciimle subjektif ise climlenin pozitif veya negatif bir fikir/duygu ifade etme durumuna

karar verilir [19].

Dokiiman ve ciimle seviyelerindeki siniflandirmalarda yorumlarin detaylandirilmas: zorun-
lulugu bulunmamaktadir. Ancak Goriig seviyesinde yorumlar detaylandirilir. Goriig se-
viyesi, duyguyu/fikri varliklarin belirli yonlerine gére segmente etmeyi amaclar. Tk adim
olarak, varliklarin ve 6zelliklerini belirlemek gerekir. Yorumcular ayni varligin farkl 6zel-
likleri i¢in farkli yorumlar da bulunabilirler. "Tabletin ses kalitesi hi¢ iyi degil fakat garj

omrii olduk¢a uzun" gibi bir ciimle bu duruma rnek olarak gosterilebilir [18].
Duygu simflandirma teknikleri Sekil 8.4’te verilmistir [19].

Sekil 8.4’te de goriildiigii iizere duygu analizi caligmalar: makine 6grenmesi, veri sozliigi
tabanl yaklagim gibi yaklagimlar kullanir. Makine 6grenmesi, verilen bir problemi or-
tamdan edindigi bilgiye gbére modelleyen Yapay Zeka disiplininin alt dalidir. Makine
ogrenmesi teknikleri denetimli ve denetimsiz 6grenme metotlarindan meydana gelir. Daha
onceki boéliimlerde de bahsediligi {izere Denetimli 6grenme, ¢nceden gozlemlenmis ve
sonuglart bilinen verileri kullanarak bu verileri ve sonuclarini kapsayan bir fonksiyon
olusturmay1 amaclayan makine 6grenimi yontemidir. Denetimsiz 6grenme ise, etiketlen-
memis verideki gizli yapiyr bulmay: amaclar. Ozetle, veriler arasinda var olan ama gozle

goriilmeyen bagintiyr agiga gikarir [20], [21].
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SEKIL 8.4: Duygu Siniflandirma Teknikleri

8.5 Ilgili Calismalar

Twitter verileri kullanilarak duygu analizi alaninda yapilan caligmalar agagida 6zetlen-

migtir.

Ikoro, Sharmina, Malik and Navarro 2018 yilinda, denetimli 6grenme s6z dizimine dayal
bir yaklagimi optimize etieye odaklanmiglardir. Enerji tiiketicilerinden enerji saglayicilari-
na gonderilen tweetleri toplayarak yeni bir sosyal medya analizi uygulamasi sunmuglardir.
Yapilan caligmada elde edilen veriler pozitif, negatif ve nétr olarak 3 sinifa ayrilmigtir.
Sektore yeni giren Ug enerji saglayiciya kars: Big Six (Ingilterenin en biiyiik ve en eski gaz
ve elektrik tedarikgileri) ile etkilegim halindeki tiiketici tweetleri {izerindeki duygu anal-
izi sonuglarimi kargilagtirmiglardir. Sonuclar degerlendirildiginde genel olarak, yeni giren
enerji tiiketicilerinin duygularinin, Big Six’in tiiketicilerinden gelenlerden daha olumlu

oldugunu gostermiglerdir [22].

Siddiqua, Ahsan, and Chy 2016 yilinda kural tabanhi bir sinifflandiriciyr zayif denetimli
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Naive- Bayes simiflandiriciyla birlegtirerek twitter tizerindeki duygu analizi i¢in bir yak-
lagim 6nermiglerdir. Tweetlerden elde edilen veriler ile duygu siniflandirmast icin, kural
tabanli simiflandiricilar ve Naive-Bayes siniflandiricisini uygulamiglardir. Deneyleri Stan-
ford sentiment140 veri setine dayandirarak gerceklegtirmiglerdir. Deney sonuclari, geri
cekme, kesinlik, F'1 skoru ve dogruluk acisindan 6nerilen metodun taban cizgisi tizerindeki

etkinligini gostermigtir [23].

Kim, Lee and Kyeong tarafindan 2013 yilinda Amerika Birlegik Devletleri’'nde (ABD)
toplanan Twitter verilerini kullanarak Eyaletler aras: sosyal konulara dayali cografi kiimele-
me analizi ¢caligmasi yapmiglardir. ABD eyaletleri boyunca bir dizi konu kelimeyi zaman
serileri ile iligkilendirerek cografi topluluklar bulmuglardir. Cografi kiimelenme sonu-
cunda Google Fusion Tablosu kullanarak gorsellestirmislerdir. Onerilen yontem, gercek
zamanh veri akigini analiz etmek ve cografi topluluklar: bulmak icin basit ama kullanigh

bir yaklagim sunmaktadir [24].

Dedhia ve Ramteke 2017 yilinda Ensemble modelinin giiclii bir temel 6grenci, yani SVM
ile birlegtirilmesine odaklanmuiglardir. Ensemble siniflandirma yontemleri ile Pozitif ve
Negatif etiketlerden verileri simflandirmak ve Precision, Recall ve F1 skorlarini tahmin

etmek igin uygulamiglardir [25].

Joshi, Simon ve Murumkar 2018 yilinda bir igletme markasina yonelik bir kampanya
yiiriitmek icin akilli bir yontem 6nermektedir; bu sayede igletme sahibi pazardaki pozisy-
onunu belirlemektedir ve iginin ne kadar iyi (ya da kotii) oldugunu, veri madenciligini
yaparak ve ¢ikarimlarda bulunarak ortaya cikarmaktadir. Boylece, igletme sahiplerine is-
lerine deger katma ve rekabet avantaji saglama yetenegi kazandirmay: hedeflemektedirler.

[26].

Chauhan, Sutaria ve Doshi 2018 yilinda, semiyotiklerin, iletigim ic¢in sinirh sozleri olan
sosyal medyadaki duygular ifade etmek i¢in yaygin olarak kullanildigini géstermiglerdir.
Mevcut caligmalarda semiyolojinin géz ardi edildigini ya da gosterge bilim kabul edildiginde
duygu puanmin belirlenmesinde kullanilmadigimi 6ne siirmiiglerdir. Onceden, gosterge
puani belirlemesi gosterge bilim ve metin icin ayr1 ayr yapildigini ancak her ikisini bir-
lestirerek ve daha dogru duygu puanini belirlemek icin bir yontem olmasi gerektigini,
Tweet’in duygularini da etkileyecegi igin tweet’de kullanilan semiyotiklerin sikligini goz

6niinde bulundurulmas: gerektigini vurgulamiglardir [27].
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Barnaghi, Breslin ve Ghaffari 2016 yilinda metin simiflandirma i¢in iyi bilinen bir makine
ogrenme metodu kullanarak twitter duygular: ve meydana gelen olaylar arasinda bir iligki
aramiglardir. Twitter mesajlarinda olumlu veya olumsuz bir duygu ortaya ¢ikarmaya
caligmiglar ve bu amagla egitimli bir yontem olugturmak icin elle isaretlenmis (pozitif /
negatif) tweet’leri kullanmiglardir. Egitimli model Bayesistik Lojistik Regresyon (BLR)
simiflandirma yontemine dayanmaktadir. Subjektif veya objektif tweetleri tespit etmek
i¢in harici sozciikler kullanilmigtir. FIFA Diinya Kupasi 2014’4 6rnek olay incelemesi
olarak kullanarak, kamuoyunun beklenmedik olaylara karsi yansimasini analiz etmek
igin Twitter Akig API’sini ve resmi diinya kupast hashtag’lerini madencilik, filtreleme ve

tweet islemleri kullanilmigtir [28].

Jose ve Chooralil 2016 yihinda, simiflandirici topluluk yaklagimini kullanarak gercek za-
manh bir twitter duygu analizoérii uygulamiglardir. Makine 6grenme siniflandiricilarin
lexicon tabanh simiflandirici ile birlegtirmigler, politik verilerin dogru simflandirilmasi igin
SentiWordNet siniflandirici, naif bayes simiflandiricr ve gizli markov model siniflandirica
gibi {i¢ siniflandiricinin avantajlarini kullanmiglardir. Boylece, gercek zamanh tweetler-
den politik duygular: bulmak i¢in yeni bir dogru duyarlilik siniflandiricist geligtirmiglerdir.
Daha sonra iki siyasetciye karsi politik duyarlihk hesaplanmistir. Aym zamanda bu
siniflandiric1 twitter verilerindeki duygu analizi ile iki yeni yayinlanan filmi kargilagtir-

mak icin kullamilmigtir [29].

Sharma ve Moh, 2016 yilinda genel devlet secimleri i¢in kampanya déneminde, Hindis-
tan’da beg ulusal siyasi partiye bagvuruda bulunan bir aylik siire boyunca toplanan
42.235 tweet {izerine veri (metin) madenciligi gergeklegtirmistir. Hem denetlenen hem
de denetlenmeyen yaklagimlardan yararlanmiglardir. Simiflandiriciyr olugturmak ve test
verilerini pozitif, negatif ve nétr olarak sinifflandirmak igin Sézliikk Tabanli, Naive Bayes
ve SVM algoritmagsini kullanmiglardir. Twitter kullanicilarinin diigiindiikleri her bir Hint
politik partisine kargi simflandirict ¢aligtirilmig ve Naive Bayes ve SVM algoritmalarinin

secim sonuglarini dogru tahmin ettigi se¢im sonrasi kanitlanmigtir [30].

Linares, Herrera, Cuadros ve Alfaro 2015 yilinda, kullanicilarin turist trafiginin éngoriicii
bir aracini olugturmak i¢in Peru’ya seyahat etme arzusunu ortaya koyan tweet’lerin kul-
lanimimi kapsamaktadir. Bu ¢aligmay1 yapmak igin, web taramasi kullanarak tweet’lerin
otomatik olarak toplanmasi yapilmig ve duygu analizinin bir pargasi olarak tweet’leri

siralamak igin Naive Bayes algoritmas: kullanilmigtir [31].
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Tripathi, Vishwakarma ve Lala 2015 yilinda, insanlarin Twitter'da paylagtigi goriglere
iligkin duygu analizi yapmak icin siniflandirma amagh veri madenciligi teknikleri kul-
lanmigtir. Veri kiimesini, yani dogal dilde olan twitter tweet’leri ve metin madenciligi
teknikleri ile mutlu, hiiziinlii ve nétr duygular: tahmin edebilen duyarlilik siniflandiricisi

olugturmuslardir. Bu amagla RapidMiner araci kullanilmigtir [32].

Hodeghatta 2013 yilinda Twitter’daki Hollywood filmlerinde ifade edilen duygulari analiz
etmeyi amaclamistir. Bu sayede seyircilerin fikirleri, aligkanliklar: ve tercihleri daha iyi

seyirci deneyimi ve piyasa davramgini anlamak i¢in analiz edilmig ve kullanilmigtir [33].

Garg, Garg ve Ranga 2017 yilinda, 18 Eyliil 2016’da gerceklegen giivenlik giliclerinin bir
grup terdrist tarafindan saldiriya ugradigr olay ile ilgili Twitter tweetlerini ¢ikararak tweet
sonrasi terdr saldirisinin duygularini ve hayatta kalma durumunu incelemisgtir. Twitter’da
yayinlanan verilerin bilgi akigini incelemek icin son retweet, retweet sayist, sik kullanilan-
larin sayis1 gibi faktorler kullanilmigtir. Retweetlerin sayisi arttikca, erigimin de o kadar
yiksek oldugu diigiiniilmiigtiir. Sonug olarak, tweetlerin hayatta kalma durumunu yan-

sittigr dilslintilmiistiir [34].

Mishra, Rajnish ve Kumar 2016 yilinda, Modi ji'nin Dijital Hindistan Kampanyasi
hakkinda fikir ifade eden Twitter veri setinin duyarlilik analizini yapmaya caligtilar.
Caligmada duygular toplandi ve Pozitif, Negatif veya Notr olma durumlarina gore siniflan-
dirildi. Twitter verileri, Twitter API kullanilarak analiz icin toplandi. Duygu analizi,
Makine Ogrenme ve Sézliik Tabanh yaklagim icin yaygin olarak kullanilan iki yaklagim-
dan farklh olarak, farkl kullanicilar tarafindan yayinlanan verileri analiz etmek icin S6zliik

Tabanli yaklagim kullanildi. Daha sonra bu verinin polarite simiflandirmasi yapild: [35].

Abdullah ve Hadzikadic 2017 yilinda, ABD cumhurbagkani Donald Trump hakkindaki
Twitter tartismalarini incelediler. Ayrica, tartigmalarin ardindan tweetlerin aday: destek-
leyip desteklemedigini tespit edip edemeyeceklerini gormek icin insanlarin Trump ile ilgili
duygularin aragtirdilar. Bu ¢alismanin en énemli bulgularindan biri tweetlerdeki negatif

veya pozitif kutuplarin bu aday1 desteklemenin iyi bir gostergesi olmadigini kabul etmek

oldu [36].

Bilgin ve Sentiirk 2017 yilinda, Doc2Vec kullanarak Tiirkce ve Ingilizce Twitter mesajlarin-

da duygu analizinin yapilmasini amaglamiglardir. Doc2Vec algoritmagsi, Semi-Supervised
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ogrenme metodu kullanilarak Pozitif, Negatif ve Notr olarak etiketlenmis veriler iizerinde

caligtirilmig ve sonuglar1 kaydedilmigtir [37].

Parveen ve Pandey 2016 yilinda, Is zekas: hakkinda baz1 6ngériilerde bulunmaya yardime
olan tweet’lerle ilgili duygu analizi yapmigtir. Twitter web sitesinde bulunan yorumlar,
geri bildirim ve yorumlar bicimindeki film veri kiimesini iglemek i¢in Hadoop Framework
kullanilmigtir. Twitter verilerindeki duygu analizi sonuclari, olumlu, olumsuz ve tarafsiz

goriigler sunan farklh boliimler olarak gosterilmistir [38].

Windasari, Uzzi ve Satoto 2017 yilinda, 6zellikle GoJek (GoJek ¢evrimici ulasim, 6zel-
likle toplu tagima araclarina ulagimin zor oldugu veya trafik sikigikliginin oldugu alan-
larda birgok kullanici tarafindan tercih edilmektedir.) ¢evrimigi ulagim hizmetleriyle
ilgili Twitter gdnderisine dayanan kamu duygularim tespit eden bir sistem 6nermiglerdir.
Sistem tweetleri toplayip, SVM algoritmasi kullanarak tweetleri analiz ederek bunlari

olumlu ve olumsuz duygulara ayirmaktadir [39].

Rezaei ve Jalali 2017 yilinda, McDiarmid aga¢ algoritmasimi énermiglerdir. Hoeffding
agag algoritmasi, madencilik veri akiglarinda kullanilan en popiiler aragtir. Bu agag algo-
ritmast i¢in, Hoeffding’in sinir1, bir ayrigtirma 6zniteligini se¢mek icin bir diigiimde gerekli
en kii¢iik miktarda 6rnegi bulmaktir. MacDiarmid’i Hoeffding aga¢ algoritmasina bagh
olarak degigtirerek twitter’daki duygu analizi icin McDiarmid agacindan gelen dogru-
luk oranmi Hoeffding agacindan daha yiiksek olmasi saglanmigtir; bununla birlikte, iglem

stiresi 6nemli 6l¢iide azalmigtir [40].

Rane ve Kumar 2018 yilinda, 6 biiyiik Amerikan Havayolu Sirketinin tweetlerinden olugan
bir veri kiimesi {izerinde caligmig ve ¢ok sinifli duygu analizi gerceklegtirmislerdir. Analiz
7 farkli simiflandirma stratejisi kullanilarak gerceklegtirilmistir: Karar Agaci, Rastgele
Orman, SVM, K-En Yakin Komgu, Lojistik Regresyon, Gauss Naive Bayes ve AdaBoost.
Siiflandiricilar, verilerin % 80’1 kullamilarak egitilmis ve kalan % 20’lik veriler test
edilmigtir. Test setinin sonucu tweet hissi pozitif, negatif, nétr geklinde olmugtur. Elde
edilen sonuclara gore, her bir simflandirma yaklagimi arasinda bir kargilagtirma yapmak
i¢in dogruluk degerleri hesaplanmig ve alt1 havayolu girketinin tiimiinii birlegtiren toplam

duygu sayimi gorsellestirilmistir [41].

Jain ve Katkar 2015 yilinda, veri madenciligi simflandiricilarini kullanarak twitter kul-

lanicilarinin duygu analizi iizerinde caligmigtir. K en yakin komsu, Random Forest,
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BaysNet ve Naive Bayes algoritmalar kullanmiglardir. Elde edilen sonuglar, k-en yakin
komsgu simiflandiricisimin ¢ok yiiksek tahmin dogrulugu verdigini géstermistir. Sonug
ayrica, tek simiflandiricilarin siniflandirict onay1 grubundan daha iyi performans goster-

digini ortaya koymusgtur [42].

Subramaniam, Ranjitha, Aswini ve Kumar 2017 yilinda, anket yolu ile elde edilen twit-
ter verilerinin analizi {izerinde caligmigtir. Twitter’da yaygin olarak kullanilan bilgiler,
anketin uygulandig1 web sitesinde trend olan bir konu olarak sunucuda giincellenmigtir.
Twitter’daki veriler analiz edilmis ve her bir tweet tarafindan verilen reaksiyonlar in-
celenmigtir. Her tweetde verilen farkh reaksiyon tiirlerini bulmak i¢in duygusal analiz
kullanilmigtir. Caligmanin ana amaci, trend olan konularin gérintiillendigi bir website

ortaya koymaktir [43].

Nirmala, Roopa ve Kumar 2015 yilinda, twitter sitesinde yayinlanan bilgileri islenmemisg
etiketler kullanarak islemeye odaklanmiglardir. Onerilen sistem, genig bir yelpazede mev-
cut APD'lar aracihigiyla Twitter’daki veri madenciligi destegiyle Twitter’dan veri almay:
kolaylagtiran R dili kullanilarak gerceklegtirilmistir. Her tweet puanlarim atamak igin
metin s6zliigii kullanilmugtir. Onerilen bu yontem ile issizlik oraninin analizi gerceklesti-

rilmigtir [44].

Shital ve Anil Phand 2017 yilinda, hizmet saglayici firmalarin veya endiistrilerin, miigteri-
lerinin iiriinlerine, hizmetlerine ya da teklifleri hakkinda goriiglerini bulmalarina yardimci
olan yaklagimi iizerinde ¢aligmigtir. Aragtirmanin sonucu, iiriin veya hizmetin ilgili miig-

teriler, tarafindan nasil algilandigy ortaya koymugtur [45].

Hao ve digerleri 2011 yilinda, Twitter ve Twitter analizlerini, gercek zamanh Twitter
veri akiglarini aragtirmak icin cografi ve zamana dayal etkilegimli gorsellegtirmelerle bir-
legtiren Twitter zaman cizelgelerinin gorsel analizi lizerinde ¢aligmiglardir. Bugiiniin
gorsel analiz araclarinin (6rn. SAS JMP, Vivisimo, Polyanalyst vb) esas olarak, evet /
hayir sorulari, sayisal derecelendirmeleri ve dogrudan yorumlarini kullanarak incelemeler

hakkinda geri bildirim saglamiglardir [46].

Alkalbani ve digerleri 2017 yilinda, tiiketicilerin bulut hizmetleriyle ilgili deneyimlerini
yansitan bulut tiiketicileri tarafindan yapilan incelemeleri aragtirmigtir. Her bir gézden
gecirmenin tutumunu belirlemek ve ifade edilen gériisiin olumlu, olumsuz ya da taraf-

s1z oldugunu belirlemek icin yaklagik 6.000 bulut hizmeti kullanicisi tarafindan yapilan



Bolim 8. Sosyal Aglarda Veri Madenciligi 50

incelemeler, duygu analizi kullamilarak analiz edilmigtir. Analizde iki veri madenciligi

aract, KNIME ve RapidMiner kullanilmigtir ve sonuglar karsilagtirilmigtir [47]

Baydogan ve Alatag 2018 yilinda, KNIME ile twitter verileri {izerine ¢aligmiglardir.
Ashinda bir simflandirma c¢aligmasi olan duygu analizi ¢aligmasi, Twitter verilerinde
makine 6grenme algoritmalar: kullanilarak gerceklestirilmigtir. Caligmanin sonuclar: bir
dogruluk analizi yapilarak yorumlanmigtir. Zengin gorsellegtirme araglarina sahip olan
KNIME’nin kullaniminin, bu ¢aligmalari hem daha kolay hem de daha giivenilir hale

getirmek i¢in duyarhilk analiz ¢aligmalarinda yayginlagsacag éngoriilmektedir [48].
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Uygulama

Bu béliimde Twitter mesajlar: {izerinde makine 6grenmesi yontemlerine dayali veri maden-

ciligi algoritmalar: ile duygu analizi yapilmas1 amaglanmigtir.

9.1 Veri Seti

Uygulama gerceklestirilirken giiniimiiziin en popiiler aglarindan biri olan twitter tercih
edilmigtir. Twitter belli bagh konular hakkinda giincel bilgilere ulagilmasim saglayan
gercek zamanli bir bilgi agidir. Diigiince paylagimi olarak diigiiniildiigiinden her bir
tweet en fazla 140 karaktere sahip olabilmektedir. Sadece kigisel kullanicilar degil, ku-
rumsal girketlerde bu agin kullanicisi olabilmektedir. Sirketlerin amaci, miigterileri ile
iletigim kurarak iiriin veya hizmetleri hakkinda giincel bilgi ve yeniliklerini, faaliyetlerini
paylagabilmektir. Aldiklar: geri bildirimler araciligiyla miigteri memnuniyet oranlarini

arttirabilmektir.

Twitter'da paylagilan bilgiler herkese agik olabilecegi gibi sadece takipgilere 6zel olacak
sekilde de ayarlanabilmektedir. Twitter, herkese acik olan verilere twitter.api uygula-
masiyla ulagilmasina izin vermektedir. API araciligiyla elde edilen Keys ve Tokens kul-
lanilarak (Consumer API Keys, Access token and Access token secret) istenilen filtreler

ve ayarlar ile herkese acik hesaplarin tweetlerine erigilebilmektedir.

51
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9.2 Uygulamada Kullanilan Program

Uygulamada giliniimiizde hizla yayginlagan ve kolay kullamima sahip bir platform olan
KNIME kullanilmugtir.  KNIME, 2004 yilinda Konstanz Universitesi'nde Java dilinde

geligtirilmigtir [49].

Knime, veri madenciligi yapan bir yazihmdir. Akig mantigi ile ¢aligir ve tamamen {icret-
sizdir. Temel amag bir veri kaynagindan bir hedefe/bilgiye akis saglamaktir. Miigteri
analizi, kampanya analizi, tahminler, farkli kaynaklardan gelen verilerin birlestirilmesi
vb. gibi pek ¢ok amacla kullanilabilir. Knime tiim bunlar1 karsilayabilen ticretsiz bir veri

madenciligi programidir [50].

Agik bir platform olmasi sebebiyle gelistiricilerin yeni bilegenler {iretmesine olanak sagla-
maktadir. Aynmi zamanda kullanicilarina Weka, R Project, LIBSVM, ImagelJ gibi diger
agik kaynaklh programlarin olanaklarina KNIME icerisinden erigim imkani sunmaktadir

[49].

KNIME ¢aligma ortami, veri madenciligi caligmalart i¢in gerekli olan tiim temel gereksinim-
leri karsilar. KNIME’da yapilacak tiim veri madenciligi caligmalar: bir ig akigi ile tanim-
lanir ve her bir ig akigt birbiri ile iligkilendirilmig d{igiimlerden olugur. Diigiimler arasi

iligkiler kurularak ig akigi olugturulur ve her bir ig akigi birbirinden bagimsizdir.

KNIME aynmi zamanda diinyada en yaygin kullanilan veri madenciligi araclarindan biri
olan WEKAnin algoritmalarim kii¢iik bir eklenti yiikleme iglemi ile kullanabilmektedir

[49].

KNIME’da ¢aligmak icin yeni bir workflow penceresi acilmasi gerekir. Yeni acilan work-
flow ismi ve yeri bu pencerede belirlenir. Aktarilacak dosya tipine ve yapilmasi planlanan
iglemlere gore node repository boliimiinden uygun diigiimler secilip siiriiklenerek work-
flow penceresine birakilir. Segilen diigiime sag tiklayarak configure béliimiinden gerekli
ayarlamalar yapilir. Kullanilmasi gereken diigiimler node repository béliimiinden sirayla
secilip workflow’a aktarildiktan sonra her biri icin configure boliimiinden gerekli ayarla-

malar yapilir ve ardindan sistem caligtirilir.

Diigiimlerin altindaki yanan kirmizi, sonra sar1 sonra yesil 1igiklarin anlamlar vardir. Kir-

miz1, problem oldugunu gdsterir ve drnegin verilen veride ya da configure’de bir problem



Boliim 9. Uygulama 53

olabilir ve bunlar degigtirmekle giderilebilir. Sari, bekleme durumudur yani ¢aligtiril-
may1 beklemektedir. Yesil, herhangi bir problem yok bagarili bicimde caligti demektir.

Output Table ise sistem ¢aligtirildiktan sonra olusan sonucu gostermektedir [50].

9.3 Yapilan Calisma

Tez kapsaminda uygulama icin yapilan ilk adim sosyal ag verilerinin yani Twitter mesajlari-

nin elde edilmesi iglemi olmustur.

Bir sonraki adim twitterdan ne tiir verilerin alinacagina karar verilmesi olmugtur. Calig-
mada sirketlerin sosyal aglardaki itibarini 6lgmek amaglanmigtir. Bu nedenle 5 Tiirk
Savunma Sanayi Sirketi hakkinda yazilan tweet mesajlari 01.01.2018-31.01.2019 tarih

araligl i¢in incelenmistir.

Incelemesi yapilan konu spesifik bir bir baglk oldugundan elde edilen tweet mesajlar:
sayisini arttirmak amaciyla, analizler igin kullanilacak olan KNIME programina ek olarak
verilerin elde edilmesi agamasinda NodeXL ve Java Programlama Dilinde yazilmig bir kod

kullanilmigtir. Kullamlan kod, Ek A’da verilmigtir.

NodeXL (Network Overview Discovery and Exploration add-in for Excel 2007, 2010,
2013) Microsoft Excel’in Office 2007 ve sonrasi siirtimleri iizerinde bir eklenti olarak
caligan bir sosyal ag analizi aracidir. Diinyanin 6nde gelen {iniversitelerindeki (Microsoft
Research, University of Maryland, Cornell University, Stanford University, Oxford Inter-
net Institute) akademisyen ve aragtirmacilarin bir araya gelerek iicretsiz ve acik kaynak
kodlu kullanim konseptiyle tasarlamig oldugu ve sosyal ag uygulamalar: icin 6zellegtir-
ilmis bir aragtir. Node XL ile Facebook, Twitter, Flickr ve YouTube {izerinden veri ceke-
bilmek miimkiin olsa da; en bagarili performansi Twitter verileri tizerinden vermektedir.
NodeXL ile sosyal aglar araciligiyla elde edilen veriler, cesitli algoritmalarla gorsellegtir-
ilebilmekte ve gerekli istatistikler hesaplanarak aglar analiz edilebilmektedir. Biitiin
bunlar dogrudan Microsoft Excel ekranminda yapilabildigi igin programlama bilgisi ol-
mayan kullanicilara da kullanim kolaylign saglamaktadir. NodeXL’in arayiizii Sekil 9.1

"de verilmigtir.
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SEKIL 9.1: NodeXL’in Arayiizii

Verilerin elde edilmesi iglemi igcin KNIME Programi iizerinde olugturulan akig Diyagrami

ise Sekil 9.2’deki gibidir:
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SEKIL 9.2: KNIME Analytics Platform v3.5.3 Twitter Verilerinin Alinmas igin Olug-
turulan Akig Diyagrami

Twitter verilerinin alinmasi i¢in olugturulan akig diyagraminda "Twitter API Connec-
tor”, "Twitter Search”, "Twitter Users” ve "Excel Writer” diigiimleri (operatorleri) kul-

lanilmigtir.

Olugturulan akig diyagramini ¢aligtirmak igin Twitter API aracihigiyla olugturulan API

Key, API secret, Access Token ve Access Token Secret degerleri Twitter API Connector
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diiglimiiniin konfigiirasyon kisminda uygulanmigtir.
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SEKIL 9.4: KNIME Analytics Platform v3.5.3 Twitter Verilerinin Alinmasi
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SEKIL 9.5: KNIME Analytics Platform v3.5.3 Twitter Verilerinin Kaydedilmesi

Kullanilan programlardan (KNIME, NodeXL, Java Kodu) her bir girket igin tweet mesajla-

rinin elde edilmesinin ardindan yaklagik 15.000 tweet mesaji excell olarak kaydedilmigtir.

Yazilan tweet mesajlarina ek olarak kullanicilara ait asagidaki bilgiler de kayit altina

alinmuistir.

e Kullanica Adx

e Tarih

e Cinsiyet
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Her bir girket icin veri setinin hazirlanmasinin ardindan verilerin sinif etiketleri olustu-
rulmustur. Savunma Sanayi girketlerinin sosyal aglardaki durumu Olumlu ve Olumsuz
olmak iizere iki sinif etiketi iizerinden degerlendirilmigtir. Kullanicilarin tweet mesajlar
igerisinde, mutluluk ifadesi barindiran kelimelerin varligi durumunda tweet pozitif olarak
etiketlenirken; iizgiinliik ifadesi barindiran kelimelerin varligi durumunda tweet negatif
olarak etiketlenmigtir. Mutluluk ve lizgiinliik belirten kelimeler, "Sosyal Psikolojide Duy-
gusal Durumlar" [51] isimli kaynaktan yararlanilarak olugturulmusgtur. Kelime seti i¢in-
den 100 adet kelime/kelime grubu mutluluk ve iizgiinliik belirten kelime olarak se¢ilmigtir.
48 adet kelime mutluluk, 52 adet kelime {izgiinliik bildiren kelime olarak Ek B’deki Tablo
B.1’de gosterilmektedir.

Bir sonraki agamada etiketlenmis verilere, dnigleme adimlar: uygulanmigtir. Veriyi 6niglem-
den gecirmek, yani filtrelemek eksik satirlardan, kirli yada giiriiltiilii verileri temizlemek
anlamina gelir. Temizlemedeki ama¢ makine 6grenme algoritmalarinin bagarisini arttir-

maktir. Veri Onigleme islemi icin olusturulan akis diyagrami ise Sekil 9.6’teki gibidir.
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Statitics

SEKIL 9.6: KNIME Analytics Platform v3.5.3 Veri Onisleme Islemi icin Akig Diyagrami

Veri 6nigleme i¢in kullamlan diigiimlerin (operatorlerin) agiklamalar agagidaki gibidir.

Rule-based Row Filter: Ileri diizey satir filtreleme anlamina gelir. Row Filter’dan
fark: kural yazilmasina imkan veriyor olmasidir. Bu diigiim sayesinde veri seti i¢indeki

aykir1 ve gecersiz kayitlar silinmistir.
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Column Filter: Veri setinde herhangi bir sebepten dolay1 bir veya birden fazla kolonun
kullanilmayacagi durumda column filter ile filtreleme yapilir. Tlgisiz kolonlar cikarilmistir.
Column Filter, secilen kolonun komple silinmesine imkan tanidig gibi configure edildigi

zaman silinmesi istenilen seceneklerin elenmesine de olanak vermektedir.

Row Filter: Secilen kolondaki eksik verilerin filtrelenmesi veya alt ve iist simrlarin

diginda kalan verilerin filtrelenmesi amaciyla kullanilir.

Onigleme islemlerinin tamamlanmasindan sonraki asamada Smmiflandirma Algoritmalarina
gecilmigtir. 10.780 adet tweet mesaj icin uygulamada simflandirmada en cok tercih
edilen Sade Bayes (Naive Bayes), Destek Vektor Makineleri (Support Vector Machine)
ve K En Yakin Komgu (K Nearest Neighbor) siniflandirma algoritmalar: kullanilmigtir.

Smiflandirma icin olugturulan akis diyagrami Sekil 9.7’daki gibidir.
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SEKIL 9.7: KNIME Analytics Platform v3.5.3 Simflandirma Algoritmalar: i¢in Akig
Diyagrami

Smiflandirma icin olugturulan akig diyagraminda kullanilan diigiimlerin agiklamalar ve

kullandiklar1 parametreler agagidaki gibidir:

Statistics: Istatistik diigiimii, bir veri kiimesine ait temel istatistik olciilerini (orta-
lama, maks., min., varyans, orta deger vb.) gériintilleye yarar. Istatistik diigiimiiniin

(operatoriiniin) konfigiirayon penceresi Sekil 9.8’deki gibidir.
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SEKIL 9.8: KNIME Analytics Platform v3.5.3 Statistics Configure

Partitioning: Béliimleme diigiimii giris portuna aktarilan veriyi, ayarlanan oranlarda
(60/40, 70/30 vb.) iki parcaya bolmek igin kullanilir. Bu pargalardan biri egitim; digeri
ise egitilen modelin testi i¢in kullanilir. Bu béliimlemenin sadece oransal durumu degil,

her bir pargaya diigecek olan verilerin nasil secilecegi de bu diigiimde ayarlanabilmektedir.

o Ustten Almak (Take frop top): Bu mod, en iistteki satirlarin belirlenen oranini

egitim tablosuna, kalan orani ise test tablosuna koyar.

e Dogrusal Ornekleme (Linear Sampling): Bu mod her zaman ilk ve son satir1 igerir ve
kalan satirlar tiim tablo boyunca dogrusal olarak secer (6rnegin, her tigiincii satir).
Minimum ve maksimum degerleri korurken sirali bir siitunu tekrar 6rneklemek icin

kullaniglidir.

e Rastgele Dizilim (Draw randomly): Tiim satirlarin rastgele 6rneklemesi.
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e Tabakal Dizilim (Stratified sampling): Tabakal érnekleme yapmak igin bu mod

kullanmlir.

Partitioning diigiimiiniin (operatoriiniin) konfigiirayon penceresi Sekil 9.9’daki gibidir.
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SEKIL 9.9: KNIME Analytics Platform v3.5.3 Partitioning Configure

Scorer: Degerlendirici diigiimii, kendisine aktarilan verideki iki sinif degerini (biri gercek,
digeri tahmin edilen) kargilagtirarak tahminlerin dogrulugunu hesaplar. Cikig potlarin-
dan ilki dogruluk matrisini, digeri ise dogruluk tablosunda yer alan istatistikleri digariya

aktarir.

Scorer diigiimiiniin (operatoriiniin) konfigiirayon penceresi Sekil 9.10’daki gibidir.
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SEKIL 9.10: KNIME Analytics Platform v3.5.3 Scorer Configure

Naive Bayes Siniflandiricisi: Bayes teorisinin veri kiimesindeki herbir niteligin sinif
niteligi ile iligkisinin diger niteliklerden bagimsiz oldugunu varsayarak uygulanmasina
Sade (Naif) Bayes Simflandirici ads verilir. Sade Bayes Simiflandiricist nominal degerlerde

daha bagarilidir [49].

Uygulamada kullanilan Naive Bayes Diigiimii, verilen egitim verilerinden bir Bayesian
modeli olugturur. Olugturulan model, simflandirilmamig verilerin sinif {iyeligini tahmin
etmek icin saf Bayes belirleyici kullanir. Desteklenmeyen veri tiirlerinden dolay: herhangi

bir siitun goz ardi edilirse, diigiim bir uyar: mesaji1 goriintiiler.

Naive Bayes diigiimiiniin (operatoriiniin) konfigiirayon pencereleri Sekil 9.11 ve 9.12’deki

gibidir.
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i . . - . , . ; | . IEI E:g |'||
Dialog - 0:3 - Maive Bayes LE,?EE:I' .
File
Options | Flow Variables | Memory Pnliqu
Classification Column: | § Sentiment
Default probability: | 0,0/
Maximum number of unigue nominal values per attribute: | 20 |i,-!'
[] Ignore missing values [] Create PMML 4.2 compatible model
[ | e e o)

SEKIL 9.11: KNIME Analytics Platform v3.5.3 Naive Bayes Learner Configure

L i’
. |

Dialog - (n4 - Maive Bayes Predictor | = | = 2

File

Options | Flow Variables | Memory Policy |

[] change prediction column name

|Prediction (Sentiment)

Append colurmns with normalized dass distribution
Suffix for probability columns|

Lok J[ sy J[ coce [0

[% A

SEKIL 9.12: KNIME Analytics Platform v3.5.3 Naive Bayes Predictor Configure



Boliim 9. Uygulama 63

Naive Bayes Learner diigiimii i¢in konfigiirasyon acgiklamalar: su gekildedir:

e Classification Column, Siniflandirma yapilmasi istenen kolon belirlenir.

e Maximum number of unique nominal values per attribute, Simflandirma i¢in kul-

lanilmas: planlanan maksimum nominal deger iceren kolon sayisi belirlenir.

e Default probability, Varsayilan olasilik diizeltme olmadigi durumlarda sifir olarak

ayarlanir.

e [gnore missing values, Diigiim tahmin sonucunu iyilegtirmek ic¢in eksik deger bilgi-

lerinin yok sayilmasidir.

e Create PMML 4.2 compatible model, PMML 4.2 standardiyla uyumlu bir model
olugturmak icin bu secenek kullamilir. PMML 4.2 standardi, eksik degerleri yok
sayar ve bit vektorlerini desteklemez. Bu nedenle, bit vektor siitunlar: ve eksik

degerler, eger bu secenek seciliyse 6grenme ve tahmin sirasinda géz ardi edilir.

Support Vector Machine (SVM) Smiflandiricisi: Destek vektor makineleri, simflan-
dirma ve regresyon analizi i¢in kullamilan veriyi analiz eden iligkili 6grenme algorit-

malariyla ¢aligan denetimli 6grenme modelleridir [52]

Uygulamada kullanilan SVM diigiimii girig verisi lizerinde bir destek vektorii makinesi
egitir. Bir dizi farkli ¢ekirdegi (HyperTangent, Polynomial ve RBF) destekler. SVM
Learner, birden fazla siif problemini de destekler (her sumf ve diger simiflar arasindaki

hiper diizlemi hesaplayarak), ancak bu ¢aligma siiresini arttirir.

SVM diigiimiiniin (operatoriiniin) konfigiirayon pencereleri Sekil 9.13 ve 9.14’deki gibidir.
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L ] - |
Dialog - 0:5 - SWM Learner == | % )
File
Options | Flow Variables | Memory F‘nh'cy|
Class column S Sentiment v:
Overlapping penalty: | 1,0 :
Choose your kernel and parameters:
i@ Palynomial Bias | 1:'3:’
Power | 3,0;:3{ Gamma | 1,0;:5{
{71 HyperTangent
kappa | 0,1}
delta | 0,5/
i
() RBF )
sigma ' 0,1
’ Ok, ] ’ Apply ] ’ Cancel ] ’@]

SEKIL 9.13: KNIME Analytics Platform v3.5.3 SVM Learner Configure

SVM Learner diigiimii i¢in konfigiirayon aciklamalari su sekildedir:

e (Class column, Nominal hedef degigkenini iceren simif secilir.

e Overlapping penalty, Girig verilerinin ayrilmamasi durumunda faydalhidir. Yanlsg
siniflandirilan her bir noktaya ne kadar ceza verilecegini belirler. Bunun igin 1 iyi

bir degerdir.
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Dialog - 0:6 - SVM Predictor = B =

File

Cptions | Flow Variables | Memory Palicy

[] Change prediction column name
Prediction (Sentiment)

[] Append columns with normalized dass distribution
Suffix for probability columns

’ OK ] [ Apply ‘ I Cancel I @

b =]

SEKIL 9.14: KNIME Analytics Platform v3.5.3 SVM Predictor Configure

e Kernel type, Kernel ve parametre se¢imi yapilir.Her gekirdegin kendine ait paramet-

releri bulunmaktadar.

Polynomial Kernel: Makine 6greniminde, destek vektor makinelerinde (SVM) poli-
nom ¢ekirdegi yaygin olarak kullanilan bir ¢ekirdek iglevidir. Polinomiyal cekirdek
islemi dogrusal olmayan bir ¢ekirdektir. Polinomiyal gekirdegi, tiim egitim veri-
lerinin normallestirildigi problemler icin daha uygundur. Ilgili ¢ekirdek fonksiyonu

asagidaki formiil ile ifade edilir [53]:

k(z,y) = (axTy + ¢)? (9.1)

alfa egimi, c sabit terimi ve d polinom derecesini ifade eder.

HyperTangent Kernel: Hiper Tanjant (Sigmoid) Cekirdegi, Yapay sinir aglarinda
aktivasyon fonksiyonu olarak da kullamhr. Tlgili cekirdek fonksiyonu asagidaki

formiil ile ifade edilir [53]:

k(x,y) = tanh(az’y + c) (9.2)
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RBF Kernel: Makine 6greniminde RBF cekirdegi, cesitli ¢ekirdek 6grenim algo-
ritmalarinda kullanilan popiiler bir cekirdek islevidir. Ozellikle, SVM Simiflandir-
masinda yaygin olarak kullamlir. Tlgili cekirdek fonksiyonu asagidaki formiil ile

ifade edilir [53]:

—|z —y|?
2a2

k(x,y) = exp( ) (9-3)
Cekirdek (Kernel) yontemi, makine 6grenimini yiiksek oranda arttirmaktadir. En ¢ok
kullanilan ¢ekirdek yontemi; Polynomial Kernel ve Gaussian RBF (Radial Basis Func-
tion) Kernel’dir. "A Comparison Study of Kernel Functions in the Support Vector Ma-
chine and Its Application for Termite Detection’da isimli kaynakta [54] bu ¢ekirdeklerin
kargilagtirmasi yapilmig ve Polynomial cekirdeginin 0,9188 AUC ile en iyi simflandirma
dogrulugunu sagladig goriilmiigtiir. Bu sebeple yapilan ¢aligmada da Polynomial gekirde-

gi kullanilmigtar.

K Nearest Neighbor Simiflandiricisi: K En Yakin Komsu algoritmasi, basit ve etkili
simiflandirma yontemlerinden biridir ve makine dgrenme algoritmalari arasinda popiiler
olarak kullanilmaktadir. Onerilen veri noktasinin bulundugu sinifin ve en yakin komsusu-

nun, k degerine gore belirledigi bir siniflandirma yontemidir [55]

Uygulamada yer alan KNN diigiimii egitim verilerini kullanarak En Yakin Komsu algo-
ritmasina gore bir test verisi kiimesini simiflandirir. Bu tip stmiflandiricr sadece birkag
bin ila on bin egitim &rnegi icin uygundur. Tiim (ve sadece) sayisal siitunlar ve Oklid
mesafesi bu uygulamada kullanilmaktadir. Test verilerindeki diger tiim siitunlar (sayisal

olmayan tiirde) ¢iktiya oldugu gibi iletilir.

KNN diigiimiiniin (operatoriiniin) konfigiirayon penceresi Sekil 9.15'deki gibidir.
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Dialog - (Y - K Mearest Meighbor = | = %

i | File

Standard settings I Flow Variables | Memary Policy

Column with dass labels § sentiment =
Mumber of neighbaurs to consider (k) e —
Weight neighbours by distance =

Output dass probabilities =l

Lok J[ sy J[ cace [[O)

SEKIL 9.15: KNIME Analytics Platform v3.5.3 KNN Configure

KNN diigiimii i¢in konfigiirayon aciklamalar su sekildedir:

e Column with class labels, Sinifflandirma niteligi olarak kullanilacak siitun secilir.

e Number of neighbours to consider (k), Yeni bir 6rnegi simflandirmak i¢in kullanila-

cak en yakin komsu sayist secilir. Tek say1 olmast 6nerilir.

o Weight neighbours by distance, Bu segenegin secilmesi durumunda, sorgu pater-
ninin depolanan egitim paternlerine olan mesafesini siniflandirmaya dahil eder.
Daha yakin komsular, ortaya cikan simif tizerinde, uzaktakilerden daha biiyiik etkiye

sahiptir. (Ancak yine de sadece k sayida komsu dikkate alinacaktir)

e Qutput class probabilities, Bu segenek etkinse, sinif olasiliklarini iceren ek siitunlar

cikt1 tablosuna eklenir.

Algoritmanin ¢aligmasi i¢in bir k degeri belirlenir. k degerinin anlami simflandirma
icin bakilacak eleman sayisidir. Bir deger geldiginde en yakin k kadar eleman alinarak
gelen deger arasindaki uzaklik hesaplanir. Uzaklik hesaplama isleminde genellikle Oklid
fonksiyonu kullanilir. Oklid fonksiyonuna ek olarak Manhattan, Minkowski ve Hamming

fonksiyonlarn da kullamlabilir. Uzaklik hesaplandiktan sonra siralanir ve gelen degerin
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uygun sinifa atamasi yapilir. Yapilan ¢alismada k degeri i¢in 1’den baglayarak denemeler

yapilmigtir. k=3’ten itibaren basar1 sabitlendigii i¢in k, 3 olarak belirlenmigtir.

9.4 Degerlendirme Olciitleri

Simiflandirma algoritmalarin sonuglarinin dogrulugunu 6lgmek igin ¢egitli metrikler vardir.

Bunlardan en 6nemlileri agagidaki gibidir:

9.4.1 Dogruluk

Dogruluk bir karar vericinin verdigi kararin gercekte olmasi gerekenlerle karsilagtirarak

asagidaki formiilde gosterildigi sekilde hesaplanan bir olgiittiir [49].

TP+ TN
TP+TN+ FP+ FN

Dogruluk =

TaBLO 9.1: Karigiklik Tablosu

Pozitif | Negatif
Tahmin Edilen Deger || Pozitif TP FP
Tahmin Edilen Deger || Negatif FN TN

Karigiklik tablosundan ve dogruluk denkleminden anlagilacag: {izere bir sinifflandiricinin
dogrulugu, pozitif ve negatif olan durumlar: dogru tahmin ettigi 6rnek sayisinin, toplam

ornek sayisina boliimii ile elde edilmektedir [49].

9.4.2 Hassasiyet

Dogru Pozitif Orani siniflandiricinin gercekte pozitif olan 6rnekleri dogru sekilde etiketlemede

ne kadar bagarili oldugunu gosterir. 9.5 Hassasiyet Denklemi agagidaki gibidir:

TP

TPR= ————
i TP+ FN
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9.4.3 Kesinlik

Dogru Negatif Oran siniflandiricinin gercekte negatif olan 6rnekleri dogru sekilde etiketlemede

ne kadar bagarii oldugunu gosterir [49]. 9.6 Kesinlik Denklemi agagidaki gibidir:

TN
TNR= ——— .
R=FNiFp (9:6)

9.4.4 Hatal1 Pozitif Orani

Kesinlik degerinin tersi ve simiflandiricimin hatalh pozitif tespit etme oram ile ilgilenir

[49]. 9.7 Hatali Pozitif Orani Denlemi agagidaki gibidir:

FP

FPR= ———
& FP+TN

(9.7)
FPR degeri ayn1 zamanda 1-TNR degerine esit olacaktir. Iyi bir stmflandiricinin hem
hassasiyetinin hem de kesinliginin yiiksek dolayisiyla FPR degerinin diigiik olmasi bek-

lenir.

9.4.5 Egri Alt1 Alan

ROC egrisi altinda kalan alan (AUC), simiflandirma algoritmalarinin bagarimlarimin deger-
lendirilmesinde kullanilan bir diger 6lguttiir. ROC egrisi altinda kalan alan, [0-1] ara-
higinda deger alir ve yiiksek degerler almasi, siniflandirma algoritmasinin tahmin etme

bagarisinin daha yiiksek oldugunu gosterir [56]
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9.5 Analiz Sonuclar:
Secilen simiflandirma algoritmalar: her bir savunma sanayi kurulugu verileri icin ayr1 ayri
caligtirilmigtir ve sonuclar: agagidaki gibidir:

1. Savunma Sanayi Kurulusu Analiz Sonuclar

TABLO 9.2: 1. Kurulug, Naive Bayes Algoritmasi Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 1105 0
Negatif 0 2875

TABLO 9.3: 1. Kurulug, SVM Algoritmasi Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 1105 0
Negatif 0 2875

TABLO 9.4: 1. Kurulug, KNN Algoritmas1 Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 944 161
Negatif 0 2875

Karmagiklik matrislerinden anlagilacag: iizere Naive Bayes ve SVM smiflandirma algo-
ritmalar1 1. Kurulusg icin ayni degerleri iiretirken, KNN simniflandirma algoritmasi daha

diigiik performans géstermistir.

Degerlendirme Olgiitlerine gére 1. kurulus verilerinin sonuclar: asagidaki gibidir:

TABLO 9.5: 1. Kurulus, Naive Bayes ve SVM Algoritmalar1 Degerlendirme Olciitii

Sonuclar:

min | mean | max | std. dev.

True Pozitives | 1105 | 1990 | 2875 | 1.251,579
False Pozitives 0 0 0 0

True Negatives | 1105 | 1990 | 2875 | 1.251,579
False Negatives 0 0 0 0
Recall 1 1 1 0
Precision 1 1 1 0
Sensitivity 1 1 1 0
Specifity 1 1 1 0
F-measure 1 1 1 0
Accuracy 1 1 1 0
Cohen’s Kappa 1 1 1 0
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TABLO 9.6: 1. Kurulus, KNN Algoritmas: Degerlendirme Olciitii Sonuclar

min mean max std. dev.
True Pozitives 944 1909,5 | 2875 | 1.365,4232
False Pozitives 0 80,5 161 113,8442
True Negatives 944 1909,5 | 2875 | 1.365,4232
False Negatives 0 80,5 161 113,8442
Recall 0,8543 | 0,9271 1 0,103
Precision 0,947 | 0,9735 1 0,0375
Sensitivity 0,8543 | 0,9271 1 0,103
Specifity 0,8543 | 0,9271 1 0,103
F-measure 0,9214 | 0,9471 | 0,9728 0,0363
Accuracy 0,9595 | 0,9595 | 0,9595 0
Cohen’s Kappa | 0,8944 | 0,8944 | 0,8944 0

2. Savunma Sanayi Kurulusu Analiz Sonucglari

TABLO 9.7: 2. Kurulug, Naive Bayes Algoritmas1 Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 870 0
Negatif 0 401

TABLO 9.8: 2. Kurulug, SVM Algoritmasi Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 870 0
Negatif 10 391

TABLO 9.9: 2. Kurulug, KNN Algoritmas1 Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 870 0
Negadtif 49 352

Karmagiklik matrislerinden anlagilacag iizere her bir simflandirma algoritmasi 2. Ku-

rulug icin farkl dgerleri tiretmigtir. En bagarih simflandirmay: Naive Bayes algoritmasi

saglamigtir.
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TABLO 9.10: 2. Kurulug, Naive Bayes Algoritmas: Degerlendirme Olgiitii Sonuclar

min | mean | max | std. dev.

True Pozitives | 401 | 635,5 | 870 | 331,6331
False Pozitives 0 0 0 0

True Negatives | 401 | 635,5 | 870 | 331,6331
False Negatives 0 0 0 0
Recall 1 1 1 0
Precision 1 1 1 0
Sensitivity 1 1 1 0
Specifity 1 1 1 0
F-measure 1 1 1 0
Accuracy 1 1 1 0
Cohen’s Kappa 1 1 1 0

TaBLO 9.11: 2. Kurulug, SVM Algoritmas1 Degerlendirme Olciitii Sonuclar:

min mean max std. dev.
True Pozitives 391 630,5 870 338,7041
False Pozitives 0 5 10 7,0711
True Negatives 391 630,5 870 338,7041
False Negatives 0 5 10 7,0711
Recall 0,9751 | 0,9875 1 0,0176
Precision 0,9886 | 0,9943 1 0,008
Sensitivity 0,9751 | 0,9875 1 0,0176
Specifity 0,9751 | 0,9875 1 0,0176
F-measure 0,9874 | 0,9908 | 0,9943 0,0049
Accuracy 0,9921 | 0,9921 | 0,9921 0
Cohen’s Kappa | 0,9817 | 0,9817 | 0,9817 0

TABLO 9.12: 2. Kurulug, KNN Algoritmasi Degerlendirme Olgiitii Sonuclar

min mean max std. dev.
True Pozitives 352 611 870 366,2813
False Pozitives 0 245 49 34,6482
True Negatives 352 611 870 366,2813
False Negatives 0 24,5 49 34,6482
Recall 0,8778 | 0,9389 1 0,0864
Precision 0,9467 | 0,9733 1 0,0377
Sensitivity 0,8778 | 0,9389 1 0,0864
Specifity 0,8778 | 0,9389 1 0,0864
F-measure 0,9349 | 0,9538 | 0,9726 0,0266
Accuracy 0,9614 | 0,9614 | 0,9614 0
Cohen’s Kappa | 0,9077 | 0,9077 | 0,9077 0

2. Kurulusg verileri Degerlendirme Olciitii sonuclarina gére de en yiiksek dogruluk degerini

Naive Bayes simflandirma algoritmasinin sagladigy goriilmektedir.
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3. Savunma Sanayi Kurulusu Analiz Sonuclari

TABLO 9.13: 3. Kurulug, Naive Bayes Algoritmasi Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 266 0
Negatif 0 1236

TABLO 9.14: 3. Kurulug, SVM Algoritmasi Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 266 0
Negatif 0 1236

TABLO 9.15: 3. Kurulug, KNN Algoritmasi Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 108 158
Negatif 0 1236

Karmagiklik matrisi sonuglarina goére Naive Bayes ve SVM algoritmalar: ayni deger-
leri iiretirken, KNN algoritmasi daha digiik performans gostererek diger algoritmalarin

gerisinde kalmigtir.

Degerlendirme Olciitlerine gére 3. kurulus verilerinin sonuclar1 asagidaki gibidir:

TABLO 9.16: 3. Kurulus, Naive Bayes ve SVM Algoritmalar1 Degerlendirme Olciitii

Sonuclar:

min | mean | max | std. dev.

True Pozitives | 266 751 1236 | 685,8936
False Pozitives 0 0 0 0

True Negatives | 266 751 1236 | 685,8936
False Negatives 0 0 0 0
Recall 1 1 1 0
Precision 1 1 1 0
Sensitivity 1 1 1 0
Specifity 1 1 1 0
F-measure 1 1 1 0
Accuracy 1 1 1 0
Cohen’s Kappa 1 1 1 0
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TABLO 9.17: 3. Kurulug, KNN Algoritmas: Degerlendirme Olciitii Sonuclar:

min mean max std. dev.
True Pozitives 108 672 1236 797,6164
False Pozitives 0 79 158 111,7229
True Negatives 108 672 1236 797,6164
False Negatives 0 79 158 111,7229
Recall 0,406 0,703 1 0,42
Precision 0,8867 | 0,9433 1 0,0801
Sensitivity 0,406 0,703 1 0,42
Specifity 0,406 0,703 1 0,42
F-measure 0,5775 | 0,7587 | 0,9399 0,2562
Accuracy 0,8948 | 0,8948 | 0,8948 0
Cohen’s Kappa | 0,5294 | 0,5294 | 0,5294 0,5294

3. Kurulug Degerlendirme Olgiitii sonuclarina gére Naive Bayes ve SVM siuflandirma

algoritmalar1 bagari olgiitleri bakimindan daha dogru sonuclar iiretmislerdir.

4. Savunma Sanayi Kurulusu Analiz Sonuclar

TABLO 9.18: 4. Kurulug, Naive Bayes Algoritmasi Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 932 0
Negatif 0 382

TABLO 9.19: 4. Kurulug, SVM Algoritmasi Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 932 0
Negatif 6 376

TABLO 9.20: 4. Kurulug, KNN Algoritmas:1 Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 932 0
Negatif 119 263

Karmagiklik matrislerinden anlasilacag: iizere 4. Kurulusg verileri ic¢in en iyi sitmflandir-
may1 Naive Bayes siniflandirma algoritmasi saglamigtir. Naive Bayes algoritmasindan

sonra SVM algoritmas: da KNN algoritmasina gore daha yiiksek bagar1 géstermistir.

Degerlendirme Olgiitlerine gére degerlendirmeleri asagidaki gibidir.
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TABLO 9.21: 4. Kurulug, Naive Bayes Algoritmas: Degerlendirme Olgiitii Sonuclar

min | mean | max | std. dev.

True Pozitives | 382 657 932 | 388,9087
False Pozitives 0 0 0 0

True Negatives | 382 657 932 | 388,9087
False Negatives 0 0 0 0
Recall 1 1 1 0
Precision 1 1 1 0
Sensitivity 1 1 1 0
Specifity 1 1 1 0
F-measure 1 1 1 0
Accuracy 1 1 1 0
Cohen’s Kappa 1 1 1 0

TABLO 9.22: 4. Kurulug, SVM Algoritmas: Degerlendirme Olciitii Sonuclar:

min mean max | std. dev.
True Pozitives 376 654 932 393,1514
False Pozitives 0 3 6 4,2426
True Negatives 376 654 932 393,1514
False Negatives 0 3 6 4,2426
Recall 0,9843 | 0,9921 1 0,0111
Precision 0,9936 | 0,9968 1 0,0045
Sensitivity 0,9843 | 0,9921 1 0,0111
Specifity 0,9843 | 0,9921 1 0,0111
F-measure 0,9921 | 0,9944 | 0,9968 0,0033
Accuracy 0,9954 | 0,9954 | 0,9954 0
Cohen’s Kappa | ,9889 | 0,9889 | 0,9889 0

TABLO 9.23: 4. Kurulug, KNN Algoritmasi Degerlendirme Olgiitii Sonuclar:

min mean max std. dev.
True Pozitives 263 5975 932 473,0544
False Pozitives 0 59,5 119 84,1457
True Negatives 263 597,5 932 473,0544
False Negatives 0 59,5 119 84,1457
Recall 0,6885 | 0,8442 1 0,2203
Precision 0,8868 | 0,9434 1 0,0801
Sensitivity 0,6885 | 0,8442 1 0,2203
Specifity 0,6885 | 0,8442 1 0,2203
F-measure 0,8155 | 0,8777 0,94 0,088
Accuracy 0,9094 | 0,9094 | 0,9094 0
Cohen’s Kappa | 0,7582 | 0,7582 | 0,7582 0

4. Kurulug Degerlendirme Olciitii tablolarina gore Naive Bayes siniflandirma algoritmas:

diger iki algoritmadan daha bagarili sonucglar tiretmigtir.
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5. Savunma Sanayi Kurulusu Analiz Sonuclar:

TABLO 9.24: 5. Kurulug, Naive Bayes Algoritmasi Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 575 0
Negatif 0 1060

TABLO 9.25: 5. Kurulug, SVM Algoritmasi Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 575 0
Negatif 0 1060

TABLO 9.26: 5. Kurulug, KNN Algoritmasi Karmagiklik Matrisi

Pozitif | Negatif
Pozitif 513 62
Negatif 0 1060

Karmagiklik Matrislerinden anlagilacag: {izere 5. Kurulug verileri i¢in en iyi simflandir-
may1 Naive Bayes ve SVM Algoritmalar saglamigtir. KNN algoritmasi, Naive Bayes ve

SVM Algoritmalarinin sagladigr dogruluk degerine ulagamamiglardur.

Degerlendirme Olciitlerine gére degerlendirmeleri asagidaki gibidir.

TABLO 9.27: 5. Kurulus, Naive Bayes ve SVM Algoritmalar1 Degerlendirme Olciitii

Sonuclar:

min | mean | max | std. dev.

True Pozitives | 575 | 817,56 | 1060 | 342,9468
False Pozitives 0 0 0 0

True Negatives | 575 | 817,5 | 1060 | 342,9468
False Negatives 0 0 0 0
Recall 1 1 1 0
Precision 1 1 1 0
Sensitivity 1 1 1 0
Specifity 1 1 1 0
F-measure 1 1 1 0
Accuracy 1 1 1 0
Cohen’s Kappa 1 1 1 0




Boliim 9. Uygulama 7

TABLO 9.28: 5. Kurulug, KNN Algoritmas: Degerlendirme Olciitii Sonuclar:

min mean max std. dev.
True Pozitives 513 786,5 1060 386,7874
False Pozitives 0 31 62 43,8406
True Negatives 513 786,5 1060 386,7874
False Negatives 0 31 62 43,8406
Recall 0,8922 | 0,9461 1 0,0762
Precision 0,9447 | 0,9724 1 0,031
Sensitivity 0,8922 | 0,9461 1 0,0762
Specifity 0,8922 | 0,9461 1 0,0762
F-measure 0,943 | 0,9573 | 0,9716 0,0202
Accuracy 0,9621 | 0,9621 | 0,9621 0
Cohen’s Kappa | 0,9147 | 0,9147 | 0,9147 0

5. Kurulug Degerlendirme Olgiitii tablolarina gére Naive Bayes ve SVM siuflandirma

algoritmalar1 KNN algoritmasindan daha bagarili sonuclar iiretmiglerdir.

Tiim analiz sonuclar: agagidaki gibi 6zetlenmigtir.

TABLO 9.29: Siniflandirma Algoritmalari Genel Kargilagtirma Tablosu

Dogruluk Degerleri | Naive Bayes SVM KNN
1. Kurulug 100% 100% 95,955%
2. Kurulug 99,875% 99,213% | 96,145%
3. Kurulug 100% 100% 89,481%
4. Kurulug 99,981% 99,543% | 90,944%
5. Kurulug 100% 100% 96,208%

Kullanilan siniflandirma, algoritmalar: arasinda her bes veri seti i¢in de en yiiksek bagarim
Naive Simiflandirma algoritmasinda olmugtur; ancak SVM algoirtmasinin da bagar: deger-

leri Naive Bayes algoritmasina oldukca yakindir.

TABLO 9.30: Kuruluglar Arasi Genel Karsilagtirma Tablosu

1. Kurulus | 2. Kurulus | 3. Kurulug | 4. Kurulus | 5. Kurulug
Pozitif Yorum Orani 72,45% 68,03% 82,49% 70,95% 64,42%

Kuruluglar arasi genel kargilagtirmaya bakildiginda ise en yiiksek pozitif yoruma sahip

olan kurulug 3 kurulug olmusgtur.

Kuruluglara ait negatif yorumlarin hangi donemlerde nasil degigtigi ise Jekil 9.16’daki

grafik ile gosterilmektedir.
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SEKIL 9.16: Kuruluglarin 2018 Yilina Ait Negatif Tweet Oranlari

Grafik incelendiginde kurulusglarin genel olarak Mayis-Agustos aylari arasinda twitter

iizerinde aldiklar1 negatif yorumlarin arttigi gozlemlenmistir. Ozellikle 5. Kurulus icin

Temmuz 2018 dénemi; 2. Kurulug igin Mayis ve Agustos 2018 dénemlerinde yaganan

olaylara geriye doniiliip bakildiginda, hangi olaylarin sosyal aglar iizerinde etkili olarak

kuruluglarin itibarina dair negatif etkide bulundugu degerlendirilebilmektedir.
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TABLO 9.31: Literatiirdeki Benzer Duygu Analizi Caligmalarinin Dogruluk Degerleri

Dogruluk
Referanslar Yil Kullanilan Algoritma Veri Kapsami Degeri
Jose,Chooralil | 2016 | SWN, Naive Bayes, HMM Delhi Election Days 71.48
Sharm, Moh | 2016 | Naive Bayes, SVM Indian Election 78.4
Hodeghatta 2013 | Naive Bayes Hollywood Movies 79
Rane, Kumar | 2018 | RF,LR,DT,SVM,GNB,KNN | US Airline 86.5
Jain,Katkar 2015 | KNN, NB, Random Forest Political Leaders 99.64
Nizam, Akin | 2014 | Naive Bayes, SMO, KNN Gida Firmalar: 72.33
Akdemir 2019 | Naive Bayes, SVM, KNN Savunma Sanayi Firmalar1 | 100

Tablo 9.31’den de anlagilacag: iizere twitter verileri iizerinde uygulanan duygu anali-
zi ¢aligmalarinda en sik kullanilan algoritmalar Naive Bayes, SVM ve KNN olmusgtur.
Yapilan calismada bu sebeple bu algoritmalar kullanilarak yapilan siniflandirmalarin
dogruluk degerleri kargilagtirilmigtir. Sonuglar kargilagtirnldiginda literatiirde yapilan
benzer duygu analizi ¢aligmalarima kiyasla bu caligmada elde edilen dogruluk degerleri

daha yiiksek seviyeye ulagmigtir.

Dogruluk Orani genel olarak, simiflandiricinin ne siklikta dogru tahmin ettiginin bir
Olciisii oldugundan caligmalar esnasinda egitim veri seti ile test veri setinin ayrimini

dogru sekilde yapmak dogruluk oramimin belirlenmesinde biiyiik bir 6neme sahiptir.

Simiflandiricinin dogru simiflandirma iglemini gerceklestirmesinde ikinci 6nemli agama
egitim setinin dogru etiketleme iglemi yaptiginin kontroliidiir. Egitim seti ne kadar dogru

etiketlenmigse simflandiricinin dogru tahmin etme orani da bir o kadar artacaktir.

Yapilan ¢aligmada veri setlerinin boliintiilenmesinde %66 oran ve rastgele dagihm ter-
cih edilmigtir. Ayni zamanda veri etiketleme igleminin dogrulama iglemi gerceklegtiril-
migtir. Bu iglemler sayesinde siniflandiricilarin dogruluk oranlar: daha yiiksek seviyelere

ulagmigtir.
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Sonuc

Twitter uygulamasi, insanlarin giincel konular ile ilgili duygu ve diigiincelerini bildirdik-
leri giincel ve popiiler bir sosyal agdir. Twitter, aragtirmac: ve uygulayicilar igin dnemli

bilgiler sunan énemli bir veri kaynagidir.

Bu ¢aligma kapsaminda, Tiirkce Twitter mesajlar: {izerinde, makine 6grenmesine daya-
Ii simflandiricilar kullanilarak, duygu analizi gerceklestirilmigtir. (aligma kapsaminda
Tiirkce Twitter mesajlarmin simflandirilmasinda, i¢ temel makine 6grenmesine dayal
simiflandirici (Naive Bayes algoritmasi, destek vektor makineleri ve k en yakin komsgu)
kullanilmigtir. Yapilan caligmalarda, en yiliksek bagarim simiflandirma algoritmas: olarak
Naive Bayes algoritmast kullanildiginda elde edilmektedir. Savunma Sanayi alaninda be-
lirlenen 5 kurulus hakkinda yazilan twitter mesajlarinin duygusal polaritesi incelendiginde
ise en yiiksek bagarim 3. Kurulug'ta elde edilmigtir. Yapilan bu ¢aligmanin, twitter
verileri tizerinde uygulanan diger duygu analizi caligmalarindan farki; daha 6nce farkh
caligma konularinda, farkli zamanlarda kullanilan Naive Bayes, Destek Vektor Makineleri
ve K En Yakin Komsu algoritmalarinin sirket itibar1 konusunda ilk defa bu ¢aligma ile
bir arada kullanilmig olmasi ve 6nceki kullamimlarina gore daha yiiksek dogruluk deger-
lerine ulagmig olmasidir. Ayni zamanda tek bir veri seti yerine 5 farkli veri seti kul-
lanilarak ve kullamilan siniflandirma algoritma sayisi da arttirilarak hem algoritmalar

arasi karsilastirma hem de veri setleri aras1 karsilagtirma imkan: sunulmusgtur.

Gelecek caligmalarda farkli makine 6grenme algoritmalar: kullanilarak farkli veri setleri

iizerinde duyarlilik analizi ¢aligmalarinin gerceklegtirilmesi amaglanmigtir.
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Ek A

Java Kodu

package twitterinfo;

import java.io.FileWriter;
import java.io.lOException;
import java.util.List;
import twitterdj.*;

import twitterdj.conf.ConfigurationBuilder; public class TwitterInfo public static void

main(String||args) throws TwitterException, IOException
ConfigurationBuilder configurationBuilder= new ConfigurationBuilder();
configurationBuilder.setDebugEnabled(true)
setOAuthConsumerKey("rm3dwqzG0cUIAyh8tnQgks70M")

setOAuthConsumerSecret("02c1V8vwDOVIZpPDBJ2thX102t49GSBjwjclyaSwGu8
pStwTVs")

setOAuthAccessToken("211935066-5xM43IYyObSHYHjQOKh X 2e9sgyEQVnkjHXKM
BAn3")

setOAuthAccessTokenSecret("OcasiY LEGf5iCAdbMGfgGAOmEIoqf7XRsal7TPUUI
310cB");

TwitterFactory tf= new TwitterFactory(configurationBuilder.build());
81



Appendix A. Java Kodu
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twitterdj. Twitter twitter= tf.getInstance();

List<Status> status= twitter.getHomeTimeline();

QueryResult queryResult = twitter.search(new Query("text"));

// for (Status s:status)

// System.out.println(s.getUser().getName()+" "+s.getText()); //
try(FileWriter fw = new FileWriter("result.txt"))

for (Status tweet : queryResult.getTweets())
fw.write(s.get.user+tweet.getText());

fw.write("n");



Ek B

Mutluluk /Uzgiinliik Bildiren

Karakter ve Kelimeler

Mutluluk karakterleri 77:)777 77(:777 ”ZD”, ” Zd”, 77;)777 77:>777 77:)77
Uzgunluk karakterleri 77:(777 77):777 77>:(77 ”.q” 77:7(77 7, 77,(77

? ? 7 ? 7

TaBLO B.1: Mutluluk ve Uzgiinliik Kelime Tablosu

mutlu mutluluk bagar1 glic
tebrik sikkran tesekkiir gurur
keyif heves seving sevinmek
sevindirici haber degerli Onemli hayranlik
firsat odiil katk: giicli
giivenli giivenilir gurur kaynag: memnuniyet
cosku yetenek nezaket harika
nese kaynag: mutluluk kaynag: ilgi begenmek
mutluluktan ugmak bayram etmek can atmak yetenekli
giizel kaza zarar kriz
terdr acl hata heba olmak
iiziicii olay iziinti hosnutsuzluk hayiflanma
kusku iimidini yitirme umudunu kesme iimitsizlik
cgile cgile kirilmak dava
siiphe orgiit kumpas diig kiriklig:
yas tutma buhran kasvet caresizlik
sikint1 hayal kirikligi sanssizlik dovmek
endige verici tepki sopa gozalt
viriis can ¢ekigmek iimidini boga ¢ikarma | 6zlemini ¢ekme
miiteessir olmak kalbini kirmak daralmak lizgiin
oyalanma ¢Okiintii kivranma komik
giiliing giiliingliik dedikodu utanma
utang negelilik senlik birlik
gerginlik gerilmek gerilemek verimlilik
etkinlilik atilim kazandirmak kazang
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