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ONSOz

Glinlimiiz teknolojisinin dogurmus oldugu kag¢inilmaz sonuglardan biri de biiyiik veri
yigmnlaridir. Facebook, Twitter ve Instagram gibi son zamanlarin trend uygulamalarinda
birakin giinliikk veri akigini, anlik hesaplanmig veri akisinin biiyiikliigii dahi her gecen
gin tarifi zor bir asamaya ulagsmaktadir. Ulkemizde ise bu tarz kiiresel dl¢ekli olmasada,
insanlarin  diizenli olarak kullandiklar1 Sahibinden, Gittigidiyor, YemekSepeti,
Eksisozliik ve nice web sitesinde hatir1 sayilir biiyliklikte veri akisi ve kayidi
tutulmaktadir. Peki bu verilerin arka planda mihendislere, firma yoneticilerine ve ilgili
kisilere verilerin saklanilmasi i¢in harcanilan biiylik rakamlar diginda nasil bir faydasi
olabilir? Iste bu asamada, ahsilageldik istatistik islemleri disinda biraz da yeni
sayilabilecek "Veri Analistligi ve Veri Madenciligi" kavramlar: karsimiza ¢ikiyor. Veri
Analistleri bahsetmis oldugum cesitli veri yignlar1 lizerinde ORANGE, WEKA, R,
RattleGUI, MATLAB gibi programlarla kiimeleme, siniflandirma, genetik algoritmalar
gibi bazi1 teknikler kullanilarak veri madenciligi ile faydali olarak nitelendirebilecegimiz
sonuclar elde ederler. Ornegin bir e-ticaret sitesinde calisan veri analisti, havanin
yagmurlu oldugu giinlerde satilan iirlinleri dikte edip, haftalik hava durumuna gore,
vitrinde gosterilecek iiriinlerin kolayca satilmasi disiiniilen Grtinlerden belirlemesi ile
cironun artirilmasini saglayabilir. Iste bu gelismeler 15131inda yiiksek lisans egitimimde
tizerinde durmak istedigim alan olarak "Veri Madenciligi" ile ilgili bir konu belirledim.
Bu sebeple ¢ok tercih edilen veri madenciligi uygulamalar1 olan WEKA ve MATLAB
tizerinde kiimeleme algoritmalarini denemek istedim. Bu dogrultuda bana yardimlarin
esirgemeyen basta Sayin Prof. Dr. Zafer ASLAN olmak iizere, Bogazici Universitesi
Kandilli Rasathanesi ve Deprem Arastirma Enstitiisii'ne, her tiirlii destegini benden
esirgemeyen kiymetli aileme ve kardesim Faruk TAKAOGLU'na tesekkiirlerimi borg
bilirim.

Agustos, 2016 Mustafa TAKAOGLU
Bilgisayar Muhendisi
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BIRKAC VERI KUMESI iLE WEKA VE MATLAB UZERINDE KUMELEME
ALGORITMALARININ KARSILASTIRILARAK INCELENMESI

OZET

Giiniimiizde teknoloji takip edilmesi zor bir hizla ilerlemektedir. Bu ilerlemenin bir
sonucu olarak teknolojiden direkt veya dolayl olarak etkilenen sektorlerde birgok yeni is
alanlar1 ve alt sektorleri olusmustur. Bilisim teknolojilerinin alt dallarindan biri olan veri
taban1 sistemleri de bu teknolojik gelisimden etkilenmis ve kendi igerisinde yeni
teknolojik dallara sahip olmustur. Veri tabami analizi veya veri madenciligi buna
ornektir. Onceki zamanlarda verilerin &nemli olanlar1 saklanmakta ve geri kalani
olusturduklar1 ek depolama maliyetleri yiiziinden kullanilmamakta iken, gelisen yapay
zeka ve bilimsel esnek hesaplama yontemleri ile bu 6nemsiz gibi géziken veriler ciddi
onem kazanmugtir. Veri madenciligi lizerinde bilgi sahibi olan bireyler calistiklar
sektorler ile paralel olarak; gelecege yonelik cesitli tahminler, firmalarmin iginde
bulunduklar1 durumun anlik incelenmesi, sosyal medya verilerine gore miisteri
memnuniyeti ve bunu arttirmak igin yapilmasi gerekenler gibi bircok alanda basarili
sonuclar elde edebilirler. Daha ¢ok tahmin ve analiz islemlerinin 6nem kazandigi bu
giinlerde, tez calismamizda bu islemlerin kullanildig1 kiimleme algoritmalar1 ele
alimmustir. Bu tez caligmasindaki amacimiz K-Means kiimeleme algoritmasi, Expectation
Maximization kiimeleme algoritmasi ve Hiyerarsik kiimeleme algoritmlar1 iizerinde
derinlemesine bilgi sahibi olmak ve edindigimiz bilgileri uygun yazilim platformlar:
lizerinde denemektir. Bu amagcla, Bogazici Universitesi Kandilli Rasathanesi ve Deprem
Arastirma Enstitlisiinden aliman iklim verileri anlatilan kiimeleme algoritmalar iizerinde
denenmigtir. Kiimeleme algoritmalarinin herbiri MATLAB ve WEKA programlari
iizerinde uygulanmistir. Elde edilen sonuglar {izerinden kullanmis oldugumuz
programlar ve algoritmalarin karsilagtirilmalar1 yapilmistir. Son olarak MATLAB ve
WEKA kullanimlarinin avantajlar1 ve dezavantajlarindan bahsedilmistir.

Anahtar Kelimeler : WEKA, MATLAB, Kiimeleme Algoritmalari.
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USING COUPLE OF DATASETS, ANALYSIS BY COMPARING CLUSTERING
ALGORITHMS BETWEEN WEKA AND MATLAB PLATFORMS

ABSTRACT

Nowadays, it is impossible to follow technological developments because of it’s rapidly
growing trend. As a result of this trend, new branches of business sectors appear. One of
the sub branch of technology area which is called as database systems faced with same
situation. It is effected by this technological growing trend. Data mining sector had been
derivated like this way. Former database systems only cares personal and meta datas and
see the other datas as a weight. But today, with the help of artifical intelligence and
scientific flexible calculation ways data stacks has become more important than ever.
The people who become experienced about data mining and it’s usage, can use their
abilities in parallel business sectors.For instance, finance sector personnels can perform
their datamining skills on predicting the future of their special area. On the other hand,
company can measure gladness of their customers according to social media responses.
Business men can predict or estimate their current and future position in the global and
local market. As a summary, expectation of the employees which includes tech workers
and business specialists are using data mining solutions for prediction. And prediction
job has always links with clustering algorithms. That’s why | choose comparing
clustering algorithms over some Bogazi¢i University Kandilli Observatory and
Earthquake Research Institute values of Turkey as a master thesis of mine. For
accomplish this task, | used Matlab and Weka platforms as computer programmes. |
choosed mostly used clustering algorithms which are K-Means, Expectation
Maximization and Hierarchical Clustering algorithms to compare with each other. With
the help of these comparisons, | would like to be experienced about clustering
algorithms and their mostly used platforms. Firstly, | defined each algorithm on both
platforms and than | opportunity to compare them with each other according to their
advantages and disadvantages.

Keywords : WEKA, MATLAB, Clustering Algorithms.
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1. GIRIS

1.1 Cahisma Konusu

Yiksek lisans tezinde c¢alisma konusu, li¢ farkli kavram kombine edilerek elde
edilmistir. Kiimeleme algoritmalari, WEKA ve MATLAB bu dogrultuda ele alinmustir.
Ayrica tezimizden Uretilecek makalede, MATLAB'n bir uzantis1 olan Wavelet Toolbox
ile elde ettigimiz bazi sonuglar kullanilarak, olusan kiimelerde verilerin incelenmesi ve
yorumlanmasi amaglanmis, bu sebeple g¢alismanin konusunda yer almistir. Ayrica
yiiksek lisans tezinde yapilan ayrmtili arastirmalar sonucu algoritmanin tarihi, geligimi,
cesitleri ve 0zellikle iizerinde durdugumuz kiimeleme algoritmalar1 ayrintili bir bigimde
arastirilmis ve aciklanmistir. Veri Madenciligi, WEKA, MATLAB ve MATLAB
Wavelet Toolbox hakkinda, kiimeleme algoritmalarmin kullanimi disinda, birgok
ogretici bilgi verilmistir. Ayrica ¢alismada kullanilan veriler blyiik 6nem arz etmektedir.
Clnki kiimeleme algoritmalarmin uygulanmasi sonrasi elde edilen sonuglar, yukarida
belirtildigi iizere hazirlanmakta olan makalede bu sonuglarin yorumlanmalari
durumunda, iklimsel ¢ikarimlar yapilmasinda dnemli sonuclar elde edilmesinde buytk

fayda saglamistir.

1.2 Tezin Amaci

Veri madenciligine duyulan yogun ilgi sebebiyle yilksek lisans tezinde, veri madenciligi
konusuyla alakali bir alanda c¢aliyma amaglanmistir. Bu dogrultuda oncelikle veri
madenciliginin ne oldugu ve hangi platformlar kullanilarak gelistirildigi arastirilmistir.
Yapilan arastirmalar sonucunda hazirlanacak yiiksek lisans tezinin teknik bir konu

tizerinde yapilmasina kadar verilmistir.

Literatlir arastirmalar1 sonucu WEKA ve MATLAB platformlarinda belirlenmis
klimeleme algoritmalariyla, kiimeleme isleminin yapilip, elde edilen sonuglarin

karsilastirilmast ve Wavelet Toolbox ile yorumlanmasi amaglanmistir.



Bu sebeple kullanilan veri kiimelerinin iklimsel degerlerden olusmasina onem verilmis
ve tezimizden turetilecek makalede Wavelet'de alinan sonuglarin yorumlanmasi 1s1gida

elde edilen iklimsel ¢ikarimlarin agiklanmasi amaglanmistir.

1.3 Literatiir Arastirmasi

Asagida yaptigimiz literatiir arastrmasi sonucu elde ettigimiz makaleler basliklar
halinde verilmistir. Literatiir arastirmasinda belirlenen makalelerin incelenmesi
sonucunda; yuksek lisans tezimizde faydalandigimiz yada konsept olarak alakali

buldugumuz tezlerin 6nemli noktalar1 agiklanmustir.

Classification of the different thickness of oil firm based on wavelet transform
spectrum information (Farkh kahnhktaki petrol firmasinin dalgacik doniisiimii

spektrum bilgisine bagh olarak simiflandirilmasi)

Cinli bilim adamlar1 bu makalelerinde petrol sivisinin akigkanlik kalmligmin {izerinde
Wavelet dalgacik doniigiimii ile arastirma yapmuslardir. Alisila geldik yontemlerin
dezavantajlarmi goz Oniinde bulundurarak, daha avantajli bir smiflandirma yontemi
sunabilmek amaciyla yapilan bu g¢alismada daha tutarli sonuglara ulagmislardir. Bu
dogrultuda siniflandirma metodlarmi Wavelet dalgacik dontisumini spektral verilerine
dayandirarak yapmuslardir. Bu yOntemde tamamen entegre edilmis hiperspektral
verilerin guclu spektral sureklilikleri ve zaman frekanslar1 ile wavelet doniistimii
kullanilarak olumlu sonuglar elde edilmistir. Bu makalede kendi tezimizle alakali ve
faydali gordiigimuz nokta; wavelet siniflandirmasinin giizel bir 6rneginin bulunmasidir.
Ayrica makale igerisinde waveletin kullanim sekli ve 6zellikleri hakkinda da ¢ok guzel

bilgilere ulasiimistir (Bin, Chen, Dongmei, Jianyong, Shouchang, Yajie ve Yi, 2015).

Performance analysis of discrete wavelet transform based first-order statistical
texture features for hardwood species classification (Ayrik dalgacik doniisiimii ile
birinci  dereceden istatiksel ahsap tiirlerinin doku o6zelliklerine gore

siniflandirmamin performans analizi)

Bu aragtirma direkt olarak Wavelet doniisiimii asamalar1 hakkinda temel bilgiler
vermekte olup. Cok basarili bir ¢alismadir. Hindu bilim adamlar1 makalelerinin &zet

boliimiinde arastirmalarini su sekilde ifade etmislerdir. Basit ve verimli bir yontem olan



DWT, Discrete Wavelet Transform, yani ayrik dalgacik doniisiimiinii birinci dereceden
istatistiksel dokuyu FOS, First-Order Statistical esas alarak ahsap tiirlerinin mikroskobik
gorlintiilerini  smiflandirmaya calismiglardir. 25 ¢esit 500 adet mikroskobik ahsap
fotografi kullanilarak bu arastirma yapilmistir. Her gorlintii dbl- dbl0 araligindaki
filtrelerden kullanilarak analiz edilmis ve smiflandirma yapilmistir. Elde edilen
sonuglara gore kullanilan veriler dogrultusunda db3 kaynakli analiz en verimli sonuglar1
vermis, 96.80% oraninda, ve elde edilen istatistiksel sonuglar (0-1) araliginda olmustur

(Anand, Dewal, Gupta ve Yadav, 2015).

Wavelet packet texture descriptors based four-class birads breast tissue density
classification (Birads gogiis dokusu simiflandirmasina gore dalgacik paket doku

tanimlayicilari)

Bu arastirmalarinda Hindu bilim adamlari meme kanseri ve tiirevi hastaliklarin
teshisinde kullanilan CAD sistemleri yani bilgisayar destekli teshis sistemlerine
alternatif yada daha basarili bir yontem sunmak amaciyla Wavelet siniflandirma
algoritmalar1 kullanarak DDSM, Digital Database for Screening Mammography, verileri
ile kiyaslama yapmaktadirlar. Burada karsilastirdiklart CAD sistemi dordiincii derece
BIRADS, Breast Imaging Reporting and Data Systems, standartlart meme dokusu
yogunlugu smiflandirmas: esas alinacaktir. Arastirma toplamda 480 mamogram ile
yapilmigtir. Her veri i¢in mean, standard deviation ve energy descriptorlari
hesaplanmistir. Ve mesleki bilgileri dogrultusunda gerekli karsilastirmalar1 yapmisglardir.
Radyologlarin meme dokusu yogunlugundaki olumsuz degisiklikleri erken teshis
edebilmesi ¢ok Onemlidir. Bu dogrultuda tedavinin sekli ve siiresi daha saglikli
belirlenir. Bu arastirma sonucunda ise Wavelet simiflandirmasi ile yapilan islemler ¢cok
basarili sonuclar ortaya koymustur. Toplamda 73.7% oraninda bir siniflandirmada basar1
goriilmiistiir. Ayrica kullanilan sistemler 75%, 68.3%, 55%, ve 96.6%'lik BIRADS-I i¢in
kazanimlar elde etmistir. BIRADS-II, BIRADS-11l ve BIRADS-IV siniflarinda da

benzer kazanimlar elde edilmistir (Bhadauria, Kumar ve Virmani, 2015).



Weka yazihminda k-ortalama algoritmasi kullamlarak konjestif kalp yetmezligi

hastahg teshisi

Bu arastrmalarinda Tiirk bilimadamlar1 WEKA veri madenciligi uygulamasi ile bir
kiimeleme algoritmasi olan K-Means algoritmasini kullanarak konjestif kalp yetmezligi
olan Kkisilerin teshisi tizerine ¢alismiglardir. Direkt olarak makalemizde Uzerinde
calisgtigimiz bir konu olmasi sebebiyle ¢alismalarimiz igin ¢ok faydali bir makaledir.
Arastirmacilar bu dogrultuda istedikleri teshisi koyabilmeleri icin KHD verilerini
WEKA'da K-Means algoritmasina sokmus ve sonuglari incelemiglerdir. KHD verilerini
29 adet KKY hastast ve 54 adet kontrol grubunu olusturan kisiden almislardir. Sonug
olarak 4 kiime kullanarak yaptiklar1 aragtirmada 98.79% oraninda basari elde etmislerdir.
Ayrica makalelerine WEKA hakkinda da bazi faydali bilgiler paylasilmustir (Isler ve
Narin, 2012).

Scalable integrated region-based image retrieval using IRM and statistical
clustering (IRM ve istatistiksel kiimeleme kullanmilarak ol¢eklenebilir entegre bolge

tabanh goriintii alma)

Bilim adamlar1 Wavelet kullandiklar1 makalelerinin basinda, istatistiksel kiimeleme
algoritmas1 6lgeklenebilir goriintli alma sistemlerinin tasariminda onemlidir demislerdir.
Bu sebeple de caligmalarinda bolge segmentasyonuna dayali indeksleme ve goriintii
almak i¢in Olceklendirilebilir bir algoritma sunmuslardir. Methodlar1 istatistiksel
kiimeleme kullanir ve bolge 6zellikleri ve IRM, Entegre Bolge Eslestirme, arasindaki
genel benzerlikleri degerlendirmek icin gelistirmiglerdir. Makalelerinde ayrintili bir
sekilde yapilan c¢alismalar agiklanmigtir. Arastrmalarinin sonucunda 200.000 resim
kullanilarak yiiksek verimlilik ve algoritmada saglamlik elde edilmistir. Kiimeleme
verimliliginin daha Spiyi bir istatistik kiimeleme algoritmas: kullanilarak
artirilabilecegini sdylemektedirler. Daha iyi bir modelleme ve eslestirme semas: ile elde
edilecek dogruluk orani artirilacaktir denilmektedir. Ayrica bu arastirmalarini ilerleyen
calismalarinda biomedical ve multimedia verileri {izerinde de test etmeyi

planlamaktadirlar (Du ve Wang, 2001).



A New wavelet-median-moment based method for multioriented video text
detection (Cok odakh bir video metin tespiti icin yeni bir dalgacik medyan moment

tabanh yontem)

Singapur ve Hindistan ortak c¢alismasi olan bu aragtirmada bilim adamlar1 yeni bir
method gelistirmeye c¢alismislardir. Benim bu makaleyi faydali bulmamizin sebebi
icerisinde  Wavelet ve K-Means kiumeleme algoritmalarindan faydalaniimasidir.
Arastirmacilar kesin olarak basarili diye adlandirilacak bir kazanim elde edememis
olsadalarda, edinilen seviyede fark edilen eksiklikler giderilebilir durmaktadir. Bu
sebeple gelecek vaadeden kiymetli bir ¢aligmadir. Burada yeni bir Wavelet median
moments Ozelligi gelistirip videolardan text detection dedigimiz islemi yapmaya

caligilmistir (Dutta, Pal, Shivakumara ve Tan, 2010).
WaveCluster with differential privacy (WaveCluster diferansiyel gizlilik)

Bu makalede bilim adamlar1 WaveCluster'm grid tabanli kiimeleme algoritmalarinin
onemli bir parcasi oldugunu ve serbest ¢izilmis bir sekil kiimesi bulmada yeterli
oldugunu belirtmektedirler. Bu sebeple ¢alismalarinda yeni ve genel gegerliligi olan bir
Wavelet doniisiim teknigi gelistirmek ve bunu yaparkende WaveCluster algoritmasinin
diferensiyel biitliinliigiiniide saglamaya 6zen gostermektedirler. Bu sebeple de 4 kiime
iizerinde 2 teknige odaklanmislardir ve bu dogrultuda arastrmalarin1 yapmigladir.
Teknik anlamda ¢ok degerli olan bu calisma, kendi tezimizin olusturulmasinda ¢ok
faydali olmustur. Wavelet ve kiimeleme algoritmalarinin incelenmesi noktasinda
saglamis oldugu farkindalik literatiir taramasinda bu makaleyi se¢memizin baslica
sebebidir (Chen, Chirkova ve Yu, 2015).

Applicability of data mining algorithms for recommendation system in e-learning

(E-68renme oneri sistemi icin veri madenciligi algoritmalar1 uygulanabilirligi)

Makalelerinde 6grencilere online egitim sistemlerinde ders tavsitesinde bulunacak bir
veri madenciligi algoritmasi lizerine ¢alismiglardir. K-Means kiimelemesi ve Apriori
algoritmasi birlestirilerek Java'da bir algoritma gelistirerek bunu yapmaya calismislardir.

WEKA'da platformunda da test etmislerdir.



Arastirmalarinda ayrintili bir sekilde konuya nasil yaklastiklarin1 ve nasil yaptiklarmi
anlatmiglardir. Sonug olarak gelistirdikleri algoritmanin, hali hazirda kullanilan Apriori

algoritmasindan daha iyi oldugu ortaya ¢ikmistir (Aher ve Lobo, 2012).

Spectral clustering algorithm for navie users (Naif kullamicilar igin spektral

kiimeleme algoritmasi)

Makalelerinde Spektral Kimeleme Algoritmasi {iizerinde ¢aligmiglardir, K-Means
algoritmasi bir¢cok yerde kiyaslama agisindan bahsedilmistir. Makalelerinin isminin de
icinde gecen, profesyonel olmayan siradan kullanicilarin, Navie, Spektral kiimelemeyi
kolaylikla kullanabilmeleri ve profesyonel bir bilgiye sahip olmadan optimize edilmis
kiimelerin sayisina erismelerini amaglamislardir. Iris verileri iizerinde ¢alismislardir ve
WEKA programi kullanmiglardir. Spektral Kiimeleme Algoritmasi ile bu veri kiimesi
kolayca ii¢ kiimeye ayirilmistir. Bunu standart K-Means algoritmasi ile yapmak ¢ok
daha zor ve cetrefilli olacagi gibi yeterli mesleki alt yapisi olmayan bir kullanicinin
icinden c¢ikabilecegi bir durum degildir. Bircok agidan o6gretici nitelikte olan bu
makalede bizim de kendi ¢alismamizda iizerinde durdugumuz WEKA ve K-Means
algoritmas1 hakkinda bilgiler vermesi sebebiyle ¢ok faydali bir kaynak olmustur (Rao,

Suryanarayana ve Veeraswamy, 2015).

Using wavelets to classify documents (Dalgacik doniisiimiinii kullanarak belgeleri

siniflandirmak)

Wavelet siniflandirmasi lizerinde durulan bu makalede kelimelerden olusan metinlerin
sinyal gibi davranip, sinyal isleme aletlerince sinyalmis gibi analiz edilmesi {izerinde
calismislardir. Bu yeni yaklagim sayesinde siniflandirma algoritmalarinda ¢ok daha
verimli ve hizli bir sonu¢ alinmasi amag¢lanmistir. Malumunuz giinlimiizde Fourier ve
Cosine ayrik transformasyon cesitleri metin smiflandirilmasinda  ¢ogunlukla
kullanilmaktadir. Elde edilen sonuglar 1518inda bu yaklagimin daha da genisletilip tiim
wavelet tiplerinde de kullanilmasi gerektigini gdstermistir. Alisilageldik yontemlere
nazaran ¢ok daha iyi sonuglar alinmigtir. Wavelet hakkinda bilgi edinmek agisindan ¢ok
faydali bir makaledir. Siniflandirma ve kiimeleme algoritmalari ayn1 sey olmasAda
birbirinden ayrildiklar1 farklar1 gérmek ve mantigni anlamak agisindan ¢ok yararli bir

arastirmadir (Castro, Pinheiro, Souza ve Xexéo, 2008).



Acik kaynak kodlu veri madenciligi programlari: WEKA'da 6rnek uygulama

Gazi Universitesi Elektronik-Bilgisayar Boliimii Bilim Insanlar1 bu arastirmalarinda veri
madenciligi programlar1t WEKA, R ve RapidMiner(YALE) hakkinda faydali bilgiler
vermislerdir. Ayrica WEKA'da gelistirilmis 6rnek bir uygulama da yapmislardir. WEKA
giinlimiizde popiiler bir veri madenciligi programi olmasi sebebiyle makalenin ¢ogunda
yer almaktadir. WEKA'da veri temizleme, veri doniistiirme ve modelleme ¢ok giizel
aciklanmistir. Ayrica R programmin da agiklanmasi ¢ok faydali olmustur. Ciinkii R,
grafikler tiizerinde veri analizi agisindan ¢ok Onemli bir programdir. Son olarak
makalelerinde bu ii¢ veri madenciligi programi karsilastirilmis ve ¢ok faydali bir ¢galisma

elde edilmistir (Dener, Dorterler ve Orman, 2009).

Formation of attribute spaces using wavelets in automatic classification of
explosives (Dalgacik doniisiimiinii kullanarak patlayicilarin otomatik olarak

siniflandirilmasi)

Bulgar Bilim Insanlar1 nitelik uzaymin olusumunu patlayicilarin smiflandirilmasini
kullanarak agiklamayr amaglamislardir ve bunun i¢in de Wavelet doniisiimiinii
kullanmiglardir. Wavelet doniisiimiinii kavrayabilmek ve program hakkinda yapilan
deneyler ile bilgi sahibi olmak amaciyla bu makaleyi literatiir taramasina eklemis
bulunmaktadir. Bu makalede elde edilen sonuglari sirayla agiklayacak olursak,
patlaticilarin temassiz ultrasonik siniflandirilmasi basariyla gerceklestirilmistir. Deneysel
olarak ayrik Wavelet doniistimiinii hayali goriintii tanima methoduna adapte ederek
patlayicilarin smiflandirilmast kanitlanmistir. Patlayicilarin siniflandirilmasinda ayrik
Wavelet doniisiimiiniin kullanilmasi, uygun Wavelet ve ayrisma seviyesi saglandiginda

olumlu sonuglar vermistir (Ilarionov, Shopov, Simeonov ve Kilifarev, 2008).

Wavelet-based anytime algorithm for k-means clustering of time series (Zaman

serilerinde k-kiimeleme kiimelemesiyle dalgacik tabanh her zaman algoritmasi)

Direkt olarak hazirlamakta oldugumuz makale ile alakali olan bu ¢alismada, K-Means ve
Haar Wavelet doniisiimii kullanilmistir. Zaman serileri lizerinde caligilan bu makale
sonucunda ¢ok etkileyici sonuglar elde edilmistir. Kiimeleme algoritmasi olarak
kullandiklar1 K-Means algoritmasina farkli bir yaklagimda bulunarak, her ¢6ziimiin

sonundaki final merkezlerini tekrardan bir sonraki ¢dziimiin baslangic merkezi olarak



kullanarak algoritmanin ¢alisma zamanni biiyiik bir oranda hizlandirmis ve daha kaliteli
bir kimeleme elde etmislerdir. Anytime algoritmasi dedikleri bu yaklasim sayesinde
geleneksel K-Means algoritmasina kiyasla ¢ok daha hizli sonu¢ elde edilmistir ve elde
edilen kiimeleme daha kaliteli sonu¢ vermistir. Burada dikkat edilmesi gereken bir diger
husus da sudur: Anytime algoritmasi kullaniciyr program ¢alisirken, herhangi bir
asamada miidahale etme olanagi tanimaktadir (Gunopulos, Keogh, Lin ve Vlachos,
2003).

Clustering signals using wavelets (Dalgacik doniisiimiinii kullanarak sinyal

kiimelemesi)

Makalelerinde sinyaller {izerinde c¢alismiglardir. Sinyal kiimelemesi yapmak i¢in
Wavelet déniisiimiinde faydalanmislardir. ik olarak Wavelet hakkinda bilgi verilen
makalede daha sonra kullandiklar1 Wavelet tabanli sinyal kiimeleme prosediirlerini
anlatmiglardir. Bu bilgiler 1s1g8inda da Wavelet de sinyal verileri tizerinde bir kiimeleme
caligmas1 yapip sonuca baglamislardir. Cok Ogretici bir makaledir. Wavelet hakkinda
bilgisi zayif olan herkesin okurken ¢ok sey Ogrenecegi bu makale, kendi tezimizin
Wavelet ile kiimeleme algoritmalari kullanilan kisimlarinda ¢ok faydali olacaktir (Misiti,

Muisiti, Oppenheim ve Poggi, 2007).

Rfid-enabled supply chain detection using clustering algorithms (Kimeleme

algoritmalarim kullanarak RFID o6zellikli tedarik zinciri algilama)

Oncelikle burada hatirlamamiz gereken sey RFID kavrammin giiniimiizde neye tekabiil
ettigidir. RFID tiirk¢ce agiklamasiyla: Radyo frekansi ile tanimlama giiniimiizde ¢okga
kullanilan radyo frekanslar1 yardimiyla herhangi bir nesneyi gerekli aletler kullanildig:
zaman tanimamizi saglayan bir ¢esit barkod sistemidir. Sekil 1.1' de gordiigiimiiz {izere,

RFID bilesenleri; yonga, anten ve kaplamadan olusmaktadir.



Kaplama

Sekil 1.1 : RFID Etiket Ornegi

Yukaridaki bilginin ardindan bu makalelede, Weka platformunda 7 adet farkli kiimeleme
algoritmas1 kullanarak, Rfid kullanilan tedarik zincirinin tespitini yapmaya caligiimistur.
Bu dogrultuda birlikte ¢alistiklar1 firmanin yetkililerinden yasanilan zorluklar hakkinda
bilgiler almis ve sahtekarlik, dolandiricilik probleminin iizerine odaklanmislardir.Bu
sebeple denedikleri 7 kiimeleme algoritmalarinin sonuglarimi inceleyerek ihtiyaci
kargilamaya yonelik bir yaklasim gelistirmislerdir. Bizde 0zel siparis yazilim
sayilabilecek bu ¢aligmalarini makale haline getiren arastirmacilar ¢ok bilgilendirici bir

makale yaymlamiglardir (Azahar, Hassan ve Singh, 2015).






2. MATERYAL VE METOD

2.1. Materyal

Tezimde kiimeleme algoritmalarmin Weka ve Matlab platformlarinda uygulanip elde

edilen sonuglarin incelenmesi amaciyla ii¢ veri kiimesi iizerinde ¢alisilmistir. Bunlar:

e Kandilli sicaklik verileri (Son bir asrin verilerini igcermektedir)
o Kandilli riizgar siddeti verileri (Son bir asrin verilerini igermektedir)

e Tiirkiye illeri ortalama sicaklik verileri (Son bir asrin verilerini igermektedir)

Verilerimizin kullanimi agamasinda 64 satirlik gruplar olusturacak sekilde bir secim
yapilmistir. Bunun sebebi Matlab'da kiimeleme algoritmalarinin uygulanmasi sonucu
elde edilecek verilerin, Wavelet Toolbox'da kullanimi asamasinda kolaylik
saglanmasidir. Veri kiimelerimizin uzantilarini da belirtecek olursak; Kandilli sicaklik
verileri ve Tiirkiye illeri ortalama sicaklik verileri santigrat, Kandilli riizgar siddeti
verilerinin uzantilar1 m/sn'dir. Bu verilerin ve kiimeleme algoritmalarinin islenip,
kargilagtirmalarin yapilabilmesi amaciyla asagida belirtilen donanim ve yazilimlar

kullanilmigtir. Bunlar:

e Bir adet kisisel bilgisayar ve tagmabilir hard disk
e Weka (Veri madenciligi programr)
e Matlab (Cok paradigmali sayisal hesaplama yazilimi)

e Matlab Wavelet Toolbox programi

2.2. Metod

Calismamizda metod olarak asagidaki boliimlerde bahsedilen algoritmalardan ii¢ tanesi

secilmistir. Bunlar:

e K-Means Kiimeleme Algoritmasi

e Hiyerarsik Kiimeleme Algoritmasi
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e Expectation Maximization Kiimeleme Algoritmasi

Ayrica Wavelet Toolbox'da analizlerimizden derledigimiz veriler kullanilarak
¢ikarimlarda bulunulmustur. Elde edilen ¢ikarimlar tezimizden tiretilen bir makalede

aciklanmak amaciyla hazirlanmaktadir.

2.2.1. Algoritmanin tanimi

Algoritma i¢in ulasabildigimiz bilgi kaynaklarinda birbirine benzer ve ayni yola ¢ikan
bir ¢ok agiklama bulunmaktadir. Peki daha basite indirgeyerek algoritmayi tanimlamak
gerekirse nasil bir tanim yapilmalidir? En basit sekilde algoritmaya kisaca ¢oziim yolu
denilebilir. Sorunun, problemin, yapmak istedigimiz seyin ne oldugu ¢ok 6nemli
degildir. Yapilmasi gereken sey onu ¢ozmektir. Bu asamada kabul gérmiis iki yaklagim
vardir. Bir tanesi ig¢giidiisel olarak sorunlara yaklagmak ve ¢oziime kavusturmak. Ki bu
durumda eksiklikler ve hatalar is ¢oziiliirken goriiliir ve tamamlanir. Dolayisiyla ¢oziim
tahmin edilenden daha maaliyetli olur. Burada maaliyetten kasit zaman, harcanan is
giicti ve para olarak diisiiniilebilir. Ikinci yontem ise olaya bilimsel bir agidan yaklagmak
ve onu nitel ve nicel olarak etraflica inceleyip bir plan yardimiyla ¢0zime
kavusturmaktir. Bunu basarabilmek igin gerekli olan seyleri kabaca su sekilde
aciklayabiliriz. Oncelikle problemin tespiti cok 6nemlidir. Problem tespit edildikten
sonra bunu nasil ¢dzecegimize odaklanip kabaca bir ¢éziim sistemi gelistirilir. Eger bu
sistem matematiksel bir soruna odaklaniyorsa kullanacagimiz veriler o dogrultuda
secilir. Aksi durumda kullanilacak degerler uygun bir veri tiiriinde segilir. Verilerimiz ve
¢oziim yolumuz belli oldugunda, isleri daha anlasilir yapmak amaciyla akis diyagrami
dedigimiz teknige bagvururuz. Bunlar genelde hep bir biitiin gibi ele alinir ve anlatilir.
Ancak burada algoritma kavraminm karsiligi, gelistirmis oldugumuz ¢6ziim yontemidir.
Olay1 biraz daha bilgisayar ile alakali hale getirip basit bir 6rnek algoritma yaparsak. C
platformunda sadece toplama islemi yapan bir program yapmak istedigimizi diisiinelim.
Burada ilk olarak 6grenmemiz gereken sey toplamanin nasil yapildig: ve hangi veriler ile
yapildigmi 6grenmek olacaktir. Yapacagimiz arastirmalar sonucunda C platformunda
basit bir toplama islemi yapmak istiyorsak kullanicidan talep edecegimiz verinin bir turi
olmas1 gerektigini goriirliz. Burada program calistiginda alinacak sonucun basit olmasi

amaciyla, verileri integer yani tam say1 belirliyoruz. Ayrica secilebilecek birgok veri turi
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oldugunu da hatrrlatmak gerekir; char, int, float, double gibi.  Algoritmamizi
olustururken ilk 6nce toplanacak iki adet integer veri bulmamiz gerektigini biliyoruz.
Bunlar1 programi kullanan kisiden istememiz gerekmekte. Bu sebeple program
calistirildiginda kullanicidan iki adet integer veri istenilecek. Sonra bu iki veriyi
toplamamiz gerekir. Biraz C programinda bilgi sahibi oldugumuzda goriiyoruz ki,
toplanacak iki verinin bir baska degiskene atanmasi dogru bir yaklasimdir. Bu sebeple
integer olan bir ¢ degeri programimiza tanitip, kullanicidan aldigimiz iki degeri toplayip
burada sakliyoruz. Sonra c degerini ekrana bastirip en son adim olan algoritmay1

sonlandirtyoruz. Bu tasarladigimiz algoritmayi siralayacak olursak:

1. Basla

2. Birinci veriyi iste ( birinci veri a olsun)

3. Ikinci veriyi iste ( ikinci veri b olsun)

4. Iki veriyi toplayp iiciincii degiskene kaydet ( iigiincii veri ¢ olsun)
5. Ugiincii degiskeni ekrana gonder

6. Bitis

Bu alt1 adimdan olugam ¢6ziim yonteminin tamamui algoritma olarak adlandirilir. Yapmis
oldugumuz bu 6rnek, konunun anlasilmasi1 amaciyla verilebilecek en yalin ve basit
ornektir. Sonraki adimda algoritmanin akis diyagraminda gosterilmesi gerekmektedir.
Evrensel akis diyagrami sekilleri kullanilarak hazirlanan bu diyagramlar algoritmanin
kodlanmasindan once yazilimciya yol gosterme agisindan biiyiik 6nem arz etmektedir.

Algoritmamizimn akig diyagramini gosterecek olursak:
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Sekil 2.1 : Akis Diyagrami Ornegi

Sekil 2.1'de gordiigiimiiz tizere, yazili olarak belirledigimiz algoritmamiz gayet basit ve
anlagilir bir bicimde akig diyagramina ¢ekilmistir. Bundan sonraki adim bu algoritmay1
programa dokmektir. Asagida yazdigimiz kod, bu algoritma ve akig diyagraminin

karsiligidir ve istenileni eksiksiz vermektedir.

#include <stdio.h>
#include <stdlib.h>
int main()

{

int a;

int b;



printf("ilk integer sayiyi giriniz: \n");
scanf(“%d”,&a);

printf("ikinci integer sayiyi giriniz: \n");
scanf(“%d”,&b);

int c;

c=a+b;

printf("\nToplamlari: %d",c);

return O;

¥

Sekil 2.2'de evrensel olarak kullanilan akis diyagrami sembolleri ve anlamlar1 hakkinda
bilgiler verilmistir. Internette akis diyagranmm ¢iziminde kullanilan birgok site
bulunmaktadir. Goriintii olarak ¢ok daha profesyonel akis diyagramlari ¢izmenize
yardimct olur. Ancak basit bir Microsoft Paint programu ile ihtiyaciniz olan diyagrami

¢izmeniz mumkundur.

simge | () [ ] <> 8 =t H

i Basla/Biti nee Genel islem enetim - Manyetik Ak
Islev asla/Bitir Girdi/Cikt 5 (Karar] Dick Vi

Simge D D G D U 0

Yazici Gorintu Ele ile Girdi Dongii Sayfa Balac Yordam
Ciktisi Ciktis| (Klavye) Baglaci Cagirma

islev

Sekil 2.2 : Akis Diyagrami Sembolleri
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2.2.2. Algoritmanin tarihcesi

Gunumuzde algoritma denildiginde insanlarin aklinda matematik ile 6zlesmis bir anlam
uyanir. Cok dogru bir tespittir bu. Ciinkii algoritmaya ismini veren ve ilk matematik
kitab1 olarak kabul edilen "Hisab el-cebir ve el-mukabala”, matematik denildiginde akla
ilk gelen isimlerden biri olan Harizmi tarafindan yazilmistir. Matematigin babasi olarak
taninir. Asil adi Muhammad ibn Misa al-Khwarizmi olan Harizmi 780 ve 850 yillari

arasinda yasamistir.

Sekil 2.3 : Al-Khwarizmi

Yapmis oldugu calismalar ve yazdigi kitaplar latinceye c¢evrilmis ve Avrupa
medeniyetinin gelismesinde biiyiik katki saglamistir. Algoritma kelimesi, Harizmi'nin
isminin latince yazilmasi sonucu ortaya c¢ikmistir. Al-Khwarizmi fonetik olarak
Avrupalilarca telafuz edildiginde Algoritmi, Algorithm olarak sdylenmesi ve bunun
yaziya dokiilmesi sonucu gunumuzin "Algoritma™ kelimesi ortaya ¢ikmustir. Yukarida
Sekil 2.3 'de Harizmi'nin resmini gorebilirsiniz (Url-1). Ayrica Sekil 2.4'de Harizmi'nin
Cebir Kitabi'ndan bir sayfa ve bunun Fredrick Rosen'in The Algebra of Al-Khwarizmi

adli kitabinda ki bir gevirisini gorebilirsiniz (Karpinski, 1912).
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We vopresent the squure by & quadrate A I, the

length of whose side we do not know.  To this we joing

paraliclogram, the breadth of which js equal 1o ohe of

the sides of the guadeate A I, such as the side H N,

This paralellogram is HB. The length of the twe

Sekil 2.4 : Cebir Kitab1 Ornegi ve Cevirisi

Tabii ki ilk algoritma érnekleri Harizmi tarafindan verilmemistir. MO 1600 Babiller,
MO 300 Oklid, MO 200 Eratosthenes Elemesi olarak bilinen Eratosthenes'in algoritma
uzerindeki ¢aligmalar1 6rnek verilebilir. Milattan 6nce 300 yillarinda ©klid algoritmasi
ve Oklid'in aksinomlar1 olduk¢a 6nemlidir (Cooke, 2005). Babil kil tabletlerin de saat,
yer ve astronomik olaylarm hesaplanmasi gibi durumlar icin algoritmik prosedurler
kullanildig1 goriilmektedir (Aaboe, 2001). Bunlar disinda milattan sonraki zamandan

giinlimiize kadar gelistirilen bazi algoritmalar ve bilimadamlarimi hatirlamak gerekirse:

263 yilinda Liu Hui, Gaussal elemeyi agiklamistir.

John Napier 17. yy.'da gelistirdigi method ile algoritma kullanan hesaplamalar yapmustur.
Yine 17. yy.'da Isaac Newton, Newton-Raphson metodunu gelistirmistir. Ayni yiizyil'da
Joseph Raphson da bu methodu bagimsiz olarak bulmustur. 19. yy.'da Carl Friedrich

Gauss, Cooley-Tukey algoritmasini gelistirmistir.
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20. yy. baslarinda Boruvka algoritmasi ardindan Boris Delaunay tarafindan, Delaunay
tiggen boliimlemesi gelistirilmistir.  Yirminci yiizyi1l ortalarinda ise gelistirilen
algoritmalardan bahsedecek olursak; John von Neumann'in gelistirdigi Birlestirmeli
Siralama ornek verilebilir. Iki yil sonra George Dantzig'in gelistirdigi Simplex

Algoritmas1 bir drnektir.

1950'ler David A. Huffman, Harold H. Seward, Joseph Kruskal, Robert Prim, R.Bellman
ve L. R. Ford, Edsger Dijkstra, D. L. Shell, Paul de Casteljau'nun gelistirdikleri
algoritmalar ile ge¢mistir. Bu algoritmalar yine sirasiyla; Huddman kodlamasi, Radis
siralamasi, Kruskal algoritmasi, Prim algoritmasi, Bellman-Ford algoritmasi, Dijkstra

algoritmasi, Shell siralamasi ve De Casreljau algoritmalaridir.

1960'l1 yillarda C. A. R. Hoare'nin Hizli siralamasi, L. R. Ford ve D. R. Fulkerson'nun
gelistirdigi Ford-Fulkerson algoritmasi, Jack E. Bresenham'in gelistirdigi Bresenham
dogru algoritmasi, J. W. J. Williams tarafindan gelistirilen Obek siralama, James Cooley
ve John Tukey, Cooley-Tukey algoritmasini yeniden bulmuslardir. Vladimir
Levenshtein Levenshtein araligini gelistirmiitir. T. Kasami bagimsiz olarak Cocke-
Younger-Kasami(CYK) algoritmasmi  gelistirmistir. ~ Andrew  Viterbi, Viterbi
algoritmasimi ag¢iklamigtir. D. H. Younger, Cocke-Younger-Kasami(CYK) bagimsiz
olarak gelistirmistir. Grafik A*arama algoritmasi Peter Hart, Nils Nilsson ve Bertram

Raphael tarafindan gelistirilmistir.

Donald Knuth ve P. B. Bendix tarafindan gelistirilen Knuth-Bendix completion
algoritmasi 1970'li yillarin baslarinda agiklanmistir. Ronald Graham, Graham taramasini
gercektestirmistir. RSA sifreleme algoritmasi Clifford Cocks tarafindan gelistirilmistir.
R. A. Jarvis, Jarvis march algoritmasmi duyurmustur. John Pollard p-1 algoritmasini
aciklamistir. Genetik algoritma John Holland tarafindan popiilerlestirilmistir. John
Pollard ro algoritmasini agiklamistir. Aho-Corasick algoritmasi Alfred V. Aho ve
Margaret J. Corasick tarafindan gelistirilmistir. Eugene Salamin ve Richard Brent,
Salamin Brent algoritmasmi agiklamislardir. Knuth-Morris-Pratt algoritmasi, Donald
Knuth ve Vaughan Pratt ve bagimsiz olarak da J. H. Morris tarafindan gelistirilmistir.
Boyer-Moore string arama algoritmasi ac¢iklamistir. RSA sifreleme algoritmasi Ron
Rivest, Adi Shamir ve Len Adleman'ca yeniden bulunmustur. LZ77 ve LZ78
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algoritmalar1 Abraham Lempel ve Jacob Ziv tarafindan gelistirilmistir. G. Bruun, Bruun
algoritmasmi duyurulmustur. Leonid Khachiyan Khachiyan ellipsoit metodunu

duyurmuslardir.

1980'ler de, Ikinci dereceden eleme metodu Carl Pomerance tarafindan agiklanmustir.
Simulated annealling, S. Kirkpatrick, C. D. Gelatt ve M. P. Vecchi tarafindan
gelistirilmistir. LZW algoritmas1 Terry Welch tarafindan gelistirilmistir. I¢ nokta
algoritmas1 Narendea Karmarkar tarafindan agiklanmistir. Simulated annealing bagimsiz
olarak V. Cerny tarafindan gelistirmistir. Blum Blum Shub, L. Blum, M. Blum ve M.
Shub tarafinca &nerilmistir. Ozel say1r alani elemesi John Pollard tarafindan
geligtirilmistir.

90'lar da, Carl Pomerance, Joe Buhler, Hendrik Lenstra ve Leonard Adleman tarafindan
gelistirilen Genel say1 alan1 elesi, Ozel say1 elesi yontemi duyurulmustur. Beklemesiz
Senkronizasyon Maurice Herlihy tarafindan gelistirilmistir. D. Deutsch ve R. Jozsa
tarafindan Deutsch-Jazso algoritmasi duyurmuslardir. Shor algoritmasi, Peter Shor
tarafindan agiklanmistir. Burrows-Wheeler doniisimii Michael Burrows ve David
Wheeler tarafindan gelistirilmistir. Lov K. Grover, Grover algoritmasini agiklamistir.
RIPEMD-160 Hans Dobbertin, Antoon Bosselaers ve Bart Preneel tarafindan
gelistirilmistir. Andrew Tridgell, rsync algoritmasini duyurmustur. Bruce Schneier, John

Kelsey ve Niels Ferguson, 99 yilinda Yarrow algoritmasini tasarlamiglardir.

2000'li yillara geldigimizde ise LZMA sikistirma algoritmast gelistirilmistir. 2002
yilinda ise AKS primality test, Manindra Agrawal, Neeraj Kayal ve Nitin Saxena
tarafindan gelistirilmistir(URL2).

Buradan da anlasilacagi gibi, algoritma, Uzerinde ¢okga ¢alisilan ve gegmisi ¢cok eskilere
dayanan bir kavramdir. Son olarak sundan da bahsetmek gerekir; gunumizde ilk
bilgisayar hakkinda ortak kani, Alan Turing tarafindan 1936 yilinda icat edilen Turing
Machine'dir. Halen giliniimiizde kullanilan tiim programlama dilleri, temelde Turing'in
gelistirdigi algoritma ve prensiplerden tiiretildigi i¢in, programlama dillerinin 6zlinde

mantiksal bir benzerlik goriiliir.
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2.2.3. Algoritma cesitleri ve kiimeleme algoritmalar:

2.2.3.1. Algoritma gesitleri

Algoritmalar gliniimiizde bir¢ok sektdrde direkt yada dolayli olarak kullanilmaktadir.
Her sorunun ¢éziimiine getirilen yaklasimlar farkli olabilmekle birlikte, hepsi dogru
sonuca ulasabilir. Burada algoritmanm kullanilacag: spesifik durum &nemlidir. Ornegin
siralanacak bir veri yigmi oldugunu diisiinelim. Bu veri yigmmin biiyiikliigiiniin,
kullanilacak siralama algoritmasi segilirken ¢cok dnemli oldugunu sdyleyebiliriz. Ciinkii
bazen ¢ok hizli ¢alisan komplike algoritmalar kucik verilerde, ¢ok daha basit bir
mantikla calisan basit algoritmalara kiyasla daha verimsiz ¢alisir. Bunun sebebi,
algoritmanin kullanilacagi dogru durumu tespit etmenin dnemidir. Ayrica bilgi olarak
sunu da paylagsmakta fayda goriiyorum. Algoritmanin kalitesi, ¢aligma hiz1 ve kullandig1
bellek ile orantilidir. Yani bir algoritma ne kadar hizli ¢alisiyorsa ve ne kadar az bellek

kullaniyorsa, o kadar kaliteli, o kadar verimli bir algoritma demektir.

Algoritmalar yaptiklari isler, odaklandiklar1 alanlarla dogru orantili olarak gruplanirlar.
Yapilan aragtirmalar ve bilgiler 151¢mda algoritmalar: siniflandirmak gerekirse kabaca

alt1 gruptan bahsedebilmekteyiz. Bunlar1 baglik baslik belirmek gerekirse:

1- Birlesimsel Algoritmalar: Sira algoritmalari, Genel birlesim algoritmalari, Grafik

algoritmalarindan olugmaktadir.

2- Hesaplamali Matematiksel Algoritmalar: Sayisal algoritmalar, Teorik say1
algoritmalari, Bilgisayar cebiri algoritmalari, Soyut cebir algoritmalari, Geometri

algoritmalari, Optimasyon algoritmalarindan olugsmaktadir.

3- Hesaplamali Bilim Algoritmalar:: Astronomi algoritmalari, Biyoinformatik
algoritmalari, Geoscience algoritmalari, Dilbilim algoritmalari, Tip algoritmalari, Fizik

algoritmalari, Istatistik algoritmalarindan olugmaktadir.

4- Bilgisayar Bilimi Algoritmalar:: Bilgisayar mimarisi algoritmalari, Bilgisayar
grafikleri algoritmalari, Kriptografi algoritmalari, Sayisal mantik algoritmalari, Makine
o6grenmesi ve istatistiki smiflandirmast algoritmalari, Programlama dili teorisi
algoritmalari, Kuantum algoritmalari, hesaplama ve otomata teorisi algoritmalarindan

olusmaktadir.
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5- Bilgi Teorisi ve Sinyal Isleme: Kodlama Teorisi Algoritmalar1 (Kodlama Teorisi,
Hata bulma ve diizeltme, Kayipsiz sikistirma algoritmalari, Kayipli sikistirma

algoritmalar1 vb.), Dijital sinyal isleme algoritmalar1 (Goriintii isleme gibi.).

6- Yazilim Miihendisligi Algoritmalar:: Veritabani algoritmalari, Dagitik sistemler
algoritmalari, Bellek ayirma ve serbest brrakma algoritmalari, Isletim sistemleri
algoritmalari(Ag, Siire¢ senkronizasyon, zamanlama ve disk planlamasi algoritmalar1.)

gibi algoritmalardan olugmaktadir.

2.2.3.2. Kimeleme algoritmalar

Kiimeleme smirli  bir obje grubu iizerinde uygulanan bir siniflandirma ydntemidir
(Dubes ve Jain, 1988). Kiimeleme siniflandirmanin 6zel bir tiriidiir (Kendall, 1966).
Ayrica kiimelemenin unsupervised yani egiticisiz 6grenme prensibine sahip oldugunu da
sOylemek gerekir. Giiniimiizde gerek kitaplarda ve gerek internet ortaminda birgok
kiimeleme algoritmasindan bahsedilir. Yaptigimiz arastirmalar sonucu ulagilan giincel ve
popiiler kiimeleme algoritmalarindan segtiklerimizi bu bolimde agiklayacagiz. Bunlar1

ayrintili agiklamadan 6nce siralamak gerekirse:
1- K-Means Kiimeleme Algoritmasi

2- Hiyerarsik Kiimeleme Algoritmast

3- Spektral Kiimeleme Algoritmasi

4- Mean-shift Kiimeleme Algoritmasi

5- Affinity Propagation Kiimeleme Algoritmasi
6- DBSCAN Kiimeleme Algoritmasi

7- Expectation Maximization Algoritmasi

Ayrica kiimelemede bazi Olgiitler bulunmaktadir. Bunlar yardimiyla objeler
kiimelenirken birbirleriyle uyumlu olanlar belirlenir. Eger elimizdeki veri kiimesi sayisal
verilerden olusuyorsa bu uyumu anlayabilmek i¢in kullanilabilecek yontemleriz vardir.
Bunlardan en ¢ok kullanilanlarint asagida siralayip agiklanmistir. Elimizdeki verilerin
sayilsal olmadig1 durumlarda ise farkli ¢oziim yontemlerine bagvurulur. Biz daha ok

sayisal veriler tizerinde ¢alistigimiz igin 0 konular hakkinda bilgi verilmemistir.
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Oklid mesafesi

Oklid mesafesinin bulunmasinda asagida (2.1)'de gosterilen formiil kullanilmaktadir.Bu
formiil, i ve j noktalarinin arasindaki uzaklig1 bulmamizi saglar. Burada p degiskeni, p

boyutlu bir uzay demektir ve k degisken indeksidir.

ij)= — 2 — 2 — 2

d(i,j) \/(| xil lel + |xl_2 xj2| +"'+|xip xjpl ) (2.2

Ayrica formuliin saglanmasi i¢in asagidaki 2.la,b,c,d, denklemlerindeki sartlar
aranmaktadir.

d(ij) =0 (2.1a)

d(i,i)=0 (2.1b)

d(i,j) = d(,1) (2.1¢)

d(i,j) <d(i,k) + d(k.j) (2.1d)

Calismamizda ele aldigimiz K-Means, Expectation Maximization ve Hiyerarsik
kiimelemelerde genellikle veriler aras1i mesafenin hesaplanmasinda 6klid mesafe
fonksiyonlar1 kullamlmistir. WEKA'da yapilan analizlerin biiyiik ¢ogunlugu yine Oklid
fonksiyonu ile yapilmaistir.

Manhattan mesafesi

Manhattan  mesafesinin  bulunmasinda asagida (2.2)'de  gOsterilen  formil
kullanilmaktadir. Bu formil, i ve j noktalarinin arasindaki uzakligi bulmamizi saglar.

Burada p degiskeni, p boyutlu bir uzay demektir ve k degisken indeksidir.
() = 1 Xia = Xl + | X2 = X | + o0+ [ Xip = Xjo | (2.2)

Ayrica formuliin saglanmasi i¢in asagidaki 2.2a,b,c,d, denklemlerindeki sartlar

aranmaktadur.
d(i,j) =0 (2.2a)
d(ii)=0 (2.2b)
d(i,j) = dG.i) (2.2¢)
d(i,j) < d(i,k) + d(k,j) (2.2d)
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Minkowski mesafesi

Minkowski  mesafesinin  bulunmasinda asagida (2.3)'da  gosterilen  formil
kullanilmaktadir. Bu formil, i ve j noktalarinin arasindaki uzakligi bulmamizi saglar.

Burada p ve qdegiskeni, p ve q boyutlu bir uzay demektir ve k degisken indeksidir.

ij) =12 - q - q+... — .

d(ij) = /(| x4 lel + Ix, xj2| + +|xip xjp|Q) (2.3)

Ayrica formuliin saglanmasi i¢in asagidaki 2.3a,b,c,d, denklemlerindeki sartlar
aranmaktadir.

d(i,j) >0 (2.3a)

d(i,i) =0 (2.3b)

d(i,j) = d(,1) (2.3¢c)

d(i,j) <d(i,k) + d(k.j) (2.3d)

K-Means kiimeleme algoritmasi

K-Means algoritmasi, kiimeleme algoritmalarinin i¢inde belki de en eski, en ¢ok
kullanilan ve bir 0 kadar da basit bir algoritmadir. Unsupervised yani egiticisiz 6grenme
prensibine sahiptir. Avantajlar1 ve dezavantajlar1 vardir, ancak biylk verilerdeki hizli
calismas1 sebebiyle tartisilmaz en popiiler algoritmalardan biridir. Eski bir algoritma
denilmesinin sebebi ilk kez K-Means isminin 1967 yilinda J. B. MacQueen tarafindan
kullanilmis olmasidir. Gergi K-Means algoritmasinin  mantigr 1957 yili Hugo

Steinhaus'un yaptigi ¢caligmalara dayanmaktadir (Steinhaus, 1957).

K-Means algoritmasinda, kiimelenecek verilerden her biri sadece bir kiimenin elemant
olabilir. Bu kiimelerin temsil edildigi noktalara ise merkez noktasi denir. Dezavantaj
olarak sOyleyebilecegimiz belkide en 6nemli husus, algoritmanin kulanilacak verinin
boliinecegi kiime sayisini, kullanicinin girmesine bagl olarak belirlemesi durumudur. Bu
sebeple dogru kiime sayis1 belirlenene kadar deneme yanilma yontemine bagvurulmasi
gerekebilir. K-Means isleminin basariyla tamamlanmasi igin bazen birkag kez
fonksiyonun c¢agirilmasi gerekebilir. Ciinkii ilk seferde olusan kiimelerin igindeki
benzerlik uyumu tutmayabilir. Fonksiyonun birka¢ tekrardan sonra, kimelerdeki

degisimin durmasi, elde edilen kiimelerde istenilen sonucun alindig1 anlamma gelir. Bir
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diger dezavantajda giiriiltiilii verinin kullanimidir. Kiimeleme esnasinda benzer veriler

secilirken, verideki giiriiltii gibi etkenler dikkate alinmaz.

Ornek olarak biiyiik bir masa iizerinde karisik olarak bulunan bir miktar elma, armut ve
erik meyvelerini diisiinelim. Bu basit Ornekteki verilerimizin ii¢ ¢esit meyveden
olustugunu bildigimiz i¢in k degerini U¢ olarak belirleyelim. K-Means algoritmasini, bu
veri grubuna uyguladigimizda, {i¢ adet noktanin elimizdeki veri kiimesinde merkez
noktalar1 olarak atandigini goriiriiz. Sonra ki adimda bu merkez noktalari, kendilerine
yakin olan veri topluluguna yaklasip onlarmn merkez noktasi olurlar. Sonra gevrelerinde
bulunan ayni ve miktarca fazla olan veri gurubunu gekip, farkli olan gruplari ise
kiimelerine dahil etmezler. Diger merkez noktalar1 da, baska kiimelerde kullanilmamig
ancak kendi kiimesiyle benzerlik gdsteren verileri ¢ekerek kendi kiimesine baglar. Her
adimda bu islemleri yapan algoritmamiz, islemini bitirdiginde, kiime i¢inde benzerligin
yiikksek oldugu ii¢ farkli kiime olusturur. Olusan bu kiimeler, benzerlik agisindan

birbirine yakinlk gdstermez.

® ® ® =Atanan Merkez Noktalar

Sekil 2.5 : K-Means Ornegi - 1

Acikladigimiz 6rnegimizin gorselini Sekil 2.5'de gosterildigi gibi ifade edebiliriz. K-
Means algoritmasinda k degeri olarak girdigimiz degerin iic olmasi sebebiyle
algoritmamiz ii¢ merkez noktasmni atamig bulunuyor. Daha sonra bu merkez noktalari
birka¢ yer degisimi sonucunda son merkez noktalarma yerlesip gevrelerindeki benzer

verileri kiimeliyorlar.
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Asagida Sekil 2.6'da gordiigliniiz iizere, gervresinde ki benzer verileri kiimeleyen
algoritmamizin, iglemini tamamlamasi icin birka¢ tekrara daha ihtiyac1 oldugu

gorilmektedir.

® ® ® = Atanan Merkez Noktalari

Sekil 2.6 : K-Means Ornegi - 2

® ® ®» = Atanan Merkez Noktalar1

Sekil 2.7 : K-Means Ornegi - 3

Yukaridaki Sekil 2.7'de goriildigii gibi K-Means algoritmamiz elindeki veriyi ti¢ farkli
kiimeye bolmiistiir. Kiimeler birbirine benzememektedir ve kendi i¢lerinde benzerlik
gostermektedirler. Ancak uygulamada elde edilen sonuglar, yukaridaki 6rnekte oldugu

gibi keskin bir ayrilma gostermeyebilir.
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Asagidaki Sekil 2.8'de ise Dr. Andrei Pandre'nin blog sayfasinda yapmis oldugu daha

komplike bir K-Means 6rnegini inceleyebilirsiniz (URL3).
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Sekil 2.8 : K-Means Ornegi -4

K means algoritmasmin formiilsel olarak ifadesi i¢in (2.4) ve (2.5)'de

incelemeliyiz.

V) =36, 5L (lx — vj [1)2

ki denklemleri

(2.4)

Burada ‘|[xi- Vvj||’, x ve y arasinda ki 6klid mesafesi, ‘ci’, i™ kiimesindeki veri noktalarinin

say1si, ¢ ise kiime merkezlerinin sayisidir.
K-Means Kiimelemenin Algoritmik Adimlari:

X = {X1,X2,X3,

noktalarmm kiimesi olsun.
1) Rastgele 'c' kime merkezlerini sec.

2) Her veri ile kiime merkezlerinin arasindaki mesafeyi hesapla.
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3) Kiime merkeziyle arasindaki mesafe, diger kiime merkezleriyle olan mesafeden daha

az olan veriyi, yakin olan o kiime merkezine ata.
4) Yeni kiime merkezini (2.5)'de ki denklemle yeniden hesapla:
vi=(1/c) XL, xi (2.5)
‘ci’, i kiimesindeki veri noktalarinin sayisini ifade etmektedir.
5) Her verir noktasiyla, yeni kiime merkezleri arasindaki mesafeyi yeniden hesapla.

6) Eger hicbir veri noktas1 atanmadiysa dur, diger durumda iiciincii adimdan itibaren

tekrar et (URL4).

Tezimizin bu béliminde anlatilan K-Means algoritmasi, karsilastirmalarda kullanilmak
iizere secilmistir. K-Means algoritmasinin ¢alismasi sonucu elde edilen sonuglar Ggtncu
bolim olan "Analiz" kisminda verilmistir. Weka ve Matlab'da ti¢ farkli veri kiimesi
Uzerinde denenen K-Means algoritmasindan elde edilen sonuglarin kiyaslanmasi

dordinci bolim olan "Sonug ve Oneriler" kisminda agiklanmistir.

Hiyerarsik kiimeleme algoritmasi

Hiyerarsik algoritmalar iki baglik altinda incelenirler. Bunlar AGNES (Agglomerative
Nesting) yani Aglomerativ Kiimeleme ve DIANA (Divise Analysis) yani Bolicl
Hiyerarsik Kiimeleme'dir. AGNES'de asagidan yukartya dogru bir kiimeleme mantigi
vardir. Verilerin her biri baglangi¢c asamasinda birer kiime olarak kabul edilir ve bunlar
arasindan en benzer olan ikililer kiimelenir. Bu islem kiimelenecek baska bir veri
kalmayincaya kadar devam eder. Sonug agaci ise dendrogramda gosterilir. Sekil 2.9'da

inceleyebilirsiniz (URLYS5).
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Step0 Stepl StepZ Stepd Step4 Agglomerative
— . » (AGNES)

Divisive

| | [ [ | :
Stepd Step3  Step2 Stepl Step 0 (DIANA)

Sekil 2.9 : Dendrogram Ornegi

DIANA'da ise AGNES'e gore tam ters bir mantik goriiliir. Yukaridan asagiya dogru
kiimelere boler. Biitiin kiimelerde tek bir veri kalincaya kadar bu islem devam eder.

Sekil 2.9'da inceleyebilirsiniz.

Hiyerarsik kiimelemede, kiimeler arasindaki benzerlikler ve yakinlik, farkli yontemlerle
belirlenebilir. Asagida oncelikle bu yontemlerin isimleri, daha sonraki basliklarda ise

aciklamalar1 ve ornekleri verilmistir.
Bunlar:

e Tam Baglantili Kimeleme
e Tek Baglantili Kimeleme
¢ Ortalama Baglantili Kiimeleme

e  Ward'm Minimum Varyans Yontemi
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Tezimizde karsilagtrma asamasinda kullanilmak iizere secilen hiyerarsik kiimeleme
algoritmas1 gerek WEKA, gerek MATLAB platformlarinda ¢alistirilmis olup tgiincii
bolim olan "Analiz" kisminda kullanilmistir. Elde edilen sonuglarin karsilastiriimasi ise

dordinci bolim olan "Sonug ve Oneriler" boliimiinde verilmistir.

Ozellikle WEKA'da Hiyerarsik algoritmanm kullamilmasinda WEKA platformundaki
hazir fonksiyonlar sayesinde kiimeleme islemi asagida belirttigimiz yontemler denenerek
calistirilabilmistir.  Ug veri kiimesi iizerinde calistirilan Hiyerarsik kiimeleme
algoritmasi, sadece WEKA platformunda toplamda 12 kez ¢alistirilarak bu yontemlerin

verilerimiz iizerindeki sonuglarini net bir sekilde gostermistir.
Tam baglantih kiimeleme

Tam baglantili kiimelemeyi incelerken Sekil 2.10'da ki dendrogramdan faydalanacagiz.
Birinci ve ikinci asamalarda algoritmamiz tiim ikililerin farkliliklarin1 hesapliyor ve bu
farkliliklar1 iki kiime arasindaki mesafe olarak kullaniyor (URLS5).

Complete linkage
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Sekil 2.10 : Tam Baglantili Kiimeleme
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Tek baglantih kiimeleme

Tek baglantili kiimeleme algoritmasi, birinci ve ikinci asamadaki kiimelerin ikililerinin
farkliliklarin1 hesaplayip, bunlarin en ufak farkliligini1 baglant1 kriteri olarak belirleyerek
caligir. Sekil 2.11'de ki dendrogramda, tek baglantili kiimeleme Ornegini

inceleyebilirsiniz (URLS5).

Single linkage
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Sekil 2.11 : Tek Baglantili Kiimeleme
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Ortalama baglantilh kiimeleme

Ortalama baglantili kiimeleme algoritmasi, birinci ve ikinci asamadaki kiimelerin
ikililerinin farkliliklarini hesaplayip, bunlarin ortalama farkliligni iki kiime arasindaki
mesafe olarak kabul ederek caligir. Sekil 2.12'de bu algoritmanin dendrogramini

inceleyebilirsiniz (URLD5).
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Sekil 2.12 : Ortalama Baglantili Kiimeleme
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Ward'in minimum varyans yontemi

Bu yontemde kime ic¢i varyans minimize edilir. Her adimda mesafesi en az olan iki
kiime birlestirilir. Sekil 2.13'de bu algoritmanin dendrogramini inceleyebilirsiniz
(URLS5).

Ward's method
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Sekil 2.13 : Ward Ydntemi

Naive implementation diye bilinen yontemler ile yukarida agiklanan verilerin arasinda ki
mesafeler hesaplanir. Hiyerarsik kiimelemenin karmasikhigini hesaplamak icin O(N®)
yada O(N? log N) denklemleri kullanilir. Ayrica hiyerarsik kiimelemenin gok biyiik

verilerde basarisiz sonuglar verdigini belirtmekte fayda vardir.
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Spektral kiimeleme algoritmasi

Spektral kiimeleme algoritmasinda, kullanilacak matris isleme sokulmadan dnce kesilir.
Yani matris boyutlarinda ufalma olur. Elde edilen matris ile daha kolay kiimeleme islemi
yapilir. Bu kesme islemi genelde ii¢ sekilde yapilir: Minimum, Average (Ratio) ve

Normalized olarak. Spektral algoritmay1 incelerken "Normalize (Normalized) Kesim"

Uzerinde duracagiz.

Benzer verilerden olusan simetrik bir A matrisi diisiinelim. Aj > 0 olmak Uzere i ve |
arasindaki benzerlik degeri olsun. Normalize kesim algoritmasi matris noktalarmi v

Ozvektorini esas alarak B; ve B, kiimelerine boler. Bu bolme islemi simetrik normalize
laplace denklemi (2.6) ile ifade edilir.

L=1-CY"AC?? (2.6)

Burada C, kdsegen matristir ve (2.7)'de ki gibi hesaplanir.
Cii =3 Ajj (2.7)
Spektral kiimeleme daha c¢ok goriintii verileri ilizerinde kullanilmaktadir. Disbiikey

verilerin kiimelenmesinde ¢ok etkilidir. Sekil 2.14'de, S. Y. Kim'in, spektral kiimeleme

algoritmast uygulanmadan Onceki ve sonraki hallerinin  gosterildigi  Ornegi

inceleyebilirsiniz (URLS).

o® '’

a0 N

Sekil 2.14 : Spektral Kiimeleme Ornegi
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Tezimizde gilinlimiiziin popiiler kiimeleme algoritmalarindan Spektral kiimeleme
algoritmasi karsilagtirmalar i¢in segilememistir. Bunun sebebi algoritmamizin Weka
platformunda yasadig1 problemlerdir. Spektral algoritma Weka'da programla gelen yada
sonradan indirilebilen bir kiimeleme algoritmast degildir. Bu sebeple algoritmanin
Java'da yazilip platforma entegre edilmesi gerekir. Java'da miikemmel sonuglar verdigi
halde algoritmamiz Weka'ya entegre edildiginde sagliksiz sonuglar ve programda
hatalara sebep olmustur. Bu sebeple Spektral kiimeleme algoritmasi karsilagtirilacak

algoritmalar arasina se¢ilmemistir.
Mean-shift kiimeleme algoritmasi

Mean-shift kiimeleme algoritmasi gliniimiiz popiiler kiimeleme algoritmalarindan biridir.
K-means algoritmasinda oldugu gibi, olusturulacak kiime sayismi 6nceden belirtmemize
gerek yoktur. Veri kiimelerinde 6nceden belirtilen herhangi bir sekil olusmaz. Olusan
sekiller kullanilan verinin islenmezi sonucunda ¢ikan 6zgiin sekilerdir. Bant genisligi
(Bandwidth) parametresinin se¢imine gore calisir. Algoritmanin calisacagi pencere

boyutu ¢ok dnemlidir, dikkatle secilmelidir.

Mean-shift algoritmasi birlesme islemi bitene kadar tekrar eden bir yontemdir. TiUm
veriler kendilerine benzer olan kiimelere dagitildiginda sonlanir. Ayrica gOrunti
verilerinin kullanilacak uygun formata doniisimi sonrast mean-shift ile kiimelenmesi
cok yaygin bir durumdur. Flat (Flat Kernal) ve Gauss gekirdek (Gaussian Kernal)
metodlar1 mean-shift kiimelemesinde sikga tercih edilen iki yontemdir. Gauss ¢ekirdek
metodu, verilerin merkeze olan yakinligini1 daha net gosterdigi i¢in tercih edilirligi Flat
¢ekirdek yOntemine nazaran daha fazladir. Tezimde Gauss c¢ekirdek metodu

incelenmistir.

Tahmini bir x degeri ile baglayalim. Cekirdek fonksiyonu K(x; - x) verilmis olsun. Bu
fonksiyon yakisal noktalarin agirhgma gore ortalama degeri belirler. Tipik Gauss
cekirdek methodu kullanilarak aradaki mesafe tahmin edilir. Yogunluk agirlikli ortalama

K tarafindan belirlenir. (2.8)'de gorebilirsiniz.

K(xi - x) = e i (2.8)
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_ » xieN(x) K(xj — x)x;i
» xl-eN(x) K(xi—x)

m(x) (2.9)

(2.9)'da hesaplanan m(x) - x farkina mean shift denir (Fukunaga ve Hostetler, 1975).
Ayrica Sekil 2.15'de Yue Wu'nun MathWorks® platformunda paylastigi "Mean Shift
Pixel Cluster" projesinde, mean shift algoritmasi uygulanmadan Once ve sonraki

hallerinin paylasildig1 6rnegi inceleyebilirsiniz (URLY7).

Sekil 2.15 : Mean Shift Ornegi

Mean-Shift algoritmasi tezimizde karsilastirilacak algoritmalara se¢ilememistir. Bunun

sebebi kullandigimiz verilerin algoritmayla uyumsuz olmasidir.
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Affinity propagation kiimeleme algoritmasi

Affinity propagation kiimeleme algoritmasinda veri noktalar1 arasindaki veri gegisi esas
alinir. Bu kiimeleme algoritmasinda da 6nceden olusacak kiime sayisini belirtmeye gerek
yoktur. Biiyiik veriler kullanildiginda 6lgeklendirmede problemler yasanilabilir. Ancak

veri biiytikliigli binlere ulagsmayan 6rneklerde hizlica kiimeleme islemini gergeklestirir.

—33 -2 -1 0 1 2 3

Sekil 2.16 : Affinity Propagation Ornegi

Sekil 2.16'da affinity propagation kiimeleme algoritmasimnin, sentetik iki boyutlu ii¢ veri
kiimesi ile yapilmis Ornegini inceleyebilirsiniz (Dueck ve Frey, 2007). Algoritma

hakkinda ise su bilgileri verebiliriz:

Xi'den Xy'e kadar haklarinda herhangi bir bilgimizin olmadig1 veri noktalarimizin dizisi
olsun. s ise iki nokta arasindaki benzerligi belirleyen fonksiyon olsun. Ornegin s(xi,X;) >

s(Xi,Xk) Ve Xi'nin X;'ye, Xi'dan daha benzer oldugu durumlar.

36



Algoritma calisirken iki durum 6n plana ¢ikar."Responsibility” matrisi R, r(i,k) ve
"availability" matrisi A, a(i,k). Iki matriste baslangicta sifir atanarak doldurulmustur.
Daha sonra algoritmanin ¢alismasiyla asagidaki (2.10), (2.11), (2.11a) adimlar1 tekrar

ederek bu matrisdeki degerler degistirilirler.

(i,K) — s(i.k) - maxeada(iK) + s(i,k)} (2.10)
a(ik) — min (0, r(kK) + ¥ ,max(@, r(i'K)) (2.11)
izk, a(k.k) — Y, max(0, r(i'k)) (2.11a)

(2.10)'da responsibility matrisinde ki degisim yapilir. Daha sonra (2.11) ve (2.11a)'da
availability matrisinde ki degisim yapilir(Dueck ve Frey, 2007).

Affinity Propagation algoritmast tezimizde karsilastirilacak algoritmalar arasmna
secilememistir. Weka platformunda yasanilan aksakliklar bu sonucu dogurmustur.
Yaymlanan unofficial paketler ve kendi kodlarimiz denenmis olmasina ragmen, Spektral
kiimelemede yasanilan benzer sorunlarla karsilagilmistir. Bu sebeplerden dolay1 Affinity

Propagation algoritmas karsilastirilacak algoritmalara se¢ilmemistir.
DBSCAN kumeleme algoritmasi

DBSCAN (Density-Based Spatial Clustering of Applications With Noise ) algoritmasi
Martin Ester, Hans-Peter, Jorg Sander ve Xiaowei Xu tarafindan 1996 yilinda
onerilmistir (Ester, Kriegel, Sander ve Xu,1996). DBSCAN, density-based spatial
clustering of applications with noise, algoritmasi giiniimiizde g¢okca kullanilan popiiler
bir algoritma olup, yogunluk temel alinarak tasarlanmis ve veritabanlariyla ¢alisabilen
bir algoritmadir.

DBSCAN algoritmasi, veri noktalarmin yogunlugunun fazla oldugu yerlerde ki verileri
gruplar. Bu gruba uzak ve ses olan noktalar, yogunlugu diisiik olan bolgeler olarak
isaretlenir. DBSCAN algoritmasinda, algoritma ¢aligtirilmadan 6nce olusturulacak kiime
sayisinin belirtilmesi istenmez. Algoritma sese duyarlidir, ayrica galistiktan sonra olugan
sekiller aligilageldik kiime sekillerinde olmaz. Bunun sebebi algoritmada ki "MinPts"

parametresidir.
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Olusan bu farkl sekiller, algoritmanin sagliksiz ¢alistigi anlamina gelmez. Dikkatle
incelendiginde, algoritmanin ¢aligmasi sonucu elde edilen sekillerde, kiimelerin birbirine

karismadigini gorebiliriz.

DBSCAN algoritmasinda iki parametre kullanilir. Bunlardan biri biraz 6nce bahsedilen
'MinPts' ve digeri ise 'e' parametresidir. Parametrelerin atanmasinda kullanilan verilerin
iyi kavranmasi biylk Onem arz etmektedir. Ciinkii hatali parametre atamalari
algoritmanin sagliksiz ¢caligmasina sebep olur. Bunun sebebi genellikle kullanilan veriler

hakkinda yeterli bilgi sahibi olunmamasindan kaynaklanir.

Sekil 2.17'de DBSCAN algoritmasina drnek bir goriintii bulunmaktadir. Bu gorunttiden
anlagildig1 Uzere, olusan sekiller K-Means veya diger kiimeleme algoritmalarinda

gormeye alistigimiz kiime sekillerinden farklidir.
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Sekil 2.17 : DBSCAN Kiimeleme Ornegi
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DBSCAN (Density-Based Spatial Clustering of Applications With Noise) algoritmasi
karsilagtirdigimiz  kiimeleme algoritmalarina se¢ilmemistir. Bunun sebebi Weka
platformunda yasanilan problemlerdir. Weka biinyesinde DBSCAN algoritmasina
benzer bir algoritma bulundurmaktadir. Ancak yapilan islem ve elde edilen sonuglar
DBSCAN algoritmasiyla benzerlik gostermemektedir. Yaptigimiz arastirmalarda
Weka'da calistirilacak yaymlanmis unofficial paketlere rastlanmamis ve daha onceki
denemelerimizde yasadigimiz sorunlardan edindigimiz tecriibeler is1ginda, Java'da bu
algoritma igin herhangi bir kod gelistirme ihtiyact duyulmamistir. Bu sebeplerden dolay1

karsilastirilacak algoritmalar arasina se¢ilmemistir.
Expectation maximization algoritmasi

Popdiler bir algoritma olan EM, Expectation Maximization, tekrarlamali bir iyilestirme
algoritmasi olarak bilinir. iki adimdan olusur. Bunlar E ve M adimlaridir. E adiminda
algoritma genellikle Kalman filtresini kullanarak verinin son ve guncel durumunu (state)
tahmin eder. M adiminda ise bu E adimindan gelen verileri kullanilarak, maksimum
benzerligi hesapladiktan sonra parametrelerin merkezleri i¢in iyilestirme yapar. Hizli
calisan bir algoritmadir ama elde ettigi sonuglar yiiksek tutarlilik oranina sahip
olmayabilir. Ayrica expectation maximization algoritmasi bir¢ok acidan K-means
algoritmasina benzetilir. Hatta K-means uzantisi olarak da diisiiniilebilir. Expectation ve
Maximization adimlar1 i¢in asagidaki (2.12) ve (2.13)'da ki formiiller kullanilir. 6,
bilinmeyen parametredir. q, dikkat edilmemis veriler iizerinde keyfi bir olasilik

dagilimidir.
E adiminda F'yi maksimize etmek i¢in q secilir. Fonksiyon asagidaki gibidir.

q® = argymax F(q, 69) (2.12)
M adiminda F'yi maksimize etmek i¢in 6 se¢ilir. Fonksiyon asagidaki gibidir.

0= arg,max F(q", 0) (2.13)

Asagida ki Sekil 2.18'de K-means ve EM algoritmalar1 ile yapilmis bir ¢aligmanin
sonuglar1 goziikmektedir. Bu Ornekleri inceleyip algoritmalar hakkinda fikir sahibi

olabilirsiniz (URLS).
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Sekil 2.18 : K-means ve EM Kiimeleme Algoritmalar1 Ornegi

Tezimizde Expectation Maximization algoritmasi karsilastirilacak algoritmalardan
biridir. Weka ve Matlab platformunda basari ile calistirilabilen bir algoritmadir. Ug veri
kiimesi ile {igiincii boliim olan "Analiz" kisminda kullanilmigtir. Elde edilen sonuglarin

karsilastiriimast ise dordiincii béliim olan "Sonug ve Oneriler" kisminda verilmistir.

Sonug olarak bu bdliimde agiklanan gilincel ve popiiler kiimeleme algoritmalar1 olan;
Hiyerarsik Kiimeleme, K-Means, DBSCAN, Spektral Kiumeleme, Mean-Shift ve
Expectation Maximization algoritmalarindan daha once belirtildigi gibi K-Means,
Hiyerarsik Kiimeleme ve Expectation Maximization Kiimeleme algoritmalar1 se¢ilmis,

Weka ve Matlab platformlarinda uygulanilmistir.

2.2.4. Veri madenciligi, weka, matlab ve wavelet

2.2.4.1. Veri madenciligi
Veri madenciligi, adindan da anlasilacagi iizere bilimsel bir madencilik islemidir.
Nasilki giinlimiiz madenciliginde c¢alisilacak alan Oncelikle arastirilir, ne aranilacagi

belirlenir, saha kesifi yapilir.
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Arazinin temizlenmesi ve madencilige uygun bir hale getirilirmesi, kullanilacak
ekipmanin belirlenmesi gibi madencilige baslamadan yapilmasi gereken 6n hazirliklar
varsa, veri madenciliginde de kullanilacak veri merkezleri ve tiirevlerinde benzer
hazirliklar yapilir ve bunun gibi bircok birbiriyle baglantili adimlar bltunine veri

madenciligi denir.

Anlasilacag1 gibi veri madenciligi ismi, biitiin siirecin genel adi olsada, aslinda bu
stirecin adimlarindan biridir. Peki veri madenciligi i¢in bir tanim yapmamiz gerekirse
nasil bir tanim yapabiliriz? Veri madenciligi, elimizde bulunan veri yiginindan, spesifik
bir konu ile alakali, tahmin yada ¢ikarimda bulunmamizi saglayan bir bilgi ¢ikarimi
islemidir. Veri madenciligine getirilmis bazi yaklasimlar bulunmaktadir. Bunlardan 6n

plana ¢ikmis olanlarindan biri de KDD(Knowledge Discovery in Databasess)'dir.

Veri madenciligi, veritabanlarinda bilgi madenciligi isleminin analiz adimidir. Ve KDD,
Knowledge Discovery in Databasess, islemi su adimlardan olusur: Se¢im (selection),
Onisleme (pre-processing), doniistiirme (transformation), veri madenciligi (data mining)
ve yorumlama/degerlendirme (interpretation/evaluation). Sekil 2.19'da KDD surecini
inceleyebilirsiniz (Fayyad, Piatetsky-Shapiro, Smyth, 1996).

lnterpretanon /
Evaluatlon

Data Mining
| | Know

- Patterns
N Transtormed
B Preprocessed Data Data

Target Date

Transformation

Preprocessing

Sekil 2.19 : Veri Madenciligi Asamalar1
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Veri madenciliginde yapilan islemleri kisaca agiklamak gerekirse, verinin temizlenmesi
stirecin ilk admudir. Verinin kullanima sokulmadan once giiriiltiiniin ve alakasiz
verilerin ayiklanmasi gerekmektedir. Bu diizenlemelere verinin temizlenmesi denilir.
Temizlenmis verilerde biitiinlestirme yapilir. Ciinkii verilerin kaynaklarinda farkliliklar
olabilir. Verinin biitiinlestirilmesi sayesinde, kullanilan tiim verilerin kaynagi bir olur.
Temizlenmis ve kaynaklari bir olan bu veriler ilizerinde se¢cme islemi yapilir. Se¢me
islemi, analizde kullanilacak olan alakali verileri belirlemek amaciyla yapilir. Daha
sonra bu veriler kullanilacak programin isleyebilecegi bir forma doniistiiriiliir. Biitiin bu
yapilan adimlar, veri madenciligi adimina verilerimizi hazirlamak i¢in yapilan 6n
islemlerdir. Veri madenciliginde ise kiimeleme, siniflandirma, genetik algoritmalar ve
benzeri bir¢ok islem yapilarak cikarimlar yapilir. Veri madenciliginde elde edilen
cikarimlar degerlendirilir ve bunlar kullaniciya sunulur. Bu adimlarin tiimiine veri
madenciligi denir. Giliniimiizde birgok alanda yararlanilan veri madenciligi sayesinde

birgok ekonomik kazanim saglanir ve olasi olumsuzluklara kars1 6nlem alinir.

Veri madenciliginde kullanilan bir¢ok program bulunmaktadir. Bunlardan agik kaynak
kodlu olanlarin1 s0ylemek gerekirse; R, Orange, OpenNN, Carrot2, Gate, Elki, Torch ve
Weka gibi Ornekler verilebilir. Burada bahsedilenler disinda, yapilacak veri
madenciligiyle alakali daha uygun programlarda bulunabilir. Ayrica iicretli birgok
programlar da vardir. Bunlardan bazilari; RapidMiner, IBM SPSS Modeler, Microsoft
Analysis Services, Oracle Data Mining, Clarabridge gibi programlardir.

2.2.4.2. Weka

Giliniimiizde iizerine c¢okca arastrma yapilan Weka, Yeni Zelanda'nin Waikato
Universitesi tarafinca iicretsiz GNU lisans! ile iiretilmis modiiler bir veri madenciligi
uygulamasidir. Biinyesinde bir¢ok method, algoritma, hazir fonksiyon ve kutliphane
bulunmaktadir. Modiiler 6zelligi sayesinde yeni gelistirilen yada standart programla
birlikte gelmeyen bircok ¢zellik; fonksiyon, algoritma, method vb. gibi, kullanicinin
istegi dogrultusunda weka platformundan {iicretsiz bir sekilde indirilip programa entegre
edilerek kullanilabilir.
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Weka programu gelistirilme asamasinda Java programlama dili kullanilarak tretildigi
icin kuttiphaneleride .jar uzantilidir. Bu, kullanicilara blyik kolayliklar saglamaktadir.
Uzantisinin .jar olmasi, Java ile iiretilmis birgok program yada projeye entegre isleminde

biiyiik kolayliklar saglar.

Veri madenciligi asamasinda Weka platformunda; siniflandirma, kiimeleme,
iliskilendirme, veri 6n isleme ve gorselleme islemleri kolayca yapilabilmektedir. Bu
islemlerin  yapilabilmesi i¢in, kullanilacak verilerin uzantisinin = arff olmasi
gerekmektedir.  Ayrica  farkli  uzantilardaki  verilerin  donilisimii  kolayca

yapilabilmektedir.

Programin ihtiya¢ duydugu arff uzantili dosyanin kullanici tarafindan hazirlanacagimni
diisiiniirsek, kullanilacak dosyay1 su sekilde hazirlamamiz gerekir. Oncelikle not defteri
programinda bir sayfa agip (@relation yazilip yanma dosyamizin kullanilacag is ile
alakali bir isim verilir. Daha sonra @attribute yazilarak yanimna 6zelligin ifade ettigi
kavramin ismi yazilir. Yanina uzantisi belirtilir. Bu uzanti; numeric, nominal, real, string
ve date formatinda olabilir. Bu 6zellikleri tanittiktan sonra tanitilan 6zelliklere deger
girilir. Bunu yapabilmek i¢in dncelikle @data yazilir ve altina aralarmda virgiil olacak
sekilde belirtilen uzantiya uygun veriler girilir. Her satirda girilecek veriler bittiginde, bir
alt satira gegip, sirayla veri girme islemi elimizdeki tim verilerin girilmesi bitene kadar

tekrar eder.

Ufak capli bir uygulama yapilacagi zaman not defterinde kolayca arff uzantili dosyamizi
hazirlayabiliriz. Bu dosyay1 kaydederken formatini arff yaparak kolayca islemimizi

tamamlamis oluruz. Asagidaki Cizelge 3.1'de 6rnek bir arff dosyasi gorebilirsiniz.
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Cizelge 2.1 : Ornek Arff Dosyas1

@RELATION growth

@ATTRIBUTE year NUMERIC
@ATTRIBUTE exportdollar NUMERIC
@ATTRIBUTE importdollar NUMERIC
@ATTRIBUTE population NUMERIC
@ATTRIBUTE gsyh NUMERIC
@ATTRIBUTE debt NUMERIC
@ATTRIBUTE unemployment NUMERIC
@ATTRIBUTE uneducatedpeople NUMERIC
@ATTRIBUTE growthratio NUMERIC

@DATA

2007,107271749904,170062714501,70586256,8430000000,250300000000,10.3,5347461,4.7
2008,132027195626,201963574109,71517100,9510000000,281000000000,11,4930012,0.7
2009,102142612603,140928421211,72561312,9530000000,269200000000,14,4672257,-4.8
2010,113883219184,185544331852,73722988,10990000000,291900000000,11.9,3825644,9.2
2011,134906868830,240841676274,74724269,12980000000,304200000000,9.8,3171270,8.5
2012,152461736556,236545140909,75627384,14170000000,336900000000,9.2,2788643,3.2
2013,151796483759,251650641956,76667864,16450000000,366300000000,8.8,2654643,4
2014,40274721485,57483983376,78607394,17350000000,388200000000,10,2234851,5

Yukaridaki c¢izelge de gordiigliniiz veriler, lisans egitimimde Tiirkiye ile alakali bazi
veriler tzerinden, biiylime oranlar1 hakkinda forecasting formuliinii kullanarak tahmin
yaptigim g¢alismamimn verileridir. Arff dosyasini yukaridaki kurallara uyarak kolayca
hazirlayabilirsiniz. Tezimizin ana konularindan biri olan Weka programi {igiincii béliim
olan "Analiz" asamasinda kullanilmis olup elde edilen sonuglar yine ayni bdliimde
aciklanmistir. Dérdiincii bolim olan "Sonu¢ ve Oneriler" kisminda, kiimeleme
algoritmalar1 karsilastirildigi gibi, Weka ve Matlab arasinda da kazanilan tecriibeler

1s181inda bir karsilastirma yapilmistir.

2.2.4.3. Matlab

Matlab, MathWorks tarafindan gelistirilen, dordiincii nesil, Ucretli bir programlama
dilidir. Istatistiksel, matematiksel, simulasyon ve birgok islemlerin yapilabildigi Matlab,
C, C++, Java, Fortran, Python gibi programlama dillerine uyumlu olarak
calisabilmektedir. Bu sebeple genis bir kullanim alan1 vardir. Ozellikle endiistriyel ve

akademik alanlarda ¢alisan kisilerin ¢ok¢a faydalandigi bir uygulamadir.
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Tezimizde belirledigimiz ii¢ kiimeleme algoritmasini analiz etmek amaciyla Matlab
programini kullanmay1 tercih ettik. Kullanimi1 kolay, anlasilir ve hizli ¢alisan bir
uygulama olan Matlab sayesinde algoritmalarimizin kodlarmi calistirdigimizda, elde
ettigimiz sonuglar1 hem "Analiz" boliimiinde agiklayip, hem de bu sonuglardan
derledigimiz verileri 2.2.4.4.'de agikladigimiz Wavelet Toolbox'da uyguladik ve ortaya

c¢ikan sonuglar1 yorumladik.

2.2.4.4. Wavelet

Wavelet diye tezimizde kisaca belirtilen Wavelet Toolbox, Matlab'n bir tiriinii olup,
kullanim1 kolay, yiiksek verimli ve giivenilir sonuglar veren iicretli bir uygulamadir.
Wavelet genellikle sinyal ve gorinti analizlerinde kullanilmaktadir. Kullanilan verinin
kesinligine gore elde edilen sonuglar, dogru orantili olarak, daha tutarli olur. Wavelet,
Matlab'in bir uzantis1 oldugu i¢in Matlab'in bir¢cok 6zelligine sahiptir. Bunlar fonksiyon
komut satiri, analiz, sentez ve sikistirma, veriyi temizleme vb. gibi. Wavelet'in
kullanildig1 birgok analiz ve islemler daha once Fourier teknigiyle ¢6zum getirilen
durumlardir. Malum Fourier sinyal spektumlarinin ve frekans sistemlerinin analizinde
ortaya atilan ilk yontemdir. Wavelet ise Fourier doniisiimiiniin, zaman penceresi (time
window) ile birlikte yorumunu yapabilmektedir. Ayrica Cizelge 3.2'de Fourier

doniisiimiiniin ve Wavelet doniisiimiiniin formiilsel ifadelerini gorebilirsiniz.

Cizelge 2.2 : Fourier Déniisiimii ve Wavelet Doniisiimii Formiilsel Ifadeleri

Dontistim Ttirti Formiilsel ifadesi Degisken Tanimi
Fourier Déniisiimii FE) = [ flx)e 2mixé gy ¢ : frekans
Wavelet Doniistimii X(a,b) = % f—oooo W (%) x(O)dt a :artig b : zaman

Wavelet doniisiimiiniin bircok c¢esiti bulunmaktadir. Bunlardan bazilarin1 asagida

maddeler halinde gdrebilirsiniz.
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* Siirekli Wavelet Doniisiimii
* Ayrik Wavelet Doniistimii
* Karmagik Wavelet Doniigiimii
* Cift Wavelet

* Coklu Cozinarluk Analizi
* Gabor Wavelet

* Morlet Wavelet

* Jpeg 2000

*MrSID

*ECW

*DjVu

Yukarida belirtilen g¢esitlerinden bagka, spesifik durumlar i¢in kullanilabilecek birgok
farkli ¢esiti daha bulunmaktadir. Buradan da anlasilacag: lizere Wavelet Toolbox ¢ok
genis ve farkl alanlarda kullanilabilen bir uygulamadir. Ornegin konusma ve ses isleme,
goriintii ve video isleme gibi 1-D ve 2-D uygulamalarinda da yiiksek verimle

kullanilabilmektedir.

Tezimizden turetilecek olan makalede Wavelet Toolbox uygulamasi, Matlab'ta
calistirdigimiz algoritmalarin ¢ikardigi sonuglarin derlenmesi ile elde edilen verilerin

incelenmesi ve yorumlanmasi amaciyla kullanilmistir.
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3. ANALIZ

3.1. Weka Analizleri

Bu bolumde, ele aldigimiz ii¢ kiimeleme algoritmasinin, Weka'da kullanilmasi sonucu
elde edilen sonucglar1 agiklanmistir. Kiimeleme algoritmalarinin iizerinde denendigi ii¢
farkli veri kiimemiz bulunmaktadir. Bu verilerin nerelerden edinildigi ve ne ile alakali

oldugu onceki boliimlerde belirtilmistir.

Asagidaki 1li¢ baslikta agiklanan sonuglara ulasilmasinda ortak bazi adimlar
bulunmaktadir. Bunlar; Weka platformunun ¢alistirilmasi1 ve Explorer uygulamasinin
secilmesi. Kullanilacak verinin ag¢ilmasi ve kiimeleme algoritmalar1 sekmesinin
secilmesi. Bu kiimeleme algoritmalarindan kullanacagimiz algoritmanin segilip, tizerinde

gerekli degisikliklerin yapilmasi gibi adimlardir.

3.1.1. K-Means kiimeleme algoritmasi analizleri
Kiime sayisi, k degeri, her ii¢ veri kiimesi igslemlerinde de 2'den 10'a kadar alinip, her k
degeri igin 1'den 50'ye kadar seed degeri denenerek yapilmistir. Asagidaki veri kiimeleri

icin alman sonuglar; bu 1350 denemeden alinan en verimli sonuglaridir.
Kandilli ortalama riizgar siddeti verileri analizi

Bu veri kiimesinin K-means kiimeleme algoritmasma sokulmasi sonucu elde edilen en
verimli sonu¢ asagida aciklanmustir. Veriler arast mesafenin 6lciimii i¢in  Oklid
fonksiyonu kullanilmigtir. K degeri 10 ve seed degeri 44 olan kiimelemede en verimli
sonuca ulasilmistir. Algoritma bu sonuca ulasmak i¢cin 6 kez tekrar etmistir. Asagida
WEKA'nin galigmasi sonucu elde edilen sonuglarin 6zeti verilmistir. Tam ¢iktiy1 ekler
boliimiinde bulunan Ek G'de inceleyebilirsiniz. Asagidaki Cizelge 3.1'de elde edilen

Ozetlenmis K-Means analizi sonuglarini inceleyebilirsiniz.
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Cizelge 3.1: K Means Kandilli Ortalama Riizgar Siddeti Analiz Cizelgesi

=== Run information ===

Scheme: weka.clusterers.SimpleKMeans -init 0 -max-candidates 100 -periodic-pruning
10000 -min-density 2.0 -t1 -1.25 -t2 -1.0 -N 10 -A "weka.core.EuclideanDistance -R
first-last” -1 500 -num-slots 1 -S 44

Relation: ortruzsid

Instances: 64

Attributes: 13

yil, ocak, subat, mart, nisan, mayis, haziran, temmuz, agustos, eylul, ekim, kasim, aralik

Test mode: evaluate on training data

=== Clustering model (full training set) ===

kMeans

Number of iterations: 6

Within cluster sum of squared errors: 8.160678975344503

Initial starting points (random):

Cluster 0: 1998,3.1,3,3.9,3,2.8,2.6,3.1,3.1,2.8,2.8,3.3,4.1

Cluster 1: 1965,4,5.2,3.1,2.9,2.2,3.4,3.8,4.1,3.5,3.5,5.3,4.6

Cluster 2: 1964,4.3,4,2.8,3.4,3.2,3.1,4,3.1,2.7,1.6,2.8,5

Cluster 3: 1995,4.3,3.5,3.9,3.1,3.3,2.8,3.2,2.9,2.6,3.1,3.8,4.1

Cluster 4: 2000,3.5,3.1,2.8,2.2,2.6,3,2.4,3,2.7,2.6,2.1,2.7

Cluster 5: 1990,4.2,4.9,4.7,3.9,4.9,4.2,5.8,5.3,4,4.4,4.6,4.7

Cluster 6: 1978,4.3,4.5,4.6,3.4,3.6,3.2,4.4,4.3,3.8,3.8,3.7,4.5

Cluster 7: 1988,4.2,5,4.8,4.6,3.6,2.6,4.3,4.7,4.1,5.5,5.8,5.2

Cluster 8: 2010,4,3.3,2.9,3,2.4,2.5,2.8,2.4,2.6,2.7,2.8,3.8

Cluster 9: 1957,3.7,3.2,5.1,3.6,2.3,4.1,3.9,4.3,3.3,3.5,3.3,5.7

Time taken to build model (full training data) : 0 seconds

=== Model and evaluation on training set ===

Clustered Instances

0 7(11%) 4 1(2%) 8 14 (22%)
1 4( 6%) 5 4( 6%) 9 8(13%)
2 6(9%) 6 11 (17%)
3 3(5%) 7 6( 9%)

Kandilli maksimum, minimum ve ortalama sicaklik verileri analizi

Bu veri kiimesinin K-means kiimeleme algoritmasia sokulmasi sonucu elde edilen en
verimli sonu¢ asagidaki Cizelge 3.2'de agiklanmustir. K degeri 10 olup, seed degeri 31

olan kiimelemede algoritma 7 tekrarla en verimli sonuca ulasilmistir.
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Cizelge 3.2: Kandilli Maksimum, Minimum ve Ortalama Sicaklik Verileri Cizelgesi

=== Run information ===

Scheme: weka.clusterers.SimpleKMeans -init 0 -max-candidates 100 -periodic-
pruning 10000 -min-density 20 -t1 -125 -t2 -10 -N 10 -A
"weka.core.EuclideanDistance -R first-last” -1 500 -num-slots 1 -S 31

Relation:  scklk

Instances: 64

Attributes: 4

yil, maxscklk, minscklk, ortscklk

Test mode: evaluate on training data

kMeans

Number of iterations: 7

Within cluster sum of squared errors: 1.9529026194779933

Initial starting points (random):

Cluster 0: 1998,18.7,11,14.2

Cluster 1: 1999,19.9,11.6,15

Cluster 2: 1960,19.9,10.6,14.3

Cluster 3: 1983,18.3,10.3,13.5

Cluster 4: 1955,19.2,11.1,14.4

Cluster 5: 1958,19.8,10.2,14.3

Cluster 6: 1959,18.3,9.4,13.1

Cluster 7: 2010,19,12.1,15.1

Cluster 8: 1980,17.9,9.8,13.2

Cluster 9: 1967,19.1,9.8,13.7

Cluster#

Attribute Full Data 0 1 2 3 4 5 6 7 8 9

(64.0) (10.0) (7.0) (L0) (10.0) (20) (50) (40) (50) (9.0) (1L0)

Yil 1983.5 1996.9 2002.8571 1966 1989.2 1953.5 1962.2 1958 2012.8 1982.7778 1967

Maxscklk 18.7625 18.91 19.8857 20.7 18.15 19.1 19.68 18 1898 179 187

Minscklk 10.5422 10.79 11.6571 11.3 10.21 11.05 10.39.57512.06 9.8222 10.1091

ortscklk 13.9328 14.06 14.9571 15.3 13.47 14.45 14.26 13.125 14.86 13.1444 13.7364

Time taken to build model (full training data) : O seconds

Clustered Instances

0 10 (16%) 5 5( 8%)
1 7(11%) 6 4(6%)
2 1( 2%) 7 5( 8%)
3 10 (16%) 8  9(14%)
4 2(3%) 9 11 (17%)
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Turkiye illeri ortalama sicakhik verileri analizi

Bu veri kiimesinin K-means kiimeleme algoritmasia sokulmasi sonucu elde edilen en
verimli  sonu¢ kisaltilarak asagidaki Cizelge 3.3'de agiklanmistir. Sonucun
degistirilmemis hali EK A'da bulunan, Tiirkiye illeri ortalama sicaklik verileri K-Means
analizi bélimiinde verilmistir. Veriler aras1 mesafenin 6lciimii icin Oklid fonksiyonu
kullanilmistir. K degeri 10 olup, seed degeri 35 olan kiimelemede en verimli sonuca

ulagilmistir. Algoritma bu sonuca ulagmak i¢in 5 kez tekrar etmistir.

Cizelge 3.3: Tiirkiye Illeri Ortalama Sicaklik Verileri K-Means Cizelgesi

=== Run information ===

Scheme: weka.clusterers.SimpleKMeans -init 0 -max-candidates 100 -periodic-
pruning 10000 -min-density 20 -t1 -125 -t2 -10 -N 10 -A
"weka.core.EuclideanDistance -R first-last” -1 500 -num-slots 1 -S 35

Relation:  trortscklk

Instances: 64

Attributes: 49

yil, adana, afyon, ankara, antalya, artvin, balikesir, bandirma, bilecik, bolu, burdur,
bursa, canakkalediyarbakir, edirne, elazig, erzincan, erzurum, eskisehir, gaziantep,
giresun, gumushane, hatay, isparta, istanbul, izmir, kars, kastamonu, kayseri, kocaeli,
konya, kutahya, malatya, manisa, ~ mardin, mersin, mugla, ordu, rize, samsun,
siirt, sinop, sivas, tekirdag, trabzon, urfa, usak, van, zonguldak

Test mode: evaluate on training data

=== Clustering model (full training set) ===

kMeans

Number of iterations: 5

Within cluster sum of squared errors: 20.305759581092552

Time taken to build model (full training data) : 0.02 seconds

=== Model and evaluation on training set ===

Clustered Instances

0 12 (19%) 4 5(8%) 8 3(5%)
1 10 (16%) 5 5( 8%) 9 9(14%)
2 3(5%) 6 4(6%)
3 6(9%) 7 7(11%)

50




3.1.2. Hiyerarsik kiimeleme algoritmasi analizleri

Bu boliimde veri kiimelerimiz, hiyerarsik kiimeleme algoritmalar1 olan tek, tam, ward ve
ortalama hiyerarsik kiimeleme algoritmalarina sokulup elde edilen sonuglar asagida
gosterilmistir. Veriler arasmdaki mesafe Oklid fonksiyonuyla hesaplanmistir. Kiime

sayist tiim verilerde 2 olarak secilmistir.

Kandilli ortalama riizgar siddeti verileri analizi

Tek baglantih kimeleme analizi

Tek baglantili kiimeleme algoritmasinin WEKA'da c¢alistirilmas: sonucu elde edilen

kiimeleme ¢iktisinin sonucu Cizelge 3.4'de ve dendrogram sonucu asagida verilmistir.

Cizelge 3.4: Ortalama Riizgar Siddeti Verisi Tek Baglantili Kiimeleme Cizelgesi

=== Run information ===

Scheme: weka.clusterers.HierarchicalClusterer -N 2 -L SINGLE -P -A
"weka.core.EuclideanDistance -R first-last"

Relation:  ortruzsid, Instances: 64, Attributes: 13

yil, ocak, subat, mart, nisan, mayis, haziran, temmuz, agustos, eylul, ekim, kasim, aralik

Cluster 0

((((((((((6.2:0.51056, (((((((3.6:0.33246,3.8:0.33246):0.08556,((3.7:0.30385,3.3:0.30385):
0.07972,(5.1:0.29102,5.0:0.29102):0.09254):0.03446):0.00414,((((4.3:0.39992,(5.1:0.38
878,(((4.4:0.25384,4.5:0.25384):0.06917,5.4:0.32301):0.02587,((4.4:0.30606,3.9:0.3060
6):0.04133,(((4.4:0.23585,5.1:0.23585):0.06781,5.4:0.30366):0.0252,5.4:0.32886):0.018
53):0.00149):0.0399):0.01114):0.00181,4.6:0.40172):0.0163,6.5:0.41802):0.0001,(5.1:0.
3124,5.6:0.3124):0.10572):0.00405):0.0074,4.1:0.42956):0.00147,(3.8:0.35192,4.2:0.35
192):0.07912):0.0144,(5.7:0.42756,5.2:0.42756):0.01787):0.0304, (((((((((((3.7:0.2184

3,4.1:0.21843):0.02677,4.1:0.2452):0.01683,((3.7:0.21435,3.3:0.21435):0.03605,2.9:0.2
504):0.01163):0.00094,(3.8:0.14062,3.4:0.14062):0.12235):0.01533,5.3:0.2783):0.0018

5,4.3:0.28016):0.00713,(2.4:0.25673,2.7:0.25673):0.03056):0.00196,4.0:0.28925):0.000

54,(3.1:0.26319,2.8:0.26319):0.02659):0.00087,2.7:0.29065):0.07288,4.1:0.36353):0.07,
0.0:0.43352):0.04232):0.03472):0.00357,4.3:0.51414):0.00747,(((5.0:0.42409, (5.2:0.213
45,5.0:0.21345):0.21064):0.00724, (4.2:0.41564, (5.0:0.38606,4.6:0.38606):0.02958):0.0

1569):0.0631,(4.7:0.39928,4.2:0.39928):0.09515):0.02718):0.00269,7.4:0.5243):0.0081

6,(3.1:0.35052,2.7:0.35052):0.18194):0.03213,(3.4:0.51543,4.4:0.51543):0.04916):0.01

252,4.0:0.57711):0.03487,4.0:0.61198):0.04692,2.9:0.6589):0.39135,3.7:1.05025)

Time taken to build model (full training data) : O seconds

Clustered Instances

0 63(98%) | 1 1(2%)
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Kimelemenin dendrogramini asagidaki Sekil 3.1'de inceleyebilirsiniz.
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Sekil 3.1 : Kandilli Ortalama Riizgar Siddeti Tek Baglantili Kiimeleme Dendrogrami

Tam baglantih kiimeleme analizi

Tam baglantili kiimeleme algoritmasmin g¢alistirilmasi sonucu elde edilen kiimeleme
ciktist ve dendrogrami saklanmistir. Elde edilen bu sonuclarda program ¢iktist agagidaki
Cizelge 3.5'de verilmistir. Programin olusturdugu dendrogram ise Sekil 3.2'de

verilmistir.
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Cizelge 3.5: Ortalama Riizgar Siddeti Verisi Tam Baglantili Kiimeleme Cizelgesi

=== Run information ===

Scheme: weka.clusterers.HierarchicalClusterer -N 2 -L COMPLETE -P -A
"weka.core.EuclideanDistance -R first-last"

Relation:  ortruzsid

Instances: 64

Attributes: 13

yil, ocak, subat, mart, nisan, mayis, haziran, temmuz, agustos, eylul, ekim, kasim, aralik

Test mode: evaluate on training data

=== Clustering model (full training set) ===

Cluster 0

(((((6.2:0.53892,(3.6:0.33246,3.8:0.33246):0.20646):0.10988,(5.7:0.42756,5.2:0.42756):
0.22124):0.21346,(((4.3:0.40172,4.6:0.40172):0.13492,6.5:0.53665):0.14962, (((5.1:0.39
922,(4.4:0.25384,4.5:0.25384):0.14539):0.09157, (4.4:0.30606,3.9:0.30606):0.18473):0.

04396, (((4.4:0.23585,5.1:0.23585):0.15561, (5.4:0.34888,5.4:0.34888):0.04258):0.04563
5.4:0,43709):0.09766):0.15152):0.17598):0.26219,((4.0:0.91366,(4.0:0.67334,7.4:0.6 73
34):0.24032):0.07427,((5.0:0.49555,((5.0:0.38606,4.6:0.38606):0.08467,(5.2:0.21345,5.
0:0.21345):0.25727):0.02482):0.20652, (4.2:0.63323,(4.7:0.39928,4.2:0.39928):0.23395)
0.06884):0.28586):0.1365):0.68652, ((((((3.8:0.35192,4.2:0.35192):0.2615,(3.7:0.30385,
3.3:0.30385):0.30957):0.10254,((5.1:0.29102,5.0:0.29102):0.24413,(5.1:0.3124,5.6:0.31
24):0.22276):0.18079):0.14948,(3.4:0.51543,4.4:0.51543):0.35001):0.01804,(4.1:0.5722
7,4.3:0.57227):0.31121):0.62356,(3.7:1.3856,((((((3.7:0.21843,4.1:0.21843):0.06255,4.1
0.28098):0.07534,5.3:0.35632):0.26187, ((((4.0:0.28925,4.3:0.28925):0.15488,(2.7:0.37
58,(((3.1:0.26319,2.8:0.26319):0.07741,(2.4:0.25673,2.7:0.25673):0.08388):0.01754, (3.
8:0.14062,3.4:0.14062):0.21753):0.01765):0.06833):0.04668,((3.7:0.21435,3.3:0.21435)
0.10232,2.9:0.31667):0.17415):0.02563,4.1:0.51644):0.10175):0.18768,(0.0:0.6 7495, (3
.1:0.35052,2.7:0.35052):0.32443):0.13092):0.25792,2.9:1.06379):0.32181):0.12144):0.3
0392)

Time taken to build model (full training data) : 0 seconds

=== Model and evaluation on training set ===

Clustered Instances

0 63(98%)

1 1( 2%)

Kimelemenin dendrogramini asagidaki Sekil 3.2'de inceleyebilirsiniz.
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Sekil 3.2 : Kandilli Ortalama Riizgar Siddeti Tam Baglantili Kiimeleme Dendrogrami

Ward metodu analizi

Algoritmanin ¢alistirilmast sonucu elde edilen kiimeleme ¢iktist EK H'de verilmistir.

Kimelemenin dendrogrami ise asagidaki Sekil 3.3'de verilmistir.
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Sekil 3.3 : Kandilli Ortalama Riizgar Siddeti Ward Metodu Dendrogrami
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Ortalama baglantih kimeleme analizi

Algoritmanin ¢alistirilmas1 sonucu elde edilen kiimeleme g¢iktis1 asagidaki Cizelge

3.6'daki gibidir.

Cizelge 3.6: Ortalama Riizgar Siddeti Verisi Ort. Baglantili Klimeleme Cizelgesi

=== Run information ===

Scheme: weka.clusterers.HierarchicalClusterer -N 2 -L AVERAGE -P -A
"weka.core.EuclideanDistance -R first-last"

Relation:  ortruzsid

Instances: 64

Attributes: 13

yil, ocak, subat, mart, nisan, mayis, haziran, temmuz, agustos, eylul, ekim,
kasim, aralik

Test mode: evaluate on training data

=== Clustering model (full training set) ===

Cluster 0

(((((((6.2:0.5567,(5.7:0.42756,5.2:0.42756):0.12915):0.07826, ((((3.6:0.33246,3.8:0. 3324
6):0.18466,(3.7:0.30385,3.3:0.30385):0.21327):0.05835,((5.1:0.29102,5.0:0.29102):0.18
795,(5.1:0.3124,5.6:0.3124):0.16658):0.09649):0.00898, (3.8:0.35192,4.2:0.35192):0.23
253):0.05052):0.01893,(((4.3:0.40172,4.6:0.40172):0.13028,6.5:0.532):0.01682, ((5.1:0.
394,(4.4:0.25384,4.5:0.25384):0.14016):0.06166, ((4.4:0.30606,3.9:0.30606):0.11241, (((
4.4:0.23585,5.1:0.23585):0.12316,5.4:0.35902):0.02535, (5.4:0.34888, 5.4:0.34888):0.03
549):0.03411):0.03719):0.09316):0.10507):0.04186,(4.1:0.57227,4.3:0.57227):0.12349):
0.19213,(4.0:0.82965, ((((5.0:0.46203,((5.0:0.38606,4.6:0.38606):0.06425, (5.2:0.21345,5
.0:0.21345):0.23685):0.01173):0.10653,4.2:0.56856):0.08407,((4.7:0.39928,4.2:0.39928
):0.197,7.4:0.59628):0.05635):0.13814,4.0:0.79076):0.03889):0.05825):0.18794, (((3.4:0
51543,4.4:0.51543):0.29832,((((((3.7:0.21843,4.1:0.21843):0.04466,4.1:0.26309):0.057
49,5.3:0.32058):0.1333, ((((4.0:0.28925,4.3:0.28925):0.07729,((3.7:0.21435,3.3:0.21435)
0.06918,2.9:0.28353):0.08301):0.00746,((2.7:0.32057,(3.1:0.26319,2.8:0.26319):0.057
37):0.01208,((2.4:0.25673,2.7:0.25673):0.05836,(3.8:0.14062,3.4:0.14062):0.17446):0.0
1757):0.04135):0.06923,4.1:0.44324):0.01065):0.12603,0.0:0.57992):0.08855,(3.1:0.35
052,2.7:0.35052):0.31795):0.14527):0.01637,2.9:0.83011):0.24572):0.28632,3.7:1.3621
5)

Time taken to build model (full training data) : O seconds

=== Model and evaluation on training set ===

Clustered Instances

0 63(98%)

1 1( 2%)
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Kimelemenin dendrogramini asagidaki Sekil 3.4'de inceleyebilirsiniz.

—

Sekil 3.4 : Kandilli Ortalama Riizgar Siddeti Ortalama Baglantili Kiimeleme
Dendrogrami

Kandilli maksimum, minimum ve ortalama sicaklik verileri analizi
Tek baglantih kimeleme analizi

Algoritmanin ¢alistirilmas: sonucu elde edilen kiimeleme ¢iktisi ve dendrogram
kaydedilmistir. Asagidaki Cizelge 3.7'de algoritmanin verdigi sonuglar bulunmaktadir.

Ayrica elde edilen dendrogram Sekil 3.5'de verilmistir.

56



Cizelge 3.7: Max. Min. ve Ort. Sicaklik Verisi Tek Baglantili Kiimeleme Cizelgesi

=== Run information ===

Scheme: weka.clusterers.HierarchicalClusterer -N 2 -L SINGLE -P -A
"weka.core.EuclideanDistance -R first-last"

Relation:  scklk

Instances: 64

Attributes: 4

yil, maxscklk, minscklk, ortscklk

Test mode: evaluate on training data

=== Clustering model (full training set) ===

Cluster 0

((((((14.5:0.09056,14.4:0.09056):0.18077, ((((((((((((13.1:0.05513,13.1:0.05513):0.08074
(13.3:0.10674,13.5:0.10674):0.02912):0.02644, (((((13.8:0.13378,(14.0:0.12027,14.0:0.1
2027):0.01351):0.01298,(13.7:0.08488,13.6:0.08488):0.06188):0.00861, (((((((13.8:0.053
76,13.8:0.05376):0.05963,14.0:0.11339):0.00613,((((13.5:0.08478,13.4:0.08478):0.0231
1,13.2:0.10789):0.00127,((13.6:0.09602,13.5:0.09602):0.00357,(13.5:0.07317,(13.5:0.06
209,13.6:0.06209):0.01108):0.02642):0.00958):0.00975,13.8:0.11892):0.00061):0.0137
4,((13.2:0.0952,13.2:0.0952):0.00439,13.3:0.09959):0.03368):0.00277,14.2:0.13604):0.
00914,13.0:0.14518):0.00671,((13.3:0.06853,13.3:0.06853):0.06605,13.4:0.13458):0.01
73):0.00349):0.00501,13.6:0.16038):0.00181,13.0:0.16219):0.00011):0.01865,12.9:0.18
095):0.0006,13.1:0.18155):0.00469, ((14.3:0.09616,14.3:0.09616):0.04368,14.3:0.13985)
0.04639):0.00863,13.7:0.19486):0.01579,(13.8:0.09528, (14.0:0.09045,14.0:0.09045):0.
00483):0.11537):0.00532,14.4:0.21597):0.01285,(14.2:0.11265, ((14.1:0.06222,14.0:0.06
222):0.0211,14.2:0.08332):0.02933):0.11618):0.00318, ((((14.8:0.15497,(((15.0:0.08332,
15.1:0.08332):0.03621,15.1:0.11953):0.02679,(15.1:0.0462,15.1:0.0462):0.10012):0.008
65):0.02732,(15.1:0.13083,15.1:0.13083):0.05146):0.01722,(14.4:0.15365,14.5:0.15365)
0.04586):0.00942,14.8:0.20894):0.02306):0.03174,14.7:0.26374):0.0076):0.01452,13.6:
0.28585):0.00446,14.6:0.29031):0.06345,13.0:0.35376):0.01141,13.4:0.36517)

Time taken to build model (full training data) : O seconds

=== Model and evaluation on training set ===

Clustered Instances

0 63(98%)

1 1( 2%)

Kimelemenin dendrogramini asagidaki Sekil 3.5'de inceleyebilirsiniz.
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Sekil 3.5 : Kandilli Maksimum Minimum ve Ortalama Sicaklik Tek Baglant1
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Dendrogrami

Tam baglantih kiimeleme analizi

Algoritmanin ¢alistirilmasi sonucu elde edilen kiimeleme ¢iktis1 asagidaki Cizelge 3.8'de
verilmigtir. Ayrica olusan dendrogram ise Sekil 3.6'da verilmistir. Elde edilen bu iki
sonug incelendiginde, daha onceki farkli veri kiimesinin iglenmesi sonucu elde edilen
ciktilar karsilastirildiginda; Dendrogramlarin ve program c¢iktilarmin birbirinden farkl:
ancak verilerin islenme sekli, elde edilen dendrogramlarin mantiksal benzerligi ve

algoritmanin ¢aligma performansi agisindan biiyiik benzerlikler gostermektedir.
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Cizelge 3.8: Max. Min. ve Ort. Sicaklik Verisi Tam Baglantili Kiimeleme Cizelgesi

=== Run information ===

Scheme: weka.clusterers.HierarchicalClusterer -N 2 -L COMPLETE -P -A
"weka.core.EuclideanDistance -R first-last"

Relation:  scklk

Instances: 64

Attributes: 4

yil, maxscklk, minscklk, ortscklk

Test mode: evaluate on training data

=== Clustering model (full training set) ===

Cluster 0

(((((14.5:0.09056,14.4:0.09056):0.48645, ((((13.8:0.13387,(14.0:0.12027,14.0:0.12027):0
.0136):0.0952,(13.7:0.08488,13.6:0.08488):0.14418):0.22226,(((14.3:0.09616,14.3:0.09

616):0.10634,14.3:0.2025):0.10014,14.4:0.30265):0.14868):0.08274,(((13.8:0.05376,13.
8:0.05376):0.08879,13.8:0.14256):0.12917,(14.0:0.13604,14.2:0.13604):0.13569):0.262

34):0.04294):0.33169,((13.8:0.13821,(14.0:0.09045,14.0:0.09045):0.04776):0.21579,((1
4.2:0.14959,((14.1:0.06222,14.0:0.06222):0.0567,14.2:0.11892):0.03067):0.15502,13.7:

0.30461):0.04939):0.5547):0.2106,15.3:1.1193):0.20463,(((14.8:0.25717,(14.4:0.15365,

14.5:0.15365):0.10352):0.34214, (((15.0:0.08332,15.1:0.08332):0.11439,(15.1:0.16742,(

15.1:0.0462,15.1:0.0462):0.12122):0.03029):0.21137,((15.1:0.13083,15.1:0.13083):0.14
715,14.8:0.27798):0.13109):0.19023):0.08384, (14.7:0.29031,14.6:0.29031):0.39284):0.

64077)

Cluster 1

((13.0:0.50768,((13.6:0.3748,(13.1:0.05513,13.1:0.05513):0.31967):0.02362, ((13.3:0.10
674,13.5:0.10674):0.12549,((13.5:0.08478,13.4:0.08478):0.09867,13.2:0.18345):0.0487
8):0.16618):0.10927):0.487,((((12.9:0.25833,((13.2:0.0952,13.2:0.0952):0.03266,13.3:0.
12786):0.13047):0.09326,((13.0:0.16219,13.0:0.16219):0.03903,13.1:0.20122):0.15037)
:0.13169,(((((13.6:0.09602,13.5:0.09602):0.0089,13.5:0.10492):0.07436,(13.5:0.06209, 1
3.6:0.06209):0.11719):0.04841,13.6:0.22768):0.08666,((13.3:0.06853,13.3:0.06853):0.0
7567,13.4:0.1442):0.17014):0.16894):0.2113,13.4:0.69458):0.3001)

Time taken to build model (full training data) : O seconds

=== Model and evaluation on training set ===

Clustered Instances

0 38(59%)

1 26 (41%)

Kimelemenin dendrogramini asagidaki Sekil 3.6'da inceleyebilirsiniz.
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Sekil 3.6 : Kandilli Maksimum Minimum ve Ortalama Sicaklik Tam Baglant1

Dendrogrami

Ward metodu analizi

Algoritmanin ¢alistirilmast sonucu elde edilen kiimeleme c¢iktist Ek I'da verilmistir.

Kimelemenin dendrogramini asagidaki Sekil 3.7'de inceleyebilirsiniz.
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Sekil 3.7 : Kandilli Maksimum Minimum ve Ortalama Sicaklik Ward Metodu

Dendrogrami
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Ortalama baglantih kimeleme analizi

Algoritmanin ¢alistirilmas1 sonucu elde edilen kiimeleme g¢iktis1 asagidaki Cizelge
3.9'daki gibidir.

Cizelge 3.9 : Max. Min. ve Ort. Sicaklik Verisi Ort. Baglantili Kiimeleme Cizelgesi

=== Run information ===

Scheme: weka.clusterers.HierarchicalClusterer -N 2 -L AVERAGE -P -A
"weka.core.EuclideanDistance -R first-last"

Relation:  scklk

Instances: 64

Attributes: 4

yil, maxscklk, minscklk, ortscklk

Test mode: evaluate on training data

=== Clustering model (full training set) ===

Cluster 0

(((((14.5:0.09056,14.4:0.09056):0.28004, (14.4:0.21597,14.2:0.21597):0.15464):0.04109,
(((13.8:0.13382,(14.0:0.12027,14.0:0.12027):0.01355):0.05383,(13.7:0.08488,13.6:0.08

488):0.10278):0.14395,((14.3:0.09616,14.3:0.09616):0.07501,14.3:0.17118):0.16043):0.
08009):0.17946,((13.0:0.4251,(13.6:0.34885,((13.1:0.05513,13.1:0.05513):0.16951, ((13.
3:0.10674,13.5:0.10674):0.0794,13.2:0.18615):0.0385):0.12421):0.07625):0.03343, (((((

13.8:0.05376,13.8:0.05376):0.07445,14.0:0.12822):0.00749,13.8:0.13571):0.11778,((((1
3.5:0.08478,13.4:0.08478):0.04763,(13.6:0.09602,13.5:0.09602):0.03639):0.05608,(13.5
:0.09189,(13.5:0.06209,13.6:0.06209):0.0298):0.09661):0.03367,13.6:0.22216):0.03133

):0.09708,((12.9:0.22032,(((13.2:0.0952,13.2:0.0952):0.01852,13.3:0.11373):0.04094, 13
.0:0.15466):0.06566):0.0389,((13.1:0.18849,13.0:0.18849):0.03807,((13.3:0.06853,13.3:
0.06853):0.07086,13.4:0.13939):0.08717):0.03266):0.09135):0.10796):0.13263):0.0340

8,(((13.8:0.11675,(14.0:0.09045,14.0:0.09045):0.02629):0.17818, ((14.2:0.13074,((14.1:

0.06222,14.0:0.06222):0.0389,14.2:0.10112):0.02962):0.14045,13.7:0.27119):0.02373):

0.28235,13.4:0.57727):0.04797)

Cluster 1

(15.3:0.78404,(((14.8:0.22834,(14.4:0.15365,14.5:0.15365):0.07469):0.16237, ((((15.0:0.
08332,15.1:0.08332):0.06973,15.1:0.15304):0.02346,(15.1:0.0462,15.1:0.0462):0.1303):
0.12424,((15.1:0.13083,15.1:0.13083):0.11263,14.8:0.24346):0.05728):0.08997):0.06 14
9,(14.7:0.29031,14.6:0.29031):0.16189):0.33184)

Time taken to build model (full training data) : O seconds

=== Model and evaluation on training set ===

Clustered Instances

0 50(78%)

1 14 (22%)
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Kimelemenin dendrogramini asagidaki Sekil 3.8'de inceleyebilirsiniz.

HM 44 147 138 N4D 140 137 36 Med 143 143 130 136 M30O031 033 f% 6 020 132 132 N33 030 130 N30 ME3 133 N34 138 M40 HeD [H 40 142 137 134

Sekil 3.8 : Kandilli Maksimum Minimum ve Ortalama Sicaklik Ortalama Baglanti

Dendrogrami

Turkiye illeri ortalama sicakhik verileri analizi
Tek baglantih kimeleme analizi

Algoritmanin ¢alistirilmast sonucu basarili sonuglar elde edilmistir. Bu sonuglardan biri
programim c¢alismast sonucu elde edilen bilgi ¢iktisidir. Bunu Cizelge 3.10'da
inceleyebilirsiniz. Ayrica elde edilen bir diger sonu¢ olan dendrogram ¢iktis1 ise Sekil
3.9'da verilmistir. Bu iki sonucun incelenmesi sonucu daha once ele aldigimiz iki veri
kiimesi ile elde edilen sonuglar arasinda mantiksal ve performans olarak biiyiik

benzerlikler gorilmektedir.
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Cizelge 3.10 : Tiirkiye Illeri Ort. Sicaklik Verisi Tek Baglantili Kiimeleme Cizelgesi

=== Run information ===

Scheme: weka.clusterers.HierarchicalClusterer -N 2 -L SINGLE -P -A
"weka.core.EuclideanDistance -R first-last"

Relation:  trortscklk

Instances: 64

Attributes: 49

yil, adana, afyon, ankara, antalya, artvin, balikesir, bandirma, bilecik, bolu,
burdur, bursa, canakkale, diyarbakir, edirne, elazig, erzincan, erzurum, eskisehir,
gaziantep, giresun,  gumushane, hatay, isparta, istanbul, izmir, kars, kastamonu,
kayseri, kocaeli, konya, kutahya, malatya, manisa, mardin, mersin, mugla, ordu, rize,
samsun, siirt, sinop, sivas, tekirdag, trabzon, urfa, usak, van, zonguldak

Test mode: evaluate on training data

=== Clustering model (full training set) ===

Cluster 0

(C((CC(((((((8-3:0.60743,8.6:0.60743):0.03458,((8.9:0.59099, (8.7:0.57064,8.2:0.57064):0
.02035):0.04809,8.6:0.63908):0.00293):0.03739, (((((((((((9.2:0.55678,(((8.7:0.51858, (((
8.7:0.41902,8.7:0.41902):0.08945,8.9:0.50847):0.00756,(((9.1:0.48382,9.1:0.48382):0.0
0053,((9.7:0.39014,9.6:0.39014):0.05184,9.5:0.44199):0.04236):0.00395,9.1:0.4883):0.

02773):0.00255):0.01494,((9.3:0.4332,(8.5:0.42669,8.8:0.42669):0.0065):0.05804,9.5:0.
49123):0.04229):0.00744,9.8:0.54096):0.01582):0.0018,8.5:0.55858):0.00359,(((8.3:0.3
5735,8.5:0.35735):0.18859,8.1:0.54595):0.01546,8.9:0.56141):0.00077):0.00158, (((8.2:

0.44148,8.2:0.44148):0.06512,8.4:0.5066):0.01897,9.2:0.52557):0.03819):0.00131,8.4:0
.56507):0.00633,(7.5:0.49443,7.5:0.49443):0.07697):0.00802,8.0:0.57942):0.02413, ((©.

5:0.56123,10.5:0.56123):0.0319,9.7:0.59312):0.01043):0.01465,10.2:0.6182):0.04849, (9
14:0.53587,9.0:0.53587):0.13082):0.00525,8.6:0.67195):0.00746):0.02028,(9.7:0.62785,
10.5:0.62785):0.07184):0.01264,(7.8:0.55403,7.5:0.55403):0.15829):0.00262,((7.7:0.61

438,7.8:0.61438):0.02604,(6.7:0.57899,((7.3:0.52906,7.9:0.52906):0.01283,8.1:0.5419):
0.03709):0.06142):0.07453):0.00679,8.1:0.72174):0.03385,8.2:0.75559):0.02014,(9.9:0.
62132,10.3:0.62132):0.15441):0.07261,7.4:0.84834):0.07968,7.3:0.92802):0.01517,8.0:

0.94318):0.059,10.5:1.00219):0.19004,8.5:1.19222)

Cluster 1

((10.7:0.58255,10.8:0.58255):1.01094,10.3:1.59349)

Time taken to build model (full training data) : 0 seconds

=== Model and evaluation on training set ===

Clustered Instances

0 61 (95%)

1 3(5%)

Kimelemenin dendrogramini asagidaki Sekil 3.9'da inceleyebilirsiniz.
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Sekil 3.9 : Tiirkiye Illeri Ortalama Sicaklik Tek Baglantili Kimeleme Dendrogrami

Tam baglantih kiimeleme analizi

Algoritmanin g¢alistirilmast sonucu elde edilen kiimeleme ¢iktis1 EK J'de verilmistir.

Kimelemenin dendrogramini asagidaki Sekil 3.10'da inceleyebilirsiniz.

1 B8 EZ BT BT OB7 B9 B8 B3I BS B4 BY B3 85 B B4 BO B1 o Br B BT BE BS B1 BY B2 E2Z B4 BT BI B6 FT V8 BT Bl BT F3 79 B0 P4 P8 F5 73

Sekil 3.10 : Tiirkiye Illeri Ortalama Sicaklik Tam Baglantili Kiimeleme Dendrogrami
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Ward metodu analizi

Algoritmanin ¢aligtirilmasi sonucu elde edilen kiimeleme ¢iktis1 Cizelge 3.11 gibidir.

Cizelge 3.11 : Tiirkiye Illeri Ort. Sicaklik Verisi Ward Metodu Cizelgesi

=== Run information ===

Scheme:  weka.clusterers.HierarchicalClusterer -N 2 -L WARD -P -A
"weka.core.EuclideanDistance -R first-last"

Relation:  trortscklk, Instances: 64, Attributes: 49

yil, adana, afyon, ankara, antalya, artvin, balikesir, bandirma, bilecik, bolu, burdur,
bursa, canakkale, diyarbakir, edirne, elazig, erzincan, erzurum, eskisehir, gaziantep,
giresun, gumushane, hatay, isparta, istanbul, izmir, kars, kastamonu, kayseri, kocaeli,
konya, kutahya, malatya, manisa, mardin, mersin, mugla, ordu, rize, samsun, siirt, sinop,
sivas, tekirdag, trabzon, urfa, usak, van, zonguldak

Test mode: evaluate on training data

Cluster 0

((((((8.3:0.60743,8.6:0.60743):0.04366,8.9:0.65109):0.65471,8.5:1.3058):1.00487,(((7.8
0.55403,7.5:0.55403):0.32593,((8.0:0.62875,(8.5:0.54481,(((8.7:0.43747,(9.3:0.39075,(
8.5:0.42669,8.8:0.42669):-
0.03594):0.04672):0.0248,9.5:0.46228):0.04232,(8.7:0.41902,8.7:0.41902):0.08558):0.0
4021):0.08394):0.05682,8.9:0.68557):0.19439):0.77171,((((9.1:0.39581,(9.7:0.39014,9.6
:0.39014):0.00567):0.01489,9.5:0.4107):0.10329,9.1:0.51399):-
0.00829,9.1:0.50569):1.14598):0.659):-

0.03959, (((((8.3:0.35735,8.5:0.35735):0.2335,9.2:0.59085):0.023,8.4:0.61385):0.07129,(
9.4:0.53587,9.0:0.53587):0.14928):0.33595,((8.1:0.45635,((8.2:0.44148,8.2:0.44148) 0.
02071,8.4:0.46219):-
0.00584):0.10308,8.9:0.55942):0.46167):1.24999):7.5999,((((8.7:0.57064,8.2:0.57064): -
0.06505,8.6:0.50559):0.67826,((((7.7:0.53846,(((7.3:0.52906,7.9:0.52906):0.00681,7.8:0
53588):-
0.00214,8.1:0.53374):0.00472):0.11657,8.1:0.65503):0.0921,6.7:0.74713):0.15706,8.0:0
.90419):0.27965):0.36086,((7.4:0.81024,(7.5:0.49443,7.5:0.49443):0.31581):0.20335,7.
3:1.01359):0.53111):8.32628)

Cluster 1

((((((9.2:0.55678,9.8:0.55678) -
0.0539,9.5:0.50287):0.19219,(9.7:0.64713,(9.7:0.62785,10.5:0.62785):0.01928):0.04793
):0.19451,8.2:0.88957):1.14821,(((8.6:0.64175,(10.2:0.6182,10.5:0.6182):0.02355):0.20
728,(9.9:0.62132,10.3:0.62132):0.22771):0.18948,10.5:1.03852):0.99926):4.22536,((10.
7:0.58255,10.8:0.58255):1.28175,10.3:1.8643):4.39884)

Time taken to build model (full training data) : 0.03 seconds, Clustered Instances

0 48(75%) 1 16 (25%)
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Kimelemenin dendrogramini asagidaki Sekil 3.11'de inceleyebilirsiniz.
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Ortalama baglantilh kiimeleme analizi

Sekil 3.11 : Tiirkiye Illeri Ortalama Sicaklik Ward Metodu Dendrogrami

Algoritmanin calistirilmasi sonucu elde edilen kiimeleme ¢iktisi EK K'da verilmistir.

Kimelemenin dendrogramini asagidaki Sekil 3.12'de inceleyebilirsiniz.

Sekil 3.12 : Tiirkiye Illeri Ortalama Sicaklik Ortalama Baglantili Kiimeleme

Dendrogrami
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3.1.3. Expectation maximization kiimeleme algoritmasi analizleri

Verilerimizi Expectation Maximization algoritmasina sokmadan once degistirmemiz
gereken bir deger bulunmaktadir. Bu deger, olusturulacak kiime sayisimnin
belirlenmesidir. Bunu secerken 6zellikle k-means kiimelemesinde basarili sonuglar elde

ettigimiz k degeri dikkate almmustir.
Kandilli ortalama riizgar siddeti verileri analizi

Kandilli verilerinin EM kiimeleme algoritmasina sokulmas: sonucu elde edilen
kiimeleme ¢iktisinin 6nemli kisimlar1 agagidaki Cizelge 3.12'deki gibidir. Kiimeleme

¢iktisinin tam hali EK B'de verilmistir.

Cizelge 3.12 : Kandilli Ort. Riizgar Siddeti Verisi E.M. Cizelgesi

=== Run information ===

Scheme: weka.clusterers.EM -1 100 -N 10 -X 10 -max -1 -ll-cv 1.0E-6 -lI-iter 1.0E-6
-M 1.0E-6 -K 10 -num-slots 1 -S 100

Relation:  ortruzsid

Instances: 64

Attributes: 13

yil, ocak, subat, mart, nisan, mayis, haziran, temmuz, agustos, eylul, ekim,
kasim, aralik

Test mode: evaluate on training data

=== Clustering model (full training set) ===

EM

Number of clusters: 10

Number of iterations performed: 0

Time taken to build model (full training data) : 0.03 seconds

=== Model and evaluation on training set ===

Clustered Instances

0 2(3%) 5 14 (22%)
1 17 (27%) 6 8(13%)
2 6(9%) 7 1(2%)
3 10 (16%) 8 1(2%)
4 4(6%) 9 1(2%)

Log likelihood: -4.47007
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Kandilli maksimum, minimum ve ortalama sicaklik verileri analizi

Kandilli verilerinin EM kiimeleme algoritmasina sokulmas: sonucu elde edilen

kiimeleme ¢iktis1 asagidaki Cizelge 3.13'deki gibidir.

Cizelge 3.13 : Kandilli Max. Min. ve Ort. Sicaklik Verisi E.M. Cizelgesi

=== Run information ===

Scheme: weka.clusterers.EM -1 100 -N 10 -X 10 -max -1 -ll-cv 1.0E-6 -lI-iter 1.0E-6
-M 1.0E-6 -K 10 -num-slots 1 -S 100

Relation:  scklk

Instances: 64

Attributes: 4

yil, maxscklk, minscklk, ortscklk

Test mode: evaluate on training data

Number of clusters: 10

Number of iterations performed: 0

Cluster

Attribute 0 1 2 3 4 5) 6 7 8 9
(0.08) (0.09) (0.17) (0.16) (0.06) (0.13) (0.11) (0.06) (0.02) (0.13)
yil

Mean 1999.2 1995.1667 1978.90911966.6 1958 1995.7 1959.71 1993.25 1966 2011

std. dev. 3.1145 8.4004 4.5925 7.2449 4.6904 9.4378 5.7363 7.8049 0 29277

maxscklk

mean 19.84 17.75 18.0727 18.75 18 18.8875 19.5143 185 20.7 193

std. dev. 0.2408 0.3507 0.224 0.2953 0.6055 0.29 0.3579 0.7745 0 0.6824

minscklk

mean 11.4 10.0333 9.9818 10.11 9.57510.812510.5143 10.25 11.3 11.9875

std. dev. 0.2739 0.2944 0.2822 0.268 0.236 0.1808 0.4562 0.1291 0 0.3044

ortscklk

mean 14.76 13.1833 13.3545 13.76 13.125 14.0625 14.3143 13.55 153 14.95

std. dev. 0.3050.1722 0.2162 0.1647 0.1258 0.1408 0.1574 0.1291 0 0.2138

Time taken to build model (full training data) : 0.02 seconds

Clustered Instances

0 5(8%) 5  8(13%)
1 6(9%) 6 7(11%)
2 11 (17%) 7 4( 6%)
3 10 (16%) 8  1(2%)
4 4(6%) 9  8(13%)

Log likelihood: -4.26326
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Turkiye illeri ortalama sicaklik verileri analizi

Tirkiye illeri ortalama sicaklik verilerinin EM kiimeleme algoritmasimna sokulmasi
sonucu elde edilen kiimeleme ¢iktisinin kisaltilmig hali asagidaki Cizelge 3.14'deki

gibidir. Kiimeleme ¢iktisinin degistirilmemis hali ekler boliimiinde EK C'de verilmistir.

Cizelge 3.14 : Tiirkiye Illeri Ort. Sicaklik Verisi E.M. Cizelgesi

=== Run information ===

Scheme: weka.clusterers.EM -1 100 -N 10 -X 10 -max -1 -ll-cv 1.0E-6 -lI-iter 1.0E-6
-M 1.0E-6 -K 10 -num-slots 1 -S 100

Relation: trortscklk

Instances: 64

Attributes: 49

yil, adana, afyon, ankara, antalya, artvin, balikesir, bandirma, bilecik, bolu, burdur,
bursa, canakkalediyarbakir, edirne, elazig, erzincan, erzurum, eskisehir, gaziantep,
giresun, gumushane, hatay, isparta, istanbul, izmir, kars, kastamonu, kayseri, kocaeli,
konya, kutahya, malatya, manisa,  mardin, mersin, mugla, ordu, rize, samsun,
siirt, sinop, sivas, tekirdag, trabzon, urfa, usak, van, zonguldak

Test mode: evaluate on training data

=== Clustering model (full training set) ===

EM

Number of clusters: 10

Number of iterations performed: 3

Time taken to build model (full training data) : 0.07 seconds

=== Model and evaluation on training set ===

Clustered Instances

11 (17%)

8 (13%)

6 ( 9%)

3 ( 5%)

8 (13%)

8 (13%)

3 ( 5%)

5 ( 8%)

0
1
2
3
4
5  7(11%)
6
7
8
9

5 ( 8%)

Log likelihood: -10.08073
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3.2. Matlab Analizleri

Bu boliimde, ele aldigimiz ii¢ kiimeleme algoritmas: olan K-Means, Expectation
Maximization ve Hiyerarsik Kumeleme Algoritmalarmmm MATLAB platformunda
kullanilmast sonucu elde edilen sonuglar ag¢iklanmistir. Veri olarak 2.1.Materyal
boliimiinde belirtilen Kandilli'den alinmig {i¢ farkli veri kiimesi iizerinde c¢aligilmistir.
MATLAB platformunun en 6nemli 6zelliklerinden biri olan gorselligi sayesinde elde

edilen sonuglar gorsellik agisindan ¢alismamiza zenginlik katmustir.

3.2.1. K-Means kiimeleme algoritmasi analizleri

MATLAB platformunda kullandigimiz K-Means algoritmasinin, EK D'de vermis
oldugumuz K-Means MATLAB kodu ile yapilan analizlerinin sonuglar1 asagidaki
boliimlerde verilmistir. Elde edilen sonuglardan en verimli olanlar1 segilip asagida

verilmistir.
Kandilli ortalama riizgar siddeti verileri analizi

Kandilli ortalama riizgar siddeti veri kimesinin MATLAB platformunda K-means
kiimeleme algoritmasma sokulmasi sonucu elde edilen en verimli sonug Sekil 3.13'de
verilmistir. Veriler aras1 mesafenin 6l¢iimii icin Oklid fonksiyonu kullanilmustir.

Kiimeleme islemi sonucu 7 kiime olusmustur.
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Sekil 3.13 : Kandilli Ortalama Riizgar Siddeti Verileri K-Means Kiimeleme Algoritmasi
MATLAB Sonucu

Kandilli maksimum, minimum ve ortalama sicaklik verileri analizi

MATLAB platformunda Kandilli Maksimum, minimum ve ortalama sicaklik verilerinin
K-means kiimeleme algoritmasina sokulmasi sonucu elde edilen en verimli sonug Sekil
3.14'de verilmistir. Veriler aras1 mesafenin 6l¢iimii i¢in Oklid fonksiyonu kullanilmustir.
Kiimeleme iglemi sonucu 7 kiime olusmustur. Asagidaki sekilde olusan kiimelerin

gorseli verilmistir.
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Sekil 3.14 : Kandilli Maksimum, Minimum ve Ortalama Sicaklik Verileri K-Means
Kiimeleme Algoritmast MATLAB Sonucu

Turkiye illeri ortalama sicakhik verileri analizi

Tiirkiye illerinin ortalama sicaklik verileri kimesinin MATLAB platformunda K-means
kiimeleme algoritmasma sokulmasi sonucu elde edilen en verimli sonug Sekil 3.15'de
verilmistir. Veriler aras1 mesafenin 6l¢iimii icin Oklid fonksiyonu kullanilmustir.
Kiimeleme iglemi sonucu 8 kiime olusmustur. Olusan kiimelerin gorselini asagida

inceleyebilirsiniz.
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Sekil 3.15 : Tiirkiye Illeri Ortalama Sicaklik Verileri K-Means Kiimeleme Algoritmasi
MATLAB Sonucu

3.2.2. Hiyerarsik kiimeleme algoritmasi analizleri

EK E'de verilen, "Hiyerarsik Kiimeleme Algoritmast MATLAB Kodu" ile 2.1. Materyal
boliimiinde bahsedilen veri kiimelerimizin MATLAB platformunda calistirilmasi sonucu
asagidaki sonuclar elde edilmistir. Her veri kiimesi i¢in Tek, Tam, Ward ve Ortalama
bagntili kiimeleme analizi yapilmistir. Toplamda elde edilen 12 dendrogram asagidaki
ilgili veri kiimelerinin alt bagliklarinda verilmisti. MATLAB platformunda
kullandigimiz Hiyerarsik Kiimeleme kodlar1 ile elde edilen sonuglar, WEKA'da elde
edilen sonuclara kiyasla daha gorsel oldugu i¢in, 6nceki boliimlerde WEKA programinin
vermis oldugu gorsellik disindaki metinsel veriler MATLAB programinin vermis oldugu

sonuclarda bulunmamaktadir.
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MATLAB'da kullandigimiz Hiyerarsik Kiimeleme kodunun ¢aligmasi sonucu elde edilen
verilerimizin dogrulugu, WEKA'da elde ettigimiz sonuglarla karsilastirildiginda biiyiik
tutarlilik gostermektedir.

Kandilli ortalama riizgar siddeti verileri analizi
Tek baglantih kiimeleme analizi

Hiyerarsik Kiimeleme i¢in kullandigimiz MATLAB kodunun Kandilli ortalama riizgar
siddeti verilerinde kullanilmas1 sonucu elde edilen dendrogram asagidaki gibidir. Olusan
Tek Baglantili Kiimeleme dendrogramini asagida verilen Sekil 3.16'da inceleyebilirsiniz.
Olusan goriinti WEKA analizlerinde elde edilen Sekil 3.1'deki dendrograma biylk
benzerlik gostermektedir.
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Sekil 3.16 : Kandilli Ortalama Riizgar Siddeti Tek Baglantili Kiimeleme Dendrogrami
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Tam baglantih kiimeleme analizi

MATLAB platformunda EK E'de verilen Hiyerarsik Kiimeleme Algoritmast kodu ve
Kandilli ortalama riizgar siddeti verileri uygulanmistir. Bu uygulama sonucu elde edilen
Tam Bagintili Kiimeleme dendrogrami elde edilmistir. Elde edilen gorintu 3.1.2.'de
yapilan WEKA platformundaki Hiyerarsik Kiimeleme sonuclarindan Sekil 3.2'deki
dendrograma buytk benzerlik goéstermektedir. Olusan dendrogrami incelemek igin

asagida verilen Sekil 3.17'deki MATLAB program ¢iktisini kullanabilirsiniz.
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Sekil 3.17 : Kandilli Ortalama Riizgar Siddeti Tam Baglantili1 Kiimeleme Dendrogrami
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Ward metodu analizi

Ward Metodu'nun MATLAB platformunda, Kandilli ortalama riizgar siddeti verileri ile
uygulanmasi sonucu elde edilen dendrogram, asagida verilen Sekil 3.18'deki gibidir.
Elde edilen sonug, ¢calismamizin 3.1.2. boliimiindeki WEKA platformuyla yapilan Sekil
3.3'deki Ward Metodu analiziyle karsilastirildiginda, aralarinda biiyiikk benzerlikler
gOrulmektedir. Bu bilgiler 1s1ginda elde edilen dendrogrami asagidaki Sekil 3.18'de

inceleyebilirsiniz.
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Sekil 3.18 : Kandilli Ortalama Riizgar Siddeti Ward Metodu Kiimeleme Dendrogrami
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Ortalama baglantih kiimeleme analizi

Hiyerarsik Kiimeleme i¢in kullandigimiz Ortalama Bagmtili MATLAB kiimeleme
kodunun, Kandilli ortalama riizgar siddeti verilerinde kullanilmas1 sonucu elde edilen
dendrogram asagidaki gibidir. Olusan Ortalama Baglantili Kiimeleme dendrogramini
asagida verilen Sekil 3.19'da inceleyebilirsiniz. Ayrica elde ettigimiz dendrogram,
tezimizin 3.1.2. bolimiindeki WEKA analizlerinde elde edilen Sekil 3.4'deki
dendrograma biyiik benzerlik gostermektedir.
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Sekil 3.19 : Kandilli Ortalama Riizgar Siddeti Ort. Baglantili Kiimeleme Dendrogrami
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Kandilli maksimum, minimum ve ortalama sicaklik verileri analizi
Tek baglantih kiimeleme analizi

Hiyerarsik Kiimeleme i¢in kullandigimiz Tek Baglantili MATLAB kiimeleme kodunun
Kandilli maksimum, minimum ve ortalama sicaklik verilerinde kullanilmasi sonucu elde
edilen dendrogram agagidaki gibidir. Olusan Tek Baglantili Kiimeleme dendrogramini
asagida verilen Sekil 3.20'de inceleyebilirsiniz. Ayrica olusan goriintii tezimizin 3.1.2.
boliimiinde WEKA analizlerinde elde edilen Sekil 3.5'deki dendrograma paralellik

gostermektedir.
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Sekil 3.20 : Kandilli Maksimum, Minimum ve Ortalama Sicaklik Verileri Tek Baglantili

Kiimeleme Dendrogrami
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Tam baglantil kiimeleme analizi

MATLAB platformunda, EK E'de verilen Hiyerarsik Kiimeleme Algoritmasi kodu ve
Kandilli maksimum, minimum ve ortalama sicaklik verileri uygulanmistir. Bu uygulama
sonucu elde edilen Tam Bagintili Kiimeleme dendrogrami elde edilmistir. Elde edilen
dendrogram, ¢aligmamizm 3.1.2. bdliimiinde yapilan WEKA platformundaki Hiyerarsik
Kiimeleme sonuglarindan Sekil 3.6'daki dendrograma biiylik benzerlik gdstermektedir.

Olusan dendrogrami incelemek icin asagida verilen Sekil 3.21'deki MATLAB program

ciktisini kullanabilirsiniz.
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Sekil 3.21 : Kandilli Maksimum, Minimum ve Ortalama Sicaklik Verileri Tam

Baglantili Kiimeleme Dendrogrami
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Ward metodu analizi

Ward Metodu'nun MATLAB platformunda Kandilli maksimum, minimum ve ortalama
sicaklik verileri ile uygulanmasi sonucu elde edilen dendrogram, asagida verilen Sekil
3.22'deki gibidir. Elde edilen sonug, tezimizin 3.1.2. b6limindeki WEKA platformuyla
yapilan Sekil 3.7'deki Ward Metodu analiziyle karsilagtirildiginda, aralarinda biiyiik
benzerlikler gorilmektedir. Bu bilgiler 1518inda elde edilen dendrogrami asagidaki Sekil
3.22'den inceleyebilirsiniz.
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Sekil 3.22 : Kandilli Maksimum, Minimum ve Ortalama Sicaklik Verileri Ward Metodu

Kiimeleme Dendrogrami
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Ortalama baglantih kiimeleme analizi

Hiyerarsik Kiimeleme i¢in kullandigimiz Ortalama Bagmtili MATLAB kiimeleme
kodunun, Kandilli maksimum, minimum ve ortalama sicaklik verilerinde kullanilmasi
sonucu elde edilen dendrogram agagidaki gibidir. Olugan Ortalama Baglantili Kiimeleme
dendrogramin1 asagida verilen Sekil 3.23'da inceleyebilirsiniz. Ayrica elde ettigimiz
dendrogram, tezimizin 3.1.2. bolimiindeki WEKA analizlerinde elde edilen Sekil

3.8'deki dendrograma biyik benzerlik gostermektedir.
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Sekil 3.23 : Kandilli Maksimum, Minimum ve Ortalama Sicaklik Verileri Ortalama

Baglantili Kiimeleme Dendrogrami
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Turkiye illeri ortalama sicaklik verileri analizi
Tek baglantih kiimeleme analizi

Hiyerarsik Kiimeleme i¢in kullandigimiz Tek Baglantili MATLAB kiimeleme kodunun
Tiirkiye illeri ortalama sicaklik verilerinde kullanilmasi sonucu elde edilen dendrogram
asagidaki gibidir. Olusan Tek Baglantili Kiimeleme dendrogramini asagida verilen Sekil
3.24'de inceleyebilirsiniz. Ayrica olusan goriintii tezimizin 3.1.2. bolimiinde WEKA

analizlerinde elde edilen Sekil 3.9'deki dendrograma paralellik géstermektedir.
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Sekil 3.24 : Tiirkiye Illeri Ortalama Sicaklik Verileri Tek Baglantili Kiimeleme

Dendrogrami
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Tam baglantih kiimeleme analizi

MATLAB platformunda, EK E'de verilen Hiyerarsik Kiimeleme Algoritmasi kodu ve
Turkiye illeri ortalama sicaklik verileri uygulanmistir. Bu uygulama sonucu elde edilen
Tam Bagmtili Kiimeleme dendrogrami elde edilmistir. Elde edilen dendrogram,
caligmamizin 3.1.2. boliimiinde yapilan WEKA platformundaki Hiyerarsik Kiimeleme
sonuglarindan Sekil 3.10'daki dendrograma biiylik benzerlik gostermektedir. Olusan
dendrogrami incelemek icin asagida verilen Sekil 3.25'deki MATLAB program ¢iktisini

kullanabilirsiniz.
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Sekil 3.25 : Tiirkiye Illeri Ortalama Sicaklik Verileri Tam Baglantili Kiimeleme

Dendrogrami
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Ward metodu analizi

Ward Metodu'nun MATLAB platformunda Turkiye illeri ortalama sicaklik verileri ile
uygulanmas1 sonucu elde edilen dendrogram, asagida verilen Sekil 3.26'daki gibidir.
Elde edilen sonug, tezimizin 3.1.2. bolimundeki WEKA platformuyla yapilan Sekil
3.11'deki Ward Metodu analiziyle karsilastirildiginda, aralarmmda biiylik benzerlikler
goriilmektedir. Bu bilgiler 1518inda elde edilen dendrogrami asagidaki Sekil 3.26'den

inceleyebilirsiniz.
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Sekil 3.26 : Tiirkiye Illeri Ortalama Sicaklik Verileri Ward Metodu Kiimeleme

Dendrogrami
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Ortalama baglantih kiimeleme analizi

Hiyerarsik Kiimeleme i¢in kullandigimiz Ortalama Bagmtili MATLAB kiimeleme
kodunun, Turkiye illeri ortalama sicaklik verilerinde kullanilmasi sonucu elde edilen
dendrogram asagidaki gibidir. Olusan Ortalama Baglantili Kiimeleme dendrogramini
asagida verilen Sekil 3.27'da inceleyebilirsiniz. Ayrica elde ettigimiz dendrogram,

tezimizin 3.1.2. boliimiindeki WEKA analizlerinde elde edilen Sekil 3.12'deki

dendrograma buyuk benzerlik gostermektedir.
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Sekil 3.27 : Tiirkiye Illeri Ortalama Sicaklik Verileri Ortalama Baglantili Kiimeleme

Dendrogrami
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3.2.3. Expectation maximization kiimeleme algoritmasi analizleri

MATLAB platformunda Expectation Maximization kiimeleme algoritmasi uygulanirken
WEKA'da oldugu gibi programda olusacak kiime sayisini belirlemek gibi bir pratik
durum bulunmamaktadir. Bu sebeple kullanmis oldugumuz kodun ilgili yerinde bu

degeri belirtmemiz gerekmektedir.

Expectation Maximization algoritmas1 her ne kadar K-Means algoritmasinin gelistirilmis
bir hali gibi diisiiniilse de, cok daha komplike bir algoritmadir. Birgok tekrar ve kiime
merkezlerinin hareket ettirilmesi sonucu ideal lokasyon belirlenir ve merkez noktasinin
hareket etmedigi duruma kadar algoritma kendini tekrar etmeye devam eder. Bu sebeple
kullandigimiz kod olan EK F'de bulunan Expectation Maximization kimeleme
algoritmast kodu verilerimiz olan; Kandilli ortalama riizgar siddeti verileri, Kandilli
maksimum, minimum ve ortalama sicaklik verileri ve Tiirkiye illeri ortalama sicaklik
verilerine teker teker uygulanip elde edilen en basarili sonuglar asagidaki basliklarda
aciklanmistir. Secilen k degerleri belirlenirken 3.2.1. boliimiindeki K-Means sonuglari
dikkate alinarak hareket edilmistir.

WEKA platformunda yapmis oldugumuz Expectation Maximization kiimeleme
sonuclarma nazaran MATLAB'da elde edilen sonuglar tamamen goriinti verileridir.
WEKA'da elde edilen metinsel sonuglarin gorsel halleri her ne kadar incelenebilir olsa
dahi, anlasilirlik ve gorsellik agisindan MATLAB'da elde ettigimiz sonuglara kiyasla gok
daha zayiftir. MATLAB'da elde ettigimiz sonuglar yukarida aciklanan sebeplerden otiirii
metinsel agidan WEKA'da uyguladigimiz Expectation Maximization uygulamalarina
nazaran daha zayiftir. Kod {iizerinde yapilacak bazi degisiklikler ile MATLAB
platformunda istenilen bilgiler elde edilebilecegi gibi, bu tarz kodda yapilan degisiklikler
iyi bir yazilimci tarafindan yapilmamasi durumunda, programda hatalar ortaya
¢ikmasina ve calismamasimna sebep olabilir. Bu sebeple calismamizda elde edilen
sonuclar metinsel veriler degildir. Yukarida agiklanan sebeplerden Gtiirii asagida verilen

sonuglar tamamen gorsel verilerden olugsmaktadir.
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Kandilli ortalama riizgar siddeti verileri analizi

Kandilli ortalama riizgar siddeti verilerinin EK F'de kodlar1 verilen Expectation
Maximization kiimeleme algoritmasina sokulmasi sonucu elde edilen kiimeleme
gortintlisit  Sekil 3.28'de verilmistir. Expectation Maximization algoritmasinin
uygulanmast sonucu elde edilen asagidaki en optimal sonu¢ incelendiginde, 7 kiime

olustugu gdriilmiistiir.

Farel bt of teafions: 101

Sekil 3.28 : Kandilli Ortalama Riizgar Siddeti Verileri E. M. Kiimeleme Analizi
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Kandilli maksimum, minimum ve ortalama sicaklik verileri analizi

Calismamizin  EK F bdliimiinde verilen Expectation Maximization kiimeleme
algoritmasi kodlarmin, Kandilli maksimum, minimum ve ortalama sicaklik verileri ile
MATLAB'da uygulanmast sonucu elde edilen kiimeleme goriintiisii Sekil 3.29'da
verilmistir. Expectation Maximization algoritmasmin uygulanmasi sonucu elde edilen

asagidaki en optimal sonug incelendiginde, 7 kiime olustugu goriilmektedir.

Khdearr1- Number ofterstions: 101

Sekil 3.29 : Kandilli Maksimum, Minimum ve Ortalama Sicaklik Verileri E. M.

Kimeleme Analizi
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Turkiye illeri ortalama sicaklik verileri analizi

Tiirkiye illeri ortalama sicaklik verilerinin Expectation Maximization kimeleme
algoritmasina sokulmasi sonucu elde edilen kiimeleme ¢iktisin1 asagidaki Sekil 3.30'daki
gibidir. Olusan sonuglar incelendiginde 8 kiime merkezi ile optimal sonuca ulasildigi

gorilmektedir.

iMeare]: Mubet offeretons 101

Sekil 3.30 : Tiirkiye Illeri Ortalama Sicaklik Verileri E. M. Kiimeleme Analizi
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4. SONUC VE ONERILER

4.1. Sonug

Yapilan arastirmalar sonucunda elde edilen veriler incelendiginde, 6ncelikle kullanilan
platformlarin birbirlerinden ayrildiklar1 farklarmi agiklamak gerekmektedir. Oncelikle
WEKA platformu agik kaynak kodlu bir programdir. Ucretsiz olarak programa erisebilir,
kullanabilir ve iizerinde degisiklikler yapabilirsiniz. Ve paket program ile bilgisayarmiza
kurdugunuz WEKA programi yapmak istediginiz bircok veri madenciligi ve istatistiksel
islemi ¢ok biiyiik bir siirat ve basar1 ile gerceklestirir. Yine ig¢inde hazir gelen
fonksiyonlar iizerinde istediginiz degisiklikleri yapabilir ve bu degisikliklerin gerekli
optimasyonlar1 ile ugrasmak zorunda kalmazsiniz. Program sorunsuz bir sekilde
verilerinizi isler ve sonuclari kullanimimiza sunar. WEKA programinda uzmanlagmis
yazilimcilarm veri madenciligi iizerinde yapamayacaklar1 higbir istatistiksel islem
yoktur. Programim belkide tek olumsuz yani, profesyonel olmayan yazilimcilarin yada
meslek dist egitimsiz kullanicilarin, program iizerinde kayitli olmayan fonksiyonlari
tanitmak amaciyla gelistirdikleri yada web sitelerinden edindikleri kodlar1 programa
entegre etme asamasinda yasadiklar1 problemlerdir. WEKA programi kendi i¢inde ¢ok
tutarli ve verimli bir programdir ancak disaridan, kullanicilar tarafindan yazilan kodlar
lyi dizayn edilmediginde program hatalar verir ve i¢inden ¢ikilamayacak durumlara
gelinebilir. Bu sebeple WEKA'da kullanmak istedigimiz ancak programda kayith
olmayan bir fonksiyon gordiigiiniizde ilk yapacagimiz i, programin fonksiyon
kituphanesinden paket program ile gelmeyen ama yiiklenmeye hazir fonksiyonlari
kontrol etmek ve eger aradigimiz fonksiyon bu listede bulunmuyorsa ve iyi bir yazilimci
degilsek baska bir programi kullanmay1 diisiinmemiz gerekmektedir. MATLAB ise bu
acidan cok daha esnek olanaklar Sunan, c¢ok basarili bir platformdur. MATLAB
platformu ve uzantilari ticretli olmasma ragmen Ogrenci yahut bilim insani1 olmaniz
durumunda ¢ok ekonomik bedeller ile kullanabileceginiz ¢ok kullaniglh ve birgok

platformda ihtiyacimzi gorebileceginiz kaynak kodun bulundugu bir platformdur.

91



Iyi bir yazihm bilgisi ile MATLAB'da yapilamayacak higbir veri madenciligi ve
istatistiksel islem yoktur. Istediginiz fonksiyonu MATLAB'da calistirabilir, iizerinde
denemek istediginiz yenilikleri yapabilir ve c¢ikan yazilimsal kodlar1 kolaylikla
halledebilirsiniz. Ayrica MATLAB platformunda ¢alistigimiz zaman verilerinizin
islenmesi sonucunda c¢ikan sonuglar WEKA ve diger bir¢ok veri madenciligi
platformuna nazaran daha fazla gorsellik icermektedir. Verilerimizin tUzerinde goérmek
istedigimiz islem adimlarin1 ¢ok daha kolay animasyon olarak gorebilir ve metinsel
olarak almak istedigimiz ¢iktilarida kodda gerekli degisiklikleri yaptiktan sonra
alabiliriz. Bu agilardan bakildiginda platform olarak MATLAB platformu ticretli
olmasina ragmen WEKA'ya kiyasla daha kullanigl bir platformdur. Se¢mis oldugumuz
kiimeleme algoritmalar1 olan K-Means, Hiyerarsik Kiimeleme ve Expectation

Maximization algoritmalari her iki platformda da basar1 ile uygulanmistir.

K-Means algoritmas: glinimiizde en c¢ok tercih edilen kiimeleme algoritmasi olmasi
sebebiyle ilk uygulanan algoritma olmustur. WEKA'da yapilan analizler sonucunda her
veri kiimesinde de 10 kiime olusumu ile en basarili sonuclar elde edilmistir. 1350
denemeden fazla yapilan ¢alismalar sonucunda her veri kiimesi igin elde edilen optimal
degerler tezimizin 3.1.1. boliimiinde verilmistir. Elde edilen veriler metinsel olarak ¢ok
basarili ve performans olarak ¢ok hizli olup, gorsel agidan MATLAB platformunda
tezimizin 3.2.1. boliimiinde yapmis oldugumuz analizlere kiyasla daha zayiftir. Ancak
bu durum WEKA'da hazir kurulu olan K-Means algoritmasinin kullanim kolaylig1 ve
performans yiiksekligi agcisindan MATLAB platformunun gerisinde kalmasima sebep
degildir. WEKA, K-Means algoritmasinin uygulanmasinda MATLAB'a kiyasla ¢ok daha
verimli ve basarili sonuglar vermistir. WEKA'da elde edilen sonuglarin basarist hata kare
toplam1 ile hesaplanmistir. Bu sonuclar asagidaki Cizelge 4.1'de verilmistir. Bu
sonuclara gore en basarili K-Means islemi 7 tekrar ve 1.9529026194779933 degeriyle
Kandilli maksimum, minimum ve ortalama sicaklik verisi ile yapilan c¢aligmada

almmustir.
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Cizelge 4.1: WEKA Hata Kare Toplam1 Sonuglari.

Hata Kare Toplam1 Tekrar
Kandilli Ortalama Riizgar Siddeti Verileri 8.160678975344503 6
Kandilli Mak., Min. ve Ort. Sicaklik Verileri 1.9529026194779933 7
Tiirkiye Illeri Ortalama Sicaklik Verileri ~ 20.305759581092552 5

MATLAB platformunda elde ettigimiz K-Means sonuglar1 gorsellik agisindan
mitkemmel ancak WEKA'ya kiyasla performans ve kullanim kolaylig1 acisindan daha
zayiftir. Ciinkii MATLAB platformunda her denemek istediginiz degisiklik icin kodda
degisiklik yapmaniz gerekirken WEKA'da bu ¢ok daha kolay yapilabilmektedir.
Kisacast WEKA hem genel kullanicilar hemde yazilim uzmanlar1 i¢in K-Means
algoritmasinin kullanilmasinda ¢ok daha verimli bir algoritmadir. Hiyerarsik kiimeleme
algoritmast WEKA platformunda ele alindiginda ¢ok kolay ve siiratli bir sekilde
uygulanmustir. Istedigimiz birgok degisiklik kullanim rahatligi agisindan kolayca
yapilmig ve saglikli sonug¢lar almmistir. MATLAB platformunda da Hiyerarsik
kiimeleme algoritmasi kolaylikla yazilabilmis ve istenilen baglanti sekline gore sonuglar
kolayca almmistir. Bu kiimeleme algoritmasinda her iki platformda da elde edilen
sonuglar neredeyse ayn1 ve tutarl sonuclardir. Ancak performans ve kullanim kolaylig1

acisindan bakildiginda WEKA c¢ok daha basarili olmustur.

Expectation Maximization algoritmast her iki platformda da basariyla uygulanmis ve
sonuclart analizler bolimiinde verilmistir. Elde edilen sonuglari WEKA'da
inceledigimizde metinsel agidan neredeyse istatistiksel olarak merak edilen tiim sorular
cevaplanmis ve performansh bir sekilde islem sonuglanmistir. MATLAB platformunda
ise bu algoritmanin calistirilabilmesi i¢in uzun siiren bir arastirma sonucu ihtiyag
duyulan kod hazirlanmis ve basari ile ¢alistirilmistir. Her {i¢ veri kiimesi i¢in de basar1
ile c¢alisan algoritmamizin sonuglar1 tezimizin 3.2.3. bdlimiinde verilmistir.
MATLAB'da da WEKA'daki gibi istatistiksel veriler metinsel olarak elde edilebilir
ancak bunun i¢in gerekli kod diizeltmelerinin yapilmasi gerekmektedir. Ancak elde
edilen sonuglar gorsellik ve anlasilabilirlik agisindan WEKA'ya nazaran g¢ok daha
basarilidir. Her bir veri kiimesinin islenmesi agamasinda animasyon olarak adimlarinin

tek tek goriilmesi ve son halinin ortaya ¢ikmasi sayesinde Expectation Maximization

93




algoritmasinin nasil ¢alistig1 ¢ok iyi bir sekilde anlasilmistir. WEKA ise bu gorsellik
acisindan ¢ok zayif kalmistir. Kisacast WEKA sisteminde kayitli olan fonksiyonlarda
yiksek performans ve kullanim kolaylimma sahip olmasmma ragmen, gelismis ve
komplike algoritmalarin sisteminde kayitli olmamasi ve var olan algoritmalarinda
gorselliginin MATLAB'a kiyasla daha zayif olmas1 sebebiyle komplike algoritmalarda
MATLAB'a kiyasla daha az basarili olmustur.

Yapmis oldugumuz tez ¢aligmasit sonucunda, tecriibesiz kullanicilarm WEKA
platformunu basit ve sistemde kayith kiimeleme algoritmalarinin kullaniminda tercih
etmeleri durumunda daha basarili, anlasilir, kullanimi kolay ve performansli sonuglar
alacaklar1 goriilmiistiir. Tecriibeli kullanicilarm ise MATLAB gibi kullanim serbestligi
ve komplike algoritmalarda aldig1 performansli sonuglar ile kiimeleme algoritmalarinin
uygulanmasinda tercih etmeleri durumunda daha basarili sonuglar alacaklari

gorilmiistir.

4.2. Oneriler

Bu béliimde yapmis oldugumuz arastirmalar ve analizlerin sonuglarindan faydalanarak
kiimeleme algoritmalar1 tizerinde daha sonra yapilabilecek arastirma konular asagidaki

gibi siralanabilir:

Giliniimiizde "Data Mining" yani "Veri Madenciligi" denildiginde yaptigimiz
arastirmalar sonucunda elde edindigimiz bilgiler 1s18mda 6zellikle Tiirkiye'de teknoloji
sektdriiniin bulundugu durum géz 6niine alindiginda yapilmasi gereken bir¢ok arastirma
oldugu goriilmektedir. Bankacilik, tasimacilik, giivenlik, tarim, otomotiv, hayvancilik
kisacasi her alanda gerek siniflandirma, gerek kiimeleme, gerekse yapay sinir aglari ile
egitilmis sistemler ile yapilacak veri madenciligi sonucunda ekonomik agidan birgok
fayda saglanabilecegi gibi glinlimiiz bilim diinyasinda da bu konularda yapilan
arastirmalarin azlig1 sebebiyle ortaya ¢cok faydali caligmalar ¢ikabilir. Doktora egitimi
asamasinda sahip olunan bu bilgiler ile yukarida belirtilen alanlardan birinde yapilacak

bir doktora tezi sayesinde 6nemli bilgiler elde edilebilir.

Yapmis oldugumuz bu ¢aligma esnasinda farkettigimiz ve kiimeleme algoritmalarini test

edebilecegimiz ORANGE ve o6zellikle R programlar1 ile WEKA yada MATLAB
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platformlar1 arasinda, farkli konularda karsilastirilmalar yapilabilir. Bu sayede hem
tecriibeli hem de tecriibesiz kullanicilarin veri madenciligi ve istatistik konularinda

secmeleri gereken en optimal uygulamay: belirlemeleri mimkdndur.

Ayrica tezimizde bahsettigimiz ancak kullanmadigimiz bir¢ok kiimeleme algoritmasi ve
algoritmanin tarihgesi bdliimiinde bahsettigimiz bir¢ok ilkel veya komplike algoritmalar1
MATLAB gibi ¢aligma alani genis bir platformda uygulayip, iklim degisimi vb.

konularda secilebilecek veriler tizerinde galisarak ¢esitli ¢ikarimlarda bulunulabilir.

95






KAYNAKLAR

Aaboe, A. (2001). Episodes from the Early History of Astronomy. New York: Springer,
pp. 40- 62, ISBN 0-387-95136-9

Aher, B. S. ve Lobo, L. (2012). Applicability of Data Mining Algorithms for
Recommendation System in E-Learning. ICACCI '12, August 03 - 05
2012, CHENNAI, India, ACM 978-1-4503-1196-0/12/08.

Anand, R. S., Dewal, M. L., Gupta, S., Yadav, A. R. (2015). Performance analysis of
discrete wavelet transform based first-order statistcal texture features for
hardwood species classification. 3rd International Conference on Recent
Trends in Computing 2015 (ICRTC-2015), Procedia Computer Science
57 (2015) 214 - 221.

Azahar, F. T., Hassan, R., Singh, M. M. (2015). RFID-Enabled Supply Chain
Detection Using Clustering Algorithms. IMCOM '15, January 08 - 10
2015, BALI, Indonesia, ACM 978-1-4503-3377-1/15/01.

Bhadauria, S. H., Kumar, 1., Virmani, J. (2015). Wavelet Packet Texture Descriptors
based four-class BIRADS Breast Tissue Density Classification.
4thinternational Conference on Eco-friendly Computing and
Communication Systems, Procedia Computer Science 70 (2015) 76 - 84.

Bin, L., Chen, S., Dongmei, S., Jianyong, C., Shouchang, C., Yajie, Z., Yi, M.
(2015).Classification of the Different Thickness of the Oil Film based on
Wavelet Transform Spectrum Information. International Oil Spill
Response Technical Seminar, Aquatic Procedia 3 (2015 ) 133 — 143.

Castro, F. P., Pinheiro, A. W., Souza, d. J., Xexéo, G. (2008). Using Wavelets to
Classify Documents. 2008 IEEE/WIC/ACM International Conference on
Web Intelligence and Intelligent Agent Technology, 978-0-7695-3496-
1/08, IEEE DOI 10.1109/WIIAT.2008.221.

Chen, L., Chirkova, R., Yu, T. (2015). WaveCluster with Differential Privacy.
CIKM’15, October 19-23, 2015, Melbourne, Australia, ACM. ISBN 978-
1-4503-3794-6/15/10, DOI: http://dx.doi.org/10.1145/2806416.2806546.

Cooke, R. L. (2005). The History of Mathematics: A Brief Course. John Wiley & Sons.
ISBN 9781118460290.

Dener, M., Dorterler, M., Orman, A. (2009). Ag¢ik Kaynak Kodlu Veri Madenciligi
Programlar:: WEKA’da Ornek Uygulama, ab.org.tr/ab09/bildiri/42.pdf,
18.01.2013.

Du, Y. ve Wang Z. J. (2001). Scalable Integrated Region-based Image Retrieval using
IRM and Statistical Clustering. JCDL’01, June 24-28, 2001, Roanoke,
Virginia, USA, ACM 1-58113-345-6/01/0006.

Dubes, C. R. ve Jain, K. A. (1988). Algorithms for Clustering Data. Prentice Hall
Englewood Cliffs, New Jersey 07632, pp. 55 - 141, ISBN 0-13-022278-X

97



Dueck, D. ve Frey, J. B. (2007). Clustering by passing messages between data points.
Science 315 (5814):972976. doi:10.1126/science.1136800.PMID
17218491.

Dutta, A., Pal, U., Shivakumara, P., Tan, L. C. (2010). A New Wavelet-Median-
Moment based Method for Multi-Oriented Video Text Detection. DAS
’10, June 9-11, 2010, Boston, MA, USA, ACM 978-1-60558-773-
8/10/06.

Ester, M., Kriegel, H. P., Sander, J., Xu, X. (1996). Simoudis, Evangelos; Han,
Jiawei; Fayyad, Usama M., eds. A density-based algorithm for
discovering clusters in large spatial databases with noise. Proceedings of
the Second International Conference on Knowledge Discovery and Data
Mining (KDD-96). AAAI Press. pp. 226—231. ISBN 1-57735-004-

9. CiteSeerX: 10.1.1.121.9220.

Fayyad, U., Piatetsky-Shapiro, G., Smyth, P. (1996). "From Data Mining to
Knowledge Discovery in Databases"”. American Association for Artificial
Intelligence. 0738-4602-1996

Fukunaga K. ve Hostetler D. L. (1975). The Estimation of the Gradient of a Density
Function, with Applications in Pattern Recognition. IEEE Transactions
on Information Theory (IEEE) 21 (1): 32— 40. doi: 10.1109/ TIT.1975.
055330.

Gunopulos, D., Keogh, E., Lin, J., Vlachos, M. (2003). A Wavelet-Based Anytime
Algorithm for K-Means Clustering of Time Series. In: Proceedings of
Workshop on Clustering High Dimensionality Data and Its Applications,
pp. 23-30 (2003).

llarionov, R., Shopov, N., Simeonov, I., Kilifarev, H. (2008). Formation of Attribute
Spaces Using Wavelets in Automatic Classification of Explosives.
International Conference on Computer Systems and Technologies -
CompSysTech’08, Gabrovo, Bulgaria, June 12-13, 2008, ACM ISBN:
978-954-9641-52-3/08/06.

Isler Y. ve Narin A. (2012). Weka Yaziliminda k-Ortalama Algoritmas1 Kullanilarak
Konjestif Kalp Yetmezligi Hastalarinin Teshisi. SDU Teknik Bilimler
Dergisi, 2012, 2 (4) 21-29.

Karpinski, L. C. (1912). History of Mathematics in the Recent Edition of the
Encyclopadia Britannica. American Association for the Advancement of
Science.

Kendall, M. G. (1966). Discrimination and Classification. In Multivariate Analysis
(P.R. Krishnaiah, ed.), Academic Press, Inc., New York, pp. 165-185

Misiti, M., Misiti, Y., Oppenheim, G., Poggi, M. J. (2007). Clustering Signals Using
Wavelets. Springer-Verlag Berlin Heidelberg 2007. F. Sandoval et al.
(Eds.): IWANN 2007, LNCS 4507, pp. 514-521,2007.

Rao, V. G., Suryanarayana, V. S., Veeraswamy, G. (2015). Spectral Clustering
Algorithm for Navie Users. ICARCSET '15, March 06 - 07, 2015, Unnao,
India, ACM 978-1-4503-3441-9/15/03, http://dx.doi.org/10.1145/
2743065.2743076.

Steinhaus, H. (1957). Sur la division des corps meteriels en parties. Bull. Acad. Polon
Sci. (in French) 4(12): 801-804. MR 0090073. Zbl 0079. 16403.

98



Internet Kaynaklan :

Url-1

Url-2

Url-3

Url-4

Url-5

Url-6

Url-7

Url-8

Url-9

<http://tarihmeydani1071.blogspot.com.tr/2013/08/harezmi.html>, alindig: tarih:

27.03.2016.
<https://tr.wikipedia.org/wiki/Algoritmalarin_tarihsel siralamasi>,alindig: tarih:
28.03.2016.
<https://apandre.wordpress.com/visible-data/cluster-analysis/>, alindigi1 tarih:
29.03.2016.

<https://sites.google.com/site/dataclusteringalgorithms/k-means-clustering-
algorithm>, alindig: tarih: 29.03.2016.

<http://www.sthda.com/english/wiki/hierarchical-clustering-essentials-
unsupervised-machine-learning>, alindig tarih: 29.03.2016.

<http://www.slideshare.net/soyeon1771/spectral-clustering>, alindig1 tarih:
30.03.2016.

<http://www.mathworks.com/matlabcentral/fileexchange/40990-mean-shift-
pixel-cluster/content/meanShiftPixCluster.m>, alindig tarih: 30.03.2016.

<https://en.wikipedia.org/wiki/Expectation—-maximization_algorithm>,  alindigi
tarih: 2.04.2016.

< http://ncdd.com.br/ >, alindig1 tarih: 15.04.2016

Url-10 <http://www.mathworks.com/matlabcentral/profile/authors/4171145-sultan-

alzahrani?requestedDomain=www.mathworks.com>,  alindig1 tarih:
17.04.2016

99






EKLER

EK A: Turkiye illeri Ortalama Sicaklik Verileri K-Means Analizi Sonucu
EK B: Kandilli Ortalama Riizgar Siddeti Verileri EM Analizi Sonucu
EK C: Turkiye illeri Ortalama Sicaklik Verileri EM Analizi

EK D: K-Means MATLAB Kodu

EK E: Hiyerarsik Kiimeleme Algoritmast MATLAB Kodu

EK F.1: Expectation Maximization Kiimeleme Algoritmast MATLAB Ana Program
Kodu

EK F.2: Expectation Maximization Kiimeleme Algoritmast MATLAB Ana Program
Fonksiyonlarinin Kodlar1

EK G : K-Means Kiimeleme Algoritmasi1 Kandilli Ortalama Rizgar Siddeti Verileri
Analizi

EK H : Kandilli Ortalama Riizgar Siddeti Ward Metodu Ciktis1

EK I : Kandilli Maksimum Minimum ve Ortalama Sicaklik Ward Metodu Ciktis1
EK J : Tiirkiye Illeri Ortalama Sicaklik Tam Baglantili Kiimeleme Ciktist

EK K : Tiirkiye Illeri Ortalama Sicaklik Ortalama Baglantili Kiimeleme Ciktist

101






EKA

A.1: Turkiye Illeri Ortalama Sicakhk Verileri K-Means Analizi Sonucu
=== Run information ===
Scheme: weka.clusterers.SimpleKMeans -init 0 -max-candidates 100 -periodic-pruning 10000 -min-
density 2.0 -t1 -1.25 -t2 -1.0 -N 10 -A "weka.core.EuclideanDistance -R first-last” -1 500 -num-slots 1 -S
35
Relation:  trortscklk
Instances: 64
Attributes: 49
yil, adana, afyon, ankara, antalya, artvin, balikesir, bandirma, bilecik, bolu, burdur, bursa,
canakkalediyarbakir, edirne, elazig, erzincan, erzurum, eskisehir, gaziantep, giresun, gumushane,
hatay, isparta, istanbul, izmir, kars, kastamonu, kayseri, kocaeli, konya, kutahya, malatya, manisa,
mardin, mersin, mugla, ordu, rize, samsun, siirt, sinop, sivas, tekirdag, trabzon, urfa, usak, van,
zonguldak
Test mode: evaluate on training data
=== Clustering model (full training set) ===
=== kMeans ===
Number of iterations: 5
Within cluster sum of squared errors: 20.305759581092552
Initial starting points (random):
Cluster 0:
1984,19.2,14,10.4,8.7,14.5,4,12.8,14,11.5,8.6,11.3,11.7,13.4,15.7,13.2,13.5,7.6,4.8,10.2,15.9,8.7,8.8,17.2,
11.1,13.8,15.6,4.5,9.4,8.9,13.9,10.9,10.2,11.6,15,16.1,12.7,13.8,13.5,13.6,13.4,9.8,13,7.9,13.1,15.1,17.4,1
1.2,9.6
Cluster 1:
1982,18.9,13.7,10.3,8.3,14.2,3.7,12.6,13.8,11.4,8.3,10.9,11.6,13.2,14.3,13.1,12.6,6.5,3.9,10.1,15.4,8.3,8.3,
16.7,10.8,13.6,15.3,3.2,8.9,8.4,13.7,10.5,10.1,10.8,14.8,14.8,12.3,13.5,13.5,13.4,13.5,8.6,12.9,6.9,12.9,14.
9,16.7,11.1,8.2
Cluster 2:
1998,20.4,15.1,12,9.9,16.1,4.4,13.7,14.7,12.6,9.8,12.7,12.6,13.9,15.8,13.4,14.8,8.7,4.8,11.4,17,10,10,18.5,
12.6,14.6,16.4,4.3,10.7,9.8,15,12.1,11.4,12.8,16,16.6,13.8,14.8,14.8,15,14.5,10.6,14.1,8.4,13.6,16.4,18.3,1
2.5,10.3
Cluster 3:
1947,19.9,14.1,11.1,9.1,15.3,4.4,13.3,14.3,11.8,8.8,12,12,13.7,15.5,13.1,13.6,7.3,4.9,10.6,16.3,9.5,9.2,17.
8,11.7,13.9,16.3,4.2,10,9.6,14.1,11.5,10.6,11.9,15.8,16,13.2,14.5,14.8,14.2,14.8,9.5,14,8.6,13.2,15.8,17.7,
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11.7,9.2
Cluster 4:
1970,19.6,14.6,11.3,9.2,15.1,4.7,13.2,14.4,12,9,12,12,14,16.3,13.5,13.9,7.7,5.4,10.8,16.6,9.5,9.4,17.6,11.9
,14.3,16,4.6,10,9.4,14.5,11.5,10.7,12.1,15.5,16.9,13,14.2,14.5,14.5,14.5,10.2,13.8,8.4,13.6,15.9,18.2,11.7,
9.5
Cluster 6:
1967,18.3,13.9,9.6,7.6,13.9,2.9,12.3,13.5,10.9,8,10.5,11.1,13.3,13.9,12.8,11.7,5.2,3.3,9.6,14.6,8.1,7.8,16.4
,10.3,13.6,15.4,2.4,9,7.2,13.8,9.7,9.4,9.8,14.8,14.5,11.6,13.5,13.7,13.3,13.7,8.2,13.2,6.1,12.9,14.9,16.1,10.
5,75
Cluster 7:
1952,19.3,14.6,11.4,9.1,15.2,4.1,13.5,14.6,12.2,9.1,12.3,12.2,14.5,14.8,13.8,13.1,6.8,4.4,10.9,15.5,9.5,9.2,
17.3,12.1,14.4,16.5,3.9,9.9,9.1,14.5,11.5,11,11.2,15.9,15.5,12.9,14.8,14.8,14.3,14.9,9.1,14.1,8.1,13.8,16,1
7,12,8.2
Cluster 8:
1942,19,12.7,9.9,7.8,14.4,3.3,11.9,12.8,10.4,7.5,11,10.5,12.3,14.6,11.3,12.7,6.4,3.9,9.2,15.5,8.4,8.2,17,10.
7,12.3,15.1,3.3,8.6,8.6,12.6,10.4,9.2,11,14.6,15.2,12.3,13.6,13.4,13.2,13.4,9,12.6,7.6,11.5,14.7,16.9,10.5,8
.6
Cluster 9:
1943,18.7,12.8,9.8,7.2,14.3,3.3,12.1,13.2,10.5,7.2,10.9,10.8,12.7,14,12.1,12.1,6.1,3.7,9.1,15,8.4,8.2,16.7,1
0.5,12.7,15.3,3.5,8.6,8,12.7,10,9.3,10.3,14.7,14.5,12,13.6,13.8,13.4,13.9,8.2,12.9,6.9,12,15,16.3,10.7,8.2
Missing values globally replaced with mean/mode
Final cluster centroids:
Cluster#

Attribute  Full Data 0 1 2 3 4 5 6 7 8 9

(64.0) (12.0) (10.0) (3.0) (6.0) (5.00 (5.00 (40) (7.00 (3.00 (9.0

yil 1969.5 1980.6667 1981.7 2000 1956.8333 1984.2 1975 1970.25 1947 1941
1954.7778
adana 19.1672 19.2583 18.98 19.4 19.5667 19.7 20.32 18.275 19.1286 18.9667
18.4667
afyon 14.0047 14.0417 13.88 15.1667 14.3167 14.6 15.1 13.7 14 13
13.0333

ankara 10.6172 10.7417 1032 121 10.8667 11.28 11.84 9.625 10.6857 10.0333
9.6556
antalya 8.7141 8.6917 83 126667 89 938 984 7625 8.7 8.0333 7.4889
artvin 14.8766 14.7167 14.44 19.2 15.0167 151 1568 14.05 14.7286 14.4
14,1111
balikesir 41813  3.925 3.46 12.4667 4.1333 4.72 494 2875 3.8714 3.8
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2.8222
bandirma 12.8797 12.8917 12,66 151 13.1667 13.26 138 12525 128 121
11.9333

bilecik 13.2266 14.0417  13.77 0 142333 1436 14.88 13.7 13.9 13.0667
13.0444
bolu 115594 11.625 11.37 13.3 11.8 121 12,64 10975 115714 10.7
10.5778
burdur 8.6141 8.6583 8.39 11.2667 8.8333 9.2 9.6 7925 85714 7.7 7.5444
bursa 115 11525 1111 13.6 11.7667 11.76 12.58 10.7 11.5571 11
10.7556

canakkale  11.7687 11.7833 11.53 154 11.8833 12.18 12.64 11.275 116 10.8
10.6889

diyarbakir ~ 13.3516 13.4417 13.2 16 139333 13.72 143 1345 119714 124
12.7444

edirne 15.0359 15.3917 14.86 16.2333 1545 1596 16.26 13.55 14.4429 14.4667
14.2

elazig 13.0141 131 1285 14.5333 13.35 13.4 13.78 13.125 12.8143 11.6
12.2889

erzincan 129609 13.325 12.78 13.3667 13.3333 14.02 14.58 11.425 12.4571 12.6667
11.9778

erzurum 6.975 7.05 6.53 12.1333 7.0667 7.94 842 5175 6.4286 6.5 5.6333
eskisehir 4.3266 4.6083 3.93 5.8333 4.6833 5.34 5.08 3.025 4.1857 4.5333
3.2889

gaziantep  10.2641 10.3667 10.12 11.2333 1055 109 11.36 9.65 10.3143 9.5
9.3

giresun 15.7141 16.1667 15.6 16.1333 15.85 16.52 16.9 14.675 15.2286 15.3667
14.8556

gumushane 9.1453 8.7917 852 15.2667 9.2167 954 10.12 8.125 09.1143 8.7667
8.0667

hatay 8.7423 8.6833 84 9.9 9.0833 9.48 10 7.875 8.8586 8.5667 7.8333
isparta 17.0766 17.3667 17 18.8333 17.4833 17.72 1828 16.3 155571 16.9333
16.4667

istanbul 11.2875 11.3833 10.95 13.0333 11.5333 11.66 12.5 10.375 11.3429 10.8
10.4333

izmir 13.7578 13.7917 13.57 15.3333 14.0333 14.18 14.74 13.625 13.7143 12.6667
12.8889

kars 15.8703 15.7333 1548 18.8333 16.2833 16.02 16.64 1565 15.8 15.1333
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15.1111

kastamonu

2.6222
kayseri
kocaeli
konya
12.9889
kutahya
9.8444
malatya
9.2889
manisa
10.1444
mardin
14,5111
mersin
14,7222
mugla
10.7222
ordu
13.4778
rize
13.3111
samsun
12.9667
siirt
13.3111
sinop
sivas
11.3444
tekirdag
trabzon
12.2444
urfa
14.5889
usak
16.3333

3.6438 3.8 3.05 58 3.9333 4.78 474 2325 3.4857 3.7333

9.4094 9.375 9.15 10.1667 9.7333 10.14 1066 89 9628 89 84

8.8453 8.75 8.34 114333 935 948 10.22 7.525 88429 8.7 7.8556

13.9422 13.9417 13.77 155333 14.2167 1446 15.06 13.7 139143 129

10.8484 10.9333 10.54 12.1333 11.15 1154 1214 9.725 10.9857 10.5333

10.2297 10.3417  10.02 11.3 10.5167 1086 11.36  9.525 10.3 9.5

11.2578 11.5333  10.9 144 1145 1214 12.68 9.6 10.6571 10.9333

15.3109 15225 1498 17.7667 157 1552 16.16 15.025 15.2571 14.6667

155672 15.9667 15.43 17 159167 16.3 16.72 14.225 14.9143 15

12.7469 1265 1235 20.2333 129333 1312 13.68 11625 12.6 12.3333

14.0172 13.9583 13.6 15.8333 14.4833 14.12 14.84 13.575 14.0286 13.5333

14.025 13.8083 13.58 15.0333 14.3667 14.52 15.08 13.675 14.3857 13.8667

13.8625 13.75 13.59 15 141167 1456 1494 13.275 14.0714 136

13.9609 13.6833 13.48 151 14.2833 14.44 1486 13.75 14.3857 13.8333

95297 9.65 9.08 17.0667 9.45 102 104 7925 85286 9.0333 8.2111
13.1547 13.1 1291 14.8667 13.6833 138 1432 13.05 13.6 12.9333

7.65 7.6917 699 99667 7.9833 834 892 6275 7.8286 7.8 6.6667
13.0266 13.0667 12.8 14.7333 13.4167 13.36 13.86 13.05 129 1138

15.3453 15.2167 15.09 154 15.7167 1596 165 149 15.6429 15.1333

17.225 17.5667 17.05 19.1 17.4667 18 18.34 16.05 16.5714 16.7
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van 11.3266 11.4083 11.04 13.1333 11.5833
10.4556

zonguldak 8.7984 9.0917 852  10.6 9.1167
7.7556

Time taken to build model (full training data) : 0.02 seconds
=== Model and evaluation on training set ===

Clustered Instances

0 12 (19%)
1 10(16%)
2 3(5%)
3 6(9%)
4  5( 8%)
5 5(8%)
6 4( 6%)
7 7(11%)
8 3( 5%)
9  9(14%)
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EKB

B.1 : Kandilli Ortalama Riizgar Siddeti Verileri EM Analizi Sonucu

=== Run information ===
Scheme: weka.clusterers.EM -1 100 -N 10 -X 10 -max -1 -ll-cv 1.0E-6 -lI-iter 1.0E-6 -M 1.0E-6 -K 10
-num-slots 1 -S 100
Relation:  ortruzsid
Instances: 64
Attributes: 13
yil, ocak, subat, mart, nisan, mayis, haziran, temmuz, agustos, eylul, ekim, kasim, aralik
Test mode: evaluate on training data

=== Clustering model (full training set) ===

Number of clusters: 10
Number of iterations performed: 0
Cluster
Attribute 0 1 2 3 4 5 6 7 8 9
(0.03) (0.25) (0.09) (0.17) (0.06) (0.23) (0.11) (0.02) (0.02) (0.02)

yil

mean 2014.5 1963.25 1966.8333 2000.1818 1977.5 1981.9333 2007.4286 1993 2007
2009

std. dev. 0.7071 9.2556 8.9088 4.9157 10.4083 7.3043 5.0285 0 0 0

ocak

mean 3.2 465 4.4833 3.3909 54 5.0067 3.2571 0 3.8 0

std. dev. 0.8485 0.7492 0.8565 0.4867 1.0863 0.7469 0.5192 0 0 0

subat

mean 35 46625 485 36364 3.7 526 30143 57 31 0
std. dev. 0.9899 0.8617 0.2881 0.5104 0.9487 0.7661 0.2035 0 0 0
mart

mean 2.9 4.2062 4.0667 3.3091 38 44733 32 48 33 0
std. dev. 0.1414 0.6361 0.6346 0.378 1.2302 0.4559 0.2646 0 0 0
nisan

mean 2.8 3.7125 35833 3.0727 3.7 4.0267 27857 45 26 0

std. dev. 0.4243 0.683 0.371 0.3797 0.5354 0.6628 0.3132 0 0 0
mayis
mean 2.6 29688 3.2167 2.8273 3.05 3.9 2.6857 0 24 0
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std. dev. 0.1414 0.4254 0.5811 0.2832 0.4655 0.6908 0.3237 0 0 0
haziran

mean 285 3.3312 3.7833 2.6818 2775 3.3733 2.7857 0 24 2.5

std. dev. 0.2121 0.4078 0.4875 0.1991 0.4646 0.6341 0.1574 0 0 0

temmuz

mean 0 3.8188 3.9 3.0545 3.125 4.4333 2.8714 3 3.3 2.9
std. dev. 0.9696 0.4665 0.4 0.383 0.556 0.6275 0.4152 0 0 0
agustos

mean 3.1 3.7063 4.2833 2.8636 255 4.48 2.8714 34 0.8 3
std. dev. 0.1414 0.5348 0.2858 0.2656 0.9037 0.5185 0.3302 0 0 0
eylul

mean 3.1 32563 3.85 26818 2.325 3.9467 2.5 2.8 0.2 2.7

std. dev. 0.1414 0.3444 0.3674 0.1722 0.5123 0.3889 0.3 0 0 0
ekim

mean 315 3.075 3.9833 2.7818 3.025 4.1467 2.6714 24 26 27
std. dev. 0.3536 0.5825 0.796 0.343 0.4573 0.8175 0.138 0 0 0
kasim

mean 2.8 32375 515 31273 2625 45 2587 35 33 23

std. dev. 0.1414 0.5018 0.695 0.5605 0.45 0.674 0.3338 0 0 0
aralik

mean 29 4.625 47667 3.9364 405 4.96 24429 37 29 36

std. dev. 0.2828 0.8903 0.918 0.6071 0.4509 0.8007 1.1238 0 0 0
Time taken to build model (full training data) : 0.03 seconds

=== Model and evaluation on training set ===

Clustered Instances

0 2(3%)

1 17(27%)
2 6(9%)
3 10(16%)
4 4( 6%)

5 14 (22%)

6 8(13%)

7 1(2%)

8 1(2%)

9 1(2%)

Log likelihood: -4.47007
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C.1: Tiirkiye illeri Ortalama Sicakhk Verileri EM Analizi

=== Run information ===

Scheme: weka.clusterers.EM -1 100 -N 10 -X 10 -max -1 -ll-cv 1.0E-6 -Il-iter 1.0E-6 -M 1.0E-6 -K 10

-num-slots 1 -S 100

Relation:  trortscklk

Instances: 64

Attributes: 49
yil, adana, afyon, ankara, antalya, artvin, balikesir, bandirma, bilecik, bolu, burdur, bursa,
canakkalediyarbakir, edirne, elazig, erzincan, erzurum, eskisehir, gaziantep, giresun, gumushane,
hatay, isparta, istanbul, izmir, kars, kastamonu, kayseri, kocaeli, konya, kutahya, malatya,

manisa, mardin, mersin, mugla, ordu, rize, samsun, siirt, sinop, sivas, tekirdag, trabzon, urfa, usak, van,
zonguldak

Test mode: evaluate on training data

=== Clustering model (full training set) ===

Number of clusters: 10
Number of iterations performed: 3
Cluster
Attribute 0 1 2 3 4 5 6 7 8 9
(0.17) (0.12) (0.09) (0.05) (0.12) (0.11) (0.12) (0.05) (0.08) (0.08)
yil
mean  1977.0906 1949.6242 1975.6667 1969.6667 1970.51957.4286 1977.75 2000 19428 1987.6
std. dev. 10.5525 9.3927 16.09 17.2498 17.3997 9.5447 8.6277 0.8165 27857 5.9867
adana
mean 19.3364 19.125 20.2667 182 19.6625 18.4571 18.9875 194 18.78 18.86
std. dev.  0.0979 0.2107 0.2427 0216 0.2118 0.3245 0.2204 0.3559 0.2638 0.1855
afyon
mean 14.1636 13.9875 15.0333 13.7 14.425 13.0571 13.875 15.1667 1298 13.82
std. dev.  0.2057 0.1691 0.335 0216 0.2222 0.1294 0.2385 0.4784 0.2135 0.172
ankara
mean 10.7455 10.7 11.7667 9.4667 11.125 9.6143 103 121 9.94 104
std. dev.  0.2189 0.3674 0.2055 0.1247 0.2385 0.4257 0.1936 0.7257 0.1497 0.1897
antalya
mean 87273 87 97833 75 92 7.4857 82875 12.6667 7.82 8.3
std. dev.  0.2339 0.2916 0.2339 0.0816 0.1936 0.2587 0.1763 0.793 0.449 0.1673
artvin
mean 147727 14725 156 14 151125 14.1143 14.475 192 1428 1434
std. dev.  0.1543 0.2107 0.2708 0.4546 0.1452 0.2231 0.2332 0.216 0.1939 0.2059
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balikesir
mean
std. dev.
bandirma
mean
std. dev.
bilecik
mean
std. dev.
bolu
mean
std. dev.
burdur
mean
std. dev.
bursa
mean
std. dev.
canakkale
mean
std. dev.
diyarbakir
mean
std. dev.
edirne
mean
std. dev.
elazig
mean
std. dev.
erzincan
mean
std. dev.
erzurum
mean
std. dev.
eskisehir
mean
std. dev.
gaziantep
mean
std. dev.
giresun
mean
std. dev.
gumushane

mean

3.8546
0.1373

12.9636
0.1666

14.1091
0.1621

11.7091
0.1379

8.7364
0.1494

11.5455
0.1827

11.8454
0.1777

13.5818
0.2124

15.4727
0.4245

13.2091
0.2937

13.3182
0.3713

7.0182
0.304

4.5364
0.2932

10.4454
0.1671

16.1091
0.3777

8.7546

3.8875 5 27333 4425 27143 3.325 124667 3.56 3.94
0.314 0.7767 0.17 0.2727 0.2799 0.4294 0.3682 0.463 0.3878

12,8125 13.75 125 13.2375 119 12,6625 151 12.08 12.6
0.2848 0.1893 0.216 0.1654 0.2726 0.1576 0.3559 0.1327 0.0632

13.9125 14.85 13.6667 14.3 13.0143 13.7875 0 131 13.72
0.318 025 0.17 0.1871 0.2642 0.1763 3.0073 0.1673 0.16

115375 12,5833 109 11.95 10.5714 11.3625 13.3 10.66 11.36
0.1728 0.2115 0.1633 0.2 0.2312 0.1576 0.4967 0.1855 0.1625

8.575 9.5333 7.8667 9.0125 7.5714 8.375 11.2667 7.6 8.38
0.1785 0.2211 0.1247 0.2421 0.205 0.2046 0.5558 0.2966 0.1166

115625 12.4833 10.6333 11.8125 10.7571 11.125 136 109 11.12
0.287 0.2544 0.4989 0.4106 0.3017 0.2107 0.5888 0.1549 0.2482

115875 12.6333 11.2 12.025 10.6429 115375 154 10.82 115
0.2421 0.2134 0.1414 0.1984 0.3332 0.2058 0.5715 0.172 0.2098

12.1749 14.2333 13.4667 13.8375 12.8 13.275 16 1246 13.02
3.3474 0.2981 0.3859 0.3389 0.1512 0.1299 0.3559 0.2059 0.098

145 16.3 13.3667 15.6125 14.3 14.725 16.2333 1422 15.12
0.4899 0.4082 0.6182 0.4885 0.3423 0.4323 0.1886 0.3487 0.2315

12.8875 13.75 13.1333 13.35 12.3571 12.95 145333 11.78 12.64
0.454 0.4031 0.4028 0.2958 0.1917 0.2 0.0471 0.3544 0.196

125 1455 11.2333 13.675 11.9714 12575 13.3667 124 13.22
0.2062 0.2217 0.33 0.3832 0.205 0.2634 0.4714 0.3347 0.2857

6.4625 8.3833 4.9333 7.5 55429 6.275 121333 6.28 7.12
0.3603 0.3484 0.2494 0.5074 0.3698 0.1984 0.6236 0.2926 0.3311

4225 525 2.8333 49875 3.2286 3.7375 5.8333 4.12 454
0.4054 0.6344 0.5249 0.3516 0.4742 0.3871 0.4643 0.6882 0.4271

10.3 11.3167 9.5667 10.7125 9.3 10.1125 11.2333 942 10.1
0.15 0.1675 0.1247 0.2027 0.2563 0.1536 0.7409 0.2482 0.1414

15275 16.9 14.6333 16.2 14.8714 15525 16.1333 15.14 15.8
0.2165 0.3559 0.1247 0.3317 0.3769 0.3192 0.2867 0.32 0.3899

9.1125 10.05 8.0333 9.4125 8 8.4625 15.2667 858 8.8
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std. dev.
hatay
mean
std. dev.
isparta
mean
std. dev.
istanbul
mean
std. dev.
izmir
mean
std. dev.
kars
mean
std. dev.
kastamonu
mean
std. dev.
kayseri
mean
std. dev.
kocaeli
mean
std. dev.
konya
mean
std. dev.
kutahya
mean
std. dev.
malatya
mean
std. dev.
manisa
mean
std. dev.
mardin
mean
std. dev.
mersin
mean
std. dev.
mugla
mean
std. dev.

ordu

0.1971 0.1833 0.3594 0.17 0.1615 0.1309 0.2643 0.4028 0.325 0.4099

8.6818 8.8637 9.9167 7.7333 9.3125 7.7571 83125 99 838 87
0.2167 0.2407 0.4017 0.17 0.1965 0.1678 0.2421 0.6683 0.325 0.429

17.3545 15.7624 18.2167 16.2667 17.6875 16.4571 16.975 18.8333 16.76 17
0.2311 3.2419 0.3891 0.2625 0.2088 0.2718 0.2727 0.3091 0.2498 0.2

11.3818 11.3625 12.4 10.2667 11.6375 10.4143 10.95 13.0333 10.68 11
0.1946 0.308 0.2449 0.2867 0.3871 0.344 0.2121 0.6018 0.16 0.2366

13.9 13.7125 14.6833 13.6333 14.0875 12.9143 13.6 15.3333 12.72 13.48
0.2089 0.2522 0.3532 0.2055 0.1965 0.1884 0.2693 0.3091 0.2227 0.2315

15.8364 15.8 16.5667 15.7 16.1875 15.1286 15.5125 18.8333 15.1 15.42
0.2227 0.324 0.2055 0.4967 0.2315 0.1906 0.1269 0.3091 0.1897 0.1327

3.8091 3.475 4.8333 2.3333 4.3625 24143 2.7125 58 358 3.74
0.5299 0.2905 0.7087 0.2494 0.3806 0.327 0.3723 0.4967 0.3868 0.3929

94182 9.6 10.5667 8.8333 9.975 8.3429 9.2 10.1667 8.78 9.14
0.2037 0.3202 0.3197 0.1247 0.2332 0.1761 0.3 0.66 0.2713 0.2871

8.8909 8.8125 10.1667 7.4333 9.3875 7.7857 8.2625 11.4333 8.46 8.44
0.2778 0.1833 0.3399 0.2625 0.2666 0.3523 0.287 0.9809 0.3441 0.1356

14.0545 139 14.9833 13.7 14.3125 13.0143 13.7875 155333 129 137
0.2016 0.1871 0.367 0.216 0.1965 0.1245 0.2571 0.3859 0.2098 0.2

10.9455 10.9875 12.1167 9.6667 11.3625 9.7857 10.45 12.1333 10.34 10.64
0.2463 0.1833 0.1067 0.3682 0.2736 0.398 0.2398 0.9463 0.28 0.2417

10.4182 10.2625 11.3167 9.4333 10.6875 9.2714 10.0125 11.3 9.44 10.04
0.185 0.2233 0.1572 0.1247 0.2421 0.2914 0.2027 0.6377 0.1855 0.1356

115091 10.7 12.65 9.4333 11.8125 10.1143 10.725 144 10.66 11.3
0.3423 0.2449 0.1708 0.2867 0.337 0.2799 0.2861 0.6683 0.3382 0.3347

15.3091 15.2625 16.0833 15.0667 15.65 14.5143 15.0125 17.7667 14.6 14.9
0.1975 0.308 0.1951 0.4497 0.2 0.2531 0.1452 0.4028 0.1673 0.1095

16.0363 14.975 16.7667 14.0667 16.025 14.8286 15.3 17 1474 1564
0.2603 0.5426 0.359 0.6128 0.5068 0.3149 0.4743 0.3742 0.372 0.196

12.7273 12.5875 13.6333 11.5667 13.0625 10.4 12.3 20.2333 12.14 123
0.1355 0.226 0.1795 0.2867 0.2118 3.4847 0.2236 0.4497 0.2577 0.2608
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mean 14.0636 14.0375 14.7333 13.5667 14.3375 13.5143 13.6875 15.8333 13.46 13.48
std. dev.  0.1823 0.2913 0.2494 0.4922 0.269 0.1959 0.1452 0.3771 0.196 0.1939
rize

mean 13.7909 14.3625 15.0167 13.6667 14.4875 13.2286 13.6375 15.0333 13.76 13.68
std. dev. 0.2712 0.2446 0.4017 0.5312 0.2522 0.1278 0.3533 0.3859 0.32 0.3763
samsun

mean 13.7273 14.0625 14.8833 13.1 14.3875 12.8857 13.55 15 1346 13.82
std. dev. 0.2863 0.2288 0.5113 0.216 0.2204 0.2295 0.3571 0.3742 0.3007 0.3868
siirt

mean 13.7182 14.325 148333 138 144 132 135875 151 13.78 1342

std. dev.  0.2757 0.3345 0.3636 0.6976 0.3808 0.1927 0.3689 0.432 0.2786 0.3311
sinop

mean 9.5909 8.6125 10.4667 7.8 9.8 8.2429 89125 17.0667 8.66 9.48

std. dev. 0.2392 0.3444 0.4269 0.3742 0.3742 0.5315 0.348 0.3091 0.463 0.2786
sivas

mean 13.1818 13,55 14.25 13.0333 13.775 12.3714 13.025 14.8667 10.86 12.8
std. dev. 0.3298 0.364 0.35 0.3859 0.2487 0.1385 0.3307 0.3399 4.1345 0.3098

tekirdag

mean 7.6727 7.8 8.9167 6.2 8.2 6.5571 6.85 9.9667 75 74

std. dev.  0.2562 0.2 0.3131 0.0816 0.2784 0.2382 0.1936 0.9286 0.4382 0.2683
trabzon

mean 13.2 129375 13.8 13.0667 13.375 12.3 12.875 14.7333 119 1264

std. dev. 0.2216 0.3533 0.3697 0.3091 0.2332 0.1852 0.1984 0.2494 0.2608 0.2059
urfa

mean 15.2273 15.6375 16.4167 14.8 15.8625 145286 151 154 15 152
std. dev. 0.3048 0.2546 0.4017 0.216 0.1495 0.1385 0.3 0.3742 0.3286 0.4561
usak

mean 17.5818 16.6375 18.3333 15.9667 17.7125 16.4 16.9875 19.1 16.46 17.2
std. dev.  0.2657 0.4091 0.2867 0.2625 0.3756 0.2268 0.3789 0.2449 0.3611 0.3847
van

mean 11.4545 11.3125 12.3167 10.5 11.7375 10.4143 11.05 13.1333 10.64 11.04
std. dev.  0.1924 0.2666 0.2034 0.1633 0.1409 0.3314 0.1936 0.665 0.12 0.1744
zonguldak

mean 9.0454 8.2125 10 7.4 95125 7.6571 82 106 848 924

std. dev. 0.3056 0.3756 0.6583 0.0816 0.6071 0.4655 0.2915 0.216 0.3311 0.2871

Time taken to build model (full training data) : 0.07 seconds
=== Model and evaluation on training set ===

Clustered Instances

0 11(17%) 5 7(11%)
1 8(13%) 6 8(13%)
2 6(9%) 7 3(5%)
3 3(5% 8 5(8%)
4 8(13%) 9 5( 8%)

Log likelihood: -10.08073
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D.1. K-Means MATLAB Kodu

(URLY9)

% k-means implementation code

clear; clc; close all;

% verilerin excel dosyasindan okunmasi
filename = 'C:\Users\Faruk\Desktop\TROSV .xIsx'; %MMQOS-ORS.xlIsx
Range = 'B2:M65';

Sheetl = 'Sheet1’;

x= Xlsread(filename,Sheetl,Range);
%centroid sayis1

k=8,

%iteration - tekrar sayisi

max_it = 20;

% initialization step

low =1,

high = size(x,1);

centros = zeros(k,size(x,2));

indice = zeros(1,k);

% Ilk centroid kurulmasi

for var = 1:k

indice(var) = round(low + (high - low)*rand);
centros(var,:) = x(indice(var),:);

end

% dongu kurulumu

classe = zeros(high,1);

var_cond =1,

W=1;

while W

% Veriler ve centroidler aras1 mesafenin 6klid le hesaplanmasi

dist = zeros(high,k);
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for var = 1:high

forc=1k

soma = 0;

for s = 1:size(x,2)

soma = soma + (x(var,s) - centros(c,s)).2;
end

dist(var,c) = sgrt(soma);

end

end

% matris dizenlenmesi
ant_classe = classe;

% simiflara deger atama

for var = 1:high

[~,indice] = min(dist(var,:));
classe(var) = indice;

end

% ilk sonuglar1 gorsellestirme
colors = rand(k,3);

clf;

plota(x,classe,colors);
pause(l);
plotaCentroide(centros);
plota_linhas(x,classe,centros);
pause(l);

% matrisin diizenlenmesi
nov_classe = classe;

% yeni centrodilerin hesaplanmasi
forc=1k
y = X(classe == c,:);
centros(c,:) = sum(y)/size(y,1);
end
% DOngii parametresi degitirilmesi

if ant_classe == nov_classe
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W =0;

end

% Kontrol

if var_cond > max_it

W =0;

end

% Dongii sart1

var_cond = var_cond + 1,

end

% Final-Sonuglandirma

classe = nov_classe;

num_it = var_cond;

% gorsel sonuglar icin random renk alma ve gizim
colors = rand(k,3);

figure(1);

hold on;

for i = 1: length(x)

p = plot(x(i,1), x(i,2),'mx’,'LineWidth',3");
set(p, 'color’, colors(classe(i),:))

end

% Kmeans Centroid Cizim kodlart:

function plotaCentroide(c)
plot(c(:,1),c(:,2),'mx’,'LineWidth',2,...
'‘MarkerEdgeColor','r',...
'‘MarkerFaceColor','r',...

'‘MarkerSize',10);

end

% Centroidler ile verileri arasinda ¢izgi ¢izimi
% matris verilerine gére noktalar arasi ¢izgi ¢izme
function plota_linhas(x,classe,centros)

n = length(classe);

figure(1);

hold on;
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fori=1:n

pos = classe(i);
plot([x(i,1),centros(pos,1)], [x(i,2), centros(pos,2)],'9--);
pause(0.05);

end

end

% Matrislerdeki verilerin ekrana gizimi
function [ ] = plota( x,classes,colors )
%matrislerin renkli gizimi fonksiyonu

n = length(classes);

%figure(1);

hold on;

fori=1:n

p = plot(x(i,1), x(i,2),'mx’,'LineWidth',3);
set(p, 'color’, colors(classes(i),:))

end

end

% Centroid degerlerinin hesaplanmasi

% Verilerin matris degerlerinde centroidlerin hesaplanmasi
function centros = centroide(x,classes)

k = ver_classes(classes);

centros = zeros(k,size(x,2));

forc=1k

y = X(classes == c,);

centros(c,:) = mean(y);

end

end
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E.1. Hiyerarsik Kiimeleme Algoritmas1t MATLAB Kodu

% Hiyerarsik Kiimeleme Baglangi¢c Programai:

% Hiyerarsik Kiimeleme Algoritmasi

close all;

clear all;

% Excel dosyalarmdan verilerin okunmast

filename = 'C:\Users\Mustafa\Desktop\MMOS.xIsx’;
Range = 'B2: AX65",

Sheetl = 'Sheetl’;

X= xlsread(filename,Sheet1,Range);

% Smiflandirma yapilmadan 6nce ilk durumun ¢izimi
cmap = hsv(size(X, 2)); % Renk haritas1 olusturma

for i = 1:size(X, 2)
plot(X(1,1),X(2,i),'s",'MarkerEdgeColor',cmap(i,:),'MarkerFaceColor',cmap(i,:))

hold on

end

% Do verilen X matrisine HC algoritmas1 uygulanmasi
k =7; % Kiime sayis1 veriyoruz. Bu sayiya ulasildig: taktirde sistem duracak
Z = linkage(X,'average");

dendrogram(Z)

hold on;

Z1 = linkage(X,'ward");

dendrogram(Z1)

hold on;

Z3 = linkage(X,'complete’);

dendrogram(Z3)

hold on;

Z5 = linkage(XX,'single’);

dendrogram(Z5)

hold on;

X = hcluster(X, k);
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% Kiimeleme yapildiktan sonra verilerin son halinin gosterimi

figure;

for i = 1:size(X, 2)

g = X(end, i);
plot(X(1,1),X(2,i),'s','MarkerEdgeColor',cmap(g,:),'MarkerFaceColor',cmap(g,:))
hold on

end

% Gruplar1 giincelleyen fonksiyon:

function [X] = updateGroups(X, newG, oldG)

% Vektor halindeki verilerin eskilerinin yenileri ile guincellenmesi
for i = 1:size(X, 2)

if X(end, 1) == oldG

X(end, i) = newG;

end

end

end

%Mean degerlerini hesaplayan fonksiyon

function [mean] = meanVec(X, Q)

% X matrisindeki gruplarin Mean degerlerinin hesaplanmasi
ind = find(X(end,:) == g);

vectorSum = sum(X(1:end-1, ind), 2);

counts = size(ind, 2);

mean = vectorSum ./ counts;

end

% Hiyerarsik kiimeleme kodu

function [X] = hcluster(X, k)

% verilen X veri kiimesinde hiyerarsik kiimelemenin yapilmasi
% Vikipedi algoritmanin adimlarmin olusturulmasinda faydalanilan
% platformdur.

% Add class information to data matrix X:

n =size(X, 2);

X =[X; 1:n];

means = X(1:end-1, :);
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numGroups = n;

% gruplar aras1 mesafe distM'e tanimlanir
distM = Inf(n, n);

while numGroups > k

fori=1:n

for j=i+l:n

distM(i, j) = d(means(:, i), means(;, j));
end

end

% en diisiik mesafeli 6ge belirlenir.

[~, ind] = min(distM(:));

[newG, oldG] = ind2sub(size(distM), ind);
% Gryp bilgileri gtincellenir:

X = updateGroups(X, newG, oldG);

% Yeni mean degerlerinin hesaplanmast:

fori=1:n

ifi ~=oldG

means(:, i) = meanVec(X, i);
else

means(:, i) = Inf(size(X, 1)-1, 1);
end

end

numGroups = numGroups - 1,

end

end

% iki nokta aras1 6klid hesaplama fonksiyonu

function [dist] = d(x, y)

% x ve y iki noktalar aras1 6klid mesafesinin hesaplanmasi
dist = sum((x - y)."2);

end
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F.1.

(URL10)

% Ana program

clear;

% TROSV MMOS ORS verilerinin segilimi

prompt = 'Please enter 1 for datasetl for MMOS, 2 for dataset? for ORS, 3 for dataset3
for TROSV ->>>

fileNumber = sscanf(input(prompt, 's"), '‘%d");
%Random veya Kmeans ile EM training secilimi
prompt = 'Select 1 for random intialization or 2 for KMEAN intialization for EM ->>> ",
intailization_strategy = sscanf(input(prompt, 's’), '‘%d");
% 1 tekrar degeri se¢ilimi

prompt = 'Select r value ->>> ',

r = sscanf(input(prompt, 's"), '%d");

%Kk centroid sayis1 se¢ilimi

prompt = 'Select k value ->>>;

k = sscanf(input(prompt, 's"), '‘%d");

file_Namel = 'datasetl.txt’;

file_Name2 = 'dataset2.txt’,;

file_Name3 = 'dataset3.txt';

file_Name_test = 'dataset_test.txt";

if fileNumber ==

file_used = file_Namel,

elseif fileNumber ==

file_used = file_Name2;

else

file_used = file_Name3;

end

% Egitim verisinin txt uzantili dosyadan okunmasi fonksiyonu
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x = readTrainingData(file_used);
sizeX =size(x,1);
membership=0;

sses =[]
vect = 0;
fori=21r

% baslangic kurulumu

[means_init,converiances_init] =
intialization_step(intailization_strategy,x,k,i,file_used);

% Gaussian Mixture Learning kullanilarak Expectation ve mazimization adimlarinin
geligtirilmesi

[means,converiances,P,log_p_self,liklihood] =
GaussianMixtureLearning(x,means_init,converiances_init,k,i);

means_init_tracker{i} = means_init;

means_tracker{i} = means;

converiances_tracker{i} = converiances;

log_p_self _tracker{i}=log_p_self;

vect(i) = log_p_self(end)

P_tracker{i} = P;

% Verilerin birbirlerine olan tahmini benzerlik veya yakinliklarmin hesaplanmasi
end

[maxLog,idx] = max(vect);

best P = P_tracker{idx};

disp(‘intialization means are as follows: (each row is a correspondance mean for a
cluster)")

best_means_init = means_init_tracker{idx}
disp('Intial converiances are as follows: ")
best_converiances = converiances_tracker{idx};
converiances_init =best_converiances{1};

for i=1:k

converiances_init{i}

end

best_log_p_self = log_p_self tracker{idx};
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disp('Last updated means are as follows: (each row is a correspondance mean for a
cluster)")

best_means = means_tracker{idx}
converiances =best_converiances{end};
disp('Last updated converiances are as follows: ')
for i=1:k

converiances{i}

end

membership(1:sizeX) = 0;

for j=1:sizeX

maxVal = max(best_P(j,:));

membership(j) = find(best_P(j,:) == maxVal);
end

membership = membership’;

% sonuglarin ¢izilmesi

doPlot_EM(x,membership,best_means_init,best_means,best_converiances{1},best_conv
eriances{end},r,size(best_log p_self,2),k);

figure(3);
plot(1:size(best_log_p_self,2),best_log p_self);

% ReadTraningData fonksiyonu

function x = readTrainingData(fileName_Training)
disp('Reading training data’)

fileID_Training = fopen(fileName_Training);

x = textscan(filelD_Training,'%f %f");
fclose(filelD_Training);

% bu komut ile matris degerlerini array’a ¢eviriyoruz.
x= cell2mat(x);

end

%lInitialization fonksiyonu

function [means,converiances] = intialization_step(intailization_strategy,x,k,i,file_used)
display('Instailization’);

file_Namel = 'datasetl.txt’;

file_Name2 = 'dataset2.txt',;
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file_Name_test = 'dataset_test.txt";

sizeX =size(x,1);

if(intailization_strategy == 1)

%centoridlerin verilen verilerden rastgele segilimi
centeroid_idx = datasample(1:sizeX,k,'Replace’,false);
centeroid_idx = sort(centeroid_idx);

means = x(centeroid_idx,:);

overall_convariance = cov(x);

forj=1k

converiances{j} = overall_convariance/k;

end

elseif(intailization_strategy == 2)

centeroid_idx = datasample(1:sizeX,k,'Replace’,false);
centeroid_idx_keeper{i} = centeroid_idx;

disp(‘final membership: ")

centeroid_idx = sort(centeroid_idx);

% Kmeans kullanilarak centroid’lerin belirlenmesi

[finalmembership, finalcentroids,numOflterations] =
KMEANS_Part1(x,centeroid_idx,i);

means = finalcentroids;

forj=1k

converiances{j} = cov(x(finalmembership==j,:));
end

end

end
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(URL10)

% Kmeans_Part1 fonksiyonu
% fonksiyon girdileri:

% x = veri blogu

% 1 = tekrar sayis1

% Cikt1: benzerlik gésteren membership degeri

function [membership,centroids,count,sse_self]
KMEANS_Part1(x,intialCentroid_idx,r)

sizeX = size(x,1);

numOfClunters = size(intialCentroid_idx,2);
count = 0;

centroids = x(intialCentroid_idx,:);

sse_self =];

membership0 = returnMemberShip(x,centroids);
keepLooping = true;

while keepLooping

count=count+1,;

r

i=count

disp(*----);

sse = computeSSE(x,centroids);

sse_self = [sse_self,sse];

centroids = update_centeroids(x,membership0);
membership = returnMemberShip(x,centroids);
if(isequal(membership0,membership))
keepLooping = false;

end

membership0 = membership; end end
%computeSSE fonksiyonu:

% Noktalar aras1 mesafenin dl¢lilmesi
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function sse = computeSSE(x,centroids)
numOfClusters = size(centroids,1);

sizeX =size(x,1);

theMin = realmax;

sse=0;

for j = 1:sizeX

theMin = realmax;

for i=1:numOfClusters

theMin = min(theMin,euclidean_distance(centroids(i,:),x(j,:))*2);
end

sse= sse + theMin;

end

end

%update_centroids fonksiyonu

function centroids = update_centeroids(x,membership)
% cluster numalarmin bulunasi ‘membership’ degerine %bakilarak
ung = unique(membership);

numOfClusters = max(size(unq));

centroids = [];

% her kiime id’sine gore

for i=ung’

% her kiimenin yeni mean degerinin hesaplanmasi
X_i=x(membership==i,:);

%yeni centroid degerlerinin bulunmasi ile degerlerin degisiminin giincellenmesi
¢ = mean(x_lI);

centroids = [centroids; c];

end

end

% return_membership fonksiyonu

function membership = returnMemberShip(x,centeroid)
sizeX =size(x,1);

numOfClusters = size(centeroid,1);

membership = zeros(sizeX,1);

126



for i=1:sizeX

distances =[];

% X noktasindan diger tiim centroidlere olan uzakligin hesaplanmasi
for j = 1:numOfClusters

newVal = euclidean_distance(centeroid(j,:),x(i,:));
distances = [distances newVal];

end

% x noktasina en yakim centroid in belirlenmesi
membership(i)=nearestCenteroid(distances);

end

end

%nearestCentroid fonksiyonu

function ¢ = nearestCenteroid(centroids)

¢ = find(centroids == min(centroids));

end

% GaussianMixtureLearning fonksiyonu

function [new_means,new_converiances,new_P,log_p_self liklihood] =
GaussianMixtureLearning(x,means,converiances,k,r)

keepLooping = true;
MaxlIteration = 100;
logliklihoodThreshold = 10e-9;
logliklihoodThresNew = 0;
logliklihoodThresOld = 0;
count = 0;

liklihood(1:k)=1/k;
log_p_self=[];

%%

log_p= ComputeLogL iklihood(x,means,converiances, liklihood);
logliklihoodThresNew = log_p;
log_p_self=[log_p_self log_p];
%%

converiancess = converiances;
meanss = means;

127



while keepLooping

display('Keep looping');

r

count = count+1;

i=count

logliklihoodThresOld = logliklihoodThresNew;

P = E_Step(x,liklihood,meanss,converiancess);
meanss_l=meanss;

[meanss,converiancess, liklihood,log_p]=M_Step(P,x,meanss_1);
logliklihoodThresNew = log_p;

log_p_self=[log_p_self log_p];

val = abs((logliklihoodThresNew - logliklihoodThresOld)/logliklihoodThresOld);
if(count >= Maxlteration || val<logliklihoodThreshold)
keepLooping = false;

end

end

new_means = meanss;

new_converiances = {converiances,converiancess};

new_P =P,

end
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=== Run information ===

Scheme: weka.clusterers.SimpleKMeans -init 0 -max-candidates 100 -periodic-pruning
10000 -min-density 2.0 -t1 -1.25 -t2 -1.0 -N 10 -A "weka.core.EuclideanDistance -R
first-last” -1 500 -num-slots 1 -S 44

Relation:  ortruzsid

Instances: 64

Attributes: 13

yil, ocak, subat, mart, nisan, mayis, haziran, temmuz, agustos, eylul, ekim, kasim, aralik
Test mode: evaluate on training data

=== Clustering model (full training set) ===

kMeans

Number of iterations: 6
Within cluster sum of squared errors: 8.160678975344503
Initial starting points (random):
Cluster 0: 1998,3.1,3,3.9,3,2.8,2.6,3.1,3.1,2.8,2.8,3.3,4.1
Cluster 1: 1965,4,5.2,3.1,2.9,2.2,3.4,3.8,4.1,3.5,3.5,5.3,4.6
Cluster 2: 1964,4.3,4,2.8,3.4,3.2,3.1,4,3.1,2.7,1.6,2.8,5
Cluster 3: 1995,4.3,3.5,3.9,3.1,3.3,2.8,3.2,2.9,2.6,3.1,3.8,4.1
Cluster 4: 2000,3.5,3.1,2.8,2.2,2.6,3,2.4,3,2.7,2.6,2.1,2.7
Cluster 5: 1990,4.2,4.9,4.7,3.9,4.9,4.2,5.8,5.3,4,4.4,4.6,4.7
Cluster 6: 1978,4.3,4.5,4.6,3.4,3.6,3.2,4.4,4.3,3.8,3.8,3.7,4.5
Cluster 7: 1988,4.2,5,4.8,4.6,3.6,2.6,4.3,4.7,4.1,5.5,5.8,5.2
Cluster 8: 2010,4,3.3,2.9,3,2.4,2.5,2.8,2.4,2.6,2.7,2.8,3.8
Cluster 9: 1957,3.7,3.2,5.1,3.6,2.3,4.1,3.9,4.3,3.3,3.5,3.3,5.7
Missing values globally replaced with mean/mode
Final cluster centroids:
Cluster#
Attribute Full Data 0 1 2 3 4 5 6 7 8 9
(64.0) (7.0) (4.0 (6.00 (3.00 (1.0) 4.0 (1100 (6.0) (14.0
(8.0)
yil 1983.5 1996.8571 1958.75 1962.8333 1989.3333 2009 1989.25 1977.7273
1979.6667 2007.8571 1959.625
ocak 41922 2.6143 4525 4.6167 5.4667 0 5225 49727
45333 3.4071 4.6625
subat 42859 3.7143 5175 4.3833 4 0 5 5.3364 4.9833
3.3857 4.1625
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mart 3.8547 3.5571 3.825 3.5167 4.3333 0 4825 4.2455
4.4333 3.1357 4.4875

nisan 3.4703 3.2714 3.4 35167 3.5333 0 4525 35091 4.2167
2.8571 3.9875

mayis 3.0469 2.4143 29 2.7667 3.3 0 4.8 3.4 355
2.6643 3.1

haziran 3.0828 2.3857 3.45 29667 2.8333 2.5 415 3.2818
3.4167 2.6857 3.4

temmuz 3.5375 3.1714 3.8 3.3833 3.3333 2.9 5.05 3.8182
44167 2.4714 4.0625

agustos 3.5531 3.0571 4 2.6667 3.1667 3 4.85 4.0909 4.6
2.6929 3.975

eylul 3.1656 2.6857 3.55 2.5833 2.6333 2.7 4.075 3.6455 4.1
2.4857 3.4625

ekim 3.2922 2.7429 3.35 2.4333 3.2667 2.7 4.1 3.5182 5.1
2.7357 3.375

kasim 3.5609 3.1286 4.95 2.7167 3.2667 23 455 3.9 5.3667
2.8 3.1625

aralik 4.2125 41714 4275 4.2333 4.1667 3.6 5075 4.9545

4.8333 2.8214 4.8125

Time taken to build model (full training data) : 0 seconds
=== Model and evaluation on training set ===

Clustered Instances

0 7(11%) 4 1(2%) 8 14 (22%)
1 4( 6%) 5 4( 6%) 9  8(13%)
2 6( 9%) 6 11 (17%)
3 3(5%) 7 6( 9%)
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=== Run information ===

Scheme: weka.clusterers.HierarchicalClusterer -N 2 -L WARD -P -A
"weka.core.EuclideanDistance -R first-last"

Relation:  ortruzsid

Instances: 64

Attributes: 13

yil, ocak, subat, mart, nisan, mayis, haziran, temmuz, agustos, eylul, ekim, kasim, aralik
Test mode: evaluate on training data

=== Clustering model (full training set) ===

Cluster 0

((((((6.2:0.47298,((5.7:0.41151,(5.1:0.3124,5.6:0.3124):0.09911):-
0.03216,5.2:0.37935):0.09363):0.04746,((3.6:0.33246,3.8:0.33246):0.1551,(3.7:0.30385,
3.3:0.30385):0.18371):0.03288):0.08622,4.3:0.60665):0.33041,(((3.8:0.35192,4.2:0.351
92):0.18915,(5.1:0.29102,5.0:0.29102):0.25004):0.11877,(3.4:0.51543,4.4:0.51543):0.1
4441):0.27722):0.73956,((((4.3:0.37688,(5.1:0.34752,((4.4:0.25384,4.5:0.25384):0.0543
6,5.4:0.3082):0.03932):0.02936):0.04765,6.5:0.42454):0.08665,(((4.4:0.30606,3.9:0.306
06):-0.00188,(((4.4:0.23585,5.1:0.23585):0.07539,5.4:0.31125):-
0.00901,5.4:0.30223):0.00195):0.13439,4.1:0.43858):0.07261):0.02726,4.6:0.53844):1.1
3818):1.66459,((4.0:0.6894,(((5.0:0.37316,(5.0:0.38606,4.6:0.38606): -
0.0129):0.01266,(5.2:0.21345,5.0:0.21345):0.17236):0.10019,4.2:0.486):0.2034):0.0622
8,(4.0:0.61227,((4.7:0.39928,4.2:0.39928):0.11831,7.4:0.51759):0.09468):0.1394):2.589
55)

Cluster 1

((3.7:1.14423,((((((3.7:0.21843,4.1:0.21843):-
0.00708,4.1:0.21135):0.05437,5.3:0.26572):0.4602,((((4.0:0.28269,(2.7:0.26087,(3.1:0.2
2448,((2.4:0.25673,2.7:0.25673):-0.00426,2.8:0.25246):-
0.02798):0.03639):0.02183):0.03774,(3.8:0.14062,3.4:0.14062):0.17981):0.05743,(4.1:0
.37595,(4.3:0.26565,((3.7:0.21435,3.3:0.21435):0.02148,2.9:0.23583):0.02982):0.1103):
0.00192):0.10835,0.0:0.48621):0.23971):0.0153,2.9:0.74121):0.10808,(3.1:0.35052,2.7:
0.35052):0.49877):0.29493):0.11803,3.6:1.26226)

Time taken to build model (full training data) : 0.01 seconds

=== Model and evaluation on training set ===

Clustered Instances

0 41(64%)

1 23(36%)
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=== Run information ===
Scheme: weka.clusterers.HierarchicalClusterer -N 2 -L WARD -P -A
"weka.core.EuclideanDistance -R first-last"
Relation:  scklk
Instances: 64
Attributes: 4

yil, maxscklk, minscklk, ortscklk
Test mode: evaluate on training data
=== Clustering model (full training set) ===
Cluster 0
(((((14.5:0.09056,14.4:0.09056):0.6694,(((13.8:0.10371,(14.0:0.12027,14.0:0.12027): -
0.01656):0.1036,(13.7:0.08488,13.6:0.08488):0.12243):0.36904,((14.3:0.09616,14.3:0.0
9616):0.05696,14.3:0.15312):0.42323):0.18361):0.00283,((((13.8:0.05376,13.8:0.05376)
:0.07297,14.0:0.12674):-
0.01426,13.8:0.11248):0.21123,(14.4:0.21597,14.2:0.21597):0.10774):0.43908):0.6951,(
13.0:0.41016,(13.6:0.33723,((13.1:0.05513,13.1:0.05513):0.19383,(13.3:0.10674,13.5:0.
10674):0.14221):0.08827):0.07293):1.04772):2.06798,((((((13.5:0.08478,13.4:0.08478).
0.02989,(13.6:0.09602,13.5:0.09602):0.01866):0.0465,13.2:0.16118):0.17421,((13.5:0.0
7771,(13.5:0.06209,13.6:0.06209):0.01562):0.12915,13.6:0.20686):0.12854):0.43154, (((
12.9:0.20102,(((13.2:0.0952,13.2:0.0952): -
0.00448,13.3:0.09072):0.04338,13.0:0.1341):0.06691):0.18608,(13.1:0.19952,(((13.3:0.
06853,13.3:0.06853):0.06602,13.4:0.13455):0.05033,13.0:0.18488):0.01464):0.18758):.0
.09161,13.4:0.4787):0.28824):1.66935,((13.8:0.0952,(14.0:0.09045,14.0:0.09045):0.004
75):0.48062,((14.2:0.11343,((14.1:0.06222,14.0:0.06222):0.02648,14.2:0.08869):0.0247
4):0.15477,13.7:0.2682):0.30762):1.86047):1.08957)
Cluster 1
((15.3:0.63808,((14.8:0.19769,(14.4:0.15365,14.5:0.15365):0.04404):0.32719,(((15.0:0.
08332,15.1:0.08332):0.0509,15.1:0.13422):0.09591,(15.1:0.0462,15.1:0.0462):0.18393):
0.29475):0.1132):0.13689,(((15.1:0.13083,15.1:0.13083):0.09348,14.8:0.22431):0.1601
1,(14.7:0.29031,14.6:0.29031):0.09411):0.39054)
Time taken to build model (full training data) : 0 seconds
=== Model and evaluation on training set ===
Clustered Instances
0 50(78%)
1 14 (22%)
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=== Run information ===
Scheme: weka.clusterers.HierarchicalClusterer -N 2 -L COMPLETE -P -A
"weka.core.EuclideanDistance -R first-last"
Relation:  trortscklk
Instances: 64
Attributes: 49

yil, adana, afyon, ankara, antalya, artvin, balikesir, bandirma, bilecik, bolu,
burdur, bursa, canakkale, diyarbakir, edirne, elazig, erzincan, erzurum, eskisehir,
gaziantep, giresun,  gumushane, hatay, isparta, istanbul, izmir, kars, kastamonu,
kayseri, kocaeli, konya, kutahya, malatya, manisa, mardin, mersin, mugla, ordu, rize,
samsun, siirt, sinop, sivas, tekirdag, trabzon, urfa, usak, van, zonguldak
Test mode: evaluate on training data
=== Clustering model (full training set) ===
Cluster 0
(€((((8.3:0.60743,8.6:0.60743):0.34264,8.9:0.95007):0.63067,8.5:1.58074):0.31038, (((7.
8:0.55403,7.5:0.55403):0.3482,(8.0:0.57942,8.5:0.57942):0.32281):0.35129,((9.2:0.556
78,9.8:0.55678):0.44633,8.2:1.00311):0.25041):0.63761):0.20464,(((((((8.7:0.54611,(8.7
:0.41902,8.7:0.41902):0.1271):0.07336,(8.5:0.42669,8.8:0.42669):0.19278):0.0987,(9.3:
0.49123,9.5:0.49123):0.22694):0.2293,(8.4:0.78723,8.9:0.78723):0.16025):0.16083, (((8.
3:0.35735,8.5:0.35735):0.28753,9.2:0.64488):0.18889,(9.4:0.53587,9.0:0.53587):0.2979
1):0.27454):0.07646,(((9.1:0.48382,9.1:0.48382):0.0446,9.1:0.52842):0.19911,((9.7:0.3
9014,9.6:0.39014):0.1722,9.5:0.56234):0.16518):0.45725):0.22246,((8.1:0.56141,8.9:0.
56141):0.19837,((8.2:0.44148,8.2:0.44148):0.17754,8.4:0.61902):0.14076):0.64744):0.6
8854):0.86538,((((8.7:0.57064,8.2:0.57064):0.0835,8.6:0.65414):0.73744,((((7.7:0.6 143
8,7.8:0.61438):0.29747,(8.1:0.72174,8.1:0.72174):0.19011):0.18346,(6.7:0.76159,(7.3:0
.52906,7.9:0.52906):0.23252):0.33372):0.09219,8.0:1.1875):0.20408):0.45126,((7.4:0.9
0006,(7.5:0.49443,7.5:0.49443):0.40563):0.57093,7.3:1.47099):0.37185):1.1183)
Cluster 1
(((((8.6:0.67195,10.2:0.67195):0.53852,(9.9:0.62132,10.3:0.62132):0.58915):0.10927,10
.5:1.31974):0.56131,(((9.5:0.56123,10.5:0.56123):0.09364,9.7:0.65487):0.27869,(9.7:0.
62785,10.5:0.62785):0.30571):0.94749):1.479,((10.7:0.58255,10.8:0.58255):1.39198,10.
3:1.97453):1.38552)
Time taken to build model (full training data) : O seconds
=== Model and evaluation on training set ===
Clustered Instances
0 51(80%)
1 13 (20%)
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=== Run information ===
Scheme: weka.clusterers.HierarchicalClusterer -N 2 -L AVERAGE -P -A
"weka.core.EuclideanDistance -R first-last"
Relation:  trortscklk
Instances: 64
Attributes: 49

yil, adana, afyon, ankara, antalya, artvin, balikesir, bandirma, bilecik, bolu,
burdur, bursa, canakkale, diyarbakir, edirne, elazig, erzincan, erzurum, eskisehir,
gaziantep, giresun,  gumushane, hatay, isparta, istanbul, izmir, kars, kastamonu,
kayseri, kocaeli, konya, kutahya, malatya, manisa, mardin, mersin, mugla, ordu, rize,
samsun, siirt, sinop, sivas, tekirdag, trabzon, urfa, usak, van, zonguldak
Test mode: evaluate on training data
=== Clustering model (full training set) ===
Cluster 0
(€((((8.3:0.60743,8.6:0.60743):0.18861,8.9:0.79605):0.44795,((7.8:0.55403,7.5:0.55403)
:0.50286,(((((8.0:0.57942,8.5:0.57942):0.1541,((8.7:0.53234,(8.7:0.41902,8.7:0.41902):
0.11333):0.0812,((9.3:0.49123,9.5:0.49123):0.07465,(8.5:0.42669,8.8:0.42669):0.13919
):0.04765):0.11998):0.05294,8.4:0.78646):0.04682,((((9.1:0.48382,9.1:0.48382):0.0245
4,9.1:0.50836):0.12103,((9.7:0.39014,9.6:0.39014):0.11202,9.5:0.50216):0.12722):0.16
821,8.9:0.79759):0.03569):0.14479,((((8.3:0.35735,8.5:0.35735):0.27851,9.2:0.63586):0
.08262,((8.1:0.56141,8.9:0.56141):0.09201,((8.2:0.44148,8.2:0.44148):0.12133,8.4:0.56
281):0.09061):0.06506):0.16676,(9.4:0.53587,9.0:0.53587):0.34937):0.09283):0.07883):
0.1871):0.3547,((((((8.7:0.57064,8.2:0.57064):0.07597,8.6:0.64661):0.3444,((((7.7:0.61
438,7.8:0.61438):0.09785,((7.3:0.52906,7.9:0.52906):0.13531,8.1:0.66438):0.04785):0.
10267,8.1:0.8149):0.0946,6.7:0.9095):0.08151):0.08657,8.0:1.07758):0.08491,(7.4:0.87
42,(7.5:0.49443,7.5:0.49443):0.37977):0.28829):0.16103,7.3:1.32352):0.27517):0.2044
9,8.5:1.80319):0.24532,(((((9.2:0.55678,9.8:0.55678):0.32257,8.2:0.87935):0.10422,(((9
.5:0.56123,10.5:0.56123):0.06277,9.7:0.62399):0.18448,(9.7:0.62785,10.5:0.62785):0.1
8062):0.17509):0.17456,((8.6:0.67195,10.2:0.67195):0.31562,(9.9:0.62132,10.3:0.62132
):0.36625):0.17056):0.41969,10.5:1.57781):0.47069)
Cluster 1
((10.7:0.58255,10.8:0.58255):1.20146,10.3:1.78401)
Time taken to build model (full training data) : 0.02 seconds
=== Model and evaluation on training set ===
Clustered Instances
0 61(95%)
1 3(5%)
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