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MAKINE OGRENMESi YONTEMLERI iLE MUSTERI KAYBI ANALIiZi

OZET

Giliniimiizde teknoloji ge¢cmise nazaran hizla gelisme gostermekte, artan ihtiyaclara
cevap verecek nitelikte fayda saglamaya calismaktadir. Biiylik veriler elektronik
ortamlarda saklanmakta, kalabaliklagsan niifusla birlikte saklanan verilere daha erken
ulasma ihtiyact basi c¢ekmektedir. Veri madenciligi smiflandirma algoritmalari
kullanilarak saglanan caligmalarla kalabalik verilerin gruplanmasi yapilmakta, bu
veriler etiketlenerek gerektiginde c¢ok kisa bir siire igerisinde karsimiza
cikabilmektedir. Giinlimiizde gelisme gosteren hemen hemen her sektdrde oldugu
gibi lojistik sektoriinde de rekabet kosullart hizla artmaktadir. Gelismis tilkelerin
cogunun entegre oldugu ve her gecen giin hizla gelisen lojistik sektorii tilkemizde
1980 li yillarda hizmet vermeye baslamis, 1990 11 yillarda tam anlamiyla rayina
girmistir. Biitiin diinyada hizla gelisen bu sektor icin miisteri sadakati ¢ok biiyiik bir
Ooneme sahiptir. Bu nedenle miisteri kayiplarini minimize etmek i¢in miisteri iligkileri
yonetimine daha fazla 6nem verilmesi gerekmektedir. Artan e-ticaret sektorii ile
birlikte daha fazla miisteri potansiyelinin yilikseldigi goriilmektedir. Ayni zamanda
bununla birlikte lojistik sektoriine bir ¢ok yeni firma dahil olmustur. Bu kosullar
dogrultusunda mevcut miisterileri elde tutmak, baska firmaya ge¢me egilimi gosteren
miisterileri tespit etmek ©Onem kazanmistir. Miisterilerin sirketten beklentilerini
anlamak ve firmanin davraniglarin1 daha iyi takip etmek, buna yonelik stratejiler
gelistirmek sektorde tutunabilmenin temeli haline gelmistir.

Kaybedilen miisterilerin ge¢ tespit edilmesi, maliyetlerin artmasina sebep olmaktadir.
Yeni miisteri kazanimi var olan mevcut miisterilerin elde tutulmasindan daha fazla
sire ve daha fazla maliyet gerektirmektedir. Buna bagli olarak miisterilerin
sergiledikleri davraniglar dikkate alinarak elde edilen veriler modellenerek, iptal
egilimi gosteren miisterilerin tespiti saglanabilmektedir.

Veri madenciligi biiylik veri setleri igerisinde gizli kalmig anlamli bilgiyi ortaya
cikarma faaliyetidir. Veri madenciligi hem klasik istatiksel yontemleri hem de
makine Ogrenmesi yontemlerini kullanabilir. En ¢ok kullanilan alanlardan biri
miisteri kaybi1 analizinde miisterileri segmentasyonlara ayirarak kaybedilecek
misterileri tahmin etmektir. Bu ¢aligmada, Tirkiye’ de faaliyet gosteren bir lojistik
firmas1 ile calisan miisterilerin ge¢mis iki yildaki gonderi bilgileri incelenerek,
kaybedilmis miisteri davraniglari ortaya ¢ikarilmaya caligilmistir.

Veri madenciligi prensiplerine uygun olarak hazirlanan veriler {izerinde makine
Ogrenmesi algoritmalarindan biri olan destek vektér makinesi (DVM) algoritmasi
tizerinde uygulanmistir. Firmadan alinan veriler igerisinden 2.000 adet miisteri
uygulamamizda kullanilmistir. Dogrusal olmayan bu veriler i¢in en uygun
siiflandirma yontemi DVM algoritmasi tercih edilmistir. Bu miisterilerin ge¢mis iki
yilina ait veriler 3’er aylik donemlere ayrilmistir. Toplam 8 g¢eyrek iizerinde miisteri
kayb1 analizi yapilarak, firmadan ayrilma egilimi gosteren miisterilerin gelecek ii¢
aydaki kayip analiz tahminlemesi yapilmaya ¢alisilmistir.
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CHURN ANALYSIS WITH MACHINE LEARNING ALGORITHMS

ABSTRACT

Technology develops faster than the past in our time and tries to provide benefits in
order to meet the increasing needs. Larger data are stored in electronic media, and
the need to reach the stored data as quicker as possible is of great importance in an
overcrowded population environment. Immense data are grouped by using data
mining and classification algorithms which these data are labeled so that we can find
in a very short time when necessary.

The competition conditions are increasing rapidly in the logistics sector in a manner
similar to nearly all developing sectors of today. The logistics industry, which is
rapidly integrated by many developed countries, has started to deliver services in our
country in the 1980s, and has been fully adapted in the 1990s. Customer loyalty for
this fast-growing sector means tremendous importance all over the world. That is
why greater emphasis should be placed on customer relationship management to
minimize customer losses. With the increasing share of e-commerce sector, it is
observed that more and more customer potential is in rise. At the same time, many
new companies have joined the logistics sector. Under these conditions, it has
become vitally important to retain existing customers and to identify customers who
tend to move another companies. It has become the basis for standing in the sector to
be able to understand the expectations of customers from the company, to follow up
the company's attitudes better and accordingly to develop strategies in line with these
findings.

Late awareness about lost customers results in cost increases. New customer
acquisition requires more time and more costs than keeping existing customers.
Accordingly, the data obtained by taking into consideration the behaviors exhibited
by the customers can be modeled and the customers who have a tendency to escape
can be determined.

Data mining is the activity of revealing meaningful information that is hidden in
large data sets. Data mining can use both traditional statistical methods and machine
learning methods. One of the most used areas is to estimate the customers that will
be lost by segmenting the customers in customer loss analysis. In this study, we tried
to reveal lost customer behaviors by analyzing the shipping information of past two
years about customers of a logistics company operating in Turkey.

It is applied on the support vector machine (SVM) algorithm which is one of the
machine learning algorithms on the data prepared according to the principles of data
mining. 2.000 customers among the data received from the company have been used
in our application. Support vector machine algorithm, being the most suitable
classification method, is used for this nonlinear data. The data for the past two years
of these customers are divided into quarterly periods. Customer loss analysis was
conducted on a total of 8 quarters and loss analysis estimation for the customers who
tend to leave the company was made for the next three months.

Keywords: Churn Analyisis, Data Mining, Classification, Support Vector Machine.
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1 GIRIS

Bugiinler de ¢esitli is alanlarinda faaliyet gdsteren bir¢ok sirket kiiresellesme ve
artan rekabet kosullar1 karsisinda mevcudiyetlerini siirdiirebilmek i¢in daha
fazla miicadele etmek zorunda kalmislardir. Bu rekabet ile miisteri satin alma
davranislar1 ve hizmet beklentileri biiyiik 6l¢iide degismistir. Isletmeler de bu
isteklere cevap verebilmek icin farkli yOntemlere basvurmak durumunda
kalmiglardir. Bu yontemlerin dogru bir etki yaratabilmesi i¢in isletmelerin
degisen miisteri davraniglarini izleyebilmesi, isletme amag¢ ve hedeflerini
olusturabilmesi ve miisteri iligkileri yonetimini dogru bir sekilde saglayabilmesi
ile miimkiin olabilecektir. Miisteri merkezli bir anlayis ile miisteriye deger
katmak ve miisteri bagliligin1 saglamak isletmenin bu dogrultuda yararina

olacaktir.

Diger taraftan bilisim sektoriindeki gelismeler sayesinde isletmeler, birg¢ok
veriyi saklayabilir, kolay erisebilir, bu verileri isleyebilir ve islenmis verileri
anlaml bilgilere doniistiirebilme imkanina sahip olabilmektedirler. Isletmeler,
miisterilerin satin alma davranislarinin yani sira miisteriye ait cesitli 6zellikleri
de bilgi depolama alanlarinda saklamaktadirlar. Kayit altina alinan veriler
sayesinde veri madenciligi teknikleri kullanilarak veri yiginlar1 igerisindeki
anlamli ve gizli bilgiler tespit edilip ortaya ¢ikarilarak isletme ig¢in yararh
bilgiler elde edilebilmektedir. Elde edilen veri madenciligi sonuglari, miisteri
odakli birgok uygulamanin gelistirebilmesine ve miisteri kayb1 i¢in onlemler

alinmasina iligkin fikir sunmaktadir.

Veri madenciligi, giinimiizde hemen hemen her sektorde elde edilen yiiksek
diizeydeki veri guruplarinda gizli halde var olan Oriintii ve yatkinliklar1 ortaya
cikarma, bu verilerden yararli oriintiiler ¢ikarma siirecini igeren bir teknolojidir.
Bir¢ok veri madenciligi yontemi arasindan ulasilmak istenilen bilgi ve sekline

bagli olarak en uygun tercih edilerek uygulanmaktadir.

Veri madenciligi bir¢ok alanda uygulanabilmektedir. En yaygin kullanilanlardan

biri, miisteri boliimleri olusturulup rekabet igerisinde olunan firmaya ge¢cme



egilimi gosteren sahis veya firma profillerini ortaya ¢ikarma uygulamasidir.
Miisteri segmentasyonu, isletmenin hitap ettigi pazar payinda benzer
karakteristikler tasiyan miisterileri gruplandirma islemi olarak tanimlanir. Her
miisteri grubu farkli davranig 6zelliklerine sahiptir. Bu gruplama isletme igin
benzer davranishh miisteri gruplarina 6zgli Oneriler ve pazarlama uygulamalari
sunmasin1 saglar. Isletmelerin veri madenciligi kullanimlarinin asil gayesi
biiylik fayda saglayan miisterileri kaybetmeme istegidir. Kaybedilme egilimi
gosteren miisteriler belirlendikten sonra bahsi geg¢en miisterinin bulundugu
segmentasyon da dikkate alinarak cesitli pazarlama stratejileri olusturmak

mumkiindir.

1.1 Problem Tanim

Isletmelerin bulunduklar1 pazar paymnda bulunan yerlerini koruma, ayni
zamanda yeni misteriler kazanma gerekliligi mevcuttur. Her isletme yillik
olarak ge¢mis verileri goz Oniine alarak degerlendirme yapar ve yeni yildaki
planlarini buna goére olusturur. Kazanilan yeni miisterilerin yani sira kaybedilen
miusterilerin de analizlerinin yapilmasi alinacak oOnlemlerde Onemli rol

oynamaktadir.

E-ticaret sektdriiniin gelismesi ile birlikte kargo sirketlerinin piyasadaki mali
degerleri artmistir. Bununla birlikte pazara bir¢ok yeni kargo tasimacilig1 yapan
firma da eklenmistir. Isletmeler yapilan degerlendirmeler igin ge¢mis bir yilin
verileri dikkate almaktadirlar. Bu nedenler yeni kazanilan miisteriler igin
miisteri kaybi1 analizi yaparken yasadiklar1 en biiylik zorluklardan birisi yeterli
bilgi kaynaginin, yani veri setinin olmayisidir. Veri setinin az olmasi dogru ve
saglikli miisteri egilimi tespitinde yanilmalara sebep olmaktadir. Kisa siireli de
olsa elimizdeki verilerle baska bir firmaya ge¢me egiliminin tespiti edilmesi
gerekmektedir. Ayni sekilde uzun siiredir ¢alisilan yiiksek karli miisterilerin
kaybetme egilimin tespiti i¢in 1 y1l gibi uzun bir siirenin beklenmesi yil i¢inde
kaybedilmesine bunun goriilemeyip Onlem alinamamasi da ayri1 bir problem

teskil etmektedir.



1.2 Cahsmanin Amaci

Miisteri kayb1 analizinde yasanan problemler dikkate alindiginda ve daha once
yapilan miisteri kaybi analizi c¢alismalar1 dikkate alindiginda bu c¢alismanin
amact lojistik sektoriinde kisa siireli miisteri kayb1 analizi yapmaktir. Bunu
yaparken Oncelikle elimizdeki veri seti, anlam ifade etmeyen ve dnemli olmayan
verilerden temizlenecektir. Daha sonra veri madenciligi siniflandirma yontemi
kullanilarak miisteriler iiger aylik gonderi miktarlar1 ve toplam navlun licretleri
dikkate alinarak, oOnceki kaybetme egilimlerine de bagli olarak
siniflandirilacaktir. Destek vektdr makineleri algoritmasindan yararlanilarak
miisterinin Oniimiizdeki ii¢ aylik donemde kaybetme egilimi hesaplanmaya

calisilacaktir.






2 LITERATUR

Tosun (2006), Yapt Kredi bankasinin kredi kartt kullanmayr birakan
miisterilerin analizini yapmistir. Karar agaci kullanarak farkli kurallar
dogrultusunda esik degerlerini belirlemis ve incelemelerde bulunmustur. Bu
incelemeyi yaparken sonuglari olumsuz etkileyen kurallar1 sonradan budama

yontemi ile elemistir.

Akbulut (2006), bir kozmetik markasinin verilerini baz alarak inceleme
yapmistir. WEKA kullanarak kiimeleme ve siniflandirma yapmis ve
siniflandirma algoritmalarindan verileri i¢in J.48 karar agacinin uygun oldugunu
soylemistir. Bu algoritmay1 kullanarak miisteri davranis modelini gelistirmistir.
Elde edilen sonuglar dogrultusunda miisteriler aligveris yaptiklar1 tutarlar
dogrultusunda iki kiime olacak sekilde ayrilmig ve bu miisterilerin karsi
firmalara ge¢mesindeki tercih sebepleri g6z Oniline alinarak Onermelerde

bulunulmustur.

Ozmen (2006), Telekom sektdriinde kontdrlii bir hat icin ilgili hattin bakiye
eklendikten sonra 6 aylik donem icerisinde tekrar ekleme yapilmazsa, bu hat
sahibinin sdzlesmesinin sonlandirilmasindan yola ¢ikarak miisterilerin ayrilma
olasiligint hesaplama iizerine c¢alismistir. Karar agacglarn1 ve regresyon
modellemesi kullanmigtir. Cagr1 merkezine yapilan sikdyet telefonlar1 en 6nemli

nitelik olarak goriilmiistiir.

Asilkan (2008), ikinci el otomobil fiyatlarin1 yapay sinir aglari algoritmasi
yardimi ileriki doneme ait fiyatlari tahmin etmeye calismistir. Zaman serisi
analiz yontemleri, sonuglarin karsilastirilmasina yardim etmistir. Yapay sinir
agin  tasarlanmasi  kolaydir. Ayn1 zamanda probleme hizli olarak
uyarlanabilirler. Eldeki az miktarda veriye ragmen sonuglar1 basarili ¢ikt
tiretebilmektedir. Bu nedenle otomobil sektoriinde de kullanilabilirligi

gosterilmistir.

Bilgen (2009), Analitik Hiyerarsi yontemlerinden yararlanmistir. Model olarak

elektronik bankacilik servislerini tercih etmistir. Miisteri kullanim bilgisini ile



birlikte beklentilerini dngodren bir yap1 kurmustur. Yapilan ¢alisma sonucunda

miisteri kaybetmesine yonelik dngoriilerde bulunulmustur.

Kisioglu (2009), telekomiinikasyon sektoriinde iptal analizi iizerine ¢alismistir.
Bu calismada Bayes aglar1t metodu ile s6zlesmesini iptal etme egilimi gosteren
abonelerin davranis Ozellikleri modellenmistir. Bayes ag sistemleri kesikli
degiskenler kullanmaktadir. Buna bagli olarak siirekli degiskenleri kesikli hale
getirebilmek i¢in CHAID karar agacit algoritmasindan yararlanilmistir.
Korelasyon analizi ve es dogrusallik testi yapilarak degiskenler arasindaki iliski
gosterilmistir. Elde edilen sonuglar ile birlikte uzman goriisleri alinmistir.
Bunlar birlestirilerek bir nedensel harita olusturulmus. Onemli degiskenler,
ortalama konugsma siireleri, fatura tutarlar1 ortalamasi, ortalama diger
operatorleri arama siklig1 ve tercih ettikleri tarife tiiriinii degistirme veya iptal
etmesi olarak belirlenmistir. Calisma sonucunda ii¢ farkli senaryo elde
edilmistir. Abonelerden tarife tiriini iptal edenlerin 6zellikleri bulunmustur.
lyilestirme igin iptal oranini diisiirmek igin yeni tarife gruplar1 tavsiye
edilmistir. Bu c¢alisma ile birlikte daha o6nce telekomiinikasyon sektdriinde
yapilan iptal yonetimi ¢alismalarindan farkli olarak Bayes aglarindan
yararlanilarak yeni bir yontem gelistirilmistir. Iptal analiz yontemine farkli bir

bakis agis1 yaklagimi benimsenmistir.

Koctiirk (2010), bireysel emeklilik miisterileri kayip analizini irdelemistir.
Bunun i¢in Once veriler temizlenmis ve istenilen formata doniistiiriilmistiir.
SAS Enterprise Miner kullanarak miisteri baglilik davranis1 modellenmistir.
Entropy tabanli 21 yaprakli karar agaci ile analiz yapilmistir. En kaliteli degerin
saglandig1 4 dalli ve 46 yaprakli hiyerarsinin sagladigi goriilmiistiir.

Arifoglu (2011), GSM operatoriiniin verilerini incelemis ve Navie Bayes,
Support Vector Machine, Probabilistic Neural Network ve C-means
algoritmalar1 karsilagtirilmistir. Kullanilan veri seti igin Adaptif Ag Tabanhi
Bulanik Cikarim Sistemi (ANFIS) ile birlikte kullanilan kurallarda C-means

algoritmasinin en iyi sonucu verdigi gorilmiistiir.

Alizadeh (2011), fiyat gegmisi bilgilerini kullanarak fiyat tahminlemesi iizerine

calismistir. Narx yapay sinir ag modelini kullanmistir. Veri tipleri, sinilis ve



kosiniis fonksiyonlar1 formatinda sisteme verilmistir. Olusturulan sistem,

istenilen ¢iktilart verdigi gozlemlenmistir.

Karatag (2011), yazilim projesi maliyetini yapay sinir aglarini kullanarak tahmin
etme iizerine ¢alismistir. Bunun i¢cin COCOMO veri kiimesini tercih etmis ve
yapay sinir aglarinin egitiminde ve test edilmesinde kullanilmistir. Maliyet
tahmini i¢in bir yapay sinir ag1 modeli olusturmustur. Bu yapay sinir agini

olustururken XOR bilinmeyeninin ¢dzliim sisteminden faydalanmistir.

Karahan (2011), yapay sinir aglarin1 kullanarak kuru kayisi1 ihracat talep tahmini
lizerine calismistir. Malatya ili verilerini kullanmistir. Istatistiksel talep tahmin
metotlarinin ileri beslemeli geri yayilim metodunu kullanmistir. Uygulamada
karsilasilan zorluklara dikkat c¢ekmistir. Uygulamanin asir1 egitim, yanlis
mimari kurulmasi1 vb. gibi problemlerinden arindirilmasit gerektigini
vurgulamistir. Problemler giderildigi takdirde modelinin tahmin oraninin

ylikseldigini ve ekonomik oldugunu belirtmistir.

Tufan (2012), telekomiinikasyon sektoriinde yer alan bir firmanin verilerinden
yararlanarak, Uriin gruplar1 (telefon, telefon + internet, telefon + internet +
televizyon) ve tarifeler arasindaki miisteri gecisleri ile bu gegislere neden olan
baslica faktorler tespit etmis ve firma i¢in Onerilerde bulunmustur. Kesikli
secim modelinden faydalanmistir. Modelleme yapilirken degisken olarak tarife
ozellikleri (tarife iicreti), misterilerin demografik 6zellikleri (gelir diizeyi, hane
halki sayisi, konut 6zelligi) ve kullanim bilgileri (konusma siiresi, veri indirme

miktar1) kullanilmigtir.

Gok (2014), internet servis saglayict verilerini kullanarak iptal analiz modeli
ortaya koymustur. Bu calismasi toplam dort basamaktan olusmaktadir. Ilk
basamakta basit siniflandirma islemi ile k katli ¢apraz dogrulama islemi igin her
miisteriye cesitli dznitelikler ile etiket olusturmustur. Ikinci basamakta bu
veriler davranis bicimleri gozlemlenerek k-ortalama kiimeleme algoritmasi ve
hiyerarsik kiimeleme algoritmas: kullanilarak simiflandirmistir. Ugiincii
basamakta verilerin tespit edilen kiime merkezlerine olan uzakliklarin
bulunmasi ve korelasyonu yiiksek Oznitelikler ¢ikarilarak modele ekler

yapilmistir. Son olarak gergek veriler ile deneme yapilmis ve sonuca ulasilmigtir



Yabas (2014), Orange Telecom tarafindan “Knowledge Discovery and Data
Mining 2009"(KDD) yarismasi i¢in sundugu ger¢ek ve kullanima acik bir veri
kiimesi kullanmistir. Bu yarismada elde edilen sonuglara yakin degerler elde
etmeyi hedeflemistir. Bunun i¢in toplu siiflandirict teknikleri {izerine
yogunlagmistir. Tek ve giiclii siniflandiricilar ile en son toplu siniflandiricilari
karsilastirip, bu metotlarin performanslarint attirmak i¢in performans gosteren
siniflandiricilar segerek bunlari oylayici siniflandiricilar ile birlestirilmistir.

Elde edilen sonuglar yarismadaki sonuglar ile yakindir.

Ercan (2015), iliski tabanl filtreleme yontemi kullanilarak verileri se¢mis ve
Bayesian  Network, Logistic Regression, SMO ve Simple CART
algoritmalarinin sonuglarin1 karsilastirarak erken tahmin modeli olusturmustur.
Elde edilen modelin dogrulugunu arttirmak icin ensemble yoOntemleri
uygulanmis. Sonucglar Simple CART algoritmasinin oyunu terk edecek
oyunculart tahmin etmede daha basarili oldugunu gostermistir. Gelistirilen

model oyunu birakacak oyuncular1 %68.20 dogrulukla tespit etmistir.

Cimenli (2015), lojistik sektoriinde miisteri kayb1 analizi yapmistir. Bunun i¢in
yapay sinir aglar1 ve karar agaclarini1 karsilastirmistir. Bu dogrultuda karar
agaclart 81% dogru tahmin yaparken, yapay sinir aglart 97 dogru sonug

verdigini gozlemlemistir.

Karaagag (2015), bir bankadaki miisteri kayb1 analizinde karar agaci algoritmasi
ve lojistik regresyon kullanmistir. Analizinde kaybedilen miisterilerin yani sira

kaybedilmemis fakat kar olarak azalmis miisterilere de dikkat cekmistir.

Kili¢ (2015), yemekhane giinliik talep tahmini yapmaya c¢aligmigtir. SPSS
programinda veriler analiz edilerek veriler arasinda iliskileri incelemistir.
Verilerin egitimi ve test i¢in yapay sinir aglarindan ¢ok katmanli ve radyal
tabanli fonksiyon tercih edilmistir. Bu calisma ile giinlilk yemek miktari
tahmininin yapilabilecegi gosterilmistir. Sonuglar olumlu olarak yemekhaneye
ongorii olusturmustur. Matlab programinda GUI tasarlanarak giinliik yemek

tahmini i¢in yapilmistir.

Kalabalik (2016), coklu makine oOgrenmesi algoritmalarinin, birlestirmeli
siniflandirma yontemlerini mevcut tahmin etme metotlarinin 6l¢ii dogrulugunu

artirmak icin kullanarak birlestirilmesini incelemistir. Bagging, boosting ve



random forest birlestirmeli siniflandirma ydntemlerini kullanmistir. lyi bir
siniflandirma tabani ile kullanilan birlestirmeli siniflandirma ydntemlerinin

miisteri ayrilma analizi tespitinde etkili oldugu gorilmiistiir.

Sar1 (2016), motor yataklarinin satis talep tahmini yapay sinir aglarin
kullanarak incelemistir. Elde edilen sonuglar Regresyon Analizi (RA) ve zaman
serileri ile yapilan tahmin sonuglariyla karsilastirilmistir. Sonug olarak yapay

sinir aglar ile ger¢ege daha yakin tahminler elde edilmistir.






3  VERIi MADENCILIGi

Giiniimiizde bilgisayar sistemlerine olan ihtiya¢ hizla artmaktadir. Giin gegtikce
ucuzlayan ve gelisen bilgisayar sistemleri, hayatin her alaninda kullanilmaya
calisilmaktadir. Hizla artan diinya niifusunun arz talep dengesini saglayabilmek
icin isletmeler de bilgisayar sistemlerini en iist diizeyde kullanmaktadirlar.
Isletmelere, hem maliyet hem de zaman acgisindan ¢ok biiyiik fayda
saglamaktadir. Artan niifus ile birlikte bilgiler eski yontemler ile degil artik
bilgisayar ortamlarinda saklanmaktadir. Hizla artis gosteren bu durum, sayisal
bilgi miktarinin artmasina sebep olmaktadir. Bu teknolojik gelismeler ile bilgiye
ulasmak daha da kolaylagsmis ve ¢ok daha fazla bilgiyi biiylik veri tabanlarinda
saklama imkan1 artmistir. Teknolojinin hizla gelismesi biiylik faydalar getirdigi
gibi bu gelisme bazi problemler dogmasina sebep olabilmektedir. Veri
tabanlarinda saklanan bilgilerin sayilar1 arttikga bunlari anlamli bir hale

getirmek ve verileri yonetmek sorun haline doniisebilmektedir.

Bu noktada veri analizi devreye girmektedir. Tek basina bir anlam tasimayan,
islenmemis verileri, isleyip anlamli bir hale getirmek gerekmektedir.
Milyonlarca veri arasindan ihtiyacimiz olan bilgiye erismek icin bu c¢ok
onemlidir. Faydali sonuglar elde edebilmek i¢in biiyiik veri depolar1 ve gelismis
bilgisayar sistemleri tek bagina yeterli degildir. Bu dogrultuda veri madenciligi
ile ihtiyacimiz dogrultusunda ham bilgiyi isleyip anlamlandirarak kullanilabilir

hale getirebiliriz.

Veri madenciligi verinin oldugu hemen hemen her yerde kullanilmaktadir.
Kullaniciya biiyiik kolaylik saglayan bu sistem 6zellikle bilim ve miihendislikte,
egitimde, ulasimda, tibbi arastirmalarda, bankacilik ve sigortacilikta,
pazarlamada,  elektronik  ticarette = ve  telekomiinikasyonda  siklikla
kullanilmaktadir. Pazarlamada mevcut miisterilerin satin alma aliskanliklari,
benzer Ozellige sahip olan miisterilerin tercihlerindeki benzerlikler, mevcut
miisterilerin kaybedilmemesi adina yapilan c¢alismalar ve yeni miisterilerin

kazanilmaya c¢alisilmasi1 gibi faaliyetler bu alanda yapilan veri madenciligi
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Ornekleri olarak karsimiza ¢ikmaktadir. Bankacilik ve sigortacilikta
dolandiriciliklarin  tespit edilmesi, harcama sekillerine gore miisterilerin
gruplandirilmasi, ihtiyaclarinin degerlendirilmesi, iyi kotii miisteri analizinin
yapilmasi, risk gurubunda olan miisterilerin belirlenmesi gibi calismalar bu
alanda yapilan ¢aligmalardan bazilaridir. Kullanicilarin talepleri dogrultusunda
web sitelerinin giincellenmesi, siber saldirilarin ¢ozlimlenmesi, elektronik
ticaret yapan kullanicilarin ihtiyaglarinin géz oniine alinmasi ve ¢dziimlenmesi
elektronik ticaret alaninda yapilan veri madenciligi ¢alismalarindan bazilaridir.
Telekomiinikasyon alaninda ise miisteri davranis sekillerine gore ihtiyag
duyulan yeni hizmetlerin sunulmasi, yasal olmayan kagak kullanimlarin tespiti,
hatlar {izerinde problem yasanilan bolgelerin diizeltilmesi ve kullanici yaklagim
ve davraniglarinin tespit edilmesi veri madenciliginde faydalanilan alanlardan
bazilaridir. Saglik sektoriinde de siklikla kullanilan veri madenciligi, hastalik
tanilarinin konulmasi, gelisen diinyada gelecek icin saglik politikalarina yonelik
yaklasimlar, dna ve rna igerisindeki genlerin sira diizenlerinin belirlenmesi,

hastalik haritalarinin yapilmasi gibi bir¢ok konuda ciddi faydalar saglamaktadir.

Veri madenciligi hem klasik istatiksel yontemleri hemde makine 6grenmesi
yontemlerini kullanir. Klasik istatiksel yontemlere Lineer Regresyon, Lojistik
Regresyon ve K-Means algoritmalar1 O6rnek verilebilir. Makine O6grenmesi
yontemlerine ise Destek Vektdr Makineleri, Genetik Algoritmalar ve Yapay

Sinir Aglar1 6renek gosterilebilir.

Verilerin ¢ok fazla miktarda oldugu durumlarda, istenilen sonuca ulasilmasi i¢in
bu verilerin elle islenmesi miimkiin degildir. Ayn1 zamanda biiylik verilerin
analizinin yapilmasi1 da zorlagsmaktadir. Hedef ge¢misteki verileri isleyerek
gelecek i¢in tahminlerde bulunmaktir ve bu problemleri ¢6zmek icin Makine
Ogrenmesi (machine learning) yontemleri gelistirilmistir. Makine &grenmesi
yontemleri ge¢cmisteki verileri kullanarak analiz eder ve yeni veri i¢in en uygun

modeli bulmaya calisir.

Makine Ogrenmesi, bilgisayar yazilimlariyla mevcut verilerden elde edilen
deneyimlerin, gelecekteki olaylar1 tahmin etmesine ve modelleme yapmasina
imkan veren bir yapay zeka alamidir. Sunulan veriler ve parametrelere bagl

olarak benzetimler yaparak, programlamadiklarimizi ortaya ¢ikarabilen, kendi
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kendini egitebilen bir sistemdir. Makine 6grenmesinin avatajlarindan bir tanesi

o0grendigi bilgiler ile programin davranisi degistirir.

Verinin incelenip, igerisinden ise yarayan bilginin c¢ikarilmasina da Veri
Madenciligi (data mining) adi verilir (Kostek, 2014). En genel manada veri
madenciligini tanimlayacak olursak; ¢ok sayidaki veriler arasindan degerli
sayilan ve kullanilabilir olanlarin ayristirilmast olarak ifade edilir. Veri
madenciliginde bilgiler toplanir, bilgi kesfinin amacina bagli olarak bir takim
istatistiksel yontemler kullanilarak sadelestirilir, ham veri elde edilir ve bu ham

veri izerinden gerekli ¢ikarimlar yapilir.

Veri madenciligi hakkinda birbirini tamamlayan tanimlar mevcuttur. Jacobs,
1999 yilinda, veri madenciligini, sadece ham bilgilerin yeterli olmadiginda
istenilen veriye meydana getiren veri analizi sathasi bigiminde belirtmistir.
Hand ise, 1998 yilinda, veri tabani teknolojisi, veri madenciligini istatistik,
orlintii tanima, makine 6grenme ile etkilesimli yeni bir disiplin ve genis veri
tabanlarinda o6nceden tahmin edilemeyen iliskilerin ikincil analizi olarak
tanimlamistir. Gartner Group’ a gore veri madenciligi, yigilmis veriler lizerinde
bir takim istatiksel ve matematiksel teknikler kullanarak anlamli yeni veri
setlerinin ortaya c¢ikarilmasi, bu veri setlerindeki Oriintiilerin ve istenilen
egilimlerin kesfedilme siirecidir (Larose, 2005). Davis ise 1999 yilinda, veri
madenciliginin ¢ok biliyilk miktarlardaki bilgilerdeki birbiri ardindaki
baglantilar1 analiz eden, matematiksel algoritmalar kullandigini belirtmistir.
Davis’ in tanimina gore ise, veri madenciligi varsayimlar1 ortaya ¢ikarir, bu
varsayimlardan elde edilen sonuglar1 insan yetenegini kullanarak anlamlandirir.
DuMouchel’ in 1999’ da ki aciklamasinda, veri madenciligi i¢in genis veri
tabanlarindaki nitelikler kullanilarak birliktelik ¢ikarimlarint arastirdigini
belirtmistir. Wang ve Kitler 1998° de belirttikleri gibi, veri madenciligi
tanimini, tahmin yetenegi yiliksek onem arz eden verilerin ¢ok sayida potansiyel
veriden ayriminin yapilmasint gergeklestirme becerisi seklinde belirtmislerdir.
Bransten ise 1999 yilinda, veri madenciligini tanimlarken insan zekasinin tespit
edilmesi miimkiin olmayan bilgilerin ortaya ¢ikarmay:1 sagladigim1 seklinde

agiklamistir.

Veri madenciligini 6zetleyecek olursak daha 6nceden bulunmamis veriler arasi

iligkilerin ortaya ¢ikarilabilmesi amaciyla elimizdeki yiliksek sayidaki bilgiyi
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inceleyen bir metottur. Veri analizinin yapilabilmesine olanak saglayan biiyiik
kapasiteli bilgisayarlar ve yazilimlara rahat ve az maliyetle saglanabilmesi, bu
teknolojik yapinin giiniimiizde kolay uygulanabilmesini saglamistir.  Veri
madenciligi ¢alismalarinin bilgisayar ilizerinde yapay zeka c¢alismalari ile
birlestirilerek etkin bir sekilde uygulanmasi zaman tasarrufunu da beraberinde

getirmistir.

3.1. Veri Madenciligi Siireci
Veri madenciligi uygulamasi bir siirectir ve bu siire¢ birbirine bagli adimlardan
olusur. Kaliteli sonu¢ veren veri madenciligi alanindaki c¢aligmalar igin

yapilmasi gerekli olan adimlar su sekildedir:

3.1.1. Problemin tanimlanmasi

Veri madenciligi hiyerarsisinin en onemli ve ilk kismi olan bu asamada,
calismanin amacini, var olan halinin incelenmesini, veri madenciliginin hangi
amagla kullanildigint ve bu c¢alisma ic¢in yapilan planlama asamalarinin

saptanmasini igermektedir. (Kogtiirk, 2010).

Problemin tanimlanmasi asamasi mevcut is probleminin ¢dziimiinde gerekli
nasil bir sonu¢ istendiginin, ortaya c¢ikacak neticenin maliyet ve fayda
arasindaki yapinin incelenmesinin faydali bir sekilde ¢6zliimlenmesi yani ortaya
c¢ikan sonucun 1ilgili firma i¢in kiymetinin faydali bir sekilde incelenmesi

gerekmektedir (Akbulut, 2006).

3.1.2. Verilerin hazirlanmasi

Veri madenciliginde en dnemli asamalarindan bir digeri, veri guruplarinin islem
oncesi hazirlanmasi asamasi veri toplamakla baslamaktadir. Veri guruplan
hazirlama asamasi, el degmemis bilgiden baglayarak elde edilecek sondaki
bilgiye kadar yapilmasi elzem olan tiim hazirlik diizenlemelerini icermektedir
(Kogtiirk, 2010). Bu diizenlemeler veri hazirlama, tablo, kayit, veri dontislimii
ve modelleme araglar1 i¢in veri temizleme gibi 6zellikleri igermektedir. Ortak
ozelliklere sahip bilgileri yan yana toplama ve kendi ozelliklerini ortaya
cikarma, ardindan bu bilgileri ortaya ¢ikarma ve gizli verileri 6zelliklerine gore

guruplara ayirma islemleri seklinde devam eder (Akbulut, 2006).
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3.1.1.1 Veritoplama

Problemde kullanilacak verilerin kaynaklarinin belirlenmesi asamasidir. Bu
adimda islenmemis bilgilerde var olan farkliliklar en aza indirilmeye caligilir,
yanlis veya yapilacak incelemenin hatali sonuglar vermesine neden olabilecek
bilgilerin temizlenmesi saglanir. Hatali bilgi girisinden veya sadece bir defa
gerceklesen bir durumun analizi ne kadar etkiledigi dikkate alinarak veriler ana

kiimeden c¢ikarilir.
3.1.1.2 Veri doniistiirme

Veriler kullanilacak olan model ve algoritma g¢ercevesinde istenilen formata
uyacak sekilde diizenlenir. Bir ornekle agiklamak gerekirse, kredi riski
calismas1 ic¢in degisik is ¢esitlerinin, saglanan gelir miktar1 ve yas seviyesi gibi
parametrelerin kodlar halinde kiimelenmesinin daha saglikli sonuglar verecegi

disiinilmektedir (Akbulut, 2006).

3.1.3. Modelin Kurulmasi

Veri madenciliginde bilgi kesfi yapma ve tahminleme islemlerini iceren bu
yontem modelleme olarak adlandirilir. Modelleme, mevcut problem igin
cevaplari bilinen sorularin oldugu hallerden bazi kurallar ve sonuglar ¢ikarilir.
Cevaplar1 bilinmeyen sorularin bulundugu hallerde ise bu kurallarin ve

sonuglarin mevcut bilgi kullanilarak igslenmesidir. (Tosun, 2006).

Problemin ¢o6ziimiinde kullanilacak olan en yararli bi¢gimin bulunabilmesi,
imkan verdigince yiiksek miktarda Ornegin entegre edilerek denenmesi ile
saglanabilir. Bundan dolayr ham bilgi hazirlama ve 6rnek olusturma siiregleri
birlikte ilerleyen ve yiiksek fayda sagladigi disliniilen 6rnege ulasilincaya kadar

tekrar edilen bir durumdur.

Veri madenciliginde denetimli (supervised) ve denetimsiz (unsupervised)
0grenim mevcuttur. Denetimli 6grenme kisminda ilgili kisi mevcut siniflari
daha once tespiti yapilan bir 6l¢iit dogrultusunda ayirir ve biitiin siniflar igin
tiirli modeller sunar. Burada amag¢ her smifin kendi 0&zelliklerini ortaya
cikarmaktir. Ogrenme siireci bittikten sonra dgrenilen kurallar biitiinii saglanan
yeni modeller iizerinde ¢alistirilir. Model tarafindan yeni 6rnekler ilgili siniflara
atanir. Denetimsiz 6grenmede sisteme verilen ornekler gozlenir. Orneklerin

Ozellikleri arasindaki benzerlikler kesfedilerek siniflarin tanimlanmasi saglanir.
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Denetimli 6grenimde bilginin belli bir miktar1 6rnegin egitilmesi i¢in kullanilir.
Diger bir miktar1 ise Ornegin uygunlugunun analiz edilmesi amaciyla alinir.
Modelin 6grenimi, bu kiimedeki veriler iizerinden uygulandiktan sonra, test
kiimesindeki veriler iizerinden bu Ornegin kalite miktar1 tespit edilir. Bir
siniflama modelinde hatali bir sekilde gruplandirilan durum miktarinin,
gerceklesen biitiin durum miktarina bdliinmesiyle hata oranini temsil eder.
Hatasiz olarak gruplanan durum miktarinin biitiin ger¢ceklesen durum miktarina

boliinmesiyle dogruluk orani tespiti saglanir (Akpinar, 2000).

Modelin kurulus amacina bagli olarak yani istenilen sonucun elde edilebilmesi
igin ayni teknikle farkli parametreler kullanilabilir, baska algoritmalar
denenebilir ve ya farkli araglarin kullanilip denendigi degisik modeller
olusturulabilir. En uygun modelin secilebilmesi icin farklt modeller kurarak

dogruluk derecelerine gore bir¢ok deneme yapilmasi 6nem arz eder.

Kurallarla olusturulan model her ne kadar dogruluk derecesi yiiksek olsa da
sonuglar1 gergek diinyada kesin sonug¢ garantisi vermez. Ciinkii yapilan testlerde
bir takim varsayimlar mevcuttur. Ayn1 zamanda bu modelin uygulandig: veriler
dogruluk paymi arttirmistir. Ornegin modelin kurulmasi sirasinda varsayilan
dolar kurunun degiskenlik gostermesi alicinin satin  alma davranisinda

degisiklige sebep olacaktir.

3.1.4. Modelin Kullanilmasi

Ileri ¢bziimleme ydntemlerinin kullanildig1 asamadir. Modelleme agsamasi olarak
ta adlandirilan bu asamada teknigin belirlenmesi, test Orneklemesinin
olusturulmasi, modelin gelistirilmesi ve tahmin yapma siire¢lerini barindirir.
Parametreler modellere elverisli formata dontstiriliir. Eger parametreler
secilen yonteme uygun olmadigi goriiliirse ya da 6zel tanimlamalar gerektirirse

veri hazirlama asamasina geri doniiliir.

Model tek basimna bir uygulama seklinde tasarlanabilecegi gibi farkli bir

uygulamanin bir kism1 olacak sekilde de calistirilabilir.

3.1.5. Modelin Degerlendirilmesi
Uygun model belirlendikten sonra elde edilen sonuglarin problemin amaclarini
gerceklestirip gergeklestirmediginin degerlendirildigi asamadir. Ayrica veri

madenciligi siirecinin ele alinmasi s6z konusudur. Bu asamada veri madenciligi
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yardimi ile ortaya ¢ikarilan veriler var olan benzer sorunlarin ¢dziimlenmesi
asamalarinda da fayda saglamaktadir. Ulasilan sonuglar dogrultusunda sonraki
adimlarin neler olacagir c¢ikarilir. Bu asamanin sonunda, veri madenciligi
sonuglarinin kullanilip kullanilmayacaga konusunda karar verilir. Elde edilen
bilgileri uygulamada gerekli planin hazirlanmasi, ilerleyen dénemlerde gozden
gecirilmesi ve gerekli durumlarda bakim faaliyetlerinin gergeklesmesini igerir.

Ayrica arastirma raporunun yazilmasi bu asama kapsamindadir.

3.1.6. Modelin izlenmesi

Giin gectikce sistemlerin 6zelliklerindeki ortaya ¢ikan degisiklikler trettikleri
verilerin de degismesine sebep olmaktadir. Bundan dolay1r kurulan modellerin
devamli izlenmesi gerekmektedir. Eger gerekli ise yeniden diizenlenmesi de
gerekecektir. Model sonuglarinin izlenebildigi, ihtimalleri disiiniilen ve
gerceklesen parametrelerle olan iliskisi sonucu ortadaki farkliligi yansitan

grafikler kullanigl bir yontemdir (Shearer, 2000).

Modelleme, veri madenciliginin bulgu ve tahminleme edinme teknigine
denilmektedir. Modelleme teknigi, dogru yanitlarin var olan yapilardan kurallar
ve buna bagh olarak sonuglar saglanarak, cevaplari tahmin edilemeyen yapilar

bu kurallar ve buna bagli neticelerin bilgi ile kullanilarak islenmesidir (Tosun,
2006).

Veri madenciligi modelleri islevlerine gore 3 ana baslik altinda toplanir:
1- Smiflama (Classification) ve Regresyon (Regression)
2- Kiimeleme (Clustering)

3- Birliktelik Kurallar1 (Association Rules)

3.2. Smiflandirma Algoritmalar (Classification Algorithms)

Veri madenciliginde, bir bilgi kiimesi igerisinde tanimlanmis g¢esitli siniflara
gore belirli ozellikler baz alinarak sinifi belli olmayan verilerin bu siniflara
dagitilmast siniflandirma olarak tanimlanir. Siniflandirma mevcut belirlenmis
bilgiler yardimi ile yeni saglanan bilgi kiimelerinin hata yapilmadan
isaretlenmesinin yapildig1 islemlerdir. Bu yontemin amact eldeki veriler
kullanilarak siniflandirilmamis verilerin yiiksek oranda hangi sinifa ait oldugu

tahmin edilerek siniflandiricilart olusturabilmektir.
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Siniflandirma  algoritmasinin  bankacilik  sektdriinde sahtecilik, telekom
sektoriinde miisteri sadakati analizi, tip alaninda hastalik tespitleri gibi cesitli
kullanim alanlart mevcuttur. Her bir sektdrde farkli siniflandirma algoritmalari

kullanabilmektedir.

3.2.1. Yapay Sinir Aglar (Artificial Neural Networks)

Yapay sinir aglar1 (YSA), insan beyninin g¢alisma prensiplerini benzeterek
yapma seklinden yola c¢ikarak birbirine noéronlarla bagli sistemler olarak
tanitilan, insan sinir sisteminden esinlenerek yeni sistem olusturmaya calisan,

sayisal olarak modellenen yapilar olarak tanimlanir (Zupan, 2003).

Yapay sinir aglari, bircok basit islemci elemandan olusur ve bu elemanlar
sayisal olarak ifade edilebilen “baglantilar” veya “agirliklar” ile birbirlerine
bagli olarak farkli formlarda ifade edilebilir (Perendeci, 2004). Sinir aglar,
orlintli tanima, belirleme, siniflandirma uygulamalar ile ses, goriintii ve kontrol
sistemlerini igeren ¢ok cesitli alanlarda karmasik fonksiyonlar1 ¢éziimlemek i¢in

egitilirler (Bilgin,2008).

Giliniimiizde kullanilan yazilim teknolojisi ile ¢dziilemeyen bir¢cok problem
yapay sinir aglar1 ile ¢dziime ulasabilmektedir. Ozellikle eksik, normal

olmayan, belirsiz bilgileri isleyerek ¢esitli sonuglar elde edilmesini saglar.

Girdi Bias
degerleri b
(X7 o—— W1 :
Aktivasyon
Yerel Fonksiyonu
Alan
_ - Z v QX— Cikty
° o
i H Topla'ma
. B fonksiyonu
meO Wm
agirhklar

Sekil 3.1: Yapay sinir ag1 yapisi (Etika, 2009)
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Yapay sinir hiicresinin kisimlari; girisler, agirliklar, toplama islemi, aktivasyon
fonksiyonu ve c¢ikis olarak toplam bes asamadan meydana gelmektedir.
Yapay sinir aglarinda 6grenmenin saglanabilmesi islemi i¢in girislerin olmasi
gerekmekte ve bu sekilde saglanmaktadir. Calisma sekli olarak onceki
katmandan veya dis diinyadan saglanan veriler yeni bir giris eleman1 olarak
yapay sinir hiicrelerine iletilir. Agirlik katsayilari, saglanan yeni veri girislerini
yapay sinir hiicrelerine olan etki seviyesini belirler ve 08renme kisminin
saglanmasina etki eder. Saglanan bu yeni veri girisinin hesaplanmasi, toplama
islemi olarak nitelendirilir. Bu asamada siklikla kullanilan yontem ise agirlikli
toplam1 bulma islemidir. Bahsedilen islemi saglayabilmek i¢in hesaplanan her
agirhigin bulundugu yerdeki girisler ile ¢arpilmasiyla elde edilen sonucun
toplamlarina esik degeri eklenir. Gergek sinir hiicrelerinin yiizeyinde bulunan
potansiyel farkin yapay sinir hiicrelerinde benzer sekilde saglamak amaci ile
kullanilan kat sayilara esik degeri denmektedir. Her bir yapay sinirin tek ¢ikis
noktas1 vardir ve bu ¢ikis mevcut daha sonra gelen yapay sinirler i¢in bir giris
siniri olarak kullanilabilir. Cikis kisminda sonuglar disa aktarilir. Yapay sinir
aglarinin giris bilgileri siklikla hesaplanir ¢iinkii yalnizca sayisal giris verileri

ile desteklenirler (Haykin, 2005).

3.2.2. Rastgele Orman Algoritmasi (Random Forest Algorithm)

Rastgele orman, siniflandirma yontemlerinden, toplu siniflandirma gurubunda
yer almaktadir. Birden fazla siniflandirici ile bu siniflandiricilarin tahminleri
sonucunda elde edilen sonuglarla sonuca wulasan algoritmalar olarak

tanimlanirlar.

Siklikla kullanilan toplu siniflandiricilardan olan torbalama algoritmasi,
degistirilmemis egitim veri gurubu ile birden fazla, onyiiklemeli egitim veri
guruplar1 hazirlanir. Onyiiklemeli her bir egitim amacl veri gurubu icin yeni bir
agac tasarlanir. Artarda siralanan agaclar bir Onceki agactan bagimsiz bir
sekilde davranir ve tahminleme amaci ile en biiyiikk oy temel alinir. Orman
yontemi, torbalama yOntemi ig¢in rastgele Ozellik se¢cim kismi eklenmesi ile
gelistirmistir. Rastgele orman, Breinman ve Cutler tarafindan gelistirilirmistir.
En iyi dal ile her diiglim secenegini dallara ayirarak degil, her diigiim icin
rastgele se¢ilin verilerden en iyi olam1 kullanip her diigiimii dallara ayirarak

yapar. Uretilen her veri gurubu orijinal veri gurubunu kullanarak yer degismeli
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olarak saglanir. Rastgele 0Ozellik se¢imi yardimi ile agaclar gelistirilerek

kullanilir (Archer, 2008).

O\, O\, O\,
A2 80 AP

Karar Agaci D1 Karar Agac D2 Karar Agaci DN

y

Rastgele Orman

Sekil 3.2: Rastgele orman algoritmasi yapisi [1]

Sekil 3.2° de goriildiigii gibi, Rastgele Orman siniflandiricisinin gelisimi, her
veri gurubu icin saglanan karar agaglart ve bu karar agaclarinin birlesimleri ile

olusmaktadir.

3.2.3. Radyal Tabanh Fonksiyon Aglar1 (Radial Basis Function Networks)

Bir optimizasyon uygulamas: olan, katmanli Yapay Sinir Aglari’ nin
gelisiminde geriye yayilimli 6grenme algoritmasi kullanilmaktadir. Moody ve
Darken tarafindan 1989 yilinda gelistirilmistir. Danigmali 6grenme seklinde
calisan ileri beslemeli Yapay Sinir Aglar1 modelidir. RTFA’ y1 ¢ok boyutlu
uzayda egri uydurma yaklasimi olarak gormekteyiz (Mahanty, 2004).

Ileri beslemeli bir ag yapisinda bulunan Radyal Tabanli Fonksiyon Aglari, iic
katmandan olusmaktadir. Bunlar; giris katmani, gizli katman ve sonug
katmanidir. Diger ag yapilarindan farkli olarak bu aglarda, giris katmanindan
gizli katmana gegerken dogrusal olmayan bir kiimeleme analizi ve radyal tabanl
aktivasyon fonksiyonlar1 kullanilmaktadir. Agirliklarin hesaplanmasi ig¢in
bunlarla ilgili 6grenme algoritmalarinin tercih edildigi ve bunlarla ilgili
agirliklarin belirlendigi kisim ise gizli katman ile sonu¢ katmani arasindaki

kisimdir (Bolat, Kiiciik, & Yildirim, 2004).
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Girdi Katmam Gizli Katman

Cikt1 Katmam

Sekil 3.3: Radyal tabanli fonksiyon ag yapisi (Sen, 2004)
Sekil 3.3’ te radyal tabanli fonksiyon ag yapisi ve katmanlar1 goriilmektedir.

Interpole etme problemi icin egri uydurma teorisi kullanilmaktadir. Bu aglarda
kullanilan bazi parametreler vardir. Bunlar; ¢ikis katman agirliklari, merkez
vektorleri ve radyal fonksiyon genisligi olarak siralanabilir. Dogrusal
optimizasyon veya egim diisme yontemleri ile agirliklar kolay bir sekilde
hesaplanabilir ¢iinkii ¢ikis katmaninin dogrusal bir yapidadir. Radyal tabanli
fonksiyon aglarinin performansini arttirmak amaci ile merkez vektorlerinin ve
bu aglarin genisliginin istenilen seviyeye getirilmesi sebebiyle bir¢cok ydntem
gelistirilmistir. Bu aglardaki merkezler, giris verileri arasindan rastgele veya
degisken olmayan seklinde belirlenebilmektedir. Merkez yontemlerini
belirlemek i¢in iki yontemimiz vardir. Birinci yontem, dik en kiigiik kareler
yontemi ile egitim diisme yontemi egiticili 6grenme algoritmasi ile uyarlanarak
belirlenir. Ikinci ydntem ise, giris verilerinden gruplama yaparak kendiliginden

diizenlemeli yontem ile belirlenir.

3.2.4. Karar Agaclar Algoritmalar: (Decision Tree Algorithms)

Veri madenciliginde, siniflandirma ve tahmin c¢alismalar1 i¢in karar agaclari
siklikla kullanilmaktadir. Siniflandirma i¢in yapay sinir aglar1 ve diger
yontemlerin de kullanilabilmesine karsin, kolay anlasilabilir olmas1 kullanicilar

icin biiyilik kolayliklar saglamaktadir (Chien & Chen, 2008).
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Karar agaclarinin siklikla tercih edilmesinin sebeplerinden bazilari; veri
tabanlar1 ile baglantisinin kolay yapilabilmesi, giivenilirliginin yliksek olmasi,
maliyetinin yiiksek olmamasi, anlasilmasi ve yorumlanmasinin kolay olmasi
seklinde siralanabilir. Bu teknigin kullanilmasi ile veri siniflandirmasi iki
kistmdan olusur ve bunlar 6grenme ve siniflamadir. Model olusturmak igin bir
egitim verisi, siniflama algoritmasi yardimi ile analiz edilir. Elde edilen bu
model, karar agaci olarak ortaya ¢ikar. Siniflama asamasinda ise, test islemi i¢in
gonderilen veri karar agacinin dogruluk seviyesini gdstermek igin kullanilir.
Yapilan test isleminden sonra, dogruluk seviyesi istenilen diizeyde ise, yapilan
yeni veri girisleri bu kurallar {izerinden yapilir. Karar agaci olusturulmasi
sirasinda uygulanacak asamalarin sirast belirlenmelidir. Bu asamalarin sirasinin
belirlenmesi i¢in yaygin olarak Entropi 6l¢iimii kullanilmaktadir. Entropi 6l¢iim
sonucunun yiiksek ¢ikmasi ile bu sonuca bagl olarak islenen veriler, o derece
tutarsizdir ve bu veriler karar agacinin tepesinde kullanilir. Entropi 6l¢tim
sonucunun diislik ¢ikmas1 sonucunda ise, islenen veriler karar agacinin kokiinde
kullanilirlar. Girilen bir Ay alani i¢in Entropi O6l¢limiinii yapan formiiller

asagidaki gibidir.

_-"MA_ N
E(C|4) =" play. j)x| =3 ple;|ay. ) logy ple;|ay. /)
i=1

/=1 (1.1)

Formiil 1.1 esitligindeki ifadeler asagidaki gibidir:

E (C \ Ak) = Ak alaninin siniflama 6zelliginin Entropi 6lgiisii.

p (ak, j) = ak alaninin j degerinde olma olasiligi.

p (ci \ak, ) =ak alani j. degerindeyken sinif degerinin ci olma olasiligi.
Mk = ak alaninin i¢erdigi degerlerin sayisi.

N = farkli siniflarin sayisi.

K = alanlarin sayisi.

Bir S kiimesinin elemanlari, gurupsal anlamda C1, C2, C3, . . ., Ci guruplarina
ayrigtirilirlarsa, S kiimesindeki bir elemanin gurubunun hangisi oldugunu
belirlemek amaciyla gereken bilgi 1.2.de gosterilen formiil yardimi ile

hesaplanmaktadir:
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I(S)=-(p,log,(p,) +p,log,(p,) +...+ +plog,(p)) (1.2)

Formiil 1.2 deki pi, Ci sinifina ayrilma ihtimalidir. Entropi denklemi asagidaki
sekilde gosterilebilir:

E(A)= imx](Si)
i=1 |S | (1.3)

Formiil 1.3’ te A alan1 ile islenecek dallanma isleminde, bilgi kazanci Formiil

1.4’ e gore hesaplanmaktadir:

Kazang (A) = 1(S)— E(A) (1.4)

Yani Kazan¢ (A), A alaninin degerini biliyor olmanin sagladigi entropideki
azalma durumudur. Karar agaclarinda kullanilan bazi algoritmalardan
yararlanilmaktadir. Bunlardan bir kaci; ID 3, C 4.5, C 5.0, CART, CHAID ve
QUEST bu algoritmalardan bazilaridir.

C 4.5 ve C 5.0 Algoritmalari: Karar agaci i¢in siklikla kullanilan Quinlan’ 1n
ID3 algoritmasinin gelismis versiyonu olarak C 4.5 1 gdsterebiliriz

(Quinlan,1993).

C 4.5 algoritmasinin gesilmis versiyonu ise C 5.0 algoritmasidir ve bu algoritma
daha biiyiik veri guruplart i¢in kullanilmaktadir. Boosting algoritmalar1 da
kullanildigr i¢in C 5.0 algoritmalar1 Boosting agaglar1 olarak da adlandirilir. C
4.5 ve C 5.0 algoritmalar1 ayni1 sonuclar1 vermektedir. C 5.0 algoritmasi C 4.5
algoritmasina gore daha hizli ¢alismaktadir ve bi¢imsel acidan daha verimli

karar agaclar1 sunmaktadir.

CART Algoritmasi : Breiman ve arkadaglar1 tarafindan 1984 yilinda Automatic
Interaction Detection isimli karar agaci algoritmasimnin devami olarak
gelistirilmistir. Siniflandirma ve regresyon problemleri icin kullanilan bu

algoritma, hem sayisal hem de nominal veri tiirlerini desteklemektedir.

CHAID Algoritmasi: Siklikla kullanilan karar agaci algoritmalarindan olan
CHAID algoritmasi, optimal boliinmelerin tespit edilebilmesi igin ki-kare
analizini kullanmaktadir. Bu algoritma boliimlendirme amac ile kullanilmakta

olup, gii¢lii bir analiz teknigidir.
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QUEST Algoritmast: Bu algoritma digerlerinden farkli olarak, ikili karar agaci
yapist kullanmaktadir. Loh ve Shih tarafindan 1977 yilinda oOnerilmistir.
Dogrudan durma ve budama islemlerinin yapilabiliyor olmasi, ikili agac
kullanilmasinin baslica sebebidir. Diger algoritmalarda oldugu gibi bdliinme

islemlerini ayn1 zamanda yapmaz, her birini ile tek tek inceler.

3.2.5. Genetik Algoritmalar (Genetic Algorithms)

“En faydali olan hayatta kalir” ilkesine dayanan ve stokastik bir arama yontemi
olan bu algoritma, John Holland tarafindan bulunmustur. Bu algoritma biyolojik
sistemlerin  ilerleme asamalarini  modellemektedir  (Holland, 1975).
Holland’ 1n ¢alisma arkadaslar1 ve 6grencileri tarafindan gelistirilerek Holland
tarafindan 1975 yilinda kitap haline getirildi ve yayinlandi. Genetik algoritmalar
siniflandirma islemlerinde de kullanilan arama algoritmalaridir. Evrimlesme
mekanizmasina dayanan bu algoritmalar, rastgele iiretilmis kromozom, durum
ve ¢Oziim hipotezi ile baslar. Belli bir boya sahip dizilerden olusmus bir
topluluga sahiptir. Bu topluluga ait tiim kromozomlar, ¢6ziim kiimesi i¢in bir
diigiimii belirtir. Bu bireyler iireme yoluyla hayatlarini devam ettirmeye adaydir.
Isleyis yoniinden bu algoritma, bireyler arasindan sonuc¢ vermeye elverisli
olmayanlar1 elemek, sonu¢ vermeye daha elverisli bireyleri se¢gmek ve bu
verimli bireylerden iireme yoluyla yeni bireyler ortaya ¢ikarmaya dayanir.
Asamali olarak g¢alisan bu algoritmanin asil amaci, bireyler arasindan sonug
vermeye elverisli olmayanlar1 elemeye dayanmaktadir. Bir sonraki asama ise
verimli oldugu diisiiniilen bireylerden faydalanilarak, yeni ¢oziimlere ulasmay1
saglamaktir. Bahsedilen bu sistem, bilgi aligverisi ile yiiriitiilmektedir. Rastgele
olarak yapilan bilgi alisverisi, yapilan arama islemi i¢in daha verimli yerlerde

stirdiirilmesine olanak saglar (Telcioglu, 2002).

Holland, bir bilgisayara yardimi ile bilgisayar sistemlerine anlayamadig1 ¢6ziim
metotlarinin Ogretilebilecegi fikrine sahipti. Eldeki bir problem i¢in en 1iyi
sonucu bulabilmesinin garanti edilmedigi fakat sezgisel bir algoritma olmasi
sebebi ile ¢6ziimi zor olan veya ¢ok zaman alan problemler i¢in en iyiye yakin

sonuglar verebildigi goriismiistiir.
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3.2.6. Naive Bayes Algoritmasi (Navie Bayes Algorithm)
Bu algoritma, istatistiksel bir metot olan Bayes teoremini temel alarak

islemektedir.

Bu teoremde rastgele secilen bir degisken icin, olasilik dagilimi yapilirken
marjinal ve kosullu olasiliklarin iligkilerini izah eder. Bayes teoremi,
bagimsizlik Onermesi ile sadelestirilerek Naive Bayes algoritmasi
olusturulmustur. Bagimsizlik 6nermesi, elde bulunan orintiilerin 6zelliklerini
kullanip onceden 6grendigi haliyle bu Oriintiileri siniflandirarak kullanilacak
biitiin kriterlerin istatistiksel olarak saltik halde ve ayni seviyede Onemli

goriilmesi ihtiyacini ortaya koyar.

P(X|C;)P(C;)

P(C;|X) =

Bayes kurali Formiil 2.1° de gosterilmektedir. Bu formiilde bulunan P(X | C;) i
sinifindan bir elemanin X olabilme ihtimalini, P(C;) i sinif1 i¢in ilk ihtimalini,
P(X) herhangi bir elemanin X olabilme ihtimalini ve P(C; | X ') ise X olan bir

elemanin i siifindan olma ihtimalini yani son ihtimali belirtmektedir.

Siniflandiric1 i¢in en yiikksek son ihtimali gosteren max(P(C; | X ))
istenilmektedir. Sinifa dahil edilecek veri, en yiiksek ihtimali veren test verisi
olacaktir. P(X) ihtimali biitiin siniflar i¢in degismediginden, Formiil 2.2° deki

ihtimal i¢in en yiiksek deger istenir.
P(Ci|X) = P(X|C)P(C) o2

Bu yontemde herhangi bir bilinmeyen X siniflandirilirken tiim C; sinif1 i¢in ayr1
ayr1 P(X | C;)P(Ci) hesaplama islemi yapilir. Bu hesaplama ile X elemani igin S;
sinifi, en degerli olarak isaretlenir. Karsilastirma yapmak amaciyla basite
indirgenen bu durum, ayirt edici biitiin durumlarin birbirinden saltik olmasi

durumunda P(X | Sj) ise Formiil 2.3’ teki gibi belirtilebilir.

P(x|C;) ~ [Tk=1 P(xx|Cy) 2.3)

X durumu Formiil 2.4” teki biiytlikliik belirten durum da oldugu gibi C; sinifina
dahil olma ihtimali diger ihtimalden yliksek ise bu durumda Ci sinifina dahil

olur.
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P(C) [Tie=1 P(xx1C) > P(C) [Th=1 P(xkIC)) (2.4)

3.2.7. Regresyon Analizi (Regression Analysis)

Bir veri gurubu igerisindeki degiskenlerin birbirleri ile olan iliskiyi tespit etmek
amaciyla yapilan analize regresyon analizi denmektedir. Bu analizdeki
degiskenlerin birbirleri ile olan iliskilerini tespit edebilmek i¢in bagimh

degiskenler ve bagimsiz degiskenler olmak iizere iki ayr1 gurup vardir.

Regresyon analizi y = f (x) + € formiili yardimi ile yapilmaktadir. Formiilde
bulunan y esitligin sol tarafinda yer almakla birlikte bagimli degiskenleri ifade
etmektedir. Formiilde bulunan x degiskeni ise, esitligin sag tarafinda yer
almakla birlikte bagimsiz degiskenleri ifade etmekte ve agirliklandirilirlar.
Formiilde bulunan bu agirlik dereceleri bagimli ve bagimsiz degiskenler
arasindaki iliskiyi belirlemede rol oynamaktadir. Formiilde bulunan bir diger

degisken olan € ise, analiz yapilirken ki hata payin1 belirtmektedir.

Bagimli degiskenler de kendi aralarinda dogrusal ve lojistik regresyon olmak
tizere iki guruba ayrilmaktadir. Dogrusal regresyon incelenirken bu veri ile ilgili
bagimli degisken miktar1 Olgiilmektedir. Lojistik regresyon incelenirken ise,
bagimli degiskenlerin aralarindan bir degiskenin sec¢ilme ihtimali tespit
edilmektedir. Lojistik regresyon konusu ¢alismamizi yakindan ilgilendirdigi i¢in

bu konu daha detayli olarak asagidaki kisimda anlatilacaktir.

3.2.7.1. Lojistik Regresyon Analizi (Logistic Regression Analysis)

Nitel bagimli degiskenlerinin bulundugu analizlerde kullanilan lojistik
regresyon, siniflandirma problemleri agisindan uygun bir yontem olarak
kullanilmaktadir. Ikili ve ¢oklu siniflandirma problemleri igin kullanilabilen bu
analiz tlirlinlin ¢alismamizda ikili siniflandirma ile alakali asamalari

anlatilmaktadir.

Bu yontemin amaci, bagimsiz degiskenleri kullanip siradan bir bagimlh
degiskeni saglayabilmenin ihtimalini bulabilmektedir. Bir 6rnek ile agiklamak
gerekirse, K sinif etiket degerini ifade etmesi durumunda, ikili siniflandirma
problemi i¢in K degiskeninin degeri 1 ile -1 arasinda bir deger alabilmektedir.
Buradaki amag, P(K=1|X=a) ihtimalini a degiskeni ile belirtilen bagimsiz

degiskenler kullanilarak tespit edebilmektir (Shalizi).
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Buradaki K ihtimali, en ¢ok olabilirlik yontemi kullanilarak elde edilebilir. P(a)
fonksiyonunu dogrusal regresyon analizi ile elde etmeye calistigimizda
sonucumuz 0 ile 1 arasinda ¢ikmayacagi icin bu sorunu asabilmek amaciyla

sonucumuzun 0 ile 1 arasinda ¢ikmasi i¢in bir yonteme ihtiya¢ duyulmaktadir.

1+ ———

Sekil 3.4: Lojistik regresyon fonksiyonu [2]

Sekil 3.4° te de goriildiigii gibi, a degiskeni hangi degeri alirsa alsin istenilen
sonug 0 ile 1 arasinda olacaktir. Bu sekilde etiketi belirlenemeyen bir verinin bu
sekle gore bakildiginda degeri belirlenebilecektir. Lojistik regresyon metoduna
ait algoritmanin ¢ok karmasik olmamasi, basit ve uygulanabilir olmasi, biiyiik

akan verilerde kullanilabilme olasiligini arttirmaktadir.

3.2.8. K En Yakin Komsu Algoritmasi (K Nearest Neighborhood Algorithm)

Bu algoritmada bahsedilen K degeri, komsu olan verilerin sayisini ifade
etmektedir. Demetlenmenin bir tiirii olan bu algoritmalar, girilen n adet ilk
ornek Oriintiiye ve bu Oriintiilerin dogru bir sekilde siniflandirilmasina gore
siniflandirilmamis bir Oriintlilyi en yakininda bulunan komsu guruba
baglamaktadir. K degerinin artig gostermesi ile bu siniflandirmanin dogruluk
derecesi artmaktadir. Bu yontemin dogru sonug¢ verilmesi, girilen verinin bu
algoritmaya uygunlugu ve kalitesi ile dogrudan ilgili olup ayrica onceki veri

guruplarina da ihtiya¢g duymaktadir (Han & Kamber, 2001).

Bu algoritmanin adimlari;
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1- Test kiimesinde bulunan her bir verinin 6grenme kiimesinde bulunan verilere

olan yakinlig1 tespit edilir.

2- Her bir verinin 6grenme kiimesinde bulunan verilere olan mesafeleri siralanip

ilk “n” tanesi alinarak ortalamalar1 hesap edilir.

3- Ortalama degerleri, belirlenen seviyeden biiyiik olanlar iyi, kiigiik olanlar ise

kotii olarak guruplandirilir.

Bu algoritmanin performansi; komsu sayisina, esik degerine, benzerlik 6l¢timi
islemine ve Ogrenme gurubunda bulunan verilerin iyi anlamda tanimlanan

davraniglarinin yeterli miktarda olmasina baglidir.
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4 DESTEK VEKTOR MAKINELERI

Destek vektor makinesi (DVM), orijinal adi support vector machine olarak
anilir. Lineer ve lineer olmayan giris verilerini analiz ederek aralarindaki
orlintii problemini ¢6zebilen, yaygin olarak kullanilan bir algoritmadir.
Temelinde istatiksel 6grenme teorisi ve yapisal risk minimizasyonu vardir.
Degiskenler arasindaki iliski tespit ederek bunlar1 siniflandirmada kullanilan bir
egiticili 6grenme yOntemidir. Destek vektor makineleri siniflandirma
problemlerinde en ¢ok kullanilan yontemlerden birisidir. Dogrusal ve dogrusal
olmayan verileri modelleyebilmesi, yliksek seviyede dogru sonug¢ vermesi,
birbirinden bagimsiz ¢ok sayida degisken ile ¢alisabilmesi, iyi bir siniflandirma
yapabilmesi tercih edilme sebeplerindendir. DVM yontemi VM’ de kullanilan
diger algoritmalar ile kiyaslandiginda daha az karmasik olusu ve gelisme
agsamasinda yapilan islem miktarinin diisiik olmasi sebebi ile diger yontemlerden
farklidir (Osowski, Siwekand, & Markiewicz, 2004). Bundan dolay1 biiyiik

verilerin siniflandirmasinda diger yontemlere gore daha uygundur.

DVM onceleri iki guruptan olusan dogrusal bilgilerde kullanilmistir. Sonraki
asamalarda birden fazla guruptan olusan dogrusal olmayan bilgilerin
siniflandirilmasinda kullanilmistir. DVM’nin temelindeki en iyi ydntem ve
amact smniflar1 birbirinden ayiran destek vektorlerini maksimum uzaklikta
bulunan optimum hiper diizlemi bulmaktir. Farkli guruplarda bulunan mesafe
olarak birbirine en az mesafeli iki bilginin aralarindaki uzakligin en yiiksege
cekilmesi ile hiper diizlemin verilerin en iyi sekilde ayirmasini saglayarak bu

islemi gerceklestirilir.

DVM, bilgi gurubunun dogrusal bir sekilde ayrilip ayrilamama haline bakilarak
esas sekilde dogrusal olan ve dogrusal olmayan DVM kekinde toplan iki

bolumde incelenebilir.
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4.1 Dogrusal ayrilabilen veriler icin Destek Vektor Makineleri

Destek vektor makineleri yardimiyla gruplandirma yapilirken dogrusal olarak
ayrilabilen veriler ig¢in, gelistirilme asamasinda olan bilgi yardimi ile elde
saglanan karar fonksiyonu kullanilarak birbirlerinden ayrilan iki sif
olusturabilme amacglanir. DVM girdi olarak secilen veri kiimesi igerisindeki
fonksiyonlara gére bu fonksiyondan saglanan ¢iktilar: iki sinifa ait olma sarti ile
siniflandirmaktadir  (Meyrueis, Soubari, Guessoum, & Namane,2014). Elde
edilen iki sinifa ait birbirine aralarindaki mesafenin en az oldugu iki node’ un
mesafesi en yiiksege ¢ekilerek hiper diizlem elde edilir. Bu sayede goriinmeyen
verilerde bu ayirimda en iyi sekilde yayilmasi saglanir. Hiper diizlemin uzaklig,
verilerin en genis sinirlarda ve en iyi sekilde siniflandirildigr anlamina gelir.
Elde edilen hiper diizlem birden fazla olabilir. Aralarindaki mesafenin en az
oldugu diigiimlerin birbirlerine olan mesafesi en yiliksege ¢ekilerek en yiiksek
seviyedeki mesafeyi veren hiper diizlem tercih edilir ve buna optimum hiper
diizlem denir. Olusan iki sinifin sinirlarimi belirleyen noktalardan gegen
vektorler destek vektorleri ilgili gurubun ¢izgilerini tayin eder ve ayirma islemi

hiper diizlemine paralel bir diizlem hattinda bulunur (Burges, 1998).

Dogrusal olarak ayrilabilen veriler igin iki sinifli olusturulacak algoritmanin
egitilmesinde 1 = 1,2,...,n olarak kabul edildiginde her bir {xi,yi} i¢in optimum
hiper diizleme ait esitsizlikler Formiil 3.1° de gosterildigi gibidir. xERn ise N
boyutlu bir uzayr ,y€{+1,—1} ikili sinif etiketlerini, w agrilik vektoriinii ve S

egilim degerini gosterir.

WX; + ﬁ = +1, Yi= +1 l(;ln

wx; +8 < —1, y; = —1igin
(3.1)

Optimum hiper diizleme paralel olan ve iki sinif arasindaki sinirlarint olusturan
iki hiper diizlemin belirlenmesi optimum hiper diizlemin olusabilmesi ig¢in

gereklidir. Destek vektorleri wxi+B= +1 seklinde ifade edilir (Vapnik,1995).
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: w-x+b=0

Sekil 4.1: Dogrusal olarak ayrilabilen veriler i¢in optimum hiper diizlemin tayin
edilmesi (Vapnik, 1995)

Iwli

2 (3.2)
Formil 3.2 de gosterilen formiil ile destek vektorleri arasindaki geometrik
uzaklik hesaplanir. Optimum hiper-diizlemin smirinin maksimum olmasi

gerekir. Bunun i¢in w ifadesinin minimum hale getirilmesi gerekir.

2

m (3.3)
Destek vektorleri arasindaki mesafeyr maksimum yapmak, Formiil 3.3° te
gosterilen ifadenin en aza indirgenmesi ile miimkiin olacaktir. Buna goére en
uygun hiper diizlemin se¢ilmesi i¢in smirli optimizasyon probleminin ¢oziimi
gereklidir ve Formiil 3.4’ te gosterilen kisitlara sahip Formiil 3.5 *de gosterilen

optimizasyon problemi ile bulunabilir (Vapnik, 1995).

Optimizasyon Problemi;

_[liwlii]
min—m—
(3.4)

Kisitlar;

y(wx; +)—1 = 0Ovey€{+1,—1} 9

Elde edilen optimizasyon problemi Lagrange denklemleri kullanilarak

¢oziilebilir.
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k k
L(w,b,a}=i||w||2— ayi(w-x;+b)+ Y
2
i=1 =1
(3.6)

Buradan yola ¢ikarak Formiil 3.6° da goriilen esitlik elde edilir. Bu esitligin
sonucunda dogrusal olarak ayrilabilen iki smifli bir problem ig¢in karar
fonksiyonu Formiil 3.7 de gosterildigi gibi ifade edilebilir (Osuna, Freund, &
Girosi, 1997).

‘ k .
f(x)=sign Z_&,-y,-(x- xi)+b

i=1

r (3.7)

4.2 Dogrusal olarak ayrilamayan veriler icin Destek Vektor Makineleri

Veri madenciliginde veriler her zaman dogrusal olarak ayrilamayabilirler. Bu
durumda ortaya dogrusal olarak ayrilamayan verilerin siniflandirilmasi ile ilgili
problem ortaya ¢ikar. Dogrusal olarak ayrilamayan veri kiimesine ait egitim
verilerinin bir kisminin optimum hiper diizlemin diger tarafinda kalmasindan
kaynaklanan problemi ¢6zmek i¢in pozitif yapay degisken ad1 verilen ( i £ ) 'nin
tanimlanmas1 gerekmektedir. Dogrusal olarak ayrilabilen DVM yonteminde
oldugu gibi vektorler arasindaki mesafeyi yani sinirin maksimum hale
getirilmesi ve yanlis smiflandirma hatalarinin  minimum hale getirilmesi
arasindaki denge pozitif degerler alan ve C ile gdsterilen bir denge parametresi

(0 < C < ) tanimlanmasi ile gergeklesir (Cortes & Vapnik,, 1995).

Destek Vektdneri

b o w-x+h=11
O o _© ©
0 (c %o © P8 .
Cogo le © Y00 @
0“5 ®
O ® © @ - VS @)
00 ©) 0 O O ‘Optimum Hiper-Diizem

w-x+h=0

Y

Sekil 4.2: (a) Dogrusal olarak ayrilamayan veri seti, (b) Dogrusal ayrilamayan veri
setleri i¢in hiper-diizlemin belirlenmesi (Kavzaoglu & Colkesen, 2010)
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Sekil 4.2° de gosterilen dogrusal olarak ayrilamayan veri setlerinde hiper

diizlemin belirlenmesi i¢in optimizasyon problemi Formiil 3.8 de gosterilmistir.

2 r
min @JrC-Z;
i=1

(3.8)
Buna bagli sinirlamalar ise Formiil 3.9’ da gosterilmistir.
Yilw-o(x;)+b)—-1=1-¢
&2>20 ve i=1,..,N
(3.9

Girdi uzayinda ayirimi dogrusal olarak yapilamayan veriler, optimizasyon
probleminin ¢ozliimi i¢in Sekil 4.3 de gosterilen Ozellik uzayr seklinde
nitelendirilen ¢ok boyutlu uzaya doniistiiriilerek boyutu yiiksek bir uzayda
gosterimi gergeklestirilir. Bu sekilde yapilan analizlerde siniflarinin birbirinden
ayrilabildigi, optimum hiper diizlem belirlenebilmekte ve verilerin ayrimi

dogrusal olarak yapilabilmektedir.

Girdi Uzaw Ozellik Uzay

Sekil 4.3: Kernel fonksiyonu ile verinin daha yiiksek bir boyuta doniistiiriilmesi
(Kavzaoglu & Colkesen, 2010)

K(Xi,x;)=o(x) o(x;)
. (3.10)

Destek vektor makineleri Formiil 3.10°da gosterilen kernel fonksiyonu olarak
bilinen, matematiksel formilii kullanirlar. Bu formiil yardimi ile dogrusal
olmayan doniisiimler yapabilirler. Boylelikle veriler yiiksek boyutta dogrusal

olarak siniflara ayrilabilirler.
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f(x)=sign| D> ayp(x)-¢(x;)+b
{ (3.11)

Dogrusal olarak ayrilamayan iki sinifli verilerde kernel fonksiyonu kullanilarak

olusturulan karar kurali Formiil 3.11° de gosterilmistir. (Osuna vd. , 1997).

En sik kullanilan kernel fonksiyonlar1 polinom, normallestirilmis polinom,
radyal tabanli fonksiyon ve Pearson VII (PUK) fonksiyonudur. Kernel
fonksiyonu, DVM ile siniflandirma islemleri i¢in kullanilirsa optimum
parametrelerin belirlenmesi gerekmektedir. Bu fonksiyona ait formiiller asagida
siras1 ile verilmistir ve formiillerde goriilen (d) polinom derecesi, (y) kernel

boyutu ve (¢, @ ) pearson genisligi parametreleridir.

K(x,y)=((x-y)+1)

(3.12)
Kix.y)— (x-y)+1)
T ) ) (y -y )+ ) (3.13)
ANxx )
K(x,y)=e ' (3.14)
1
‘. 2 @
o 2l 2
o)
(3.15)

Matematiksel olarak ifade edilen esitsizliklerde polinom ve radyal tabanli kernel
formiillerinin daha anlagilabilir oldugu goriilmektedir. Polinom kernel
fonksiyonunda d ile ifade edilen polinom derecesindeki artis algoritmanin
karmasik bir sekil almasina sebep olmaktadir. Bunun sonucunda siniflandirma
dogrulugu diisebilmekte ve islem siliresi uzamaktadir. Radyal tabanli kernel
fonksiyonunda ise kernel boyutu ( y ) aldigi degerlerde siniflandirma

performansina etkinin az oldugu gozlemlenmistir. (Hsu, Chang, & Lin,2010).

Normallestirilmis  polinom fonksiyonu polinom kernel fonksiyonunun
genellestirilmis halidir. Veri setinin normallestirilmesi yerine polinom kernel

icin kullanilan formiiliin normallestirilmesi ile olusturulur. PUK kerneli
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digerlerinden farkli olarak iki parametre alir ve bu da diger kernel
fonksiyonlarina gére daha karmasik bir yapida olmasini agiklar. Siniflandirma

dogruluguna etki eden bu parametreler i¢in uygun ¢iftin bulunmasi énemlidir.

Optimum hiper diizlem belirlenirken destek vektdr makineleri i¢in kullanilan C
parametresinin alacagi degerler siniflandirma dogruluguna dogrudan etki eder.

Alacagi degerler normalden ¢ok yliksek secilirse ya da ¢ok diisiikk secilirse

siniflandirma dogru yapilamaz. Eger C = « ise, bu parametre ile sadece
dogrusal ayrilabilen veri setleri kullanilabilir.

Sonu¢ olarak parametre degerlerinin uygun se¢imi DVM simiflandirma
performansini daha yiiksek seviyeye getirecegi sdylenebilir. Capraz dogrulama
yaklasimi ile siniflandirma modelinin performansi degerlendirilir. Bu teoride
veri seti iki kisimda incelenir. Birinci veri seti egitim amacli kullanilir ve
modelin olusmas1 saglanir. ikinci kisim ise olusturulan modelin test verilerine
uygulanmasi ile performansin Olgiilmesini saglanir. Performans oOl¢iimiinde
capraz gecerlilik yontemi kullanilarak en iyi kernel fonksiyonun ve uygun

parametreler ile temel model olusturulur.
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5 UYGULAMA

Bu bolimde tez calismas: i¢in kullanilacak veriler belirlenmis ve bu veriler
tizerinde destek vektdor makinesi algoritmasi kullanilarak miisteri kaybi1 analizi

tahmininin nasil yapildig1 gosterilmektedir.

Verilerimiz, diinya ¢apinda ve ayni zamanda iilkemizde de lojistik sektoriinde
faaliyet gosteren bir firmadan alinmistir. Bu firma normal sartlar altinda her ay
ne kadar miisteri kaybi oldugunu tespit edebilmekte fakat bu miisterilerin
kaybedilecegine dair Ongoriileri yeterli miktarda bulunmamaktadir. Yapilan
analizlerde ilgili miisterinin onceki y1l ve mevcut yildaki gonderi adetleri ve
navlun tcretleri karsilastirtlip bu durum degerlendirmeye alinmaktadir.
Konusunda uzman kisilerle goriisiiliip daha once yapilan miisteri kayb1 analizi
prosediirii incelenmistir. Bu inceleme sonucunda 2015 ve 2016 yillarinda bu
firma ile calisan miisterilerin bilgileri alinmistir. Calismamizda kullanilmak

tizere, toplamda 5.000 adet miisteriye ait islenmemis verilerden faydalanilmistir.

Mevcut firma miisteri kaybi analizini yillik olarak yapmaktadir. Aldigimiz
veriler ay bazli olup, her miisterinin o ay icerisindeki toplam gonderi adeti ve
toplam navlun ticreti bilgisini igermektedir. Yapacagimiz calismada miisteri
kayb1 analizini yillik olarak degil, ¢eyrekler halinde inceleyerek oniimiizdeki ilk
ceyrek igerisinde, firmay1 terk etme egilimi gosteren miisterileri tespit etmeyi
amaglamaktadir.

=EGER(Onceki_Dénem_Hacim=0;"CONVERSION";EGER(Dénem_Hacim=0;"LOST";
EGER(Hacim_Farki=0;"NOCHANGE";EGER(Hacim_Farki<0;"DECLINER";"GAINER"))))

(5.1)

Verilerimizi oncelikle 5 farkli gruba ayrilmistir. Gruplara ayirmak i¢in Formiil
5.1 de gosterilen matematiksel bir formiil kullanilmistir. Bu matematiksel

formiilde kullanilan parametreler asagida aciklanmistir:

Onceki Donem Paket Adedi: Mevcut miisterinin analizinin yapildig: ilgili

Oonceki donem aylarina ait toplam gonderi adedini gosterir.
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Onceki Dénem Navlun Toplami: Mevcut miisterinin analizinin yapildig ilgili

onceki donem aylarina ait toplam navlun bedelini gosterir.

Onceki Dénem Calisilan Giin Sayisi: Mevcut miisterinin analizinin yapildig:

ilgili 6nceki donem aylarina ait toplam calisilan giin sayisini gosterir.

Donem Paket Adedi: Mevcut miisterinin analizinin yapildig: ilgili mevcut

donem aylarina ait toplam gonderi adedini gosterir

Donem Navlun Toplami: Mevcut miisterinin analizinin yapildig1 ilgili mevcut

donem aylarina ait toplam navlun bedelini gosterir

Donem Calisilan Giin Sayisi: Mevcut miisterinin analizinin yapildig ilgili

mevcut donem aylarina ait toplam calisilan giin sayisini gosterir.

Onceki Dénem Hacim: Miisterinin, dnceki donemdeki ilgili aylara ait ortalama
paket hacmini verir. Onceki donem paket adedi parametresinin dnceki donem

caligilan giin sayisina boliinmesi ile elde edilir.

Donem Hacim: Miisterinin, mevcut donemdeki ilgili aylara ait ortalama paket
hacmini verir. Donem paket adedi parametresinin donem c¢alisilan giin sayisina

boliinmesi ile elde edilir.

Onceki Dénem Gelir: Miisterinin, 6nceki dénemde ilgili aylara ait ortalama net
gelir bilgisini verir. Onceki dénem navlun toplami parametresinin énceki dénem

caligilan giin sayisina boliinmesi ile elde edilir.

Dénem Gelir: Miisterinin, mevcut donemde ilgili aylara ait ortalama net gelir
bilgisini verir. Onceki dénem navlun toplami parametresinin 6nceki dénem

caligilan giin sayisina boliinmesi ile elde edilir.

Hacim Farki: Onceki donem ve mevcut dénem arasindaki hacim farkini temsil

eder.

Grup: Miisterilerin gruplandirilmasinda kullanilan matematiksel formiil

uygulanmasi sonucunda elde edilen grup tanimidir.

Ilgili parametrelerin aldig1 degerler kullanilarak formiile uygulandiginda elde

edilen gruplar ve hesaplanma detaylar1 asagida verilmistir:

No Change: Eger hacim farki parametresi 0 degerini almis ise grup, no change

olarak belirlenir. Yani dnceki donem ile mevcut donem igerisindeki ilgili aylara
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ait paket hacmi degismemis ise mevut miisteri kayip miisteri listesine dahil

edilmez.

Conversion: Eger miisterinin onceki doneme ait paket hacmi 0 ise ve mevcut
doneme ait paket hacminde artis gozlenmis ise bu bir kazanilmis miisteridir ve

conversion grubuna dahil edilir.

Gainer: Eger mevcut misterinin ilgili doneme ait hacim farki degeri 0’dan
bliyiik ise bu miisteri génderi hacmini yiikseltmistir ve gainer grubuna dabhil

edilir.

Decliner: Eger mevcut miisterinin ilgili doneme ait hacim farki degeri 0’dan
kiiciik ise bu miisteri gonderi hacmi kiigiilmistiir ve decliner grubuna dahil

edilir. Bu gruptaki miisteriler kaybedilmeye aday miisterilerdir.

Lost: Eger miisterinin dnceki doneme ait paket hacmi mevcut ise ve mevcut
donem ile ilgili aya ait paket hacmi 0 degerini almis ise bu bir kaybedilmis

misteridir ve lost grubuna dahil edilir.

Verilerimiz destek vektdor makinesi algoritmasinda kullanilacagi igin

normallestirme islemine tabii tutulur. Bu durumda veriler sayisal degerler alir.

Cizelge 5.1: Verilerin sinif adlar1 ve degerleri

Sinif Adi Deger
No Change 0
Conversion 1
Gainer 2
Decliner 3
Lost 4

Cizelge 5.1’ de verilerimiz normallestirilme yapilarak aldigi yeni degerler
gosterilmektedir. 2015 yili 4 ¢eyrek ve 2016 yil1 4 ¢eyrek verileri toplamda 8
ceyrek olacak sekilde veriler hazirlanmistir. Olusturulan veri setinde ilk 7

ceyrek girdi degerini, 2016 son ¢eyregi ¢ikt1 degerini temsil etmektedir.
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Miisteri kayb1 analizi yapilirken kazanilan ve kaybedilen miisterilerin davranislari
onemlidir. Bir miisterinin kaybedilme egilimi bu iki miisteri tipi karsilastirildiginda
ortaya ¢ikmaktadir. Bu nedenle ¢ikti degerleri gainer yani kazanilmis miisteri ve lost
kaybedilen miisterilerin 7 c¢eyrek boyunca sergiledigi davranis tezimize konu

olmustur.

Spyder (Python 3.6) uygulamasi veri setimizi egitecek ve test edilecek destek
vektor makinesi algoritmasini gelistirecegimiz platform olarak secilmistir.

Programimiz python dilinde gelistirilmistir.

Cizelge 5.2: Ornek veri seti

Girdil  Girdi 2 Girdi3 Girdi4 Girdi5 Girdi6 Girdi7 Cikti

1 g 2 3 3 2 2 2-0
1 4 1 2 3 3 2 2-0
1 2 3 3 4 1 3 2-0
1 1 1 1 1 1 1 2-0
1 2 2 2 3 3 2 2-0
3 3 2 3 2 4 1 4-1
1 1 1 1 1 3 2 4-1
1 2 2 3 3 2 3 4-1
1 3 4 1 1 1 1 4-1
1 2 2 3 4 1 3 4-1

Cizelge 5.2° de olusturulan veri setinden rnek bir boliim gosterilmistir. Ornek
veri setimizi inceledigimizde 2 degeri gainer miisterileri ve 4 degeri lost
miisterileri temsil etmektedir. Uygulayacagimiz algoritma dikkate alindiginda
bu iki degeri 0 ve 1 degerlerini ddniistiirdiigiimiizde elde edecegimiz sonuclar

daha saglikli bir uygulama yapilmasini saglayacaktir.
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import pandas as pd

import numpy as np

from sklearn.ensemble import ExtraTreesClassifier

from sklearn.feature selection import SelectFromModel

from sklearn.svm import SVC

from sklearn.model selection import train test split

import sklearn.preprocessing as pr

from sklearn.multiclass import OneVsRestClassifier

from sklearn.metrics import roc_curve, auc, classification report
import matplotlib.pyplot as plt

Sekil 5.1: Python yardimc1 paketler

Sekil 5.1’ de uygulamamizda bizde kolaylik saglayacak paketler gdsterilmistir.
Uygulamamizi gelistirebilmek i¢in bu kiitliphaneleri projemize referans olarak
eklememiz yeterli olacaktir. Bunun i¢in ilk once paketler import komutu ile
uygulamamiza dahil edilir.

churn=np.array(pd.read_csv('C:\\Users\\Buket\\.spyder-py3\\Projects\\churng.csv',
sep=";"))

Sekil 5.2: Veri setinin diziye alinmasi

Programimiz i¢in Oncelikle gerekli olan verileri projeye bir dizi halinde
almamiz gerekmektedir. Bunun i¢in Sekil 5.2 de goriildiigli lizere pandas ve

numpy kiitiiphanelerinden yararlanmaktayiz.

Numpy, numerical python ifadesinin yani sayisal python sz dizisinin
kisaltilmis halidir. Veri merkezli calismalar i¢cin en ¢ok tercih edilen
kiitiiphanedir. Numpy ile hizli ¢alisan ¢ok boyutlu diziler elde edilebilir. Diziler
ve dizi ile calisgan matematiksel islemler i¢in uygundur. Dizi tabanli veri
setlerini olusturma, okunma ve yazma fonksiyonlarini barmdirir. Ozellikle
sayisal verilerde dizileri siralama gibi islemlerde en etkili ve en konforlu python

¢OzUmuni sunar.

Pandas st diizey veri yapilar1 ve isleme araclarini barindirir. Python’da hizli ve
kolay veri analizi yapmak icin gelistirilmistir. Pandas numpy'nin iizerine insa
edilmistir.  Bu nedenle numpy merkezli uygulamalarda kullanimi
kolaylastirmaktadir. Pandas, acik kaynakli bir kiitiphanedir ve BSD lisansina
sahiptir. Python programlama dili i¢in yiliksek performansli, kullanimi kolay

veri yapilar1 ve veri analizi araglari sunmaktadir.
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Pandas kiitliphanesi uygulamamizda pd kisaltmasi ile tanmimlanmistir.
Verilerimizi okumak i¢in read csv() fonksiyonu kullanilir. Bu fonksiyonun ilk
parametresi verinin bulundugu csv dosyasidir. Bu dosya bulundugu konum ile
birlikte yazilir. ikinci parametrede ise olusturulacak dizilerin hangi ayiric

karakter ile belirlenecegi bilgisi verilir.

Numpy kiitiiphanesi igerisinde bulunan array() fonksiyonu ile dizi tipinde
veriler tanimlanabilir. Numpy'in bir nesnesi olarak array() fonksiyonu ¢agrilir
ve csv dosyasindan okunan veriler ile dizi olusturulur. Dizimiz churn

degiskenine atanir.

churn[:,7]
churn[:,0:7]

y
X

Sekil 5.3: Girdi ve ¢ikt1 degerlerinin sayisi

Destek vektor makinesi algoritmasinda kullanilmak {izere Sekil 5.3° te
gosterilen y degiskenine churn degiskeninde bulunan dizimizin ¢ikti degerleri
atanir. Girdi degerleri ise x degiskenine atanir. Verilerimiz toplamda 2015 yil1 4
ceyrek ve 2016 yil1 ilk 3 ¢eyrek durumlar1 7 girdi, 2016 son ¢eyrek bilgisi ise 1

¢ikt1 olusturacak sekilde tasarlanmistir.

y = pr.label binarize(y, classes=[06,1])

Sekil 5.4: Cikt1 degerlerinin sabit siniflara ayrilmasi

Uygulamamizda referans olarak yer alan sklearn.preprocessing, python
projelerinde makine Ogrenmesi i¢in en ¢ok tercih edilen bir kiitiiphanedir.
Kiitiiphane pr olarak tanimlanmistir ve label binarize() fonksiyonunu ile ¢ikt1
degerlerimiz i¢in sabit siniflar olusturulmasini saglar. Fonksiyonun aldigi ilk
parametre hangi veriler igin sabit sinif tanimlanacagidir. Ikinci parametre ise bu

sinifin hangi degerlere sahip olacagidir. Sekil 5.4’te islem gosterilmistir.
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Sekil 5.5: Cikt1 degerlerinin aldig1 sinif degerleri

Bu sayede c¢ikt1 verilerimiz Sekil 5.5° te gorildigi {lizere algoritma

ogrenmesinde 0 ve 1 degerleri ile temsil edilecektir.

n_classes =y.shape[1]

Sekil 5.6: Cikt1 degerlerinin toplam sinif sayisi

Sekil 5.6° da gosterilen shape[1] fonksiyonu y dizinin ka¢ kolondan olustugunu
verir. Bu bizim ¢ikt1 degerimizin kac¢ sinifa ayrildigini gdsteren bilgiyi verir ve

uygulamamizda n_classes degiskenine atanmistir.

clf = ExtraTreesClassifier()

clf = clf. fit(X, v)

sum=e

j=0

for 1 in clf.feature_importances :
print(str(j)+": "+str(i))

SUm+=1
je=1

Sekil 5.7: Degisken 6nem analizi

Sekil 5.7° de gosterilen ExtraTreesClassifier() fonksiyonu ile girdi verilerimiz
igin degisken Onem analizi yapilir. Bu fonksiyon bir takim karar agaci
algoritmalarin1 kullanarak her degiskene bir deger atar ve gerekli nesneler clf
degiskenine atanmistir. Degisken 6nem analizi veriler igerisinde modele konu
olmayacak verilerin ¢ikarilmasi i¢in gereklidir. Degisken Onem analizinde
kullanilan karar agaci algoritmasinin test verileri clf.fit() fonksiyonu ile x ve y

parametrelerini alarak tamamlanmaktadir.
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Sekil 5.8: Degisken 6nem analizi sonucu

Uygulanan karar agaci algoritmalari sonucunda veri setimizde bulunan girdi
degerlerimizin 6nem dereceleri Sekil 5.8° de gosterilmistir.

model = SelectFromModel(clf,threshold=8.11,prefit=True)
X_new = model.transform(X)

Sekil 5.9: Modelin belirlenmesi

Makine O6grenmesi i¢in gerekli veri setimiz belirlendikten ve Onem analizi
yapildiktan sonra s6z konusu asil modelin belirlenmesi Sekil 5.9° da gdsterilen
SelectFromModel() fonksiyonu kullanilarak gergeklesir. Bu fonksiyonun aldigi
ilk parametre clf degiskenidir. Fonksiyonda belirtilen threshold parametresi ile
modelimizde 6zellik se¢ciminde onem derecesi 0.11 degerinden diisiik verilerin
dikkate alinmayacagini belirtir. Verilerimiz uygulamamizda dogrudan
kullanilabilir ve herhangi bir doniisiim islemi gerektirmeyen sayisal veriler
oldugu igin prefit parametresini true olarak atanir. Olusan modelde transform()
fonksiyonuna girdi degerlerini barindiran x parametresini verdigimizde, dnem
derecesi 0.11 degerinden yiiksek olan veriler alinarak kullanilacak esas degerler
ile olusan veri dizisi Xx_new parametresine atanir.

X train, X test, y train, y test =
train_test split(X new, y, test size = 8.33, random state=2, stratify=y)

Sekil 5.10: Ogrenme ve test verilerinin belirlenmesi

Ogrenme ve test verilerinin olusturulmas: igin Sekil 5.10 ’da gosterilen
train_test split() fonksiyonu kullanilir. Aldig1 ilk parametre girdi degerleri,
ikinci parametre ise ¢ikti degerleridir. Test olarak kullanilacak veri sayisi
test size parametresi ile belirtilir ve toplam verinin yiizde kag¢inin teste
ayrilacagina karar verilir. 2 degerini alan random_state parametresi, test ve

O6grenme verileri igin her defasinda ayni veri setlerinin kullanilmasini saglar.
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Fonksiyonun aldigi son parametre y degiskeninin katmanli bir sekilde
boliinmesini saglar. Algoritma bunu sinif etiketle i¢in kullanir.
X _train=pr.scale(X_train)

X _test=pr.scale(X_test)
random_state = np.random.RandomState(@)

Sekil 5.11: Normalizasyon iglemleri

Algoritmamizda kullanilacak girdi verileri icin Sekil 5.11° de gosterilen
sklearn.processing (pr) kiitiiphanesinde bulunan scale() fonksiyonu ile
normalizasyon islemi gerceklestirilir. Indeksleme yapmak icin ratstgele sayilara
ihtiya¢c duyulur. Bu sebeple rastgele say1 iiretmek i¢cin numpy kiitiiphanesinin
random.RandomState() fonksiyonu kullanilir. Bu fonksiyon rastgele say1
ireticisini temsil eden random_state parametresine atanir.

svm=0neVsRestClassifier(SVC{C=0.1,gamma=0.3,kernel="rhf",
probability=True,random state=random state))

Sekil 5.12: Destek vektor makinesi algoritmasinin uygulanmast

Sekil 5.12° de goriilen OneVsRestClassifier() fonksiyonu c¢ok sinifli, ¢oklu
etiket stratejisini uygular. Bu stratejide her sinif i¢in sadece bir siniflandirict
yani classifier vardir. Her sinif sadece tek bir siniflandirici tarafindan temsil
edilir ve ilgili siniflandirict ile incelenerek sinifi hakkinda bilgi sahibi olmak
mimkiindiir. Bu ¢oklu sinif, siniflandirma i¢in en yaygin olarak kullanilan bir

stratejidir.

Destek vektdor makinesi algoritmasi sklearn kiitiiphanesi ile bize hazir
sunulmaktadir. Istenilen parametreler verildiginde bize uygun sonucu
vermektedir. DVM uygulanabilmesi igin gerekli parametreler mevcuttur. ilk
parametre C ile ifade edilen hata oranim1 temsil eder. Kernel parametresi
algoritmada kullanilacak ¢ekirdek tiiriinii belirtir. Cekirdek tiirii linear, poly,
rbf, sigmoid, precomputed degerlerini alabilir. Gamma parametresi rbf, poly and
sigmoid c¢ekirdek tiirleri i¢in gekirdek katsayini belirtir. Probability parametresi
algoritma igerisinde olasilik tahminin kullanilip kullanilmayacagini belirtir.
Verilerimiz dogrusal olarak ayrilamayan veriler oldugu i¢in olasilik formiiliiniin

hesaba katilmas1 dogrulugumuzu arttiracaktir. Fonksiyonda kullanilan
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random_state parametresi olasilik tahmini i¢in verileri karistirirken kullanacak

olan sahte rasgele say1 iiretecini temsil eder.

model=svm.fit(X train,y train)

Sekil 5.13: Algoritma girdi ve ¢ikt1 degerlerinin tanimlanmasi

Siniflandiricilar Sekil 5.13° te gorildigi gibi 6grenme i¢in ayrilan girdi ve ¢ikti

verilerine uygulanir.

v_pred = model.predict(X_test)
print{svm.score(X test,y test))

Sekil 5.14: Algoritma sonucunun degerlendirilmesi

Sekil 5.14° te goriildiigli tzere predict() fonksiyonu ile modeldeki test
verilerinin ¢iktilar1  degerlendirilir. Yapilan test sonucunda elde edilen
tahminleme degerleri Sekil 5.15° te gosterildigi lizere ortalama 0.73 degerinde

dogru varsayimda bulunmaktadir.

Ortalama tahmin degeri: ©.736363636364

Sekil 5.15: Ortalama tahmin degeri

y_score = svm.fit(X train, y train).decision_ function(X_ test)

Sekil 5.16: Ogrenme verilerine dgrenilen kuralin uygulanmasi

Test verileri ile algoritma 6grenme gerceklestirildikten sonra Sekil 5.16° da
goruliigii tizere asil veriler modelimize set edilir. Verilerin hiper diizleme
uzakligini belirtmek icin ise decision_function() fonksiyonu kullanilir. Aldig:

X_test parametresine daha 6nce uzaklik degerini tanimlamistik.

print(classification report(y test,y pred))

Sekil 5.17: Siniflandirma sonucunun yazilmasi
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Cizelge 5.3: Smiflandirma sonucu degerleri

Simif Precision Recall F1 - Score Ornek Sayisi
0 0.72 0.78 0.75 330
1 0.76 0.69 0.73 330
Ortalama/ 0.74 0.74 0.74 660
Toplam

Modelimiz 6grenmesini tamamladiktan sonra giris degerlerini verdigimizde
Sekil 5.17° da gordiliigi lizere classification _report() fonksiyonu ile ¢ikti
degerlerinin dogruluk oranlarini gorebiliriz. Bu fonksiyon icin ilk parametre
dgrenme icin kullanilan y test ¢ikt1 parametresidir. Tkinci parametre ise olasilik
tahmini sonucunda eclde edilen hedeflerdir. Buna bagli olarak elde edilen
sonuclar Sekil Cizelge 5.3° te gosterilmistir. Gainer ve lost olarak ayrilan
verilerde 0 degerinin dogru olarak siniflandirilmasi 0.72 oraninda tahmin
edilebiliyor iken, 1 degerinin dogru olarak siniflandirilmasi 0.76 oraninda
tahmin edilebilmektedir. Bu durumda algortimamiz bu veriler iizerinde
siniflandirma yaparken 0.74 oraninda veriyi dogru sinifina atayabilmektedir.
Elde edilen sonuglar dogrultusunda bir verinin 0 sinifina ait olma durumu 0.75
oraninda dogru tahmin edilebilmektedir. 1 sinifina ait olma durumu ise 0.73
oraninda dogru tahmin edilebilmektedir. Bu durumda bir verinin hangi sinifa ait

oldugu 0.74 oraninda dogruluk pay1 ile yerlestirilmektedir.

fpr["micra"], tpr["micro"], _ = roc_curve(y test.ravel(), y_score.ravel()
roc_auc["micro”] = auc(fpr["micro"], tpr["micro"])

plt.figure()

1w = 2

plt.plot(fpr["micro”], tpr["micre”], color='darkorange',

lw=1lw, label="ROC curve (area = %8.2f)' % roc_auc["micro"])
plt.plot([@, 1], [®, 1], color="navy', lw=lw, linestyle='--")
plt.xlim([©.8, 1.8])
plt.ylim([@.0, 1.85])
plt.xlabel('False Positive Rate')
plt.ylabel('True Positive Rate')
plt.title('Receiver operating characteristic')
plt.legend(loc="1cwer right")
plt.show()

Sekil 5.18: ROC grafiginin olusturulmasi
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DVM smiflandirict  ¢ikti  kalitesi  degerlendirilmesi ve grafik olarak
gosterilebilmesi i¢in Sekil 5.18 *de gosterilen kodlardan yararlanilir. Receiver

Operating Characteristic (ROC) olarak bilinen grafik ile gosterilir.
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Sekil 5.19: Sonuglarin ROC grafiginde gosterilmesi

Verilerimiz {izerinde uygulanan DVM algoritmas: sonucunda olusan ROC
grafigi Sekil 5.19° de gosterilmistir. ROC grafiginde Y ekseni gergek pozitif
orani, X ekseni yanlis pozitif oranini1 temsil eder. Egri sol iist kdseye ne kadar
yakinsa degerlendirme o kadar iyidir. Bu durumda 1.0 degerinde ROC egrisi
ideal olarak kabul edilir. Egrinin altinda kalan alan ne kadar biiyiik ise o kadar
iyi kaliteli sonug elde edildigi seklinde yorumlanir. ROC egrilerinin egimi de
onemlidir. Ciinkii yanlis pozitif oran1 minimuma indirirken gercek pozitif orani

en iist diizeye ¢ikarmak idealdir.

ROC egrileri tipik olarak bir siniflandiricinin ¢iktisini incelemek igin iKkili
siniflandirmada kullanilir. ROC egrisini ve ROC alanini ¢oklu sinif veya ¢oklu
etiket siniflandirmasina genisletmek i¢in ¢iktiy1 iki katina ¢ikarmak gerekir. Her
etiket basina bir ROC egrisi ¢izilebilir. Ancak etiket gosterge matrisinin her

elemanini, ikili tahmin olarak diisiinerek bir ROC egrisi ¢izebilir.

Sekil 5.19° da goriildiigii gibi ¢ikt1 kalitemiz 0.77 egri oranina sahiptir. Ideal
egri oranina yakin bir degerde sonug¢ elde ettigimiz goriilmektedir. Bu da

uygulamamizda yliksek oranda basari elde ettigimizi gostermektedir.
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6 DENEYSEL CALISMALAR

Bu boéliimde, uygulamamizda kullanilan veri setimiz i¢in farkli girdi ve ¢ikti
degerleri denenmistir. Ayrica verilerimiz iizerinde lojistik regresyon, rastgele
orman ve destek vektdr makinesi algoritmalar1 lizerinde test edilmistir. Elde
edilen sonuglar dogrultusunda siniflandirma ve tahminle islemlerinde DVM
algoritmasinin daha iyi ¢alistig1 belirlenmistir. Bu dogrultuda DVM algoritmasi
i¢in kullanilan parametre degerleri test edilerek en uygun sonuca ulasilmaya

calisilmistir.

6.1 Algoritmanin Secilmesi

Verilerimiz lojistik regresyon, rastgele orman ve destek vektér makinesi

algoritmalari lizerinde denenmistir.
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Sekil 6.1: Lojistik regresyon analizi sonucu veri dagilimi

Verilerimiz lojistik regresyon algoritmasi kullanilarak test edilmis ve bunun
sonucunda verilerimiz siniflandirildiginda elde edilen tahmin degeri 0.14 oldugu
goriilmiistiir. ikili siniflandirma sonucunda verilerin dagilimi Sekil 6.1° de
gosterilmistir. Grafigi gore veriler belli bdlgelerde toplanmis ve dagilimi

istenilen ayrismay1 vermemistir.
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Cizelge 6.1: Lojistik regresyon analiz sonucu

Simf Precision Recall F1 - Score Ornek Sayisi
0 0.68 0.67 0.68 330
1 0.68 0.68 0.68 330
Ortalama/ 0.68 0.68 0.68 660
Toplam

Cizelge 6.1’ de goriildiigii gibi verilerimiz diger bir algoritma olan rastgele
orman kullanilarak test edilmistir. Algoritma 0 ve 1 degerleri icin verileri 0.68
oraninda dogru olarak siniflandirildig1 goriilmistiir. Buna bagli olarak ortalama

tahmin degeri 0.68 oraninda sonug elde edilmistir.

Cizelge 6.2: Destek vektor makinesi algoritmasi analiz sonucu

Sinif Precision Recall F1 - Score Ornek Sayist
0 0.72 0.78 0.75 330
1 0.76 0.69 0.72 330
Ortalama/ 0.74 0.74 0.74 660
Toplam

Cizelge 6.2° de verilerimiz DVM algoritmast kullanilarak siniflandirilmis ve
bunun sonucunda ortalama tahmin degeri 0.74 olarak elde edilmistir. Algoritma
0 smift i¢in 0.72, 1 smifi i¢in 0.76 oraninda dogru yerlestirme yaptigi

goriilmektedir. Ortalama 0.74 oraninda dogru tahmin edildigi goriilmiistiir.
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Cizelge 6.3: Algoritmalarin karsilastirilmasi

Algoritma Tahmin Degeri
Destek Vektor Makinesi 0.74
Rastgele Orman 0.68
Lojistik Regresyon 0.14

Cizelge 6.3’ de goriildiigii tizere elde edilen sonuglar dogrultusunda lojistik
regresyon 0.14 oraninda tahmin degerine sahip iken, rastgele orman algoritmasi
0.67 oraninda dogru tahmin edebilmektedir. Buna karsin en yiiksek tahmin orani
olan 0.74 degerine, DVM algoritmas:1 uygulandiginda goriilmiistiir. Destek
vektdor makinesi algoritmasi en kaliteli sonucu verdiginden bu algoritma

kullanilarak ¢alismamiz gelistirilmistir.

6.2 Veriler iizerinde degisimler

Verilerimiz dncelikle iicer aylik donemlere ayrilarak hesaplama yapilmistir. 11k

asamada tiim siniflar dikkate alinarak hesaplama yapilmaya ¢alisilmistir.

Cizelge 6.4: Tiim smiflar verildigindeki analiz sonucu

Sinif Precision Recall F1 - Score Ornek Sayist
0 0.00 0.00 0.00 0
1 0.82 0.88 0.85 151
Ortalama/ 0.82 0.88 0.85 151
Toplam

Cizelge 6.4 te goriildiigl iizere miisteri kayb1 tahminlemesi yapilirken var olan
tim verileri algoritma 6grenmesine verildiginde hepsini 1 sinifina ait olarak
yerlestirmektedir. Bundan dolay1 verilerimizin net bir sekilde ayrilabilmesi i¢in
Ozniteliklerinin birbirinden keskin olarak ayrilmasi gerekmektedir. Siniflar

inceledigimizde gainer ve lost verilerinin bizim i¢in yeterli olacag1 goriilmiistiir.
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Cizelge 6.5: Gainer ve Lost siniflar verildiginde analiz sonucu

Sinif Precision Recall F1 - Score Ornek Sayist
0 0.72 0.78 0.75 330
1 0.76 0.69 0.73 330
Ortalama/ 0.74 0.74 0.74 660
Toplam

Uygulamamizin amact s6z konusu sirket ile calismayir birakacak firmalari
tahmin etmektir. Bu durumda sirket ile ¢alismayr birakmis firmalarin
davraniglarinin izlenmesi en olasi ¢oziimdiir. Buna bagli olarak en zit yoniindeki
kazanilmis misterilerin davraniglart incelendiginde karsilastirma yapilarak
uygun sonuglar elde edilmistir. Sonu¢ olarak Cizelge 6.5 de goriildiigi lizere
eger sadece kazanilmis ve kaybedilmis miisteri davranislar1 dikkate alindiginda

veriler dogru bir sekilde ayrilabilmistir.

6.3 C parametresi degisiminin etkileri

Destek vektdr makineleri i¢in kullanilan C parametresinin alacagi degerler
siniflandirma dogruluguna dogrudan etki eder. Alacagi degerler normalden ¢ok
ylksek secilirse ya da ¢ok diisiik secilirse siniflandirma dogru yapilamaz. C
parametresi i¢in 0.1,0.3, 0.5, 0.7, 1, 2.0, 3.0 ve 4.0 degerleri verilmis ve bu
degerlere gore ortaya cikan sonuglar Cizelge 6.2° de gosterilmistir. C

parametresine farkli degerler verilirken diger parametreler sabit tutulmustur.

Cizelge 6.6: C parametresi degisimi ile elde edilen tahminleme sonuglari

C Gamma Kernel Tahmin
0,1 0,3 rbf 0,74
0,3 0,3 rbf 0,74
0,5 0,3 rbf 0,74
0,7 0,3 rbf 0.73
1,0 0,3 rbf 0.73
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Cizelge 6.6: (devam) C parametresi degisimi ile elde edilen tahminleme

sonuglari
2,0 0,3 rbf 0.72
3,0 0,3 rbf 0.72
4,0 0,3 rbf 0.72

Cizelge 6.6° da goriildiigii gibi, en iyi sonu¢ C parametresi 0.1, 0.3 ve 0.5
degerlerine sahip iken alinmistir. Ayrica 0.3 ve 0.5 degerlerinde iken tahmin
degerinin zaman zaman 0.73 degerine diistiigli goriilmiistiir. Bu nedenle 0.1

degeri algoritmamizda tercih edilmistir.

6.4 Kernel parametresi degisiminin etkileri

Kernel parametresi ¢ekirdek tiiriinti ifade etmektedir. Cekirdek tiirti linear, poly,
rbf, sigmoid, precomputed degerlerini alabilir. Cekirdek tiirii degisimine bagh

olarak tahmin sonuglar1 Cizelge 5.3’te gosterilmistir.

Cizelge 6.7: Kernel parametresi degisimi ile elde edilen tahminleme sonuglari

Kernel C Gamma Tahmin
Linear 0,1 0,3 0,55
Sigmoid 0,1 0,3 0,63
Poly 0,1 0,3 0,69
Rbf 0,1 0,3 0.74

Cizelge 6.7°de gorildigi iizere linear g¢ekirdek tiirii denendiginde en diisiik
sonug 0.55 degerine ulasilmistir. Algoritmamiz sigmoid ¢ekirdek tiirtinde 0.63
tahmin degerine sahip iken poly ¢ekirdek tiirtinde 0,69 tahmin degerini verdigi
goriilmiistiir. Rbf c¢ekirdek tiirlinde ise maksimum 0.74 tahmin degerine
ulasilmis ve bu c¢ekirdek tiirliniin algoritmamizda kullanilmasina karar

verilmistir.

6.5 Gamma parametresi degisiminin etkileri

Gamma parametresi rbf, poly and sigmoid ¢ekirdek tiirleri igin ¢ekirdek
katsayini belirtir. Gamma parametresi i¢in 0.3, 0.5, 0.7, 1, 2.0, 3.0, 4.0 ve 5.0

degerleri verilmis ve bu degerlere gore ortaya c¢ikan sonuglar Cizelge 6.4°te
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gosterilmistir. Gamma parametresine farkli degerler wverilirken diger

parametreler sabit tutulmustur.

Cizelge 6.8: Gamma parametresi degisimi ile elde edilen tahminleme sonuglari

Gamma C Kernel Tahmin
0,3 0,1 rbf 0,74
0,5 0,1 rbf 0,74
0,7 0,1 rbf 0,73
1,0 0,1 rbf 0.73
2,0 0,1 rbf 0.72
3,0 0,1 rbf 0.72
4,0 0,1 rbf 0.67
5,0 0,1 rbf 0.66

Cizelge 6.8’de goriildiigii lizere ¢ekirdek katsayisini ne kadar arttirirsak tahmin
degeri o kadar diismektedir. Parametre 0.3 ve 0.5 degerlerine sahip iken uygun
sonuca ulasilabilmektedir. Fakat ¢ekirdek katsayisi ne kadar artar ise algoritma
O0grenme siiresi o kadar artacagindan 0.3 degeri algoritmamiz i¢in dogru deger

olarak secilmistir.
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7 SONUC

Veri madenciliginin en yaygin kullanildigi alanlardan biri de miisteri kaybi
analizi yontemidir. Miisteri kayb1 analizi hemen hemen her sektorde karsimiza
cikmaktadir. Farkli Oznitelikler ile karsimiza ¢ikan veriler, veri madenciligi
sayesinde ayristirilabilmektedir. Kullanilan g¢esitli algoritmalar ile anlamli hale
doniistiiriilen veri yiginlar1 kullanilarak baska firmaya ge¢gme egilimi gdsteren

misterileri tespit edilebilmektedir.

Yapilan bu calismada Diinya’ da ve Tirkiye’ de faaliyet gdsteren bir lojistik
firmasindan alinan veriler, veri madenciligi teknikleri kullanilarak
siniflandirilmis ve destek vektor makinesi algoritmasindan yararlanilmistir. Bu
lojistik firmasini Onlimiizdeki 3 ay icerisinde terk etme ihtimali yliksek olan

misterilerinin tespit edilmesi saglanmistir.

Firmadan alinan veriler, gonderi bilgilerine bagli olarak siniflandirilmistir.
Secilen her miisterinin 2015 ve 2016 yillarina ait gdnderi kaydinin olmasina
dikkat edilmistir. Firmanin yil bazli kayip analizi yaparken kullandig1 mevcut
siniflandirma yontemi dikkate alinmistir. Buna bagli olarak, miisteri kaybi1
analizini kisa siirede tespit edebilmek amaciyla yeni veriler olusturulurken 3’er

aylik donemler halinde degerlendirilerek siniflandirma yapilmistir.

Verilerimiz toplamda 5 siniftan olugsmaktadir ve her bir sinifa sayisal bir deger
atanmistir. Kazanilan ve kaybedilen miisteri davranist i¢in ¢ikti degerleri 2
farkli sayisal deger ile ifade edilmektedir. Fakat giris degerlerinde tiim siniflar
ve bu siniflara ait degerler dikkate alinmistir. Sinif tahmini igin birgok yontem
denenmis olmakla beraber en iyi sonu¢ makine &grenmesi yontemlerinden

destek vektor makinesi algoritmasi ile elde edilmistir.

Lojistik sektoriinde miisteri kayb1 analizi {izerinde yapilan c¢alismalar oldukg¢a
azdir. Calismamizda yapilan testler sonucunda %74 oraninda basari
saglanmistir. Bu da c¢alismamizin basarili bir sekilde sonuglandigini
gostermektedir. Firmadan ayrilma egilimi gosteren miisterilerin oniimiizdeki 3

ay icerisinde yiiksek oranda tahmin edilmesi yapilacak 1iyilestirme

55



caligmalarinda firma i¢in katki saglayacaktir. Kisa bir siire igerisinde kayiplarin
tespit edilebilmesi firmanin mevcut miisterilerini sistemde tutmasini

saglayacaktir.

Calismada kullanilan veriler 2000 adet miisteriyi temsil etmektedir. Uygulama
daha fazla miisteri ve daha fazla nitelik ile daha da gelistirilebilir. Ayrica yillik
misteri kaybi analizi ¢eyrek donemde yiiksek oranda tespit edilebilir iken,
ileride yapilacak ¢alismalarda aylik bazli tespitler de yapilabilir. Calismanin, bu
konuda arastirma yapmak isteyen bilim insanlarina yardimci olmasi

beklenmektedir.
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EKLER

Ek A: Makine Ogrenmesi Yontemleri ile Miisteri Kayb1 Analizi Tezimde Kullanilan

Veri Kaynagi Kism1 Cd’de teslim edilecektir

Ek B: Makine Ogrenmesi Yéntemleri ile Miisteri Kayb1 Analizi Tezimde
Algoritmanin Uygulandigi Kod Kismi1 Cd’de teslim edilecektir
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