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OZET

YENIDEN SIRALAMALI YUKSEK BOYUTLU MODEL GOSTERILIM ILE VERI
MODELLEMESI

Aksu, Cagri

Bilgi Teknolojileri Programi

M. Alper Tunga

Mayis 2011, 103 sayfa.

Bu tez calismasinda, ¢ok degiskenli fonksiyonlarin yaklagtirnmi ve siniflandirma problemleri ile
ilgilenilmektedir. Bu amagcla bilimsel yazinda ge¢cmekte olan Yiiksek Boyutlu Model Gosterilim
Yontemi (YBMG) ve Yeniden Siralamali Yiiksek Boyutlu Model Gosterilim Yontemi (YSYBMG)
incelenmektedir. Bu tezin amaci, YSYBMG yontemi ile gercek veri kiimeleri iizerinde
siniflandirma ¢ozlimleri iiretmektir. Bu amacgla bu tez igerisinde YSYBMG yontemi farkli
yaklagimlar ile yeniden yapilandirilmistir. Elde edilen farklt modellerin siiflandirma basarilar
Ol¢iilmiistiir. Bu tez igerisinde yapilan analiz ¢alismalar1 IHDMR yazilimi ile yapilmistir. [HDMR
yazilimi bu analiz c¢alismalart i¢in gelistirilmistir. Elde edilen sonuglar bilinen smiflandirma
algoritmalarinin sonuglar1 ile karsilastirilmistir. Analiz ¢alismalar1 sonucunda, 16 farklt model
olusturulmustur. Bu modeller, farkli 7 veri kiimesi iizerinde denenmistir. Olusturulan yeni
YSYBMG modellerinin siniflandirma problemlerinde basarili sonuglar verdigi gozlenmistir.

Anahtar kelimeler : YBMG, YSYBMG, Veri modelleme, Siiflandirma, Veri madenciligi
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ABSTRACT

DATA MODELLING WITH INDEXING HIGH DIMENTIONAL MODEL REPRESENTATION
METHOD

Aksu, Cagri

Bilgi Teknolojileri Programi

M. Alper Tunga

May 2011, 103 pages.

In this thesis, we are dealing with multivariate interpolation and classification problems. For this
purpose, the fundamental properties of High Dimensional Model Representation Method (HDMR)
and Indexing High Dimensional Model Representation (IHDMR) are analyzed. The aim of this
thesis is to produce solutions for classification on real data sets with IHDMR method. For this
purpose, in this thesis IHDMR was restructured through a number of different approaches The
classification performance of different IHDMR models are measured. The analysis in this thesis
was done with IHDMR software. IHDMR software was developed for this analysis work. The
results obtained are compared with the results of well-known classification algorithms. As the result
of this analysis, 16 different models were built. These models were tested on 7 different data sets. It
is observed that our new IHDMR models work successfully in the classification problems.

Key words : HDMR, IHDMR, Data modeling, Clasification, Data mining

iv



ICINDEKLER

TABLOLAR . ......oooooooeeoeeeeoeeeeeeeeeeeeeeeeeeeee e e,

SEKILLER.........cooioeooeeeeeeeeeeeeeeeeeeee ettt e e e e er e eeeeenenaeae
Lo GHRIS ...ttt tes e eeeenes

B I B i 1) 0] (<) 1« DR

T.2 AINAG..... . it e et e e e e e e ee e —aaeeeeeeeeanrraaaeas

) IR I 1) 11 1<) 1 1 DTS

1.4 VarSayImIAr....... ..ottt

2. BILIMSEL YAZIN ..o e e e e e e e e eees e s e e enn

3. YUKSEK BOYUTLU MODEL GOSTERILIM ......cooooioooeoeeeeeeeeeeeeeeeeeeeeea
4. YENIDEN SIRALAMALI YUKSEK BOYUTLU MODEL GOSTERILIiM...............
5. VERIMODELLEME .....oooooooooeeoeoeeeeoeeeeeeeeeeeeeeeee e e ee e s e es e,
5.1 BOYUT BELIRLEME ALGORITMALARL..........coooooeoeeeeeeeeeeeeeeeeeeeeeererann

5.2 SIRALAMA ALGORITMALARL.......cooooooooeeeeeeeeeeeeeeeeeeeeeeeeeeeeeee e

5.3 YENi ENDEKS DUGUMU BELIRLEME ALGORITMALARLI.......................

6. YSYBMG MASAUSTU UYGULAMASL .......ooooooeeeeeeeeeeeeeeeeeeeeee e es s

6.1 YAPISAL BILGILER . ........coo oo es e s eneaens

6.2 UYGULAMANIN TANITILMASL . .....oooooeoeeeoeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeees e

7. UYGULAMALAR . ......oooooeooeeeeeeeeeeeeeeeeee e e et r e s e e e e s e es e s s e s

7.1 KULLANILAN VERI KUMELERU..........cooooooooeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeerere e

7.2 KULLANILAN ALGORITMALAR.........ooo oo

7.3 VERI KUMELERINE GORE SONUCLAR.........cooooiiiiieeeeeeeeeeeeeeeeeee,

8. SONUC ...ttt et et e et e e et et e e e et et e e eae et esesaeeeeeens

IKAYNAKCA ...ttt s e e e eeees s e s eseeene

A AW N =

11

16

21

21
24
30
40

44
45
59



OZGECMIS

vi



TABLOLAR

Tablo 5.1 : Ornek ham Veri KiMeSi......coeeeeereeresssessesessesesessssssessssssssssssssessessssessssesssesaes 25
Tablo 5.2 : ”class” ile dizilim sonrasi eSleStirme.......cccceeeicccisiscrrsnnnniecccssscsssssanssasseccssssssens 25
Tablo 5.3 : “order” ile dizilim sonrasi eslestirme.......cccccceeeescrnreccsssnnrecsssnrecssssanseecsssssssecee 26
Tablo 5.4 : “use rank” ile dizilim sonrasi eslestirme 28
Tablo 5.5 : “use rate” ile dizilim sonrasi eSleStirme.......eeeiiccciiiiscssneeniecccsiscssensssssssenens 30
Tablo 7.1 : Kullanilan veri Kimeleri.......coiiiinniisseiisensennsnensenssnecsenssnensseecssnccssesssssessees 60
Tablo 7.2 : Kullanilan algoritma Kombinasyonlari.......c...cceeeiccscsniccssssnnscsssssssssecssnnnes 61
Tablo 7.3 : Karsilastirma icin kullanilan simiflandirma algoritmalari.............cccoveeeennnee. 62
Tablo 7.4 : Karstlastirma Kriterleri. . eeiiciicsniicsissnnicssssnsecssssnssscssssssscssssssssssssssssssssane 63
Tablo 7.5 : “balance-scale” 0znitelik istatiStiKleri.......ccceeceeervurecssurecssnnicsnncssnrccssnrcssnnnesanns 64
Tablo 7.6 : “balance-scale” SINIf Belirteci.......coueeerueiseriseiseensuensseensensseesseecssnecssnecsanssneenee 64
Tablo 7.7 : “balance-scale” deneme SONUCIArL....uceeeiiiieiiiiirrsnnneiiicessiscsssannssseccssssssssssssssssancns 65
Tablo 7.8 : “balance-scale” karsllastirma tabloSU........cccceeeeerrcccreeeeeecccccscssnnnsseeeseecssssssnanaes 67
Tablo 7.9 : “blood” 0zniteliK iStatiStiKIeri......ccceerueeeisurensseeissnecssnenssneenssneecssnceccsneessnneesnenes 68
Tablo 7.10 : “blood” SINIf DEIrteC......cccerverersrrriiisnrisinicssnicssnnicsssnecsssnecsssnessssesssssscssssesssssesans 68
Tablo 7.11 : “blood” deneme SONUCIATT .....ccccvueiieiirrnniicsissenicssssnsecssssassessssssssessssssssssssassssssnes 69
Tablo 7.12 : “blood” Karsilastirma tabloSU.......cceeeiiiiccniinscssneeeieccssssessnssssescssssssssssssssssescens 70
Tablo 7.13 : “blood- mr”. karsilastirma tablosU........cccccecveericssssnniccssseneccsssansecsssssnsscsssnsseccs 71
Tablo 7.14 : “bupa” 0zniteliK iStatiStIKIEr .....cccovvurririivrnriiisisnricsissnnrecsssnsnsssssassncsssnssecssnnnns 72
Tablo 7.15 : “bupa” SINIE DelirtecCic...ccceeecssriiisenissserccssnrcssnrcssnnicsssnncsssnncssssesssssessssssssssssssssnes 72
Tablo 7.16 : “bupa” deneme SONUCIAIT tADIOSU......cccreuerirrreressercssercssnisssansssssnsssssnssssanssnanes 74
Tablo 7.17 : “bupa” Karsllastirma tabloSU.........cceieciceiiiisericisnrininnissnncssnncssssncsssssessssscssssnes 75
Tablo 7.18 : “diabetes” oznitelik istatiStiKIeri.....ccceveerseriserisenseissnensennseensnecsseecsseecsenssnennne 76
Tablo 7.19 : “diabetes” SINI DElirtecCiu...ccceeecssreisserisseiessueiissneicssencssnnensseeecssnnecssnneessseecssnenes 76
Tablo 7.20 : “diabetes” deneme SONUCIATT taADIOSU.....ccceieeeeerrrrrcnneereeeccccsssssnnnsereeceecsssssonnanaane 77
Tablo 7.21 : “diabetes” Karsilastirma tabloSU.......ccuvveeeiicccssicnssnnnnsiccsssssssssnsssscsscssssssnsansens 78
Tablo 7.22 : “diabetes-cv”. karsilastirma tabloSU........cccccevcvnericcsssnniccscsnsicssssanseccsssnssecsssnnne 79
Tablo 7.23 : “iris” 0znitelik iStatistiKIeri.......ccceevuevreinsueiseiseriseinsninsiiseenneinsneecseesnecsnecnne 79
Tablo 7.24 : “iriS” SINI DELIITeCI. .uucicrrericiseriiinriiiniicitnicssnicssnnicsssnecsssnecsssnesssseesssssecssssesssseessns 80
Tablo 7.25 : “iris” deneme sonuclar: tablosu 81
Tablo 7.26 : “iris” Karsiastirma tabloSU.....ccccivvneeeiiiccisiscsssnnnseiccssssssssssssssecsssssessessssssssessssne 82

vii



SEKILLER

Sekil 4.1 : Deneme istatistikleri ile ilgili YSYBMG CIKEISL....ccceererecsnrcssnnrcssnnncssneecssneecsnneces 41
Sekil 4.2 : Deneme ortalamalan istatistikleri ile ilgili YSYBMG CIKtISL...ccceevuercecrcneecsnnccnns 42
Sekil 4.3 : Deneme ortalamalari sonuclari ile ilgili YSYBMG CIKtISL.ccuuuerecesinneereccscnneecsans 42
Sekil 4.4 : “indexingHDMR?” arayliZil.....ccccceerserecssarccssnncsssncssssncssasscssssssssssssssssessssssssssssssssssss 46
Sekil 4.5 : “THDMR” arayliZil.....cccceeveessercsunissencssecssencssnisssnsssessssnsssnssssssssessssssssssssassssasssssssssses 47
Sekil 4.6 : “choose training set” DIrlegeni... ... iiecsriciseresisnnessrncssnrcssnncssnnicsssnecsssnessssnesanne 49
SeKil 4.7 2 DOSYA SECICH..cciersrrcrrricssanisssaresssanesssanssssrsssssssssasssssssssssasssssssssssssssssssssssssssssnssssssssssss 49
Sekil 4.8 : “set testing data” birle§eni......ccceeeinseeiiiseeiiisniisneinsnecissnnessnncssnncsssnencssssecsssens 50
Sekil 4.9 : “selected attribute statistic” birlegeni........ccocceeeeverescrrcssnicssnicssnnicssnncccssnnncssnneens 50
Sekil 4.10 : Sonuc GOSterim AlaNL.....ccccccceeieciisnricsissnnecsssssrresssssssessssssssssssssssssssssssssssssssssssssnss 51
Sekil 4.11 : “select attribute” ArayliZil......cccceeeccerecssencssnncssnncssnsrcssssncssssssssssesssssessssssssssssssssseons 52
Sekil 4.12 : "attribute add-remo' DIirleSeni........cccivvericiiccnniicsrcnniccsscnsicssssansecsssssssscscssssnsscssans 53
Sekil 4.13 : "visual Data' arayliZil....c.ceeeecssensseesssecssencsaenssncsssecssnssssssssacsssssssssssassssassssasssssssaass 55
Sekil 4.14 : "diz-sec-Sil" DileSeNi.....cccrrreriierrrniicnsssaniicssssaniessssansicsssssssesssssasssssssassssssssssssssssssnnsss 56
Sekil 4.15 : “experiment” araylZile...cccceeeecccssssecsssssssecsssssessssssssssssssssssssssssssssssssssssssssssssssssssssss 57
Sekil 4.16 : Kullanicidan bilgi alma birle§eni.........ccuueicvvriiivrinisnicssnninssnncsssnncssneiessnnncssssncnes 57
Sekil 4.17 : Algoritma SeCeNEKICT i . ueiiiiiirrrecssisrricsssnricssssnnrecssssnsnesssssssessssssssessssssssssssssssssssses 58

viii



1. GIRIS

1.1 PROBLEM

Giliniimiizde, insanoglunun seriiveni icerisinde aldig1 yol itibar1 ile geldigi noktadan
daha ileri gidebilmesini miimkiin kilacak yegane olgu, insanoglunun giderek daha da
karmasiklasan problemleri ¢dzebilme yetenegini gelistirmesidir. insanoglunun giderek
karmasiklasan ve bu karmasiklik itibar1 ile ¢oziimii de olduk¢a fazla degiskene baglh
olan yeni problemleri ¢ozme yetenegi, kuskusuz yeni edinecegi donanimlar ile
miimkiindiir. Insanoglu gelistirdigi yontemler ile hesaplanamayacak zorluktaki
sonuglara ulagsmaya c¢alismakta, bazi varsayimlar altinda bu sonuclara yaklasimlarda

bulunacak yeni araglar gelistirmektedir.

Glinlimiiziin ¢oziilmesi zor problemleri arasinda 6nemli bir yer alan siniflandirma
problemleri i¢inde benzer bir durum s6z konusudur. Siniflandirma en yaygin veri
madenciligi gorevidir ve insani bir zorunluluk olarak gériinmektedir. Insanlar diinyay1
anlamak ve iletisim kurmak i¢in siirekli olarak siniflandirma problemleri ile

karsilagmaktadirlar .

Bir siniflandirici, sinif etiketleri bilinen 6rneklerden olusan bir veri kiimesi verildiginde,
smif etiketi bilinmeyen 6rneklerin dahil olduklar siniflar1 belirleyecek kisa ve anlaml
aciklamalar {tretir. Bu acgiklamalarin iretilmesi bircok degiskene bagli olarak
zorlagmaktatir. Herhangi bir 6rnegin dahil oldugu smifin belirlenmesi i¢in yapilan

hesaplamalar da bu degiskenlere bagli olarak zorlasmaktadir.

Siiflandirma problemleri, bilinen smiflarin igerdigi 6rneklerin genel 6zelliklerinden
yola ¢ikilarak ele alinan herhangi bir nesnenin veya olaymm hangi smif altinda
gosterilecegini inceleyen problemlerdir. Ornegin, kan ornegi alman denegin seker
hastas1 olup olmadiginin anlasilmasi denekten alinan kanin 6zelliklerinin irdelenmesi ile

ortaya c¢ikan bir sonugtur. Eger kan degerleri seker hastaliginin sebep oldugu kan



degerleri ile eslesiyor ise denek seker hastalar1 grubunun altinda gosterilebilecek bir

ornek olarak nitelendirilir.

Bu seker hastaliginin belirlenmesine yonelik siniflandirma problemi kan degerlerinin
belli araliklara diismelerinin gozlenmesi ile modellenebilir ve bu model yolu ile
cozilebilir, deneklerin hangi smifa dahil olduklar1 belirlenebilir. Fakat  her
simiflandirma problemi i¢in bu sekilde olusturulacak modeller ile dogru sonuglara
ulagilamiyabilir. Bu durumda regresyon ve bayesyen yontemler gibi istatistiki
yontemler ile modelleme yapilabilir ya da yapay sinir aglar1 ile bir model orataya
c¢ikabilir. Bu farkli model kurma yontemleri her farkli veri kiimesi i¢in farkli bir ¢6ziim

ortaya koyana kadar devam edebilir.

Siifandirma probleminin ii¢ temel ayirici niteligi bulunur :

«  Ogrenme gozetimlidir.
* Bagiml degisken kesiklidir.

* Ele alinan 6rnekleri 6nceden tanimli siniflara atayan modeller olusturmaktadir.

Kullanilmas1 olas1 yontemlerin biiyiikk bir boliimii siniflandirma problemleri i¢in
analitik bir yap1 ortaya ¢ikaramaz. Bir ¢ok yontem ile analitik yap1 olusturmak bir ¢ok

durumda imkansizdir.

1.2 AMAC

Bu tez ¢alismasi igerisinde, siniflandirma problemleri ile ugragilmaktadir. Siniflandirma
problemlerinin YBMG temelinde modellenmesi ve olusturulacak modellerin ger¢ek
veri kiimeleri iizerinde denenmesi amaclanmaktadir. Gergek veri setleri lizerinde
uygulanan modelleme yontemleri ile siniflandirma problemlerinin ¢dziimlerinin
analitik bir yapiya kavusturulmasi ve sinif tahminlerini bu analitik yap1 iizerinden

yapilmasinin simiflandirma problemlerinin ¢dziim yollarina yeni bir bakis acisi



getirecegi ve elde edilen bu analitik yapi ile basarili sinif tahminlerinin yapilacagi

diistiniilmektedir.

Elde edilecegi diisliniilen sonuglarin, bilinen smiflandirma algoritmalar1 ile
karsilastirilarak ortaya ¢ikan farklar iizerinden olusturulan modellerin basarilarinin

farkl1 veri kiimeleri i¢in 6l¢iilmesi amaglanmaktadir.

Bu tez ¢alismasi igerisinde, Yeniden Siralamali YBMG metodu igerisinde kullanilan
egitim digiimleri ve endeks uzay1 diigiimlerinin eslestirilmesine yonelik yontemlerin,
test diiglimii i¢in bulunacak olan yeni endeks diigiimiiniin tespitine yonelik yontemlerin
farkli veri kiimeleri i¢in yoOntemin daha basarili bir performans saglayacagi

distiniilmektedir.

Test diiglimiine karsilik gelecek olan endeks diiglimiiniin belirlenmesi i¢in yeni bir
yaklasim olan Cok Degiskenli Regresyona Dayali Yontem ile endeks diigiimii
belirleyecek yapi1 analitik bir yapt olarak secilebilecegi ve smif tahminleri igin
belirlenen endeks diiglimi yerine egitim diglimiiniin dogrudan kullanilabilecegi

diistiniilmektedir.

Ayrica bu ¢aligmalarin yapilabilmesini miimkiin kilacak bir yazilimin olusturulmas: da
bu tezin amaglarindan birisidir. Olusturulacak yazilim sayesinde YBMG tabanli
modelleme yontemleri olusturulabilmesinin ve denenmesinin miimkiin kilinmasi
istenmektedir. Bu tez igerisinde denenen yoOntemlerin diger arastirmacilar ile
paylasilmasi ve kullanilmasinin miimkiin kilinmasi bu yazilim sayesinde saglanacaktir.
Bu yazilim c¢alismasinin tasmabilir olmasi, kurulum gerektirmeden her isletim
sisteminde ¢alistirilabilmesi yani platformdan bagimsiz olmasi ve gelistirilebilir olmasi

amagclanmustir.

Olusturulacak yazilimin bu yontemi denemek isteyen kullanicilara kolaylik saglayacagi
ve bu modelleme yontemi iizerinde gelistirme caligsmalar1 yapacak kullanicilara bir

temel olacag diisliniilmektedir.



1.3 YONTEM

Bu tez calismasinda iizerinde durulmus olan ve M. Alper Tunga (2003) tarafindan
gelistirilmis olan Yeniden Siralamali Yiiksek Boyutlu Model Gosterilim yontemidir

(EYBMQG).

YSYBMG metodu, fonksiyon degeri bilinmeyen test diiglimlerinin fonksiyon
degerlerinin bulunmasi i¢in veri modellemesi yapmaktadir. Yontem sayesinde, egitim
veri kiimesi ile olusturulan model ile birlikte test veri kiimesi igerisindeki test
diiglimleri i¢in sinif tahmini yapilmasi1 amaglamaktadir. Amag¢ dorultusunda olusturulan

modeller ile test diiglimiiniin dahil oldugu sinif bir fonksiyon ile tahmin edilmektedir.

Yontem egitim diiglimlerini, olusturulan endeks wuzay {izerindeki diigiimlerle
eslestirmekte sonrasinda test diiglimleri i¢in egitim diigiimlerinden yararlanarak uygun
bir endeks digiimi tespit etmekte ve tespit edilen diigiimii kullanarak YBMG ile

olusturulmus analitik yapi ile test diigiimiiniin sinifin1 belirlemeye ¢alismaktadir.

Bu tez calismasi icerisinde YSYBMG yonteminin sahip oldugu esneklikten
yararlanilarak, yontem {iizerinde farkli metrikler ve yontemler deneyerek ydntemin

farkli gercek veri kiimeleri {izerindeki etkinligi gézlenecektir.

Yazilimin olusturulmasi siireci tasmabilirlik, her isletim sisteminde kurulum
gerekmeden calisabilirlik gibi amaglar dogrultusunda sekillendirilecektir. Bu anlamda
bu tez ¢alismasi icerisinde Java programlama dili kullanilacaktir. Java programlama dili
acitk kaynakhidir ve g¢esitli java gruplar1 sayesinde matematik, istatistik, veri
madenciligi, veri modelleme gibi konularda diger dillere gore ¢ok daha iistiin bir

destek saglamaktadir. Yazilimin igerisinde saglanan bu destekten faydalanilmustir.

Yazilim eclipse yazilim araci iizerinde java swing kiitliphanesi gorsel tasarim araci ile

yapilandirilmigtir.



1.4 VARSAYIMLAR

Bu tez ¢alismasi icerisinde denenen modelleme yontemleri, en az {i¢ dznitelik iceren
veri kiimeleri i¢in gelistirilmistir. Veri kiimeleri sayisal ve kategorik dznitelikler disinda
tarih ya da benzer Oznitelikler iceremezler. Daha az sayida 6znitelik ve farkli taniml
Oznitelikler i¢eren veri kiimeleri i¢in bu modelleme yontemlerinin uygulanmasi anlamli

olmaz.

Bu tez ¢aligsmasi igerisinde olusturulan IHDMR yazilimi da en az {i¢ 6znitelik igeren ve
icerisinde eksik veri bulunmayan veri kiimeleri ile caligmaktadir. Bu veri kiimeleri
sadece sayisal ve kategorik Oznitelikler icermelidirler. Yontemlerin {iizerinde
denenecegi veri kiimelerinin sinif belirtegleri siniflandirma problemleri sartlarina
uymali yani, kategorik olmalidirlar. Bu sartlara uymayan veri kiimeleri yazilima

yliklenemez ve dolayisi ile lizerinde herhangi bir igslem yapilamaz.

Uzerinde analiz ¢alismasinin yapilacag1 veri kiimeleri arff formatinda olmadir. Bu veri
kiimelerinin iki farkli senaryo ile yazilima yiiklenmesi miimkiindiir. Birinci senaryoda
tek bir veri kiimesi yiiklenir ve egitim veri kiimesi rastgele olarak secilir. ikinci
senaryoda egitim veri kiimesi ve test veri kiimesi ayr1 ayri segilir. Bu senaryo igerisinde
egitim veri kiimesi igerisinden olusturulacak olan endeks uzaymnin igerecegi diigiim

sayisina gore diigiim eksiltmesi yapilacagi géz oniiniinde bulundurulmalidir.



2. ILGILI BILIMSEL YAZIN

20.ytizy1l icerisinde Sobol (1993) isimli bir Rus istatistik¢i Kolmogorov'un (1963) bir
caligmasina dayanarak Yiiksek Boyutlu Model Gosterilim (YBMG) yontemini
gelistirmistir. Sobol, bu yontemi ilk kez duyarlilik indislerinin hesaplanmasinda
kullandigindan, istatistikte “Sobol Yontemi” olarak da bilinir. Sobol’un acilimi,
Herschel Rabitz tarafindan c¢esitli problemlere uygulanarak yeniden ele alinarak
carpimsal yapidaki bir agirlik ve herbir bagimsiz degisken i¢in verilen [a,b] tanim
aralig1 altinda genellestirilmistir (Rabitz ve Alis, 1999). 2003 yilinda ise Metin
Demiralp (2003), YBMG’nin 6zelliklerini bir adim daha gelistirerek, yonteme diklik

kosulu tanimini kazandirmgtir .

Birgok bilim adamida bu konudaki ¢alismalarini siirdiirmektedirler, bu boliim icerisinde

bu calismalardan kisaca bahsedilecektir.

Yiksek Boyutlu Model Gosteriliminin kismi tlirevli diferansiyel denklemlerin
¢Oziimiinde kullanilmaktadir. A. Kursunlu ile M. Demiralp’in “Additive And Factorized
HDMR Applications to the Multivariate Diffusion Equation Under Vanishing
Derivative Boundary Conditions”(2003) isimli makalesinde difiizyon denkleminin
¢coziimiinde Toplamsal ve Carpimsal YBMG’den faydalanilmaktadir. Ayrica, T. Civelek
ile M. Demiralp’in (2003) “An HDMR Application to the Scrodinger’s Equation for
Free Particles Under an External Field with Dipole Polarization and Vanishing Flux
Boundary Conditions” isimli makalesinde Schrodinger denkleminin ¢odziimiinde

CYBMG ve Evrimsel YBMG kullanilmistir .

“Efficient Input-Output Model Representation” isimli makalede Herschel Rabitz , Omer

F. Alis, Jeftrey Shorter ve Kyurhee Shim, 0-D Stratosferik Kimyasal Kinetik modelle
calisilmiglardir (1999). Denemeler 45 derece kuzey enleminde 20 km yiikseklikte ugak
icerisinde gergeklestirilmistir. Uyarlanan model 39 kimyasal ¢esit ve 108 farkl



reaksiyon igermektedir. Model 46 girdi ve 39 cikt1 ile ¢alismaktadir. Olgiimler giinde
yaklasik 2000 sefer ve bir yil boyunca devam etmistir. Olgiimler kimyasal maddelerin
miktarlar1 tizerinden yapilmis ve elde edilen veriler Kesme YBMG verileri ile
karsilastirilmistir. Degisik zaman aralilarinda yapilan 6l¢iimler, Kesme YBMG ile elde

edilenler rakamlarin yaklasik %2 hata ile yaklasimda bulundugunu gdstermistir.

“Correlation Method for Variance Reduction of Monte Carlo Integration in RS-HDMR”
isimli makalede Li G, Rabitz H, Wang SW ve Georgopoulos PS. fotokimyasal kutu
modeli (photochemical box model) incelemistir (2003). 28 ¢esit kimyasal ve 63
reaksiyon ile sekillenen problemde ozon iiretimi (P), ozon bozunmasi orani (D) ve P-D
egilimi hesaplanmistir. Sayilart 300, 500, 1000, 3000 ve 5000 olan 5 Orneklem
secilerek dogrudan Monte-Carlo kullanilarak birinci, ikinci ve {igiincli mertebeden
yaklastirrmlar hesaplanmisti. Ayni  O6rneklem wuzaylarinda ortogonal polinomlar
kullanildiginda ise ikinci mertebeden Seckisiz Orneklemeli YBMG yaklastirimi

oldukgca iyi sonuglar verdigi gézlenmistir.

H.Rabitz ve F.A.Alis’in “Efficient Implementation of HDMR” (2003) isimli
makalesinde Segkisiz Orneklemeli YBMG kullanilarak, duyarlilik indisleri yaklasik
olarak hesaplanmigtir.  “A recursive Algorithm for Finding HDMR Terms for
Sensitivity Analysis” isimli makalelerinde H. Kaya, M. Kaplan ve H. Saygin’in (2003)
bu konuda caligmalar1 bulunmaktadir. "Multicut HDMR with an Application to an
Ionospheric Model" isimli makalede G. Li, J. Schoendorf, T. Ho, H. Rabitz (2004)
iyonosferic modeli, hem 3 alt tanim kiimesi kullanilarak Kesme YBMG ile, hem de
aym 3 referans noktasi i¢in Coklu Kesme YBMG ile ¢oziilmiistiir . M. Demiralp ile M.
A. Tunga (2003) "Data Partitioning via GHDMR and Multivariate Interpolative
Applications" isimli makalede, fonksiyonun ag yap: ilizerindeki diiglimlerde aldig:

degerler kullanilarak fonksiyonun analitik yapist belirlenmeye ¢alisilmaktadirlar.

“Practical Approaches to Construct RS-HDMR Component Functions” isimli makalede
Rabitz, H. Li, G. ve Wang, S. (2002) makalelerinde RS-HDMR yontemi ile atmosferik

modelleme konusunda kolay wulasilir ve yiiksek kesinlik diizeyine sahip



yaklastirmalarda bulunmuslardir.

“An HDMR Application to the Optimal Control of Harmonic Oscillator” (2003)
makalede Demiralp, M. ve Kaman, T. ve “HDMR Approximation of an Evolution
Operator with a First Order Partial Differential Operator Argument” (2003) isimli
makalelerde Demiralp, M. ve Yaman, I. dalga denklemlerini incelemislerdir. Bu
caligsmalarda birinci veya ikinci mertebeden EYBMG terimlerinin belirlenmesi tatmin

edici bir sonug elde edilmesi i¢in yeterli olmaktadir.

Duyarlilik indislerinin hesaplanmasi ile ilgili olarak Sobol’un “Theorems and Examples
on High Dimensional Model Representation” (2003) isimli makalesinde, HDMR
aciliminin her fonksiyon tipinde verimli sonuglar vermedigi, daha iyi sonuglar elde
edebilmek i¢in daha yiiksek mertebeden yaklastirimlar yapilmas: gerektigi
belirtilmistir. M. Demiralp ile B. Tunga’nin “Hybrid YBMG Approximants and Their
Utilization in Applications ” (2003) isimli makalesinde Melez YBMG kullanilarak
yapist igerisinde hem toplamasal hemde c¢arpimsal bilesenler bulunan fonksiyonlar
incelemiglerdir. Makalede farkli m, N ve a degerleri icin Melez YBMG agilimlart
hesaplanmis ve Melez YBMG'nin hem toplamsal hem de ¢arpimsal 6zellikler gosteren

fonksiyonlar i¢in daha iyi sonuclar verdigi gézlenmistir.

Esen Akkemik ve Metin Demiralp’ in “Algebraic eigenvalue problem modeling via
high dimensional model representation” (2003) isimli makalesinde matris 6zdeger
problemlerinin ¢éziimii i¢in yeni bir metod gelistirilmistir. Bu metod oncelikle Yiiksek
Boyutlu Model Gosterilim YoOntemlerine dayanmaktadir. Makalede cebrik 6zdeger
problemlerinin ¢éziimii i¢in Yiiksek Boyutlu Model Gosterilim kullaniminda A matrisi
bagimsiz HDMR degiskeni, A matrisinin 6zvektorii olan u vektorii ise bagimli HDMR
degiskeni olarak alinmistir. Ozdeger problemlerinin ¢dziimii icin kesme HDMR’1in
yorumlanmasindan sonra A 6zdeger parametresinin yaklagik degerinin bulunabilmesi
icin HDMR vyaklastirimi sifira esitlenmistir. N. A. Baykara ile M. Demiralp’in
“Hyperspherical or Hyperellipsoidal Coordinates in the Evaluation of High

Dimensional Model Representation Approximants” (2003) isimli makalesinde



hiperkiire, hiperelipsoid gibi farkli bolgelerde incelenen fonksiyonlarin YBMG agilimi

gerekli doniistimler yapilarak hesaplanmustir.

M. A. Tunga ve M. Demiralp' in, “A Hybrid Programming for Projective Displaying of
High Dimensional Model Representation Approximants" (2003), “A Factorized High
Dimensional Model Representation on the Partitioned Random Discrete Data" (2004),
"A Factorized High Dimensional Model Representation on the Nodes of a Finite
Hyperprismatic Regular Grid" (2005), "Hybrid High Dimensional Model
Representation (HHDMR) on the Partitioned Data" (2006), "A New Approach for Data
Partitioning Through High Dimensional Model Representation" (2008), "Bound
analysis in univariately truncated Generalized High Dimensional Model Representation
for random-data partitioning: Interval GHDMR" (2009), "A Reverse Technique for
Lumping High Dimensional Model Representation Method" (2009), isimli
makalelerinde, farkli nitelikteki problemler {lizerinde farkli bakis agilari ile yeniden

sekillendirilmis farkli YBMG yontemleri denenmis ve basarili sonuglar alinmistir.

“A tool to improve the execution time of air quality models” (2008) isimli makalede
M.C. Gomez, V. Tchijov, F. Leon ve A. Aguilar, hava degerlendirme modellerinin

uygulama siirelerini kisaltmak i¢in kullanmiglardr.

T. Ziehn, A.S. Tomlin, “A global sensitivity study of sulfur chemistry in a premixed
methane flame model using HDMR” (2008) isimli makalede T. Ziehn ve A.S. Tomlin
karmagik kimyasal mekanizmalarda duyarlilik analizi i¢in kullanmiglardir. YBMG ile
gerceklestirilen yaklasimin bu tip kimyasal olaylar icin ¢ok kuvvetli bir ara¢ oldugu
sonucuna varmiglardir. T. Ziehn, A.S. Tomlin, yaptiklar1 analizleri “GUI-HDMR a
software tool for global sensitivity analysis of complex models” (2008) isimli makalede

verilen yazilim ile gerceklestirmislerdir.

“Probabilistic analysis using high dimensional model representation and fast Fourier
transform.” (2008) isimli makalede B.N. Rao ve R. Chowdhury, rastgele yliklere matuz

kalan mekanik sistemlerin giivenilirligini, materyal ve yapisal 06zelliklerini



incelemislerdir. YBMG bu analiz igerisinde limit durumundaki fonksiyonlara yaklagim
icin kullamilmigtir. Burada yaklagimlar birinci dereceden YBMG bilesenleri ile
gerceklenmistir. B.N. Rao ve R. Chowdhury, “Hybrid high dimensional model
representation for reliability analysis” (2008) isimli makalelerinde ise, Melez YBMG

ile ayn1 probleme farkli bir yaklagim ile yaklasmislar ve basarili sonuglar almiglardir.

“High dimensional model representation for piece-wise continuous function
approximation” (2009)isimli makalede Rajib Chowdhury, B. N. Rao ve A. Meher
Prasad, parcali siirekli fonksiyonlar icin YBMG yonteminin basarisini incelemislerdir.
Siirekli fonksiyonlar i¢in her zaman parcali siirekli bir fonksiyon ile yaklastirim
yapilamadig1 ve bu gibi durumlar YBMG yonteminin saglikli bir yaklastirim yaptigi

sonucuna varmiglardir.

M. A. Tunga "A Matrix Based Indexing HDMR Method for Multivariate Data
Modelling" (2011) isimli makalesinde, YBMG yontemini ¢ok degiskenli vei
boliimleme siireclerine uygulamaktadir. Yontem ile veri kiimeleri daha az sayida
degisken iceren veri kiimeleri haline getirilerek elde edilen analitik yapi ile basarili

yaklastirimlar yapilabilmektedir.
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3. YUKSEK BOYUTLU MODEL GOSTERILIM (YBMG)

Cok degiskene bagli problemlerin ¢O6zlimiiniin bilgisayar {izerinde hesaplanmasi
genellikle zaman ve bellek kullanimindaki yiiksek degerler nedeni ile gliniimiiz
teknolojisinin sundugu islem yapabilme kapasitesi ile miimkiin olmamaktadir. Bu tip
problemlerin hesaplanmasi sirasinda ortaya ¢ikan bellek gereksiniminin {istel olarak
genisledigi ve sonunda iginden c¢ikilmaz bir duruma doniistiigii gézlenmektedir. Bu
sebeple cok degiskenli problemlerin ¢6zliimiine yonelik c¢alismalarin matematiksel
anlamda etkili temsili modeller ile yapilmasi zorunludur. Bu modeller bdl ve yonet
mantig1 ile olusturulabilir. YBMG de bdl ve yonet mantigini kullanmaktadir. YBMG
yapisi sabit terim ile baslamakta sonra bir degiskenli terimler ile devam etmektedir. Bir
degiskenli terimler sonrasi iki degiskenli terimler ve onlardan sonra da ii¢ degiskenli

terimler gelmektedir. Bu yap1 degisken sayilari artan terimler ile genislemektedir.

Verilen bir  (X,..., Xy) cok degiskenli fonksiyonu i¢in YBMG acilimi asagidaki
esitlikle verilebilir (Sobol, 1993).

f(x, = f+Zf Z f(x.,x)
i, h=1
i <i,
@3.1)
+ Z " x,,x,,x)+ AL X X))
i, by, i=1
i<i<i

127"

Denklem (3.1) 'in sol tarafinda bulunan ve f(X,,...,X,) seklinde gosterilen ve
Xy,..., Xy ile simgelenen N bagimsiz degiskene bagli ¢cok degiskenli bir fonksiyon,
denklemin sag tarafinda sonlu sayida bilesenin toplanu seklinde yazilmustir. Ilk bilesen

fo ile  simgelenen  bir  sabittir ~ Daha  sonraki ilk N  bilesen

f.(x,),f,(x,),...f5(Xy) seklinde simgelenen ve her biri tek bir bagimsiz

11



degiskene bagli fonksiyonlardir. Bunlarin ardindan da her biri iki bagimsiz degiskene
bagli N(N—1)/2 adet fonksiyon gelmektedir. Diger bilesenler de bu sekilde, gittikce
artan sayida bagimsiz degisken igeren fonksiyonlardan olusmaktadir. Sag taraftaki

terimlerin toplam adedi 2" dir.

Denklem (3.1) ile verilen agilimin sag yaninda bulunan terimler asagida verilen kosulu

saglayacak sekilde bulunmaktadir (Demiralp, 2003).

b, by
[Fdx+ [ dxy W(x,,...xy)fi(x) = 0, 1<i<N (.2)

Yukarida verilen kosula ait bagintida bulunan W(X,,...xy) agirhk fonksiyonu tek

degiskenli fonksiyonlarin carpimindan olusturulmus bir fonksiyondur(Demiralp, 2003).

N
W(x,,...xy) = [IW,(x), x, €la,b], 1<j<N (3.3)

Denklem (3.2) ’de verilen kosul asagida verilen diklik kosuluna karsilik gelmektedir
(Demiralp, 2003).

(filiz...ik’ filiz...i,> = 0, {ilr--:ik};ﬁ{ip--"il}’ 1<k,I<N 3.4

Bu kosul (3.1)" de verilen denklemin sag tarafinda kalan bilesenlerin birbirine dik

oldugunu gostermektedir. Burada diklik kosulu bir i¢ ¢arpim iizerinden tanimlanmakta
ve Denklem (3.1) ’de verilen gerek f(X,,..., X,) fonksiyonunun gerekse sag

yandaki bilesenlerin karesi integre edilebilen fonksiyonlar oldugu varsayilmaktadir.

12



Kare integrallar ve i¢ carpim, bagimsiz degiskenler i¢in bastan belirlenen belli bir aralik
izerinde tanimlanmakta ve her bir degisken i¢in o degiskene bagli olarak verilen bir
agirlik fonksiyonu kullanilmaktadir. Bu baglamda, i¢ccarpimin tanimi genel olarak

asagidaki gibi yazilabilir.

(u,v) fdx W(x,)- fde U(Xq, . Xy) VX, Xy) @3.5)

a,

Ayrica yukarida sozii edilen bilesenlerin  kolayca saptanabilmesi i¢in, agirlik

fonksiyonun her bileseninin ilgili aralik iizerindeki integralinin 1 oldugu yani,

[dx,w (x) = 1, 1<j<N (3.6)

a;

esitliginin gegerli oldugu da varsayilmaktadir. (3.1) esitliginin sag tarafindaki
bilesenlerin herbirinin belirlenmesi i¢in bir takim izdiisim operatorlerinden

yararlanilabilir. Bu baglamda, YBMG' nin sabit terimi i¢in tanimlanan [, operatorii

karesi integrallenebilen herhangi bir  F (x,,..., xy) fonksiyonu icin asagidaki gibidir.
I,F(x,,..., fdx W, (x,) J'dx W (xy)F(Xy,..., xy) 3.7

I, operatorii (2.1) esitliginin her iki tarafina da uygulandiginda diklik kosulu geregi

sabit terim digindaki terimler yok olacaktir. Bu uygulama sonrasinda,

fo=I,f(X,,..., Xp) (3.8)

13



esitligi elde edilmis olur. YBMG' nin tek bagimsiz degiskenli bilesenlerini

belirleyebilmek igin uygulanacak operator, 1<k,<N kosulu altinda asagidaki

gibidir.
I, F(x,... fdx W (x,)- f dx, W, (x, ) 3.9)
by,
X _[dka W (X ) _[dx WXy ) F (X, Xy)
Iy operatorii (2.1) esitliginin her iki tarafina da uygulandiginda diklik kosulu geregi

fo (X )=1 F(Xy,..., Xy~ ], 1<k, <N (3.10)

esitligi elde edilmis olur. YBMG' nin iki bagimsiz degiskenli bilesenlerini
belirleyebilmek igin uygulanacak operatér, 1=<k;<k,<N kosulu altinda asagidaki

gibidir.

Ik,kZF(Xl’ fdx W(x,)- fdxk W 1(Xk 1)

1 (1 k-1

by,

X fdxk+1 k+1(xk+1 fdxk 1Wk 1(Xk 1) (3.11)

Q1 Ay,

bklﬂ

bN
X _f dx, W, (xkzﬂ)mf dxy Wy (xy)F(Xx,,...,xy)

Gn N

Iy, operatérii (3.1) esitliginin her iki tarafina da uygulanirsa diklik kosulu geregi

172
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Fe( X o X )=d g o F(X o, X)) = (X )= (X )= 1, (3.12)

2 2 1 1

esitligi elde edilmis olur. YBMG' nin {i¢ bagimsiz degiskenli bilesenlerini
belirleyebilmek igin uygulanacak operatér, 1<k, <k,<k;<N kosulu altinda

asagidaki gibidir.

17203 >

b, by
IkkkF(X1X2,--~’XN)EfdX1W<X1)"' f dx, s Wi i (X 1)

dxkz—l Wi (ka1)

-1

X fdxk,+1wk,+1(xk1+1)' f

bkd»] bkz,
ay

(3.13)
bk;rl bkrl
X f dx Wk2+1(xkz+1)"' dx, _, Wk3—1(xk3—1)
by b,
X f dxk3+1 Wk3+1(xk3+1)"’f dXNWN(XN)F(Xl,XZ""’XN)
Iy .k, operatorii 1 esitliginin her iki tarafina da uygulanirsa diklik kosulu geregi
fklkzkx(Xkl’sz' Xk3):1klk2k2f(xl""’XN)_fk3kz<Xk3’ sz)_fk3kl(xk3’xkl)
3.14)

esitligi elde edilmis olur. Diger YBMG bilesenleri de ayn1 yolla bulunabilmektedir. Bu
tez calismasi icerisinde, sabit terim, birli terimler, ikili terimler ve ficlii terimler
kullanilarak elde edilen analitik yap1 kullanilacaktir. YBMG nin sabit teriminden
sonras1 yaklastirim igerisine dahil edilmez ise bu yaklastirirma ‘“sabit yaklastirim”

denilmektedir. Eger sabit terim sonrasinda bir degiskenli terimler aliniyorsa “bir

15



degiskenli yaklastirnm”, iki degiskenli terimler aliniyor ise “iki degiskenli yaklagtirim”
denilmekte ve bu isimlendirme bu sekilde devam etmektedir. Bu kesme islemleri

asagidaki gibi gosterilmektedir.

Sy(xnxy) = s (x L xy)+ > fii(x,x,) (3.15)
A~
i
N
S3(x e xy) = sy(xp e, xy)+ Z flllzis( i,in::x,)
i
ehe,
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4. YENIDEN SIRALAMALI YUKSEK BOYUTLU MODEL

GOSTERILIM (YSYBMG)

Yeniden Siralamali Yiiksek Boyutlu Model Gosterilim yontemi, bol yonet mantig1 ile
cok boyutlu bir veri kiimesini az boyutlu veri kiimelerine bdliimleyerek interpolasyon
ve siniflandirma problemlerini modellemektedir. Yontem, egitim veri kiimesi ile
olusturulan model ile birlikte test veri kiimesi igerisindeki test diigiimleri i¢in simif
tahmini yapilmasimi amaclamaktadir. Olusturulan bu model matematiksel anlamda, test
diigimiintin dahil oldugu smifi bir fonksiyon ile tahmin etmektedir. Bu fonksiyona

dahil olan bagimsiz degiskenler test diiglimiiniin 6z nitelikleridir.

Egitim veri kiimesinin genel yapisi, ilgili siif degeri ile birlikte asagidaki gibi

tanimlanmaktadir.

(s)

T {ts|ts = W, v e, @ = FVY v, 1<s<m, 4.1)

Burada N 0znitelik sayisi, m egitim diigiimii sayis1 ve ¢ egitim diiglimiiniin dahil

oldugu simifi belirtir simgedir. Her test diigiimiiniin tanimi1 asagidaki gibi verilebilir.
O=0,Jo, = (u",...uy), 1=s=<q| 4.2)

Burada q test diiglimlerinin sayisini simgelemektedir.
Egitim diglimlerini ve egitim diigiimlerinin simif degerlerini kullanarak bir model

gelistirmek icin, oncelikle Sobol tarafindan 6nerilen ve (3.1) ile verilen Yiiksek Boyutlu

Model Gosterilim agilimi kullanilmaktadir.
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Yiiksek Boyutlu Model Gosterilim yontemi ile dik geometriye sahip olan bir veri
kiimesi i¢in model gelistirilebilmektedir (Sobol, 1993) Eger parametrelerin
alabilecekleri farkli degerlerin sayis1 n,,n,...,1n, ise, o zaman bu dik yap1 parametre
kiimelerinin kartezyen carpimi {izerinden insa edilebilir. Bu belirtilen veri kiimesi

asagidaki gibi tanimlanabilir.

D = D,XD,x---xD,, D, = {Sj”,...,af(;”f” 1<j<N 4.3)

J

Ancak, gercek hayat problemlerinde belirtilen kiimenin tiim diigiimlerindeki smif
degerlerini bilmek miimkiin degildir. Bu tanim ile birlikte elimizde n,Xn,X---Xn,

tane diiglimimiiziin oldugunu biliyoruz. Bununla birlikte bu hesaplama gercek
uygulamalarda miimkiin olmamaktadir. Bu ylizden Yeniden Siralamali YBMG dik bir
endeks uzayi yaratir ve gercek deger uzayi ile uygun sekilde bire bir eslestirir. Bu yolla
test diigiimiiniin smifin1 hesaplayacak YBMG  yapisinin, ger¢ek model yerine

kurdugumuz bu yeni model ile uygulanmas1t miimkiin kilinmis olmaktadir. Burada her
bir & ana veri kiimesi igerisindeki parametrelerin endeks uzayi igerisindeki karsiligi

olmaktadir.

Endeks uzaymi olusturmak icin ilk adim, egitim diigiimlerinin sayisini, yani m sayisini
asal carpanlarma ayirmak olacaktir. Ornek vermek gerekirse, iizerinde  ¢alisilacak
egitim veri kiimesi 4 0znitelik ve 100 6rnek igeriyor ise degerlendirmeye alinacak olan
asal carpanlar 2, 2, 5 ve 5 dir. Bu durumda endeks uzayini olusturan her bir endeks
kiimesi X, € 1,2, X, € 1,2, x, € 12,3,4,5 vex, € 1,2,3,4,5 seklinde
yazilmaktadir. Bu se¢im essiz degildir. Istenilir ise, {izerinde ¢alisilacak veri kiimesinin
ozelliklerine gore sekillendirilebilmektedir. Yontemin uygulanmasindaki bir sonraki
adim, endeks kiimelerinin kartezyen carpilmasidir. Bu islem sonrasi elde edilecek sonug
kiimesi dik bir endeks uzayidir. Elde edilen bu uzay iizerindeki diiglimler ile egitim veri
kiimesini olusturan diigiimlerin eslestirilmesi durumu tizerinde ¢alisilan veri kiimesinin

ozelliklerine gore sekillendirilebilmektedir.
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Bu asamada egitim verisini modellemek i¢in, YBMG bilesenleri uygulanacak yontem
icin yeniden tanimlanmalidir. Bu baglamda sadece veri kiimesi ve o veri kiimesinin
diigiimlerindeki say1 degerleri modellemede kullanilacagindan YBMG biinyesindeki
agirhk fonksiyonu Dirac delta fonksiyonun dogrusal kombinasyonlar1 olarak

secilmelidir.
n nJ )
EZ o)o(x—g), 2« =1 x €la,bl, 1=jsN @44
k=1 k=1

Burada o her egitim diiglimii i¢in farkli bir 6nem derecesi belirten katsayidir. Bu

agirlik fonksiyonuna gére YBMG sabiti tanimi agagidaki gibidir.

Ny N
[1ed

j=1

k=1k=1 k=1

WL EM) (4.5)

<

Bir degiskenli YBMG bilesenleri 1</ <N kosulu altinda asagidaki gibidir.

L )

1

1</;</,<N Kkosulu altinda iki degiskenli YBMG bilesenleri asagidaki gibidir.

n, Ny Niy N,y N, n

f.(6",e™) = Z kZ

k=1 k=1

N N
i
H ak”
j
S O j=1
JEIWNES

“4.7)

(8 B (8 ) =FL (8 ),
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YBMG bilesenleri igerisinden ii¢ degiskenli olanlar1 1</, </,</;,<N kosulu altinda

asagidaki gibidir.

k=1 k_=1k =1 k_=1k_=1 Kk =1k, =1
. = (j (k) (k,) (k,) (k) (
k, i i i ky
oo IT o AEM, g™ g g, e )
k=1 j=1 4.8)

JELNJ# LA J# I

Bu bilesen yapilarinin kullanilmas: sonrasinda bir sabit deger, N tane bir parametreli
veri kiimesi, N(N—1)/2 tane iki parametreli veri kiimesi ve© N(N—1)(N—2)/6
tane iic parametreli veri kiimesi elde edilmektedir. Problemi modellemek i¢in gerekli

olan analitik yapiya ulagsmak i¢in asagidaki Lagrange katsayilari kullanilir (Tunga,

2007),

" (X — (Ii)) L

Hxh)—_l(m)ém) EYeD,, 1<k,<n, 1<i<N 4.9)
J= i, — %i, ! ! ! !
J#ki

ve asagidaki ¢ok terimliler tanimlanir[4.10].

B (X )= 3 Ly (x)F, (E4) 4.10.1)
k=1
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:1 k. =1
p| i)l (XI ’X| ’X )E Z Z Z I‘k‘ (X| )Lk (X| )Lk (X )f| i (&.: . );E,n(k )xglj(k ),)
k. =1 kbzl k =1 '
g(/:(":)e Dfl’ g(ifb)ED/z’ é/fé)GD/3’ 1Si1</2< /3§N (4.10.3)

Yukarida yapilan tanimlamalar sonrasit Yeniden Siralamali YBMG ii¢ terimli olarak

asagidaki gibi yazilir.

N N N
f(xp---,XN)Nfo"‘Z P; (X )+ Z P, (Xi , X )+ Z pilizi,‘(xi,’xiz’xg) @.11)
i=1

Il,lz—l Il I2 I2 1

1, <l, i,<i,<i

Bu yaklastirma endeks uzay1 igerisindeki diigiimler i¢in gegerlidir. Fakat test diigtimleri
endeks uzayi igerisinde degildir. Bu yilizden her test digiimii i¢in endeks uzayi
icerisinde karsilik gelen diigiim yaratilmalidir. Bu siire¢ igerisinde ilk yapilan, test
diiglimiine benzer bir egitim diigliimii bulunmasidir. Bu benzer diigiim ¢esitli benzerlik
ya da uzaklik odlgtileri ile belirlenebilmektedir. Bilimsel yazinda belirtilen iglem oklit
uzaklig1 kullanilarak yapilmistir (Tunga, 2007). Test digimii ve egitim diigiimii
arasindaki oklit uzakliklar1 igerisinden en kisa olanini saglayan egitim digimii
referans olarak alinmaktadir. Bu tez calismasinin amaglarindan biri de belirtilen bu
stirecin degisik benzerlik ve uzaklik yontemleri aracilifi ile daha etkin hale

getirilmesidir. Bu amagla gelistirilen adimlar bir sonraki boliimde verilmektedir.
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5. VERI MODELLEME

Bu bdliimde, olusturulacak olan veri modelleme yontemini egitmek i¢in kullanilacak
olan egitim veri kiimesinin siralanmasi, olusturulmus bulunan endeks uzay lizerindeki
digtimler ile eslestirilmesi ve sonrasinda modelin test edilecegi veri kiimeleri i¢in daha
onceden olusturulmus olan endeks uzay igersinde uygun diiglimlerin {iiretiminin
yapilmasina yonelik yontemler Onerilmis ve irdelenmistir. Bu  bdlimde
gerceklestirilecek caligmalar i¢in kullanilacak olan egitim veri kiimesi i¢in, aykirt deger
analizi ya da Oznitelik Onem kontrolii gibi veri kiimesinin sayisal niteliklerini
degistirecek yontemlerin bu asamadan once uygulanmasi gerekmektedir. Bu boliimde
kullanilacak veri kiimesinin sayisal niteliklerinin uygulanacak veri modelleme

yonteminin basarisi i¢in degismemesi gerekmektedir.

Uygulanacak olan asamalar sirasi ile;

e egitim icin kullanilacak olan veri kiimesinin sayisinin belirlenmesi ve bu sayiya

gore endeks uzayin her bir parametresinin boyutunun belirlenmesi,

* egitim veri kiimesinin siralanmasi ve endeks uzaydaki diiglimlerle eslestirilmesi,

* test veri kiimesi i¢in endeks uzayinda uygun diigiimlerin belirlenmesi, olarak

verilebilir
5.1 BOYUT BELIRLEME ALGORITMALARI
Bu boliimiin temel amaci, YSYBMG yoOnteminin uygulanmasi i¢in gereken endeks
uzaymin boyutlarim1 hesaplamak ve bu boyutlar1 belirlemek i¢in harcanan gereksiz

zaman kaybinin Oniine geg¢mektir. Bu calisma icerisinde, bu amaca yonelik iki

algoritma yazilmistir.
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5.1.1 proCent Algoritmasi

Bu algoritma, egitim ve test veri kiimesinin, girilen tek bir veri kiimesi igerisinden
rastgele secilecekleri durumlarda kullanilmak tizere hazirlanmistir. proCent algoritmasi,
olusturulacak endeks uzaymnin boyutlarmni belirlerken dikkate aldigt ana unsur
olusturulacak uzay igerisindeki diigiimlerin sayisiin gercek veri kiimesinin igerdigi
ornek sayisinin % i kadar ya da bu durum endeks uzay1 kosullarina uymuyor ise bu

saytya en yakin olacak sekilde belirlenmesini saglamaktir.

K = [k kki ], Kkt = kxk x-xk, ub = %
(5.1)

hu = kt, kt:

min (|kt,—ub|)

Burada Ki endeks uzay: igin denenecek boyutlar, N gergek uzaym igerdigi ornek
sayisi, s Orneklerin igerdigi Ozniteliklerinin sayisi, ub ulasilmasi beklenen endeks
uzayr diigiim sayisi, hu hesaplanan endeks uzaymnin igerecegi diigim sayisidir.
Algoritma temel olarak gercek veri kiimesinin igerdigi 6rnek sayisinin asal ¢arpanlarini
belirlemekte, bu ¢arpanlar1 endeks uzay1 boyutlar1 olarak atayarak ortaya ¢ikan uzayin
icerdigi diigiim sayisinin amaglanan rakama ulasip ulasmadigini kontrol etmekte, eger
hedefe ulagilmamigsa boyutlar1 kiigiilterek ya da biiyliterek uygun boyutlar1 yakalamaya

caligmaktadir.

Bu hesaplamalar sirasinda goz oniinde tutulan bir diger kosul ise, elde edilecek

boyutlarin arasindaki farklarin en kiiciik olacak sekilde secilmesidir. Ornegin 315

diigim iceren bir veri kiimesi boliinlirken {1, 1, 2, 3, 5, 7} gibi olusturacagi
. “ . e W se 2N

uzayin igerdigi diglim sayist olan 210 tam olarak —3 Oranmna uysa da, bu

boyutlandirma yerine (2, 2, 2, 3, 3, 3} gibi 216 diiglim igeren bir boyutlandirma

tercih edilmektedir. Bu tercihin ana sebebi uygulanacak modelleme yontemleri igin
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endeks uzay1 bilesenlerinin aldiklar1 farkli deger sayilarinin biiyiik bir 6neme sahip
olmalaridir. 1, 1, 2, 3, 5, 7}' boyutlarinda bir endeks wuzaym, 1. ve 2.
bilesenlerinin higbir farkli de§er igcermiyor olduklarindan dolay1r c¢oziime katkisi

2, 2,2, 3,3, 3 boyutlarindaki bir endeks uzaya gore daha diisiik olacaktir. Bu
durumun sebebi, eslestirme algoritmalarimin farkli deger icermeyen endeks uzay
bilesenleri ile saglikli bir eslestirme yapamayacak olmalaridir. Bu anlamda asagidaki

kosula uyumluluk aranmaktadir.

hu = kt;, kt: min( ZZ (5.2)

Burada s oOrneklerin igerdikleri oOzniteliklerin sayisidir. Bu esitlik endeks uzayi
bilesenlerinin igerdikleri farkli deger sayilarinin diger bilesenlerin igerdigi farkl deger

sayilar1 ile aralarindaki farklarin minumum olmasi gerektini gostermektedir.
5.1.2 proCentOne Algoritmasi

proCentOne algoritmasi egitim ve test veri kiimelerinin, sisteme ayri ayri girilmesi
durumunda kullanilmak iizere hazirlanmistir. proCentOne algoritmasi olusturulacak
endeks uzaymin boyutlarini belirlerken dikkate aldigi ana unsur, olusturulacak uzay
icerisindeki diigiimlerin sayisinin gercek veri kiimesinin icerdigi 6rnek sayisina esit
olmas1 ya da bu durum endeks uzayi kosullarina uymuyor ise bu sayiya en yakin olacak

sekilde belirlenmesini saglamaktadir.

kt, = k; xk;x---xk;, ub =N
(5.3)
hu = kt, kt:

min(|kt.—ub|)

Burada degiskenler ve yaklagim yontemi proCent algoritmasi igerisinde anlatildigi

gibidir. ProCentOne algoritmasinda da proCent algoritmas1 gibi hesaplamalar sirasinda
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g6z Oniinde tutulan bir diger kosul, elde edilecek boyutlarin arasindaki farklarin en

kiiciik olacak sekilde secilmesidir.

Ornegin 390 diigiim iceren bir veri kiimesi béliiniirken {1, 1, 2, 3, 5 13} gibi
olusturacagi uzayin icerdigi diiglim sayis1 tam olarak 390 olsada, bu boyutlandirma
yerine {2, 2, 2, 3, 4, 4} gibi 384 diigim iceren bir boyutlandirma tercih
edilmektedir. Dolayisi ile burada da (3.2) esitliligine uyumluluk aranmaktadir.

5.2 SIRALAMA ALGORITMALARI

Bu boliimiin temel amaci, farkli egitim veri kiimesi dizilimleri ve bunlara uygun olarak
olusturulmus bulunan endeks uzay icersindeki noktalar ile eslesmelerin olusturulan
model iizerindeki etkilerinin gozlemlenebilmesi icin farkli dizilim algoritmalari

olusturmaktir.

Olusturulan algoritmalar ile ortaya konulacak olan farkli eslesmeler, olusturulacak olan
modeli dogrudan etkilemektedir. Bu etkileme olay1 test veri kiimesi i¢in olusturulacak
yeni endeks uzay diigiimlerinin belirlenmesinde kilit rol oynamaktadir. Ciinkii yeni
endeks diigiimleri belirleme calismalari, daha evvel olusturulmus olan endeks uzayi
tizerindeki digiimlerle eslesmis olan egitim veri kiimesi igerisindeki diigiimler

lizerinden yiiriitiilmektedir.
Dolayis1 ile referans olarak kabul edilen egitim diigiimiiniin eslestigi endeks
diiglimiiniin farkli sec¢ilimleri, test edilecek veri kiimesi i¢in olusturulacak endeks

diigimlerinin farklilasmas1 durumunu ortaya ¢ikarmaktadir.

Kullanilacak olan algoritmalar i¢cin uygulama amacli olusturulan esitlikler asagidaki

gibi verilmistir.
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Amm: A21 A22 A2n Imxn: 121 [22 IZn
Am] AmZ Amn ]ml [m2 . Imn
(5.4)
R, FS,=0

Burada 4,,, egitim veri kiimesini temsil eden matris, /,,, endeks uzaym temsil
eden matris R, A egitim veri kiimesi icersindeki diigiimlerin siniflarini belirten

matris  FS,,, A egitim veri kiimesi igersindeki smiflar1 belirten matris olarak

tanimlanmugtir.

Kullanilacak olan dizilim algoritmalarinin diigiimler tizerindeki etkilerinin gdsterilmesi

icin Tablo 5.1 deki 6rnek veri kiimesi kullanilacaktir.

Tablo 5.1 : Ornek ham veri kiimesi

1234 sumif 1234 sumf
1 1,6,1,3 11 6 1,3,4,2 10
2 3,5,1,3 12 7 0,6,2,2 10
3 1,4,4,1 10 8 4,6,3,2 16
4 1,6,5,0 8 9 4,6,0,4 16
5 3,6, 1,1 11 10 3,6,4,3 16

5.2.1 Class Siralama Algoritmasi

Bu yontem egitim veri kiimesinin R sinif matrisi elemanlarina gére dizilmesi ve bu
dizilimin FS icerisindeki siraya gore yapilmasini amaglamaktadir. Olusturulan gruplar

icinde herhangi bir siralama olmaz. Endeks uzayr i¢in bir degisiklik s6z konusu
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degildir. Eslestirme siraya gore yapilir. Belirtilen bu sonucglar Tablo 5.2 ile

verilmektedir.

Bu siirecin 6rnek veri kiimesi kullanilarak yapilacak olan tarifi su sekildedir:

Ornek veri kiimesi igerisindeki diigiimler smiflarina gére dizilmelidirler. Bu dizilime
gore Ornek veri kiimesi igerisinde dizilimden once 4. sirada bulunan “1, 6, 5, 0 siifi :
8”7 diigiimii dizilim sonrasi en kiiclik smif sayisina sahip oldugu i¢in 1. siraya
yerlesmistir. Dizilim 6ncesi 2. sirada bulunan “3, 5, 1,3 smifi : 12 ” diiglimii dizilim

sorasi 7. siraya yerlestirilmistir.

Tablo 5.2 : Class ile dizilim sonrasi eslestirme sonucu

egitim diiglimleri indeks uzayi
T 1,6,5,0 sinifi : 8 1,1,1,1
T 1,4,4,1 sinifi : 10 1,1,1,2
T 1,3,4,2 sinifi:10 1,1,1,3
T 0,6,2,2 sinifi:10 1,1,1,4
l 1,6,1,3 sinifi:11 1,1,1,5
l 3,6,1,1 siifi : 11 1,1,2,1
l 3,5,1,3 sinifi : 12 1,1,2,2
4,6,3,2 sinifi : 16 1,1,2,3
4,6,0,4 sinifi : 16 1,1,2,4
3,6,4,3 sinifi : 16 1,1,2,5

Bu dizilim algoritmasi ile hedeflenen egitim diiglimlerinin endeks uzay igerisinde
siiflarima gore ayriklastirilmasidir. Elde edilen bu ayriklik durumu endeks uzayinda,

farkli siniftan diigiimlerin boliinmez alanlar olusturmasi ile sonug¢lanmaktadir.

5.2.2 Order Siralama Algoritmasi

Bu yontem, class yontemi ile elde edilmis dizilim sorasinda eslestirilme yapilmadan

once siniflarina gore dizilmis olan diigiimleri son Ozniteliklerinden baslayarak her
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Oznitelik i¢in kiiclikten biiyiige dogru olacak sekilde yeni bir dizilim algoritmasina tabi
tutulmas1 ile gergeklestirilir. Endeks uzayi i¢in bir degisiklik s6z konusu degildir.

Eslestirme siraya gore yapilir. Eslestirme sonuglar1 Tablo 5.2 ile verilmektedir.

Bu siirecin 6rnek veri kiimesi kullanilarak yapilacak olan tarifi su sekildedir:

Ornek veri kiimesi icerisindeki smiflarina gére siralanmis diigiimler, siniflari icerisinde
tekrar dizilmektedirler. Bu dizilime gore, 6rnek veri kiimesi igerisinde dizilimden 6nce
smiflart “10” olan “0, 6, 2, 2 smifi : 10” ve “1, 4, 4, 1 smifi:10” diiglimleri
Ozniteliklerinin  biiyiiklik  ve  kiigiikliiklerine  gore  degerlendirilerek  yer
degistirilmiglerdir. Ayn1 sinifa sahip “1, 3, 4, 2 smifi:10” digimii veri kiimesi

icerisindeki yerini korumustur.

Tablo 5.3 : Order ile dizilim sonrasi eslestirme sonucu

egitim diigiimleri indeks uzayi
1,6,5,0 sinifi : 8 1,1,1,1
T 0,6,2,2 sinifi : 10 1,1,1,2
1,3,4,2 sinifi:10 1,1,1,3
l 1,4,4,1 sinifi:10 1,1,1,4
1,6,1,3 siifi:11 1,1,1,5
3,6,1,1 sinift : 11 1,1,2,1
3,5,1,3 sinifi : 12 1,1,2,2
T 3,6,4,3 sinifi : 16 1,1,2,3
4,6,0,4 siifi : 16 1,1,2,4
l 4,6,3,2 sinifi : 16 1,1,2,5

Bu dizilim algoritmasi ile hedeflenen, siniflarina gore dizilmis egitim diiglimlerinin,
endeks uzay icerisinde siniflarina gore ayrik olarak olusturacaklari alanlar igerisinde
eslestikleri noktalarin, rastgele secilimini bir kurala baglamak ve alanlar igerisinde
diizenli bir yayilimi miimkiin kilmaktir. Elde edilen bu kendi igerisinde diizenli ayriklik
durumu, elde edilen boliinmez alanlar igerisinde olusturulacak yeni diigiimler i¢in

referans bir kurala izin vermektedir.
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5.2.3 use rank Siralama Algoritmasi

Bu yontem, order yontemi ile egitim diiglimleri dizildikten sonra endeks uzay boyutlari
ile egitim veri kiimesinin Ozniteliklerinin igerdikleri farkli deger sayilarina gore bir
eslestirme yapilmasin1 ve bu eslestirme sonrasi endeks uzayir boyutlarmin bu
eslestirmeye gore yeniden belirlenmesini amaglamaktadir. Amaglanan yeni dizilimi
saglayacak eslestirme, endeks uzaymin en biiyiik boyutu ile egitim veri kiimesi
icerisindeki Oznitelikler arasindan en ¢ok farkli deger igeren 6zniteligin eslestirilmesi
ve sonraki boyutlar ve Oznitelikler arasindaki eslesmelerinde ayni kuralla devam
etmesi seklinde ger¢eklenmektedir. Gerekli dizilim sonrasi egitim diigiimleri ve endeks

uzay1 noktalar1 arasindaki eslestirme siraya gore yapilmaktadir.

Bu siirecin ornek veri kiimesi kullanilarak yapilacak olan tarifi su sekildedir:

Ornek veri kiimesi icerisinde en fazla farkli deger igeren 3. dzniteliktir. Sonraki, 4 ve
son ikisi de 1. ve 2. dir. Endeks uzayinda ise en fazla farkli deger igeren siitunlar
sirastyla 4, 3, 2, 1 numaral siitunlardir. Bu durumda indeks uzayinda 3. ve 4. siitunlar
yer degistirmelidir. Bu siralama algoritmasi sonucunda 6rnek ham veri kiimesi icin elde

edilen yeni siralama Tablo 5.4 ' de verilmektedir.

Tablo 5.4 : Use rank ile dizilim sonrasi eslestirme

egitim diiiimleri indeks uzayi
— —
1,6,5,0 sinifi : 8 1,1,1,1
0,6,2,2 sinifi : 10 1,1,2,1
1,3,4,2 sinifi:10 1,1,3,1
1,4,4,1 sinifi:10 1,1,4,1
1,6,1,3 sinifi:11 1,1,5,1
3,6,1,1 siifi : 11 1,1,1,2
3,5,1,3 sinifi : 12 1,1,2,2
3,6,4,3 sinifi : 16 1,1,3,2
4,6,0,4 sinifi : 16 1,1,4,2
4,6,3,2 sinifi : 16 1,1,5,2
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Bu dizilim yontemi ile hedeflenen; endeks uzayinin, egitim veri kiimesi igerisindeki
Ozniteliklerin icerdikleri degerler anlamiyla genislikleri ile uygun olacak sekilde

olusturulmasidir.

Bu islem sonrasi endeks uzayin, egitim veri kiimesinin farkli degerler igeren
Oznitelikleri bakimindan daha iyi bir temsil yetenegine sahip olacag: diigiiniilmektedir.
Bu daha iyi temsil yetenegi, endeks uzayi igerisinde egitim diigiimleri ile olusturulan
ayrik kiimeler igerisindeki diizenli yapiin kalitesinin arttirilmasidir. Bu durum, yeni
endeks diigiimler olusturulurken gézoniine alinabilecek yeni bir kural ortaya ¢ikarmis

olmaktadir.
5.2.4 use rate Siralama Algoritmasi

Bu yontem, egitim veri kiimesi icerisindeki diiglimlerin igerdikleri degerlerin veri
kiimesi  Oznitelikleri  i¢in  infogainattributeeval algoritmasi ile elde edilen
degerler ( IG; ) ile ¢arpilip toplanmasi ve elde edilen bu toplamlara gore siralanmasi
mantigina dayanmaktadir. Bu yontem use rank yonteminden sonra uygulanmaktadir.

Endeks uzay1 igerisindeki diigiimler i¢inde ayn1 islem gergeklenmektedir.
5.2.4.1 Infogainattributeeval algoritmasinin kullanilmasi

Bu algoritma bir diizensizlik ve dngoriilemezlik 6l¢iisii olarak nitelendirilen entropi' yi
temel olarak almaktadir. Yontem egitim veri kiimesi igerisindeki diizensizligi olger ve
Ozniteliklerin bu diizensizlik iizerindeki etkisini sorgular. Egitim veri kiimesi Y i¢in
hesaplanan entropi H (Y) ile egitim veri kiimesi igerisindeki siniflarmn kiimesi X in

hesaplanan entropi iizerindeki etkisi H (Y /X ) ve IG elde edilen faydadur.

Egitim veri kiimesi Y i¢in hesaplanan entropi asagidaki bagint1 kullanilarak bulunur

H(Y)==2 p(y).log,(p(y)) (5.5)

yEY
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Egitim veri kiimesi igerisindeki siniflarin kiimesi X in hesaplanan entropi lizerindeki

etkisi ise asagidaki gibidir.

H(YIX)==2, p(x)D, ply/x).log,(p(y/x)) (5.6)

xeX yeyYy

Her oznitelik i¢in elde edilen faydanin, /G, hesaplanmasi

IG,
IG=H(Y)-H(Y/X)=H(Y)-H(X/Y), IG = _IG2 (5.7)
IG,
bagintisi ile gergeklestirilir.

5.2.4.2 Siralama olciisiiniin hesaplanmasi

Siralama oOl¢listi egitim diigiimii igersindeki noktalarin 6zniteliklerin sagladiklar1 fayda
ile ¢arpilip toplanmasi ile elde edilen bir sayidir. Diiglimler bu sayiya gore kiiciikten

bliytige siralanirlar. Belittilen yeni siralanma Tablo V.5' de verilmektedir.

CT,
T = CETZ T, = ;A@,IGJ (5.8)
CT,

Bu siralama algoritmasi ile hedeflenen Ozniteliklerin entropi iizerindeki etkilerinin
kullanilarak ayrik alanlar icerisinde olusturulmus diizeni, egitim veri kiimesi
icerisindeki diizene uydurabilmektir. Bu sayede kaliteli bir eslesme yapilabilecegi

distiniilmektedir.
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Tablo 5.5 : Use rate ile dizilim sonrasi eslestirme sonuc¢lari

egitim diiglimleri indeks uzayi
— >
T 3,6,1,1 simifi : 11 1,1,1,1
T 1,4,4,1 sinifi:10 T 1,1,1,2
l 0,6,2,2 sinifi : 10 l 1,1,2,1
l 1,3,4,2 sinifi:10 T 1,1,2,2
l 1,6,5,0 sinifi : 8 l 1,1,3,1
l 1,6,1,3 sinifi:11 T 1,1,3,2
3,5,1,3 sinifi : 12 l 1,1,4,1
4,6,0,4 siifi: 16 T 1,1,4,2
T 4,6,3,2 sinifi : 16 l 1,1,5,1
l 3,6,4,3 siifi : 16 1,1,5,2

NOT: Bu érnekte IG, =1 esitligi kullamlmistir.

5.3 YENI ENDEKS DUGUMU BELIiRLEME ALGORITMALARI

Yeni endeks diigiimii bulmak i¢in olusturulan algoritmalar, daha dnce yapilmis olan
egitim veri kiimesi, A,,, ve endeks uzayi, I, eslestirmeleri ile ortaya ¢ikarilan
endeks uzay tizerinde, test veri kiimesinin, T,, icerdigi test diiglimleri i¢in uygun

bir endeks diiglimii yaratmay1 amaclamaktadirlar.

T11 le Tln
Tlocn = T.21 ]7.22 T.2n (5-9)
Tk] Tkz ceee Tk}’l

Bu algoritmalar ile yapilan tahminin dogrulugu dogal olarak, test diiglimiiniin dahil
oldugu smifin tahmin edildigi, YSYBMG ile elde edilmis analitik yapidan alinacak
sonucu dogrudan etkilemektedir. Yapilan tahminin dogrulugu ile diigiimiin sinifinin
belirlenmesi dogru orantili iki tahmin siirecidir. Bu tahmin siireci ayni sinif igerisinde
bir noktanin referans alinmasinin saglanmasi ya da belirli bir kurala gore referans

aliman herhangi bir noktadan veya noktalardan yola ¢ikarak dogru endeks diigiimiinii
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yaratacak fonksiyonun bulunmasi seklinde benzerlik ve/veya yakilik o6lgiileri
kullanilarak gergeklenebilecegi gibi tiim egitim veri kiimesi kullanilarak ortak

kullanima agik bir f(T,,T 12, T fonksiyonu iireterek de gergeklenebilmektedir.

Uretilmis olan (T 11,T12,--~,T1n) fonksiyonu test diigiimii i¢in yeni endeks uzayi
diglimii belirleme isini bir fonksiyona yiiklediginden dolayi, dogal olarak test
diiglimiintin dahil oldugu sinifin belirlenmesi i¢in belirlenen tahmin siireci icerisindeki

bir agamay1 atlamakta ve siireci kisaltmaktadir.

Yeni endeks diigiimii bulma algoritmalar1 bu diisiinceler 1s18inda iki farkli yaklagim
kullanilarak ortaya konulmustur. Bu iki farkli yaklasim, fonksiyonel ve benzerlik

yaklasimlaridir.

5.3.1 Fonksiyonel Yaklasimlar

Fonksiyonel yaklasim ile ulasilmasi diisiiniilen temel hedef, egitim veri kiimesinin
ozelliklerinden ya da egitim veri kiimesinden elde edilecek bilgiler kullanilarak yeni
endeks diigiimler igin bir T (T, T,...,T,) kestiricisi elde etmektir. Bu kestirici
fonksiyon sayesinde her test diiglimii i¢in dogru endeks diiglimii olusturulacak olmasi
nedeniyle bir kere olusturulduktan sonra istenilen kadar test diigiimii i¢in herhangi bir

art1 tahmin islemine gerek olmadan gerekli endeks diiglimiinii belirleyecektir.

Elde edilen bu endeks diigiim kestiricisi fonksiyon YSYBMG yontemi ile olusturulacak
olan analitik yap1 icerisine gdmiildiigiinde ise, elde edecegimiz denklem ile birlikte test
diigimlerinin mensup olduklar1 siniflari, higbir islemden gecirmeden elde edilen

denklemde yerine koyma yontemini uygulayarak belirlenebilecektir.

Bu yontem ile bir kere olusturulacak olan analitik yap1 sayesinde yiiksek islem maliyeti
olan smiflandirma islemlerine gerek duyulmadan hesaplamalar yapilabilecek ya da
ornegin bir ¢igegin Ozelliklerini bir fonksiyonda yerine koyarak artt bir islem

yapilmadan ¢i¢egin tiirlinii belirten sinif belirteci belirlenebilecektir.
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5.3.1.1 Cok degiskenli regresyona dayah yontem

Bu yontem, test i¢in kullanilacak test diiglimlerinin her 6zniteligi i¢in ayr1 bir ¢ok
degiskenli regresyon denklemi olusturulmasi ve bu denklemler ile test diiglimleri igin

endeks diigiimleri olusturmay1 amaglamaktadr.

Regresyon denklemleri, egitim veri seti kullanilarak herbir 6z nitelik i¢in ayr1 olarak
iiretilir. Regresyon denklemleri olusturulurken, hangi 6zniteligin tahmin edicisi olacak
ise o Oznitelik A; veri kiimesinden ¢ikarilir, geri kalan O6znitelikler bagimsiz
degiskenler olarak atanir ve ¢ikarilan 6znitelige karsilik gelen yani ayni sirada bulunan
endeks uzay1 boyutu, I; ulasilmaya ¢alisilacak olan bagimli degisken olan Y olarak

tanimlanir.

Herbir Oznitelik ic¢in olusturulan bu esitlikler sistemine K, esitlikler sistemi
denilmektedir. Ornegin birinci 6znitelik icin olusturulmus esitlikler sistemi K,

olarak adlandirilmaktadir. Olusturulan bu esitlik sistemi asagida gdsterilmistir.

Yl ]ll
Y= Y2 = ]21 ,
.Yn In]
- (5.10)
Xy X Xl(nfl) A, Ay 4,
X ( _1): X21 XZZ XZ(n—I) — A22 A23 AZn
.XmI XmZ Xm(n—l) AmZ Am3 Amn

Elde edilen Y ve X, -, kullanilarak regresyon denklemi elde edilir. Regresyon

denklemi igerisinde yer alan bagimsiz degiskenlerin X; alacaklar1 degerler T;

olarak belirlenmektedir.
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x =| % | mM=r, M, =T, x =M, (5.11)

Regresyon denklemi B katsayilar1 vektori (5.12) esitligi ile belirlenmektedir. Elde
edilen B katsayilar vektorii kullanilarak elde edilen regresyon denklemi (5.13)

esitliginde verilmistir

B=(x"x)"x"y (5.12)

Y, = BotB X+ By Xn e, (5.13)

K, esitlikler sistemi her 6znitelik i¢in tekrar olusturulur. Bu esitlik sisteminden yola
cikilarak her oznitelik i¢in yeni bir ¢ok degiskenli regresyon denklemi olusturulur. Bu
siire¢ sonrasinda Oznitelik sayis1 kadar regresyon denklemi elde edilmis olmalidir. Bu
regresyon denklemleri Oznitelik sayisinin bir eksigi kadar bagimsiz degisken

icermektedir.

Elde edilen regresyon denklemleri ile birlikte yeni olusturulacak endeks diigiimiiniin

her noktasi i¢in bir tahmin edici denklem ve tahmini denklem sonucu, 1},. elde edilmis

olacaktir.

Yl - BOO+311T12+ BZlT13+"‘+Bl(n71)T1n+el

Y

2 301+312Tll+ﬁ22T13+"‘+32(n—1)T1n+e2 (5'14)

Y, Bont BT+ BTt 4B Ty Te,

1?,- denklemleri kullanilarak test diigtimleri i¢in endeks diigiimleri olugturulmaktadir.

Bu hesaplama i¢in tahmin edilecek Oznitelik diiglimden ¢ikarilmakta ve geri kalan
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Oznitelikler regresyon denkleminde kullanilarak tahmin yapilmaktadir. Bu siire¢ herbir

oznitelik igin tekrar edildikten sonra yeni indeks diigiimii YI, olusturulmaktadir.

A A

vi, = |Y,.,Y,,..Y,] (5.15)

5.3.2 Benzerlige Dayah Yaklasimlar

Benzerlige dayali yaklagimlar, degisik benzerlik ya da uzaklik 6l¢iilerini kullanarak test
diigimii i¢in yakin ve/veya benzer egitim diiglimleri ve/veya kiimeleri bulunmasi ve bu
elde edilen bilgilerden yola ¢ikilarak yeni bir endeks diiglim olusturulmasi amacini

tasimaktadir.

Benzerlige dayali tahmin siirecleri i¢in iki farkli yonelim olabilmektedir. Bunlardan
birincisi, referans alinacak egitim diiglimiiniin ayn1 sinifa mensup olmasi dolayist ile bu
egitim digimiiniin eslestigi endeks diigiimiine yakin yeni bir endeks diigiimii
olusturulmasidir. Bu ydnelim, egitim veri kiimesi ile eslesen endeks uzaymin egitim
diigimlerinin siniflarina gore ayrik alanlar icermesinden yola ¢ikmakta ve iretilecek
endeks diigiimiiniin ayrik alanlar igerisine diisecegi ongoriilmektedir. Ikinci yonelim,
belirlenmis bir kurala gore belirlenmis referans noktasi lizerinden yine belli bir kurala
uyarak ve/veya bir fonksiyon yardimi ile yeni bir endeks diigiimii olusturulmasi fikrine

dayanmaktadir.
5.3.2.1 Degisen varyans oranlar1 yontemi

Degisen varyans oranlar1 yontemi, temel olarak test diiglimlerinin, egitim veri kiimesi
icerisindeki farkli siniflara dahil olan egitim diiglimlerinin 6znitelikleri i¢in hesaplanan
varyans degerlerinin iizerinde yaratacaklari etkinin ayrisma bakimindan 6nemli bir
Olciit oldugunu kabul eder ve en az etki yaratilan grubu test diiglimii i¢in yeni egitim

veri kiimesi olarak kabul eder. Bu etkinin gdzlenebilmesi i¢in, A,,, yani egitim i¢in

kullanilacak veri kiimesi, egitim diigiimlerinin siniflarina gore farkli gruplara, G;
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boliinmektedir. R,,, Matrisi, A,,, egitim veri kiimesinin igerdigi siniflar1 igeren

matris olmak lizere R,,, matrisinin ranki farkli grup sayisin1 vermektedir.

R
R = 2 » G:{GI,GZ,""Gmnk(R)} (5°16)

Burada G tiim gruplar1 kapsayan kiime olarak belirlenmistir. G kiimesinin alt kiimeleri

G, ler asagidaki gibi gosterilmislerdir.

Ak] Akz Akn
G,=GA, = A(if-%—l)l A(f+1)2 A<:k+1>n (5.17)
Am,l Am,2 Am,n

G; veri  kiimelerinin  igerdikleri  Oznitelikler, G; ler  asagidaki  gibi

gosterilmektedirler.
ki
G,=GA=|duwrn;
i ; s (5.18)
A

Hesaplamalar sirasinda kullanilacak esitlikler ortaya konulduktan sonra egitim veri
kiimelerinin smiflara gore boliinmesi ile olusan G; 'nin Ozniteliklerini temsil eden

G; 'ler igin varyans hesabi yapilmalidir.

ENCED I ~ DR
var (x)=s" = N—1;(Xf X) (5.19)
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Her G, ozniteligi i¢in hesaplanan var(G;) varyansi V, genel varyans matrisi

icerisindeki yerini almaktadir.

var(G,,) var (G,) e var(G,)
y. = |var (.G21) var(.Gzz) var ('Gzn) (5.20)
Var(Gmnk(R)l) var(Grank(R)Z) oovar (Grank(R)n)

Bu siire¢ sonras1 V; varyans matrisi elde edilmistir. Elde edilen V varyans matrisi ile
degisimi gozlemlemek amaciyla karsilastirma yapilmasi gereken YV varyans matrisi
olusturulmalidir. Bu matris igin test diigiimii, G; kiimelerine eklenir ve yeniden
varyans hesaplanir. Test diigiimiiniin G; kiimesine eklenmesi ile elde edilen YG,

matrisi iizerinden yeniden varyans hesaplamalar1 yapilir.

A11 Alz Aln
A21 A22 A2n
YG, = |: : ol (5.21)
Amll Am,Z Am,n
.Tgl Tgl Tgn.

YG, matrisi igersindeki ozniteliklerin varyanslarimin var (YG;) hesaplanmasi ile

elde edilen YV matrisi asagidaki gibidir.

var (YG)) var (YG,,) - var(YG,,)
Yy, = var(.YGzl) var(.YGzz) var(.YGZH) (5.22)
var(YGrank(R)l) Var(YGrank(R)Z) Var(YGrank(R)n)

Bir sonraki adimda, T, test diigiiminin G, 'lere eklenerek hesaplanan YV, ve

V. varyans matrisleri arasindaki farklarin oranlari tespit edilmektedir. Bu oranlar
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toplanarak oranlar toplami OT; elde edilir.

n

OoT, = Z‘(mr(G )—var(YG,))Ivar (G,)

i
J=1

(5.23)

Elde edilen rank(R) adet OT; arasindan en kiigik olammimi hesaplarken
kullandigimiz  G; bu asamadan sonra tlizerinde calisilacak egitim veri kiimesi olarak

kabul edilir, YA, vediger G; 'ler dislanir.
YA, = |G, : G=min(OT,) (5.24)

Bu asamadan sonra, yeni egitim veri kiimesi igerisinden her test diiglimii i¢cin Oklit
uzakhigr ile en yakm egitim diigiimii, EYED; tespit edilecektir . EYED, Oklit

uzakhigi d(q,p); temel alinarak tesbit edilmektedir.

n

d(q, p) \/ (Qi_pi)z (5.25)

i=1

YA; : YA=min(\ Y (T;—YA,)
j=1

YA, igerisinden T; ig¢in bulunan EYED,; noktasmin eslestigi endeks diigiimii,

EYED, = (5.26)

bu yontem icerisinde yeni endeks diiglim arayisindaki baslangi¢ noktasi olacaktir. Bu
diigimii olusturan noktalar iizerinden HF fonksiyonu ile hareket ederek uygun noktalar

tespit edilecektir.

141, EYEDT)  pyen g
Y, = HF(EYEDy) = | """V EYED, g (5.27)

I, EYED, = 0

J
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A

Noktalar tespiti sonrast YI, = [V ,,,Y,,,...,Y, ] esitligi bize yeni endeks

V4

diigimiinti vermektedir.
5.3.2.2 Mahalanobis uzakhgina dayal tahminsel yaklasim

Bu yontem, egitim veri kiimesi igerisinde yer alan farkli smiflarm  G; merkezlerinin
ve egitim veri kiimesi igindeki diigiimlerinin, test diigiimlerine olan uzakliklarinin
Mahalonobis metrigiyle 6lgiilmesi ve yeni endeks diigtimii, YI, tespit etmek igin iki

nokta tespit edilmesi mantigina dayanmaktadir.

Bu yontem igerisinde tespit edilecek ilk nokta, mahalonobis metrigine gore kiime
merkezi, test diiglimiine en yakin olan G; igerisindeki yine mahalonobis metrigine
gore test diigiimiine en yakin olan egitim diigiimiidiir. Ikinci tespit edilecek nokta ise,
egitim veri kiimesi icerisinde mahalonobis metrigine gore test diiglimiine en yakin

diigiimdiir.

Secilen bu iki noktanin, test diiglimiine olan uzakliklarinin orami ile bu diigiimlere
karsilik gelen endeks diigiimleri agirliklandirilmakta ve bu agirliklandirilmis iki endeks
diigiimii 6znitelikleri toplanmaktadir. Bu toplama sonrasi elde edilen nokta test diiglimii

icin iiretilen yeni endeks diigiimii olarak kabul edilmektedir.

Test edilecek digiimin G; kiime merkezine olan mahalanobis uzakliginin formiili

asagidaki gibidir.

DM (T"), 1) = VT =15 ) S (TT),— 1) (5.28)

En yakin kiimenin G, nin elemanlar1 ile test edilen diigiim arasidaki uzakligi

asagidaki formiil vermektedir.

(5.29)



Tespit edilecek ikinci nokta olan A,,, icerisindeki mahalanobis uzakligina gore en

yakin diigiimiin hesaplanmasi i¢in kullanilan formiil (V.30) de verilmistir.

DM ((T"),,(A")) = V((TT),—(A"))"s ' ((TT),—(A")) (5.30)

EYKM, = |G, : G,=min(DM,((T"), u;)), (5.31)
ve bu smif icerisindeki en yakin noktanin tespit edilmesi ile elde edilir.

EYKE, = |G,, : G,=min(DM(T,,G,)) (5.32)

Jp

Ikinci nokta ise tiim egitim veri kiimesi icerisinden en yakin olanimin tespit edilmesi ile

elde edilir.
EYED, = |(A"); : (A");=min(DM(T,,(A")))] (5.33)

Elde edilen EYKE, ve EYED, diigiimleri (T'), diigiimiine olan uzakliklarina
orantili olarak  YI, olusturulurken kullanilirlar. Bu orant1 (5.34) de verildigi gibi

hesaplanmaktadir ve  HO; bu orantiy1 simgelemektedir.

DM(T,,EYKE,)
HO, = i

"~ DM(T,, EYKE;)+ DM (T,,EYED,) (5.34)
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Elde edilen HO; orantisi asagidaki esitlikteki yerine konarak diigimii olusturan

noktalar tesbit edilir.

Y, = HF(EYKE,,EYED,) = EYKE,HO+EYED,(1-HO), (5.35)

Zl

A

Noktalarin belirlenmesi sonras1 Y[, = {1721,1722,...,an} esitligi yeni endeks

z

diigiimiinii vermektedir.
5.3.2.3 OKlit uzakhgina dayah yontem

Bu yontem test edilecek diiglime oklit uzakligiyla en yakin olan egitim diigiimiiniin
bulunmasi ve bu diigliimiin eslestigi endeks diigiimiinden hareketle yeni bir endeks

diigimii yaratilmas1 mantigina dayanmaktadir.

Bu yontemde 6nemli olan HF fonksiyonunun diizenlenmesidir. HF fonksiyonu referans
noktasindan, test diiglimiiniin Oznitelikleri ve egitim diiglimiiniin 6zniteliklerinin
karsilastirilmast ya da oranlanmast ile elde edilen rakamlar1 kullanarak hareket ederek,

yaratilacak yeni endeks diigiimiiniin yerini bulur.

Bu ¢alismada HF fonksiyonu oransal yaklasimla elde edilmistir. Bu yaklasim ile oklit
metrigine gore egitim veri kiimesi igerisinden en yakin egitim diigiimii se¢ilmektedir.
Secilen egitim diiglimii ve test edilecek test diiglimii Oznitelikleri arasindaki farkin

orani ile egitim diiglimiine karsilik gelen endeks diigiimii 6znitelikleri agirliklandirilir,

Bu agirliklandirma sonrasi elde edilen yeni diigliim test diigiimii i¢in yeni olusturulan
endeks diigiimii olarak kabul edilir. Olusturulan endeks diigiimiiniin yeri ile ilgili
herhangi bir kisit bulunmadigindan istenilir ise. bu endeks diigiimii egitim diiglimiine

karsilik gelen endeks diigiimiiniin asimptotik komsulugunda olacak sekilde segilebilir.
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EYED,= {(A");: (A")=min(\ 2 (T;—A;)’) (5.36)
j=1
(EYED;—T,)

5 EYED;

Y, = HF(EYED;) = I+I,—————, EYED, # 0 (5.37)

n
I, EYED; = 0
Buradaki n, test diigiimi sayisidir. Noktalarin tespiti sonrast

A

YI, = [f’zl, f’zz ,...,Y | esitligi bize yeni indeks diigiimiimiizii vermektedir.
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6. YSYBMG MASAUSTU UYGULAMASI

YSYBMG masaiistii uygulamasi, lizerinde YSYBMG yontemi ve bu tez ¢aligmasi
icerisinde Onerilen modelleme yoOntemlerinin kullanilmasi ve simanmasi amacini
tagimaktadir. Kullanicilarin veri kiimesini ayrintilar1 ile inceleyebilmesi ve gerekli

goriliir ise veri kiimesi iizerinde degisiklikler yapabilmesini miimkiin kilmaktadir.

Bu durum kuskusuz iizerinde c¢alisilan veri kiimesinin igeriginin ve veri kiimesinin
sayisal nicelikleri iizerinde yapilan degisikliklere yontemlerin verecekleri tepkiyi
O0lecmek bakimindan yararl olacaktir. Bu gozlemler sonrasi aragtirmacilar yontemleri

daha yakindan tanima firsatin1 yakalayacaklardir.

Bu uygulama igerisinde istenilir ise egitim veri kiimesi ve test edilecek veri kiimesi ayri
ayn girilebilmekte, eger tek bir veri kiimesi kullanilacak ise uygulama uygun endeks
uzay1 olusturarak veri kiimesini endeks uzay1 boyutlarina gore bolebilmektedir. Bu
boliinmeye iliskin bilgi selectAttribute arayiizii igerisinde goriilebilmektedir. Eger farkli
bir boliinme sayis1 istenilir ise, endeks uzayr sinirlart mainGui arayiizii igerisinden

girilerek istenilen boliinme saglanabilmektedir.

On inceleme safhasi sonrasi veri kiimesi iizerinde smamalarin yapilabilecegi bir
calisma ortami yaratmak iddiasinda olan bu kullanici araylizii bu anlamiyla yeni
caligmalar i¢in yararli olmak gibi bir misyonu tasirken ayni zamanda da, degisik veri
kiimeleri ile Onerilen yontemlerin farklt kombinasyonlar: ile sinanmasi gibi kendini
denetime agmak gibi bir amag tasir. Bu amagla, uygulama igerisinde yontemler arasinda
capraz eslesmeler yapilabilmekte ve bu yontem kombinasyonlarinin istenilen sayida

tekrar edilebilecegi bir arayiliz bulunmaktadir.

Bu arayiiz sayesinde, denemenin tekrar edilmesi, sonug¢larin dosyalanmasi gibi zaman

alict igler uygulama tarafindan standartlastirilarak ¢éziilmekte ve kullanici i¢in hizli bir
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deneme siireci yaratilmaktadir. Bu ¢oklu deneme siireci sonrasi, her bir deneme igin
“pdf” uzantili bir rapor dosyasi olusturulmaktadir. Bu dosya veri kiimesine iliskin
yapisal bilgileri, denemeye iliskin bilgileri ve sonuglara iliskin istatistikleri tutmaktadir.
Bu raporlar istenilen deney sayisinda uygulanan yontemlerin kullanilmast ile
adlandirilmis bir klasor igerisinde tutulmakta ve yontemlerin her biri i¢in ayr1 klasor

olusturulmaktadir.

Ayrica her bir yontem kombinasyonu i¢in denemelerin tamamindan yola ¢ikarak “.pdf”
uzantil1 bir rapor hazirlanmaktadir. Bu rapor her bir yontem kombinasyonu i¢in ayrica

hazirlanmakta ve totalReport klasorii altinda toplanmaktadir.

Olusturulan son rapor ise resultreport.pdf ismi ile olusturulan denemelerin
karsilastirilmasi i¢in hesaplanmis degerlerini bir tablo halinde sunan pdf dosyasidir. Bu

dosya sayesinde deney sahibi algoritmalar1 karsilastirabilme imkanini elde etmis olur.

Olusturulan bu klasorler de veri kiimesinin ismi ile olusturulmus bir klasor igerisinde
tutulmaktadir. Bunlarin haricinde iiretilen rapor dosyalari igerisinde her algoritma
eslesmesi i¢in denemeler sonrast en iyi ve en kotii sonuglarin elde edildigi veri
kiimeleri egitim ve test kiimeleri olacak sekilde dosyalanmaktadir. Her algoritma

eslesmesi i¢in toplam 4 adet veri kiimesi dosyalanmaktadir.

Ornek dosyalama gosterimi;

e iris/
© class-multiregresion/
= iris-21.03.2011 10.18.20.pdf
= iris-21.03.2011 10.18.22.pdf
© rank-matchMahalanobis/
= iris-21.03.2011 10.18.36.pdf
= iris-21.03.2011 10.19.20.pdf
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° totalReport/
= iris-class-multiregresion 21.03.2011 10.18.30.pdf
= jris-rank-matchMahalanobis 21.03.2011 10.18.30.pdf
o resultreport.pdf
o dataset/
= training/
* Dbest-training-iris-class-multiRegresion.arff
* worst-training-iris-class-multiRegresion.arff
= testing/
*  best-testing-iris-class-multiRegresion.arff

* worst-testing-iris-class-multiRegresion.arff

6.1 YSYBMG MASAUSTU UYGULAMASI ICIN YAPISAL BILGILER

YSYBMG masaiistii uygulamasi Java programlama dili ile Swing kiitiiphaneleri
kullanilarak yazilmistir. Bu sayede Java sanal makinasi kurulu olan her bilgisayarda
isletim sistemi farki gézetmeden, kurulum gerektirmeden ¢aligmaktadir. Bu uygulama
icerisinde kullanilan tiim java kiitliphaneleri ve araglar1 acik kaynakli olarak kullanima

sunulmus kiitiiphaneler ve araglardr.

Bu durum sonraki zamanlar i¢inde gelistirme ortaminin korunmasi ve gelistirme
faaliyetlerinin stirdiiriilebilir olmasi1 bakimindan o©nemlidir. Gelecek zamanlarda
uygulamanin c¢atis1 altinda gelistirme calismalar1 yapilabilmesini miimkiin kilmak
bakimindan kullanilmasi uygun goriilen bu yonelim ile birlikte uygulama agik kaynak
kodlu olarak dagitilabilirdir. Bu uygulama igerisinde kullanilacak veri dosyalar1 .arff
uzantili olan dosyalardir. Bu dosya formatinin kullanilmasinin amaci, takip edilen ve
icerisinde bulunuldugu diisiinlilen arastirma c¢evreleri tarafindan taninmasi ve

kullanilmasidir.
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6.1.1 Yararlanilan ve incelenen Harici Java Kiitiiphaneleri

Apache commons-math-2.1 : Ac¢ik kaynak kodlu java matematik kiitiiphanesidir. Bazi

matematiksel islemler i¢in kullanilmistir.

Michael Thomas Flanagan's Java Scientific Library : Ticari olmayan kullanima agik

bilimsel java kiitiiphanesidir, iizerinde incelemelerde bulunulmustur.

jfreechart-1.0.13 : Acik kaynak kodlu grafik iiretim aracidir ve veri grafiklerinin

tiretilmesi amaci ile kullanilmistir.

Visual Swing : Acik kaynak kodlu gorsel Swing tasarim aracidir ve kullanici

arayiiziiniin tasariminda kullanilmistir.

javastat : Acik kaynak kodlu Java istatistik kiitliphanesidir ve tizerinde incelemelerde

bulunulmustur.

javaml-0.1.6 : Acik kaynak kodlu Java 6zdevinimli 6grenme kiitliphanesidir ve bazi

matematiksel iglemler i¢in kullanilmistir.

Weka : Acik kaynak kodlu veri madenciligi platformudur ve kaynak kodlari .arff

uzantili veri dosyalarinin uygulamaya yiiklenmesi amaci ile kullanilmistir.

iText-2.1.5 : Acik kaynak kodlu Java pdf formath dosya olusturma aracidir ve .pdf

uzantili raporlarin iiretimi i¢in kullanilmustir.

metaquant : Acgik kaynak kodlu java istatistiksel analiz kiitliphanesidir ve lizerinde

incelemelerde bulunulmustur.

Junit 3.0 : Acik kaynak kodlu yazilim test aracidir ve birim testler i¢in kullanilmistir.
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Maven 2 : Proje yonetim aracidir ve projenin iizerinde yapilandirildig: aragtir.

Log4j : Ger¢ek zamanli yazilim hatalarini kayit etmeye yarayan aractir .

6.2 UYGULAMANIN TANITILMASI

YSYBMG masaltistii uygulamasi temel olarak bes kullanici arayiiziinden olugmaktadir.

. indexingHDMR

. experiment

. thdmr

. selectAttribute
. visualData

6.2.1 indexingHDMR Arayiizii

Bu kullanic1 arayiizli, ana araylizdiir ve uygulama Sekil VI.4 deki arayiiz ile
baslamaktadir. Diger iki kullanici arayiiziine bu kullanici arayiiziinden ulasiimaktadir.

Bu arayiiz iizerinde iki tane diigme bulunmaktadir.

indexingHDMR

ihdmr

Bu arayiz her defasinda bir defa tekrar =-
decek olan deneyler dizenlemek dzere olus-
turulmugtur. Bu arayiz igersinde dzerinde
galsacafimz weri seti Uzerinde gézlemlerde
bulunabilir, degisidider wapabilirsiniz.

| expearimeant

Bu arayiz cokdu denemeler icin tasarlanmis-
tir. Denemeler sonrasi sonuclar dosyalarnir
we bir rapor.pdf olusturulur.

Sekil 6.1 : indexingHDMR Arayiizii

9

“thdmr” Diigmesi analize yonelik arayiiziiniin a¢ilmasini saglar. “experiment

Diigmesi, ¢coklu denemeye yonelik arayiiziin agilmasini saglar.
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uzi

6.2.2 ihdmr Aray

Bu Sekil 6.5 de goriinen arayiiz, veri kiimesi iizerinde detayli inceleme yapmak isteyen

degistirecek kullanicilara yonelik

sayisal niteliklerini

kiimesinin

ve/veya veri

Bu amagla bu arayliz iizerinden selectAttribute ve visualData

hazirlanmistir.

araytiizlerine ulagilmakta ve bu arayiizlerde veri kiimesi lizerinde yapilan degisikliklerle

birlikte analize tabi tutulacak kiimesinin son hali belirlenebilmektedir.

choose training set

file choose | |pima diabetes

match criterion

insert index spaca (2.2,4,5..)

instances: 376

attribute : 9

preg
plas
pres
skin
insu

L T

4]

set testing data

file choose _u_am diabetes

Statistic Values
Count 192
PerSelTestDat %25.0
PerSelTranDat %75.0
selected attribute statistic

Statistic Values
Maximum 17.0
Minimum 0.0
Mean 3.86079165668666705
Standart Deviation 3.4021053264374292
17,5
15,0
12,5

T

3,0

|

gL

0

=]

_gg | wm_o_;_g %_ﬁ

0

__.:r_E_“_,mEmm_o_._ _4_
select attribute align criterion
ctart ® class () use rate Select Aesult Attribute
() use rank () ordering _n_mmm _1_
stop
classifier output 1~
training dataSet : 578
testing dataSet : 192
result attribute : class
match criterion : multiRegresion
align criterion : class
proces time : 00.12
1t WA RESULT TABLE
0 1
115 B 0
38 a1 1 T
I AR A
true estimate : 146
true estimate ratio: 0.7804166666666566
wrong estimate : 48

wrong estimate ratio:

Sensitivity:
WeightedTruePaositiveRate:
WeightedTrueNegativeRate:
WeightedFalsePositiveRate:

WeightedPrecision:
WeightedFMeasure:

ERROR STATISTICS

WeightedFalsehegativeRate:

0.23958333333333334

0.7604166666666666
0.7604166666666666
0.6238180452456699
0.37618195475433014
0.23958333333333334
0.7671725741578683
0.7401620370370369

N NAEECASNET T 20889017

4]

Sekil 6.2

IHDMR Arayiizii
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Bu arayliz lizerinden egitim veri kiimesi ve test edilecek veri kiimesi ayri ayri
girilebilmektedir. Eger tek bir veri kiimesi iizerinden analizin tamamlanmasi
isteniyorsa, uygulama girilen egitim kiimesini %66,6 egitim veri kiimesi, %33,3 test

veri kiimesi oranlarina miimkiin oldugunca yakin bir sekilde bolecektir.

Bu boliinmenin temeli olusturulabilecek endeks uzayr oldugundan uygulama veri
kiimesini, veri kiimesinden elde ettigi bilgilerle kendi igerisinde olusturdugu endeks
uzayinin boyutlarina gére ikiye bolmektedir. Ilk boliim endeks uzay: boyutunda olan
egitim veri kiimesi diger bolim ise test icin kullanilacak veri kiimesi olarak

atanmaktadir.

Uygulama endeks uzay1 icin iki farkli algoritma kullanmaktadir. Birinci algoritma
proCent.java smifi icerisinde olusturulmus olan algoritmadir. Bu algoritma tek bir veri
seti ile analiz yapildiginda uygun indeks uzay1 sinirlari tiretir. Bu sinirlar yukarida
belirtilen sekliyle %66,6 egitim veri kiimesi %33,3 test veri kiimesi oranlarina miimkiin
oldugunca yakin olacak sekilde belirlenmeye calisilir. Veri kiimesi boliinmesi bu

algoritmadan donen sonuglarla olusturulan endeks uzaymin boyutlarina goére yapilir.

Ikinci algoritma proCentOne.java smifi igerisinde olusturulmus olan algoritmadir. Bu
algoritma, egitim veri kiimesi ve test i¢in kullanilacak veri kiimesi ayr1 ayri

uygulamaya yiiklendigi analiz siireglerinde endeks uzay1 boyutlarini {iretir.

Bu algoritmanin amaci, egitim veri kiimesi ile eslesecek bir endeks uzay i¢in sinir
noktalar1 belirlemektir. Bu sebeple, algoritma egitim veri kiimesine en yakin endeks
uzay1 i¢in sinirlar iiretmeye g¢alisir, bu endeks uzayr boyutu egitim veri kiimesinden
daha biiylik olamaz ve tiretim bu kurala gore yapilir. Eger liretilen endeks uzay1 boyutu
egitim veri kiimesinden kiigiik ise egitim veri kiimesi icerisinden esitligi saglayacak

sayida diigiim rastgele olarak se¢ilerek silinir.

Bu uygulama igerisinde endeks uzay1 igin kullanici girdisi de kullanilabilmektedir. Eger

kullanict endeks uzayr sinirlarini kendi belirlemek ister ise, uygulama belirtilen
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sinirlara gore endeks uzayr iiretilmekte ve analiz bu endeks uzaymin sayisal
niteliklerine bagl kalinarak yapilmaktadir. Bu arayiiz {izerinde veri kiimesinin istatistik
bilgileri ve grafikleri goriilebilmektedir. Veri kiimesi ic¢indeki diigiimlerin siniflarini
belirten Oznitelik bu arayiiz igerisinden secilmektedir. Uygulanacak algoritma
kombinasyonu belirlenebilmektedir. Analiz sonrasi sonuglar bu arayiiz ilizerinden

okunabilmektedir.

6.2.2.1 Arayiiz icerigi

Sekil 6.6' da goriinen “choose training set” birleseni, egitim kiimesinin uygulamaya
yiiklenmesi ve tanitilmasi iginin yiiriitiildiigii ana birlesendir. Bu birlesen tizerindeki
“file choose” diigmesi Sekil 6.7 goriinen dosya seciciyi acarak kullanilacak veri
dosyasinin secilebilmesini saglamaktadir. Sec¢ilen veri dosyasinin ismi yanindaki metin

bosluguna yazilmaktadir.

choose training set

file choose |pima diabetes

instances : 576 attribute : 9
preg
plas
pres
skin
insu

R

1]

Sekil 6.3 : “choose training set” birleseni.

Open X
ook [ cakmuiapton -l
3 backintime = indirilenler OJsample_data [
[ Belgeler Jjava [ wvideolar Oy
] deneme-dataset [JMasaisti I weka-3-7-3 Oy
3 doekiaman I Muazik ] wekafiles Oy
3 eclipse J programlar O workspace
=3 Genel 7 Resimler ] workspacedeneme
| i I D

File Name: [ |

Files of Type: |AII Files |v|

Oopen || Cancel |

Sekil 6.4 : Dosya secici
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Test veri kiimesinin uygulamaya yiiklenmesi ve tanitilmasi isinin yiriitildigli ana
bilesen Sekil 6.8' de goriinen “set testing data” bilesenidir. Test veri kiimesi girisi istege
baglhdir. Eger test i¢in bir veri girisi yok ise uygulama egitim veri kiimesini endeks

uzay ile eslesecek sekilde bolecek ve geri kalan veriyi test verisi olarak kullanacaktir.

set testing data

file choose |pirna diabetes

Statistic Values
Count 182
PerSelTestDat %25.0
PerselTranDat %75.0

Sekil 6.5 : “set testing data” bileseni.

“set testing data” bileseni igerisinde test veri kiimesinin, egitim veri kiimesine orani ve

diigiim say1s1 gibi istatistikler verilmektedir.

Sekil 6.9' da goriinen “selected attribute statistic” bileseni secili olan 6zniteligi

gorsellestirmektedir.
selected attribute statistic
Statistic Walues
MMaximum 17.0
Mimirmum 0.0
Mean 3.B69791 55666656705
Standart Dewviation =2.4021053264374292
17.5
15.0
125
10,0
ThE
5.0 | |
== A A “.
oro IR TP L P AT AL P
Q 60

100 200 200 400 sS0o0 a

Sekil 6.6 : “selected attribute statistic” birleseni.

Arayiiz icerisinde eslestirme algoritmasinin segilebilecegi boliim, “match criterion”
boliimiidiir. Arayiliz igerisinde siralama algoritmasinin segilebilecegi boliim, “align
criterion” bolimiidiir. Arayiliz icerisinde analizler sirasinda kullanilacak olan endeks

uzaymin sinirlarinin belirlenebilecegi alan, “insert indeks space” boliimiidiir.
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Buradaki sinir belirleme olay: istege baglidir. Herhangi bir smir belirlenmemis ise
uygulama kendiliginden uygun endeks uzay sinirlar1 atayacaktir. “select result
attribute” acilabilir kutusu, veri kiimesi igerisindeki 6rneklerin siniflarint belirten 6z

niteligin belirlenmesini saglar.

Analiz sonuglarinin kullaniciya gosterildigi alan, Sekil 6.10" da gdsterilen “classifier
output” alanidir. Bu alan igerisinde yapilan deneme ve denemenin sonuglar ile bilgiler

kullaniciya gosterilmektedir.

classifier output &
training dataSet ; 576

testing dataSet : 192

result attribute : class

match criterion : multiRegresion

align criterion : order

proces time 00.12

IR0 RESULT TABLE

0 1

109 14 0

Sekil 6.10 : Sonug gosterim alani.

6.2.3 Select Attribute

Sekil 6.11' de goriinen bu arayiiz, kullanicinin kullanacagi veri kiimesi igerisindeki
Oznitelikleri sayisal olarak tanimasim1i ve Ozniteliklerin analize dahil edilip
edilmeyecegine karar vermesini saglamaktir. Kullanici bu arayiiz igerisinde analiz
icerisine dahil edilmesini istemedigi Oznitelikleri veri kiimesinden diglayabilmektedir.
Bu karar analiz siirecinin sonucunu dogrudan etkileyecegi i¢in bu karar1 alacak olan
kullaniciya karar verme siirecinde etkili olacak sayisal veriler bu arayiiz icerisinde

saglanmaktadir.
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Bu arayiiz igerisinde oncelikle dikkat edilmesi gereken veri endeks uzay: sinirlaridir.
Endeks uzay1 siirlart veri kiimesinin boyutuna gore diizenlendigi i¢in bazi endeks
uzay1 sinirlart istenilenden kiigiik olabilir. Eger egitim kiimesinin i¢erdigi diiglim sayist
oznitelikleri temsil edebilecek sayida endeks diiglimii olusturmaya yeterli degil ise bazi
endeks uzayi sinirlar 1 olarak sabitlenir ve analiz igerisindeki etkinliklerini kaybederler.
Bu sebeple istenirse veri kiimesinden 1 olarak sabitlenmis her endeks uzay1 sinir1 i¢in

bir 6znitelik silinebilir. Istenirse diisiik seviyeli goriilen boyutlar1 yiikseltmek i¢in de bu

islem yapilabilir.

selectAttribute =X
attributs List (=] removing list indexSpace features |GainRatioAttributeEval [~]
preg training instances = 576 preg = 0.04678008301413678
plas plas = 0.10210843465562909
pres - 22222233 bres = 0.0
skin T skin = 0.0
insu insu = 0.036768744730225045
mass mass = 0.08337146962978499

p L pedi = 0.025258481858325462

pedi < | remove selected attributes age = 0.06959203376647177
ana

covarience matrix correlation matrix

1.0
0.13122043275987383
0.13321062496350024

11.57432065217386
14.4103804247826
8.737101448275361

0.13122043275987383 0.1332106
1.0 01507612
0.15076126885317062 1.0

14.4103804347826  8.73710144¢
1041.9633695652153 93,82028982
93.82028985507237 371.673429¢

-4.870688405797097
-37.888541304347314
0.07860588405797138
-3.6817531431159454
22.0227173913204344

28.312536231884046
1215.0140217329132
45.18865202898558
10.203120670289845
104.00369565217396

67.43081787
199,842898%
41.6483285C
18.5796151¢€
55.35420238¢&

-0.08943193830939494
-0.09421274078664907
0.002898046254525588
-0.053018410798181974
0.5436474432918245

0.0547901640316632494 0.2184883
0.3446295550853815  0.0876912
0.17564807351203038 0.2710560
0.015637321131357528 0.0497557
0.27308179878578953 0.2433548

[] i ] [¥] [] i [v]

Sekil 6.11 : “select attribute” Arayiizii.

Arayliz igerisinde hangi Ozniteligin silinecegi konusunda karar verebilmesi igin
kullanictya bazi veriler verilmektedir. Bunlardan korelasyon ve kovaryans matrisleri
Oznitelikler arasindaki baglantiyr goérmek i¢in kullanilabilmektedirler. Bu iligki
korelasyon matrisi R, icerisinden daha net goriilebilmektedir.

Korelasyon katsayist  R; , -1 ve | arasinda tanimlidir. Deger -1 'e yakin ise iliski ters

R; sifir ise degiskenler arasinda iligki

birbiri iliskili

yonlii, 1 'e yakin ise iliski dogrusaldir. Eger

yoktur. Bu degerler icerisinden rahatlikla ile ile Oznitelikler
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secilebilecektir. Bu matrisler disinda 6znitelik elemesinde kullanilacak diger ol¢iitler bir

acilabilir kutu icerisinde kullanici ilgisine sunulmustur.
6.2.3.1 Arayiiz icerigi
Sekil 6.12' de goriinen “attribute add-remo” bdliimii igerisinde 6znitelikleri gdsterilir ve

silinecek Ozniteliklerle ilgili islemler yapilabilir. “attribute List”, veri kiimesi

icerisindeki 6zniteliklerin “removing List” ise silinecek 6zniteliklerin listesidir.

attribute List - rernoving list
preg
plas
pres
skin
insu
mass | remove selected attributes

pedi

=T =]

4]

| add remaoving list | | delete from list |

sekil 6.12:"attribute add-remo" birleseni.

“remove selected attributes” diigmesi “removinglist” icerisindeki Oznitelikleri veri

kiimesinden siler. Bu islemin geri doniisii yoktur.

“indexSpace features” alani igerisinde uygulamanin 6nerdigi endeks uzay1 sinirlar1 ve
buna karsilik gelen egitim veri kiimesinin igerecegi drnek sayist gosterilmektedir. Bu
sayilarin O6nemi, veri kiimesi igerisindeki Ornek sayisinin yetersiz oldugu analiz
stireglerinde gereksiz Ozniteliklerin atilmasi ile daha iyi bir sonug¢ alinabilecek bir veri

kiimesi yaratilabilmesi i¢in kullanilabilmeleridir.

“attribute ratio” bileseni igerisinde Ozniteliklerin Onemleri degisik algoritmalarla

Olceklenmektedir. Bu algoritmalar asagida verilmistir:
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* GainRatioAttributeEval

*  ChiSquaredAttributeEval
* InfoGainAttributeEval

*  Principal Components

*  SVMAttributeEval

* ReliefFAttributeEval

*  OneRAttributeEval

Bu algoritmalar Weka veri madenciligi araci kiitiiphanelerinden kullanilmistir. Segilen
algoritma igin liste igerisinde Ozniteliklerin algoritmalara gore rakamsal karsiliklari

goriinmektedir.

Arayiiz lizerinde bulunan “covarience matrix” alani, veri kiimesi igerisindeki
Oznitelikler kovaryans matrisini gostermektedir. “correlation matrix” alani ise, veri

kiimesi igerisindeki 6zniteliklerin korelasyon matrisini géstermektedir.

6.2.4 visualData Arayiizii

Sekil 6.13' de goriinen bu kullanici arayiiziiniin temel amaci kullanicinin iizerinde
calistig1 veri kiimesini gorebilmesini, gorsel olarak inceleyebilmesini saglamak ve

istenmeyen Orneklerin veri kilmesinden ¢ikarilmasint miimkiin kilmaktir.

Arayiiz iizerindeki veri tablosu, veri kiimesinin sayisal olarak gorsellesmesini
amaglamaktadir. Tablonun ilk siitunu, siitunun isaretlenmesini saglayan bir isaret
kutusudur. Bir sonraki siitun satir numarasi ve sonraki siitunlar veri kiimesi i¢erisindeki

Ozniteliklerdir. Tablonun ilk satir1 6zniteliklerin isimlerinden olugsmaktadir.

56



visualData

Mo preg plas pres skin insu Mass pedi age class
L1 G.0 148.0 72.0 35.0 0.0 332.6 0.627 S0.0 1.0 -
L]z 1.0 85.0 66.0 29.0 0.0 26.6 0.351 31.0 0.0 L
HiE 8.0 183.0 64.0 0.0 0.0 23.3 0.672 32.0 1.0 —
][4 1.0 89.0 66,0 232.0 94.0 28.1 0.167 21.0 0.0
1[5 0.0 137.0 40.0 35.0 163.0 43.1 2.288 33.0 1.0
L]]6 3.0 78.0 50.0 32.0 88.0 31.0 0.248 26.0 1.0
L1]7 10.0 115.0 0.0 0.0 0.0 35.3 0.134 29.0 0.0
L[]8 2.0 197.0 70.0 45.0 543.0 30.5 0.158 53.0 1.0
HiE 8.0 125.0 96,0 0.0 0.0 0.0 0.232 4.0 1.0
][0 10.0 168.0 74.0 0.0 0.0 38.0 0.537 34.0 1.0
[]11 10.0 139.0 80.0 0.0 0.0 27.1 1.441 57.0 0.0
L][12 1.0 189.0 G60.0 232.0 2846.0 30.1 0,392 59.0 1.0
[]f13 5.0 1658.0 72.0 19.0 175.0 25.8 0.587 51.0 1.0
[]]14 7.0 100.0 0.0 0.0 0.0 30.0 0.454 32.0 1.0
L][15 0.0 118.0 84.0 A47.0 230.0 45.8 0.551 31.0 1.0
[][15 7.0 107.0 74.0 0.0 0.0 29.5 0.254 31.0 1.0
LI[17 1.0 1032.0 30.0 38.0 83.0 43.3 0.182 32.0 0.0
[][18 1.0 115.0 70.0 30.0 96.0 34.5 0.529 32.0 1.0
[ 1|19 3.0 126.0 88.0 41.0 235.0 38.3 0.704 27.0 0.0
L]|z0 9.0 119.0 20.0 35.0 0.0 29.0 0.262 29.0 1.0
[][z21 10.0 125.0 70.0 28.0 115.0 31.1 0.205 41.0 1.0
[]]22 7.0 147.0 76.0 0.0 0.0 39.4 0.257 43.0 1.0
L][23 1.0 97.0 66,0 15.0 140.0 23.2 0.487 22.0 0.0
[][z4 13.0 145.0 82.0 19.0 110.0 22.2 0.245 57.0 0.0
[]]25 3.0 158.0 76.0 36.0 245.0 31.6 0.851 28.0 1.0
[][25 G.0 92.0 92.0 0.0 0.0 19.9 0.1388 28.0 0.0
[]]27 10.0 122.0 78.0 31.0 0.0 27.6 0.512 45.0 0.0
[][z28 4.0 1032.0 G60.0 32.0 192.0 24.0 0.966 32.0 0.0
[][z29 9.0 102.0 76.0 37.0 0.0 32.9 0.665 45.0 1.0
[]]20 4.0 111.0 72.0 A47.0 207.0 37.1 1.39 S56.0 1.0 —
[ 1121 20 190 0 =, 1= | 00 24 0 0 271 28 0 00 -
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Sekil 6.13:"visual Data'" Aray
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Oznitelikler listesi igerisindeki Oznitelikler segilebilirdir. Bu arayiiz igerisindeki
islemler Oznitelik referansini bu listeden alirlar. Ayrica secili 6znitelik gorsellestirilir.
Arayliz iizerinde segili Ozniteliklerin istatistiklerinin gosterildigi bir tablo bileseni
mevcuttur. Arayiiz lizerinde secili Ozniteliklerin dagilimini gosteren bir grafik
mevcuttur. “diz-seg¢-sil” bileseni, Oznitelik listesi igerisinde se¢ili olan 6znitelik ile ilgili

islemler yapmaktadir. Oznitelikler siralanabilir, segilebilir ve silinebilirlerdir.

Ay
nyn

I iy

| show data set | | selact |

| sort | | reverse | | delete |

Bu bilesen icerisindeki <=, >=, = diigmeleri, sag taraflarindaki karsilastirilacak deger
girilmesi i¢in birakilmig alan igerisindeki degeri segili Oznitelik degerleri ile
karsilastirir. Bu karsilastirma islemi “find” diigmesi ile baslar. Sonuglar veri tablosuna
yazilir. “Show data set” diigmesi elde kalan tiim veri kiimesini gosterir. “Sort”
diigmesi, secili Oznitelige gore veri kiimesini kiigiikten biiylige dogru siralar. “reverse”
diigmesi, sort diigmesinin tam aksi yonde ¢alisir ve veri kiimesini segili 6znitelige gore
biiyiikten kiiclige dogru siralar. “discard” diigmesi , secili olan satirlarin

secilmisliklerini ortadan kaldirir. “select” diigmesi, goriinen satirlar1 secer. “delete”

diigmesi, se¢ili olan satirlar1 siler. Bu iglemin geri doniisii yoktur.

6.2.5 experiment Arayiizii

Sekil 6.15' de goriinen bu arayiiziin amaci ¢oklu deneme yapabilmektir. Bu amagla
sadece ¢ok gerekli olan bilgiler kullanicidan alinir ve sonuglar dosyalanir. Bu felsefenin

dayandig1 nokta, kuskusuz kullanici ile daha az iletisime gecen ve bu sayede zaman

kaybini1 asgari diizeye ¢eken bir anlayisin i¢cinde olmaktir.
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Kullanicidan hangi eslestirmelerle calismak istedigi ve bu eslesmeleri kacar defa
denemek istedigi bilgileri alimir ve uygulama duraksamadan rapor dosyalarini

olusturmay bitirinceye kadar devam eder.

Bu arayliz kullanilirken uygulama sona erdirilirse rapor dosyalar1 eksik kalir ve
algoritma kombinasyonlar1 i¢in olusturulacak genel raporlar eger rapor dosyalarinin

olusturulmasi tam olarak bitmediyse olusturulamaz.

experiment

| File Choose! || | *
result attribute number @ .., start
= =L 30

stop
indexSpace : ............
align criterion match criterion
class multiRegresion
[ ] ordering [] euclid
[ Juse rank [ ] matchMahalonobis
[ Juse rate [ | compareVaryans

6.2.5.1 experiment arayiiziiniin icerigi

Sekil 6.16' da goriinen kullanici bilgilerinin girilecegi alan igerisinde kullanicidan
alinmas1 gereken bilgiler kullanicidan istenmektedir. Bu bilgilerin eksikligi durumunda
uygulama analiz silirecini baglatmayacaktir. Kullanic1 tarafindan, analiz sirasinda
kullanilacak olan endeks uzay1 sinirlariin belirtilmesi i¢in, agsagidaki kullanici arayiizii

bileseni kullanilmaktadir.
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| [File choose. || |

result attnibute number : .............
= 1 1= 30

2,2,5.5|

INdexSpace : .............

Sekil 6.17' de goriinen se¢im meniisiinden kullanici denemek istedigi kombinasyonlari
uygulamaya tanitir. Tim kombinasyonlar olasidir. Fakat eslestirme yapilmaya miisait

olmayan bir se¢imsizlik durumu olursa algoritma analiz asamasini baslatmayacaktir.

align criterion match criterion

class multiRegresion

[ | ordering []euclid

[ Juse rank [l matchMahalonobis
[]use rate [ | comparevaryans
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7. UYGULAMALAR

Bu boliimde oOnerilen algoritmalar degisik veri kiimeleri lizerinde denenmektedir.
Yapilan deneyler ile Onerilen algoritmalar hem kendi aralarinda degerlendirmeye tabi
tutulmakta hem de diger bilinen algoritmalar 1ile karsilastirmaktadir. Bu
karsilagtirmalarin ana amaci algoritma kombinasyonlarimin farkli veri kiimelerine
verdikleri tepkileri sinamak ve bu tepkileri bilinen smiflandirma algoritmalariyla
kargilagtirarak  algoritmalarin  belirgin  6zelliklerini ve performanslarini  ortaya

¢ikarmaktir.

Bu denemeler siireci igerisinde 7 farkli veri kiimesi tizerinde oOnerilen 16 farkli
algoritma kombinasyonu ve bilinen 4 farkli siniflandirma algoritmasi kullanilarak

gergeklestirilmistir.

Denenen algoritmalar igerisinden bu tezin 6nerdigi algoritmalar ile ilgili denemeler bu
calisma ic¢in yazilmis olan YSYBMG veri madenciligi araci ile, Weka igersinden
alinmis 4 farkli profesyonel algoritma icin yapilan denemeler ise Weka veri madenciligi

aract ile yapilmistir.

Her bir veri kiimesi ile kullanilan her bir algoritma kombinasyonu i¢in test siireci 30
kere tekrarlanmistir. Her tekrar i¢in egitim ve test veri kiimesi se¢imleri rastgele
yapilmustir. Sonuclar, bu 30 rastgele tekrarin aritmetik ortalamasi olarak alinmis ve

gerekli hesaplamalar bu ortalamalar {izerinden yapilmistir.

Bu deney siireci IHDMR yazilimi tarafindan yonetilmekte ve silirecin baslangict ile
sonu arasinda bir kesinti olmadan sonucglandirilmaktadir. Bu deney siireci sonrasinda
yazilim sonuglar1 dosyalanmaktadir. Dosyalama her bir deneme i¢in bir pdf dosyasi, her
bir algoritma i¢in denemeler toplamini i¢eren bir pdf dosyasi ve sonuglara iligkin bir
pdf dosyasi olarak ger¢eklenmektedir. Sonu¢ icin olusturulan pdf dosyasi igerisinde

kullanilan her bir algoritma i¢in arastirilan degerleri iceren bir tablo bulunmaktadir.
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7.1 KULLANILAN VERI KUMELERI

Bu tez caligsmasi igerisinde 7 farkli veri kiimesi kullanilmistir. Bu veri kiimeleri UC
Irvine Machine Learning Repository igerisinden alimmustir. Bu veri kiimelerinin
sec¢ilmesi siireci igerisinde veri setlerinin igerdikleri 6rnek sayilari, 6znitelik sayilari,

siuf sayilar gibi 6zellikleri dikkate alinmigtir.

Sozii gecen bu Ozellikler bakimindan farkli veri kiimelerinin secilmesi bu tez
caligmasiin sonuclarinin anlamli olmasindan 6nemlidir. Bu sebeple secilen 7 veri
kiimesi sdyledir; Balance Scale Weight & Distance Database -“balance-scale”, Blood
Transfusion Service Center Data Set -’blood”, BUPA Liver Disorders -’bupa”, Pima
Indians Diabetes Database -”diabetes”, Iris Plants Database -”iris”, Teaching Assistant

2

Evaluation -"tae”, Deterding Vowel Recognition Data -"vovel”. Secilen veri

kiimelerinin yapisal 6zellikleri Tablo 7.1 den takip edilebilir.

Tablo 7.1 : kullanilan veri kiimeleri

Oznitelik Ornek Sayisal Kategorik | Simif

sayis1 sayisl oznitelik | 6znitelik sayisl
balance-scale 4+simf 625 4 0 3
blood 4+simf 748 4 0 2
bupa 6+sinif 345 6 0 2
diabetes 8+simf 768 8 0 2
iris 4+simf 150 4 0 3
tae S+simf 151 1 4 3
vovel 13+simf 990 10 3 11

Secilen veri kiimelerinin igerdikleri 6rnek sayilar1 igin 990 {ist ve 150 alt sinir olarak
alimmistir. Daha yiiksek veya daha diisiik 6rnek sayilari iizerinde denemeler yapmak
miimkiindiir, fakat olusturulan modellerin ¢alisirligini1 géstermek bakimindan bu sinirlar

yeterlidir. Secilen veri kiimeleri Oznitelik sayilar1 bakimindan 5 farkli grup
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olusturmaktadirlar. Benzer Oznitelik sayilarina sahip veri kiimeleri 5 6znitelik iceren

verl kiimeleridir.

Bu veri kiimelerinden “iris”, igerdigi oOrnek sayisi itibar1 ile diger ikisinden
ayrilmaktadir. “balance-scale” ve “blood” veri kiimeleri ise igerdikleri simif sayilari

2

bakimindan birbirinden ayrilmaktadirlar. “tae” veri kiimesi icerdigi 4 kategorik
Oznitelik ile diger veri kiimelerinden ayrilmaktadir. “vovel” veri kiimesi icerdigi sinif

sayist bakimindan digerlerinden ayrilmaktadir.

7.2 KULLANILAN ALGORITMALAR

7.2.1 Kullanilan Modeller

Bu tez calismasi igerisinde secilen gergek veri kiimeleri iizerinde siniflandirma
analizinin yapilacagi veri modelleri, Onerilen siralama ve eslestirme algoritmalarinin
capraz eslesmeleri ile elde edilen Tablo 7.2' de goriinen 16 farkli algoritma
kombinasyonu ile olusturulmustur. Bu anlamda 16 farkli veri modelleme yontemi

kullanilmustir.

Tablo 7.2 : Kullanilan algoritma kombinasyonlari.

Model Siralama Eslestirme
kisaltmas1 | algoritmasi algoritmasi
mrl class multiRegresyon
mr2 use rank multiRegresyon
mr3 use rate multiRegresyon
mr4 ordering multiRegresyon
el class euclid
e2 use rank euclid
e3 use rate euclid
e4 ordering euclid
mml class matchMahalanobis
mm?2 use rank matchMahalanobis
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mm3 use rate matchMahalanobis

mm4 ordering matchMahalanobis
cvl class compareVaryans
cv2 use rank compareVaryans
cv3 use rate compare Varyans
cv4 ordering compare Varyans

7.2.2 Karsilastirma Yapilan Algoritmalar

Onerilen algoritmalarin capraz eslesmeleri ile elde edilen veri modelleme
yontemlerinin karsilastirilacagi bilinen profesyonel siniflandirma algoritmalar1 Weka
veri madenciligi araci igerisinden se¢ilmistir. Bu se¢im, siniflandirma algoritmalari
siiflandirma ic¢in uyguladiklar: farkli yontemler goz oniine alinarak yapilmistir. Sekil
7.3 de goriinen bu algoritmalarin nitelikleri farklidir. NaiveBayes algoritmasi bayes
teoremi iizerinde calisan bir algoritmadir. Kstar algoritmasi entropi temelinde ¢alisan
bir smiflandirma algoritmasidir. OneR algoritmasi siniflandirma islemini kural tabanli

olarak yapmaktadir. J48 algoritmas1 karar agaci algoritmasidir.

Tablo 7.3 : Kanisilastirma icin kullanilan simiflandirma algoritmalar:

Kisaltma | Algoritma Nitelik
NB NaiveBayes | Bayes teoremini temel almaktadir.
KS KStar Entropiyi temel almaktadir.
OR OneR Kural tabanli ¢alismaktadir.
J J48 Karar agaci algoritmasi.

7.2.3 Karsilastirma Tablosunun icerigi

Denenen algoritmalarin  sonuglarinin  kargilagtirilmasi i¢in olusturulacak tablolar
icerisinde 7 farli karsilastirma oOl¢iitii bulunmaktadir. Bu dlgilitler Weka igerisinde
denenen algoritmalar ile karsilagtirilacagindan Weka algoritma ¢iktilar1 ile uyumlu

olarak secilmistir. Tablo 7.4 igerisinde verilen degerler “En iyi tahmin” degeri haric
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olmak tizere Onerilen algoritma kombinasyonlar1 i¢in yapilan 30 denemenin
ortalamalar1 lizerinden hesaplanmaktadir. “En iyi tahmin” degeri, yapilan 30 deneme
icerisinden en ¢ok sayida dogru tahmin yapan denemenin dogru tahmin sayisidir. En iyi
tahmin denenen algoritmalarin denemeler igerisinde elde ettikleri en yliksek basari

oranidir.

Tablo 7.4 : Karisilastirma Kriterleri

kisaltma |Kkriter tanim
. En iyi 30 deneme igerisindeki en iyi dogru tahmin
ei
tahmin orant
TP
du Duyarlilik TP+ FN
tp TP orani Agirlikli Dogru kabul orani
tn TN orant Agirlikli Dogru red orani
- TP
ke Kesinlik TP+ FP
¢ F 6loiisii 2X Duyarlilik X Kesinlik
¢ Duyarlilik+ Kesinlik
Standart
sh hata IA’ swnif degeri ,
Y ise tahmindir.

[HDMR yazilimi, denmeler icerisinden yiiksek basarim saglanan veri kiimelerini
dosyalamaktadir. Bu veri kiimeleri Weka igerisinden karsilastirma amacgli kullanilan

algoritmalar i¢in yine Weka igerisinde denenmekte ve bu algoritmalarin “ei

boliimlerine bu veri setleri ile elde edilen basarim orani konulmaktadir.

Karsilagtirma yapilan algoritmalar i¢in denemeler Weka veri madenciligi araci lizerinde
yapilmistir. Bu algoritmalar i¢cin Weka icerisinde 30 deneme yapilmis ve sonuglar bu 30
deneme ile hesaplanmistir. Standart hatanin karekokii (RMSE) hesabi dogrudan elde

edilen hata ile hesaplanmis ve herhangi bir standartlagtirma islemi yapilmamustir.
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7.3 VERI KUMELERINE GORE SONUCLAR VE YORUMLAR

7.3.1 balance-scale Veri Kiimesi

“Balance Scale Weight & Distance Database” veri kiimesi sayisal tanimli 4 adet
Oznitelik, bir simif belirten kategorik tanimli 6znitelik ve 625 Ornekten olugsmaktadir.
[HDMR yaziliminin bu veri kiimesi i¢in 6nerdigi endeks uzayi sinirlar1 {4, 4 ,5,5 }
ve endeks uzay1 boyutu 400' diir. Bu siirlar dolayisi ile veri kiimesi igerisinden 400
ornek egitim veri kiimesi olarak geri kalan 225 6rnek de test veri kiimesi olarak rastgele

secilerek atanmiglardir.

7.3.1.1 Oznitelikler

“balance-scale” veri kiimesinin 6znitelikleri Tablo 7.5 da sinif belirteci ise Tablo 7.6 de

gosterilmigtir.
Tablo 7.5 : balance-scale 6znitelik istatistikleri.
isim Nitelik Maksimum |Minimum |Ortalama |St. Sapma
left-weight | sayisal 5 1 3 1.14
left-distance | sayisal 5 1 3 1.41
right-weight | sayisal 5 1 3 1.42
right-distance | sayisal 5 1 3 1.42

Bu veri kiimesinin siif belirteci icerisindeki orneklerin 3 smif altinda toplandigini
gostermektedir. Bu dagilim siniflar arasinda esit bir paylasimla olmamustir. “B” sinifi
icerisindeki orneklerin toplam 6rnek sayisina orani oldukea diisiik kalmistir. Bu durum
egitim siirecini etkilemesi olasi bir etmendir. Test veri kiimesi igerisine secilecek “B”
siifi igerisinde olan Ornekler i¢in tahmin oraninin diger siniflara gore diisilk olmasi

durumu s6z konusudur.
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Tablo 7.6 : balance-scale sinif belirteci

deger |say1 agirhk
L 288 0.46
B 49 0.80
R 288 0.46

7.3.1.2 Test sonuclari

Tablo 7.7 : balance-scale deneme sonuclari.

ei du tp tn ke f sh
mrl 0.685 0.760 0.647 0.855 0.751 0.690 0.894
mr2 0.689 0.731 0.609 0.866 0.758 0.667 0.794
mr3 0.405 0.386 0.222 0.702 0.363 0.251 1.263
mr4 0.703 0.761 0.648 0.859 0.755 0.693 0.863
el 0.805 0.844 0.763 0.853 0.793 0.756 0.708
e2 0.818 0.845 0.766 0.854 0.797 0.759 0.692
e3 0.641 0.711 0.583 0.878 0.794 0.653 0.800
e4 0.801 0.845 0.766 0.849 0.796 0.758 0.705
mm1 0.898 0.907 0.856 0.943 0.889 0.868 0.505
mm?2 0.907 0.910 0.861 0.942 0.886 0.871 0.463
mm3 0.738 0.740 0.620 0.915 0.833 0.692 0.739
mm4 0.903 0.912 0.864 0.943 0.890 0.874 0.506
cvl 0.778 0.818 0.728 0.769 0.750 0.697 0.921
cv2 0.778 0.820 0.730 0.769 0.675 0.701 0.922
cv3 0.605 0.678 0.539 0.817 0.685 0.595 0.960
cv4 0.778 0.821 0.731 0.771 0.675 0.702 0.917
NB 0.875 0.900 0.900 0.910 0.830 0.860 0.435
K 0.844 0.880 0.880 0.900 0.810 0.850 0.486
OR 0.586 0.610 0.610 0.660 0.560 0.580 1.127
J 0.777 0.780 0.780 0.850 0.760 0.770 0.731
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Denemeler sonrasinda elde edilen sonuglara goére Mahalanobis uzakligina dayali
tahminsel yaklasim yontemi ve farkli siralama algoritmalarinin eslestirilmesi ile
olusturulan modeller (mm1, mm2, mm3, mm4) genel anlamda kendilerini 6ne ¢ikarmis
bulunmaktadirlar. Ayrica siralama algoritmalar1 igerisinden ‘“use rate” algoritmasi
disindaki algoritmalarin da bu veri kiimesi i¢in iyi sonuglar verdikleri Tablo 7.7 den

gbzlemlenebilmektedir.

Bu veri kiimesi i¢in yapilan en iyi tahmin oranmi 0.907 olarak “mm2” modeli
(Mahalanobis uzakligina dayali tahminsel yaklasim yontemi ve “use rank™ dizilim
algoritmasi eslesmesi) ile elde edilmistir. Yapilan 30 denemenin ortalamalar1 ile
hesaplanan diger tablo degerleri i¢inde genel olarak bu model diger modellerden ve

Weka igerisinden alinan algoritmalardan daha iyi sonug¢ vermistir.

Onerilen algoritma eslesmeleri ile karsilastirma yapmak iizere Weka'dan secilen
algoritmalar icerisinde NaiveBayes algoritmasinin bu veri kiimesi i¢in Weka icerisinden
alman diger smiflandirma algoritmalarina gore daha iyi sonug verdigi goriilmektedir.
Bu algoritma ayn1 zamanda 0.435 degeri ile en diisiik “sh” degerini veren algoritmadir.
Bu veri kiimesi tizerinde yaptigimiz denemeler ile elde ettigimiz veriler, Mahalonobis
uzakligr ve Ozniteliklerin icerdigi farkli deger sayilar1 yardimi ile olusturdugumuz
matematiksel modellemenin, Bayes tabanli bir algoritma ve 6rnek tabanli bir algoritma

olan Kstar algoritmasi ile birbirlerine ¢ok yakin sonuglar verdigini gostermektedir.

7.3.1.3 Farkh algoritmalarin icin farkh egitim ve test veri kiimesi sayilar ile

karsilagtirmasi

Veri kiimesinin 4 farkli boliinmesi sonrasinda elde edilen 4 farkli egitim ve test
kiimeleri iizerinde yapilan denemeler sonrasinda, Tablo 7.8' de goriinen sonuclar
arasinda onemli bir fark goriilmemektedir. Bu durumda kaynaklarin kullanilmasindan
tasarruf amaci ile 96 egitim diiglimiiniin kullanilmasi sonuglar bakimindan bir fark
yaratmadig1 i¢in tercih edilebilirdir. Ayrica, kullanilan egitim diigiimlerinin sayisinin,

veri kiimesinin tamaminin sayisina orani veya test veri kiimesinin sayisina oranina
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dogrudan bir bag goriilmektedir. Bu durumda 96 egitim diigiimii ile egitilmis olan

matematiksel modelimiz, Ozniteliklerin deger araliklar1 degismedigi siirece

kullanilabilir degerdedir. Burada tercihin yiiksek egitim diiglimiinden yana kullanilmasi
durumunda

ise, model egitilirken harcanacak siire disinda test diiglimlerinin

degerlendirilmesi siireleri arasinda 6nemli bir fark ortaya ¢ikmayacaktir.

Tablo 7.8 : balance-scale karsilastirma tablosu.

ei du tp tn ke f sh

500 egitim diigiimii ve 125 test diigiimii

mm1 0.889 0.907 0.856 0.940 0.888 0.868 0.504
mm?2 0.905 0.910 0.860 0.937 0.883 0.868 0.482
mm4 0.897 0.909 0.859 0.943 0.887 0.869 0.500
400 egitim diigiimii ve 225 test diigiimii

mm1 0.898 0.907 0.856 0.943 0.889 0.868 0.505
mm?2 0.907 0.910 0.861 0.942 0.886 0.871 0.463
mm4 0.903 0.912 0.864 0.943 0.890 0.874 0.506
200 egitim diigiimii ve 425 test diigiimii

mm1 0.866 0.900 0.846 0.961 0.908 0.869 0.428
mm?2 0.888 0.908 0.859 0.941 0.885 0.869 0.465
mm4 0.876 0.900 0.846 0.957 0.905 0.868 0.438
96 egitim diigiimii ve 529 test diigiimii

mm1 0.878 0.887 0.827 0.941 0.879 0.849 0.483
mm?2 0.880 0.893 0.836 0.912 0.844 0.839 0.558
mm4 0.885 0.894 0.837 0.938 0.875 0.853 0.460

7.3.2 blood Veri Kiimesi

Blood Transfusion Service Center veri kiimesi sayisal tanimli 4 adet 6znitelik, bir sinif

belirten kategorik tanimli 6znitelik ve 748 ornekten olusmaktadir. IHDMR yazilimimin

69



bu veri kiimesi i¢in 0nerdigi endeks uzay: siirlart {4, 5,5 ,5 } ve endeks uzay
boyutu 500 diir. Bu sinirlar nedeniyle veri kiimesi igerisinden 500 6rnek egitim veri
kiimesi olarak, geri kalan 248 &rnek de test veri kiimesi olarak rasgele segilerek

atanmiglardir.

7.3.2.1 Oznitelikler

“blood” veri kiimesinin 6znitelikleri Tablo 7.9 da, simf belirteci ise Tablo 7.10 de

gosterilmistir.
Tablo 7.9 : blood 6znitelikleri
isim Nitelik Maksimum |[Minimum |Ortalama |St. Sapma
R sayisal 74 0 9.51 8.09
F sayisal 50 1 5.51 5.84
M say1sal 12500 250 1378.68 1459.8
T sayisal 98 2 34.28 24.377

Bu veri kiimesinin smf belirteci igerisindeki orneklerin 2 smif altinda toplandigini
gostermektedir. Bu dagilim siniflar arasinda “1” sinifi icerisindeki 6rneklerin toplam
ornek sayisina orani oldukga diisiik kalmistir. Test veri kiimesi igerisine secilecek “1”
siifi icerisinde olan Ornekler i¢in tahmin oranmin diger siniflara gore diisiik olmasi
durumu s6z konusudur.

Tablo 7.10 : blood sinif belirteci

deger sayl agirhk
0 570 0.76
1 178 0.24

7.3.3.2 Test sonuclari

Denemeler sonrasinda elde edilen sonuglara gére Degisen Varyans Oranlar1 yontemi

eslestirilmesi ile olusturulan algoritmalar digerlerine gore nispeten daha iyi sonuglar

70



vermisglerdir. Dizilim algoritmalar1 icerisinde goze carpar bir fark ortaya ¢ikmamaistir.
Bu veri kiimesi i¢in olusan en iyi tahmin oran1 0.843 ile “cv1” modeli (Degisen varyans

oranlar1 yontemi ve class siralama algoritmasi eslesmesi) i¢in elde edilmistir.

Tablo 7.11 : blood deneme sonug¢lari tablosu.

ei du tp tn ke f sh
mrl 0.799 0.766 0.766 0.245 0.731 0.668 0.486
mr2 0.791 0.748 0.748 0.263 0.652 0.671 1.181
mr3 0.823 0.703 0.703 0.336 0.657 0.675 0.480
mr4 0.799 0.764 0.764 0.250 0.745 0.666 0.490
el 0.771 0.729 0.729 0.425 0.701 0.711 0.522
e2 0.763 0.725 0.725 0.414 0.700 0.710 0.525
e3 0.746 0.717 0.717 0.429 0.692 0.702 0.533
e4 0.775 0.732 0.732 0.446 0.712 0.720 0.518
mml 0.811 0.764 0.764 0.406 0.728 0.731 0.487
mm?2 0.803 0.757 0.757 0.408 0.721 0.725 0.493
mm3 0.771 0.725 0.725 0.469 0.712 0.718 0.531
mm4 0.807 0.755 0.755 0.425 0.722 0.729 0.495
cvl 0.843 0.760 0.760 0.295 0.708 0.686 0.490
cv2 0.811 0.770 0.770 0.300 0.725 0.701 0.480
cv3 0.787 0.743 0.743 0.305 0.674 0.686 0.507
cv4 0.807 0.770 0.770 0.287 0.721 0.696 0.481
NB 0.818 0.750 0.750 0.360 0.700 0.710 0.444
K 0.758 0.750 0.750 0.440 0.720 0.730 0.474
OR 0.822 0.760 0.760 0.270 0.700 0.680 0.491
J 0.802 0.770 0.770 0.480 0.740 0.750 0.453

Yapilan 30 denemenin ortalamalar1 ile hesaplanan diger tablo degerleri icinde ise

“mm1” modeli (Mahalanobis uzakligina dayali tahminsel yaklagim yontemi ve use rank

dizilim algoritmasi eslesmesi) digerlerine gére daha iyi bir performans gostermistir.
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Onerilen modeller ile karsilastirma yapmak iizere Weka'dan secilen algoritmalar
icerisinde J48 algoritmasinin bu veri kiimesi i¢in digerlerine gore daha iyi sonug verdigi
goriilmektedir. Bu veri kiimesi lizerinde yaptigimiz denemeler ile elde ettigimiz veriler,
Varyans degisimleri, Euclid uzaklig1 ve egitim veri kiimesi icerisindeki 6rneklerin dahil
olduklar1 siniflar1 kullanarak olusturdugumuz matematiksel modellemenin, Weka'dan

secilen farkli 6zellikteki algoritmalar ile benzer sonuglar verdigi gozlenmistir.

7.3.1.3 Farkh algoritmalarin icin farkh egitim ve test veri kiimesi sayilar ile

karsilastirmasi

Veri kiimesinin 4 farkli boliinmesi sonrasinda elde edilen 4 farkli egitim ve test
kiimeleri lizerinde yapilan denemeler sonrasinda 625, 500 ve 300 egitim diigiimii ile
egitilen modeller arasinda Tablo 7.12' deki sonuglara gore, dnemli bir performans farki
gbézlenmemistir. 96 egitim diiglimii ve cvl modeli ile sekillendirilen sniflandirma

probleminin 6nemli bir fark gostermedigi gdzlenmistir.
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Tablo 7.12 : blood karsilastirma tablosu.

ei du tp tn ke f sh

625 egitim diigiimii ve 123 test diigiimii

mr4 0.797 0.770 0.770 0.232 0.652 0.672 0.486
mm1 0.814 0.758 0.758 0.243 0.575 0.654 0.490
cvl 0.797 0.761 0.761 0.306 0.717 0.690 0.489

500 egitim diigiimii ve 248 test diigiimii

mr4 0.799 0.764 0.764 0.250 0.745 0.666 0.490
mm1 0.811 0.764 0.764 0.406 0.728 0.731 0.487
cvl 0.843 0.760 0.760 0.295 0.708 0.686 0.490

300 egitim diigiimii ve 448 test diigiimii

mr4 0.782 0.762 0.762 0.252 0.715 0.666 0.490
mm1 0.764 0.746 0.746 0.431 0.714 0.723 0.505
cvl 0.777 0.758 0.758 0.277 0.695 0.677 0.493

96 egitim diigiimii ve 652 test diigiimii

mr4 0.769 0.675 0.675 0.325 0.637 0.653 0.557
mm1 0.750 0.717 0.717 0.404 0.688 0.699 0.532
cvl 0.777 0.752 0.752 0.296 0.683 0.689 0.498

96 egitim diiglimii ve mm1 modeli ile sekillendirilen siniflandirma probleminin diger
egitim diiglimii sayilar1 ile olusturulan problemlere gore diisiik bir fark gosterdigi
gbzlenmektedir. 96 egitim diigiimii ve mr4 algoritmasi ile olusturulan smiflandirma
problemi ise en iyi tahmin degeri (ei) ile diger egitim diiglimi sayilari ile elde edilen
simiflandirma problemlerinin en iyi tahmin degerleri (ei) arasinda onemli bir fark
yoktur. Fakat 30 deneme ortalamalar ile elde edilen diger tablo degerleri bakimindan
gbze c¢arpar bir performans diisiisii goriilmiistiir. Bu diisiis yaklasik %10 civarlarinda
olmustur. Bu durumda kaynaklarin kullanilmasindan tasarruf amaci ile 96 egitim
diigiimiiniin kullanilmasi cvl ve mml modelleri i¢in olumlu bir tasarruf tedbiri

olacaktir. mr4 modeli i¢in ise 300 egitim diiglimiiniin kullanilmasi ile elde edilecek
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model tercih edilebilirdir. “mr4” Modeli c¢ok degiskenli regresyona dayanan bir
yontemdir. Bu bakimdan, segilen 96 egitim diigiimiiniin belirlenmesi i¢in rastgele
secilen 30 farkli Orneklemin uygulanan “ordering” dizilim algoritmasi ile uyum

saglamadigi durumu g6z 6niine alinmalidir.

Tablo 7.13 : blood- mr. karsilastirma tablosu.

96 egitim diigiimii ve 652 test diigiimii i¢cin

ei du tp tn ke f sh
mrl 0.764 0.717 0.717 0.283 0.634 0.660 0.529
mr2 0.743 0.716 0.716 0.325 0.658 0.677 0.790
mr3 0.770 0.713 0.713 0.280 0.635 0.662 0.929
mr4 0.769 0.675 0.675 0.325 0.637 0.653 0.557

Bu durumda Tablo 7.13 degerleri goz oniine alindiginda mrl modeli i¢in uygulanan

“class” dizilim algoritmasinin daha iyi sonuglar verdigi gozlenmektedir.

7.3.3 bupa Veri Kiimesi

“BUPA Liver Disorders” veri kiimesi sayisal taniml1 6 adet 6znitelik, bir sinif belirten
kategorik tanimli 6znitelik ve 345 6rnekten olugsmaktadir. IHDMR yaziliminin bu veri
kiimesi i¢in Onerdigi endeks uzayi sinirlart {2, 2,2 ,3,3,3 } ve endeks uzayi
boyutu 216 dir. Bu smirlar dolayisi ile veri seti igerisinden 216 6rnek egitim veri
kiimesi olarak, geri kalan 129 6rnek de test veri kiimesi olarak rastgele secilerek

atanmiglardir.

7.3.3.1 Oznitelikler

“bupa” Veri kiimesinin Oznitelikleri Tablo 7.14 de, siif belirteci ise Tablo 7.15 de

gosterilmistir.
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Tablo 7.14 : bupa oznitelik istatistikleri tablosu

isim Nitelik Maksimum | Minimum |Ortalama | St. Sapma
mvc sayisal 103 65 90.16 4.448
alkphos sayisal 138 23 69.87 18.348
sqpt sayisal 155 4 304 19.51
sgot sayisal 82 5 24.64 10.065
gammagt sayisal 297 5 38.29 39.254
drink sayisal 20 0 3.455 3.338

Bu veri kiimesinin sinif belirteci igerisindeki 6rneklerin 2 siif altinda toplandigini

gostermektedir. Bu dagilim siniflar arasindaki dagilim esit olmamakla birlikte birbirine

yakin degerlerdir.
Tablo 7.15 : bupa simf belirteci
deger sayl agirhk
1 145 0.42
2 200 0.58
7.3.3.2 Test sonuclari

Denemeler sonrasinda elde edilen sonuglara gore “class” dizilim algoritmasi

eslestirilmesi ile olusturulan algoritmalar digerlerine gore daha 1iyi sonuglar
vermislerdir. Yeni endeks uzay1 olusturan algoritmalar arasinda belirgin bir fark ortaya
cikmamistir. Bu veri kiimesi i¢in yapilan en iyi tahmin oran1 0.752 oram ile “mml”
modeli (Mahalanobis uzakligina dayali tahminsel yaklasim yontemi ve “class” dizilim

algoritmasi eslesmesi) ile elde edilmistir.
Yapilan 30 denemenin ortalamalari1 ile hesaplanan diger tablo degerleri iginde ise,

“mr1” modeli (Coklu regresyona dayali tahminsel yaklagim yontemi ve “class” dizilim

algoritmasi eslesmesi) digerlerine gore daha iyi bir performans gdstermistir.
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Tablo 7.16 : bupa deneme sonuglari tablosu.

ei du tp tn ke f sh
mrl 0.721 0.661 0.661 0.594 0.662 0.641 0.584
mr2 0.690 0.615 0.615 0.656 0.656 0.615 0.679
mr3 0.613 0.515 0.515 0.483 0.509 0.511 0.726
mr4 0.706 0.620 0.620 0.542 0.615 0.589 0.617
el 0.675 0.618 0.618 0.595 0.617 0.617 0.619
e2 0.698 0.614 0.614 0.601 0.616 0.615 0.622
e3 0.675 0.596 0.596 0.571 0.595 0.596 0.637
e4 0.690 0.624 0.624 0.601 0.626 0.625 0.613
mm1 0.752 0.639 0.639 0.606 0.635 0.635 0.601
mm?2 0.714 0.638 0.638 0.625 0.638 0.638 0.602
mm3 0.690 0.616 0.616 0.582 0.612 0.613 0.620
mm4 0.698 0.626 0.626 0.588 0.622 0.624 0.612
cvl 0.659 0.567 0.567 0.418 0.487 0.458 0.658
cv2 0.636 0.566 0.566 0.427 0.499 0.456 0.659
cv3 0.613 0.547 0.547 0.455 0.510 0.484 0.675
cv4 0.644 0.570 0.570 0.432 0.513 0.453 0.656
NB 0.643 0.550 0.550 0.590 0.590 0.540 0.636
K 0.596 0.650 0.640 0.630 0.650 0.640 0.622
OR 0.527 0.560 0.560 0.510 0.550 0.550 0.649
J 0.666 0.630 0.630 0.590 0.630 0.620 0.541

Yapilan 30 denemenin ortalamalar1 ile hesaplanan diger tablo degerleri i¢inde ise “mr1”
modeli (Coklu regresyona dayali tahminsel yaklagim yontemi ve ‘“class” dizilim

algoritmasi eslesmesi) digerlerine gore daha iyi bir performans gostermistir.

Onerilen modeller ile karsilastirma yapmak iizere Weka'dan secilen algoritmalar
icerisinde “K”(Kstar) algoritmasinin bu veri kiimesi icin Weka igerisinden segilen diger
algoritmalara gore daha iyi sonug¢ verdigi goriilmektedir. Bu veri kiimesi iizerinde

yaptigimiz denemeler ile elde ettigimiz veriler, ¢oklu regresyon ve egitim veri kiimesi
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icerisindeki Orneklerin dahil olduklar1 smniflar1  kullanarak olusturdugumuz
matematiksel modellemenin, Weka'dan secilen farkli 6zellikteki algoritmalar ile benzer

sonuglar verdigi gézlenmistir.

7.3.1.3 Farkh algoritmalarimn icin farkh egitim ve test veri kiimesi sayilar ile

karsilastirmasi

Veri kiimesinin 4 farkli sekilde boliinmesi sonrasinda elde edilen 4 farkli egitim ve test
kiimeleri {izerinde yapilan denemeler sonrasinda, Tablo 7.16' da goriinen, elde edilen
sonuglarin egitim i¢in kullanilan diiglim sayisinin artmasina orantili olarak iyilestigi
gbzlenmigtir. 32 ve 288 diigiim sayilar1 arasindaki performans farki %10 civarinda

olmustur.

Bu baglamda, egitim i¢in kullanilacak diigiim sayisinin yliksek tutulmasi sonuglarin

tizerinde olumlu bir etki yaratmaktadir.
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Tablo 7.17 : bupa karsilastirma tablosu

ei du tp tn ke f sh

288 egitim diigiimii ve 57 test diigiimii

mm2 0.755 0.674 0.674 0.655 0.675 0.675 0.570
mml 0.72 0.646 0.646 0.615 0.642 0.642 0.594
mrl 0.808 0.695 0.695 0.627 0.695 0.681 0.557

216 egitim diigiimii ve 129 test diigiimii

mm2 0.714 0.638 0.638 0.625 0.638 0.638 0.602
mml 0.752 0.639 0.639 0.606 0.635 0.635 0.601
mrl 0.721 0.661 0.661 0.594 0.662 0.641 0.584

96 egitim diigiimii ve 229 test diigiimii

mm2 0.659 0.612 0.612 0.589 0.61 0.611 0.623
mml 0.679 0.602 0.602 0.570 0.598 0.599 0.631
mrl 0.723 0.650 0.650 0.595 0.644 0.638 0.594

32 egitim diigiimii ve 313 test diigiimii

mm2 0.604 0.561 0.561 0.515 0.551 0.553 0.663
mml 0.604 0.562 0.562 0.522 0.554 0.556 0.662
mrl 0.710 0.608 0.608 0.579 0.605 0.606 0.650

7.3.4 diabetes Veri Kiimesi

Pima Indians Diabetes Database veri kiimesi sayisal tanimli 8 adet 6znitelik, bir simif
belirten kategorik tanimli 6znitelik ve 768 drnekten olusmaktadir. IHDMR yaziliminin
bu veri kiimesi i¢in onerdigi endeks uzay1 smirlar1 {2, 2, 2, 2, 2, 2,3 ,3} ve
endeks uzay1 boyutu 576 dir. Bu siirlar dolayisi ile veri kiimesi igerisinden 576 6rnek
egitim veri kiimesi olarak geri kalan 192 o6rnek de test veri kiimesi olarak rastgele

secilerek atanmiglardir.
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7.3.4.1 Oznitelikler

“diabetes” veri kiimesinin 6znitelikleri Tablo 7.18 de, sinif belirteci ise Tablo 7.19 de

gosterilmistir.
Tablo 7.18 : diabetes oznitelik istatistikleri.

isim Nitelik Maksimum | Minimum |Ortalama | St. Sapma
preg sayisal 17 0 3.846 3.37
plas sayisal 199 0 120.89 31.973
pres say1sal 122 0 69.11 19.356
skin sayisal 99 0 20.536 15.952
nsu sayisal 846 0 79.799 115.244
mass sayisal 67.1 0 31.9926 7.88416
pedi sayisal 2.42 0.078 0.472 0.331
age sayisal 81 21 33.241 11.76

Bu veri kiimesinin sinif belirteci igerisindeki 6rneklerin 2 siif altinda toplandigini
gostermektedir. Bu dagilim siniflar arasinda “tested-negatif” smifi igerisindeki
orneklerin toplam Ornek sayisina orant olduk¢a diisiik kalmistir. Test veri kiimesi
icerisine secilecek “tested-negatif” smifi igerisinde olan 6rnekler i¢in tahmin oraninin

diger siiflara gore diisiik olmast durumu s6z konusudur.

Tablo 7.19 : diabetes smif belirteci.

deger sayl agirhk
tested-pozitif 500 0.65
tested-negatif 268 0.35
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7.3.4.1 Test sonuclari

Denemeler sonrasinda elde edilen ve Tablo 7.20 igerisinde goriinen sonuglara gore
herhangi bir dizilim algoritmasi eslestirilmesi ile olusturulan algoritmalar digerlerine
gore daha iyi sonuglar vermemislerdir. Yeni endeks uzayi olusturan algoritmalar

arasinda belirgin bir fark ortaya ¢ikmamustir.

Tablo 7.20 : diabetes deneme sonuclar1 tablosu.

ei du tp tn ke f sh
mrl 0.813 0.761 0.761 0.617 0.758 0.744 0.489
mr2 0.797 0.714 0.714 0.591 0.702 0.700 0.556
mr3 0.730 0.670 0.670 0.481 0.646 0.631 0.579
mr4 0.766 0.724 0.724 0.618 0.714 0.714 0.526
el 0.719 0.663 0.663 0.597 0.663 0.663 0.581
e2 0.724 0.666 0.666 0.601 0.667 0.667 0.578
e3 0.714 0.659 0.659 0.536 0.644 0.649 0.584
e4 0.750 0.677 0.677 0.609 0.677 0.677 0.569
mm1 0.745 0.685 0.685 0.628 0.687 0.686 0.562
mm?2 0.750 0.692 0.692 0.642 0.696 0.694 0.556
mm3 0.693 0.654 0.654 0.540 0.641 0.645 0.588
mm4 0.787 0.707 0.707 0.681 0.718 0.711 0.541
cvl 0.714 0.714 0.714 0.524 0.710 0.677 0.535
cv2 0.792 0.722 0.722 0.531 0.717 0.689 0.527
cv3 0.709 0.660 0.660 0.490 0.633 0.629 0.584
cv4 0.792 0.707 0.707 0.508 0.702 0.666 0.541
NB 0.770 0.760 0.760 0.680 0.750 0.750 0.464
K 0.755 0.700 0.700 0.590 0.690 0.690 0.540
OR 0.765 0.730 0.730 0.610 0.730 0.720 0.500
J 0.739 0.730 0.730 0.670 0.730 0.730 0.492

Bu veri kiimesi i¢in yapilan en iyi tahmin orani 0.813 orani ile “mr1” modeli (Coklu

regresyona dayali tahminsel yaklagim yontemi ve “class” dizilim algoritmas1 eslesmesi)
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icin elde edilmistir. Yapilan 30 denemenin ortalamalar1 ile hesaplanan diger tablo
degerleri icinde ise “mrl” modeli (Coklu regresyona dayali tahminsel yaklagim
yontemi ve ‘“class” dizilim algoritmasi eslesmesi) digerlerine gore daha iyi bir

performans gostermistir.

Onerilen modeller ile karsilastirma yapmak iizere Weka'dan secilen algoritmalar
icerisinde NaiveBayes algoritmasimnin bu veri kiimesi i¢in digerlerine gore daha iyi

sonug verdigi goriilmektedir.

Elde edilen en kiiciik “sh” degeri olan 0.464, yine bu algoritmanin ¢iktisidir. Bu veri
kiimesi tizerinde yaptigimiz denemeler ile elde ettigimiz veriler, ¢oklu regresyon ve
egitim veri kiimesi icerisindeki Orneklerin dahil olduklar1 simiflart kullanarak
olusturdugumuz matematiksel modellemenin, Weka'dan segilen farkli oOzellikteki
algoritmalardan NaiveBayes disindakilerden daha iyi sonuglar verdigi ve NaiveBayes

ile benzer sonuglar verdigi gézlenmistir.

7.3.1.3 Farkh algoritmalarimn icin farkh egitim ve test veri kiimesi sayilar ile

karsilastirmasi

Veri kiimesinin 4 farkli sekilde boliinmesi sonrasinda elde edilen 4 farkli egitim ve test
kiimeleri lizerinde yapilan denemeler sonrasinda, elde edilen sonuglarin egitim diigiimii
sayisina bagli oldugu fakat bu bagliligin sonuglar iizerindeki etkilerinin maliyetler

bakimindan g6z ard1 edilebilecek diizeyde oldugu gozlenmistir.

Bu denemeler sonrasinda cv2 modelinin egitim diigiimii sayisindan en c¢ok etkilenen

model oldugu gozlenmistir.
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Tablo 7.21 : diabetes karsilastirma tablosu.

ei du tp tn ke f sh

640 egitim diigiimii ve 128 test diigiimii

mrl 0.813 0.757 0.757 0.611 0.753 0.739 0.493
cv2 0.758 0.706 0.706 0.536 0.706 0.669 0.541
mr4 0.797 0.715 0.715 0.603 0.704 0.706 0.534

576 egitim diigiimii ve 192 test diigiimii

mrl 0.813 0.761 0.761 0.617 0.758 0.744 0.489
cv2 0.792 0.722 0.722 0.531 0.717 0.689 0.527
mr4 0.766 0.724 0.724 0.618 0.714 0.714 0.526

256 egitim diigiimii ve 512 test diigiimii

mrl 0.797 0.742 0.742 0.596 0.739 0.721 0.508
cv2 0.752 0.713 0.713 0.542 0.704 0.684 0.536
mr4 0.756 0.728 0.728 0.625 0.719 0.72 0.522

96 egitim diigiimii ve 672 test diigiimii

mrl 0.764 0.736 0.736 0.594 0.729 0.717 0.514
cv2 0.716 0.687 0.687 0.513 0.668 0.656 0.560
mr4 0.745 0.715 0.715 0.639 0.71 0.712 0.544

Tablo 7.22 de gozlendigi lizere Degisen Varyans Oranlar1 yontemi (cv) ile birlikte
kullanilan siralama algoritmalar1 96 egitim diiglimii i¢in olusturulan model {lizerinde

farkli etkiler olusturmamaktadir.
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Tablo 7.22 : diabetes-cv. karsilastirma tablosu.

96 egitim diigiimii ve 672 test diigiimii icin

ei du tp tn ke f sh
cvl 0.724 0.684 0.684 0.495 0.665 0.644 0.563
cv2 0.716 0.687 0.687 0.513 0.668 0.656 0.560
cv3 0.716 0.664 0.664 0.551 0.651 0.655 0.580
cv4 0.722 0.685 0.685 0.500 0.666 0.648 0.562

7.3.5 iris Veri Kiimesi

Iris Plants Database veri kiimesi sayisal tanimli 4 adet Oznitelik, bir simif belirten
kategorik tanimli 6znitelik ve 150 6rnekten olugsmaktadir. IHDMR yaziliminin bu veri
kiimesi i¢in dnerdigi indeks uzay1 simirlart {3 , 3, 3, 4} ve endeks uzay1 boyutu 108
dir. Bu sinirlar dolayisi ile veri kiimesi icerisinden 108 6rnek egitim veri kiimesi olarak

geri kalan 42 6rnek de test veri kiimesi olarak rastgele segilerek atanmislardir.

7.3.5.1 Oznitelikler

“iris” veri kiimesinin Oznitelikleri Tablo 7.23 de, smuf belirteci ise Tablo 7.24 de

gosterilmistir.
Tablo 7.23 : iris o0znitelik istatistikleri.
isim Nitelik Maksimum | Minimum |Ortalama |St. Sapma
sepallength | sayisal 7.9 43 5.843 0.8430
sepalwidth | sayisal 4.4 2 3.054 0.4336
pedallength | sayisal 6.9 1 3.7587 1.7644
pedalwidth | sayisal 2.5 0.1 1.1987 0.7631
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Bu veri kiimesinin sinif belirteci icerisindeki 6rneklerin 3 siif altinda toplandigini
gostermektedir. Bu dagilim smiflar arasinda esit olarak gergeklesmistir. Bu sebeple

egitim siirecleri igerisinde egitim diiglimiinden kaynali bir fark olmayacaktir.

Tablo 7.24 : iris siif belirteci.

deger say1 |agirhk
iris-setosa 50 0.3333

iris-versicolor| 50 0.3333

iris-virginica | 50 0.3333

7.3.5.2 Test sonuc¢lari

Denemeler sonrasinda elde edilen sonuglara gore herhangi bir siralama algoritmasi
eslestirilmesi ile olusturulan model, diger siralama algoritmalar1 eslestirmesi ile
olusturulan modele gore daha iyi sonug¢lar vermemistir. Yeni endeks uzay1 olusturan

algoritmalar arasinda belirgin bir fark ortaya ¢ikmamustir.

Bu veri kiimesi i¢in yapilan en iyi tahmin orani olan %100 oranin1 “mr3” disindaki
biitiin modeller yakalamistir. Bunlarin arasindan en diistik “sh” degerine sahip “mm2”
modeli (Mahalanobis uzakligina dayali tahminsel yaklagim yontemi ve “use rank”

dizilim algoritmas1 eslesmesi) kendini diger modellere gore 6ne ¢ikarmistir.
Yapilan 30 denemenin ortalamalar1 ile hesaplanan diger tablo degerleri i¢inde bu

algoritma digerlerine gore daha iyi bir performans gostermistir. Elde edilen en kiiciik

“sh” degeri olan 0.15, yine bu algoritmanin ¢iktisidir.
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Tablo 7.25 : iris deneme sonuglari tablosu.

ei du tp tn ke sh
mrl 1 0.974 0.958 0.979 0.959 0.958 0.182
mr2 | 0.975 0.961 0.981 0.961 0.961 0.183
mr3 0.905 0.869 0.800 0.901 0.799 0.798 0.444
mr4 1 0.971 0.954 0.977 0.954 0.954 0.196
el 1 0.967 0.948 0.975 0.948 0.948 0.209
e2 1 0.971 0.954 0.978 0.955 0.954 0.193
e3 1 0.971 0.954 0.977 0.955 0.954 0.200
e4 1 0.973 0.957 0.979 0.957 0.957 0.189
mm1 1 0.977 0.963 0.981 0.963 0.963 0.172
mm?2 | 0.981 0.970 0.985 0.970 0.970 0.150
mm3 1 0.981 0.970 0.985 0.970 0.969 0.155
mm4 1 0.979 0.967 0.985 0.967 0.967 0.170
cvl 1 0.967 0.947 0.974 0.948 0.947 0.212
cv2 1 0.966 0.947 0.972 0.947 0.947 0.221
cv3 1 0.963 0.942 0.971 0.942 0.942 0.227
cv4 1 0.968 0.949 0.975 0.949 0.949 0.207
NB 0.952 0.960 0.960 0.980 0.960 0.960 0.200
K 0.952 0.940 0.940 0.970 0.940 0.940 0.244
OR 0.928 0.940 0.940 0.970 0.940 0.940 0.282
J 0.952 0.940 0.940 0.970 0.94 0.94 0.282

Onerilen modeller ile karsilastirma yapmak iizere Weka'dan secilen algoritmalar
icerisinde NaiveBayes algoritmasinin bu veri kiimesi i¢cin Weka igerisinden secilen
diger smiflandirma algoritmalarina gore daha iyi sonug¢ verdigi goriilmektedir. Bu veri
kiimesi iizerinde yaptigimiz denemeler ile elde ettigimiz veriler, olusturdugumuz
modellerin genellikle basarili sonuglar verdigini gostermektedir. Olusturdugumuz

Weka'dan

matematiksel modellemelerin birgogunun, ozellikteki

secilen farkl

algoritmalardan daha iyi sonuclar verdigi gozlenmistir.
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7.3.1.3 Farkh algoritmalarimn icin farkh egitim ve test veri kiimesi sayilar ile

karsilastirmasi

Tablo 7.26 : iris karsilastirma tablosu.

ei du tp tn ke f sh

120 egitim diigiimii ve 30 test diigiimii

mm?2 1 0.974 0.959 0.981 0.96 0.959 0.185
mm3 1 0.981 0.971 0.986 0.971 0.970 0.131
mr2 0.934 0.842 0.761 0.878 0.806 0.760 0.503

108 egitim diigiimii ve 42 test diigiimii

mm?2 1 0.981 0.970 0.985 0.970 0970 0.150
mm3 1 0.981 0.970 0.985 0.970 0.969 0.155
mr2 1 0.975 0.961 0.981 0.961 0.961 0.183

54 egitim diigiimii ve 96 test diigiimii

mm2 0.98 0.972 0.956 0.979 0.957 0.956 0.207
mm3 1 0.971 0.954 0.977 0.955 0.954 0.206
mr2 0.99 0.969 0.951 0.975 0.951 0.951 0.214

24 egitim diigiimii ve 126 test diigiimii

mm2 0.969 0.890 0.831 0.916 0.831 0.830 0.426
mm3 0.985 0.914 0.867 0.934 0.867 0.865 0.354
mr2 0.969 0.963 0.941 0.971 0.941 0.941 0.241

Veri kiimesinin 4 farkli sekilde boliinmesi sonrasinda elde edilen 4 farkli egitim ve test
kiimeleri iizerinde yapilan denemeler sonrasinda, elde edilen sonuglarin egitim igin
kullanilan diigiim sayisiin artmasina orantilt olarak 120 egitim diigiimii sayisina kadar
iyilestigi gozlenmistir. 120 egitim diigiimii sayisi ile yapilan modellemelerde, mm?2
modeli i¢in 0.035 standart hata artig1 goriilmektedir. mr2 modeli i¢in ise belirgin bir

performans kayb1 goriilmektedir.
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Cok degiskenli regresyona dayali “mr” algoritmasimin 120 egitim diiglimii sayis1 igin

diger dizilim algoritmalari ile birlikte ulastig1 performanslara bakilacak olursa;

Tablo 7.27 : iris-mr. karsilastirma tablosu.

120 egitim diigiimii ve 30 test diigiimii

ei du tp tn ke f sh
mrl 1 0.968 0.949 0.974 0.951 0.949 0.193
mr2 0.934 0.842 0.761 0.878 0.806 0.760 0.503
mr3 0.901 0.862 0.790 0.900 0.793 0.786 0.507
mr4 1 0.951 0.924 0.959 0.928 0.923 0.278

ayn1 sorunun “rate” dizilim algoritmasi ie birlikte olusturulan model (mr3) i¢in de

ortaya ¢iktig1 goriilmektedir.

Elde edilen sonucglar dogrultusunda mr2 modeli i¢in 24 egitim diigiimii, mm2 ve mm3

modelleri i¢in de 54 egitim diiglimiiniin egitim i¢in yeterli oldugu goriilmektedir.

7.3.6 tae Veri Kiimesi

Teaching Assistant Evaluation veri kiimesi sayisal tamimli 1 adet Oznitelik, 4 adet
kategorik Oznitelik, bir smif belirten kategorik tanimli 6znitelik ve 151 Ornekten
olusmaktadir. [HDMR yaziliminin bu veri kiimesi i¢in 6nerdigi endeks uzay1 sinirlari
{2, 2,3, 3, 3} ve endeks uzay1 boyutu 108 dir. Bu sinirlar dolayist ile veri kiimesi
igcerisinden 108 ornek egitim veri kiimesi olarak geri kalan 42 6rnek de test veri kiimesi

olarak rastgele secilerek atanmislardir.

7.3.6.1 Oznitelikler

“tae” veri kiimesinin Oznitelikleri Tablo 7.28 de, smif belirteci ise Tablo 7.29 de

gosterilmistir.
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Tablo 7.28 : tae oznitelik istatistikleri

isim Nitelik | Maksimum | Minimum |Ortalama |St. Sapma | farkh
nativeOrNot | kategorik 2 1 - - 2
Course instructor | kategorik 25 1 - - 25
Course kategorik 26 1 - - 26
semester kategorik 2 1 - - 2
class-size sayisal 66 3 27.8676 | 12.8928 -

Bu veri kiimesinin smif belirteci icerisindeki orneklerin 3 sinif altinda toplandigini
gostermektedir. Bu dagilim siniflar arasinda esit olarak gerceklesmistir. Bu sebeple

egitim siiregleri icersinde egitim diiglimiinden kaynal1 bir fark olmayacaktr.

Tablo 7.29 : tae simif belirteci.

deger [say1 agirhk
1 49 0.325
2 50 0.331
3 52 0.344

7.3.6.2 Test sonuclari

Denemeler sonrasinda elde edilen sonuglara gore herhangi bir siralama algoritmasi
eslestirilmesi ile olusturulan modeller diger siralama algoritmalar1 ile olusturulan
modellere gore daha iyi sonuglar vermemistir. Yeni endeks uzay1 olusturan algoritmalar
arasinda Mahalanobis uzakligina dayali tahminsel yaklasim yonteminin digerlerine
gbre daha iyi bir performans ortaya koydugu goézlenmektedir. Bu veri kiimesi i¢in
yapilan en iyi tahmin oram1 0.721 orani ile “mm4” modeli (Mahalanobis uzakligina
dayal1 tahminsel yaklagim yontemi ve “ordering” dizilim algoritmasi eslesmesi) ile elde
edilmistir. Yapilan 30 denemenin ortalamalari ile hesaplanan diger tablo degerlere gore

birkag algoritma digerlerine gére daha iyi sonuglar vermislerdir.
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Bunlar Kstar, “mm2” (Mahalanobis uzakligina dayali tahminsel yaklagim yontemi ve
“use rank” dizilim algoritmasi eslesmesidir.) ve “el” (Euckid uzakligina dayali
tahminsel yaklagim yontemi ve “class” dizilim algoritmasi eslesmesi) modelleridir.

Elde edilen en kiigiik “sh” degeri olan 0.835 ise, “mm2” modelinin ¢iktisidir.

Tablo 7.30 : tae deneme sonuclari tablosu.

ei du tp tn ke f sh

mrl 0.396 0.471 0.303 0.690 0.386 0.170 0.850
mr2 0.442 0.488 0.321 0.664 0.365 0.294 0.904
mr3 0.419 0.487 0.320 0.67 0.309 0.236 0.952
mr4 0.466 0.528 0.363 0.664 0.393 0.261 0.838

el 0.675 0.684 0.548 0.774 0.548 0.548 0.988
e2 0.442 0.488 0.321 0.664 0.365 0.294 0.904
e3 0.628 0.589 0.432 0.716 0.439 0.425 1.008
e4 0.652 0.669 0.529 0.766 0.533 0.529 1.012

mml 0.628 0.646 0.500 0.756 0.527 0.501 0.880
mm?2 0.698 0.676 0.538 0.773 0.557 0.539 0.835
mm3 0.559 0.583 0.425 0.718 0.484 0.413 0.887
mm4 0.721 0.644 0.497 0.748 0.511 0.499 0.903

cvl 0.442 0.501 0.335 0.656 0.353 0.248 1.163
cv2 0.489 0.515 0.349 0.658 0.322 0.257 1.167
cv3 0.466 0.511 0.345 0.662 0.341 0.302 1.086
cv4 0.489 0.513 0.347 0.655 0.336 0.259 1.184
NB 0.674 0.480 0.480 0.740 0.480 0.480 0.948
K 0.720 0.570 0.570 0.780 0.580 0.560 0.938
OR 0.628 0.430 0.430 0.720 0.430 0.420 1.067
J 0.604 0.460 0.460 0.730 0.460 0.440 1.019

Onerilen algoritma eslesmeleri ile karsilastirma yapmak iizere Weka'dan segilen

algoritmalar igerisinde Kstar algoritmasimin bu veri kiimesi i¢in Weka igerisinden
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secilen diger siniflandirma algoritmalarina gore daha iyi sonug verdigi goriilmektedir.
Bu veri kiimesi {izerinde yaptigimiz denemeler ile elde ettigimiz veriler,
olusturdugumuz modeller igerisinden, Mahalonobis uzaklig1 ve Ozniteliklerin icerdigi
farkli degerlerden yararlanarak olusturdugumuz model ve Euclid uzakligi ve egitim veri
seti igerisindeki Orneklerin simiflarindan yararlanarak olusturdugumuz modelin
Weka'dan secgilen farkli Ozellikteki algoritmalar ile benzer sonuglar verdigi

gozlenmistir.

7.3.1.3 Farkh algoritmalarimn icin farkh egitim ve test veri kiimesi sayilar ile

karsilastirmasi

Veri kiimesinin 4 farkli sekilde boliinmesi sonrasinda elde edilen 4 farkli egitim ve test
kiimeleri iizerinde yapilan denemeler sonrasinda, 120 egitim diiglimii sayisina kadar
olan egitim digiimii sayisi artiglarinin sonuglar {izerinde olumlu etkisi oldugu
gbzlenmistir. 120 egitim diiglimii sayis1 i¢in olusturulan modellemelerde elde edilen 30
deneme ortalamalar1 olan sonuglarda bir fark goriilmemistir. Bu durumda bu veri
kiimesi i¢in 108 egitim digimii ile egitilmis modellerin yeterli bir performans

gosterdikleri sdylenebilirdir.
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Tablo 7.31 : tae karsilastima tablosu.

ei du tp tn ke sh

120 egitim diigiimii ve 31 test diigiimii

el 0.678 0.680 0.542 0.772 0.543 0.542 0.966
mm4 0.613 0.638 0.491 0.753 0.523 0.491 0.932
mm?2 0.646 0.687 0.551 0.776 0.569 0.554 0.825
108 egitim diigiimii ve 43 test diigiimii

el 0.675 0.684 0.548 0.774 0.548 0.548 0.988
mm4 0.721 0.644 0.497 0.748 0.511 0.499 0.903
mm?2 0.698 0.676 0.538 0.773 0.557 0.539 0.835
54 egitim diigiimii ve 97 test diigiimii

el 0.476 0.587 0.430 0.715 0.436 0.431 1.130
mm4 0.505 0.552 0.389 0.699 0.405 0.377 1.105
mm?2 0.544 0.534 0.369 0.687 0.416 0.297 1.204
24 egitim diigiimii ve 127 test diigiimii

el 0.473 0.537 0.373 0.687 0.374 0.372 1.141
mm4 0.426 0.513 0.347 0.681 0.358 0.284 1.220
mm?2 0.481 0.514 0.349 0.688 0.444 0.243 1.253

7.3.7 vovel Veri Kiimesi

Deterding Vowel Recognition Data veri kiimesi sayisal tanimli 10 adet 6znitelik, 3 adet
kategorik tanimli 6znitelik, bir sinif belirten kategorik tanimli 6znitelik ve 990 6rnekten
olusmaktadir. IHDMR yaziliminin bu veri seti i¢in 6nerdigi endeks uzayr simurlart {1,
L, 1,1, 2,2, 2,2, 2, 2, 2,2, 2} ve endeks uzay1 boyutu 512 dir. Bu smirlar
dolayisi ile veri kiimesi igerisinden 512 6rnek egitim veri kiimesi olarak geri kalan 478

ornek de test veri kiimesi olarak rastgele secilerek atanmislardir.
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7.3.7.1 Oznitelikler

“vovel” veri kiimesinin Oznitelikleri Tablo 7.32 de, siif belirteci ise Tablo 7.33 de

gosterilmistir.
Tablo 7.32 : vovel oznitelik istatistikleri.

isim Nitelik |Maksimum Minimum | Ortalama  St. Sapma | farkh
Train or Test | kategorik 2 1 - - 2
Speaker Number | kategorik 15 1 - - 15
Sex kategorik 2 1 - - 2
Feature 0 kategorik -0.941 -5.211 -3.2037 | 0.86899 -
Feature 1 say1sal 5.074 -1.274 1.88176 | 1.175272 -
Feature 2 sayisal 1.431 -2.487 -0.5078 | 0.71194 -
Feature 3 sayisal 2.377 -1.409 0.51548 | 0.75926 -
Feature 4 sayisal 1.831 -2.127 | -0.30566 | 0.664602 -
Feature 5 say1sal 2.327 -0.836 0.63024 | 0.60387 -
Feature 6 sayisal 1.403 -1.537 | -0.00436 | 0.46193 -
Feature 7 sayisal 2.039 -1.293 0.33656 0.5733 -
Feature 8 say1sal 1.309 -1.613 | -0.30298 | 0.57016 -
Feature 9 sayisal 1.396 -1.68 -0.07134 | 0.60398 -

Bu veri kiimesinin smif belirteci igerisindeki orneklerin 11 sinif altinda toplandigini
gostermektedir. Bu dagilim simniflar arasinda esit olarak gergeklesmistir. Bu sebeple

egitim siirecleri igerisinde egitim diiglimiinden kaynali bir fark olmayacaktir.
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Tablo 7.33 : vovel sinif belirteci.

deger sayl agirhk
hid 90 0.0909
hld 90 0.0909
hEd 90 0.0909
hAd 90 0.0909
hyd 90 0.0909
had 90 0.0909
hOd 90 0.0909
hod 90 0.0909
hud 90 0.0909
hud 90 0.0909
hed 90 0.0909

7.3.7.2 Test sonuclari

Denemeler sonrasinda elde edilen ve Tablo 7.34' de gériinen sonuglara gore “use rank™
siralama algoritmasi eslestirilmesi ile olusturulan modeller diger siralama algoritmalari
ile olusturulan modellerlere gére daha iyi sonuglar vermislerdir. Yeni endeks uzayi
olusturan algoritmalar arasinda Mahalanobis uzakligina dayali tahminsel yaklagim
yonteminin ve FEuclid uzakligina dayali yontemin digerlerine gore daha iyi bir

performans ortaya koydugu gézlenmektedir.

Bu veri kiimesi i¢in yapilan en iyi tahmin oran1 0.962 orani ile Kstar algoritmasi ile
elde edilmistir. Yapilan 30 denemenin ortalamalari ile hesaplanan diger tablo degerlere
gore Kstar algoritmasi digerlerine gore daha iyi bir performans gostermistir. Elde edilen

en kiiciik “sh” degeri olan 0.383 degeri de bu algoritmasinin ¢iktisidir.

Bu veri kiimesi iizerinde yaptigimiz denemeler ile elde ettigimiz veriler,
olusturdugumuz modeller icerisinden, Euclid uzaklig1 ve egitim veri seti igerisindeki

orneklerin Ozniteliklerinin igerdigi farkli degerlerden yararlanarak olusturdugumuz
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modelin (e2), Weka'dan secilen Kstar algoritmasina yakin bir performans gosterdigi
gbzlenmistir. E2 modelinin yaptig1 en iyi tahmin 0.923' tiir. Onerilen modeller ile
kargilastirma yapmak iizere Weka'dan secilen algoritmalar igerisinde Kstar
algoritmasmin bu veri kiimesi icin Weka icerisinden secilen diger siniflandirma

algoritmalarina gére daha iyi sonug verdigi goriilmektedir.

Tablo 7.34 : vovel deneme sonuclari.

ei du tp tn ke f sh

mrl 0.218 0.601 0.171 0.918 0.226 0.168 2.621
mr2 0.191 0.562 0.136 0.915 0.226 0.137 2.729
mr3 0.149 0.522 0.106 0.911 0.117 0.097 3.607
mr4 0.220 0.608 0.179 0.919 0.237 0.173 2.585

el 0.888 0.944 0.819 0.982 0.821 0.818 0.703
e2 0.923 0.964 0.879 0.988 0.880 0.879 0.659
e3 0.176 0.554 0.130 0.914 0.123 0.120 3.170
e4 0.894 0.947 0.828 0.983 0.830 0.828 0.671

mml 0.804 0.920 0.749 0.975 0.758 0.750 0.824
mm?2 0.860 0.941 0.808 0.981 0.816 0.809 0.824
mm3 0.178 0.553 0.129 0.913 0.145 0.120 3.082
mm4 0.812 0.922 0.754 0.976 0.761 0.753 0.822

cvl 0.507 0.773 0.409 0.942 0.452 0.399 2.672
cv2 0.475 0.777 0.418 0.943 0.468 0.406 2.593
cv3 0.164 0.545 0.123 0.913 0.118 0.112 3.435
cv4 0.505 0.772 0.407 0.941 0.443 0.399 2.607
NB 0.631 0.600 0.600 0.960 0.610 0.600 2.504
K 0.962 0.940 0.940 0.990 0.940 0.940 0.383
OR 0.309 0.330 0.330 0.930 0.320 0.310 3.125
J 0.686 0.700 0.700 0.970 0.710 0.700 2.331

94



7.3.1.3 Farkh algoritmalarimn icin farkh egitim ve test veri kiimesi sayilar ile

karsilastirmasi
Veri kiimesinin 4 farkli boliinmesi sonrasinda elde edilen 4 farkli egitim ve test

kiimeleri iizerinde yapilan denemeler sonrasinda, egitim diiglimii sayisinin artmasinin

elde edilen sonugclar tizerinde olumlu bir etkisinin oldugu gézlenmektedir.

Tablo 7.35 : vovel karsilastirma tablosu.

ei du tp tn ke f sh

768 egitim diigiimii ve 222 test diigiimii

e2 0.969 0.986 0.950 0.995 0.95 0.95 0.355
e4 0.901 0.953 0.845 0.985 0.85 0.845 0.464
mm?2 0.924 0.968 0.893 0.990 0.898 0.894 0.505
512 egitim diigiimii ve 478 test diigiimii

e2 0.923 0.964 0.879 0.988 0.880 0.879 0.659
e4 0.894 0.947 0.828 0.983 0.830 0.828 0.671
mm?2 0.860 0.941 0.808 0.981 0.816 0.809 0.824
348 egitim diigiimii ve 942 test diigiimii

e2 0.897 0.958 0.861 0.987 0.863 0.862 0.928
e4 0.755 0.874 0.626 0.963 0.636 0.622 1.245
mm?2 0.821 0.931 0.779 0.978 0.787 0.781 0.993
256 egitim diigiimii ve 734 test diigiimii

e2 0.750 0.902 0.700 0.970 0.707 0.701 1.393
e4 0.631 0.846 0.561 0.957 0.563 0.559 1.561
mm?2 0.693 0.874 0.627 0.963 0.645 0.629 1.668
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8. SONUC

Bu tez calismasi igerisinde YSYBMG yontemi, farkli bakis agilari ile yorumlanmis ve
farkli 6zelliklere sahip gergek veri kiimeleri tizerinde basarili siniflandirma siiregleri
olusturulmustur. Smiflandirma probleminin ¢6ziimiine yonelik 16 farkli model
kurulmus ve bu kurulan modeller 7 farkli veri kiimesi iizerinde denenmistir. Bu
denemeler, kurulan modellerin kullanilmas1 amaci ile yazilmis olan IHDMR yazilimi

ile yapilmistir.

Onerilen siralama algoritmalar1 ile veri kiimeleri ve endeks uzaylari farkli sekiller
stralanmig ve bu farkli siralanmalar yolu ile fakli sekillerde eslestirilmislerdir. Onerilen
yeni endeks diiglimi algoritmalar ile test diigiimlerinin olusturulan endeks uzayi
iizerinde eslesecekleri endeks diigiimlerinin belirlenmesi amaglanmistir. Bu yeni endeks
diigiimii belirlenmesi siireci, farkli metrikler ve farkli yaklasimlar ile genisletilmis,

farkli veri setleri igin farkli basar1 diizeyleri yakalanmistir.

Elde edilen sonuglarin dogrulugu, iizerinde c¢alisilan veri kiimelerinin 4 farkli
par¢alanmasi1 ile kurulan modellerin tekrar denenmesi yolu ile ve Weka veri
madenciligi araci igerisinden farkli 6zellikleri sebebiyle se¢ilmis 4 farkli siniflandirma
algoritmasi ile karsilagtirilarak sinanmistir. Yapilan ¢aligmalar sonrasin da, YSYBMG
yontemi ger¢ek veri kiimeleri {lizerinde denenmis ve farkli ozelliklere sahip veri
kiimeleri tizerinde caligsabilmesi i¢in farkli algoritmalar ile yeniden sekillendirilmistir.
Yapilan denemeler sonrasinda goriilmiistiir ki, YSYBMG nin esnek yapist kullanilarak
elde edilen yeni modeller ile farkli veri kiimeleri ilizerinde basarili smiflandirma

siirecleri insa edilebilmistir.

Onerilen yéntemlerin gercek veri kiimeleri iizerine uygulanmasina yénelik hazirlanan
[HDMR yazilim1 sayesinde denemeler, kisa bir siire i¢erisinde tamamlanmustir. Yazilim
sayesinde kullanicinin deneme siirecine katkisi veri dosyasinin segilmesi seviyesine

kadar c¢ekilebilmektedir. Kullanici, sececegi veri kiimesi iizerinde herhangi bir
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degisiklige gitmek istediginde bunu oldukca kolay bir sekilde yapabilmekte ve yaptigi

degisiklikleri ayn1 an icersinde grafikler ve tablolar sayesinde gozlemleyebilmektedir.

Kullanic1 yaptig1 degisiklikler sonrasinda, yeniden olusturulan veri bilgileri sayesinde
yaptig1 degisikligin yeterli olup olmadigina ve eger yeterli goriilmedi ise yeniden
degisiklikler yapmasi gerekip gerekmedigine karar verebilmektedir. Deneme sonrasinda
kullanic1 sonuglart olduk¢a ayrintili bir sekilde kullanicit arabiriminden takip
edebilmektedir. Ayn1 zamanda yapilan denemelerin pdf formath raporlarida kayit altina
alindigindan dolayr kullanic1  yaptigi denemenin sonuclarin1  diger ortamlara

aktarabilmektedir.

Coklu denemeler i¢in olusturulan raporlar sayesinde kullanict farkli yontemlerin
etkilerini ayni tablo igersinde gozlemleyebilmekte ve karsilastirabilmektedir. Kullanict
her bir farkli model i¢in en iyi sonucu veren egitim ve test kiimelerini arff formath
olarak elde etmektedir. Bu sayede iyi sonuglar elde edilen yontemleri diger
siniflandirma algoritmalar1 ile esit sartlarda karsilastirabilme imkani elde edilmis

olmaktatir.

Bu tez calismasi igerisinde yapilan denemelerde 4 farkli dizilim algoritmas1 ve 4 farkl
eslestirme algoritmasi ile olusturulan 16 farkli model 7 farkli veri seti iizerinde
uygulanmistir. Her veri seti icin 4 farkli egitim diigiimii sayis1 ile yapilan denmelerde,
her deneme 30 defa rastgele secilim uygulanarak tekrarlanmistir. Bu tekrarlarin toplam
sayist 13440" tir. Yapilan denemeler sonrasinda 15344 adet pdf ve arff formath rapor

dosyasi elde edilmistir.

Deneme sonuglarmin degerlendirilmesi icin Weka veri madenciligi araci igersinden
kullanilan profesyonel smiflandirma algoritmalarima gore bu tez igersinde Onerilen
yontemlerin sonuglar1 bircok denemede daha iyi olmustur. Diger durumlarda ise

sonuglar lizerindeki farklar oldukea diisiik seviye olmustur.
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Yeni endeks diiglimii algoritmalarini degerlendirmek gerekirse:

Cok degiskenli regresyona dayali yontem ile elde edilen siniflandirma denklemleri
basarili sonuglar vermistir. Bu denklemler degisken olarak egitim diiglimii igerisindeki
verileri aldiklar1 i¢in hig¢bir islem yapilmadan sadece denklemde yerine koyma yontemi
ile sonuca varmaktadirlar. Bu yontem “diabetes” veri kiimesi icin en iyi sonucu veren

yontemdir.

YSYBMG yontemi igerisinde yer alan ve bu ¢alisma icerisinde “euclid” olarak anilan
yeni endeks diiglimii bulma algoritmasi, kullanilan gercek veri kiimeleri lizerinde genel
olarak ortalama bir performans saglamistir. “vovel” veri kiimesi i¢in en iyi sonucu

veren model igerisinde bu algoritma kullanilmistir.

Mahalanobis uzakligina dayali tahminsel yaklagim yontemi genel olarak basarili
siiflandirma modelleri igerisinde yer almislardir. Bu yontemin kullanildigi modeller ya

en 1yl ya da en 1iy1 ikinci en 1y1 sonucu vermislerdir.

Degisen varyans oranlari yonteminin igerisinde kullanildigi modellerin, genellikle
ortalama bir basar1 seviyesine sahip oldugu gozlenmistir. Bu yontem deger araliklari
kiicik ve igerdigi degerler arasindaki farklarin oransal olarak kii¢iik oldugu

Ozniteliklere sahip veri kiimeleri i¢in iyi sonug¢lar vermemektedir.

Yeni siralama algoritmalarini degerlendirmek gerekirse:

“use rank” siralama algoritmasini igeren modellerin 6znitelikleri farkli sayida degerler
iceren veri kiimeleri i¢in iyi sonu¢ verdigi gozlenmistir. Bu siralama algoritmasi
balance-scale, vovel ve blood iyi sonuglar veren modeller igerisinde kullanilmistir.“use
rate” siralama algoritmasini iceren modeller genellikle diisiik seviyede bir basar1 diizeyi

saglamislardir.
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YSYBMG yoéntemi igerisinde yer alan ve bu calisma igerisinde “class” olarak anilan
siralama algoritmasi, kullanilan gergek veri kiimeleri iizerinde genel olarak iyi bir
performans saglamistir. Bupa veri kiimesi i¢in en iyi basar1 diizeyini yakalayan model

icerisinde bu siralama algoritmasi kullanilmaistir.

Genel olarak olusturulan modellerin hangi veri kiimelerinde etkili sonuglar verdikleri
Tablo 8.1 icerisinden takip edilebilir. Bu tablo igersinde modellerin basarili sonuglar
verdikleri veri kiimeleri verilmistir. Tablo 8.1 igerisinde goze carpan ilk detay kuskusuz
iris veri kiimesi i¢in elde edilen basar1 durumudur. Bu veri kiimesi i¢in biitiin modeller

basarili sonuglar almistirlar.

Bu veri kiimesi i¢in elde edilen basarinin sebebi, veri kiimesinin genel olarak
siniflandirma analizine uygun yapisidir. Bu veri kiimesi igerisindeki smiflar ayrik
oldugundan test diiglimleri kolaylikla sinifladirilabilmektedir. Elde edilen sonuclarda
asil dikkat ¢eken durum birgok deneme de bu veri kiimesi i¢in %100 basar1 eldilmis

olmasidir.

Cok degiskenli regresyona dayali yontem (mr) ile olusturulan modellerin diabetes veri
kiimesi iizerinde iyi sonuglar verdigi goriilmektedir. Bu veri kiimesi lizerinde Degisen
Varyans Oranlar1 yontemi kullanilarak elde edilen iki modelinde ( cv2, cv4) iyi

sonuclar verdigi gézlenmektedir.

Elde edilen bu sonuglarin bu veri kiimesinin 6znitelikleri igerisindeki degerlerin belli
bir diizen ile dagilmis olmalaridir. Bu diizeni tanimlamak gerekir ise 6zniteliklerin
icerdikleri deger araliklari ile standart sapmalar1 arasinda giiglii bir pozitif korelasyon

oldugu gdzlenmistir.

Mahalanobis uzakligina dayali tahminsel yaklasim (mm) ile olusturulan modellerin
balance-scale veri kiimesi {lizerinde basarili bir performans ortaya koydugu
gozlenmektedir. Blood veri kiimesi {lizerinde “class” siralama algoritmasi kullanilarak

hazirlanan 3 modelin (cvl, mm1, mrl) iyi sonuglar verdigi gdzlenmistir.

99



Tablo 8.1 : basarih tahminler.

Model |Basarih oldugu veri kiimeleri

mrl Iris, blood, bupa, diabetes
mr2 Iris, diabetes
mr3 Iris, diabetes
mr4 Iris, diabetes

el Iris, tae, vovel

e2 Iris, balance-scale, tae, vovel
e3 Iris

e4 Iris, vovel

mm1 | Iris, balance-scale, blood, bupa

mm?2 Iris, balance-scale, bupa, tae,

vovel
mm3 Iris, balance-scale
mmé4 Iris, balance-scale, blood
cvl Iris, blood
cv2 Iris, blood, diabetes
cv3 Iris
cv4 Iris, diabetes

3

Tae veri kiimesinde ise “use rank” siralama algoritmasi kullanilarak elde edilen iki
modelin (mm?2, €2) iyi sonuglar verdigi gézlenmistir. Ayn1 zamanda bu veri kiimesi i¢gin
euclid uzakligina dayali yeni endeks uzay1 diigiimii belirleme algoritmasi kullanilarak
elde edilen iki model (el, e2) iyi bir performans gostermistir. Vovel veri kiimesi i¢inde
tae veri kiimesi i¢in gecerli bulunan basar1 durumuna benzer bir durum s6z konusudur.

Ayni modeller bu veri kiimesi i¢inde basarili sonuglar vermistirler.

Bu veri kiimesinin basarili sonuglar1 arasindaki fark, bu veri kiimesi i¢in euclid
uzakligina dayali yeni endeks uzayr diigiimii belirleme algoritmasi kullanilarak elde

edilen {i¢ modelin (el, €2, e4) iyi bir performans gostermesidir. Burada e4 modeli tae
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veri kiimesinden farkli olarak iyi bir performans gostermistir.

Bupa veri kiimesi i¢cin Mahalanobis uzakligina dayali tahminsel yaklagim (mm) ile
olusturulan iki modelin (mm1l, mm?2) basarili bir performans gosterdigi gozlenmistir.
Bu veri kiimesi i¢in “class” siralama algoritmasi kullanilarak hazirlanan 2 modelin

(mm1, mrl) iyi sonuglar verdigi gézlenmistir.

Elde edilen deneyimler sonrasinda, yontem iizerinde yapilacak c¢aligsmalar ile veri
kiimelerin yapilarina yonelik analiz ¢calismalarinin yiiriitiilebilinecegi diistiniilmektedir.
Ayrica kiimeleme analizi i¢in yOntemin gelistirilebilecegi diislintilmektedir. Bu
geligtirmelerin  IHDMR  yazilimmna kiigiik eklemeler ile kolayca yapilabilecegi
disiiniilmektedir. Bu tez sonrasinda bu calismalarin bu yonde siirdiiriilmesinin

gerekliligi agikca ortaya ¢ikmig bulunmaktadir.
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