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HABERLEŞME SİSTEMLERİNDE SAYISAL KİPLENİM
YÖNTEMLERİNİN OTOMATİK SINIFLANDIRILMASI

ZAFER ÇOBAN

ÖZ

Birçok sivil ve askeri iletişim sistemlerinde, alınan sinyalin kiplenim tipinin belirlenmesi

otomatik olarak yapılması gereken bir işlemdir. Özellikle elektronik saldırı/savunma

yöntemleri olarak hedef yakalama, dinleme ve boğma işlemlerinde kiplenim tanıma

ciddi bir öneme sahiptir. Bugüne kadar geliştirilen kiplenim tanıyıcı/sınıflandırıcılar

temel olarak iki gruba ayrılır. Sinyalin olabilirlik işlevi üzerine geliştirilen olabilirlik

tabanlı sınıflandırıcılar eniyi çözümü sunarlar ancak işlem karmaşıklıkları yüksektir.

Bu nedenle daha düşük işlem karmaşıklığı ve enyiye yakın çözüm sunan öznitelik ta-

banlı sınıflandırıcı yöntemleri geliştirilmiştir. Öznitelik tabanlı kiplenim sınıflandırma,

öznitelik çıkarma ve karar verme aşamalarını içerir. Sinyalin karmaşık zarfının ve an-

lık bileşenlerinin istatistikleri, sinyalin Wavelet dönüşümü, sinyalin Fourier dönüşümü

genellikle kullanılan özniteliklere örnek gösterilebilir. Karar verme aşamasında ise karar

ağacı, sinir ağları, destek vektör makinaları tercih edilen karar yapılarıdır.

Bu tez çalışmasında öznitelik tabanlı bir otomatik kiplenim sınıflandırıcı geliştirilmiş-

tir. Sınıflandırmada kullanılacak öznitelikler sinyallerin karmaşık zarflarının yüksek

dereceli logaritmik momentleri ve izgesel bileşenlerinden oluşmaktadır. Karar verici

olarak öncelikle sıradüzensel yapıda bir karar ağacı sonrasında çok-katmanlı bir sinir

ağı kullanılmıştır. Sınıflandırma işlemi, AWGN kanala maruz kalmış M-PSK, M-FSK ve

M-QAM kiplenimli sinyalleri içermektedir. Yapılan benzetim çalışmalarıyla, otomatik

kiplenim sınıflandırma probleminin çözümüne yönelik önerilen yöntemin genel doğru

sınıflandırma başarımının, 5 dB SNR seviyesinde yaklaşık %100 olduğu görülmüştür.

Anahtar Kelimeler: Kiplenim sınıflandırma, PSK, FSK, QAM, karar ağacı, varsayım

testi, sinir ağları

Danışman: Doç. Dr. Cenk Toker, Hacettepe Üniversitesi, Elektrik ve Elektronik Mü-

hendisliği Bölümü
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AUTOMATIC CLASSIFICATION OF DIGITAL MODULATION
METHODS IN COMMUNICATION SYSTEMS

ZAFER ÇOBAN

ABSTRACT

The recognition of modulation type of a received signal is performed automatically in

various civilian and military applications. Automatic Modulation recognition has a high

importance especially in military electronic counter/counter-counter measures such as

target detection, monitoring and jamming operations. The developed recognizers /

classifiers are seperated into two groups. The likelihood based classifiers which rely

on the likelihood function of the received signal give the optimum solution but they

have high computational complexity. Therefore, feature based classifiers, which have

less computational complexity and give suboptimal solution, are developed. Feature

based classification involves feature extraction and decision making steps. Statistics

of complex envelope of the signal, Wavelet transform of the signal, Fourier trans-

form of the signal are the examples of frequently used features. Decision tree, neural

networks, support vector machines are decision making structures that are used at

decision making step.

In this thesis work, a feature based automatic modulation classifier is proposed. The

features which are to be used at classification are composed from high-order cumulants

and spectral components of complex envelopes of the signals. Firstly a decision tree

with hierarchical structure, then a multilayer neural network are used as decision maker.

The classification process involves M-PSK, M-FSK and M-QAMmodulated signals that

are subjected to AWGN channel. The simulations show that the proposed method for

automatic modulation recognition problem has about %100 overall Pcc at 5 dB SNR.

Keywords:Modulation classification, PSK, FSK, QAM, decision tree, hypothesis test,

neural networks

Advisor: Assoc. Prof. Cenk Toker, Hacettepe University, Department of Electrical and

Electronics Engineering
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1. GİRİŞ

İletişim sistemlerinde kullanılan sinyaller, kiplenim tipleri ve frekansları bakımından

çok geniş bir yelpazeye yayılmıştır. Sinyal doğrulama, girişim tanımlama, izge yönetimi

gibi sivil amaçlı ve elektronik harp, gözetim, tehdit analizi gibi askeri amaçlı birçok

uygulamada bu sinyallerin tanımlanması ve gözlenmesi gereklidir. Elektronik harp

uygulamalarında elektronik karşıt önlemler (Electronic Counter Measures: ECM), elek-

tronik karşıt-karşıtı yöntemler (Electronic Counter-Counter Measures: ECCM), tehdit

algılama, uyarı, hedef yakalama ve özgüdüm için gerekli bilgi kaynağı olarak elektronik

destek yöntemleri (Electronic Support Measures: ESM) sistemi önemli bir rol oyna-

maktadır [1].

Geçmişte iletişim istihbarat (Communication Intelligence: COMINT) sistemleri farklı

yayıcıları sınıflandırmada ölçülen parametrelerin işletmen tarafından yorumlanmasına

(elcil kiplenim tanıma) bağlıydı. Yakın zamanda, algılanan bir RF (Radyo Frekansı)

sinyalinin kiplenim tipini otomatik olarak tanıyan birçok kiplenim tanıyıcı (tanımlayıcı

ya da sınıflandırıcı) geliştirildi. İlk ortaya atılan kiplenim tanıyıcılardan biri [2] her-

biri sadece tek tip kiplenim için tasarlanmış bir kipçözücüler öbeği kullanmaktadır.

Kipçözücü çıkışlarını dinleyen ya da inceleyen bir işletmen, alınan sinyalin kiplenim

tipi hakkında karar vermektedir. Fakat bu tanıyıcı uzun sinyal sürelerine ve oldukça

becerikli işletmenlere gerek duymaktadır. Kipçözücülerin çıkışına karar algoritmaları

kümesi konularak bu tanıyıcı otomatikleştirilebilir. Fakat, bu tanıyıcının gerçeklenmesi

karmaşıktır ve oldukça fazla bilgisayar belleği gerektirir. Dahası, tanınabilecek kiplenim

tiplerinin sayısı kullanılan kipçözücülerin sayısına bağlıdır [1].

Genellikle, COMINT uygulamalarında kullanılan çoğu gözetim sistemi üç ana blok-

tan oluşur: alıcı ön ucu (etkinlik sezimi ve frekansı aşağı kaydırma), kiplenim tanıyıcı

(kilit öznitelik özütleme ve sınıflandırma), ve çıkış evresi (normal kipçözüm ve bilgi

özütleme). Kanallaştırma, izge çözümleyici, anlık frekans ölçümü, taramalı ve mikro-

taramalı süperarakatlı alıcılar gibi pekçok tipte alıcı ön ucu mevcuttur. Çıkış evresinde

gerçekleştirilen birçok işlev vardır ve bunların çoğu esas olarak bilgi özütleme, kaydetme
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ve keşfetme ile ilgilidir. Bütün bu işlevlerin öncesinde sinyal kipçözümü gelir. Yani

kilit işlevsel blok kiplenim tanıyıcıdır. Tüm kiplenim tanıyıcılar için gerekli önsel bilgi

sinyal bantgenişliğidir ki alıcı ön-uç evresinde bir enerji algılayıcı kullanımı ile belir-

lenebilir. Enerji algılayıcı, kiplenim tanıyıcı ve parametre kestirici ile elde edilen taşıyıcı

frekansı, sinyal bantgenişliği, bit hızı, kiplenim tipi, vb. bilgiler sinyal kipçözümü ve

bilgi özütleme için biraraya getirilir [1].

Bir otomatik kiplenim sınıflandırıcısı (OKS), sinyalin varlığı ve parametrelerinin belirli

bir aralıkta kaldığı bilinerek, algılanan radyo sinyalinin kiplenim yöntemini otomatik

olarak belirleyen sistemdir [3].

Önişlemci Kipçözücü

Sınıflandırma 
Algoritması

Alınan
Sinyal

Kiplenim
Tipi

Çıkış
Sinyali

Şekil 1.1: Genel otomatik kiplenim sınıflandırıcı yapısı

Kiplenim tanıma birçok nedenden ötürü COMINT uygulamalarında son derece önem-

lidir. Öncelikle, sinyali uygun olmayan bir kipçözücüye vermek sinyalin bilgi içeriğine

kısmen ya da tamamen zarar verebilir. Sonrasında, doğru kiplenim tipini bilmek tehdidi

algılama ve uygun boğma (karıştırma) dalgabiçimini belirlemeye yardım eder [1].

Bu çalışma kapsamında sayısal iletişim sistemlerinde yaygın olarak kullanılan (2, 4,

8, 16)-PSK, (2, 4, 8, 16)-FSK ve (16, 32, 64, 128, 256)-QAM kiplenim tipleri ele

alınmıştır. Alınan geçirmebandı sinyalinin taşıyıcı frekansı ve taşıyıcı fazı kestirim-

leri yapılarak sinyalin temelbanda indirildiği ve sinyalin karmaşık zarfının (zk(t) =

sk(t) + jH(sk(t)), H(x) : Hilbert dönüşüm işlevi) çıkarıldığı varsayılmıştır. Alıcının

kiplenim sınıflandırma bloğunda sinyalin karmaşık zarfı kullanılmıştır.

Tezin ikinci bölümünde, sınıflandırma problemine dahil edilen sayısal kiplenim yön-

temleri açıklanıp, otomatik kiplenim sınıflandırma probleminin çözümüne yönelik yak-
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laşımlara değinilmiştir. Bu bölümde ayrıca, otomatik kiplenim sınıflandrıma alanında

yapılan geçmiş çalışmalardan bahsedilmiştir.

Üçüncü bölümde, önerilen kiplenim sınıflandırma yöntemi açıklanmıştır. Kiplenim sı-

nıflandırmada kullanılacak özniteliklerin çıkarılmasında yararlanılan logaritmik mo-

mentler ve Fourier dönüşümü incelenmiştir. Daha sonra karar ağacı (KA) sınıflandırıcı

için eşik değerlerin belirlenmesi yöntemi açıklanmış ve bir KA sınıflandırıcı ile bir yapay

sinir ağı (YSA) sınıflandırıcı tasarlanmıştır.

Dördüncü bölümde, önerilen KA ve YSA sınıflandırıcıların doğru sınıflandırma başarımı

sınanmıştır.
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2. SAYISAL KİPLENİMVE OTOMATİK KİPLENİM SINIFLANDIRMA

2.1 Sayısal Kiplenim Tipleri

Günümüz haberleşme sistemlerinde yaygın olarak kullanılan kiplenim tipleri sayısal

kiplenim tipleridir. Gürültüye karşı daha dayanıklı olmaları, yenilemeli tekrarlayıcılar

ile uzak mesafelere iletime imkan tanımaları, kodlama ve kriptolama yöntemleri ile

sinyal bozunmalarını ve dinlenmeyi önlemeleri sayısal kiplenimin analog kiplenime olan

üstünlüklerindendir.

Geçirmebandı veri iletiminde, iletimi mümkün kılan kiplenim işlemi, sinüzoidal bir

taşıyıcı sinyalinin gelen veriye göre genliğinin, frekansının veya fazının bir şekilde

anahtarlanmasını içerir. Bu yüzden üç temel sinyalleşme yapısı vardır ve genlik kaydır-

malı kiplenim (Amplitude Shift Keying: ASK), frekans kaydırmalı kiplenim (Frequency

Shift Keying: FSK) ve faz kaydırmalı kiplenim (Phase-Shift Keying: PSK) olarak ad-

landırılırlar. Dördün genlik kiplenimi (Quadrature Amplitude Modulation: QAM) ise

taşıyıcı fazının ve genliğinin birlikte anahtarlandığı melez bir kiplenim tipidir [4].

2.1.1 M-li Faz Kaydırmalı Kiplenim (M-PSK):

k = 1, 2, ...,M ve 0 ≤ t ≤ T (T simge dönemi) olmak üzere bir geçirmebandı PSK

simgesinin dalgaşekli:

sk(t) = Re[g(t)ej2π(k−1)/Mej2πfct]

= g(t) cos[2πfct+ 2π
M

(k − 1)]

= g(t) cos 2π
M

(k − 1) cos 2πfct− g(t) sin 2π
M

(k − 1) sin 2πfct (2.1)

şeklindedir ve g(t) sinyal darbe şekli, θk = 2π(k− 1)/M taşıyıcı fazının M farklı simge

için alabileceği M faz değeridir [5]. Temelbanda indirilen PSK simgesinin dalgaşekli
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ise:

sk(t) = g(t) cos 2π
M

(k − 1)− g(t) sin 2π
M

(k − 1) (2.2)

şeklinde ifade edilir.

M = 2, 4, 8, 16 kiplenim dereceleri için M -PSK sinyallerin yıldızkümeleri Şekil 2.1’de

gösterilmiştir.

2-PSK 4-PSK

8-PSK 16-PSK

Şekil 2.1: M -PSK Sinyalleri Yıldızkümeleri
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2.1.2 M-li Dördün Genlik Kiplenimi (M-QAM):

k = 1, 2, ...,M ve 0 ≤ t ≤ T (T simge dönemi) olmak üzere bir QAM simgesinin

dalgaşekli:

sk(t) = Re[(ak + jbk)g(t)ej2πfct)],

= akg(t) cos 2πfct− bkg(t) sin 2πfct (2.3)

şeklindedir ve g(t) sinyal darbe şekli, ak ve bk bilgi taşıyan sinyal genlikleridir [5].

Temelbanda indirilen QAM simgesinin dalgaşekli ise:

sk(t) = akg(t)− bkg(t) (2.4)

şeklinde ifade edilir.

M = 16, 32, 64, 128, 256 kiplenim dereceleri olmak üzere M -QAM sinyallerin yıldızkü-

meleri Şekil 2.2’de gösterilmiştir.

2.1.3 M-li Frekans Kaydırmalı Kiplenim (M-FSK):

k = 1, 2, ...,M ve 0 ≤ t ≤ T olmak üzere bir FSK simgesinin dalgaşekli:

sk(t) = Re[g(t)e2πk∆ftej2πfct]

= g(t) cos[2πfct+ 2πk∆ft] (2.5)
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16-QAM 32-QAM

64-QAM 128-QAM

256-QAM

Şekil 2.2: M -QAM Sinyalleri Yıldızkümeleri



8

şeklindedir ve g(t) sinyal darbe şekli, ∆f ise simgeler arası frekans ayrıklığıdır. ∆f =

1/2T sinyallerin birbirine dikgen olması için gerekli enaz frekans ayrıklığıdır [5]. Temel-

banda indirilen FSK simgesinin dalgaşekli ise:

sk(t) = g(t) cos 2πk∆ft (2.6)

şeklinde ifade edilir.

2.2 Otomatik Kiplenim Sınıflandırma

Genel olarak, kiplenim tanıma problemine yaklaşımda iki farklı felsefe vardır: 1) karar-

kuramsal yaklaşım ve 2) istatistiksel örüntü tanıma yaklaşımı. Karar-kuramsal yak-

laşımda, olasılıksal ve hipotez sınama bağımsız değişkenleri kiplenim tanıma proble-

mini formüle etmekte kullanılır. İstatistiksel örüntü tanıma yaklaşımında sınıflandırma

sistemi iki alt sisteme ayrılır. İlki öznitelik özütleme altsistemidir ve işlevi alınan veri-

den öntanımlı öznitelikleri özütlemek yani örüntü gösteriminin boyutunu azaltmaktır.

İkinci altsistem ise örüntü tanıma altsistemidir ve görevi sinyalin kiplenim tipini göster-

mektir. Örüntü tanıma işlemi iki evreden oluşur: 1) sınıflandırıcı yapısını ayarlamak için

eğitim evresi ve 2) sınıflandırma kararını veren sınama evresi [1].

Otomatik kiplenim sınıflandırma için kullanılan yöntemler temel olarak ikiye ayrıl-

maktadır: Olabilirlik-tabanlı (OT) ve öznitelik-tabanlı (ÖT) yöntemler. OT yöntemler,

alınan sinyalin olabilirlik işlevinin (Likelihood Function: LF) hesaplanması ve olabilirlik

oranının (Likelihood Ratio: LR) belirli bir eşik değer ile karşılaştırılarak karar veril-

mesine dayanır. Bu tip sınıflandırıcılar Bayesçi doğrultuda eniyi çözümü sunar, yani

yanlış sınıflandırma olasılığını enküçültür, ancak hesaplama karmaşıklığı yüksektir. Bu

yüzden birçok durumda doğal olarak eniyiye yakın (suboptimal) yöntemlere yönelim

olmuştur. ÖT yöntemlerde ise çoğunlukla birkaç öznitelik kullanılır ve bu öznitelik-

lerin gözlemlenen değerlerine göre karar verilir. Sınıflandırmada kullanılan öznitelikler

tasarsız (ad-hoc) şekilde seçilir. Bir ÖT sınıflandırıcı eniyi çözümü sunmasa da uygun

tasarlandığında daha basit bir gerçekleme ile eniyiye yakın sonuç verebilir [6].
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2.2.1 Olabilirlik-tabanlı Sınıflandırma

Olabilirlik tabanlı sınıflandırma açısından OKS, bir çoklu birleşik hipotez-sınama prob-

lemidir. OT-OKS’nin temelinde, algılanan dalgabiçiminin kiplenmiş sinyal üzerinde

koşullu olasılık yoğunluk işlevinin (Probability Density Function: pdf) sınıflandırma

için tüm veriyi içerdiği fikri yatar. Bilinmeyen büyüklükler için seçilen modele göre

literatürde üç OT-OKS tekniği önerilmektedir: ortalama olabilirlik oranı testi (average

likelihood ratio test: ALRT), genelleştirilmiş olabilirlik oranı testi (generalised likelihood

ratio test: GLRT) ve karma olabilirlik oranı testi (hybrid likelihood ratio test: HLRT).

Literatürde ayrıca ALRT benzeri (quasi ALRT) ve HLRT benzeri (quasi HLRT) tek-

nikleri de önerilmektedir[6].

ALRT: Bu yaklaşım, bilinmeyen büyüklükleri belirli pdf’e sahip rasgele değişkenler

olarak ele alır. i = 1, ..., Nmod i’nci kiplenim tipini temsilenHi hipotezi altında olabilirlik

işlevi Eşitlik (2.7)’de verilmektedir.

Λ(i)
A [r (t)] =

∫
Λ [r (t) |vi, Hi] p (vi|Hi) dvi (2.7)

Λ [r (t) |vi, Hi] algılanan gürültülü r (t) sinyalinin Hi hipotezi altında, bilinmeyen vi

vektörü üzerinden koşullu olabilirlik işlevidir ve p (vi|Hi) ise vi vektörünün Hi hipotezi

üzerinden koşullu önsel pdf’idir. vi vektörünün bilinen pdf’i, problemin vi üzerinden

tümlevinin alınmasıyla basit bir hipotez-sınama problemine dönüşür [6].

GLRT: Bu yaklaşımda bilinmeyen parametreler bilinmeyen gerekirciler (deterministics)

olarak ele alınır. Hi hipotezinin doğru olduğunu varsayarak bilinmeyen büyüklüklerin

kestirimi için mantıksal bir yordam izlenir, ve bu kestirimler doğruymuşcasına bir ola-

bilirlik oranı sınamasında kullanılır. Eğer kestirimler için enbüyük olabilirlik (maximum

likelihood: ML) kullanılmışsa, bu sınama GLRT’dir. Görülüyor ki GLRT bilinmeyen

büyüklükleri (parametreler ve veri simgeleri de dahil) gerekirci bilinmeyenler olarak ele

alır. Hi hipotezi altında olabilirlik işlevi Eşitlik (2.8)’de verilmektedir [6].

Λ(i)
G [r (t)] = max

vi
Λ [r (t) |vi, Hi] (2.8)
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HLRT: Bu daha önce bahsedilen iki yaklaşımın bileşimidir ve Hi hipotezi altında

olabilirlik işlevi Eşitlik (2.9)’de verilmektedir.

Λ(i)
H [r (t)] = max

vi1

∫
Λ [r (t) |vi1 ,vi2 , Hi] p (vi2|Hi) dvi2 (2.9)

vi1 ve vi2 bilinmeyen gerekirciler ve rasgele değişkenler olarak modellenen bilinmeyen

büyüklüklerin vektörleridir ve vi =
[
vTi1 v

T
i2

]T
(T : devrik işleci) şeklinde tanımlanmıştır.

Genellikle vi1 ve vi2 parametreler ve veri simgelerinden oluşur [6].

İki-hipotezli bir sınıflandırma probleminde, karar yapısı Eşitlik (2.10)’de verilmiştir [6].

Λ(1)
l [r (t)]

Λ(2)
l [r (t)]

H1
>

<
H2

ηl, l = A (ALRT ) , G (GLRT ) , H (HLRT ) (2.10)

2.2.2 Öznitelik-tabanlı Sınıflandırma

Öznitelik-tabanlı bir kiplenim tanıyıcı tasarımı için öncelikle veri gösterimi için bazı

öznitelikler ve sonrasında bu özniteliklere bağlı bir karar yapısı gereklidir. Literatürde

kullanılan özniteliklere örnek olarak düzgelenmiş merkezileştirilmiş sinyal genliği, faz ve

frekansının değişintisi, sıfır-kesme aralığının değişintisi, sinyalin dalgacık dönüşümünün

(Wavelet Transform: WT) tepeleri çıkarılmış genliğinin değişintisi, fazın pdf’i ve istatis-

tiksel momentleri, sinyalin kendisinin momentleri, logaritmik momentleri ve çevrimsel

logaritmik momentleri vb. verilebilir. Entropi, bulanık mantık, moment matris tekniği

ve yıldızkümesi biçimi kurtarma yöntemleri de OKS’de kullanılmıştır. Karar verme

yapısında pdf-tabanlı, Hellinger uzaklığı, Euclid uzaklığı ve yardımsız topaklama gibi

yöntemler kullanılmıştır [6].

Öznitelik-tabanlı sınıflandırmada bazı sinyal parametrelerinin kestirimi için yapılan

önişlem ve öznitelik çıkarma aşamalarından sonra karar verme aşaması gelmektedir.

Karar verme aşamasında kullanılan en basit yöntemlerden biri sınıflandırmada kul-

lanılabilecek özniteliklerin sıradüzensel yapıda belirli eşikler ile karşılaştırılarak kiple-

nim tipinin bulunmasına dayanan karar ağacı yöntemidir. Yöntem basit ve doğrusal
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olarak ayrıştırılabilir kiplenim tiplerini sınıflandırmada etkilidir. Bu yöntemde sınıflan-

dırmada kullanılacak herbir öznitelik için uygun eşik değerler seçilmelidir. Çıkarılan

özniteliklerin farklı sırayla uygulanması ile farklı sınıflandırma algoritmaları geliştir-

ilebilir ve aynı Sinyal-Gürültü Oranı (Signal-to-Noise Ratio: SNR) seviyesinde farklı

doğru sınıflandırma olasılığı (Probability of Correct Classification: Pcc) elde edilebilir.

KA sınıflandırıcıların karar düğümlerinde sıfır-bir kararı vermesi yöntemin dezavantaj-

larındandır. Karar verme aşamasında KA’nın eksilerini gidermek için daha karmaşık

yapılar kullanılabilir. Bunlardan en yaygınları otomatik öğrenme özelliğine sahip Sinir

Ağları (SA) ve Destek Vektör Makinaları (Support Vector Machines: SVM)’dır.

Destek Vektör Makinaları: Bir sınıflandırma işlemi çoğunlukla veriyi eğitim ve sı-

nama kümelerine ayırmayı içerir. Eğitim kümesindeki herbir örnek bir “hedef değeri”

(sınıf etiketleri) ve birçok “nitelik” (öznitelikler yada gözlemlenen değişkenler) içerir.

SVM’nin amacı eğitim verisine dayanarak, sadece sınama verisi niteliklerine bakarak

sınama verisi hedef değerlerini öngören bir model üretmektir [7].

Örnek-etiket çiftleri (xi, yi), i = 1, ..., l (xi ∈ <n ve y ∈ {1,−1}l) verildiğinde destek

vektör makinaları (SVM) aşağıdaki eniyileme probleminin çözümünü gerektirir [7]:

min
w,b,ξ

1
2wTw + C

l∑
i=1

ξi (2.11)

kısıt yi(wTφ(xi) + b) ≥ 1− ξi,

ξi ≥ 0.

Burada, w, çokboyutlu düzlemi belirleyen ağırlık vektörü, ξi ise tamamen ayrıştırıla-

mayan veriler için eklenen hata terimidir. Eğitim vektörleri, xi, φ işlevi ile daha yüksek

(belki sonsuz) boyutlu bir uzaya haritalanır. SVM bu daha yüksek boyutlu uzayda

enbüyük boşluk ile bir doğrusal ayıran çokboyutlu düzlem bulur. C > 0 hata teriminin
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ceza parametresidir. Ek olarak, K(xi,xj) ≡ φ(xi)Tφ(xj) çekirdek işlevi denmektedir.

Dört temel çekirdek işlevi şunlardır [7]:

• Doğrusal: K(xi,xj) = xTi xj.

• Çokterimli: K(xi,xj) = (γxTi xj + r)d, γ > 0.

• Çapsal temel işlev (Radial basis function: RBF):

K(xi,xj) = exp(−γ ‖ xi − xj ‖2), γ > 0.

• S-biçim: K(xi,xj) = tanh(γxTi xj + r).

Burada, γ, r, ve d çekirdek parametreleridir [7].

Sinir Ağları: Bir yapay sinir ağı (YSA), biyolojik sinir ağlarının yapısal ve/veya

işlevsel yönlerinden esinlenerek türetilen matematiksel yada sayısal bir modelidir. Bir

arabağlantılı yapay nöronlar grubundan oluşur ve bağlantısal bir yaklaşımla veriyi işler.

Çoğu durumda YSA, öğrenme aşamasında ağ üzerinden akan içsel ve dışsal veriye

dayanarak yapısını değiştiren uyarlamalı bir sistemdir. Modern sinir ağları doğrusal

olmayan istatistiksel veri modelleme araçlarıdır. Çoğunlukla girdiler ve çıktılar arasın-

daki karmaşık ilişkileri modellemek için veya veride örüntüleri bulmak için kullanılır.

Bunlar esasen bir f : X → Y işlevi tanımlayan basit matematiksel modellerdir. “Ya-

pay sinir ağı” terimi içerisindeki ağ kelimesi her sistemin farklı katmanlarında bulunan

nöronlar arasındaki arabağlantılara işaret eder. En basit sistem üç katmana sahiptir.

İlk katmanda sinapslar üzerinden ikinci katmandaki nöronlara sonrasında yine sinaps-

lar üzerinden üçüncü katmandaki çıkış nöronlarına veriyi ileten giriş nöronları vardır.

Daha karmaşık sistemler daha fazla nöron katmanlarına sahip olabilirler. Sinapslar

hesaplamalarda veriyi işlemek için kullanılan, “ağırlıklar” denilen parametreleri saklar

[8].

Katmanlar sistem algoritmaları aracılığıyla ağ oluştururlar. Ağ işlevi, f(x), diğer gi(x)

işlevlerinin bileşimi şeklinde tanımlanır. En yaygın bileşim tipi doğrusal olmayan ağır-

lıklı toplam, f(x) = K (∑iwigi(x)) şeklindedir ve K çoğunlukla etkinleştirme işlevi

denilen hiperbolik teğet gibi öntanımlı, doğrusal olmayan bir işlevdir [8].
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Sinir ağlarının en dikkat çeken yönü öğrenme olanağıdır. Çözülmek için bir görev

ve bir işlevler sınıfı F verildiğinde, öğrenme, gözlemler kümesini kullanarak verilen

görevi eniyi algıda çözen f ∗ ∈ F bulma anlamına gelir. Bu eniyi çözüm f ∗ için,

C(f ∗) ≤ C(f), ∀f ∈ F (yani eniyi çözümün maliyetinden daha düşük maliyetli bir

çözüm yoktur) olmak üzere bir C : F → R maliyet işlevi tanımlamayı gerektirir.

Maliyet işlevi C belirli bir çözümün problemin eniyi çözümünden ne kadar uzakta

olduğunun bir ölçüsü olduğundan öğrenmede önemli bir kavramdır. Öğrenme algorit-

maları mümkün olan en küçük maliyetli işlevi bulmak için çözüm uzayı boyunca arama

yaparlar. Maliyet işlevinin seçimi, uygulanacak göreve bağlıdır. Denetimli öğrenme,

denetimsiz öğrenme ve takviyeli öğrenme olmak üzere üç ana öğrenme modeli vardır

[8].

Denetimli öğrenmede bir örnekler kümesi (x, y), x ∈ X, y ∈ Y verilir ve amaç izin

verilen işlevler sınıfından örneklere uyan bir f : X → Y işlevi bulmaktır. Başka bir

deyişle, veri tarafından ifade edilen haritalama çıkarılmak istenir; maliyet işlevi, veri

ve haritalama arasındaki uyumsuzlukla ilgilidir. Yaygın olarak kullanılan maliyetlerden

biri, tüm örnek çiftler üzerinden ağın çıktıları, f(x), ve hedef değer y arasındaki orta-

lama karesel hatayı enküçültmeye çalışan ortalama-karesel hata (Mean-Squared Error:

MSE) işlevidir. Çok-Katmanlı Perseptron (Bkz. Şekil 2.3) denilen sinir ağları sınıfı için

bu maliyet işlevi bayır iniş kullanılarak enküçültülmeye çalışıldığında, sinir ağlarının

eğitimi için yaygın ve iyi bilinen geriyayılım algoritması elde edilir. Denetimli öğrenme

modeli içine düşen görevler arasında örüntü tanıma (sınıflandırma olarak da bilinir) ve

bağlanım (işlev yaklaşıklama) vardır. Ayrıca konuşma ve jest tanıma gibi görevler için

ardışıl veriye de uygundur [8].

Denetimsiz öğrenmede bazı x verileri ve enküçültülecek maliyet işlevi (x verisi ve ağın

çıktısı f ’nin herhangi bir işlevi olabilir) verilir. Maliyet işlevi verilen göreve ve mode-

lin örtülü özellikleri, parametreleri ve gözlemlenen değişkenler üzerine yapılan önsel

varsayımlara bağlıdır. Denetimsiz öğrenme modeli, topaklama içeren uygulamalar, is-

tatistiksel dağılımların kestirimi, sıkıştırma ve süzgeçleme gibi genel kestirim problem-

lerine uygulanmaktadır [8].



14

Girdiler Katman 1 Katman 2 Katman 3

Şekil 2.3: Çok-katmanlı Perseptron yapısı

Takviyeli öğrenmede genellikle x verisi verilmez fakat bir aracının çevre ile etkileşim-

lerinden türetilir. Aracı herbir t anında bir yt eylemi yapar ve çevre genellikle bi-

linmeyen bazı dinamiklere göre bir xt gözlemi ve anlık bir ct maliyeti üretir. Amaç

uzun-vadeli maliyeti, yani beklenen birikimli maliyet değerini bazı ölçülerde enküçül-

ten eylemlerin seçimi için bir plan keşfetmektir. Çevrenin dinamikleri ve herbir plan

için uzun-vadeli maliyet genellikle bilinmez fakat kestirilebilir. Denetim problemleri,

oyunlar ve diğer ardışıl karar verme görevleri takviyeli öğrenme modelinin kullanıldığı

görevler arasındadır [8].

2.3 Kiplenim Sınıflandırma Alanında Yapılmış Çalışmalar

2.3.1 Olabilirlik-tabanlı Çalışmalar

Huang ve Polydoros, Toplanır Beyaz Gauss Gürültülü (Additive White Gaussian Noise:

AWGN) kanalda tüm M -li Faz Kaydırmalı Kiplenim (M -ary Phase Shift Keying:

M -PSK) sinyallerin sınıflandırılması için olabilirlik yöntemini genelleştirmişlerdir [9].

Çalışmada sinyal gücü, darbe süresi, girişte SNR seviyesi ve taşıyıcı frekansının bilindiği

varsayılmıştır. Önce bir M -PSK sinyali için log-olabilirlik işlevi (Log-likelihood Func-
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tion: LLF) türetilmiş ve sonrasında evreuyumlu-eşzamanlı (taşıyıcı fazı ve simge za-

manlama kaydırmanın bilindiği varsayılıyor), evreuyumsuz-eşzamansız (taşıyıcı fazının

[0, 2π), simge zamanlama kaydırmanın [0, 1) aralığında düzgün dağılımlı rasgele de-

ğişkenler olduğu varsayılıyor) ve evreuyumsuz-eşzamanlı (taşıyıcı fazı [0, 2π) aralı-

ğında düzgün dağılımlı rasgele değişken ve simge zamanlama kaydırmanın 0 olduğu

varsayılıyor) ortamlarda türetilen LLF ifadesi ile sınıflandırma algoritmaları türetil-

miştir.

Yang ve Soliman, AWGN kanalda M -PSK sinyallerin sınıflandırılması için eniyiye

yakın bir sınıflandırıcı geliştirmişlerdir [10]. Tikhonov işlevine dayanarak alınan sinyalin

fazının pdf’ine yaklaşıklığı hesaplanmıştır. Kiplenim sınıflandırma problemi fazın pdf’le-

rine dayanarak N -li (N = 1 + log2M) hipotez-sınama problemine dönüştürülmüştür.

2-PSK ve 4-PSK sınıflandırma problemi için sınıflandırıcı başarımı kuramsal ve Monte-

Carlo benzetim çalışmaları ile sınanmış ve 1024 örneklem ile -2 dB taşıyıcı-gürültü oranı

(Carrier to Noise Ratio: CNR) seviyesinde yaklaşık %100 Pcc gözlenmiştir.

Sills, PSK ve Dördün Genlik Kiplenimi (Quadrature Amplitude Modulation: QAM)

sinyalleri için evreuyumlu ve evreuyumsuz koşullar altında otomatik kiplenim sınıflan-

dırma problemini incelemiştir [11]. Simge hızı, taşıyıcı frekansı, taşıyıcı fazı, darbe şekli

gibi sinyal parametrelerinin bilindiği varsayılarak evreuyumlu ML sınıflandırıcı gerçek-

lenmiştir. Bu durumda, uyumlu süzgeç çıkışındaki kipçözünmüş sinyalden olabilirlik

oranlarının oluşturulması ile sinyaller sınıflandırılmıştır. Bu çalışmada ayrıca taşıyıcı

fazının bilinmediği evreuyumsuz bir ML sınıflandırıcı da denenmiştir. Evreuyumlu

sınıflandırıcı 11 dB SNR seviyesinden sonra yaklaşık %0 hata oranı ve yanlış alarm

oranına inerken evreuyumsuz sınıflandırıcıda öncekine göre yaklaşık 3 dB kayıp göz-

lenmiştir.

Wei ve Mendel, sayısal genlik-faz kiplenimleri için ML sınıflandırıcı geliştirmişlerdir

[12]. Bu çalışmada kiplenim sınıflandırma problemi ideal koşullarda değerlendirilmiş,

gürültünün gücü gibi bütün sinyal parametrelerinin bilindiği, veri simgelerinin bir-

birinden bağımsız olduğu ve darbe şeklinin dikdörtgen olduğu kabul edilmiştir. Bu
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kabuller üzerine bir soysal enbüyük-olabilirlik (Maximum-likelihood: ML) sınıflandırıcı

geliştirilmiş ve bu çalışmanın ideal olmayan koşullarda çalışan sınıflandırıcılar için

başarım açısından bir üst sınır kabul edilebileceği gösterilmiştir. Ayrıca sınıflandırıcının

sonuşur davranışı incelenmiş ve mevcut simge sayısı sonsuza giderken ayırtedilebilir

yıldızkümelerinin tüm sonlu kümelerini sıfır hata oranı ile sınıflandırabileceği gösteril-

miştir.

Wei ve Hu [13], Shi ve Karasawa [14] ve Su et al. [15] otomatik kiplenim sınıflandırma

problemine olabilirlik-tabanlı çözümler sunan diğer örneklerdendir.

2.3.2 Öznitelik-tabanlı Çalışmalar

Hsue ve Soliman, CW,M -PSK veM -li Frekans Kaydırmalı Kiplenim (M -ary Frequency

Shift Keying: M -FSK) gibi sabit zarf kiplenimli sinyallerin sınıflandırılması için sıfır-

kesme yöntemi kullanarak bir otomatik kiplenim tanıyıcı tasarlamışlardır [16]. Faz farkı

ve diğer ilgili parametreler öznitelik olarak kullanılmıştır. Bu parametrelerin yoğunluk

işlevleri türetilmiş ve sonrasında hipotez-sınama uygulanmıştır. Önerilen yöntem şu

kısımlardan oluşmaktadır:

• Alınan sinyalden sıfır-kesme örnekleyicisi ile elde edilen sıfır-kesme dizisi x(i),

{i = 1, 2, ..., N}, sıfır-kesme aralığı dizisi y(i), {y(i) = x(i + 1) − x(i) i =

1, 2, ..., N − 1} ve sıfır-kesme aralığı fark dizisi z(i), {z(i) = y(i + 1) − y(i) i =

1, 2, ..., N − 2} parametrelerin elde edilmesi,

• Yukarıda belirtilen dizilerden Simgelerarası geçiş (Intersymbol Transition: IST)

örneklemlerin çıkarılması ve xa(i),ya(i), za(i) dizilerinin elde edilmesi,

• Taşıyıcı frekansı, simge hızı, CNR ve değişintiler gibi sinyal parametrelerinin kes-

tirimi,

• ya(i) dizisinin değişintisi ile tek-tonlu (CW, M -PSK) ve çok-tonlu (M -FSK)

sinyallerin ayrıştırılması,
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Eğer bir tek-tonlu sinyal algılanmışsa faz histogramı (faz fark dizisi, xa(i) ile oluş-

turulmuştur) CW ve M -PSK sinyallerin saptanmasında, bir çok-tonlu sinyal algılan-

mışsa frekans histogramı (sıfır-kesme aralığı dizisi, ya(i) ile oluşturulmuştur) M -FSK

sinyallerin saptanmasında öznitelik olarak kullanılmıştır.Yapılan benzetim çalışmaları

ile başarılı sınıflandırma için CNR seviyesinin 15 dB ve üzeri olması gerektiği, 12 dB’

den düşük CNR seviyelerinde başarımın kötüleştiği belirtilmiştir.

Soliman ve Hsue bir başka çalışmada, M -PSK sinyallerin sınıflandırılmasında sinyal

fazının istatistiksel momentlerinin kullanımını önermektedir [3]. Fazın pdf’i için Tik-

honov olasılık yoğunluk işlevi ile sonuşur yaklaşıklık hesaplanmıştır. M -PSK sinyaller

için sinyal fazının n’inci momentinin (n çift sayı) M ’nin tekdüze artan işlevi olduğu

gösterilmiştir. Bu özellik kullanılarak genel bir hipotez sınama ve karar kuralı geliş-

tirilmiştir. Yapılan benzetim çalışmalarında CW ve M -PSK sinyallerin ayrıştırılması

için ikinci derece momentin yeterliği olacağı ancak 2-PSK sinyallerin ayrıştırılması için

sekizinci derece moment, 2-PSK ve 8-PSK sinyallerin ayrıştırılması içinse daha yüksek

dereceli momentlerin kullanılması gerektiği ortaya çıkmıştır. Sekizinci derece moment

kullanıldığında önerilen yöntemin başarımı log-olabilirlik oranı benzeri (quasi Log-

Likelihood Ratio Classifier: qLLRC), karesel (square-law: SLC) ve faz-tabanlı (phase-

based: PBC) sınıflandırıcılar ile kıyaslanmıştır. qLLRC yönteminin başarımı önerilen

yöntemden daha iyi olsa da becerisi sınırlıdır çünkü sadece düşük CNR seviyesinde

(CNR < 0 dB) ve sadece 2-PSK - 4-PSK ayrımı için kullanılabilir. Diğer yandan öne-

rilen algoritma CNR > 0 dB olduğunda SLC sınıflandırıcıdan daha iyidir ve tüm CNR

seviyelerinde PBC sınıflandırıcıyı geride bırakmıştır.

Marchand et al., otomatik kiplenim sınıflandırma için dördüncü ve ikinci derecelerde

çevrimsel logaritmik momentlerin bir birleşimini önermektedir [17]. Burada alınan

sinyalin çevrimsel-durağan özelliğinden yararlanılmıştır. Dördüncü ve ikinci derecelerde

durağan logaritmik momentler kullanılarak çevrimsel ilinti genliği hesaplanmış ve farklı

şekillerde ağırlıklandırılmış toplamları ayrıştırıcı öznitelik olarak kullanılmıştır. 0 dB

ve 5 dB SNR seviyelerinde sınıflandırmada kullanılan simge sayısına bağlı olarak doğru

sınıflandırma olasılığı durağan ve çevrimsel model için kıyaslanmıştır.
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Schreyögg et al., kiplenim ve iletim parametreleri hakkında önsel bilgi olmadan bir

eşzamansız kiplenim tanıyıcı geliştirmiştir [18]. Türetilen öznitelikler alınan sinyalin

kestirilmiş izgelerinde gözlemlenen izgel çizgilere dayanmaktadır. Genlik Kaydırmalı

Kiplenim (Amplitude Shift Keying: ASK), 2-PSK, 4-PSK, FSK, Enaz Kaydırmalı Kip-

lenim (Minimum Shift Keying: MSK) ve CW sinyallerin sınıflandırılması için alınan kar-

maşık değerli sinyalin kendisinin ve (.)2 ve (.)4 derece doğrusal olmayan dönüşümlerinin

güç izgesel yoğunlukları (Power Spectral Density: PSD) hesaplanıp kestirilen taşıyıcı

frekansı ile düzgelenir. İzgeler üzerinde görülen izgel çizgi oluşma dizisi bir vektör

nicemleyici ile ayrık durumlar dizisine haritalanır. Daha sonra öznitelik vektörleri her-

bir kiplenim tipi için ayrı Saklı-Markov-Modelleri (Hidden-Markov-Model: HMM) kul-

lanılarak sınıflandırılır. Yapılan benzetim çalışmalarında HMM sınıflandırıcının başarımı

25000 kiplenim sinyali ile sınanmıştır. Sinyal bozulmaları AWGN, CW-karışması ve

taşıyıcı kaymasının birleşimidir. SNR seviyesi 3 dB ve 30 dB arasında birbiçimli dağı-

tılmıştır. Hat karıştırıcılar %20 olasılıkla etkindir ve kiplenim sinyaline göre [%0, %20]

arasında birbiçim dağılımlı güce sahiptir. Frekans kayması ise örnekleme frekansının

[%0, %15]’i aralığında değişmektedir. Sonuç olarak aynı öznitelikleri kullanan karar

ağacı yapısına sahip bir sınıflandırıcıya göre önerilen yöntemin doğru sınıflandırma

olasılığını artırdığı gözlenmektedir.

Mobasseri, kiplenim sınıflandırma probleminin çözümünde alınan sinyalin yıldızkü-

mesi şeklinin kullanımını önermektedir [19]. Alınan sinyalden yıldızkümesi çıkarımı

için bir enaz değişinti, denetimsiz topaklama algoritması olan bulanık c-means topak-

lama algoritması kullanılmıştır. Sonrasında çıkarılan yıldızkümeleri ikiterimli tektürel

olmayan uzamsal rasgele alanlar olarak modellenmiştir ve bir ML sınıflandırıcıda kul-

lanılmıştır. Yapılan benzetim çalışmalarında 8-PSK ve 8-QAM sınıflandırmasında 0 dB

SNR seviyesi için %90 Pcc oranı belirtilmiştir. Problem V.29 ve 16-QAM sinyallerin

sınıflandırılması olduğunda ve taşıyıcı fazı hatası eklendiğinde (faz hatası rasgele fakat

bir simge süresince sabit ve en fazla π/8 olduğu varsayılmıştır) 3 dB SNR seviyesinde

%90 Pcc oranına ulaşıldığı belirtilmiştir.
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Lopatka ve Pedzisz, sinyal genliği, fazı ve frekansının çeşitli istatistiksel momentlerinin

bulanık sınıflandırıcıya uygulanması temelli bir yöntem önermiştir [20]. Sınıflandırıcı

iki altsistemden oluşmaktadır. İlki alınan sinyalden kullanışlı bilgiyi çıkarır ve gözlem

uzayından öznitelik uzayına bir eşlem olarak görülebilir. İkincisi bir örüntü tanıma

altsistemidir ve kiplenim tipini belirler. Kullanılan öznitelikler:

• Sinyal genliğinin savrukluğu,

• Sinyal fazının PSD’sinin türevinin değişintisi,

• Sinyal frekansının mutlak değerinin ortalaması.

Sınıflandırıcı kısımda giriş ve çıkış öğelik işlevleri uygulanmıştır ve Mamdani bulanık

sınıflandırıcı kullanılmıştır. Yöntem sinyalin kiplenim tipi (ASK, PSK, FSK, QAM)

hakkında bilgi vermektedir ancak derecesi hakkında sonuç üretmemektedir. Benzetim

çalışmalarında 5 dB SNR seviyesinde düzgün sonuçlar alınabildiği ancak 5 dB seviyenin

altında başarımın kötüleştiği belirtilmiştir.

Swami ve Sadler, taşıyıcı faz ve frekans kaymasına dayanıklı, temelinde dördüncü

derece logaritmik momentler olan sıradüzensel yapıda bir sayısal kiplenim sınıflandırıcı

geliştirmişlerdir [21]. Kullanılan öznitelikler alınan sinyalin karmaşık zarfının ikinci ve

dördüncü derece logaritmik momentlerinden oluşmaktadır. Sinyalde ihmal edilemez faz

dolamı varsa bazı karar noktalarında logaritmik momentlerin mutlak değerinin kullanıl-

ması önerilmektedir. Çalışmada logaritmik momentlerin çeşitli derecelerde PSK, Darbe

Genlik Kiplenimi (Pulse Amplitude Modulation: PAM) ve QAM sinyaller için kuramsal

değerler hesaplanmıştır. Yapılan sonuşur eşik değer analizinde logaritmik momentlerin

örneklem kestirimlerinin değişintileri için ifadeler türetilmiştir. Kullanılan öznitelik-

lerin farklı kiplenim tipi sinyaller için eşit değişintiye sahip olduğu hipotezi ile enaz

hata olasılığı için eşikli algılayıcı olarak olabilirlik oranı sınaması (Likelihood Ratio

Test: LRT) kullanılmıştır. Dört-sınıflı {2-PSK, PAM, 4-PSK, 8-PSK} ve sekiz-sınıflı

{2-PSK, PAM, 4-PSK, 8-PSK, V32, V29, V29c, 16-QAM} iki problem için benze-

tim çalışmaları yapılmıştır. Dört-sınıflı problem için iki farklı SNR seviyesinde ve üç
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farklı örneklem sayısı ve herbir kiplenim tipi için 1000 deneme yapılarak hesaplanan

sınıflandırıcı başarımı Çizelge 2.1’de gösterilmiştir. Sekiz-sınıflı problem için iki farklı

Durum SNR N = 100 N = 250 N = 500
1. Düzenli Durum 5 dB 0.7198 0.9180 0.9845

10 dB 0.9685 0.9995 1.0000
2. Faz Hataları 5 dB 0.7288 0.9193 0.9845

10 dB 0.9680 0.9992 1.0000
3. Frekans Kayması 5 dB 0.7330 0.9145 0.9870

10 dB 0.9690 0.9995 1.0000

Çizelge 2.1: Dört-sınıflı problem için Pcc

SNR seviyesinde ve üç farklı örneklem sayısı ve herbir kiplenim tipi için 1000 deneme

yapılarak hesaplanan sınıflandırıcı başarımı yaklaşık değerleri Çizelge 2.2’de gösteril-

miştir.

SNR N = 100 N = 250 N = 500
5 dB 0.73 0.92 0.98
10 dB 0.97 1.00 1.00

Çizelge 2.2: Sekiz-sınıflı problem için Pcc

Dai et al., sinyal ve gürültü gücü kestirimi ve kiplenim sınıflandırma problemini bir-

likte ele alan bir çalışma sunmuştur [22]. Önerilen yöntemde sinyalin ikinci, dördüncü

ve altıncı derece momentlerinden kiplenim tipine göre farklılık gösteren iki değişken

tanımlanmıştır. Kiplenim sınıflandırma için üç işlevsel blok kullanılmaktadır. İlk blokta

ikinci, dördüncü ve altıncı derece momentler ve birinci değişkenin kuramsal değeri

ile gürültüsüz sinyal gücü kestirimi yapılmakta daha sonra tümünü kullanarak ikinci

değişkenin değeri kestirilmektedir. Farklı kiplenim tipleri için hesaplanan kuramsal

değer ile alınan sinyalden kestirilen değer karşılaştırılarak kiplenim tipi hakkında karar

verilmektedir. İkinci işlevsel blokta alınan sinyalin ikinci derece momenti bir eşik değer

ile karşılaştırılarak 4-ASK ve 8-QAM ayrımı yapılmaktadır. Üçüncü işlevsel blokta

alınan sinyalin ikinci ve dördüncü derece momentleri sıradüzensel yapıda belirli eşik

değerler ile karşılaştırılarak 2-PSK, 4-PSK ve 8-PSK ayrımı yapılmaktadır. Yapılan

benzetim çalışmalarında dört-sınıflı {2-PSK, 8-PSK, 4-ASK, 16-QAM} ve üç-sınıflı {2-

PSK, 4-PSK, 8-PSK} iki problem tanımlanmış ve sınıflandırıcı başarımının N= 256
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simge için dört-sınıflı problemde 8 dB SNR, üç-sınıflı problemde 5 dB SNR seviyesinde

düzgün sonuçlar verdiği belirtilmiştir. Kullanılan simge sayısı N= 1024 olduğunda

sınıflandırıcı başarımında yaklaşık 1.5 dB kazanç olmaktadır.

Dobre et al., yüksek dereceli kiplenim sınıflandırma için yüksek dereceli çevrimsel lo-

garitmik momentlere bağlı öznitelikleri kullanarak örüntü tanıma yaklaşımı ile bir

sınıflandırma algoritması önermektedir [23]. Alınan sinyalin gücü, taşıyıcı frekansı,

simge dönemi, darbe şekli ve taşıyıcı frekans kaymasının önişlem aşamasında kesti-

rildiği varsayılmıştır. Uyumlu süzgeçten geçirilen temelbant sinyalinden bir öznitelik

vektörü hesaplanıp, i adet kiplenim tipi için kuramsal olarak hesaplanan öznitelik

vektörleri ile karşılaştırılarak enaz Euclid mesafesi veren kiplenim tipi seçilir. Çalış-

mada yıldızkümelerin birim değişintiye sahip olduğu ve simgelerin eşit olasılıklı olduğu

varsayılıp gürültüsüz (4, 8)-ASK, (2, 4, 8)-PSK ve (16, 64, 256)-QAM kiplenimleri

için n= 2, 4, 6 ve 8’inci derece logaritmik momentleri hesaplanmıştır. Daha sonra 5

dB ve 10 dB SNR seviyelerinde adı geçen kiplenim tipleri için iki-sınıflı problemler

farklı derecelerde çevrimsel logaritmik momentlerden oluşturulan öznitelik vektörleri

ile sınıflandırılıp Pcc başarımının mevcut simge sayısı ve kullanılan çevrimsel loga-

ritmik momentleri dereceleri ile ilişkisi incelenmiştir. Buna göre araştırılan sinyaller

gerçek-değerli yıldızkümeleri (2-PSK ve M -ASK) ve karmaşık-değerli yıldızkümeleri

(M -PSK, M ≥ 4 ve M -QAM) olarak iki gruba ayrıştırıldığında grupiçi sınıflandırma

için sekizinci derece çevrimsel logaritmik momentler yeterli olmaktadır. Belirli bir SNR

seviyesinde yüksek sınıflandırma başarımı için gerekli simge sayısı araştırılan sinyallere

göre değişiklik göstermektedir. Örneğin 5 dB SNR seviyesinde 2-PSK ve 4-PSK, 4-PSK

ve 8-PSK, 2-PSK ve 16-QAM problemleri için birkaç yüz simge gerekirken bu sayı 4-

ASK ve 4-PSK, 8-ASK ve 64-QAM, 2-PSK ve 4-ASK, 2-PSK ve 8-ASK, 8-PSK ve

64-QAM durumlarında bin simgeye, 4-PSK ve 16-QAM durumunda binlerce simgeye,

4-ASK ve 8-ASK, 16-QAM ve 64-QAM, 16-QAM ve 256-QAM durumlarında onbinlerce

simgeye, 64-QAM ve 256-QAM durumunda ise yüzbinlerce simgeye çıkmaktadır. Kip-

lenim derecesi yükseldikçe doğru sınıflandırma için gerekli simge sayısı da artmaktadır.

Çalışmada ayrıca kiplenim tiplerini gerçek-değerli ve karmaşık-değerli yıldızkümelerine
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sahip olanlar şeklinde iki gruba ayırmak için dördüncü derece çevrimsel logaritmik

momentlerin yeterli olacağı sonucuna varılmıştır.

Davidson et al., alınan sinyalin anlık frekansından çıkarılan dairesel özet istatistiklerine

bağlı öznitelikler kullanarak otomatik sınıflandırma algoritması geliştirmişlerdir [24].

Sinyalin anlık frekansı karmaşık temelbant sinyalin anlık fazının türevi olarak radyan

cinsinden ve değeri [0, 2π) aralığında tanımlanmıştır. Bu yüzden anlık frekans dairesel

veri olarak ele alınabilir. Çalışmada FSK ((2, 4)-FSK, (2, 4)-CPM, MSK ve GMSK)

sinyallerin ve QAM ((2, 4, 8)-PSK ve (16,32,64,256)-QAM) sinyallerin ayrıştırılması ve

ek olarak FSK sinyallerin kendi içerisinde sınıflandırılmaları problemi ele alınmıştır. 11

dB ve 14 dB SNR seviyelerinde ve 2048 örneklem sinyal uzunluğu ile yapılan benzetim

çalışmalarında FSK-QAM ayrımı için dairesel değişinti - dairesel savrukluk düzleminde

tek boyutlu doğrusal bir eşik değerin (dairesel kurtosis= 3) yeterli olacağı belirtilmiştir.

Alınan sinyalin bir FSK sinyali olduğuna karar verdikten sonra FSK tipini belirlemek

için anlık frekansının birinci ve ikinci derece trigonometrik momentlerinin büyüklükleri

kullanılmıştır. 11 dB ve 14 dB SNR seviyelerinde ve 2048 örneklem sinyal uzunluğu ile

yapılan benzetim çalışmalarında bu iki öznitelik ile oluşturulan iki boyutlu düzlemde

sinyallerin ayrıştırılabilir olduğu görülmüştür.

Liu ve Xu, M -ASK, M -PSK ve M -QAM sinyallerin ayrıştırılması için dördüncü ve se-

kizinci derece logaritmik momentlerini kullanarak sıradüzensel bir sınıflandırıcı yapısı

önermektedir [25]. Sınıflandırmada kullanılacak eşik değer iki sınıf için hesaplanan

özniteliklerin ortalama değerlerinin ortalaması şeklinde hesaplanmıştır. Yapılan ben-

zetim çalışmalarında kiplenimin derecesi arttıkça sınıflandırıcı başarımını korumak için

daha yüksek SNR seviyesine ve daha fazla örneklem veriye ihtiyaç olduğu gözlenmiştir.

Baarrĳ et al., hiçbir önsel sinyal parametre bilgisi olmadan gerçek-zamanlı sayısal kip-

lenim sınıflandırma yöntemi önermektedir [26]. Sıradüzensel sınıflandırma yapısında

önce gelen sinyalin temel kiplenim tipine, yani FSK, PSK, ASK, QAM yada GMSK

olduğuna, daha sonra sinyalin kiplenim derecesine karar verilmektedir. Önişlem aşa-

masında taşıyıcı frekansı ve simge hızı kestirimleri yapılmaktadır. Taşıyıcı frekansı
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kestirimi için Yumuşatılmış Periodograma bağlı bir frekans bölgesi yöntemi [27] kulla-

nılmıştır. 5 dB SNR seviyesinde yapılan 100 denemede taşıyıcı frekansı kestirimi için

önerilen yöntem %99.89 doğru kestirim yapmıştır. Simge hızı kestirimi için ise [28]’de

önerilen dalgacık dönüşümü tabanlı yöntem kullanılmıştır. Daha sonra düşük SNR se-

viyelerinde başarımı artırmak amacıyla anlık genlik ve anlık fazın doğrusal olmayan

bileşeni için doğrusal yaklaşıklama yapılmıştır. Anlık fazın doğrusal olmayan bileşeni

için doğrusal yaklaşıklık hesaplanırken iki farklı yöntem kullanılıp anlık fazın doğrusal

olmayan bileşeninin gerçek değerine en yakın sonucu veren yaklaşıklık kullanılmıştır.

Doğrusal yaklaşıklık yapıldıktan sonra öznitelik çıkarma işlemi gelmektedir. Önerilen

sınıflandırma algoritmasında kullanılan öznitelikler:

1. Anlık genliğin düzgelenmiş doğrusal yaklaşıklığının standart sapması, σan

2. Ortanca süzgeçlenip düzgelenmiş anlık frekansın standart sapması, σfmedn

3. Doğrusal yaklaşıklanmış anlık fazın fark dizisi, dφ(i)

4. Düzgelenmiş anlık frekansın standart sapması, σfn

şeklinde verilmiştir. Birinci öznitelik (PSK ve FSK) - (QAM ve ASK) ayrımı için, ikinci

öznitelik FSK - PSK ayrımı için, üçüncü öznitelik ASK - QAM ayrımı için, dördüncü

öznitelik FSK sinyalin kiplenim derecesinin belirlenmesi ve FSK - GMSK ayrımı için

önerilmiştir. PSK, QAM ve ASK sinyallerin kiplenim derecesini sınıflandırma işlemi

sıradüzensel olarak yapılmaktadır. Kullanılan özniteliğin değeri farklı kiplenim dere-

celeri için farklı değer aralıklarına düşmektedir. Öznitelik değeri en düşük kiplenim

derecesinden başlayarak belirli eşik değerler ile karşılaştırılıp bulunduğu değer aralığına

ve dolayısıyla kiplenim derecesine karar verilmektedir. Kullanılan öznitelikler:

1. Fark dizisi dφ(i)’nin mutlak değerinin belirli bir aralığa düşen örneklerinin sayı-

sının bölütteki toplam simge sayısına oranı, CPSK

2. Ortanca filtrelenip düzgelenmiş anlık genliğin belirli bir eşik değerden büyük

örneklerinin sayısının bölütteki toplam simge sayısına oranı, CQAM
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3. Ortanca filtrelenip düzgelenmiş anlık genliğin belirli bir eşik değerden büyük

örneklerinin sayısının bölütteki toplam simge sayısına oranı, CASK

şeklindedir. Birinci öznitelik PSK sinyallerin, ikinci öznitelik QAM sinyallerin, üçüncü

öznitelik ASK sinyallerin kiplenim derecesini belirlemek için önerilmiştir. (2, 4, 8)-PSK,

(4, 8)-ASK, (2, 4, 8)-FSK, GMSK, (8, 16, 32)-QAM sinyaller ile 5 dB SNR seviyesinde

ve herbir kiplenim sınıfı için 1000 deneme yapılarak önerilen yöntemi başarımı he-

saplanmış, 10.24 ms uzunluğunda veri ile %100 sınıflar arası ve yaklaşık %100 sınıf

içi doğru sınıflandırma yüzdesi gözlenmiştir. Benzetim çalışmalarında kullanılan sinyal

parametreleri:

• Taşıyıcı frekansı= 150 kHz,

• Örnekleme frekansı= 1200 kHz,

• Simge hızı= 12.5 kHz,

• Frekans aralığı= 12.5 kHz,

şeklinde verilmiştir.

Li et al., sayısal kiplenim sınıflandırma problemi için yüksek dereceli logaritmik mo-

mentler ile altuzay çözüşümü birleştirdikleri bir yöntem geliştirmiştir [29]. Öncelikle

alınan sinyalin ikinci, dördüncü ve altıncı derece logaritmik momentlerinden oluşan bir

öznitelik vektörü oluşturulmaktadır. Logaritmik moment vektörleri doğrusal dönüşüm

ile altuzayın bir grup doğurayına dönüştürülür. Sinyallerin altuzay üzerine dikgen

izdüşümlerine bakılarak kiplenim tipi hakkında karar verilmektedir. Bu yöntem ile

farklı derecelerde logaritmik momentlerin vektörleri arasında ilintinin azalacağı belir-

tilmiştir. Önerilen yöntem (2, 4)-ASK, (2, 4, 8)-PSK ve 8-QAM sinyallerin sınıflandırıl-

masında denenmiş ve 10 dB SNR seviyesinde yaklaşık %93 genel Pcc oranı gözlenmiştir.

Shen et al., M -PSK sinyallerin sınıflandırılması probleminin çözümü için dördüncü

derece logaritmik momentlere dayalı bir algoritma önermektedir [30]. Öznitelik çıkarı-

mından önce taşıyıcı frekans kaymasını ve sinyal zamanlama hatalarını gidermek için
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yöntemler önerilmektedir. Sinyal düzgün bir şekilde temelbanda indirildikten sonra

dördüncü derece logaritmik momentlerden oluşturulan iki öznitelik ile bir öznitelik

vektörü oluşturulmuştur. Bu öznitelik vektörü ile kuramsal vektörler arasında Euclid

mesafesi ölçülerek en yakın kiplenim tipi seçilmektedir. 8-PSK ve π/4-Farksal Dördün

Faz Kaydırmalı Kiplenim (Differential Quadratic Phase Shift Keying: DQPSK) aynı

yıldızkümesi şekline sahip oldukları için bu iki sinyali birbirinden ayrıştırmada farklı

bir öznitelik kullanılmıştır. İki sinyalin ayrıştırılmasında kullanılacak öznitelik vektörü

temelbant sinyallerin anlık fazınında elde edilen faz fark dizisinin dördüncü derece lo-

garitmik momentleri ile oluşturulmuştur. Yapılan iki benzetim çalışmasında 8-PSK’ın

düzgün tanınması için 200 simge sayısı ve 5 dB SNR seviyesi yeterli olurken 8-PSK -

π/4-DQPSK sınıflandırması için en az 10 dB SNR seviyesi gerekmektedir.

Gangcan et al., sayısal kiplenimli sinyallerin sınıflandırılması için yeni bir algoritma

öne sürmektedir [31]. Öncelikle alınan temelbant sinyalden anlık genlik, anlık faz ve

anlık frekans dizilerinin çıkarılması ve yeniden oluşturulması işlemleri yapılmaktadır.

Doğrusal olmayan anlık faz dizisi yeniden oluşturulurken bir bakıma nicemleme yapıl-

maktadır. Yani faz alanı olan [0,2π) aralığı alınabilecek en yüksek kiplenim derecesine

bölünerek alan içerisinde kalan tüm faz dizisi değerleri tek bir faz değerine atanmak-

tadır. Aynı yeniden oluşturma yöntemleri anlık genlik ve anlık frekans dizilerine de

uygulanmaktadır. Sonrasında yeniden oluşturulan doğrusal olmayan anlık faz dizisi ve

anlık frekans dizisi için düzgelenmiş Lempel-Ziv karmaşıklığı (rasgelelilik) [32] hesap-

lanmaktadır. Bu parametre sonlu bir serinin ne kadar rasgele değerlerden oluştuğunun

bir göstergesidir. Bu bakımdan veriyi anlık fazda taşıyan PSK sinyaller için anlık faz

karmaşıklığının FSK sinyallerin anlık faz karmaşıklığından daha düşük çıkması bek-

lenmektedir. Ayrıca PSK sinyallerin kiplenim derecesi yükseldikçe anlık faz karmaşık-

lığının da artması öngörülmüştür. Anlık frekans karmaşıklığının PSK ve FSK sinyaller

arasında nasıl bir farklılık gösterebileceği hakkında yorum yapılmamış ancak yapılan

benzetim çalışmalarında bu özniteliğin PSK - FSK sınıflandırması için pek kullanılabilir

olmadığı görülmüştür. Yine FSK sinyallerin kiplenim derecesi yükseldikçe anlık frekans

karmaşıklığının da artması öngörülmüştür. Benzetim çalışmalarında bu iki özniteliğin
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2-PSK, 4-PSK, 2-FSK ve 4-FSK sinyallerde davranışı incelenmiştir. Sinyallerin özellik-

leri:

• Taşıyıcı frekansı fc = 150 Hz,

• Örnekleme frekansı fs = 1200 kHz,

• Simge hızı rs = 12.5 kHz,

şeklindedir. Herbir kiplenim tipi için 100 örnek ile 10 dB ve 20 dB SNR seviyelerinde

iki öznitelik ile oluşturulan iki-boyutlu şekillerde anlık fazın düzgelenmiş karmaşık-

lığının bu dört kiplenim tipini sınıflandırmada yeterli olacağı buna karşın anlık frekan-

sın düzgelenmiş karmaşıklığının bu dört kiplenim tipinin sınıflandırılmasında kullanıla-

mayacağı görülmektedir.

Wu et al., otomatik kiplenim sınıflandırma problemi için izgel ve zaman bölgesi istatis-

tiksel özniteliklerin birlikte kullanımını önermektedir [33]. Yöntemde kullanılan izgel

öznitelikler daha önce [34]’de kullanılan özniteliklerin aynısıdır:

• Düzgelenmiş merkezileştirilmiş anlık genliğin PSD’sinin enbüyük değeri: γmax,

• Merkezlenmiş anlık fazın doğrusal olmayan bileşeninin mutlak değerinin standart

sapması: σap,

• Merkezlenmiş anlık fazın doğrusal olmayan bileşeninin standart sapması: σdp,

• Düzgelenmiş merkezileştirilmiş anlık genliğin mutlak değerinin standart sapması:

σaa,

• Düzgelenmiş merkezileştirilmiş anlık frekansın mutlak değerinin standart sap-

ması: σaf .

Sınıflandırma için kullanılan istatistiksel öznitelikler ise sinyalin ikinci, üçüncü ve dör-

düncü derece logaritmik momentlerinden oluşmaktadır. Öznitelikler elde edildikten
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sonra sınıflandırma aşamasında yapay sinir ağları kullanılmıştır. Yöntemin başarımı

((2, 4)-ASK, (2, 4)-PSK, (2, 4)-FSK, (16, 64)-QAM sinyallerin sınıflandırılmasında de-

nenmiştir. Herbir sinyal için 400 gerçekleme ile yapılan benzetimlerde sinir ağının saklı

katmanında kullanılan nöron sayısının başarıma etkisi 8 dB ve 15 dB SNR seviyelerinde

Çizelge 2.3’de verilmiştir.

Saklı katmanda bulunan nöron sayısı: 10 15 20
15 dB %96.25 %97.50 %98.35
8 dB %95.25 %96.50 %96.25

Çizelge 2.3: Nöron sayısının başarıma etkisi

Giriş katmanında 7 düğüm, saklı katmanda 25 düğüm ve çıkış katmanında 8 düğüm

ile oluşturulan bir yapay sinir ağının üç farklı SNR seviyesinde sınıflandırma başarımı

Çizelge 2.4’de verilmiştir. YSA eğitim aşamasında öğrenme hızı 0.8 olan momentumlu

hata geri yayılım öğrenme algoritması kullanılmıştır.

Kiplenim Tipi 15 dB 10 dB 8 dB
2-ASK %100 %100 %100
4-ASK %100 %100 %100
2-PSK %100 %100 %96.25
4-PSK %97.75 %96.25 %95.75
2-FSK %100 %98.75 %94.75
4-FSK %98.25 %96.50 %94.50
16-QAM %99.50 %97.00 %94.75
64-QAM %96.50 %94.50 %94.00

Çizelge 2.4: YSA sınıflandırıcının başarımı

Mirarab ve Sobhani, yüksek dereceli logaritmik momentleri kullanarak taşıyıcı frekans

kaymasını tolere edebilen bir sayısal kiplenim sınıflandırma yöntemi geliştirmiştir [35].

Kullanılan öznitelikler alınan temelbant sinyalin ikinci, dördüncü, sekizinci derece lo-

garitmik momentlerinin mutlak değerleri ve sinyalin fark dizisinin dördüncü derece

momentinden oluşmaktadır. Sınıflandırma başarımını düşüren frekans kaymasını etki-

sini ortadan kaldırmak için yüksek dereceli istatistikler hesaplanırken alınan temelbant

sinyal olan y(n) dizisi değil z(n) = y∗(n− 1)y(n) dizisi kullanılmıştır ve bunun frekans

kaymasını sabit bir faz kaymasına dönüştürdüğü belirtilmiştir. Gürültüsüz (2, 4, 8,



28

16)-PSK, Kaydırılmış QPSK (Offset QPSK: OQPSK), 4-PAM, (8, 16, 32, 64)-QAM

kiplenimli sinyaller için yüksek dereceli istatistiklerden oluşan beş öznitelik kuramsal

olarak hesaplanmış ve buna göre bir karar ağacı yapısı oluşturulmuştur. Zamanlama

hataları ihmal edilerek yapılan benzetim çalışmalarında sınıflandırıcının başarımı 10

dB ve 15 dB SNR seviyelerinde denenmiştir. Buna göre öznitelikler hesaplanırken 3000

simge kullanıldığında Pcc başarımı 10 dB SNR’de yaklaşık %91, 15 dB SNR’de ise

yaklaşık %95 şeklindedir. Ayrıca sınıflandırıcının değişen frekans kayması değerlerine

göre başarımı [21]’de önerilen yöntem ile karşılaştırılmış ve önceki yapıda frekans kay-

masının ciddi başarım kaybına neden olduğu görülürken yeni yöntemde başarıma hiçbir

etkisi olmadığı belirtilmiştir.

Headley et al., birçok radyo tarafından verilen yerel kararları dağıtık işleme üzerine

kurulu bir otomatik kiplenim sınıflandırma sistemi sunmaktadır [36]. Dağıtık OKS sis-

teminde bulunan herbir radyoda iki aşama mevcuttur: bir çevrimsel izgesel öznitelik

tabanlı OKS aşaması ve kaynaşım merkezine gönderilmek üzere bir yerel karar üreten

Karar Verme (Decision Making: DM) aşaması. OKS aşmasında alınan sinyalin çevrim-

sel izge kestirimi yapılır ve öznitelik olarak kullanılacak olan bir α-profili çıkarılır.

Çevrimsel izge kestirimi için Hızlı Fourier Dönüşümü (Fast Fourier Transform: FFT)

Biriktirme Algoritması kullanılmıştır. α-profili çevrimsel izgenin her izgel ayrışma pa-

rametresi α için izgel yer parametresi f boyunca enbüyük değerini alarak oluşturulmak-

tadır. İçerdiği verinin düşük olması ve sınıflandırma başarımına büyük olumsuz etkisi

olmaması nedeniyle OKS için çevrimsel izgenin kendisi yerine α-profilinin kullanımı

hesaplama karmaşıklığını düşürmektedir. OKS’nin son aşamasında α-profili üzerinde

örüntü uyumlama işlemi gelmektedir. Bunun için Delta-Bar-Delta uyarlanır öğrenme

hızı algoritması [37] ile eğitilmiş iki katmanlı ileri beslemeli geri yayılımlı sinir ağı kulla-

nılmıştır. Radyolarda ve kaynaşım merkezinde karar verme aşamasında Bayes hipotez

sınama yaklaşımı ile türetilen adam adama eniyi karar kuralları kullanılmıştır. Fakat bu

eniyi karar kurallarının hesaplanması zor ve masraflı olacağından Gauss-Siedel özyineli

algoritması tercih edilmiştir. Kaynaşım merkezi kendi OKS çıktısı ve radyolardan alı-

nan yerel kararlar ile bir evrensel karar verir. 2-PSK, 4-PSK, FSK ve MSK sinyaller ile
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yapılan benzetim çalışmalarında tek radyo durumu, tek radyolu bir kaynaşım merkezi

durumu ve üç radyolu bir kaynaşım merkezi durumu başarımı karşılaştırılmıştır. Buna

göre tek radyolu durumda ortalama sınıflandırma hatası olasılığı %5.16 iken üç radyolu

durumda yaklaşık %0.21’e düşmüştür.

Huang et al., simge şeklinin sinyalin anlık parametrelerine ve [38]’de kullanılan öznite-

liklere etkisini inceleyip bazılarını değiştirerek bazılarını aynen kullanarak bir Karar

Ağacı Sınıflandırıcı (KAS) geliştirmişlerdir [39]. Simge şekli olarak yükseltilmiş kosinüs

işlevi kullanılmıştır. Simge şekli işlevi sadece tek taşıyıcılı sinyallere (M -ASK,M -PSK,

M -QAM) uygulanmış çok taşıyıcılı sinyallere (M -FSK) uygulanmamıştır. (2, 4)-ASK,

(2, 4)-PSK, (2, 4)-FSK ve (16, 32)-QAM kiplenimli sinyaller ile yapılan benzetim çalış-

malarında 0,...,30 dB SNR aralığında 5 dB’lik adımlarla özniteliklerin davranışı ve

geliştirilen sınıflandırıcının Pcc başarımı incelenmiş ve 5 dB SNR seviyesinde %90’ın

üzerinde, 10 dB SNR seviyesinde %95’in üzerinde ortalama Pcc’ye ulaşılmıştır.

Chen et al., sınıflandırılabilecek kiplenim tiplerini çoğaltmak amacı ile zaman/frekans,

yüksek dereceli logaritmik moment ve yüksek-dereceli çevrimsel logaritmik moment böl-

gelerinden çıkarılan üç öznitelik kümesini birleştirdikleri bir çalışma yapmışlardır [40].

Başarımı artırmak için öncelikle alınan sinyale doğrusal yumuşatma uygulanmaktadır.

Birinci öznitelik kümesinde anlık bileşenlerin istatistiksel momentleri kullanılmıştır:

• Düzgelenmiş merkezileştirilmiş anlık genliğin PSD’sinin enbüyük değeri: γmax,

• Merkezlenmiş anlık fazın doğrusal olmayan bileşeninin mutlak değerinin standart

sapması: σap,

• Merkezlenmiş anlık fazın doğrusal olmayan bileşeninin standart sapması: σdp,

• Taşıyıcı frekansı çevresinde izge bakışımı: P ,

• Düzgelenmiş merkezileştirilmiş anlık genliğin standart sapması, σa,

• Düzgelenmiş merkezileştirilmiş anlık genliğin savrukluğu, µa42,
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• Düzgelenmiş merkezileştirilmiş anlık frekansın savrukluğu, µf42.

İkinci öznitelik kümesinde sinyalin dördüncü derece logaritmik momentlerinin genliği

ile birinci kümeden ilk dört öznitelik kullanılmıştır. Üçüncü öznitelik kümesinde ise

sinyalin dördüncü, altıncı ve sekizinci derece çevrimsel logaritmik momentleri kul-

lanılmıştır. Yapılan benzetim çalışmalarında SNR seviyesi 12 dB’den düşükken bi-

rinci kümenin ortalama Pcc başarımı diğer iki kümeye göre düşükken SNR seviyesi

yükseldiğinde daha iyi sonuç vermektedir. İkinci ve üçüncü kümenin başarımları ise

birbirine oldukça yakındır. Ayrıca doğrusal yumuşatmanın özellikle düşük SNR se-

viyelerinde başarıma olumlu etkisi gözlenmiştir. Üç öznitelik kümesinin birleşimi kul-

lanıldığında ise düşük SNR’da başarımının daha da arttığı gözlenmiştir.

Zhinan ve Wenle, QAM kiplenimli sinyallerin gözü kapalı tanınması için Hilbert dönü-

şümünü kullanan bir algoritma önermektedir [41]. Sinyal parametrelerinin önsel bilgi-

sine ihtiyaç duymadan geliştirilen yöntem gelen sinyali ve sinyalin Hibert dönüşümünü

kullanarak anlık genliği hesaplamaktadır. Sonrasında eksiltici topaklama algoritması ile

anlık genliğin topaklanma merkezleri bulunur.M -QAM sinyalin kiplenim derecesi (M)

topaklanma merkezlerinin sayısına göre belirlenir. Önişlem aşamasında geçirmebandın-

daki giriş sinyalinin ve Hilbert dönüşümünün kareleri toplanarak sinyalin kare-zarfı elde

edilir. Kare-zarfın cıvıltı Z-dönüşümü (Chirp Z-Transform: CZT) kullanılarak frekans

bileşenleri bulunur ve simge hızı kestirilir. Simge zamanlama kestirimi için enbüyük

ortalama güç kestirimi algoritması [42] kullanılmıştır. Önerilen algoritmanın başarımı

(4, 8, 16, 32, 64, 128, 256)-QAM kiplenimli sinyaller ile 15 dB SNR seviyesinde sı-

nanmış ve %100 doğru sınıflandırma için 16-QAM sinyalde 200, 32-QAM sinyalde 500,

64-QAM sinyalde 800 simge sayısı gerektiği gözlenmiştir. Ayrıca yöntemin SNR’ye göre

başarımı incelendiğinde kiplenim derecesi yükseldikçe düzgün tanıma için gerekli SNR

seviyesi artmaktadır. Örneğin 4-QAM için 0 dB SNR’de düzgün sonuç alınırken 128-

QAM için 16 dB SNR seviyesi gerekmektedir. Topaklanma merkezleri sayısı 256’dan

büyük olduğunda sinyal 256-QAM olarak tanındığı için düşük SNR seviyesinde 256-

QAM kiplenim tanıma başarımı 4-QAM’den sonra en yüksek Pcc’ye sahiptir.
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Ohara et al., M -QAM sinyallerin sınıflandırılmasında kullanılabilecek yeni bir yöntem

sunmuşlardır [43]. Yöntem genlik ve kosinüs momentleri kullanmaktadır. Bunun için

öncelikle anlınan sinyalin anlık genliği ve anlık fazı çıkarılmaktadır. Kosinüs momentleri

yöntemini olumsuz etkileyen faz gürültüsünü azaltmak için anlık genliği belirli bir eşiğin

altında kalan sinyaller geri çevrilmektedir. Hesaplanan genlik ve kosinüs momentleri ile

2-boyutlu bir karar değişkeni oluşturulmaktadır. 16-QAM ve 64-QAM sinyaller ile 8

dB, 10 dB ve 12 dB SNR seviyelerinde ve N=1000 simge sayısı için yapılan benzetim

çalışmaları ile yöntemin sınıflandırma hata olasılığını enküçülten genlik ve kosinüs mo-

mentleri derecesinin 12 olduğu görülmüştür.Daha sonra momentlerin ayrı ayrı kullanımı

yöntemi ve beraber kullanımının değişen SNR seviyelerinde başarıma etkisi incelenmiş

özellikle 7 dB’den yüksek SNR seviyelerinde en düşük sınıflandırma hatası olasılığı

momentlerin beraber kullanımında elde edilmiştir. 12 dB SNR seviyesinde genlik mo-

mentleri ile %80, kosinüs momentleri ile %4, önerilen yöntem ile %0.1 hata olasılığı

gözlenmiştir.

Wang ve Ren, yüksek dereceli logaritmik momentleri ve SVM’yi birleştirtikleri yeni

bir sayısal kiplenim sınıflandırma algoritması geliştirmişlerdir [44]. Sinyalin dördüncü

ve altıncı derece logaritmik momentlerinden çıkarılan parametreler sınıflandırma için

öznitelik vektörü olarak kullanılmıştır. Daha sonra ikili ağaç algoritması tabanlı bir

SVM sınıflandırıcı kullanılmıştır. İkili ağaç algoritması tabanlı bir çok-sınıflı SVM’de

temel mantık tüm sınıfları içeren kök düğümden başlayıp, sınıfları iki altsınıfa ayır-

mak, sonrasında altsınıfları iki alt-altsınıfa ayırmak ve bir kiplenim tipine ulaşıncaya

kadar bu özyinelemeyi devam ettirmektir. Böylece çok-sınıflı bir sınıflandırma problemi

bir dizi iki-sınıflı sınıflandırma problemlerine dönüştürülür. İki altsınıfı sınıflandırma

işlevi SVM’dir. Algoritma N çok-sınıflı sınıflandırma problemi için N − 1 iki-sınıflı

sınıflandırıcı kullanır. Önerilen yöntemde ikili ağaçtaki herbir düğümde çözülen iki-

sınıflı sınıflandırma problemlerinde sadece diğer sınıflara en uzak olan tek bir sınıf

diğer sınıflardan ayrıştırılmaktadır. (2, 4)-ASK, 4-PSK, (2, 4)-FSK sinyaller ile sis-

temin başarımı benzetim yürütülerek sınanmıştır. Herbir kiplenim tipinde 80’i eğitim

için, 120’si sınama için olmak üzere 10 dB ve 15 dB SNR seviyelerinde 200’er sinyal
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üretilmiştir. Yöntemin Pcc başarımı 10 dB SNR seviyesinde %97.5’in, 15 dB SNR se-

viyesinde %99.2’nin üzerinde çıkmıştır.

Öznitelik-tabanlı otomatik sınıflandırma probleminin çözümünde alınan sinyalden sı-

nıflandırmada kullanılacak özniteliklerin çıkarılmasından sonra karar verici yapı olarak

“öğrenen makinalar”ın kullanımına yönelik bir eğilim vardır. Karar verici yapı olarak

Nandi ve Azzouz ([34]), Arulampalam et al. ([45]), Taira ([46]), Yaqin et al. ([47]) ve

Xu et al. ([48]) MLP sinir ağlarını, He ve Jing ([49]) ve Huo et al. ([50]) RBF sinir

ağlarını, Xu et al. ([51]) ise kendini örgütleyen harita (Self-Organizing Map: SOM)

sinir ağlarını kullanmışlardır. Mustafa ve Doroslovacki ([52]), Wu et al. ([53]), Jia ve

Lu ([54]), Park et al. ([55]), Teng et al. ([56]), Wang et al. ([57]) ve Zhendong ([58])

önerdikleri otomatik kiplenim sınıflandırma yöntemlerinde karar verici olarak SVM’leri

tercih etmişlerdir.
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3. ÖNERİLEN KİPLENİM SINIFLANDIRMA YÖNTEMİ

Kiplenim sınıflandırma yöntemi iki aşamadan oluşmaktadır:

1. Öznitelik çıkarma,

2. Karar verme.

Sınıflandırma için kullanılabilecek öznitelikler sinyalin karmaşık zarfının yüksek dereceli

logaritmik momentlerinden ve frekans izgesinden elde edilmiştir. Karmaşık zarfın yük-

sek dereceli logaritmik momentleri,M -PSK veM -QAM sinyallerin sınıflandırılmasında,

frekans izgesel öznitelikler ise M -FSK sinyallerin sınıflandırılmasında kullanılmıştır.

Karar verici yapı olarak öncelikle sıradüzensel karar ağacı yapısı önerilmiştir. Daha

sonra sinir ağları kullanımının doğru sınıflandırma olasılığı başarımına etkisi incelen-

miştir.

3.1 Logaritmik Momentler

Yüksek dereceli istatistikler otomatik kiplenim sınıflandırma probleminin öznitelik-

tabanlı çözümünde oldukça rağbet gören özniteliklerdendir. Logaritmik momentler

birtakım özellikleri ile Gauss gürültülü ortamlarda M -PSK ve M -QAM sinyallerin

sınıflandırılmasında kullanılmaktadır. Gauss dağılımlı rasgele değişkenlerin üçüncü ve

daha yüksek dereceli logaritmik momentlerinin sıfır olması ve bağımsız rasgele değişken-

lerin toplamlarının logaritmik momentlerinin logaritmik momentleri toplamına eşit ol-

ması en çok kullanılan özellikleridir.

Rasgele bir X değişkeni fX(u) pdf’ine sahip olsun. Karakteristik işlevi (Characteristic

Function: CF) pdf’in eşlenik Fourier dönüşümüdür [59]:

ΦX(ω) =
∞∫
−∞

fX(u)eiωudu = E{eiωX}. (3.1)
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X rasgele değikeninin momentlerinin türev alma yoluyla CF’den elde edilebileceği bi-

linmektedir [59]:

E{Xn} = (−i)n ∂
n

∂ωn
ΦX(ω) |ω=0= mn (3.2)

Dolayısıyla, X’in n’inci momenti CF’nin Maclaurin serisi açılımında (iω)n/n!’e karşılık

gelen terimin katsayısıdır [59]:

ΦX(ω) =
∞∑
n=0

mn
(iω)n
n! . (3.3)

Karakteristik işlev rasgele değişkenler ile yapılan çalışmalarda kullanışlı bir araçtır fakat

bir kusuru vardır. Y birbirinden bağımsız X1 ve X2 rasgele değişkenlerinin toplamı

olsun. Y ’nin pdf’i, X1 ve X2’nin pdf’lerinin evrişimidir [59]:

fY (u) =
∞∫
−∞

fX1(u− λ)fX2(λ)dλ (3.4)

Bu da demektir ki Y ’nin CF’si X1 ve X2’nin CF’leri çarpımına eşittir [59]:

ΦY (ω) = ΦX1(ω)ΦX2(ω). (3.5)

Eşitlik (3.3)’ü Eşitlik (3.5)’de kullanarak, Y ’nin n’inci derece momentinin X1 ve X2’nin

n’inci ve daha düşük dereceli tüm momentlerine bağlı olduğu görülür [59].

Eğer Eşitlik (3.5)’deki çarpım, eşitliğin iki tarafına doğal logaritma uygulanarak toplama

dönüştürülürse, aşağıdaki ilişki elde edilir [59]:

ln ΦY (ω) = ln ΦX1(ω) + ln ΦX2(ω). (3.6)

Bu yeni işlevlere birikimli işlevler, (3.6) eşitliğinin sol tarafının Maclaurin serisi açı-

lımında (iω)n/n!’e karşılık gelen terimin (eğer mevcutsa) katsayısına da Y rasgele
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değişkeninin n’inci derece logaritmik momenti denir. Y ’nin n’inci derece logaritmik

momenti de, böylece, X1 ve X2’nin n’inci derece logaritmik momentlerinin toplamına

dönüşür. Eğer X Gauss dağılımlı bir rasgele değişken ise, birikimli işlevi ω’nın ikinci

derece bir polinomudur ve

∂n

∂ωn
ln ΦX(ω) ≡ 0, n ≥ 3 (3.7)

olduğundan bu rasgele değişkenin tüm yüksek dereceli logaritmik momentleri sıfırdır

[59].

r rasgele değişkenli {Xj}rj=1 kümesinin çok-değişkenli pdf’i [59]:

fX(x) = ∂r

∂x1 · · · ∂xr
FX(x) (3.8)

şeklindedir, ve FX(x) çok-değişkenli dağılım işlevidir [59]:

FX(x) = Pr


r⋂
j=1

[Xj < xj]

 . (3.9)

Karakteristik işlev Eşitlik (3.8)’in çokboyutlu eşlenik Fourier dönüşümüdür [59]:

ΦX(ω) =
∫ ∞
−∞
· · ·
∫ ∞
−∞

fX(x)eiω†xdx. (3.10)

∑r
j=1 qj = n ve qj ∈ Z+,∀j olmak üzere, ∏rj=1X

qj
j çarpımına karşılık gelen n’inci derece

moment, CF’nin çokboyutlu seri açılımında aşağıdakine karşılık gelen terimin katsayısı

ile verilir [59]:

in
∏r
j=1 ω

qj
j∏r

j=1 qj!
. (3.11)

Sadece r = n durumu ele alındığında qj = 1,∀j olur [59].
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Logaritmik momentler ln ΦX(ω) birikimli işlevinin seri açılımındaki katsayılar ile veri-

lir. Böylece, {Xj}nj=1 değişkenleri için n’inci derece logaritmik momentler [59]:

CX , (−i)n ∂n

∂ω1 · · · ∂ωn
ln ΦX(ω) |ω=0 (3.12)

ile verilir.

{Xj}nj=1 rasgele değişkenler kümesi için, ortak moment [59]:

RX = E{
n∏
j=1

Xj}. (3.13)

vk, {1, 2, . . . , n} indisler kümesinin boş olmayan bir altkümesi olsun. vk içerisindeki

altsimgelere sahip değişkenler için nk = |vk| dereceli moment [59]:

RX,vk = E{
∏
j∈vk

Xj} (3.14)

şeklindedir. n’inci derece logaritmik moment, Pn = {vk}pk=1 ile gösterilen indis kümesi

{1, 2, . . . , n}’nin ayrık bölüntülerini kullanarak, RX,vk momentleri cinsinden ifade edi-

lebilir [59]:

CX =
∑
Pn

[(−1)p−1(p− 1)!
p∏
j=1

RX,vj ]. (3.15)

Benzer bir şekilde n’inci derece RX momenti de daha düşük dereceli logaritmik mo-

mentler cinsinden ifade edilebilir [59]:

RX =
∑
Pn

[
p∏
j=1

CX,vj ] (3.16)

şöyle ki, CX,vj , {Xk}k∈vj değişkenlerinin logaritmik momentidir.
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x karmaşık değerli, sıfır ortalamalı bir rasgele değişken olsun. x’in p’inci derece q eşlenik

momenti:

Ex,p,q = E[xp−q(x∗)q] (3.17)

şeklinde gösterilebilir. Örneğin, p = 2, q = 0 için Ex,2,0 = E[x2(x∗)0] = E[x2], x rasgele

değişkeninin değişintisini verir. Dördüncü, altıncı ve sekizinci derece momentler de

benzer şekilde türetilebilir. Aynı x rasgele değişkeninin p’inci derece q eşlenik logaritmik

momenti:

Cx,p,q = C[x, . . . , x
←−−−−−−→
p−q adet

, x∗, . . . , x∗
←−−−−−→
q adet

] (3.18)

şeklinde gösterilir. Eşitlik (3.15) kullanılarak logaritmik momentlerin momentler cinsin-

den ifadeleri türetilebilir. İkinci, dördüncü, altıncı ve sekizinci derece logaritmik mo-

mentlerin momentler cinsinden ifadesi Çizelge 3.1’de gösterilmiştir [60].

3.2 Hızlı Fourier Dönüşümü (Fast Fourier Transform: FFT)

Bilindiği gibi M -FSK sinyaller taşıyıcının anlık frekansını anahtarlayarak bilgiyi ilet-

mektedir. Bu sebeple FSK’yı diğer kiplenim tiplerinden ayırmak için ve kendi içerisinde

sınıflandırmak (kiplenim derecesini bulmak) için sinyalin frekans bölgesi bileşenlerine

bakmak ilk akla gelebilecek yöntemlerdendir.

N uzunluğunda sonlu bir ayrık x[n], n = 0, 1, . . . , N − 1 dizisinin Ayrık Fourier Dönü-

şümü (Discrete Fourier Transform: DFT):

X[k] =
N−1∑
n=0

x[n]e−j(2π/N)kn, k = 0, 1, . . . , N − 1 (3.19)

ile verilir. X[k] dizisi x[n] dizisinin frekans bölgesi bileşenleridir. Bir sinyalin DFT’sini

Eşitlik (3.19)’da verilen tanım üzerinden hesaplamanın karmaşıklığı O(N2) düzeyin-

dedir. DFT dönüşümünü işlem karmaşıklığını azaltarak daha kullanışlı yapabilmek
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2’inci derece Cx,2,0 = Ex,2,0
Cx,2,1 = Ex,2,1

4’üncü derece Cx,4,0 = Ex,4,0 − 3E2
x,2,0

Cx,4,1 = Ex,4,1 − 3Ex,2,0Ex,2,1
Cx,4,2 = Ex,4,2 − E2

x,2,0 − 2E2
x,2,1

6’ncı derece Cx,6,0 = Ex,6,0 − 15Ex,2,0Ex,4,0 + 30E3
x,2,0

Cx,6,1 = Ex,6,1 − 10Ex,2,0Ex,4,1 − 5Ex,2,1Ex,4,0 + 30E2
x,2,0Ex,2,1

Cx,6,2 = Ex,6,2 − Ex,2,0Ex,4,0 − 8Ex,2,1Ex,4,1 − 6Ex,2,0Ex,4,2
+6E3

x,2,0 + 24E2
x,2,1Ex,2,0

Cx,6,3 = Ex,6,3 − 6Ex,2,0Ex,4,1 − 9Ex,2,1Ex,4,2 + 18E2
x,2,0Ex,2,1

+12E3
x,2,1

8’inci derece Cx,8,0 = Ex,8,0 − 35E2
x,4,0 − 630E4

x,2,0 + 420E2
x,2,0Ex,4,0

Cx,8,1 = Ex,8,1 − 35Ex,4,0Ex,4,1 − 630E3
x,2,0Ex,2,1

+210Ex,4,0Ex,2,0Ex,2,1 + 210Ex,2,0Ex,4,1
Cx,8,2 = Ex,8,2 − 15Ex,4,0Ex,4,2 − 20E2

x,4,1 + 30Ex,4,0E2
x,2,0

+60Ex,4,0E2
x,2,1 + 240Ex,4,1Ex,2,1Ex,2,0 + 90Ex,4,2E2

x,2,0
−90E4

x,2,2 − 540E2
x,2,0E

2
x,2,1

Cx,8,3 = Ex,8,3 − 5Ex,4,0Ex,4,1 − 30Ex,4,1Ex,4,2 + 90Ex,4,1E2
x,2,0

+120Ex,4,1E2
x,2,1 + 180Ex,4,2Ex,2,1Ex,2,0 + 30Ex,4,0Ex,2,0Ex,2,1

−270E3
x,2,0Ex,2,1 − 360E3

x,2,1Ex,2,0

Cx,8,4 = Ex,8,4 − E2
x,4,0 − 18E2

x,4,2 − 16E2
x,4,1 − 54E4

x,2,0 − 144E4
x,2,1

−432E2
x,2,0E

2
x,2,1 + 12Ex,4,0E2

x,2,0 + 96Ex,4,1Ex,2,1Ex,2,0
+144Ex,4,2E2

x,2,1 + 72Ex,4,2E2
x,2,0 + 96Ex,4,1Ex,2,0Ex,2,1

Çizelge 3.1: Logaritmik momentlerin, momentler cinsinden ifadesi
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için çeşitli yöntemler geliştirilmiştir. Bu yöntemlerin tümüne Hızlı Fourier Dönüşümü

(Fast Fourier Transform: FFT) denir. En bilinen FFT algoritması Cooley-Tukey algorit-

masıdır. Böl ve parçala mantığı ile çalışan bu yöntem, N uzunluğunda bir DFT işlemini

bölünebildiği sürece iki parçaya bölüp küçük parçalar üzerinde DFT hesaplanmasına

dayanır. FFT kullanıldığında hesaplama karmaşıklığı O(N logN) seviyesindedir. Bu

çalışma için MATLAB ortamının sunduğu FFT işlemi olan Batı’daki En Hızlı Fourier

Dönüşümü (Fastest Fourier Transform in the West: FFTW) yöntemi kullanılmıştır. Bu

yöntemde zaman bölgesi dizisinin parametrelerine göre en seçilebilir FFT algoritması

kestirme veya ölçme yoluyla seçilir ve uyarlamalı olarak uygulanır.

FSK kiplenimli sinyallerin enbüyük bileşene göre düzgelenmiş frekans bölgesi bileşen-

leri Şekil 3.1’de gösterilmiştir. MATLAB ortamında üretilen FSK sinyalleri 1024 uzun-

luğunda rasgele simge dizilerinin 1 MHz örnekleme frekansında, 25 kHz simge hızında

ve 50 kHz frekans ayrıklığında FSK kiplenmesi ile oluşturulmuştur.

3.3 Eşik Değer Tayini ve Karar Ağacı Yapısı

Doğru kiplenim sınıflandırma yapabilmek için sınıflandırmada kullanılacak öznitelik-

lerin, farklı kiplenim sınıfları için farklı değerler alması gerekir. Özniteliklerin bir kip-

lenim sınıfı için alabileceği değerler rasgele değişkenler olarak düşünüldüğünde, %100

doğru sınıflandırma için iki sınıfa ait öznitelik değerlerinin pdf’lerinin birbiriyle ör-

tüşmemesi gerekir. Fakat iletim sırasında sinyale karışan kanal gürültüsü etkisiyle bu

pdf’ler kısmen örtüşebilir. Bu durumda hatalı sınıflandırma olasılığını enküçültecek

eniyi eşik değer seçimi için evrensel bir yöntem kullanılmıştır. E kiplenim kümesini

iki örtüşmeyen, eşit önsel olasılıklı A ve B altkümelerine ayırmak için kullanılan karar

kuralı:

KF

A
>

<
B

xopt (3.20)

şeklindedir. Burada KF anahtar öznitelik için ölçülen değer, xopt ise hatalı sınıflan-

dırma olasılığını enküçülten eşik değerdir. Eniyi eşik değer M(x) maliyet işlevine bağlı
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2-FSK 4-FSK

8-FSK 16-FSK

Şekil 3.1: FSK Sinyalleri Düzgelenmiş Frekans Bölgesi Bileşenleri
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eniyileme probleminin çözümüdür:

xopt = arg min
x
{M(x)}. (3.21)

M(x) maliyet işlevi ise [1]:

M(x) = Pr(A(x)|B)
Pr(A(x)|A) + Pr(B(x)|A)

Pr(B(x)|B) + |Pr(A(x)|B)− Pr(B(x)|A)| (3.22)

A veB hipotezlerinin şartlı olasılıkları üzerinden tanımlanmıştır. Görüldüğü gibi maliyet

işlevi doğru sınıflandırma olasılığını enbüyütürken yanlış sınıflandırma olasılığını ve iki

sınıf için yanlış sınıflandırma olasılıkları farkını enküçültmeye yöneliktir.

Örneğin A ∼ N (6, 5) ve B ∼ N (−2, 2.5) normal dağılıma (Bkz. Şekil 3.2) sahip rasgele

değişkenler olsun. Pr(A(x)|B) şartlı olasılığı Şekil 3.3’te, Pr(B(x)A) şartlı olasılığı ise

x

Şekil 3.2: A ve B’nin olasılık yoğunluk işlevleri

Şekil 3.4’de taralı alanlar olarak gösterilmiştir. Bu durumda A ve B için maliyet

işleviM(x), Şekil 3.5’te gösterilmiştir. Şekil 3.5’te görüldüğü gibiM(x) maliyet işlevini

enküçülten eniyi eşik değer xopt = 1.35’dir. Eğer C ∼ N (10, 2) ve D ∼ N (−5, 2)

gibi örtüşmeyen pdf’lere (Şekil 3.6) sahip rasgele değişkenler sınıflandırılacaksa, M(x)

maliyet işlevini enküçülten xopt tek bir değer değil bir aralık olacaktır (Şekil 3.7).

Sıradüzensel karar ağacı sınıflandırıcı için karar düğümlerinde kullanılacak eniyi eşik

değerlerin belirlenmesi işleminde bahsedilen yöntem uygulanmıştır. Maliyet işlevini



42

x

Şekil 3.3: B’nin yanlış sınıflandırılma olasılığı, Pr(A(x)|B)

x

Şekil 3.4: A’nın yanlış sınıflandırılma olasılığı, Pr(B(x)|A)

x

M
(x
)

Şekil 3.5: M(x) maliyet işlevi
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x

Şekil 3.6: C ve D’nin olasılık yoğunluk işlevleri

x

M
(x
)

Şekil 3.7: C ve D rasgele değişkenleri için M(x) maliyet işlevi
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enküçülten xopt değeri bir aralık olduğunda aralığın ortası eşik değer olarak belirlen-

miştir.

Otomatik kiplenim sınıflandırma için kullanılacak öznitelikler:

• KF-1: İzgel çizgilerin sayısı - NX ,

• KF-2: Karmaşık zarfın sekizinci derece - sıfır eşlenik logaritmik momenti - Cx,80,

• KF-3: Karmaşık zarfın dördüncü derece - iki eşlenik logaritmik momenti - Cx,42,

şeklindedir. Sınıflandırmada kullanılacak KF-2 ve KF-3 öznitelikleri için eniyi eşik

değerlerin maliyet fonksiyonları EK 1. bölümünde gösterilmiştir.

Birinci öznitelik (KF-1), FSK sinyalleri PSK ve QAM sinyallerden ayrıştırmada ve FSK

sinyalinin kiplenim derecesini bulmada kullanılmıştır. NX , sinyalin karmaşık zarfının

düzgelenmiş frekans bölgesi bileşenlerinden büyüklüğü 0.5’den büyük olanların sayısıdır.

NX değeri, FSK kiplenimli sinyaller için kiplenim derecesi kadar (Bkz. Şekil 3.1), PSK

ve QAM kiplenimli sinyaller içinse çok daha yüksek değerlerde olacaktır. Bu öznitelik

için karar ağacı yapısı Şekil 3.8’de, eniyi eşik değerler ise Çizelge 3.2’de gösterilmiştir.

KF-1 t1-1 t1-2 t1-3 t1-4 t1-5
17 16 8 4 2

Çizelge 3.2: KF-1 için Karar Ağacı Eşik Değerleri

İkinci (KF-2) ve üçüncü (KF-3) özniteliklerin seçimi tasarsız bir şekilde yapılmıştır.

Literatür tarama çalışmalarında karmaşık zarfın Yüksek Dereceli İstatistikleri (Higher

Order Statistics: HOS)’nden başarılı sonuçlar alınabildiği görüldüğü için sınıflandırıla-

cak sinyallerin ikinci, dördüncü, altıncı ve sekizinci derece logaritmik momentleri çeşitli

SNR seviyelerinde hesaplanıp karşılaştırılmıştır. Buna göre KF-2’nin PSK - QAM

sınıflandırmasında ve PSK sinyalinin kiplenim derecesini bulmada kullanılabileceği,

KF-3’ün ise QAM sinyalinin kiplenim derecesini bulmada kullanılabileceği gözlenmiş-

tir.
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KF-1 Hesapla

KF-1 >  t1-1

KF-1 = t1-216-FSK

KF-1 = t1-3 8-FSK

KF-1 = t1-4 4-FSK

KF-1 = t1-52-FSK Bilinmiyor

M-PSK

M-QAM

EVETHAYIR

EVET

EVET

EVET

EVET

HAYIR

HAYIR

HAYIR

HAYIR

Şekil 3.8: KF-1 için Karar Ağacı Yapısı
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KF-2 özniteliğinin altı farklı SNR seviyesinde herbir sinyal için 500 örnek ile hesap-

lanan ortalama değerleri Şekil 3.9’da görülebilir. KF-2 özniteliği, sinyalleri {2-PSK,

4-PSK, 8-PSK, 16-PSK, (16, 64, 256)-QAM, (32, 128)-QAM} olmak üzere altı sınıfa

ayrıştırmaktadır. Bu öznitelik için karar ağacı yapısı Şekil 3.10’da, eniyi eşik değerler

ise Çizelge 3.3’te gösterilmiştir.

KF-2 t2-1 t2-2 t2-3 t2-4 t2-5
-132.64 -26.09 0.44 -0.29 -4.61

Çizelge 3.3: KF-2 için Karar Ağacı Eşik Değerleri
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SNR (dB)

SNR (dB)

SNR (dB)

C
 x

,8
,0

C
 x

,8
,0

C
 x

,8
,0

Şekil 3.9: Ortalama Cx,80 değerlerinin SNR’ye göre değişimi
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KF-2 Hesapla

KF-2 < t2-1 2-PSK

KF-2 < t2-2 4-PSK

KF-2 > t2-3 8-PSK

KF-2 > t2-4 16-PSK

KF-2 > t2-5

HAYIR

EVET

EVET

HAYIR

EVET

HAYIR

HAYIR

EVET

(32, 128)-QAM(16, 64,256)-QAM
EVETHAYIR

Şekil 3.10: KF-2 için Karar Ağacı Yapısı
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KF-3 özniteliği, KF-2 karar ağacında alınan karara göre sinyalleri {16-QAM, 64-QAM,

256-QAM} olmak üzere üç sınıfa yada {32-QAM, 128-QAM} olmak üzere iki sınıfa

ayırmada kullanılmaktadır. KF-3 özniteliğinin altı farklı SNR seviyesinde herbir sinyal

için 500 örnek ile hesaplanan ortalama değerleri Şekil 3.11’de görülebilir. Bu öznitelik

SNR (dB)

SNR (dB)

C
 x

,4
,2

C
 x

,4
,2

Şekil 3.11: Ortalama Cx,42 değerlerinin SNR’ye göre değişimi

için karar ağacı yapısı Şekil 3.12’de, eniyi eşik değerler ise Çizelge 3.4’de gösterilmiştir.
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KF-3 Hesapla

KF-3 < t3-1a16-QAM

KF-3 < t3-2a64-QAM

256-QAM

EVET

HAYIR

EVET

HAYIR

KF-3 Hesapla

KF-3 < t3-1b 32-QAM

128-QAM

EVET

HAYIR

Şekil 3.12: KF-3 için Karar Ağacı Yapıları

KF-3 t3-1a t3-2a t3-1b
-0.65 -0.61 -0.68

Çizelge 3.4: KF-3 için Karar Ağaçları Eşik Değerleri
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Bu üç özniteliği biraraya getirerek oluşturulan genel karar ağacı yapısı Şekil 3.13’te ve

Şekil 3.14’de gösterilmiştir.

Başla

KF-1 Hesapla

KF-1 > t1-1

KF-2 Hesapla

KF-2 < t2-1 2-PSK

KF-2 < t2-2 4-PSK

KF-2 > t2-3 8-PSK

KF-2 > t2-4 16-PSK

KF-2 > t2-5

KF-3 HesaplaKF-3 Hesapla

KF-3 < t3-1bKF-3 < t3-1a

128-QAM

32-QAM16-QAM

KF-3 < t3-2a64-QAM

256-QAM

KF-1 = t1-216-FSK

KF-1 = t1-38-FSK

KF-1 = 1-44-FSK

KF-1 = 1-5 2-FSK

Bilinmiyor

EVET

HAYIR

EVETHAYIR

EVET

HAYIR

EVET

EVET

EVET

EVET

EVET

HAYIR

HAYIR

HAYIR

HAYIR

HAYIR

HAYIR

EVET

EVET

EVET

EVET

EVET

HAYIRHAYIR

HAYIR

HAYIR

Şekil 3.13: Genel Karar Ağacı Yapısı - I
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}

KF-1

2-FSK

4-FSK

8-FSK

16-FSK

M-PSK

M-QAM

}
}

}
}
}
}

KF-2

2-PSK

4-PSK

16-PSK

8-PSK

(32, 128)-QAM

(16, 64, 256)-QAM

KF-3

t1-1

t1-2

t1-3

t1-4

t1-5
t2-1

t2-2

t2-3

t2-4

t2-5

}
} 32-QAM

128-QAM

t3-1b

}

}
}

16-QAM

64-QAM

256-QAM

t3-1a

t3-2a

Şekil 3.14: Genel Karar Ağacı Yapısı - II

3.4 Yapay Sinir Ağları

Otomatik sınıflandırma problemlerinde yapay sinir ağları ve destek vektör makinaları

gibi öğrenen makinaların kullanımında başarılı sonuçlar elde edilebilmektedir. Öznitelik

tabanlı otomatik kiplenim sınıflandırma probleminde karar verici olarak yapay sinir

ağları kullanımına yönelik eğilim artmaktadır. Bu bölümde de karar verici yapı olarak

bir yapay sinir ağının kullanımı incelenmiştir.

Sınıflandırma için geri yayılımlı çok katmanlı bir yapay sinir ağı kullanılmıştır (Bkz.

Şekil 3.15). Görüntü karmaşıklığını azaltmak için ağ katmanları bloklar şeklinde gös-

terilmiştir. Yapay sinir ağının girişinde KA sınıflandırıcı için kullanılan özniteliklerin

aynıları kullanılmıştır. Önişlem aşamasında giriş ve hedef değerleri [−1, 1] aralığına

haritalanıp ve rasgele sıralanmaktadır. Her iki saklı katman da 25 nörondan oluşmak-

tadır. Çıkış katmanında, sınıflandırılacak 13 farklı kiplenim tipi için 13 nöron vardır.
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KF-1

KF-2

KF-3

2-PSK

4-PSK

8-PSK

16-PSK

2-FSK

4-FSK

8-FSK

16-FSK

16-QAM

32-QAM

64-QAM

128-QAM

256-QAM

Birinci
Saklı

Katman
(25 nöron)

İkinci
Saklı

Katman
(25 nöron)

Çıkış
Katmanı

(13 nöron)

Girdiler Önişlem{ {

{ {Sonişlem Çıktılar

Şekil 3.15: YSA sınıflandırıcı yapısı

Tüm katmanlarda etkinleştirme işlevi olarak teğet s-biçim işlevi kullanılmıştır (Bkz.

Şekil 3.16). Çıkış katmanından sonişlem bloğuna aktarılan değerler [−1, 1] aralığın-

x

ta
n
s
ig
(x
)

Şekil 3.16: Teğet s-biçim işlevi

dadır. Bu değerler, sonişlem aşamasında 0 yada 1’e dönüştürülür. Hangi kiplenim tipine

ait çıkış 1 ise o kiplenim tipine karar verilir. Eğer hiçbir çıkışta 1 gözlenmez yada birden

fazla çıkışta 1 gözlenirse sınıflandırıcı Hiçbiri kararını verir. Yapay sinir ağının eğitimi

sırasında, öğrenme algoritması olarak Ölçeklendirilmiş Eşlenik Bayır (Scaled Conjugate
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Gradient: SCG) algoritması kullanılmıştır. Bu öğrenme algoritması Moller [61] tarafın-

dan, zaman alan çizgi arama işleminden kurtulmak için geliştirilmiştir. SCG algoritması

diğer eşlenik bayır algoritmalarına göre yakınsama için daha fazla özyinelemeye ihtiyaç

duyabilir ancak çizgi arama yapılmaması işlem yükünü ciddi şekilde azaltmaktadır [62].
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4. BENZETİM ÇALIŞMALARI

Otomatik sayısal kiplenim sınıflandırma probleminin çözümüne yönelik önerilen yön-

temin başarımı benzetim çalışmaları ile sınanmıştır. Benzetim çalışmaları MATLAB

ortamında gerçekleştirilmiştir. Beş farklı SNR seviyesinde herbir kiplenim tipi için 500

örnek olmak üzere toplam 32500 rasgele temelbant sinyal üretilmiştir. Üretilen temel-

bant sinyallerin özellikleri:

• Örnekleme frekansı : fs = 1000 kHz,

• Simge hızı : rs = 25 kHz,

• Frekans ayrıklığı (M -FSK sinyaller için) : 4f = 50 kHz,

• Simge sayısı N = 50000,

• Darbe şekli : Dikdörtgen,

şeklindedir.

Tasarlanan KAS’nin beş farklı SNR seviyesinde başarımı karıştırma matrisleri ile gös-

terilmiştir (Bkz. EK 2. KARIŞTIRMA MATRİSLERİ).

YSA sınıflandırıcının eğitimi aşamasında, herbir kiplenim tipi için N = 500, 1000,

10000, 50000 simge sayılarında, beş farklı SNR seviyesinde ve herbir kiplenim tipi için

150 rasgele örnek olmak üzere toplam 39000 sinyal kullanılmıştır. Tüm veri kümesinin

25000 deviri sonunda eğitim durdurulmuştur. YSA sınıflandırıcının başarımı karıştırma

matrisleri ile gösterilmiştir (Bkz. EK 2. KARIŞTIRMA MATRİSLERİ).

KF-2 ve KF-3 öznitelikleri için hesaplanan logaritmik momentler, momentlerin örnek-

lem kestirimlerinden türetilmektedir. Bu nedenle sinyal uzunluğunun, momentlerin kes-

tirimi üzerinde dolayısıyla doğru sınıflandırma başarımı üzerinde etkisi vardır. Herbir

kiplenim tipi için, 10 dB SNR seviyesinde, simge sayısının doğru sınıflandırma yüzdesine

etkisi Çizelge 4.1’de görülmektedir. Buna göre PSK ve FSK sinyallerin tanınmasında
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N = 500 simge sayısı yeterli olurken, (16, 32,128)-QAM sinyaller için N = 10000 simge

sayısına, (64, 256)-QAM sinyaller için ise daha da fazlasına ihtiyaç duyulmaktadır.

KA sınıflandırıcı için karar düğümlerinde kullanılacak eşik değer tayininde ve SA

sınıflandırıcının eğitimi sırasında kullanılan veri kümesinden ayrı olarak üretilen bir

veri kümesi ile yapılan benzetim çalışmalarından elde edilen genel başarım grafikleri

Şekil 4.1’de gösterilmiştir. Buna göre N = 500, 1000 simge sayısı için KA sınıflandırıcı

daha iyi başarım gösterirken, N = 10000 simge sayısında SA sınıflandırıcının başarımı

daha yüksektir. N = 50000 simge sayısında ise SNR seviyesi 5 dB ve yukarısında iken

her iki sınıflandırıcı da yaklaşık %100 doğru sınıflandırma başarımı göstermektedir.

Simge sayısı düşük olan sinyallerin sınıflandırılmasında, doğru seçilmiş bir SA yapısı

ve iyi eğitilmiş bir sınıflandırıcının, KA sınıflandırıcıdan daha iyi başarım göstermesi

beklenir. Bu nedenle, önerilen SA sınıflandırıcının saklı katmanlarında bulunan nöron

sayılarının artırılıp daha karmaşık bir yapıya geçilmesi ve daha geniş örnekli bir eğitim

seti ile ağın eğitilmesi, SA sınıflandırıcının (düşük simge sayıları için) başarımını artıra-

bilir.

Bu çalışmada önerilen KA sınıflandırıcı yöntemi ile düşük SNR seviyelerinde bile ol-

dukça yüksek doğru sınıflandırma olasılığı yakalanmıştır (Pcc ∼ %100, SNR≥5 dB).

ASK-QAM-PSK sınıflandırma için yüksek dereceli logaritmik momentleri kullanan yön-

teme [29] göre genel doğru sınıflandırma başarımında yaklaşık 5 dB kazanç sağlanmıştır

ve sınıflandırmaya yüksek kiplenim dereceli QAM sinyalleri ve FSK sinyalleri eklen-

miştir. Yine sınıflandırma için yüksek dereceli momentleri kullanan yönteme [35] göre

N = 1000 simge sayısı için genel sınıflandırma başarımında yaklaşık 10 dB kazanç

sağlanmıştır. Yapılan başarım karşılaştırmaları görecelidir çünkü literatürde bu kadar

fazla kiplenim tipini kapsayan bir çalışmaya rastlanılmamıştır. Özellikle QAM sinyal-

lerin kiplenim derecesini yüksek dereceli momentler ile bulma yöntemlerinde, QAM

sinyalinin kiplenim derecesi arttıkça doğru sınıflandırma için ihtiyaç duyulan simge

sayısı da artmaktadır. Bu yüzden yapılan çoğu çalışmalarda QAM kiplenim derecesi

64 ile sınırlandırılmıştır. Bu çalışmada ise karesel olmayan yıldızkümelerine sahip (32,

128)-QAM ile 256-QAM sinyaller sınıflandırma problemine dahil edilmiştir.
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Şekil 4.1: KA ve SA sınıflandırıcıların genel doğru sınıflandırma başarımı
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5. SONUÇ

Otomatik kiplenim sınıflandırma özellikle askeri haberleşme sistemlerinde oldukça bü-

yük öneme sahiptir. Sınıflandırılacak kiplenim tiplerinin sayısı ve AWGN kanal et-

kisiyle bu işlem oldukça zorlayıcı olabilmektedir. Kiplenim sınıflandırma problemi-

nin çözümüne yönelik önerilen yöntem öznitelik-tabanlı sınıflandırma yaklaşımı ile

geliştirilmiştir. Temelbant sinyalin yüksek dereceli logaritmik momentlerinden elde

edilen öznitelikler ile doğru sınıflandırma yapılabildiğinden öncelikle bu alana yoğun-

laşılmıştır. PSK, QAM sinyallerin sınıflandırılmasında başarılı sonuçlar alınmış ve öz-

nitelik olarak kullanılabilecek iki yüksek dereceli istatistik seçilmiştir. Ancak FSK

sinyaller için aynı şeyi söylemek mümkün olmamıştır. Literatür tarama çalışmaları

sırasında da FSK sinyallerin sınıflandırılmasında bu tür bir yöntem ile karşılaşılmadığı

için sinyalin frekans bölgesi bileşenlerinin kullanımı tercih edilmiştir ve üçüncü öznitelik

sinyallerin frekans bölgesi bileşenleri sayısından türetilmiştir. Karar verici yapı olarak

öncelikle bir karar ağacı kullanılmıştır. Karar düğümlerinde kullanılacak eşik değer-

lerin tayininde evrensel bir yöntem uygulanmıştır. Yapılan benzetim çalışmalarında

özellikle yeterli simge sayısı sağlandığında oldukça başarılı sonuçlar elde edilmiştir.

Genel başarımı düşüren en büyük zorluk yüksek dereceli QAM sinyallerin sınıflandırıl-

masında yaşanmıştır. QAM sinyalinin kiplenim derecesi yükseldikçe gürültüden olum-

suz etkilenme ve moment kestirim hataları artmaktadır. Bu nedenle doğru sınıflan-

dırma başarımı düşmektedir. SNR seviyesi 5 dB’den yüksek olduğunda genel doğru

sınıflandırma başarımının SNR seviyesinden çok mevcut simge sayısına bağlı olduğu

gözlenmiştir. KA sınıflandırıcı yapısı kullanılarak düşük SNR seviyelerinde bile oldukça

yüksek genel doğru sınıflandırma başarımı elde edilmiştir. KA sınıflandırıcı yapısında,

karar düğümlerinde kullanılacak eşik değerlerin tayini işleminden kurtulmak ve mev-

cut özniteliklerin karar aşamasında birlikte kullanılmasının doğurabileceği ek veri ile

doğru sınıflandırma başarımını artırmak için SA sınıflandırıcı yapısına geçilmiştir. SA

sınıflandırıcı ile 10 dB SNR seviyesinde %100 doğru sınıflandırma başarımı elde edil-

miştir.

Önerilen yöntemin sunduğu en önemli avantaj sadece üç öznitelik kullanarak onüç
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sınıflı bir kiplenim sınıflandırma problemini çözebilmesidir. FSK sınıflandırma için kul-

lanılan özniteliğin çıkarılmasında FFT işleminin hesaplama karmaşıklığını artırması ise

yöntemin dezavantajı olarak görülebilir.

Önerilen yöntemde AWGN kanal etkisi ele alınmıştır. İleriye yönelik çalışmalarda,

• Darbe şeklinin etkisi,

• Düz ve çokyollu sönümlenme gibi etkiler,

• Gauss olmayan gürültünün etkisi,

ele alınabilir.
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6. EKLER

EK 1. İKİ-SINIFLI SINIFLANDIRMA PROBLEMİ MALİYET İŞLEV-

LERİ

Karar Ağacı Sınıflandırıcı için eniyi eşik değerlerin belirlenmesinde kullanılan maliyet

işlevleri Şekil 6.1-6.8’de verilmiştir. Maliyet işlevleri N = 1000 simge sayısına ve 10 dB

SNR seviyesine sahip sinyaller için hesaplanmıştır.

x

M
(x
)

Şekil 6.1: 2-PSK - 4-PSK sınıflandırmanın maliyet işlevi

x

M
(x
)

Şekil 6.2: 4-PSK - (16,64,256)-QAM sınıflandırmanın maliyet işlevi
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x

M
(x
)

Şekil 6.3: 8-PSK - 16-PSK sınıflandırmanın maliyet işlevi

x

M
(x
)

Şekil 6.4: 16-PSK - (32,128)-QAM sınıflandırmanın maliyet işlevi
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x

M
(x
)

Şekil 6.5: (16,64,256)-QAM - (32,128)-QAM sınıflandırmanın maliyet işlevi

x

M
(x
)

Şekil 6.6: 16-QAM - 64-QAM sınıflandırmanın maliyet işlevi
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x

M
(x
)

Şekil 6.7: 64-QAM - 256-QAM sınıflandırmanın maliyet işlevi

x

M
(x
)

Şekil 6.8: 32-QAM - 128-QAM sınıflandırmanın maliyet işlevi
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EK 2. KARIŞTIRMA MATRİSLERİ

Karar Ağacı Sınıflandırıcı Başarımı

Önerilen Karar Ağacı Sınıflandırıcı’nın başarımı, dört farklı simge sayısı ve herbir simge

sayısı için üç farklı SNR seviyesinde sınanmış, sonuçlar karıştırma matrisleri ile göste-

rilmiştir (Bkz. Çizelge 6.1 - 6.12).
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Yapay Sinir Ağı Sınıflandırıcı Başarımı

Önerilen Yapay Sinir Ağı Sınıflandırıcı’nın başarımı, dört farklı simge sayısı ve herbir

simge sayısı için üç farklı SNR seviyesinde sınanmış, sonuçlar karıştırma matrisleri ile

gösterilmiştir (Bkz. Çizelge 6.13 - 6.24).
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