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Yüksek  boyutlu  verinin  analiz  edilmesi  ile  birçok  alanda karşılaşılır. Yüksek 

boyutlu veri analizinde, işlem yükü ve zaman açısından verinin etkin ve hızlı bir şekilde 

işlenmesi zor olabilir. Bu zorluğun üstesinden gelebilmek için boyut indirgeme yöntemleri 

yaygın bir şekilde kullanılmaktadır. Doğrusal boyut indirgeme yöntemleri, işlem yükü ve 

zaman açısından doğrusal olmayan yöntemlere göre daha iyi sonuç verirler. Bu yüzden 

yüksek boyutu veri analizinde daha çok tercih edilmektedirler. 

Bu tez çalışmasında yüz ve rakam veri kümeleri kullanılarak çeşitli sınıflandırma 

yöntemleri üzerinde popüler  doğrusal  boyut  indirgeme  yöntemleri  ve performansları 

incelenmiştir.  Bu  yöntemler,  Temel  Bileşen Analizi  (TBA),  Doğrusal  Ayırma  Analizi  

(DAA),  Yerellik Koruyan İzdüşüm (YKİ), Komşuluk Koruyan Gömme (KKG), Yerellik 

Duyarlı Ayırma Analizi (YDAA) ve İzometrik İzdüşümdür (İZİ). 

Doğrusal boyut indirgeme yöntemleri kullanılarak bir veri kümesinin 

sınıflandırılmasında doğrulukta bir artma veya azalma olmasının veri kümesinin türüne bağlı 

olduğu görülmüştür. Bazı boyut indirgeme yöntemlerinin sınıflandırma doğrulukları 

açısından veri kümelerinin türüne göre öne çıktığı görülmüştür. Hatta veri kümelerinden elde 

edilen özniteliklere göre bazı yöntemlerin öne çıktığı da görülmüştür. 
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Analysis of high-dimensional data is encountered in a lot of areas. In analysis of high-

dimensional data, processing data effectively and fast may be troublesome in terms of time 

and process load. Dimensionality reduction methods are used commonly to overcome this 

trouble. Linear dimensionality reduction methods give better results than nonlinear 

dimensionality reduction methods in terms of time and process load. Therefore, they are 

prefered more in analysis of high-dimensional data. 

In this thesis, various popular linear dimensionality reduction methods and their 

performance were investigated on various classification methods by using face and digit 

datasets. These  methods  are  Principal  Component  Analysis  (PCA), Linear  Discriminant  

Analysis  (LDA),  Locality  Preserving Projection (LPP), Neighborhood Preserving 

Embedding (NPE), Locality Sensitive Discriminant Analysis (LSDA) and Isometric 

Projections(IsoP). 

In the classification of a dataset by using linear dimensionality reduction methods, it 

was seen that an increase or a decrease in accuracy depends on the kind of the dataset. And 

it was seen that some linear dimensionality reduction methods become prominent according 

to the kind of datasets in terms of classification accuracy. Also, it was seen that some linear 

dimensionality reduction methods become prominent according to features obtained from 

datasets. 
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1. GENEL BİLGİLER 

 

1.1. Giriş 

 

Günümüzde gelişen teknoloji ile mühendislik, bilim, iş dünyası, tıp, toplum ve benzer 

alanlardan bilgisayar ağlarına veya çeşitli veri depolama alanlarına çok miktarda veri 

akmaktadır. İleri derecede sayısallaşan dünya ve gelişmiş veri depolama ile gün geçtikçe 

ortaya çıkan verinin miktarı artmaktadır. Bu tür yüksek boyutlu verilerin içinde önemli 

bilgiler yer almaktadır. Dolayısıyla bu önemli bilgileri elde edebilmek için yüksek boyutlu 

verileri verimli bir şekilde işlemek gerekmektedir. Yüksek boyutlu verilerin analiz edildiği 

birçok uygulama alanı vardır. Bu alanlar arasında ses işleme, bilgisayarla görme, uzaktan 

algılama, yüz tanıma ve veri madenciliği örnek gösterilebilir.  

İstatistik, mühendislik veya birçok ilgili alanda yüksek boyutlu verilerin üzerinde daha 

kolay ve verimli çalışabilmek için farklı yöntemler bulunmuştur ve hala daha bu konu 

üzerinde çalışmalar yapılmaya devam edilmektedir. Her geçen gün artan veri miktarıyla, 

yüksek boyutlu verileri işleyerek analiz etmek için güçlü ve çok yönlü yöntemlere 

ihtiyacımız vardır.  

Yüksek boyutlu verilerde, büyük veri boyutu işlem yükü ve zaman açısından verinin 

etkin ve hızlı bir şekilde işlenmesini zorlaştırmaktadır. Buna yüksek boyutluluğun laneti 

denilmektedir [1]. Bu zorluğun üstesinden gelebilmek için boyut indirgeme yöntemleri 

yaygın bir şekilde kullanılmaktadır.  

Boyut indirgeme, orijinal verinin temsil edileceği daha düşük boyutlu bir uzay bulma 

işlemidir [2]. Boyut indirgeme işlemi ile ilgilenmemizin birkaç sebebi vardır: 

• Veri sıkıştırma ve veriyi depolamak için gerekli alanın azalmasını sağlar. 

• Verideki gereksiz veya tekrarlanan özelliklerin tespit edilmesini sağlar.  

• Sınıflandırma, kümeleme, olasılık yoğunluk kestirimi gibi çoğu öğrenme ve 

istatistiksel yöntemlerde karmaşıklık verinin boyutuna  bağlıdır. Azaltılmış 

işlem ve bellek için veri boyutu azaltılmalıdır.
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• Veri daha düşük boyut ile ifade edildiğinde, verinin içinde yatan yapılar 

hakkında daha kolay fikir elde edilir ve bu da daha kolay bilgi çıkarımına olanak 

sağlar.  

• Veri çok düşük boyutlarda (2 veya 3) kayıpsız bir şekilde temsil edildiğinde, 

saçılım grafikleri çizdirilerek verinin görsel olarak yapısı gözlemlenebilir ve 

aykırı değer analizi yapılabilir. 

 

1.2. Boyut İndirgeme 

 

Veri kümesinin bir veri örneği denklem (1.1)’de gösterildiği gibi ifade edilirse, d 

boyutlu n tane veri örneğine sahip bir veri kümesi 1 2, ,..., nx x x  denklem (1.2)’deki gibi dxn 

boyutlu bir X matrisi ile temsil edilir. Denklem (1.2)’deki matrisin her bir sütunundaki  xi’ler 

verinin bir örneğini ve her bir satırı ise verinin bir değişkenini (Xi) veya boyutunu temsil 

etmektedir. 
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x x x           (1.2) 

 

Üsteki denklemdeki veriye boyut indirgeme işlemi uygulandıktan sonra elde edilecek r 

boyutlu n tane veri örneği 1 2, ,..., ny y y  denklem (1.3)’teki gibi rxn boyutlu bir matris Y ile 

ifade edilir. 
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Boyut indirgeme işlemi d boyutlu X veri kümesini r boyutlu Y veri kümesine 

dönüştüren bir fonksiyon olarak görülebilir (r<d). Burada X giriş verisi ve Y çıkış verisi 

olarak adlandırılabilir. Genel olarak veri boyutu indirgeme işlemi aşağıdaki denklemdeki 

gibi bir fonksiyon ile ifade edilebilir: 

 

 Y f X                                (1.4) 

 

Burada kullanılan fonksiyon doğrusal veya doğrusal olmayan bir fonksiyon olabilir. 

Dolayısıyla boyut indirgeme yöntemleri doğrusal ve doğrusal olmayan olmak üzere ikiye 

ayrılır. Doğrusal boyut indirgeme yöntemleri, işlem yükü ve çalışma zamanı açısından 

doğrusal olmayan yöntemlere göre daha performanslıdır. Bu yüzden, doğrusal olmayan 

yöntemlere göre uygulanması daha kolay ve basit oldukları için yüksek boyutlu veri 

analizinde daha çok tercih edilmektedirler. Ayrıca yapılan çalışmalarda, doğrusal olmayan 

yöntemlerin sahip olduğu karmaşık ve doğrusal olmayan verilerin yapısını öğrenme 

yeteneğine rağmen, doğrusal olmayan yöntemlerin gerçek veri kümeleri üzerinde doğrusal 

yöntemlere göre başarılı sonuçlar ortaya koymadığı görülmektedir [3]. 

 

1.3. Doğrusal Boyut İndirgeme Yöntemleri 

 

Doğrusal boyut indirgeme yöntemleri istatistik, makine öğrenmesi ve ilgili alanlarda 

geliştirilen ve yüksek boyutlu veri analizinde sıkça başvurulan yöntemlerdendir. Sahip 

olduğu özellikler olan geometrik olarak kolay yorumlanabilme ve doğrusal olmayan 

yöntemlere göre daha az hesaplama karmaşıklığına sahip olma, bu yöntemleri yüksek 

boyutlu veri analizinde öne çıkarmaktadır. Bu yöntemler verinin ilgilenilen varyans, dinamik 

yapısı, veri sınıfları arasındaki marjinler gibi birçok özelliğini ortaya çıkarabilmektedir [4].  

Doğrusal boyut indirgeme yöntemlerinin çalışma prensibi, bir kriteri optimize ederek 

yüksek boyutlu verinin doğrusal olarak izdüşüm yapılacağı daha düşük boyutlu bir uzayda 
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ifade edilmesidir [5]. Bir başka bakış açısıyla, yeni veri değişkenleri orijinal veri 

değişkenlerinin doğrusal kombinasyonlarıyla elde edilmektedir. Bu yöntemler, yüksek d 

boyutlu xi veri örneklerini giriş olarak alır ve bunu düşük r boyutlu yi veri örneklerine 

dönüştüren bir dxr dönüşüm matrisi P bulurlar. Matematiksel olarak d boyutlu n örneğe 

sahip bir veri kümesinin örnekleri P dönüşüm matrisinin transpozu ile çarpılarak  r boyutlu 

örnekler elde edilebilir. 

 

i 1,...,T

i P i n y x                                                                             (1.5) 

 

Giriş ve çıkış verileri denklem (1.2) ve (1.3)’teki gibi dxn boyutlu bir matris X ve rxn 

boyutlu bir matris Y ile ifade edilirse denklem (1.6)’daki gibi P dönüşüm matrisi kullanılarak 

doğrusal boyut indirgeme işlemi tanımlanabilir. 

 

TY P X                                                                                                                  (1.6) 

 

Doğrusal boyut indirgeme yöntemlerindeki temel fark ise, farklı doğrusal boyut 

indirgeme yöntemlerinin farklı P dönüşüm matrisi oluşturmalarıdır. Yöntemlere göre, bu 

matris oluşturulurken verinin sahip olduğu özelliklerden hangisinin yansıtılmak ve 

korunmak istendiğine göre P matrisi şekillenmektedir. Verinin ilgilenilen özelliğinin 

korunması için uygun bir kriter bulunur ve optimize edilir. Bu optimizasyon işlemi ile P 

dönüşüm matrisi elde edilir.  

 

1.3.1. Temel Bileşen Analizi 

 

Temel Bileşen Analizi (TBA) yöntemi ilk olarak 1901 yılında Karl Pearson tarafından 

ortaya konulmuştur [6]. 1933 yılında Hotelling tarafından farklı bir bakış açısıyla 

yorumlanmış ve yine Hotelling tarafından hızlandırılmış bir versiyonu da geliştirilmiştir [7-

9]. 1964 yılında Rao, TBA yönteminin kullanımı ile ilgili yeni fikirler ve yorumlamalar 

ortaya koymuştur [9, 10]. Bu gelişmelerden sonra birçok alanda TBA yöntemi kullanılmaya 

başlanmıştır. 

TBA yöntemi, çok boyutlu veri analizinde sıkça kullanılan gözetimsiz bir doğrusal 

boyut indirgeme yöntemidir. TBA yönteminin uygulamalı doğrusal cebirden gelen en 
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değerli sonuçlardan biri olduğu söylenmektedir [11]. TBA yöntemi verinin sınıf bilgisini 

boyut indirgeme işleminde kullanmaz. Bu sebepten dolayı gözetimsiz öğrenme yöntemi 

olarak isimlendirilmektedir. 

TBA, veri kümesinde bulunan muhtemel ilintili değişkenleri temel bileşenler olarak 

adlandırılan doğrusal ilintisiz değişkenlere dönüştürmek için ortogonal dönüşüm kullanan 

bir yöntemdir. TBA bu dönüştürme işlemini yaparken, boyutu azaltılmış Y çıkış veri 

kümesinin, X giriş veri kümesinde var olan varyansı mümkün olduğunca muhafaza etmesi 

sağlanır [5].  

TBA yönteminde veriden elde edilen birinci ve ikinci dereceden istatistik değerlerleri 

kullanılmaktadır. X giriş verisinin d boyutlu n tane örneği 1 2, ,..., nx x x   olduğu varsayılırsa, 

birincil istatistiksel değer veri örneklerinin ortalama değeridir. Bir veri kümesinin ortalama 

değeri, denklem (1.7)’de gösterildiği gibi elde edilir: 

 

i

i 1

1 n

n 

 x x                                                                                                                  (1.7) 

 

İkinci dereceden istatistiksel değer veri değişkenlerinin varyansıdır. Bir rastgele 

değişkenin varyansı, o değişkenin ortalama değer etrafında yayılımını veya değişkenliğini 

gösterir. Verinin bir değişkeni olan Xi için varyans denklem (1.8) ile hesaplanır. Bu 

denklemde ix  ve ik,x , Xi değişkenin ortalama değerini ve  Xi değişkeninin k. örneğini ifade 

etmektedir. 

 

 
2

2

k,i

1

1
var( )

1Xi

n

i i

k

X
n -




   x x                                                                              (1.8) 

 

İki rastgele değişken arasındaki birlikte değişim kovaryans ile tespit edilir. Verinin iki 

değişkeni Xi ve Xj için kovaryans denklem (1.9) ile hesaplanır. Bu denklemde ix  ve jx , Xi 

ve Xj değişkenlerinin ortalama değeridir. k,ix  ve k,jx , Xi ve Xj değişkenlerinin k. örneklerini 

ifade etmektedir. 
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  k,i k,j

1

1
cov( , )

1

n

i j i j

k

X X x
n - 

   x x x                    (1.9) 

 

Çok değişkenli verilerde verinin değişkenleri arasındaki kovaryansların tümünü 

görebilmek için bir kovaryans matrisi oluşturabilir. Denklem (1.10) ile ifade edilen 

kovaryans matrisi, cov( , ) cov( , )i j j iX X X X  olduğundan simetrik bir matristir. 

 

1 1 1

1

cov( , ) cov( , )

cov( , ) cov( , )

d

d d d

X X X X

C

X X X X

 
 


 
  

          (1.10) 

 

X veri kümesinin kovaryans matrisi elde edilirken verinin ortalama değeri de kullanılır. 

Denklem (1.11)’de veri örnekleri üzerinden kovaryans matrisinin elde edilmesi 

gösterilmiştir.  

 

  
T

i i

1

1

1

n

i

C
n - 

   x x x x             (1.11) 

 

TBA yönteminde ilk önce verinin eğer ortalama değeri 0’dan farklı ise, ortalama 

olarak adlandırılan işlem yapılır. Ortalama işlemi için bütün veri örneklerinden denklem 

(1.12)’deki gibi ortalama değer çıkartılır. Daha sonra ortalanmış veri denklem (1.2)’deki gibi 

dxn boyutlu bir matris Xc ile ifade edilirse, C kovaryans matrisi denklem (1.13) kullanılarak 

da bulunabilir. 

 

 c,i i x x x                (1.12) 

 

1

1

T

C CC X X
n




                                (1.13) 

 

Bir d boyutlu veri örneğinin, dx1 boyutlu p vektörü üzerine izdüşümü alınırken 

denklem (1.14)’teki gibi çarpılır ve yi değerleri elde edilir. Eğer veri (1.1) denklemdeki gibi 
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dxn boyutlu bir matris Xc ile ifade edilirse, denklem (1.15)  kullanılarak 1xn boyutlu Y çıkış 

verisi elde edilir.  

 

c,i 1,...,T

iy i n p x             (1.14) 

 

T

cY X p                         (1.15) 

 

TBA yönteminde amaç verinin varyansını mümkün olduğunca korumak olduğu için, 

Xc verisi öyle bir vektör üzerine izdüşüm yapılmalı ki bu yön maksimum varyansa sahip 

olsun. Bunun için Y çıkış verisinin varyansı denklem (1.16)’da gösterilen şekilde ifade edilir. 

Y verisi elde edilirken X verisinin ortalanmış hali kullanıldığı için, Y verisinin ortalama 

değeri 0’dır. Dolayısıyla Y verisinin varyansı bulunurken ortalama değer kullanılmasına 

gerek yoktur.  

 

  2 1 1

1 1

1

1

T
T T T

Y c c

T T T

c c

YY X X
n n

X X C
n

  
 

 
  

 

p p

p p p p

          (1.16) 

 

Denklem (1.16)’da görüldüğü gibi Y verisinin varyansı, X verisinin kovaryans matrisi 

üzerinden elde edilebilir. Y verisinin varyansını maksimum yapan p vektörünün yönelimi 

önemlidir. Bu yüzden |p|=1 alınabilir. |p|=1 kısıtlaması ile maksimize edilmesi gereken J 

amaç fonksiyonu denklem (1.17)’de gösterilen şekilde ifade edilir: 

 

  TJ Cp p p                (1.17) 

 

Bu optimizasyon problemi Lagrange çarpanları tekniği ile (  lagrange çarpanıdır) 

çözülmek istenirse, ilk önce denklem (1.18)’te yer alan ψ Lagrange fonksiyonu yazılır. 

Denklem (1.18)’in p vektörüne göre türevi alınıp 0’a eşitlenirse, bu sonucu sağlayan p 

vektörü denklem (1.17)’de yer alan J amaç fonksiyonunu maksimum yapar. Bu türevin 

sonucu denklem (1.19)’da gösterilmiştir.  
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 1T TC   p p p p              (1.18) 

 

2 2 0C

C







  



 

p p
p

p p

             (1.19) 

 

Denklem (1.19)’da sonucun 0 olması için, p vektörü ve   skalar değeri verinin C 

kovaryans matrisinin özvektörleri ve özdeğerleri olmalıdır. Denklem (1.20)’de ifade edildiği 

gibi, denklem (1.17)’deki J amaç fonksiyonun maksimum olması için, verinin C kovaryans 

matrisinin değer olarak en büyük özdeğer 1  ve bu özdeğere ait özvektör 1u  izdüşüm vektörü  

olarak kullanılmalıdır.  

 

 1 1 1 1 1 1

1 1 1 1

T T

T

J C 

 

 

 

u u u u u

u u
             (1.20) 

 

Birden daha fazla boyut için Lagrange çarpanları yöntemini kullanarak benzer 

türetmeler ile diğer vektörlerin C kovaryans matrisinin  değerce en büyük şekilde 

özdeğerlerine karşılık gelen özvektörler olduğu bulunur [12]. Dolayısıyla en büyük değere 

sahip r tane özdeğer 1 2, , , r    seçilir ve P dönüşüm matrisi bu öz değerlere karşılık gelen 

r tane özvektörler 1 2, , , ru u u  kullanılarak oluşturulur. Denklem (1.5) ve (1.6) kullanılarak 

boyutu azaltılmış veriler elde edilir.  

TBA yönteminin adımları aşağıda gösterildiği gibidir.  

Giriş: d boyutlu n tane veri örneğine sahip bir veri kümesi 1 2, ,..., nx x x . 

1. X veri kümesinin x  ortalama değerinin bulunması. 

2. X veri kümesinin ortalanması. 

3. C kovaryans matrisinin  bulunması. 

4. C kovaryans matrisinin r tane en büyük özdeğerleri 1 2, , , r    ve bu özdeğerlere 

ait özvektörlerinin 1 2, , , ru u u  bulunması. 

5. P dönüşüm matrisinin oluşturulması. 

Çıkış: dxr boyutlu P dönüşüm matrisi. 
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r değerinin matematiksel olarak belirlenmesi gerekirse, bu boyutu azaltılmış veride 

yansıtılacak varyans değeri ile bulunur. Bir C kovaryans matrisinin t tane sıfırdan farklı 

özdeğeri olursa, X verisinde var olan toplam varyansın %n’lik kısmını, boyutu azaltılmış Y 

verisinde yansıtmak için denklem (1.21) kullanılarak uygun r değeri bulunur. 

 

1

1

100

r

i

i

t

i

i

n












               (1.21) 

 

1.3.2. Doğrusal Diskriminant Analizi 

 

Doğrusal Ayırma Analiz (DAA) yöntemi ilk olarak R.A. Fisher tarafından 1936 

yılında ortaya konulmuştur [13]. Fisher Doğrusal Ayırma (FDA) ismiyle de bilinir. Eski bir 

yöntem olduğu için o tarihten sonra birçok alanda kullanılmıştır.  

DAA yöntemi, yüksek boyutlu veri analizinde sıkça kullanılan bir boyut indirgeme 

yöntemidir. DAA yönteminde, verinin sınıf bilgisi de boyut indirgeme işleminde kullanır. 

Bu sebeple TBA yönteminden farklı olarak gözetimli öğrenme yöntemlerine girmektedir. 

DAA yöntemi, veri sınıfları arasındaki ayrımı maksimum yapan P dönüşüm matrisinin 

bulunmasını amaçlayan bir yöntemdir. Şekil 1.1’de DAA yöntemi için bir örnek verilmiştir. 

Şekil incelendiğinde veri sınıfları arasındaki ayrımı, Şekil 1.1(b)’deki izdüşüm vektörünün 

Şekil 1.1(a)’daki  izdüşüm vektörüne göre daha iyi yaptığı görülmektedir. 

 

 

 
(a)                                                      (b) 

 

Şekil 1.1. DAA yöntemi için bir örnek [14]. 
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DAA yönteminde sınıflar arası ayrımı yakalayabilmek için veriden elde edilen bazı 

istatistiksel değerler kullanılmaktadır. X giriş verisinin d boyutlu n tane örneği 1 2, ,..., nx x x  

ve her biri ni tane örneğe sahip c tane sınıfa sahip olduğu varsayılırsa bu istatistiksel 

değerlerden ilki veri sınıflarının ortalama değerleridir. Veri sınıflarının ortalama değerleri 

ix  ile ifade edilir ve denklem (1.22)’de gösterilen şekilde her bir sınıfa ait veri örneklerinin 

ortalaması ile elde edilirler.  

 

i

1
i

i cin 

 x x                        (1.22) 

 

DAA yönteminde kullanılan bir diğer istatistik ise sınıf içi saçılım matrisidir ve SW ile 

gösterilir. Sınıf içi saçılım matrisi veri sınıflarının örneklerinin,  sınıfların ortalama değerleri 

etrafındaki dağılımını veya yayılımını gösterir [15]. Sınıf içi saçılım matrisi aşağıdaki gibi 

hesaplanır: 

 

  
T

j j

1

S
c

W i i

i j c 

   x x x x                     (1.23) 

 

DAA yönteminde kullanılan bir diğer istatistik, sınıflar arası saçılım matrisidir ve SB  

ile gösterilir. Sınıflar arası saçılım matrisi veri sınıflarının ortalama değerlerinin, verinin 

ortalama değeri  etrafındaki dağılımını veya yayılımını gösterir [15]. Sınıflar arası saçılım 

matrisi aşağıdaki gibi hesaplanır: 

 

  
T

1

S
c

B i i i

i

n


   x x x x                               (1.24) 

 

DAA yönteminde amaç veri sınıfları arasındaki ayrımı maksimum yapmak olduğu 

için, veri örnekleri öyle bir p vektörü üzerine izdüşüm yapılmalı ki, bu yönde Y çıkış 

verisinin SB,Y sınıflar arası saçılımı maksimum ve SW,Y sınıf içi saçılımı  minimum olsun. X 

verisinin p vektörü üzerine izdüşümü alınırsa, 1xn boyutlu Y verisi elde edilir. Tek izdüşüm 

vektörü kullanıldığı için denklem (1.25)’te gösterilen SB,Y ve denklem (1.26)’da gösterilen 
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SW,Y skaler değer olurlar ve iki skaler değer kullanılarak denklem (1.27)’deki amaç 

fonksiyonu elde edilir. 

 

, ,

T

B Y B XS S p p                                (1.25) 

 

, ,

T

W Y W XS S p p                       (1.26) 

 

  , ,

, ,

T

B Y B X

T

W Y W X

S S
J

S S
 

p p
p

p p
            (1.27) 

 

Bu optimizasyon problemini çözmek için, J amaç fonksiyonunun p vektörüne göre 

türevi alınıp 0’a eşitlenirse, J amaç fonksiyonunu maksimum yapan p vektörü elde edilir. Bu 

türevin sonucu denklem (1.28)’de gösterilmiştir.  

 

    
 

, , , ,

2

,

2
0

T T

W X B X B X W X

T

W X

S S S SJ

S


 



p p p p p p

p p p
        (1.28) 

 

,

, ,

,

T

B X

B X W XT

W X

S
S S

S

 
   
 

p p
p p

p p
                                                                                  (1.29) 

 

Denklem (1.28)’in 0’a eşit olması için denklem (1.29)’daki eşitliğin sağlanması 

gerekmektedir. Bu denklemde parantez içindeki ifade skaler bir değerdir. Böylece denklem 

(1.29), denklem (1.30)’daki genelleştirilmiş özdeğer problemine dönüşür. Parantez içindeki 

ifade   skalar değeri ile gösterilirse,   skalar değeri SW ve SB matrislerinin genelleştirilmiş 

özdeğeri ve p vektörü de bu matrislerin genelleştirilmiş özvektörü olmalıdır. 

  

, ,B X W XS Sp p                       (1.30) 
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Denklem (1.27)’deki J amaç fonksiyonun maksimum olması için, SW ve SB 

matrislerinin değer olarak en büyük genelleştirilmiş özdeğeri 1  ve bu genelleştirilmiş 

özdeğere ait genelleştirilmiş özvektör 1u  izdüşüm vektörü olarak kullanılmalıdır. 

Birden daha fazla boyut bulmak için denklem (1.31) veya (1.32)’deki amaç 

fonksiyonlarından herhangi biri kullanılabilir. Bu amaç fonksiyonlarında SW ve SB için, 

önceki amaç fonksiyonundaki gibi skaler değerler değil matrisler elde edilir. Dolayısıyla bu 

amaç fonksiyonlarında bu matrislerin trace veya determinantları kullanılmıştır.  

 

  ,

,

T

B X

T

W X

P S P
J P tr

P S P

 
   

 
             (1.31) 

 

 
,

,

T

B X

T

W X

P S P
J P

P S P
               (1.32) 

 

Bu iki amaç fonksiyonunu maksimum yapan P dönüşüm matrisleri her iki amaç 

fonksiyonu için de aynı olmaktadır. Dolayısıyla SW ve SB matrislerinin en büyük değere sahip 

r tane genelleştirilmiş özdeğerleri 1 2, ,..., r    seçilir ve P dönüşüm matrisi bu öz değerlere 

karşılık gelen r tane genelleştirilmiş özvektörler 1 2, , , ru u u  kullanılarak oluşturulur. 

Denklem (5) ve (6) kullanılarak boyutu azaltılmış veriler elde edilir.  

DAA yönteminde c sınıflı bir veri için bir diğer önemli nokta ise, SB matrisinin rank 

değerinin en fazla (c-1) olmasıdır. Dolayısıyla elde edilen değeri sıfırdan farklı olan özdeğer 

sayısı (c-1) olmaktadır. Diğer özdeğerler sıfır değerine sahip olmaktadır. DAA yönteminde 

c sınıflı bir veri için seçilen r boyut değeri en  fazla (c-1) olabilmektedir. Bu sebeple 

)1(  cr  olmalıdır [5, 16].  

DAA yönteminin adımları aşağıda gösterildiği gibidir. 

Giriş: d boyutlu n tane veri örneğine sahip bir veri kümesi 1 2, ,..., nx x x . 

1. X veri kümesinin ortalama değerinin x  ve sınıfların ortalama değerlerinin ix  

bulunması. 

2. SB sınıflar arası saçılım matrisinin bulunması. 

3. SW sınıf içi saçılım matrisinin bulunması. 
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4. SW ve SB matrislerinin r tane en büyük genelleştirlmiş özdeğerleri 1 2, , , r    ve 

bu özdeğerlere ait özvektörlerinin 1 2, , , ru u u  bulunması. 

5. P dönüşüm matrisinin oluşturulması. 

Çıkış: dxr boyutlu P dönüşüm matrisi. 

 

1.3.3. Yerellik Koruyan İzdüşüm 

 

Yerellik Koruyan İzdüşüm (YKİ) yöntemi yüksek boyutlu veri analizinde son 

zamanlarda karşılaşılan bir boyut indirgeme yöntemidir. İlk olarak 2003 yılında Xiaofei He 

ve arkadaşları tarafından geliştirilmiştir [17, 18]. YKİ yöntemi bundan sonra yüz tanıma [19, 

20], konuşma tanıma [21], hiperspektral görüntü sınıflandırma [22, 23], avuç izi tanıma [24] 

gibi alanlarda kullanılmıştır.  

YKİ yöntemi verinin sınıf bilgisini boyut indirgeme işleminde göz önünde 

bulundurmaz. Bu sebeple gözetimsiz öğrenme yöntemlerine girmektedir. YKİ yöntemi 

verinin komşuluk yapısını koruyan bir amaç fonksiyonunu optimize ederek P dönüşüm 

matrisini elde eder.  

YKİ yönteminin algoritmasına geçmeden önce veriden elde edilen G komşuluk grafı 

ve W ağırlık matrisinden bahsetmek gerekmektedir. X giriş verisinin d boyutlu n tane örneği 

1 2, ,..., nx x x  olsun. G komşuluk grafı veri örneklerinin birbirleriyle olan ilişkisini ve 

komşuluklarını ortaya koyar. G komşuluk grafı verinin n tane örneğine karşılık gelen n tane 

düğümden oluşur. Eğer ix  ve jx  veri örnekleri birbirlerine yakınlarsa, komşuluk grafında i 

ve j düğümleri arasına bir kenar koyulur. Örneklerin yakınlık ölçüsü için iki yöntem 

kullanılır [18]: 

1. ε-komşuluğu: Eğer i j  x x  ise, komşuluk grafında i ve j düğümleri arasına 

bir kenar koyulur. 

2. k-en yakın komşular: Eğer ix  örneği jx  örneğinin en yakın k komşusu arasında 

ise, komşuluk grafında i ve j düğümleri arasına bir kenar koyulur. 

G komşuluk grafında düğümleri birleştiren kenarların her biri için bir Wij ağırlık değeri 

olmalıdır. Bu değer birbirleri arasında kenar olmayan düğümlerin kenarları için 0 alınır. 

Kenarı olan i ve j düğümleri için ise iki şekilde belirlenir [18]: 
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1. Eğer i ve j düğümleri birbirine bağlı ise, bu kenarın ağırlığı aşağıdaki denklem 

ile elde edilir  Rt . 

 

2

i j

t
ijW e






x x

               (1.33) 

 

2. Eğer i ve j düğümleri birbirine bağlı ise, bu kenarın ağırlığı Wij = 1 olur. 

Veri örneklerinin birbirleriyle olan ilişkisini gösteren Wij ağırlık değerleri bir W ağırlık 

matrisi ile ifade edilebilir. Bu matrisin boyutu nxn dir ve simetriktir.   

YKİ yönteminde veri örnekleri öyle bir p vektör üzerine izdüşüm yapılmalı ki 

birbiriyle komşu olan örnekler bu vektör üzerinde birbirlerine yakın olsunlar. Bunun 

sağlanması için denklem (1.34)’teki amaç fonksiyonu seçilmiştir. Bu amaç fonksiyonunda 

T

i iy  p x  olmak üzere, Wij ifadesi ix  ve jx  örneklerinin ağırlık değeridir. Eğer komşu 

örnekler izdüşüm yapıldığında birbirlerine uzak düşerlerse amaç fonksiyonu büyük bir 

değere sahip olur. Dolayısıyla komşu örnekleri birbirlerine yakın yerlere izdüşüm yapmak 

için J amaç fonksiyonu minimize edilmelidir. 

 

   

 

2

2

1

2

1

2

i j ij

ij

T T

i j ij

ij

J y y W

W

 

 





p

p x p x

                    (1.34) 

 

Eğer amaç fonksiyonu düzenlenirse denklem (1.35) elde edilir.  
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TTTT

ij

T
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T

i

T
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T
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)(

          (1.35) 

 

Bu denklemde D matrisi diyagonal bir matristir ve köşegende yer alan elemanlar 

denklem (1.36) ile elde edilir. L matrisi Laplacian matrisi olarak adlandırılır ve (D-W) ile 

bulunur. 
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j

ijii WD                         (1.36) 

 

D matrisi veri örnekleri üzerinde doğal bir ölçü verir. Dii değeri ne kadar büyükse, iy  

veri örneğinin önemi o kadar büyük olur. Dolayısıyla amaç fonksiyonu için denklem 

(1.37)’deki kısıtlama oluşturulmuştur [18]. 

 

1 1T T TY DY XDX  p p                 (1.37) 

 

Bu optimizasyon problemi Lagrange çarpanları tekniği ile çözülmek istenirse, ilk önce 

denklem (1.38)’te yer alan ψ Lagrange fonksiyonu yazılır. Denklem (1.38)’in p vektörüne 

göre türevi alınıp 0’a eşitlenirse, bu sonucu sağlayan p vektörü denklem (1.35)’te yer alan J 

amaç fonksiyonunu minimum yapar. Bu türevin sonucu denklem (1.39)’da gösterilmiştir.  

 

 1T T T TXLX XDX   p p p p           (1.38) 

 

2 2 0T T

T T

XLX XDX

XLX XDX







  



 

p p
p

p p

           (1.39) 

 

Denklem (1.39)’da sonucun 0 olması için,   skalar değeri 
TXLX  ve 

TXDX  

matrislerinin genelleştirilmiş özdeğeri ve p vektörü de bu matrislerin genelleştirilmiş 

özvektörü olmalıdır.  

Denklem (1.35)’teki J amaç fonksiyonunun denklem (1.37)’deki kısıtlama altında 

minimum olması için, 
TXLX  ve 

TXDX  matrislerinin değer olarak en küçük genelleştirilmiş 

özdeğeri 1  ve bu genelleştirilmiş özdeğere ait genelleştirilmiş özvektör 1u  izdüşüm vektörü 

olarak kullanılmalıdır. 

Birden fazla boyut için 
TXLX  ve 

TXDX  matrislerinin en küçük değere sahip r tane 

genelleştirilmiş özdeğerleri 1 2, , , r    seçilir ve P dönüşüm matrisi bu özdeğerlere karşılık 

gelen r tane genelleştirilmiş özvektörler 1 2, , , ru u u  kullanılarak oluşturulur.  Denklem 

(1.5) ve (1.6) kullanılarak boyutu azaltılmış veriler elde edilir.  
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YKİ yönteminin adımları aşağıda gösterildiği gibidir. 

Giriş: d boyutlu n tane veri örneğine sahip bir veri kümesi 1 2, ,..., nx x x . 

1. X veri kümesinin G komşuluk grafının ve W ağırlık matrisinin bulunması. 

2. D diyagonal ve L Laplacian matrislerinin bulunması. 

3. TXLX ve 
TXDX matrislerinin r tane en küçük genelleştirlmiş özdeğerleri 

r ,,, 21   ve bu özdeğerlere ait özvektörlerinin 1 2, , , ru u u  bulunması. 

4. P dönüşüm matrisinin oluşturulması. 

Çıkış: dxr boyutlu P dönüşüm matrisi. 

 

1.3.4. Yerellik Duyarlı Ayırma Analizi 

 

Yerellik Duyarlı Ayırma Analizi (YDAA) yöntemi yüksek boyutlu veri analizinde son 

zamanlarda karşılaşılan bir boyut indirgeme yöntemidir. YDAA yöntemi ilk olarak 2007 

yılında Deng Cai ve arkadaşları tarafından çalışılmıştır [25]. YDAA yöntemi bundan sonra 

yüz tanıma [26], hiperspektral görüntü sınıflandırma [27,28], konuşmacı doğrulama [29] 

gibi alanlarda kullanılmıştır.  

 YDAA yönteminde verinin sınıf bilgisi boyut indirgeme işleminde kullanılır. Bu 

sebeple gözetimli öğrenme yöntemi olarak adlandırılmaktadır. Klasik DAA yöntemi verinin 

global geometrik yapısını göz önünde bulundurur, ama verinin yerel geometrik yapısını 

keşfetmekte başarısızdır. Bu yetersizliği gidermek için YDAA yöntemi geliştirilmiştir. 

YDAA yöntemi verinin yerel alanlarında farklı sınıflara ait veri örnekleri arasındaki marjini 

maksimum yapan P dönüşüm matrisini elde eder.  

YDAA yönteminin temelini veriden elde edilen Gw sınıf içi komşuluk grafı, Gb sınıflar 

arası komşuluk grafı ve bu graflara ait Ww ve Wb ağırlık matrisleri oluşturmaktadır. X giriş 

verisinin d boyutlu n tane örneği 1 2, ,..., nx x x  olduğu varsayılır ise, her bir ix  veri örneği  

için  1 2( ) , ,..., k

i i i iN x x x x  kümesi, bu örneğin k-en yakın komşularından oluşturulur. Bu 

küme ( )iN x , )( iwN x  ve )( ibN x  olarak gösterilen iki alt kümeye ayrılabilir. ( )b iN x  kümesi 

ix  veri örneği ile aynı sınıf etiketini taşıyan komşulardan oluşur. )( iwN x  kümesi ise ix  veri 

örneği  ile farklı sınıf etiketini taşıyan komşulardan oluşur. ( )il x , ix  veri örneğinin sınıf 
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etiketini göstermek üzere, ( )w iN x  ve ( )b iN x  kümeleri denklem (1.40) ve (1.41)’de 

gösterildiği gibi tanımlanır. 

    ( ) ,1j j

w i i i iN l l j k   x x x x           (1.40) 

 

    ( ) ,1j j

b i i i iN l l j k   x x x x                   (1.41) 

 

Gw sınıf içi komşuluk grafı ve Gb sınıflar arası komşuluk grafı veri örneklerinin 

birbirleriyle ilişkisini ve komşuluklarını ortaya koyar. Bu komşuluk grafları verinin n tane 

örneğine karşılık gelen n tane düğümden oluşur. Eğer ix  veri örneği için, jx  veri örneği 

( )iN x  k-en yakın komşular kümesinde yer alıyorsa ve aynı sınıf etiketine sahip ise, 

komşuluk grafında i ve j düğümleri arasına bir kenar koyulur. Gw sınıf içi komşuluk grafında 

yer alan kenarların Ww,ij ağırlıkları denklem (1.42)’de gösterilen şekilde bulunur. Eğer ix  

veri örneği için, jx  veri örneği ( )iN x  k-en yakın komşular kümesinde yer alıyorsa ve farklı 

sınıf etiketine sahip ise, komşuluk grafında i ve j düğümleri arasına bir kenar koyulur. Gb 

sınıflar arası komşuluk grafında yer alan kenarların Wb,ij ağırlıkları denklem (1.43)’te 

gösterilen şekilde bulunur. 

 

i j j i

,

( ) yada ( ) ise, 1

yoksa, 0

w w

w ij

N N
W

 
 


x x x x
          (1.42) 

 

i j j i

,

( ) yada ( ) ise, 1

yoksa, 0

b b

b ij

N N
W

 
 


x x x x
          (1.43) 

 

Veri örneklerinin birbirleriyle olan ilişkisini gösteren ağırlık değerleri boyutu nxn ve 

simetrik olan Ww ve Wb ağırlık matrisleri ile ifade edilebilir. Şekil 1.2(a)’da Gw ve Gb grafları 

için bir örnek ve Şekil 1.2(b)’de  bu veri kümesi için farklı veri sınıfları arasındaki marjin 

gösterilmiştir.  
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(a)                                                    (b) 

 

   Şekil 1.2. a) Gw ve Gb komşuluk grafları b) farklı sınıf örnekleri 

arasındaki marjin [29]. 

 

 

YDAA yönteminde veri örnekleri öyle bir p vektör üzerine izdüşüm yapılmalı ki 

birbiriyle aynı sınıf etiketine sahip olan komşu örnekler bu vektör üzerinde birbirlerine yakın 

ve birbiriyle farklı sınıf etiketine sahip olan komşu örnekler ise bu vektör üzerinde 

birbirlerine uzak olsun. Bunun sağlanması için denklem (1.44)’ün minimize edilmesi ve 

denklem (1.45)’in maksimize edilmesi gereken iki amaç fonksiyonu oluşturulmuştur. Bu 

amaç fonksiyonunda i

T

iy  p x  olur, Ww,ij ve Wb,ij ifadesi ix  ve jx  örneklerinin ağırlık 

değerleridir. Eğer aynı sınıfa ait komşu örnekler izdüşüm yapıldığında birbirlerine uzak 

düşerlerse J1 amaç fonksiyonu büyük bir değere sahip olur. Dolayısıyla aynı sınıfa ait komşu 

örnekleri birbirlerine yakın yerlere izdüşüm yapmak için J1 amaç fonksiyonu minimize 

edilmelidir. Eğer farklı sınıfa ait komşu örnekler izdüşüm yapıldığında birbirlerine yakın 

düşerlerse J2 amaç fonksiyonu küçük bir değere sahip olur. Dolayısıyla farklı sınıfa ait 

komşu örnekleri birbirlerine uzak yerlere izdüşüm yapmak için J2 amaç fonksiyonu 

maksimize edilmelidir. 

 

     
22

1 , ,

1 1

2 2

T T

i j w ij i j w ij

ij ij

J y y W W    p p x p x                (1.44) 

 

     
22

2 , ,

1 1

2 2

T T

i j b ij i j b ij

ij ij

J y y W W    p p x p x        (1.45) 

 

Eğer amaç fonksiyonları düzenlenirse denklem (1.46) ve (1.47) elde edilir.  
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p p p p

         (1.46) 

 

 2 , ,

( )

T T T T

i b ii i i b ij j

i ij

T T T T

b b b

J D W

X D W X XL X

 

  

 p p x x p p x x p

p p p p

         (1.47) 

 

Denklem (1.46)’da Dw matrisi diyagonal bir matristir ve köşegende yer alan elemanları 

denklem (1.48) ile elde edilir. Denklem (1.47)’de Db matrisi diyagonal bir matristir ve 

köşegende yer alan elemanları denklem (1.49) ile elde edilir. Lb matrisi Laplacian matrisi 

olarak adlandırılır ve (Db-Wb) ile bulunur. 

 

, ,w ii w ij

j

D W                (1.48) 

 

, ,b ii b ij

j

D W                        (1.49) 

 

Dw matrisi veri örnekleri ix  üzerinde doğal bir ölçü verir. Dw,ii değeri ne kadar 

büyükse, ix  veri örneğinin önemi o kadar büyük olur. Dolayısıyla J1 ve J2 amaç 

fonksiyonları için denklem (1.50)’deki kısıtlama oluşturulmuştur [25]. 

 

1 1T T TY DY XDX  p p             (1.50) 

 

Bu kısıtlama kullanılarak, denklem (1.51)’de gösterildiği gibi J1 amaç fonksiyonu 

tekrar düzenlenir. Denklem (1.51)’deki J1 amaç fonksiyonu minimize etmek yerine, denklem 

(1.52)’deki gibi düzenlenip bu amaç fonksiyonu maksimize edilirse aynı çözüm elde edilir.  

 

 1 1 T T

wJ XW X p p p              (1.51) 

 

 1

T T

wJ XW Xp p p              (1.52) 
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Denklem (1.47) ve (1.52)’deki maksimize edilmesi gereken iki amaç fonksiyonu 

birleştirilirse, denklem (1.53)’te yer alan J amaç fonksiyonu elde edilir. Aşağıdaki 

denklemde  , 0 ile 1 arasında uygun bir sabit olarak seçilir. Bu amaç fonksiyonu denklem 

(1.50)’de yer alan kısıtlama altında çözülmelidir.  

 

    1T T

b wJ X L W X   p p p           (1.53) 

 

Bu optimizasyon problemi Lagrange çarpanları tekniği ile çözülmek istenirse, ilk önce 

denklem (1.54)’te yer alan ψ Lagrange fonksiyonu yazılır. Denklem (1.54)’ün p vektörüne 

göre türevi alınıp 0’a eşitlenirse, bu sonucu sağlayan p vektörü denklem (1.53)’te yer alan J 

amaç fonksiyonunu maksimum yapar. Bu türevin sonucu denklem (1.55)’te gösterilmiştir. 

  

    1 1T T T T

b w wX L W X XD X       p p p p        (1.54) 

 

  

  

2 1 2 0

1

T T

b w w

T T

b w w

X L W X XD X

X L W X XD X


 

  


    



   

p p
p

p p

        (1.55) 

 

Denklem (1.55)’te sonucun 0 olması için,   skalar değeri   1 T

b wX L W X    ve 

T

wXD X  matrislerinin genelleştirilmiş özdeğeri ve p vektörü de bu matrislerin 

genelleştirilmiş özvektörü olmalıdır.  

Denklem (1.53)’teki J amaç fonksiyonunun maksimum olması için, 

  1 T

b wX L W X    ve 
T

wXD X matrislerinin değer olarak en büyük genelleştirilmiş 

özdeğeri 1  ve bu genelleştirilmiş özdeğere ait genelleştirilmiş özvektör 1u  izdüşüm vektörü 

olarak kullanılmalıdır. 

Birden fazla boyut için   1 T

b wX L W X   ve 
T

wXD X matrislerinin en büyük 

değere sahip r tane genelleştirilmiş özdeğerleri 1 2, , , r    seçilir ve P dönüşüm matrisi bu 

özdeğerlere karşılık gelen r tane genelleştirilmiş özvektörler 1 2, , , ru u u  kullanılarak 

oluşturulur. Denklem (1.5) ve (1.6) kullanılarak boyutu azaltılmış veriler elde edilir.  

 



21 

 

 

 

YDAA yönteminin adımları aşağıda gösterildiği gibidir. 

Giriş: d boyutlu n tane veri örneğine sahip bir veri kümesi 1 2, ,..., nx x x . 

1. X veri kümesinin Gw ve Gb komşuluk graflarının ve bunlara ait Ww  ve Wb ağırlık 

matrislerinin bulunması. 

2. Dw diyagonal ve Lb Laplacian matrislerinin bulunması. 

3.   1 T

b wX L W X   ve 
T

wXD X matrislerinin r tane en büyük genelleştirilmiş 

özdeğerleri 1 2, , , r    ve bu özdeğerlere ait özvektörlerinin 1 2, , , ru u u  

bulunması. 

4. P dönüşüm matrisinin oluşturulması. 

Çıkış: dxr boyutlu P dönüşüm matrisi.      

 

1.3.5. Komşuluk Koruyan Gömme 

 

Komşuluk Koruyan Gömme (KKG) yöntemi yüksek boyutlu veri analizinde son 

zamanlarda karşılaşılan bir boyut indirgeme yöntemi olup, ilk olarak 2005 yılında Xiaofei 

He ve arkadaşları tarafından çalışılmıştır [30]. KKG yöntemi bundan sonra hiperspektral 

görüntüler [31], belge sınıflandırma ve erişim [32, 33], spam filtreleme [34] ve doku 

sınıflandırma [35] gibi alanlarda kullanılmıştır.  

KKG yöntemi verinin sınıf bilgisini boyut indirgeme işleminde göz önünde 

bulundurmaz. Bu sebeple gözetimsiz öğrenme yöntemlerine girmektedir. KKG yöntemi 

verinin yerel komşuluk yapısını koruyan bir amaç fonksiyonunu optimize ederek P dönüşüm 

matrisini elde eder.  

KKG yönteminin temelini veriden elde edilen G komşuluk grafı ve W ağırlık matrisleri 

oluşturmaktadır. X giriş verisinin d boyutlu n tane örneği 1 2, ,..., nx x x   olduğu varsayılır ise 

KKG yönteminde, YKİ yöntemine benzer olarak veri örneklerinin birbirleriyle ilişkisini 

ortaya koyan ve n tane düğümden oluşan G komşuluk grafı oluşturulmalıdır. Eğer ix  ve jx  

veri örnekleri birbirlerine yakınlarsa, komşuluk grafında i ve j düğümleri arasına bir kenar 

koyulur. Örneklerin yakınlık ölçüsü için iki yöntem kullanılır [30]: 

1. ε-komşuluğu: Eğer 
2

i j  x x  ise, komşuluk grafında i ve j düğümleri arasına 

bir kenar koyulur. 
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2. k-en yakın komşular: Eğer ix  örneği jx  örneğinin en yakın k komşusu arasında 

ise, komşuluk grafında i ve j düğümleri arasına bir kenar koyulur. 

G komşuluk grafında düğümleri birleştiren kenarların her biri için bir Wij ağırlık değeri 

olmalıdır. Bu değer birbirleri arasında kenar olmayan düğümlerin kenarları için 0 alınır. 

KKG yönteminde her bir veri örneği ix , m tane komşu veri örneğinin doğrusal 

kombinasyonu ile elde edilmeye çalışılır. Burada önemli olan nokta m tane komşu veri 

örneği için bulunan katsayıların toplamı 1 olmalıdır. Bulunan bu katsayılar G komşuluk 

grafında kenarların ağırlık değerleri olur. Kenarı olan i ve j düğümleri için Wij ağırlık 

değerleri, denklem (1.57)’de yer alan kısıtlama altında denklem (1.56)’daki amaç 

fonksiyonu minimize edilerek bulunur [30].  

 

 
2

W i ij j

i j

J W W  x x             (1.56) 

 

1, 1, ,ij

j

W j m               (1.57) 

 

Veri örneklerinin birbirleriyle olan ilişkisini gösteren Wij ağırlık değerleri bir W ağırlık 

matrisi ile ifade edilebilir. Bu matrisin boyutu nxn olur. 

KKG yönteminde veri örnekleri öyle bir p vektör üzerine izdüşüm yapılmalı ki  X giriş 

verisi bu vektör üzerine izdüşüm yapıldığında her bir veri örneği, denklem (1.56) ile bulunan 

ağırlık değerleri ve m tane komşu olan örnek ile ifade edilebilmelidir. Bunun sağlanması için 

denklem (1.58)’deki minimize edilmesi gereken amaç fonksiyonu oluşturulmuştur. Bu amaç 

fonksiyonunda 
T

i iy  p x  ve Wij ifadesi ix  ve jx  örneklerinin ağırlık değeridir.  

 

 
2

i ij j

ij j

J y W y
 

  
 

 p             (1.58) 

 

Eğer amaç fonksiyonundaki parantez içindeki ifade denklem (1.59)’da gösterilen 

şekilde tanımlanırsa ve 
TY X p  olduğundan, Z  denklem (1.60)’ta gösterildiği gibi elde 

edilir.  
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i i ij j

j

z y W y                (1.59) 

 

 Z Y WY I W Y                 (1.60)

   

Amaç fonksiyonu denklem (1.60) kullanılarak düzenlenirse denklem (1.61) elde edilir.  

Bu denklemde M matrisi    
T

I W I W   ifadesine eşittir. Bu matris simetrik olur. 

 

 

 

   

   

2

2

i ij j

ij j

i

ij

T

TT

TT T

T T

J y W y

z

Z Z

Y I W I W Y

X I W I W X

XMX

 
  

 





  

  



 



p

p p

p p

          (1.61) 

 

Yapılan izdüşümde rastgele ölçekleme faktörünü kaldırmak için, denklem (1.62)’deki 

kısıtlama kullanılır [30]. 

 

1 1T T TY Y XX  p p              (1.62) 

 

Bu optimizasyon problemi Lagrange çarpanları tekniği ile çözülmek istenirse, ilk önce 

denklem (1.63)’te yer alan ψ Lagrange fonksiyonu yazılır. Denklem (1.63)’ün p vektörüne 

göre türevi alınıp 0’a eşitlenirse, bu sonucu sağlayan p vektörü denklem (1.61)’de yer alan 

J amaç fonksiyonunu minimum yapar. Bu türevin sonucu denklem (1.64)’te gösterilmiştir.  

 

 1T T T TXMX XX   p p p p            (1.63) 
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2 2 0T T

T T

XMX XX

XMX XX







  



 

p p
p

p p

           (1.64) 

 

Denklem (1.64)’te sonucun 0 olması için,   skalar değeri 
TXMX  ve 

TXX  

matrislerinin genelleştirilmiş özdeğeri ve p vektörü de bu matrislerin genelleştirilmiş 

özvektörü olmalıdır.  

Denklem (1.61)’deki amaç fonksiyonunun 1T TXX p p  kısıtlaması altında minimum 

olması için, 
TXMX  ve 

TXX  matrislerinin değer olarak en küçük genelleştirilmiş özdeğeri 

1  ve bu genelleştirilmiş özdeğere ait genelleştirilmiş özvektör 1u  izdüşüm vektörü olarak 

kullanılmalıdır. 

Birden fazla boyut için 
TXMX  ve 

TXX  matrislerinin en küçük değere sahip r tane 

genelleştirilmiş özdeğerleri 1 2, , , r    seçilir ve P dönüşüm matrisi bu özdeğerlere karşılık 

gelen r tane genelleştirilmiş özvektör 1 2, , , ru u u  kullanılarak oluşturulur.  Denklem (1.5) 

ve (1.6) kullanılarak düşük boyutlu veriler elde edilir.  

KKG yönteminin adımları aşağıda gösterildiği gibidir. 

Giriş: d boyutlu n tane veri örneğine sahip bir veri kümesi 1 2, ,..., nx x x . 

1. X veri kümesinin G komşuluk grafının ve W ağırlık matrisinin bulunması. 

2. M matrisinin bulunması. 

3. TXMX ve 
TXX matrislerinin r tane en küçük genelleştirlmiş özdeğerleri 

1 2, , , r    ve bu özdeğerlere ait özvektörlerinin 1 2, , , ru u u  bulunması. 

4. P dönüşüm matrisinin oluşturulması. 

Çıkış: dxr boyutlu P dönüşüm matrisi. 

 

1.3.6. İzometrik İzdüşüm 

 

İzometrik İzdüşüm (İZİ) yöntemi ilk olarak 2007 yılında Deng Cai ve diğerleri 

tarafından ortaya konulmuştur [36]. İZİ yöntemi yüz tanıma [36], avuç içi izi tanıma [37] ve 

avuç içi damar tanıma [38] gibi alanlarda kullanılmıştır.  

İZİ yöntemi yüksek boyutlu veri analizinde son zamanlarda karşılaşılan bir boyut 

indirgeme yöntemidir. İZİ yöntemi verinin sınıf bilgisini boyut indirgeme işleminde göz 
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önünde bulundurmaz. Bu sebeple gözetimsiz öğrenme yöntemlerine girmektedir. İZİ 

yöntemi verinin örnekleri arasındaki jeodezik uzaklıkları koruyan bir amaç fonksiyonunu 

optimize ederek P dönüşüm matrisini elde eder. Jeodezik uzaklık iki veri örneğini birbirine 

bağlayan en kısa eğrinin uzunluğu olarak tanımlanır. Şekil 1.3’te karmaşık bir verinin iki 

örneğinin arasındaki öklit uzaklığı siyah kesikli çizgi ile, jeodezik uzaklığı ise beyaz düz 

çizgi ile gösterilmiştir. 

 

 

 
Şekil 1.3. Jeodezik uzaklık örneği 

 

 

İZİ yöntemi de diğer yöntemlerin bazılarında olduğu gibi veriden elde edilen G 

komşuluk grafına ihtiyaç duymaktadır. X giriş verisinin d boyutlu n tane örneği 1 2, ,..., nx x x  

olduğu varsayılırsa, İZİ yönteminde, YKİ yöntemine benzer olarak veri örneklerinin 

birbirleriyle ilişkisini ortaya koyan ve n tane düğümden oluşan G komşuluk grafı 

oluşturulmalıdır. Eğer 
ix  ve 

jx  veri örnekleri birbirlerine yakınlarsa, komşuluk grafında i 

ve j düğümleri arasına bir kenar koyulur. Örneklerin yakınlık ölçüsü için iki yöntem 

kullanılır [36]: 

1. ε-komşuluğu: Eğer i j  x x  ise, komşuluk grafında i ve j düğümleri arasına bir 

kenar koyulur. 

2. k-en yakın komşular: Eğer 
ix  örneği jx  örneğinin en yakın k komşusu arasında 

ise, komşuluk grafında i ve j düğümleri arasına bir kenar koyulur. 
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İZİ yönteminde oluşturulan G komşuluk grafı kullanılarak her bir veri örnek çifti 

( , )i jx x  için jeodezik uzaklık ( , )J i jd x x  hesaplanmalıdır. Veri örneklerinin jeodezik 

uzaklıkları ( , )J i jd x x , bir 
JD  jeodezik uzaklık matrisi ile ifade edilebilir. Bu matrisin 

boyutu nxn olur. Bu matrisi bulmak için Floyd-Warshall algoritması kullanılır. Bu 

algoritmanın adımları aşağıda gösterildiği gibidir.  

Giriş: d boyutlu n tane veri örneğine sahip bir veri kümesi 1 2, ,..., nx x x . 

1. X veri kümesinin G komşuluk grafının bulunması. 

2. Her bir veri çifti ( , )i jx x  için, G grafında, 

      birbirine bağlı ise ( , )J i j i jd  x x x x  

      değil ise ( , )J i jd  x x  olarak belirleme. 

3. Bu adımın p değişkeni için 1’den n’e kadar tekrarlanması. 

      Her bir veri çifti ( , )i jx x  için, 

      ( , ) min ( , ), ( , ) ( , )J i j J i j J i p J p jd d d d x x x x x x x x  

4. JD  jeodezik uzaklık matrisinin oluşturulması. 

Çıkış: nxn boyutlu JD  jeodezik uzaklık matrisi.  

İZİ yönteminde X veri örnekleri öyle bir p vektör üzerine izdüşüm yapılmalı ki X veri 

örnekleri arasındaki jeodezik uzaklıklar bu vektör üzerinde Y veri örneklerinin öklit 

uzaklıkları ile korunmalıdırlar. Bunun sağlanması için 
T

i iy  p x  olmak üzere, denklem 

(1.65)’teki amaç fonksiyonu minimize edilmelidir. 

 

   

 

2

2

i j

( , ) ( , )

( , ) ( , )

J i j i j

ij

T T

J i j

ij

J d d y y

d d

 

 





p x x

x x p x p x

          (1.65) 

 

Amaç fonksiyonunu düzenlemek için, elemanları  
2

( , )ij J i jS d x x  olan bir S matrisi 

ve merkezleme matrisi 
1 TH I
n

  ee  tanımlanır. I birim matris ve e her elemanı 1 olan bir 

vektördür. S matrisi ve H merkezleme matrisi kullanılarak, bir D uzaklık matrisi için ( )D  
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iç çarpım matrisi denklem (1.66)’da gösterildiği gibi tanımlanır. Denklem (1.66) ile elde 

edilen iç çarpım matrisinin elemanlarının ( )ijD  denklem (1.67)’deki gibi olduğu 

gösterilebilir [41]. 

 

 
1

( )
2

D HSH                 (1.66) 

 

  ( )ij i jD   x x x x                   (1.67) 

 

( )JD  ve ( )YD  matrisleri, X verisinin JD  jeodezik uzaklık matrisinin ve Y verisinin 

YD  öklit uzaklık matrisinin  iç çarpım matrisleri olmak üzere, amaç fonksiyonu denklem 

(1.68)’de gösterildiği gibi ifade edilebilir. A  ifadesi matris normu olarak adlandırılır ve 

2

,

,

i j

i j

A A   olarak bulunur. 

 

 
2

( ) ( )J YJ D D  p                (1.68) 

 

 1, , T

nY y y X  p  olduğundan, Y veri örneklerinin YD  iç çarpım matrisi denklem 

(1.69)’da gösterildiği gibi ifade edilebilir. Dolayısıyla denklem (1.69)’u kullanarak amaç 

fonksiyonu denklem (1.70)’te gösterildiği gibi ifade edilir. 

 

( ) T T T

YD Y Y X X   pp                      (1.69)

                  

 
2

( ) T T

JJ D X X p pp             (1.70) 

 

Denklem (1.70)’teki amaç fonksiyonu    Ttr A tr A  eşitliği göz önüne alınarak 

düzenlenirse denklem (1.71) elde edilir. 
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J J
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J

J D X X
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D D X X D
tr

D X X X XX X



 

  



 

  

 
     

p pp

pp pp

pp

pp pp pp

                                         (1.71) 

 

Yapılan izdüşümde rastgele ölçekleme faktörünü kaldırmak için, denklem (1.72)’deki 

kısıtlama kullanılır. Dolayısıyla denklem (1.73)’teki sonuç elde edilir. 

 

1 1T T TY Y XX  p p              (1.72) 

 

    1T T T T T T T Ttr X XX X tr XX XX pp pp p pp p                 (1.73) 

 

Denklem (1.73)’teki sonuç ile denklem (1.71)’deki amaç fonksiyonu düzenlenirse 

denklem (1.74) elde edilir. 

 

     ( ) ( ) 2 ( ) 1T T T

J J JJ tr D D tr X D X    p p p                (1.74) 

 

Denklem (1.74)’teki amaç fonksiyonunun ilk terimi ve üçüncü terimi sabitlerdir ve 

optimizasyon işleminde etkileri yoktur. Dolayısıyla 1T TXX p p  kısıtlamasıyla denklem 

(1.74)’teki amaç fonksiyonunu minimize etmek yerine 1T TXX p p  kısıtlamasıyla denklem 

(1.75)’teki amaç fonksiyonunu maksimize etmek ile aynı çözüm elde edilir. 

 

   ( )

( )

T T

J

T T

J

J tr X D X

X D X









p p p

p p
                             (1.75) 

 

Bu optimizasyon problemi Lagrange çarpanları tekniği ile çözülmek istenirse, ilk önce 

denklem (1.76)’da yer alan ψ Lagrange fonksiyonu yazılır. Denklem (1.76)’nın p vektörüne 

göre türevi alınıp 0’a eşitlenirse, bu sonucu sağlayan p vektörü denklem (1.75)’te yer alan J 

amaç fonksiyonunu maksimum yapar. Bu türevin sonucu denklem (1.77)’de gösterilmiştir.  
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 ( ) 1T T T T

JX D X XX    p p p p           (1.76) 

 

2 ( ) 2 0

( )

T T

J

T T

J

X D X XX

X D X XX


 

 


  



 

p p
p

p p

          (1.77) 

 

Denklem (1.77)’de sonucun 0 olması için,   skalar değeri ( ) T

JX D X  ve 
TXX  

matrislerinin genelleştirilmiş özdeğeri ve p vektörü de bu matrislerin genelleştirilmiş 

özvektörü olmalıdır.  Denklem (1.75)’teki J amaç fonksiyonunun 1T TXX p p  kısıtlaması 

altında maksimum olması için, ( ) T

JX D X  ve 
TXX  matrislerinin değer olarak en büyük 

genelleştirilmiş özdeğeri 1  ve bu genelleştirilmiş özdeğere ait genelleştirilmiş özvektör 1u  

izdüşüm vektörü olarak kullanılmalıdır. 

Birden fazla boyut için ( ) T

JX D X  ve 
TXX  matrislerinin en büyük değere sahip r 

tane genelleştirilmiş özdeğerleri 
1 2, , , r   seçilir ve P dönüşüm matrisi bu özdeğerlere 

karşılık gelen r tane genelleştirilmiş özvektör 
1 2, , , ru u u  kullanılarak oluşturulur. Denklem 

(1.5) ve (1.6) kullanılarak düşük boyutlu veriler elde edilir.  

İZİ yönteminin adımları aşağıda gösterildiği gibidir. 

Giriş: d boyutlu n tane veri örneğine sahip bir veri kümesi 1 2, ,..., nx x x . 

1. X veri kümesinin G komşuluk grafının bulunması. 

2. JD  jeodezik uzaklık matrisi  ve ( )JD  iç çarpım matrisinin bulunması. 

3. ( ) T

JX D X  ve 
TXX  matrislerinin r tane en büyük genelleştirlmiş özdeğerleri 

1 2, , , r    ve bu özdeğerlere ait özvektörlerinin 
1 2, , , ru u u  bulunması. 

4. P dönüşüm matrisinin oluşturulması. 

Çıkış: dxr boyutlu P dönüşüm matrisi. 

 

1.4. Sınıflandırma Yöntemleri 

 

Sınıflandırma, veri sınıflarını tanımlayan modelleri çıkaran bir veri analiz tekniğidir.  

Bu modeller sınıflandırıcı olarak adlandırılırlar ve kategorik sınıf etiketlerini tahmin ederler. 
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Sınıflandırma yöntemleri eğitim ve sınıflandırma adımı olarak adlandırılan iki adımdan 

oluşur.  Eğitim adımında, eğitim kümesi kullanılarak bir model oluşturulur. Sınıflandırma 

adımında ise eğitim kümesinden ayrık bir test kümesi kullanılarak bu modelin test kümesi 

üzerindeki başarımı hakkında bilgi elde edilir. 

Makine öğrenmesi, örüntü tanıma ve istatistik gibi alanlarda çalışan araştırmacılar bir 

çok sınıflandırma yöntemi önermiştir. Bu yöntemlerden öne çıkanlar k-en yakın komşuluk, 

yapay sinir ağları ve destek vektör makineleri yöntemleridir. Bundan dolayı bu çalışmada 

bu üç yöntem sınıflandırıcı olarak kullanılmıştır. 

 

1.4.1. k-En Yakın Komşuluk Yöntemi 

 

k-En Yakın Komşuluk (k-EYK) [12, 40, 41] yöntemi benzerlik ile öğrenme  mantığına 

dayanır. İlk olarak 1950’lerde tanımlanmıştır [41]. Basitliği ve başarımı sayesinde sıkça 

kullanılmaktadır. 

k-EYK yöntemi, bir test örneğini kendisine benzer olan eğitim örneklerini inceleyerek 

bu test örneğini sınıflandırır. Bunun için d boyutlu bir test örneğine ix  en yakın k tane komşu 

eğitim örneği bulunur. Yakınlık çeşitli uzaklık ölçütleri ile bulunabilir. En yaygın olarak 

kullanılanı denklem (1.78)’de gösterilen öklit uzaklığıdır. En yakın k komşunun 

bulunmasından sonra test örneğinin ix  sınıfı, k en yakın komşulardaki en yaygın sınıf olarak 

belirlenir. k=1 için, bir test örneğinin sınıf etiketi değeri en yakın eğitim kümesi örneğinin 

sınıf etiketi değerini alır. 

 

 
2

, ,

1

( , )
d

i j i m j m

m

d x x


 x x             (1.78) 

 

1.4.2. Yapay Sinir Ağları 

 

Bir Yapay Sinir Ağı (YSA) [12, 40, 41], yapay sinir hücresi olarak adlandırılan 

birimler topluluğudur. Bir yapay sinir ağında yer alan her bir yapay sinir hücresi bir giriş alır 

ve sahip oldukları  bir aktivasyon fonksiyonu ve bu giriş ile bir çıkış oluştururlar. Yapay 

sinir ağları, yapay sinir hücrelerinin çıkışlarının diğer yapay sinir hücrelerine belirli bir 
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düzene göre bağlanmasıyla elde edilir. Bu bağlantıların her birinin bir ağırlık değeri olur. 

Bir yapay sinir ağı için eğitim adımı, yapay sinir ağı çıkışında test örneklerine ait doğru sınıf 

etiketlerini elde edebilmek için yapay sinir hücrelerini birbirine bağlayan bu ağırlık değerleri 

ayarlanarak gerçekleştirilir. 

Literatürde bir çok farklı yapay sinir ağı ve yapay sinir ağı algoritması bulunmaktadır. 

Bunlardan en popüleri çok katmanlı ileri beslemeli yapay sinir ağları üzerinde öğrenme 

gerçekleştiren geri yayılım algoritmasıdır.  

 

 Çok Katmanlı İleri Beslemeli Yapay Sinir Ağları 

 

Çok Katmanlı İleri Beslemeli bir Yapay Sinir Ağı (ÇKİB-YSA) giriş katmanı, gizli 

katmanlar ve çıkış katmanı olarak adlandırılan katmanlarda yer alan yapay sinir birimlerinin 

sadece ileri yönlü olarak birbirine bağlanmasıyla oluşan yapay sinir ağıdır. ÇKİB-YSA için 

bir örnek Şekil 1.4’te gösterilmiştir. Gizli katman sayısı ve bu katmanlarda yer alan birim 

sayıları isteğe bağlıdır. Pratikte ise sadece bir gizli katman kullanılır. 

 

 

 

     Şekil 1.4. Çok katmanlı ileri beslemeli bir yapay sinir ağı örneği 

 

 

Giriş katmanında yer alan giriş birimleri olarak adlandırılan birimler aldıkları girişleri 

üzerinde değişiklik yapmadan gizli katmanlara iletirler. Çıkış katmanında ve gizli 

katmanlarda yer alan birimler çıkış birimleri olarak adlandırılır. Bu çıkış birimleri kendinden 

bir önceki katmanda yer alan birimlerin çıkışlarını giriş olarak kullanır.  Bir önceki katmanda 
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yer alan birimlerin çıkış değerleri iO  olmak üzere, denklem (1.79)’da gösterildiği gibi bir 

çıkış biriminde bunlar ilk olarak ağırlıklı olarak toplanır. Bu ağırlıklı toplama işlemi 

sonucunda net giriş jI  olarak adlandırılan değer elde edilir. 0w  değeri bias olarak 

adlandırılır.  

 

1 0j k i

k

I w O w                  (1.79) 

 

Bir çıkış biriminde elde edilen net giriş değerine daha sonra aktivasyon fonksiyonu 

uygulanır. Literatürde farklı aktivasyon fonksiyonları olmasına rağmen genellikle denklem 

(1.80)’de gösterilen sigmoid fonksiyonunun kullanımı yaygındır [40]. 

 

1

1
j

j

O
I




                     (1.80) 

 

Gizli katmanlarda elde edilen bu çıkış değerleri bir sonraki katmanlara giriş değeri 

olarak iletilir.  

 

 Geri Yayılım Algoritması 

 

ÇKİB-YSA üzerinde eğitim adımında geri yayılım algoritması kullanılır. Bu 

algoritmada, bir veri örneği için yapay sinir ağının tahmini sınıf değeri ile gerçek sınıf 

değerinin karşılaştırılması ve her bir veri örneğinin tekrarlamalı şekilde işlenmesi ile 

öğrenme gerçekleştirilir. Her bir eğitim örneği için yapay sinir ağının ağırlık değerleri 

tahmini değer ve gerçek sınıf değeri arasındaki hatayı azaltması için düzenlenir. Bu 

düzenleme çıkış katmanından geriye doğru gizli katmanlara doğru gerçekleşir. 

Başlangıçta rastgele değerler olarak belirlenen ağırlıklar ile yapay sinir ağının bir 

eğitim örneği için denklem (1.79) ve (1.80) kullanılarak tahmini sınıf değeri elde edilir. 

Gerçek sınıf değeriyle olan hatayı azaltmak için çıkış katmanında bulunan sinir 

birimlerindeki hata denklem (1.81) ile bulunur. Bu denklemde jT  eğitim örneklerinin gerçek 

sınıf değeridir.  
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  1j j j j jE O O T O                (1.81) 

 

Gizli katmanlarda bulunan sinir birimlerindeki hata denklem (1.82) ile bulunur. Bu 

denklemde jkw ,  j. sinir birimi ile k. sinir birimi arasındaki bağlantının ağırlık değeridir. 
kE  

ise k. sinir biriminde oluşan hata değeridir. 

 

 1j j j k jk

k

E O O E w                (1.82) 

 

Bulunan hatalar ile ağırlık değerleri denklem  (1.83)’te gösterildiği gibi düzenlenir. 

Denklem  (1.83)’te yer alan   , öğrenme katsayısı olarak adlandırılır ve 0 ile 1 arasında 

uygun bir değer seçilir. Bias değeri için denklem (1.84) kullanılır. 

 

ij ij j iw w E O                    (1.83) 

 

0 0 jw w E                     (1.84) 

 

1.4.3. Destek Vektör Makinaları 

 

Destek vektör makinaları (DVM) [12, 40, 41], 1992 yılında Vladimir Vapnik ve 

diğerleri tarafından ortaya konulmuştur. Ortaya çıkmasıyla beraber sınıflandırmadaki 

başarısı sayesinde bir çok alanda kullanılmaya başlamıştır. 

DVM yöntemi hem doğrusal olarak ayrılabilen hem de doğrusal olarak ayrılamayan 

verilerde sınıflandırma gerçekleştirebilir. Doğrusal olarak ayrılabilen verilerde DVM 

yöntemi doğrusal en iyi ayırıcı hiperdüzlemi bulur. Doğrusal olarak ayrılamayan verilerde 

ise önce doğrusal olmayan bir fonksiyon ile veriyi daha yüksek boyutlu bir uzaya taşır ve 

burada doğrusal olarak ayrılabilen veriler gibi doğrusal en iyi ayırıcı hiperdüzlemi bulmaya 

çalışır. 

Ayırıcı hiperdüzleme en yakın veri örneklerine destek vektörleri denir. DVM yöntemi 

bir verinin destek vektörleri arasındaki marjin olarak adlandırılan uzaklığı maksimize etmeyi 
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amaçlayan bir yöntemdir. Bir veri için elde edilen dar marjin ve geniş marjin Şekil 1.5’te 

gösterilmiştir. 

DVM yöntemi iki snıflı doğrusal olarak ayrılabilen, iki sınıflı doğrusal olarak 

ayrılamayan ve çok sınıflı verilerde incelenecektir. 

 

 İki Sınıflı Doğrusal Ayrılabilir Durum 

 

X verisi iki sınıflı ve iki boyutlu n tane örneği 1 2, ,..., nx x x  ve sınıf etiketleri 1 2, ,..., nl l l  

olsun. Her bir etiket değeri sınıfa göre +1 veya -1 olabilir. Bu veri kümesi için ayırıcı 

hiperdüzlem denklem (1.85)’te gösterildiği gibi yazılabilir. Bu denklemde 

 1 2

T

nw w ww  ağırlık vektörü ve b ise bias olarak adlandırılır.  

 

0T b w x                    (1.85) 

 

Bu hiperdüzlemin üzerinde kalan herhangi bir nokta denklem (1.86)’yı ve altında kalan 

herhangi bir nokta denklem (1.87)’yi sağlar. 

 

0T b w x                    (1.86) 

 

0T b w x                    (1.87) 

 

Şekil 1.5’te görülen H1 ve H2 hiperdüzlemleri 
il  sınıf etiketleri olmak üzere  denklem 

(1.88) ve (1.89)’da gösterildiği gibi ifade edilebilir. İki eşitsizlik birleştirilirse denklem 

(1.90) elde edilir. 

 

1 H1: 1T

il b    w x                (1.88) 

 

1 H2: 1T

il b     w x                   (1.89) 

 

  1,T

il b i  w x                  (1.90) 
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(a)                                                                           (b) 

 

Şekil 1.5. a) Dar marjin b) Geniş marjin [40]. 

 

 

 Ayırıcı düzlem üzerinde yer alan herhangi bir noktanın H1 ve H2 hiperdüzlemlerinden 

her ikisine uzaklıkları 1 w  olur. Dolayısıla marjin uzaklığı 2 w  olur. Bu ifade amaç 

fonksiyonu olarak kullanılabilir. Denklem (1.90) kısıtı altında maksimize edilmesi gereken 

amaç fonksiyonu denklem (1.91)’de gösterildiği gibi olur. 

 

  
2

J w
w

                       (1.91) 

 

 Lagrange çarpanları tekniği ile bu amaç fonksiyonu optimize edilirse, denklem 

(1.92)’de yer alan çözüm elde edilir. Bu denklemde m destek vektör sayısını, ix  destek 

vektörlerini, il  sınıf etiketleri, ve x test veri örneğini göstermektedir.  Lagrange çarpanları 

i  ve 0b  parametreleri optimizasyon işlemi sonucunda bulunur. 

 

  0

1

m

i i i

i

d l b


  x x x                      (1.92) 
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Bir test verisi x bu denklemde yerine konulduğunda çıkan sonucun pozitif veya negatif 

olmasına göre sınıf etiketi belirlenir. 

 

 İki Sınıflı Doğrusal Ayrılamayan Durum 

 

İki sınıflı doğrusal ayrılamayan durumda ilk olarak veri doğrusal olmayan bir 

fonksiyon   ile daha yüksek boyutlu bir uzaya haritalanır. Bu yeni uzayda örnekler 

  z x   ile bulunur. Daha sonra bu yeni yüksek boyutlu uzayda en iyi doğrusal ayırıcı 

hiperdüzlem aranır. Eğitim kısmında en iyi ayırıcı hiperdüzlem elde edilirken, bu yüksek 

boyutlu uzayda bir çok kez nokta çarpım    i j x x  hesabı yapmak gerekir. Nokta 

çarpım hesabının getirdiği yükten kurtulmak için çekirdek fonksiyonları kullanılır. Denklem 

(1.93)’te gösterildiği gibi çekirdek fonksiyonları nokta çarpım    i j x x  sonucunu 

orijinal veri değişkenlerini kullanarak hesaplar.  

 

     ,i j i jK  x x x x             (1.93) 

 

Eğitim kısmında nokta çarpım    i j x x  yapılması gereken her yerde yüksek 

boyutlu uzay dönüşümü yapmadan sadece  ,i jK x x  ifadesini kullanarak işlem yapılır. En 

çok kullanılan çekirdek fonksiyonları ise denklem (1.94)’te gösterilen polinom çekirdek 

fonksiyonu, denklem (1.95)’te gösterilen gaussian radyal tabanlı çekirdek fonksiyonu ve 

denklem (1.96)’da gösterilen sigmoid çekirdek fonksiyonudur [40]. 

 

   , 1
p

i j i jK   x x x x              (1.94) 

 

 , i j

i jK e
 


x x

x x              (1.95) 

 

   , tanhi j i jK    x x x x            (1.96) 
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 Çok Sınıflı DVM 

 

DVM yöntemi ile çok sınıflı veriler üzerinde sınıflandırma yapabilmek için çeşitli 

yöntemler kullanılır. Bunlardan en önemli iki tanesi bire-bir yaklaşımı ve bire-çok 

yaklaşımıdır.  

Bire-bir yaklaşımda, bütün veri sınıflarının ikili grupları için DVM yönteminde ayrıcı 

hiperdüzlemler bulunur. Bu da m sınıflı bir veri kümesi için  1 2m m   tane ayrıcı 

hiperdüzlem bulunmasını gerektirir. Bir test veri örneği için bulunan tüm ayırıcı 

hiperdüzlemler ile sınıflandırma yapılır ve en yüksek oy oranına sahip sınıf etiketi o test 

verisi için seçilir. 

Bire-çok yaklaşımında ise m sınıflı bir veri kümesi için m tane ayırıcı hiperdüzlem 

bulunur. j. hiperdüzlem j. sınıfın eğitim örneklerini pozitif sınıf olarak ve diğer sınıfların 

eğitim örneklerini negatif sınıf olarak kullanarak bulur. Dolayısıyla bu hiperdüzlem j. sınıfın 

test örnekleri için pozitif sonuç diğer sınıflar için negatif sonuç elde etmek için eğitilmiş 

olur. Bir test veri örneğini sınıflandırmak için  j. hiperdüzlem pozitif sonuç verirse j. sınıfının 

oy değeri bir artırılır. Eğer negatif sonuç verirse diğer bütün sınıfların oy değerleri bir 

artırılır. En sonunda en yüksek oy sayısına sahip sınıf etiketi bu test verisi için seçilir. 

 

1.5. Karşılaştırma Ölçütleri 

 

1.5.1. Doğruluk Değerlendirmesi 

 

Doğrusal boyut indirgeme yöntemlerinin sınıflandırma üzerindeki performansları 

incelenirken öncelikle sınıflandırma doğrulukları üzerindeki etkileri karşılaştırılabilir. Bir 

sınıflandırıcının doğruluğu, test verisi için bu sınıflandırıcın bulduğu  tahmini sınıf etiketleri 

ile gerçek sınıf etiketleri arasındaki uygunluğu gösterir. Doğruluk bulunurken hata veya 

karışıklık matrisi olarak adlandırılan H matrisi kullanılır. Bu matris c sınıflı bir veri için cxc 

boyutunda olur.  
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            (1.96) 

 

Hata matrisinde ijn  elemanı, gerçek sınıfı  j olan ve sınıflandırıcı tarafından sınıf i 

olarak bulunan test verisi örneklerinin sayısını göstermektedir. Dolayısıyla köşegen üzerinde 

bulunan elemanlar iin  doğru sınıflandırılan test veri örneklerinin sayısını gösterir. Köşegen 

dışındaki elemanlar yanlış sınıflandırılan test verisi örneklerinin sayısını gösterir. 

H matrisi ile bir sınıflandırıcının doğruluğu tn  test veri örneği sayısını göstermek 

üzere denklem (1.97)’de gösterildiği gibi elde edilir.  

 

1

c

ii

i

t

n

d
n




                   (1.97) 

 

1.5.2. Sınıflandırma Süreleri 

 

Doğrusal boyut indirgeme yöntemleri bir veri üzerinde uygulandığında bu verinin 

sınıflandırılma işleminin süresine etkisi karşılaştırılabilir.   



 

 

2. YAPILAN ÇALIŞMALAR, BULGULAR VE İRDELEME 

  

2.1. Giriş 

 

Bu bölümde doğrusal boyut indirgeme yöntemlerinin yüz tanıma ve rakam tanıma 

üzerindeki sınıflandırma performansları incelenmiştir. Yüz tanıma için Olivetti Research 

Laboratory (ORL)  [42] olarak adlandırılan ve rakam tanıma için U.S. Postal Service (USPS)  

[41, 43] olarak adlandırılan veri kümeleri kullanılmıştır. 

 

2.2. ORL Veri Kümesi 

 

ORL veri kümesi 1992 ve 1994 yılları arasında Cambridge Üniversitesi’nde 

oluşturulmuştur. Veri kümesi 40 kişiden alınmış olup her bir kişi için 10 tane görüntü vardır. 

Bazı kişiler için görüntüler farklı zamanlarda, farklı ışıklandırma, farklı yüz ifadeleri 

(açık/kapalı göz, gülen/gülmeyen) ve farklı yüz detayları (gözlüklü/gözlüksüz) ile elde 

edilmiştir. Şekil 2.1’de 8 kişi için görüntü örnekleri verilmiştir. 

Bu veri kümesinde her bir görüntü 92x112 piksele sahiptir. Bu görüntüler, kişilerin iki 

gözü aynı pozisyonda olacak şekilde normalize edilip, daha sonra yüz kısmı kesip çıkartılıp 

32x32 piksele sahip görüntüler elde edilmiştir [30]. Bu şekilde elde edilen görüntüler Şekil 

2.2’de verilmiştir. 

ORL veri kümesinden elde edilen bu görüntülerde yer alan her bir piksel sınıflandırma 

için bir öznitelik olarak kullanılmıştır. Görüntüler 32x32 piksele sahip olduğu için bu veri 

kümesi için 1024 tane öznitelik vardır. 

 

2.3. USPS Veri Kümesi 

 

USPS veri kümesi, U.S. posta servisine ait zarflar üzerindeki elle yazılmış posta 

kodlarından elde edilmiş bir çok farklı insan tarafından farklı stillerle yazılmış rakamlardan 

oluşturulmuş  bir  veri  kümesidir.  Her  bir  görüntü  16x16 pikselden  oluşmaktadır.  Eğitim  

kümesi  ve  test  kümesiyle sırayla 7291 ve 2007 örneğe sahiptir. Veri örneklerinin sınıflara 



40 

 

göre dağılımı ve oranları Tablo 2.1 ve Tablo 2.2’de verilmiştir. Şekil 2.3 de ise veri 

kümesinin bazı örnekleri verilmektedir.  

 

 

 
 

             Şekil 2.1. ORL veri kümesi için bazı örnekler [42]. 

 

 

 
    

          Şekil 2.2. Yüz kısmı kesip çıkartılmış örnekler 
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Tablo 2.1. USPS veri kümesi örneklerinin sınıflara göre sayısı 

 

 0 1 2 3 4 5 6 7 8 9 Toplam 

Eğitim 1194 1005 731 658 652 556 664 645 542 644 7291 

Test 359 264 198 166 200 160 170 147 166 177 2007 

 

 

Tablo 2.2. USPS veri kümesi örneklerinin sınıflara göre oranları 

 

 0 1 2 3 4 5 6 7 8 9 Toplam 

Eğitim 0.16 0.14 0.10 0.09 0.09 0.08 0.09 0.09 0.09 0.07 1 

Test 0.18 0.13 0.10 0.08 0.10 0.08 0.08 0.07 0.08 0.08 1 

 

 

 
 

Şekil 2.3. USPS veri kümesi için bazı örnekler 
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2.3.1. Öznitelikler 

 

USPS veri kümesinde sınıflandırma işlemi için görüntü örneklerinden bazı öznitelikler 

elde edilmiştir. Bu öznitelikler gradyan öznitelikler ve diyagonal özniteliklerdir. Bu 

özniteliklerin nasıl oluşturulduğu aşağıda açıklanmıştır. 

 

 Gradyan Öznitelikler 

 

USPS veri kümesi örneklerinden öznitelik çıkarmak için ilk olarak rakam veya  

karakter tanımada kullanılan gradyan öznitelikler tercih edilmiştir [44]. Gradyan öznitelikler  

Sobel  operatörü  kullanılarak  bulunur.  Sobel operatörü her piksel için gradyan vektörünü 

yaklaşık olarak bir çift filtreyi görüntü ile katlayarak hesaplar. Sobel operatörünün çift 

filtresi Şekil 2.4’te gösterilmiştir. Şekil 2.4.(a)’daki filtre x ekseni yönünde gradyan 

vektörünün bileşenini yaklaşık olarak hesaplar. Şekil 2.4.(b)’deki filtre ise y ekseni yönünde 

gradyan vektörünün bileşenini yaklaşık olarak hesaplar. 

 

  

 
(a)                                                     (b) 

 

Şekil 2.4. a) x b) y ekseni yönünde gradyan vektörünün bileşenini yaklaşık 

hesaplayan filtre 

    

 

Elde edilen  her  bir gradyan  vektörü  standart  sekiz  yönden  kendisine  yakın  olan  

iki  yönde bileşenlere  ayrılır.  Şekil  2.5’te  g  gradyan  vektörünün bileşenlerine ayrılması 

için bir örnek görülmektedir.   

Daha sonra her bir görüntü örneği eşit piksel sayısına sahip mxn  bölgeye ayrılır. Her 

bölgedeki  her  bir  standart  yön  için,  toplam  bileşen  vektörler hesaplanır.  Bütün  

bölgelerdeki  standart  yönlerin  şiddetleri, görüntü  örnekleri  için  öznitelik  vektörünü  
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oluşturur. Dolayısıyla her bir bölge için 8 tane öznitelik elde edilir. Böylece mxnx8 tane 

öznitelik elde edilir. 

 

 

 

 

           Şekil 2.5. Standart yönler ve bileşenlere ayırma 

 

 

USPS veri kümesinde yer alan  16x16  piksele  sahip  görüntüler  4x4 bölgeye  ayrılır.  

Her  bölge  için  her 8  standart  yön  şiddeti bir öznitelik olduğu için, 4x4x8=128 boyutlu 

öznitelik vektörleri oluşturulmuştur. 

 

 Diyagonal Öznitelikler 

 

USPS veri kümesi örneklerinden öznitelik çıkarmak için ikinci olarak  rakam  veya  

karakter tanımada kullanılan diyagonal öznitelikler tercih edilmiştir [45]. Diyagonal 

öznitelikler bulunurken önce her bir görüntü örneği eşit piksel sayısına sahip mxn bölgeye 

ayrılır. Daha sonra bir bölgede Şekil 2.6’da gösterildiği gibi diyagonal olarak piksel değerleri 

toplanır. Bu değerler alt-öznitelikler olarak adlandırılır. Alt-özniteliklerin ortalamasının 

bulunması ile bu bölge için bir tane öznitelik elde edilir. Bu işlemler her bir bölge için 

tekrarlanır. Her bir görüntü örneği için mxn tane bölge olduğundan dolayı mxn tane öznitelik 

elde edilmiş olur. 

USPS veri kümesinde yer alan  16x16  piksele  sahip  görüntüler  8x8 bölgeye  ayrılır.  

Her  bölgeden  bir tane öznitelik elde edildiği için, 8x8=64 boyutlu öznitelik vektörleri 

oluşturulmuştur. 
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   Şekil 2.6. Diyagonal öznitelik çıkarma 

 

2.4. ORL Veri Kümesine Ait Bulgular 

 

ORL veri kümesi üzerinde boyut indirgeme ve sınıflandırma yapılırken veride yer alan 

örneklerin yarısı eğitim yarısı test için ayrılmıştır. Bu ayırma işlemi örnekler rastgele 

seçilerek 5 kere tekrarlanmıştır. Sınıflandırma işlemlerinde bulunan doğruluklar bu 5 tane 

rastgele olarak oluşturulan eğitim ve test verileri üzerinden elde edilen değerlerin ortalaması 

alınarak bulunmuştur. Ayrıca boyut indirgeme yöntemlerinde ve sınıflandırma 

yöntemlerinde yer alan paratmetreler (k değeri, sinir birimi sayısı vb.) için sınıflandırma 

doğruluklarının en iyi çıktığı değerler kullanılmıştır. 

USPS veri kümesinden elde edilen öznitelikler sırasıyla 11, 25 ve 39 boyuta 

indirgenmiştir. Veri boyutu için 39’dan sonraki değerlerin kullanılmamasının nedeni, 40 

tane sınıfa sahip bu veri kümesi için DAA yönteminde en fazla 39 boyut elde edilebilmesidir. 

Veri boyutu için 11’den önceki değerlerin kullanılmamasının nedeni ise, 11’den önceki 

boyutlarda sınıflandırma doğruluklarının düşük elde edilmesidir.  

 

2.4.1. Orijinal Öznitelikler Üzerinde Sınıflandırma 

 

ORL veri kümesi için 32x32 piksele sahip görüntülerden 1024 öznitelik elde 

edilmiştir. Bu öznitelikler ile k-EYK, YSA ve DVM yöntemleri ile sınıflandırma işlemi 

gerçekleştirildiğinde elde edilen sonuçlar, doğruluk ve süre açısından Tablo 2.3’te 

verilmiştir. k-EYK yönteminde k değeri 1 olarak kullanılmıştır. DVM yönteminde gaussian 

radyal tabanlı çekirdek fonksiyonu kullanılmıştır. YSA yönteminde ise 100 sinir birimine 

sahip tek gizli katmandan oluşan bir sinir ağı kullanılmıştır. 
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Tablo 2.3 incelendiğinde süre açısından en başarılı sınıflandırma yönteminin k-EYK 

olduğu görülmektedir. Süre açısından en yavaş yöntemin ise YSA olduğu açıktır. Doğruluk 

açısından ise YSA yöntemi diğer iki yönteme göre çok daha başarılı olmuştur. k-EYK süre 

konusundaki başarısının yanında doğruluk açısından ise en başarısız yöntem olmuştur. 

 

 

 Tablo 2.3. Orijinal öznitelikler üzerinde sınıflandırma 

 

 Doğruluk(%) Süre(ms) 

k-EYK 86.80 102 

DVM 88.70 394 

YSA 96.20 206x103 

 

 

2.4.2. Boyut İndirgeme 

 

ORL veri kümesi üzerinde boyut indirgeme işlemi için TBA, DAA, YKİ, YDAA, 

KKG ve İZİ yöntemleri uygulanmıştır. ORL veri kümesinin sahip olduğu 1024 boyut, 

sırasıyla 11, 25 ve 39’a indirgenmiştir. YKİ, YDAA, KKG ve İZİ yöntemlerinde G 

komşuluk grafları bulunurken k-en yakın komşular yaklaşımı kullanılmıştır. Sınıflandırma 

doğruluklarının en iyi çıktığı k değeri 4 olarak saptanmıştır. Bu değer bütün komşuluk 

grafları bulunurken kullanılmıştır.  

Doğrusal boyut indirgeme yöntemlerine ait işlem süreleri Tablo 2.4’te ortalama olarak 

gösterilmiştir. Bir yöntem ile veri boyutu r = (11, 25, 39) ‘a indirgendiğinde bu değerler için 

süreler birbirinden çok farklı olmamaktadır. Dolayısıyla ayrı ayrı olarak gösterilmemiştir, 

ortalama olarak tabloda yer alan değerler elde edilmiştir. 

 

 

Tablo 2.4. Boyut indirgeme işlemi için süreler 

 

 TBA DAA YKİ YDAA KKG İZİ 

Süre(ms) 42.061 64.259 72.707 84.730 101.931 301.288 

 

 

Süre açısından yöntemler kıyaslandığında, TBA yöntemi diğerlerine göre en hızlı 

yöntem olmuştur. En yavaş yöntemin ise İZİ yöntemi olduğu açıktır. 
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2.4.3. Boyut İndirgeme İşlemi Ardından Sınıflandırma 

 

ORL veri kümesinin özniteliklerine r=(11, 25, 39) değerleri için boyut indirgeme 

işlemi ardından k-EYK, YSA ve DVM yöntemleri ile sınıflandırma işlemi 

gerçekleştirildiğinde elde edilen sonuçlar doğruluk açısından Tablo 2.5, Tablo 2.6 ve Tablo 

2.7’de verilmiştir. Bu sınıflandırma işlemlerinde yine k-EYK yönteminde k değeri için 1, 

DVM yönteminde gaussian radyal tabanlı çekirdek fonksiyonu ve YSA yönteminde 100 

sinir birimine sahip tek gizli katmandan oluşan bir sinir ağı kullanılmıştır. 

k-EYK yöntemine ait sınıflandırma doğrulukları için Tablo 2.5 incelendiğinde her bir 

r değeri için diğer yöntemlerle kıyaslandığında en başarılı yöntemin İZİ olduğu açıktır. Yine 

bu tabloda r=11 değeri için YKİ, YDAA ve KKG yöntemleri diğer yöntemlere göre aşırı 

derecede başarısızlık göstermişlerdir. Ayrıca r=39 değeri için bütün boyut indirgeme 

yöntemleri ile bulunan veriler üzerinde k-EYK yöntemi ile yapılan sınıflandırma 

doğrulukları orijinal verinin k-EYK yöntemine ile sınıflandırma doğruluğuna %86.80 göre 

çok daha başarılı sonuçlar vermişlerdir. 

 

 

Tablo 2.5. k-EYK yöntemi ile farklı boyut değerleri için sınıflandırma                                                                             

doğrulukları(%) 

 

 r=11 r=25 r=39 

TBA 84.50 90.00 88.60 

DAA 83.40 91.00 93.30 

YKİ 70.50 86.30 93.50 

YDAA 71.00 88.20 93.80 

KKG 71.30 87.50 93.90 

İZİ 94.50 92.80 93.90 

 

 

DVM yöntemine ait sınıflandırma doğrulukları için Tablo 2.6 incelendiğinde ve diğer 

yöntemlerle kıyaslandığında r=(11, 25) değerleri için en başarılı yöntemin İZİ ve r=39 için 

DAA olduğu açıktır. Yine bu tabloda r=11 değeri için YKİ, YDAA ve KKG yöntemleri 

diğer yöntemlere göre aşırı derecede başarısızlık göstermişlerdir. Ayrıca r=39 değeri için 

bütün boyut indirgeme yöntemleri ile bulunan veriler üzerinde DVM yöntemi ile yapılan 
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sınıflandırma doğrulukları orijinal verinin DVM yöntemi ile sınıflandırma doğruluğu 

%88.70 değerine göre daha başarılı sonuçlar vermişlerdir. 

 

 

Tablo 2.6. DVM yöntemi ile farklı boyut değerleri için sınıflandırma                                                                             

doğrulukları(%) 

 

 r=11 r=25 r=39 

TBA 85.10 90.80 93.10 

DAA 83.30 91.80 94.60 

YKİ 70.60 86.50 93.30 

YDAA 71.00 88.20 93.80 

KKG 71.30 87.40 93.90 

İZİ 94.50 92.80 93.90 

 

 

YSA yöntemine ait sınıflandırma doğrulukları için Tablo 2.7 incelendiğinde ve diğer 

yöntemlerle kıyaslandığında r=(11, 25) değerleri için en başarılı yöntemin İZİ ve r=39 için 

TBA olduğu açıktır. Yine bu tabloda r=11 değeri için YKİ, YDAA ve KKG yöntemleri diğer 

yöntemlere göre aşırı derecede başarısızlık göstermişlerdir. Ayrıca her bir r değeri için her 

bir boyut indirgeme yöntemi ile bulunan veriler üzerinde YSA yöntemi ile yapılan 

sınıflandırma doğruluğu, orijinal verinin YSA yöntemi ile elde edilen sınıflandırma 

doğruluğuna %96.20 göre daha başarılı sonuç elde edilememiştir. 

 

 

Tablo 2.7. YSA yöntemi ile farklı boyut değerleri için sınıflandırma                                                                             

doğrulukları(%) 

 

 r=11 r=25 r=39 

TBA 78.70 92.80 94.90 

DAA 82.60 92.40 93.70 

YKİ 70.60 86.00 90.50 

YDAA 69.90 86.60 91.90 

KKG 68.90 87.90 91.90 

İZİ 91.50 93.30 94.50 
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Farklı r değerleri için sınıflandırma yöntemlerinin  ortalama süreleri Tablo 2.8’de 

verilmiştir.  

 

 

Tablo 2.8. Farklı boyut değerleri için sınıflandırma yöntemlerinin 

süreleri(ms) 

 

 r=11 r=25 r=39 

k-EYK 3.2 3.8 4.7 

DVM 8.5 12.0 21.8 

YSA 9.4x103 11.8x103 14.1x103 

 

 

Bütün bulunan sonuçlar Tablo 2.9’da yer almaktadır. Bu tablo sınıflandırma doğruluğu 

açısından incelendiğinde en başarılı boyut indirgeme yönteminin, her sınıflandırma yöntemi 

için %90 ve üzeri başarılar sağlayan İZİ yöntemi olduğu açıkça görülmektedir. Ayrıca her 

bir boyut indirgeme yöntemi ile her bir sınıflandırma yönteminin işlem süresi kısalmıştır.  

 

 

Tablo 2.9. ORL veri kümesi için tüm sonuçlar 

 

  Orijinal 

Öznitelikler 
 r=11 r=25 r=39 

k-
E

Y
K

 

Doğruluk(%) 86.80 

TBA 84.50 90.00 88.60 

DAA 83.40 91.00 93.30 

YKİ 70.50 86.30 93.50 

YDAA 71.00 88.20 93.80 

KKG 71.30 87.50 93.90 

İZİ 94.50 92.80 93.90 

Süre(ms) 102  3.2 3.8 4.7 

D
V

M
 

Doğruluk(%) 88.70 

TBA 85.10 90.80 93.10 

DAA 83.30 91.80 94.60 

YKİ 70.60 86.50 93.30 

YDAA 71.00 88.20 93.80 

KKG 71.30 87.40 93.90 

İZİ 94.50 92.80 93.90 

 Süre(ms) 394  8.5 12.0 21.8 
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Tablo 2.9’un devamı 

 
Y

S
A

 

Doğruluk(%) 96.20 

TBA 78.70 92.80 94.90 

DAA 82.60 92.40 93.70 

YKİ 70.60 86.00 90.50 

YDAA 69.90 86.60 91.90 

KKG 68.90 87.90 91.90 

İZİ 91.50 93.30 94.50 

Süre(ms) 206x103  9.4x103 11.8x103 14.1x103 

 

 

2.5. USPS Veri Kümesine Ait Bulgular 

 

USPS veri kümesinde eğitim ve test kümeleri ayrı ayrı verildiği için bir ayırma işlemi 

yapılmamıştır. Ayrıca boyut indirgeme yöntemlerinde ve sınıflandırma yöntemlerinde yer 

alan paratmetreler (k değeri, siniri birimi sayısı vb. ) için sınıflandırma doğruluklarının en 

iyi çıktığı değerler kullanılmıştır. 

USPS veri kümesinden elde edilen öznitelikler sırasıyla 5, 6, 7, 8 ve 9 boyuta 

indirgenmiştir. Veri boyutu için 9’dan sonraki değerlerin kullanılmamasının nedeni, 10 tane 

sınıfa sahip bu veri kümesi için DAA yönteminde en fazla 9 boyut elde edilebilmesidir. Veri 

boyutu için 5’ten önceki değerlerin kullanılmamasının nedeni ise, 5’ten önceki boyutlarda 

sınıflandırma doğruluklarının çok düşük elde edilmesidir.  

 

2.5.1. Gradyan Özniteliklere Ait Bulgular 

 

USPS veri kümesi üzerinde her bir veri örneği için ilk olarak gradyan öznitelikler ile 

128 öznitelik elde edilmiştir.  

 

 Orijinal Öznitelikler Üzerinde Sınıflandırma 

 

USPS veri kümesinden elde edilen gradyan öznitelikleri kullanarak k-EYK, YSA ve 

DVM yöntemleri ile sınıflandırma işlemi gerçekleştirildiğinde elde edilen sonuçlar, 

doğruluk ve süre açısından Tablo 2.10’da verilmiştir. k-EYK yönteminde k değeri 5 olarak 

kullanılmıştır. DVM yönteminde ise gaussian radyal tabanlı çekirdek fonksiyonu 



50 

 

 

 

kullanılmıştır. YSA yönteminde 100 sinir birimine sahip tek gizli katmandan oluşan bir sinir 

ağı kullanılmıştır. 

Tablo 2.10 incelendiğinde süre açısından en hızlı sınıflandırma yönteminin k-EYK 

olduğu görülmektedir. Süre açısından en yavaş yöntemin ise YSA olduğu açıktır. Doğruluk 

açısından ise DVM yöntemi diğer iki yönteme göre daha başarılı olmuştur.  

 

 

 Tablo 2.10. Orijinal öznitelikler üzerinde sınıflandırma 

 

 Doğruluk(%) Süre(s) 

k-EYK 96.51 5.00 

DVM 97.11 6.70 

YSA 96.51 646 

 

 Boyut İndirgeme 

 

USPS veri kümesinin gradyan öznitelikleri üzerinde boyut indirgeme işlemi için TBA, 

DAA, YKİ, YDAA, KKG ve İZİ yöntemleri uygulanmıştır. USPS veri kümesinin sahip 

olduğu 128 boyutu sırasıyla 5, 6, 7, 8 ve 9’a indirgenmiştir. YKİ, YDAA, KKG ve İZİ 

yöntemlerinde G komşuluk grafları bulunurken k-en yakın komşular yaklaşımı 

kullanılmıştır. Sınıflandırma doğruluklarının en iyi çıktığı k değeri, 5 olarak saptanmıştır. 

Bu değer bütün komşuluk grafları bulunurken kullanılmıştır. 

Bu yöntemlere ait işlem süreleri Tablo 2.11’de ortalama olarak gösterilmiştir. Bir 

yöntem için veri boyutu r = (5, 6, 7, 8, 9)’a indirgendiğinde bu değerler için süreler 

birbirinden çok farklı olmamaktadır. Dolayısıyla ayrı ayrı olarak gösterilmemiştir, ortalama 

olarak tabloda yer alan değerler elde edilmiştir. 

Süre açısından yöntemler kıyaslandığında, TBA yöntemi diğerlerine göre en hızlı 

yöntem olmuştur. En yavaş yöntemin ise İZİ yöntemi olduğu açıktır. 

 

 

Tablo 2.11. Boyut indirgeme işlemi için süreler 

 

 TBA DAA YKİ YDAA KKG İZİ 

Süre(s) 0.052 0.060 0.750 3.590 4.764 35.400 
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 Boyut İndirgeme İşlemi Ardından Sınıflandırma 

 

USPS veri kümesinin gradyan özniteliklerine r=(5, 6, 7, 8, 9) değerleri için boyut 

indirgeme işlemi ardından, k-EYK, DVM ve YSA yöntemleri ile sınıflandırma işlemi 

gerçekleştirilmiştir. Elde edilen sonuçlar doğruluk açısından Tablo 2.12, Tablo 2.13 ve Tablo 

2.14’te verilmiştir. Bu sınıflandırma işlemlerinde yine k-EYK yönteminde k değeri için 5, 

DVM yönteminde gaussian radyal tabanlı çekirdek fonksiyonu ve YSA yönteminde 100 

sinir birimine sahip tek gizli katmandan oluşan bir sinir ağı kullanılmıştır. 

k-EYK yöntemine ait sınıflandırma doğrulukları için Tablo 2.12 incelendiğinde ve her 

bir r değeri için diğer yöntemlerle kıyaslandığında en başarılı yöntemin DAA olduğu açıktır. 

Her bir boyut indirgeme yöntemi ile elde edilen en iyi sınıflandırma doğrulukları r=9 

değerinde bulunmuştur. Yine bu tabloda r=5 değeri için TBA ve KKG yöntemleri diğer 

yöntemlere göre  daha düşük performans göstermişlerdir. Ayrıca her bir r değeri için bütün 

boyut indirgeme yöntemleri ile bulunan veriler üzerinde k-EYK yöntemi ile yapılan 

sınıflandırma doğrulukları orijinal özniteliklerin k-EYK yöntemi ile sınıflandırma doğruluğu 

%96.51 değerine göre daha başarılı sonuçlar ortaya koyamamışlardır.  

 

 

        Tablo 2.12. k-EYK yöntemi ile farklı boyut değerleri için sınıflandırma                                                                             

doğrulukları(%) 

 

 r=5 r=6 r=7 r=8 r=9 

TBA 86.35 89.59 91.58 91.93 93.17 

DAA 93.02 94.17 95.17 95.27 95.62 

YKİ 92.63 93.02 93.87 94.67 94.82 

YDAA 93.02 93.52 94.12 94.87 95.07 

KKG 89.54 92.63 93.57 93.77 94.42 

İZİ 92.48 93.67 94.57 94.72 95.17 

 

 

DVM yöntemine ait sınıflandırma doğrulukları için Tablo 2.13 incelendiğinde ve r=(6, 

7, 8, 9) değerleri için diğer yöntemlerle kıyaslandığında en başarılı yöntemin DAA olduğu 

açıktır. r=5  değeri için ise İZİ yöntemi başarılı olmuştur. Her bir boyut indirgeme yöntemi 

ile elde edilen en iyi sınıflandırma doğrulukları r=9 değerinde bulunmuştur. Yine bu tabloda 

r=5 değeri için TBA ve KKG yöntemleri diğer yöntemlere göre daha düşük performans 
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göstermişlerdir. Ayrıca her bir r değeri için bütün boyut indirgeme yöntemleri ile bulunan 

veriler üzerinde DVM yöntemi ile yapılan sınıflandırma doğrulukları orijinal özniteliklerin 

DVM yöntemi ile sınıflandırma doğruluğu %97.11 değerine göre daha başarılı sonuçlar 

ortaya koyamamışlardır. 

 

 

        Tablo 2.13. DVM yöntemi ile farklı boyut değerleri için sınıflandırma                                                                             

doğrulukları(%) 

 

 r=5 r=6 r=7 r=8 r=9 

TBA 87.05 90.58 92.43 93.12 93.82 

DAA 92.83 93.87 95.27 95.57 95.96 

YKİ 92.33 93.22 93.97 94.82 94.97 

YDAA 92.53 93.42 93.82 95.07 95.32 

KKG 89.84 92.53 94.07 94.72 95.22 

İZİ 93.32 93.82 94.97 95.17 95.32 

 

 

YSA yöntemine ait sınıflandırma doğrulukları için Tablo 2.14 incelendiğinde ve her 

bir r değeri için diğer yöntemlerle kıyaslandığında en başarılı yöntemin DAA olduğu açıktır.  

r=5  değeri için ise İZİ yöntemi başarılı olmuştur. Her bir boyut indirgeme yöntemi ile elde 

edilen en iyi sınıflandırma doğrulukları r=9 değerinde bulunmuştur. Yine bu tabloda r=5 

değeri için TBA ve KKG yöntemleri diğer yöntemlere göre  daha düşük performans 

göstermişlerdir. Ayrıca her bir r değeri için bütün boyut indirgeme yöntemleri ile bulunan 

veriler üzerinde DVM yöntemi ile yapılan sınıflandırma doğrulukları orijinal özniteliklerin 

YSA yöntemi ile sınıflandırma doğruluğu %96.51 değerine göre daha başarılı sonuçlar 

ortaya koyamamışlardır. 

 

 

        Tablo 2.14. YSA yöntemi ile farklı boyut değerleri için sınıfladırma                                                                             

doğrulukları(%) 

 

 r=5 r=6 r=7 r=8 r=9 

TBA 87.05 90.98 92.38 92.40 93.17 

DAA 92.87 94.02 95.12 96.01 95.71 

YKİ 92.68 92.97 94.07 94.22 94.77 
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Tablo 2.14’ün devamı 

 

YDAA 92.67 93.32 94.47 94.37 95.12 

KKG 90.48 92.92 93.42 94.22 94.72 

İZİ 92.53 92.78 94.62 94.62 95.12 

 

 

Farklı r boyut değerleri için sınıflandırma yöntemlerinin ortalama süreleri Tablo 

2.15’te verilmiştir.  

 

 

        Tablo 2.15. Farklı boyut değerleri için sınıflandırma yöntemlerinin süreleri(s) 

 

 r=5 r=6 r=7 r=8 r=9 

k-EYK 0.36 0.38 0.40 0.42 0.44 

DVM 0.70 0.72 0.72 0.76 0.76 

YSA 126 131 135 139 145 

 

 

Bütün bulunan sonuçlar Tablo 2.16’da yer almaktadır. Bu tablo sınıflandırma 

doğruluğu açısından incelendiğinde en başarılı boyut indirgeme yönteminin, her bir 

sınıflandırma yöntemi için diğer boyut indirgeme yöntemlerinden daha fazla doğruluk 

sağlayan DAA yöntemi olduğu açıkça görülmektedir. Ayrıca her bir boyut indirgeme 

yöntemi ile yapılan her bir sınıflandırma yönteminin işlem süresi kısalmıştır.  

 

 

Tablo 2.16. USPS-Gradyan öznitelikler için tüm sonuçlar 

 

  Orijinal 

Öznitelikler 
 r=5 r=6 r=7 r=8 r=9 

k-
E

Y
K

 

Doğruluk(%) 96.51 

TBA 86.35 89.59 91.58 91.93 93.17 

DAA 93.02 94.17 95.17 95.27 95.62 

YKİ 92.63 93.02 93.87 94.67 94.82 

YDAA 93.02 93.52 94.12 94.87 95.07 

KKG 89.54 92.63 93.57 93.77 94.42 

İZİ 92.48 93.67 94.57 94.72 95.17 

Süre(s) 5.00  0.36 0.38 0.40 0.42 0.44 
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Tablo 2.16’nın devamı 

 
D

V
M

 

Doğruluk(%) 97.11 

TBA 87.05 90.58 92.43 93.12 93.82 

DAA 92.83 93.87 95.27 95.57 95.96 

YKİ 92.33 93.22 93.97 94.82 94.97 

YDAA 92.53 93.42 93.82 95.07 95.32 

KKG 89.84 92.53 94.07 94.72 95.22 

İZİ 93.32 93.82 94.97 95.17 95.32 

Süre(s) 6.70  0.70 0.72 0.72 0.76 0.76 

Y
S

A
 

Doğruluk(%) 96.51 

TBA 87.05 90.98 92.38 92.40 93.17 

DAA 92.87 94.02 95.12 96.01 95.71 

YKİ 92.68 92.97 94.07 94.22 94.77 

YDAA 92.67 93.32 94.47 94.37 95.12 

KKG 90.48 92.92 93.42 94.22 94.72 

İZİ 92.53 92.78 94.62 94.62 95.12 

Süre(s) 646  126 131 135 139 145 

 

2.5.2. Diyagonal Özniteliklere Ait Bulgular 

 

USPS veri kümesi üzerinde her bir veri örneği için ilk olarak diyagonal öznitelikler ile 

64 öznitelik elde edilmiştir.  

 

 Orijinal Öznitelikler Üzerinde Sınıflandırma 

 

USPS veri kümesinden elde edilen diyagonal öznitelikleri kullanarak k-EYK, YSA ve 

DVM yöntemleri ile sınıflandırma işlemi gerçekleştirildiğinde elde edilen sonuçlar doğruluk 

ve süre açısından Tablo 2.17’de verilmiştir. k-EYK yönteminde k değeri 5 olarak 

kullanılmıştır. DVM yönteminde ise gaussian radyal tabanlı çekirdek fonksiyonu 

kullanılmıştır. YSA yönteminde 100 sinir birimine sahip tek gizli katmandan oluşan bir sinir 

ağı kullanılmıştır. 

Tablo 2.17 incelendiğinde süre açısından en hızlı sınıflandırma yönteminin k-EYK 

olduğu görülmektedir. Süre açısından en yavaş yöntemin ise YSA olduğu açıktır. Doğruluk 

açısından ise DVM yöntemi diğer iki yönteme göre daha başarılı olmuştur.  
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 Tablo 2.17. Orijinal öznitelikler üzerinde sınıflandırma 

 

 Doğruluk(%) Süre(s) 

k-EYK 94.72 1.63 

DVM 95.52 6.57 

YSA 93.82 382 

 

 

 Boyut İndirgeme 

 

USPS veri kümesinin diyagonal öznitelikleri üzerinde boyut indirgeme işlemi için 

TBA, DAA, YKİ, YDAA, KKG ve İZİ yöntemleri uygulanmıştır. USPS veri kümesinin 

sahip olduğu 64 boyutu sırasıyla 5, 6, 7, 8 ve 9’a indirgenmiştir. YKİ, YDAA, KKG ve İZİ 

yöntemlerinde G komşuluk grafları bulunurken k-en yakın komşular yaklaşımı 

kullanılmıştır. Sınıflandırma doğruluklarının en iyi çıktığı k değeri, 5 olarak saptanmıştır. 

Bu değer bütün komşuluk grafları bulunurken kullanılmıştır. 

Bu yöntemlere ait işlem süreleri Tablo 2.18’de ortalama olarak gösterilmiştir. Bir 

yöntem için veri boyutu r = (5, 6, 7, 8, 9)‘a indirgendiğinde bu değerler için süreler 

birbirinden çok farklı olmamaktadır. Dolayısıyla ayrı ayrı olarak gösterilmemiştir, ortalama 

olarak tabloda yer alan değerler elde edilmiştir. 

Süre açısından yöntemler kıyaslandığında, TBA yöntemi diğerlerine göre en hızlı 

yöntem olmuştur. En yavaş yöntemin ise İZİ yöntemi olduğu açıktır. 

 

 

Tablo 2.18. Boyut indirgeme işlemi için süreler 

 

 TBA DAA YKİ YDAA KKG İZİ 

Süre(s) 0.041 0.044 0.660 3.501 4.371 35.533 

 

 

 Boyut İndirgeme İşlemi Ardından Sınıflandırma 

 

USPS veri kümesinin diyagonal özniteliklerine r = (5, 6, 7, 8, 9) değerleri için boyut 

indirgeme işlemi ardından k-EYK, DVM ve YSA yöntemleri ile sınıflandırma işlemi 

gerçekleştirildiğinde elde edilen sonuçlar doğruluk açısından Tablo 2.19, Tablo 2.20 ve 

Tablo 2.21’de verilmiştir. Bu sınıflandırma işlemlerinde yine k-EYK yönteminde k değeri 
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için 5, DVM yönteminde gaussian radyal tabanlı çekirdek fonksiyonu ve YSA yönteminde 

100 sinir birimine sahip tek gizli katmandan oluşan bir sinir ağı kullanılmıştır. 

k-EYK yöntemine ait sınıflandırma doğrulukları için Tablo 2.19 incelendiğinde ve 

diğer yöntemlerle kıyaslandığında r=(5, 6, 7, 8)  değerleri için en başarılı yöntemin DAA ve 

r=9 değeri için en başarılı yöntemin YDAA olduğu açıktır. Her bir boyut indirgeme yöntemi 

ile elde edilen en iyi sınıflandırma doğrulukları r=9 değerinde bulunmuştur. Ama her bir r 

değeri için bütün boyut indirgeme yöntemleri ile bulunan veriler üzerinde  k-EYK yöntemi 

ile yapılan sınıflandırma doğrulukları orijinal özniteliklerin k-EYK yöntemi ile sınıflandırma 

doğruluğu %94.72 değerine göre daha başarılı sonuçlar ortaya koyamamışlardır.  

 

 

        Tablo 2.19. k-EYK yöntemi ile farklı boyut değerleri için sınıflandırma                                                                             

doğrulukları(%) 

 

 r=5 r=6 r=7 r=8 r=9 

TBA 82.26 84.26 87.14 88.59 89.94 

DAA 85.35 88.74 89.89 91.03 90.93 

YKİ 84.85 86.45 88.54 90.33 89.84 

YDAA 85.05 87.34 89.54 90.73 90.98 

KKG 83.36 86.20 88.14 89.59 90.38 

İZİ 85.60 88.04 89.44 90.13 90.88 

 

 

DVM yöntemine ait sınıflandırma doğrulukları için Tablo 2.20 incelendiğinde ve diğer 

yöntemlerle kıyaslandığında r=5 değeri için en başarılı yöntemin DAA, r=(6, 8) değerleri 

için en başarılı yöntemin İZİ, r=7 değeri için en başarılı yöntemin YKİ  ve r=9 değeri için 

en başarılı yöntemin YDAA olduğu açıktır. Her bir boyut indirgeme yöntemi ile elde edilen 

en iyi sınıflandırma doğrulukları r=9 değerinde bulunmuştur. Ama her bir r değeri için bütün 

boyut indirgeme yöntemleri ile bulunan veriler üzerinde DVM yöntemi ile yapılan 

sınıflandırma doğrulukları orijinal özniteliklerin DVM yöntemi ile sınıflandırma doğruluğu 

%95.52 değerine göre daha başarılı sonuçlar ortaya koyamamışlardır 
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        Tablo 2.20. DVM yöntemi ile farklı boyut değerleri için sınıflandırma                                                                                  

doğrulukları(%) 

 

 r=5 r=6 r=7 r=8 r=9 

TBA 84.45 86.25 88.39 90.18 91.53 

DAA 86.65 88.99 90.08 90.83 91.53 

YKİ 85.55 87.44 90.33 90.33 91.43 

YDAA 85.95 87.79 90.23 90.88 91.68 

KKG 84.21 87.24 88.84 90.23 91.18 

İZİ 86.25 89.44 90.23 91.18 92.68 

 

 

YSA yöntemine ait sınıflandırma doğrulukları için Tablo 2.21 incelendiğinde ve diğer 

yöntemlerle kıyaslandığında r=(5, 8) değerleri için en başarılı yöntemin DAA, r=(6, 7) 

değerleri için en başarılı yöntemin İZİ ve r=9 değeri için en başarılı yöntemin YDAA olduğu 

açıktır. Her bir boyut indirgeme yöntemi ile elde edilen en iyi sınıflandırma doğrulukları r=9 

değerinde bulunmuştur. Ama her bir r değeri için bütün boyut indirgeme yöntemleri ile 

bulunan veriler üzerinde  YSA yöntemi ile yapılan sınıflandırma doğrulukları orijinal 

özniteliklerin YSA yöntemi ile sınıflandırma doğruluğu %93.82 değerine göre daha başarılı 

sonuçlar ortaya koyamamışlardır.  

 

 

        Tablo 2.21. YSA yöntemi ile farklı boyut değerleri için sınıflandırma                                                                             

doğrulukları(%) 

 

 r=5 r=6 r=7 r=8 r=9 

TBA 83.71 85.70 88.19 89.49 89.94 

DAA 85.95 88.19 89.09 90.38 91.28 

YKİ 84.45 86.75 89.19 89.74 90.23 

YDAA 85.80 87.39 89.34 89.99 91.43 

KKG 84.60 86.90 88.19 89.19 90.23 

İZİ 85.70 88.39 89.49 90.08 91.08 

 

 

Farklı r boyut değerleri için sınıflandırma yöntemlerinin süreleri Tablo 2.22’de 

verilmiştir. 
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        Tablo 2.22. Farklı boyut değerleri için sınıflandırma yöntemlerinin süreleri(s) 

 

 r=5 r=6 r=7 r=8 r=9 

k-EYK 0.36 0.38 0.40 0.42 0.44 

DVM 1.23 1.25 1.36 1.40 1.61 

YSA 126 131 135 139 145 

 

 

Bütün bulunan sonuçlar Tablo 2.23’te yer almaktadır. Bu tablo sınıflandırma 

doğruluğu açısından incelediğinde boyut indirgeme yöntemleri arasında her sınıflandırma 

yöntemi için sürekli bir başarı gösteren bir yöntemden bahsetmek zordur. DAA, YKİ, 

YDAA ve İZİ yöntemleri bazı sınıflandırma yöntemleri ile yerel başarılar sağlamışlardır. 

Ayrıca her bir boyut indirgeme yöntemi ile yapılan her bir sınıflandırma yönteminin işlem 

süresi kısalmıştır.  

 

 

Tablo 2.23. USPS-Diyagonal öznitelikler için tüm sonuçlar 

 

  Orijinal 

Öznitelikler 
 r=5 r=6 r=7 r=8 r=9 

k-
E

Y
K

 

Doğruluk(%) 94.72 

TBA 82.26 84.26 87.14 88.59 89.94 

DAA 85.35 88.74 89.89 91.03 90.93 

YKİ 84.85 86.45 88.54 90.33 89.84 

YDAA 85.05 87.34 89.54 90.73 90.98 

KKG 83.36 86.20 88.14 89.59 90.38 

İZİ 85.60 88.04 89.44 90.13 90.88 

Süre(s) 1.63  0.36 0.38 0.40 0.42 0.44 

D
V

M
 

Doğruluk(%) 95.52 

TBA 84.45 86.25 88.39 90.18 91.53 

DAA 86.65 88.99 90.08 90.83 91.53 

YKİ 85.55 87.44 90.33 90.33 91.43 

YDAA 85.95 87.79 90.23 90.88 91.68 

KKG 84.21 87.24 88.84 90.23 91.18 

İZİ 86.25 89.44 90.23 91.18 92.68 

Süre(s) 6.57  1.23 1.25 1.36 1.40 1.61 
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Tablo 2.23’ün devamı 

 
Y

S
A

 

Doğruluk(%) 93.82 

TBA 83.71 85.70 88.19 89.49 89.94 

DAA 85.95 88.19 89.09 90.38 91.28 

YKİ 84.45 86.75 89.19 89.74 90.23 

YDAA 85.80 87.39 89.34 89.99 91.43 

KKG 84.60 86.90 88.19 89.19 90.23 

İZİ 85.70 88.39 89.49 90.08 91.08 

Süre(s) 382  126 131 135 139 145 

 

 

2.5.3. Gradyan ve Diyagonal Özniteliklere Ait Bulgular 

 

USPS veri kümesi üzerinde her bir veri örneği için gradyan öznitelikler için 128 

öznitelik ve  diyagonal öznitelikler için 64 öznitelik elde edilmiştir. Her bir veri örneği için 

bu iki öznitelik birlikte kullanılabilir. Dolayısıyla  her bir veri örneği 192 öznitelik ile ifade 

edilmiş olur.  

 

 Orijinal Öznitelikler Üzerinde Sınıflandırma 

 

USPS veri kümesinden elde edilen gradyan-diyagonal öznitelikleri kullanarak k-EYK, 

YSA ve DVM yöntemleri ile sınıflandırma işlemi gerçekleştirildiğinde elde edilen sonuçlar 

doğruluk ve süre açısından Tablo 2.24’te verilmiştir. Orijinal öznitelikler ile sınıflandırma 

yaparken k-EYK yönteminde k değeri 5 olarak kullanılmıştır. DVM yönteminde ise gaussian 

radyal tabanlı çekirdek fonksiyonu kullanılmıştır. YSA yönteminde 100 sinir birimine sahip 

tek gizli katmandan oluşan bir sinir ağı kullanılmıştır. 

 

 

 Tablo 2.24. Orijinal öznitelikler üzerinde sınıflandırma 

 

 Doğruluk(%) Süre(s) 

k-EYK 96.06 5.24 

DVM 96.86 8.51 

YSA 96.26 987 
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Tablo 2.24 incelendiğinde, süre açısından en hızlı sınıflandırma yönteminin k-EYK 

olduğu görülmektedir. Süre açısından en yavaş yöntemin ise YSA olduğu açıktır. Doğruluk 

açısından ise DVM yöntemi diğer iki yönteme göre daha başarılı olmuştur.  

 

 Boyut İndirgeme 

 

USPS veri kümesinin gradyan ve diyagonal öznitelikleri üzerinde boyut indirgeme 

işlemi için TBA, DAA, YKİ, YDAA, KKG ve İZİ yöntemleri uygulanmıştır. USPS veri 

kümesinin sahip olduğu 192 boyutu sırasıyla 5, 6, 7, 8 ve 9’a indirgenmiştir. YKİ, YDAA, 

KKG ve İZİ yöntemlerinde G komşuluk grafları bulunurken k-en yakın komşular yaklaşımı 

kullanılmıştır. Sınıflandırma doğruluklarının en iyi çıktığı k değeri, 5 olarak saptanmıştır. 

Bu değer bütün komşuluk grafları bulunurken kullanılmıştır. 

Bu yöntemlere ait işlem süreleri Tablo 2.25’te ortalama olarak gösterilmiştir. Bir 

yöntem için veri boyutu r = (5, 6, 7, 8, 9)‘a indirgendiğinde bu değerler için süreler 

birbirinden çok farklı olmamaktadır. Dolayısıyla ayrı ayrı olarak gösterilmemiştir, ortalama 

olarak tabloda yer alan değerler elde edilmiştir. 

 

 

Tablo 2.25. Boyut indirgeme işlemi için süreler 

 

 TBA DAA YKİ YDAA KKG İZİ 

Süre(s) 0.070 0.076 0.852 3.605 4.568 36.351 

 

 

Süre açısından yöntemler kıyaslandığında, TBA yöntemi diğerlerine göre en hızlı 

yöntem olmuştur. En yavaş yöntemin ise İZİ yöntemi olduğu açıktır. 

 

 Boyut İndirgeme İşlemi Ardından Sınıflandırma 

 

USPS veri kümesinin gradyan ve diyagonal özniteklerine r=(5, 6, 7, 8, 9) değerleri için 

boyut indirgeme işlemi ardından k-EYK, DVM ve YSA yöntemleri ile sınıflandırma işlemi 

gerçekleştirildiğinde elde edilen sonuçlar doğruluk açısından Tablo 2.26, Tablo 2.27 ve 

Tablo 2.28’de verilmiştir. Bu sınıflandırma işlemlerinde yine k-EYK yönteminde k değeri 
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için 5, DVM yönteminde gaussian radyal tabanlı çekirdek fonksiyonu ve YSA yönteminde 

100 sinir birimine sahip tek gizli katmandan oluşan bir sinir ağı kullanılmıştır. 

k-EYK yöntemine ait sınıflandırma doğrulukları için Tablo 2.26 incelendiğinde ve her 

bir r değeri için diğer yöntemlerle kıyaslandığında en başarılı yöntemin DAA olduğu açıktır. 

Her bir boyut indirgeme yöntemi ile elde edilen en iyi sınıflandırma doğrulukları r=9 

değerinde bulunmuştur. Yine bu tabloda r=5 değeri için TBA, YDAA ve KKG yöntemleri 

diğer yöntemlere göre  daha düşük performans göstermişlerdir. Ayrıca DAA yöntemi ve r=9 

değeri durumu hariç, bütün boyut indirgeme yöntemleri ile bulunan veriler üzerinde  k-EYK 

yöntemi ile yapılan sınıflandırma doğrulukları orijinal özniteliklerin k-EYK yöntemi ile 

sınıflandırma doğruluğu %96.06 değerine göre daha başarılı sonuçlar ortaya 

koyamamışlardır. DAA yöntemi ve r=9 değeri için %96.26 ile daha fazla başarı elde 

edilmiştir. 

 

 

Tablo 2.26. k-EYK yöntemi ile farklı boyut değerleri için sınıflandırma                                                                             

doğrulukları(%) 

 

 r=5 r=6 r=7 r=8 r=9 

TBA 85.45 88.74 88.84 90.93 91.58 

DAA 93.82 94.32 95.86 95.86 96.26 

YKİ 91.23 92.23 93.42 93.72 94.42 

YDAA 86.25 90.63 92.63 93.32 93.62 

KKG 88.79 90.93 92.53 93.12 93.52 

İZİ 92.38 92.87 93.97 94.57 94.72 

 

 

DVM yöntemine ait sınıflandırma doğrulukları için Tablo 2.27 incelendiğinde her bir 

r değeri için diğer yöntemlerle kıyaslandığında en başarılı yöntemin DAA olduğu açıktır.  

Her bir boyut indirgeme yöntemi ile elde edilen en iyi sınıflandırma doğrulukları r=9 

değerinde bulunmuştur. Yine bu tabloda r=5 değeri için TBA, YDAA ve KKG yöntemleri 

diğer yöntemlere göre  daha düşük performans göstermişlerdir. Ayrıca her bir r değeri için 

bütün boyut indirgeme yöntemleri ile bulunan veriler üzerinde  DVM yöntemi ile yapılan 

sınıflandırma doğrulukları orijinal özniteliklerin DVM yöntemine ile sınıflandırma 

doğruluğu %96.86 değerine göre daha başarılı sonuçlar ortaya koyamamışlardır.  
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        Tablo 2.27. DVM yöntemi ile farklı boyut değerleri için sınıflandırma                                                                             

doğrulukları(%) 

 

 r=5 r=6 r=7 r=8 r=9 

TBA 86.00 89.09 90.1 91.58 92.38 

DAA 93.97 94.47 95.96 95.86 96.31 

YKİ 91.28 92.38 93.47 94.32 94.57 

YDAA 85.95 90.48 92.48 93.42 94.37 

KKG 89.09 91.78 92.83 93.77 94.12 

İZİ 92.68 92.83 93.62 93.87 94.47 

 

 

YSA yöntemine ait sınıflandırma doğrulukları için Tablo 2.28 incelendiğinde ve her 

bir r değeri için diğer yöntemlerle kıyaslandığında en başarılı yöntemin DAA olduğu açıktır. 

Her bir boyut indirgeme yöntemi ile elde edilen en iyi sınıflandırma doğrulukları r=9 

değerinde bulunmuştur. Yine bu tabloda r=5 değeri için TBA, YDAA ve KKG yöntemleri 

diğer yöntemlere göre  daha düşük performans göstermişlerdir. Ayrıca her bir r değeri için 

bütün boyut indirgeme yöntemleri ile bulunan veriler üzerinde YSA  yöntemi ile yapılan 

sınıflandırma doğrulukları orijinal özniteliklerin YSA yöntemine ile sınıflandırma 

doğruluğu %96.26 değerine göre daha başarılı sonuçlar ortaya koyamamışlardır.  

 

 

       Tablo 2.28. YSA yöntemi ile farklı boyut değerleri için sınıflandırma                                                                             

doğrulukları(%) 

 

 r=5 r=6 r=7 r=8 r=9 

TBA 85.95 89.14 89.49 90.78 92.03 

DAA 93.87 94.42 95.76 95.96 96.11 

YKİ 91.33 92.33 93.82 93.72 94.07 

YDAA 87.84 90.68 92.53 93.47 93.82 

KKG 89.09 91.63 93.07 93.02 93.77 

İZİ 92.48 92.68 93.37 94.12 94.47 

 

 

Farklı r değerleri için sınıflandırma yöntemlerinin ortalama süreleri Tablo 2.29’da 

verilmiştir. 
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        Tablo 2.29. Farklı boyut değerleri için sınıflandırma yöntemlerinin süreleri(s) 

 

 r=5 r=6 r=7 r=8 r=9 

k-EYK 0.36 0.38 0.40 0.42 0.44 

DVM 0.90 0.92 0.94 0.96 0.98 

YSA 126 131 135 139 145 

 

 

Bütün bulunan sonuçlar Tablo 2.30’da yer almaktadır. Bu tablo sınıflandırma 

doğruluğu açısından incelediğinde en başarılı boyut indirgeme yönteminin her sınıflandırma 

yöntemi için diğer boyut indirgeme yöntemlerinden daha fazla doğruluk sağlayan DAA 

yöntemi olduğu açıkça görülmektedir. Ayrıca her bir boyut indirgeme yöntemi ile yapılan 

her bir sınıflandırma yönteminin işlem süresi kısalmıştır. 

 

 

Tablo 2.30. USPS-Gradyan ve Diyagonal öznitelikler için tüm sonuçlar 

 

  Orijinal 

Öznitelikler 
 r=5 r=6 r=7 r=8 r=9 

k-
E

Y
K

 

Doğruluk(%) 96.06 

TBA 85.45 88.74 88.84 90.93 91.58 

DAA 93.82 94.32 95.86 95.86 96.26 

YKİ 91.23 92.23 93.42 93.72 94.42 

YDAA 86.25 90.63 92.63 93.32 93.62 

KKG 88.79 90.93 92.53 93.12 93.52 

İZİ 92.38 92.87 93.97 94.57 94.72 

Süre(s) 5.24  0.36 0.38 0.40 0.42 0.44 

D
V

M
 

Doğruluk(%) 96.86 

TBA 86.00 89.09 90.1 91.58 92.38 

DAA 93.97 94.47 95.96 95.86 96.31 

YKİ 91.28 92.38 93.47 94.32 94.57 

YDAA 85.95 90.48 92.48 93.42 94.37 

KKG 89.09 91.78 92.83 93.77 94.12 

İZİ 92.68 92.83 93.62 93.87 94.47 

Süre(s) 8.51  0.90 0.92 0.94 0.96 0.98 
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Tablo 2.30’un devamı 

 
Y

S
A

 

Doğruluk(%) 96.26 

TBA 85.95 89.14 89.49 90.78 92.03 

DAA 93.87 94.42 95.76 95.96 96.11 

YKİ 91.33 92.33 93.82 93.72 94.07 

YDAA 87.84 90.68 92.53 93.47 93.82 

KKG 89.09 91.63 93.07 93.02 93.77 

İZİ 92.48 92.68 93.37 94.12 94.47 

Süre(s) 987  126 131 135 139 145 

 

 

 



 

 

3. SONUÇLAR VE ÖNERİLER 

 

Bu tez çalışması kapsamında TBA, DAA, YKİ, YDAA, KKG ve İZİ olarak 

adlandırılan doğrusal boyut indirgeme yöntemlerinin yüz ve rakam sınıflandırma üzerindeki 

etkileri ve performansları incelenmiştir. Çalışmada yüz tanıma için ORL veri kümesi ve 

rakam tanıma için  USPS veri kümesi kullanılmıştır. 

ORL veri kümesi üzerinde orijinal öznitelikler olarak görüntülerin sahip olduğu 1024 

piksel kullanılmıştır. Bu veri kümesi üzerinde her bir doğrusal boyut indirgeme yöntemi ile 

elde edilen özniteliklerle yapılan bazı sınıflandırma işlemlerinin, verinin orijinal öznitelikleri 

ile elde edilen sınıflandırma işlemlerinin doğruluklarına göre daha başarılı sonuçlar verdiği 

görülmüştür. Bunun yanında boyut indirgeme yöntemleri ile yapılan sınıflandırma 

işlemlerinin doğruluğu konusunda en başarılı yöntem olarak İZİ yöntemi öne çıkmıştır. Her 

bir boyut indirgeme işlemi ile sınıflandırma sürelerinde kayda değer azalmalar görülmüştür. 

Boyut indirgeme işlemi süresinde ise en başarılı yöntem olarak TBA yönteminin  ve en 

başarısız yöntem olarak İZİ yönteminin olduğu görülmüştür. 

USPS veri kümesi üzerinde  orijinal öznitelikler olarak  sadece gradyan öznitelikler, 

sadece diyagonal öznitelikler ve gradyan-diyagonal öznitelikler birlikte kullanılmıştır. Bu  

öznitelikler arasında bir karşılaştırma yapılırsa, orijinal öznitelikler ile yapılan 

sınıflandırmada yada boyut indirgeme yöntemleri ile yapılan sınıflandırmada en başarılı 

sonuçları genelde gradyan özniteliklerin verdiği görülmüştür.  

Bu veri kümesi üzerinde her bir doğrusal boyut indirgeme yöntemi ile elde edilen 

özniteliklerle yapılan sınıflandırma işlemlerinin verinin orijinal öznitelikleri ile elde edilen 

sınıflandırma işlemlerinin doğruluklarına göre daha başarılı sonuçlar vermedikleri 

görülmüştür. Bunun yanında gradyan öznitelikler ve gradyan-diyagonal öznitelikler 

üzerinde boyut indirgeme yöntemleri ile yapılan sınıflandırma işlemlerinin doğruluğu 

konusunda en başarılı yöntem olarak DAA yöntemi öne çıkmıştır. Sadece diyagonal 

öznitelikler üzerinden boyut indirgeme yöntemleri ile yapılan sınıflandırma işlemlerinin 

doğruluklarına göre herhangi bir yöntem kesin başarılı olarak öne çıkmamıştır. Bu 

özniteliklerde DAA, YKİ, YDAA ve İZİ yöntemleri bazı sınıflandırma yöntemleri ile yerel 

başarılar sağlamışlardır. Her bir boyut indirgeme işlemi ile sınıflandırma sürelerinde kayda 

değer azalmalar görülmüştür. Boyut indirgeme süresinde ise en başarılı yöntem olarak TBA  

yönteminin ve en başarısız yöntem olarak İZİ yönteminin olduğu görülmüştür.
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 Elde edilen bu sonuçlar, doğrusal boyut indirgeme yöntemleri ile bir veri kümesinin 

sınıflandırılmasında doğruluğun artmasının veya azalmasının veri türüne bağlı olduğunu 

göstermiştir. Veriden elde edilen özniteliklere göre bazı doğrusal boyut indirgeme 

yöntemlerinin öne çıktığı da belirlenmiştir. 

 Elde edilen sonuçlarda YKİ, YDAA, KKG ve İZİ yöntemlerinin boyut indirgeme 

işlem sürelerinin TBA ve DAA yöntemlerine göre uzun oldukları görülmüştür. Bu yöntemler 

için algoritma adımlarında boyut indirgeme işlem sürelerinde azalmalar sağlayan bazı 

değişiklikler ile işlem sürelerinin azaltılmaları sağlanabilir.  

 Rakam verisinin orijinal öznitelikler ile yapılan sınıfladırma doğruluklarına göre boyut 

indirgeme ile elde edilen sınıflandırma doğrulukları daha düşük gözlemlendiği için, boyut 

indirgeme algoritmalarının adımlarında sınıflandırma doğruluklarında artışlar sağlayan bazı 

değişiklikler ile sınıflandırma doğrulukları artırılabilir. 

 Ayrıca bu çalışmada başarılı olarak öne çıkan boyut indirgeme yöntemleri de göz 

önünde bulundurularak, yeni boyut indirgeme yöntemleri geliştirilebilir. 
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