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Siniflandirma algoritmalar1 veri madenciligi ve makine 6grenmesi problemlerinin ¢dziimiinde en
cok kullanilan algoritmalardir. Siniflandirma algoritmalari, egitim veri kiimelerini istatistiksel ve
matematiksel denklemler ile analiz ederek bir siniflandirma modeli olustururlar. Olusturulan siniflandirma
modelinin basarisi test veri kiimesi ile degerlendirilir ve bu model siifi belli olmayan 6rneklerin sinif
etiketlerinin tahmininde kullanilir. Giintimiizde, siniflandirma algoritmalari medikal, finans, sahtekarlik
tespiti, hava durumu tahmini, bankacilik ve sosyal aglar basta olmak iizere bir¢ok alana basarilt sekilde
uygulanmaktadir. Siniflandirma algoritmalari, siniflandirma modellerini olugturma yéntemlerine gore kural
tabanli, olasilik tabanli ve agirlik tabanli olmak {izere ii¢ kategoriye ayrilabilir. Kural tabanli ve olasilik
tabanli siniflandirma algoritmalart genellikle kategorik ve ayrik veri kiimeleri {izerinde daha basarili
performans sergilerken, agirlik tabanli siniflandirma algoritmalari genellikle siirekli veri kiimeleri {izerinde
daha basarili olurlar.

Bu tez calismasinda genel olarak siniflandirma algoritmalarinin performansinin iyilestirilmesi
iizerinde durulmustur. ilk olarak, kural ve olasilik tabanli simiflandirma algoritmalarinin performansini
iyilestirmek iizere veri madenciligi Onisleme teknigi olan ayriklastirma iglemi igin yeni bir ydntem
onerilmistir. EF-Unique olarak adlandirilan 6nerilen yeni ayriklastirma yontemi esit aralikli, esit frekansl
ve entropi tabanl ID3 ayriklastirma yontemleri ile karsilagtirilmistir. Onerilen yontemin birgok deneyde
diger yontemlerden daha basarili sonuglar elde ettigi goriilmiistiir. Ayrica, EF-Unique yonteminin
literatlirde siklikla kullanilan naive bayes, karar agaglari, destek vektér makinesi ve k en yakin komsu
makine dgrenmesi siniflandirma algoritmalarinin performansini artirdig1 gézlemlenmistir. Tkinci olarak,
agirlik tabanli siniflandirma algoritmasi olan yapay sinir aglariin egitim islemi pargacik siirii optimizasyon
algoritmasmin gelistirilmis bir versiyonu ile gergeklestirilmistir. Onerilen ¢oklu ortalama (multi mean)
pargacik siirii optimizasyon (MM-PSO) algoritmasi yapay sinir agimin simiflandirma bagarisini artirmustir.
Deneysel calismalarda, dnerilen MM-PSO algoritmasinin performansini degerlendirmek igin literatiirde
siklikla kullanilan UCI veri kiimeleri kullanilmig ve elde edilen sonuglar havai fisek, kril, genetik ve
harmoni arama optimizasyon algoritmalariin sonuglart ile kiyaslanmistir. Deney sonuglari
degerlendirildiginde, 6nerilen MM-PSO algoritmasi birgok deneyde havai fisek, kril, genetik ve harmoni
arama optimizasyon algoritmalarindan daha iyi performans sergilemistir.

Tez kapsaminda gelistirilen EF-Unique ayriklastirma yontemi ve ¢oklu ortalama pargacik siirii
optimizasyon algoritmasi literatiire bir yenilik getirmistir. Gelistirilen her iki yaklasim veri madenciligi ve
makine 6grenmesi ile ilgili farkli alanlarda yapilacak farkli ¢aligsmalarda kullanilabilecektir.

Anahtar Kelimeler: Ayriklastirma, Makine Ogrenmesi, Meta-Sezgisel Algoritmalar,
Optimizasyon, Siniflandirma Algoritmalari, Veri Madenciligi
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Classification algorithms are one of the most commonly used algorithms for solving data mining
and machine learning problems. The classification algorithms analyze the training data sets with statistical
and mathematical equations to generate a classification model. Performance of the generated classification
model is evaluated by test dataset and then this model is used to estimate class label of an unlabeled sample.
Nowadays, classification algorithms are commonly used in numerous areas especially medical, finance,
fraud detection, weather forecasts, banking, and social networks. Classification algorithms can be divided
into three categories considering the method of generating classification model: rule-based, statistical
based, and weighted based. While rule and statistical based algorithms are shown successful performance
with categorical and discrete data sets, weighted based algorithms figured out successful performance with
continuous data sets.

This thesis study is mainly discourse to improving the performance of classification algorithms.
Firstly, a new method is proposed for the discretization process, which is a well-known data mining pre-
processing technique, to improve the performance of rule and statistical based classification algorithms.
The proposed method called as EF-Unique was compared with equal width, equal frequency, and entropy-
based D3 discretization methods. The proposed method has performed better results in many experiments
than other methods. Besides, EF-Unique method was observed that the proposed method improved the
performance of the frequently used machine learning classification algorithms such as naive bayes, decision
tree, support vector machine, and k-nearest neighbors. Secondly, the training process of an artificial neural
network, which is a weighted based classification algorithm, was performed by a novel modified version
of the particle swarm optimization algorithm. The proposed multi mean particle swarm optimization (MM-
PSO) is increased classification accuracy of an artificial neural network. In experimental studies, frequently
used UCI datasets were used to evaluate the performance of the proposed MM-PSO algorithm and the
results obtained were compared with fireworks, krill, genetic, and harmony search optimization algorithms
results. When the experimental results are evaluated, the proposed MM-PSO algorithm has performed
better results in many experiments than the fireworks, krill, genetic, and harmony search optimization
algorithms.

The most obvious finding to emerge from this study is that EF-Unique discretization method and
multi mean particle swarm optimization algorithm provide a novel approach to literature. Additionally, the
proposed method and algorithm can be used in various disciplines and future studies.

Keywords: Classification Algorithms, Data Mining, Discretization, Machine Learning, Meta-
Heuristic Algorithms, Optimization
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1. GIRIS

Veri madenciligi; makine 6grenmesi, istatistik ve veri tabani birlikteligindeki
yontemleri kullanarak biiylik veri kiimelerinden anlamli bilgi ¢ikarma islemidir. Baska
bir deyisle, biiylik 6lgekli veri kiimelerinden bilgi edinme/gikarma ve elde edilen bilgileri
daha anlamli bir yapiya doniistiirme amaciyla kullanilan bilgisayar bilimi alt alanidir
(Han ve ark., 2011). Elde edilen anlamli bilgiler ile hastalik teshisi, alisveris analizi, siber
dolandiricilik tespiti, miisteri edinme, iiretim kontrolii ve bilgi kesfi gibi bir¢ok problem
basarili bir sekilde analiz edilebilir ve c¢oziilebilir. Veri madenciligi ve makine
o6grenmesinin en onemli alt alanlarindan biri olan siniflandirma islemi literatiirde de
siklikla kullanilmaktadir (Michalski ve ark., 1998). Siniflandirma isleminde algoritmalar
kendilerine verilen egitim kiimesinden 6grenerek, daha dnce goriilmemis yeni 6rnekleri
smiflandirmak i¢in kullanilan denetimli 6grenme yaklasimlaridir. Siniflandirma
algoritmasinin egitimi sonrasinda, veri siiflarini tanimlayan bir model elde edilir. Elde
edilen model IF-THEN seklindeki kurallardan, aga¢ veri yapilarindan, matematiksel
denklemlerinden veya sinir aglar1 gibi farkli yapilardan olusabilir (Han ve ark., 2011).
Elde edilen bu siniflandirma modellerinin hedefi sinif etiketleri bilinmeyen orneklerin
smiflarini dogru bir seklide tahmin etmektir (Witten ve ark., 2016). Literatiirde bir ¢ok
aragtirmaci tarafindan kural tabanli, olasilik tabanli ve agirlik tabanli olmak tizere farkl
ozelliklerde smniflandirma algoritmalart gelistirilmistir (Michalski ve ark., 1998).
Gelistirilen biitin bu smiflandirma algoritmalarinin ortak amaci ger¢ek diinya
siniflandirma problemlerine daha basarili ¢oziimler iiretmektir.

Kural tabanli siniflandirma algoritmalari, veri madenciligi siniflandirma
problemlerinde kullanilan smiflandirma yontemlerinden bir tanesidir. Kural ¢ikarima,
egitim verilerinden siniflandirma isleminde kullanilacak kural kiimelerin elde edilmesine
denir. Elde edilen kural kiimeleri karar mekanizmasi olarak siiflandirma veya tahmin
problemlerinde kullanilabilir (Witten ve ark., 2016). Giiniimiize kadar gelistirilen kural
tabanli siniflandirma algoritmalar1 genellikle olasilik islemlerini kullanarak siniflandirma
kurallar1 elde ettiginden dolay:1 ayrik ve kategorik veri kiimeleri ile birlikte daha iyi
performans sergilemektedirler. (Hacibeyoglu ve ark., 2011). Iistatistik tabanl
siniflandirma algoritmalar1 olasilik teorilerine dayanarak siniflandirma islemini
gerceklestirir. Oncelikle egitim kiimesindeki &rneklerin olasiliklarmi hesaplar ve bu
olasilik degerlerine gore yeni gelen drnegin sinifini veya degerini tahmin eder. Agirlik

tabanli smiflandirma algoritmalar1 ise genellikle matematik fonksiyonlar1 kullanarak



smiflandirma modellerini tasarladigindan dolay: siirekli veri kiimeleri lizerinde daha iyi
simiflandirma performans: sergilemektedirler (Pyle, 1999). Dolayisiyla siniflandirma
algoritmalar1 siniflandirilacak veriye gore ayrik siniflandirma algoritmalar1 ve siirekli
simiflandirma algoritmalari olarak iki kategoriye ayrilabilir (Zaki ve ark., 2014).

Giliniimiizde birgok gercek diinya uygulamasinda siirekli veriler bulunur, ancak
buna karsin CN2 (Clark ve Niblett, 1989), Algorithm Quasi-optima (AQ) (Michalski ve
ark., 2013), Repeated Incremental Pruning to Produce Error Reduction (RIPPER) (Cohen,
1995; Sasaki ve Kita, 1998), Iterative Dichotomiser 3 (ID3) (Loh, 2011), C4.5 (Loh,
2011), C5.0 (Loh, 2011), Classification and Regression Trees (CART) (Steinberg ve
Colla, 2009), K-Yakin Komsu (K-YK) (Denoeux, 1995), Destek Vektor Makinesi
(DVM) (Gunn, 1998), Karar Agaglar1 (KA) ve Naive Bayes (NB) (!!'! INVALID
CITATION !l (Domingos ve Pazzani, 1997; Yang ve Webb, 2009; Zhang ve ark., 2011))
gibi bir¢ok veri madenciligi siniflandirma algoritmalar1 genellikle ayrik veya kategorik
veriler ile daha kolay, daha hizli ve daha basarili olarak ¢aligirlar (Wu ve ark., 2008).

Veri madenciligi smiflandirma algoritmalarinin performanslar1 genellikle veri
onisleme teknikleri kullanarak veya farkli algoritmalar ile melez bir sekilde egitilerek
artirthir (Chlebus ve Nguyen, 1998). Veri 6nigleme ham verilerin anlasilir bir formata
dontstiiriilmesini igeren bir veri madenciligi teknigidir. Gergek diinya verileri ¢cogu
zaman eksik, tutarsiz ve belirli davraniglardan yoksundur. Veri temizleme, veri
birlestirme, veri doniisiimii, veri azaltma ve veri ayriklagtirma literatiirde siklikla
uygulanan veri Onisleme tekniklerindendir. Veri ayriklastirma, siirekli verileri ayrik
verilere dontistiirmeyi saglayan bir islemdir ve ayrik veri kiimeleri ile daha yiiksek
performans gosteren veri madenciligi smiflandirma algoritmalarinin  uygulanmasi
oncesinde siklikla kullanilmaktadir (Kotsiantis ve Kanellopoulos, 2006; Kumar ve
Inbarani, 2018). Veri ayriklagtirma isleminde siirekli veriler, bir aralik dizisi olusturularak
herhangi bir kesisimi olmayan ayrik degerlere doniistiiriiliir (Lustgarten ve ark., 2008).
Veri ayriklastirma isleminin temel avantajlart (1'! INVALID CITATION ! (Hu ve ark.,
2009; Dash ve ark., 2011; Zaki ve ark., 2014; Rahman ve Islam, 2016)):

o Veri boyutu azaltilir ve boylelikle veriler bellekte daha az yer kaplar.

° Ayrik verileri anlamak, kullanmak ve agiklamak ¢ok daha kolaydir, ¢iinkii
bilgi diizeyine siirekli verilerden daha yakindir.

J Veri madenciligi smiflandirma algoritmalar1 ayrik veriler ile daha hizli

calisabilir ve daha iyi siniflandirma basarilari elde edebilirler.



. Siirekli verilerde bulunan giriltilic veriler ve aykir1 degerler veri

ayriklastirma islemi ile azaltilabilir.

Giintimiize kadar literatiirde farkli aragtirmacilar tarafindan farkli 6zelliklere sahip
olan ve farkli alanlarda iyi performanslar sergileyen birgok ayriklastirma yontemi
gelistirilmistir. Bunlardan 6nemli birka¢1 su sekilde verilebilir: Esit Genislik (EG), Esit
Frekans (EF) (Dougherty ve ark., 1995), Minimum Description Length Principle (MDLP)
(Fayyad ve Irani, 1993), Entropi Tabanli ID3 (ET-ID3) (Bertelsen ve Martinez, 1994;
Quinlan, 2014), ChiMerge (Kerber, 1992), 1R (Holte, 1993), D2 (Catlett, 1991), Chi-
Square (Chi2) (Liu ve Setiono, 1995; Su ve Hsu, 2005; Cebeci ve Yildiz, 2017), Fixed
Frequency Discretization (FFD) (Yang ve Webb, 2009), Information-Theoretic Fuzzy
Partitioning (ITFP) (Au ve ark., 2006), Class-Attribute Interdependence Maximization
(CAIM) (Kurgan ve Cios, 2003; 2004), Class-Attribute Dependent Discretizer (CADD)
(Ching ve ark., 1995), Minimum Optimal Description Length (MODL) (Boull¢, 2006) ve
Multivariate Discretization (MVD) (Bay, 2001). Gelistirilen biitiin bu ayriklastirma
yontemlerinin ortak amaci verinin siniflandirma algoritmalar1 tarafindan daha iyi
anlagilmasini saglamak ve siniflandirma basarisini iyilestirmektir.

Bazi siniflandirma algoritmalari genellikle siirekli veriler izerinde daha basarili
siniflandirma performans: sergilerler. Ornek olarak, agirlik tabanli bir siniflandirma
algoritmast olan yapay sinir aglarinda (YSA) siniflandirma modeli matematiksel
denklemler ile tasarlandigindan dolayr siirekli veri kiimelerinin siniflandirilmasinda
basarili sonuglar elde edilir. Agirlik tabanli siniflandirma algoritmalart ayn1 zamanda
parametrik siniflandirma algoritmalar1 olarak da isimlendirilebilir. Bu tiir siniflandirma
algoritmalarinda smiflandirma modelinin olusturabilmesi i¢in kullanici tarafindan
smiflandirma performansini etkileyen bir veya birden fazla parametrenin belirlenmesi
gerekmektedir. Agirlik tabanli siniflandirma algoritmalarinin egitimi siniflandirma
modellinde kullanilan agirliklarin uygun degerlere giincellenmesidir. Bu agirliklarin en
uygun degerlere gilincellenmesi isleminde Geriye Yayilim (Lacher ve ark., 1992),
Levenberge-Marquardt  Algorithm (Moré, 1978), Scaled Gradient Conjugate
Backpropagation (Meller, 1993), Resilient Backpropagation (Giinther ve Fritsch, 2010),
Conjugate Gradient Backpropagation with Powell-Beale Restarts (Saini ve Soni, 2002),
Conjugate Gradient Backpropagation with Fletcher-Reeves Updates (Nawi ve ark., 2007)
ve Conjugate Gradient Backpropagation with Polak-Riebre Updates (Liu ve ark., 2015)

gibi 6grenme algoritmalarindan faydalanilir. Fakat bu tiir gradyan tabanli 6grenme



algoritmalar1 genellikle yavas ¢aligmakta ve yerel minimuma takilabilmektedir
(Riedmiller ve Braun, 1993). Bu tiir problemlerden kurtulmak i¢in gradyan tabanli
O0grenme algoritmalarinin yerine meta-sezgisel optimizasyon algoritmalar kullanilabilir.
Bir agirlik tabanli siniflandirma modelinin en uygun agirliklarin1 belirlemek, dogrusal
olmayan bir optimizasyon problemidir ve meta-sezgisel optimizasyon algoritmalar ile bu

tiir problemlere ¢6ziim bulunabilir.

1.1. Tez Calismasinin Amaci

Veri madenciligi siniflandirma problemleri ve bu problemlere ¢6ziim olacak veri
madenciligi ve makine Ogrenmesi algoritmalar1 temelli yaklagimlarin kullanimi
giinlimiizde basta saglik, bankacilik, ticaret, tarim ve endiistri olmak tizere hemen her
alanda goriilmektedir. Ozellikle veri madenciligi ve makine 6grenme algoritmalarinin
kullanilmasiyla birlikte kendi kendine karar verebilen akilli sistemlerin gelistirilmesi
olduk¢a revacta olan bir konudur. Ozellikle siniflandirma ve tahmin islemleri igin
gelistirilen otonom sistemlerin basarilar1 direkt olarak siniflandirma algoritmalarinin
basarilar ile dogru orantilidir. Gergek diinya problemlerinde veriler genellikle siirekli
olarak bulunurlar. Fakat baz1 siniflandirma algoritmalar: siirekli degere sahip veriler ile
daha basarili sonuglar elde ederken bazi siniflandirma algoritmalari ise ayrik degere sahip
veriler ile daha basarili ¢alismaktadirlar. Ayriklastirma islemi, veri madenciligi ve makine
ogrenmesinin en 6nemli Veri 6n isleme yontemlerinden bir tanesidir. (Han ve ark., 2011).
Kural tabanli siniflandirma algoritmalart ayrik veri kiimeleri iizerinde daha iyi bir
smiflandirma performansi sergileyebilirler (Hacibeyoglu ve ark., 2011). Burada veri
ayriklastirma isleminin kural tabanl siniflandirma algoritmalar1 tizerindeki etkisi ¢ok
belirleyici olmaktadir. Siirekli verilerden iyi bir performansa sahip olan kural tabanl
siiflandirma modeli olusturmak i¢in siirekli verilerin veri onisleme ile ayriklastiriimasi
gerekmektedir. Literatiirde bu giine kadar kural tabanli siniflandirma algoritmalari igin
birgok ayriklastirma yontemleri gelistirilmistir. Bu ayriklastirma yontemleri farkli
problemler i¢in bir¢ok siniflandirma algoritmalari ile ¢ok basarili siniflandirma islemi
gerceklestirmislerdir. Bunun yaninda stirekli veriler lizerinde daha basarili siniflandirma
islemi yapan Ozellikle agirlik tabanli siniflandirma algoritmalarinin performansini
tyilestirmek icin literatiirde farkli yontemler sunulmustur. Siniflandirma algoritmasinin
egitiminin optimizasyon algoritmalar1 ile melez bir sekilde gerceklestirilmesi, bu

yontemler igerisinde en sik kullanilanidir.



Bu tezin amaci gergek diinyada hemen hemen her alanda kullanilan siniflandirma
algoritmalarmin performansini iyilestirmektir. Dolayisiyla kural ve olasilik tabanli
siniflandirma algoritmalar1 i¢in yeni bir ayriklastirma yontemi ve agilik tabanl
siniflandirma algoritmalar1 i¢in optimizasyon tabanli yeni bir egitim algoritmasi
gelistirilmistir. Ayrik veriler ile daha basarili sonuglar veren 6zellikle kural ve olasilik
tabanli siniflandirma algoritmalar: igin literatiirde Esit Aralik, Esit Frekans ve Entropi
tabanli ID3 ayriklastirma yontemleri ayrintili olarak incelenmistir. Denetimsiz Esit
Frekans ayriklastirma yontemini iyilestirmek tizere EF Unique adinda yeni bir
ayriklastirma yontemi literatiire sunulmustur. Siirekli veriler ile daha basarili sonuglar
veren agirlik tabanli siniflandirma algoritmalarinin egitimi i¢in ¢coklu ortalama pargacik
slirii optimizasyon algoritmasi gelistirilmistir. Gelistirilen optimizasyon tabanli egitim
algoritmas1 ¢ok-katmanli ileri beslemeli YSA smiflandirma algoritmasinin egitiminde
kullanilmistir. Yapilan deneysel ¢alismalar sonucunda ilk olarak, gelistirilen EF_Unique
ayriklastirma yontemi kural ve olasilik tabanli smiflandirma algoritmalarinin
performansini ¢ok etkileyici olarak iyilestirmistir. Ikinci olarak, gelistirilen ¢oklu
ortalama parcacik siirli optimizasyon algoritmasi ¢ok-katmanli ileri beslemeli YSA

siiflandirma algoritmasinin daha basarili siniflandirma sonuglari elde ettigi goriilmiistiir.

1.2. Tez Calismasmin Onemi

Gelisen teknoloji ile bir¢ok alanda insan giicili ve zekasi ile yapilan birgok islem
veri madenciligi ve makine O0grenmesi algoritmalari ile yapilmaya baslanmistir. Bu
yizden gercek diinya problemlerinin ¢oéziimiinde siklikla kullanilan siniflandirma
algoritmalarinin performansi biiyiik 6nem kazanmaktadir. Siniflandirma algoritmalarinin
smiflandirma basarilart veri kiimesinin hazirlanmasi, giris parametrelerin belirlenmesi ve
modelin uygun sekilde tasarlanmasi ve egitim isleminin en iyi sekilde yapilmasiyla
dogrudan ilgilidir. Kural tabanli siniflandirma algoritmalarinda veri kiimesinden ¢ikarilan
smiflandirma kurallarinin basit, dogru ve verimli olmasi smiflandirma modellerinin
performansint  iyilestirmektedir. Kural tabanli smiflandirma algoritmalarinda
siniflandirma kurallar1 veri kiimelerinden ¢ikarildigindan dolay1 veri kiimelerinin uygun
bir formatta hazirlanmas1 gerekmektedir. Kural tabanli siniflandirma algoritmalarinin
stirekli veriler lizerinde uygulanmasi i¢in basarili bir ayriklastirma onisleminin yapilmasi
biiyiik 6nem arz etmektedir. Agirlik tabanli siniflandirma algoritmalari ayrik ve stirekli

veriler ile birlikte ¢alisabilmesine ragmen egitim isleminin basarili bir sekilde yapilmasi



gerekmektedir. Agirlik tabanli siniflandirma algoritmalarinin egitimi agirliklarin en
uygun degerlere giincellenmesidir.

Bu tez calismasinda, hem kural ve olasilik tabanli hem de agirlik tabanli
simiflandirma algoritmalarinin  performansini iyilestirmek igin iki yeni yaklasim
gelistirilmistir. Birinci gelistirilen yaklasim, Esit Frekans ayriklastirma yonteminin
iyilestirilmesi ile daha yiiksek performansli EF_Unique isminde yeni bir ayriklagtirma
yontemidir. Gelistirilen EF Unique ayriklastirma yontemi kural ve olasilik tabanli
smiflandirma algoritmalar1 i¢in bir veri Onisleme teknigi olarak biitiin diinya
problemlerinin ¢dziimiinde kullanilabilir. Ikinci gelistirilen yaklasim ise, agirlik tabanli
siiflandirma algoritmalarinin egitiminde parcacik siirii optimizasyonu algoritmasinin
gelistirilmis bir versiyonunun kullanilmasidir. Her iki gelistirilen yaklasim da literatiire
bir yenilik getirmis olup ileride bu konuda yapilacak calismalara katki saglayacagi

distiniilmektedir.



2. KAYNAK ARASTIRMASI

Literatiirdeki veri madenciligi siniflandirma islemi ile ilgili yapilan ¢aligmalar
incelendiginde bazi siniflandirma algoritmalarinin ayrik veri kiimeler ve bazilarinin ise
stirekli veri kiimeler ile daha iyi performans gosterdigi gozlenmistir. Genellikle kural ve
olasilik tabanli siniflandirma algoritmalart ayrik veri kiimelerine daha uygun bir
smiflandirma modeli olusturabilirler. Fakat gercek diinyada bir¢ok siniflandirma
probleminin veri kiimesi siirekli degerlidir. Bundan dolayi bu tiir siirekli veri kiimelerinin
kural ve olasilik tabanli siniflandirma algoritmalart ile kullanilmasi iyi bir siniflandirma
basaris1 elde edemeyebilir. Bu yiizden siirekli veri kiimeleri tizerinde kural ve olasilik
tabanli siniflandirma algoritmalart ile siniflandirma modeli olusturulmadan 6nce, siirekli
veri kiimelerine bir veri Onisleme teknigi olan ayriklastirma isleminin uygulanmasi
gerekir. Giiniimiize kadar, arastirmacilar tarafindan farkli uygulamalarda kullanilmak
amaciyla EG, EF, ET-ID3, MDLP, Chi2, CAIM, CADD ve MODL gibi bir¢ok
ayriklastirma yontemi gelistirilmistir. Bu ayriklastirma yontemlerinin kendilerine gore
baz1 avantaj ve dezavantajlar1 bulunmaktadir. Literatiirde bu ayriklastirma yontemleri
smiflandirma ve kiimeleme gibi makine 6grenmesi algoritmalarinda veri on islemi
teknikleri olarak kullanilmistir (Kotsiantis ve Kanellopoulos, 2006).

Kogoglu tarafindan yapilan tez ¢aligmasinda, veri madenciliginde ChiMerge,
Chi2, esit genislikli, esit frekans, 1RD, ID3, CADD ve CAIM ayriklastirma yontemleri
birer 6rnek tizerinde detayli olarak anlatmistir. Deneysel ¢alismalar kisminda, Wisconsin
tiniversitesi hastanesinden alinan hasta verileri iizerinde ayriklastirma yontemlerinin
siiflandirma islemine olan performans etkisinin karsilagtiritlmas1 yapilmigtir. Elde edilen
deneysel sonuglara gore denetimli ayriklastirma yontemleri denetimsiz ayriklagtirma
yontemlerinden daha iyi performans sergilemislerdir (Kogoglu, 2012).

Dogan tarafindan yapilan tez calismasinda, ayriklastirma yontemleri ve ¢ok-
katmanli ileri beslemeli YSA siniflandirma algoritmasi kullanilarak ii¢ fazli asenkron
motorlarin ariza tespitine dayali bir ariza tespit modeli gelistirilmistir. Gelistirilen model
asenkron motorlarin rulman, eksenden kaciklik, rotor ¢cubuk kirig1 ve stator sargi kisa
devresi arizalarinin tespitinde kullanilmistir. Sinyal analizinde frekans ve zaman-frekans
yontemleri yerine, zaman boyutunda ayriklastirma yontemleri kullanilmistir. Deneysel
calismalar bes farkli arizaya sahip ¢ fazli asenkron motorlar1 iizerinde
gerceklestirilmistir. Elde edilen deneysel sonuglara gore oOnerilen ayriklagtirma

yontemleri ve ¢ok-katmanli ileri beslemeli YSA siniflandirma algoritmasi tabanli ariza



tespit modeli li¢ fazli asenkron motorlarin ariza tespitini daha basarili bir sekilde
gerceklestirmistir (Dogan, 2012).

Saym tarafindan yapilan tez calismasinda, ayriklastirma teknikleri, 6zellik
¢ikarimi algoritmalar1 ve siniflandirma algoritmalari ile birlikte kullanilarak koroner
arterlerde kalsifikasyon hastaliginin tespitini yapan model gelistirilmistir. Gelistirilen
tespit modeli yardimiyla hastalardan alinan yas, nakil siiresi, diabet, fosfor, rose anjina
testi, verici tipi ve hastanin hastalik geg¢misi verileri ile hastada koroner arterlerde
kalsifikasyon olup olmadigina karar verilebilmektedir. Calismanin deneysel sonuglarina
gore Onerilen koroner arterlerde kalsifikasyon tespit modeli %75 basar1 orani ile hastaligi
dogru tespit etmistir (Sayin, 2013).

Ozdemir tarafindan yapilan tez ¢alismasinda, bilgisayar aglar1 icin makine
dgrenmesi tabanli bir saldir1 tespit sistemi dnerilmistir. Onerilen saldir1 tespit sisteminde
yerine geri koyarak drnekleme, ayriklastirma, 6znitelik segme veri Onisleme teknikleri
kullanmistir. Onerilen saldir1 tespit sisteminde &nce veriler ayriklastirma yontemi ile
ayriklastirilmis ve daha sonra bu verilerden 6zellik ¢ikarim yontemi ile belirleyici
ozellikler secilmistir. Son olarak, onerilen saldir1 tespit sisteminin egitimi igin J48
smiflandirma algoritmasi kullanilmistir. Yaptigi deneysel calismalarin sonuglarina gore
Onerilen saldiri tespit sistemi KDD’99 veri kiimesi lizerinde %97.6 siniflandirma basarisi
elde etmistir (Ozdemir, 2011).

Kog tarafindan yapilan tez galigmasinda, veri kiimesindeki 6nemli 6zelliklerin
secilme islemi icin siirekli optimizasyon tekniklerinden Guguk Kusu (Yang ve Deb,
2009), Yapay Ar Kolonisi (Karaboga, 2005), Yer¢ekimsel Arama (Rashedi ve ark.,
2009) ve Yarasa (Yang, 2010) optimizasyon algoritmalari kullanmistir. Optimizasyon
algoritmalarinin sonuglar1 ayriklagtirma islemine tabi tutularak O6nemli &zellikler
secilmigtir. Deneysel ¢alismalarda literatiirde siklikla kullanilan UCI makine 6grenmesi
veri ambarindan BCW, QSAR, DRD ve WPBC veri kiimeleri kullanmistir. Yazarin
ozellik secme islemi i¢in Onermis oldugu optimizasyon tabanli ayriklastirma yontemi
kullanilan veri kiimeleri lizerinde basarili sonuglar elde etmistir (Kog, 2016).

Tiirkiye’de yapilan yiiksek lisans ve doktora tezleri galigmalarina ek olarak
uluslararast literatiirde yapilan ¢alismalar da incelenmistir.

Dougherty ve arkadaslar tarafindan yapilan ¢alismada, denetimsiz ayriklastirma
yontemlerinden esit genislik, esit frekans ve denetimli ayriklastirma yontemi olan entropi
tabanli ID3 ayriklastirma yontemleri c¢ok detayli olarak incelenip birbiriyle

karsilagtirilmistir. Karsilastirma islemi UCI makine 6grenmesi veri ambarindan veri



kiimeleri lizerinde NB ve C4.5 siniflandirma algoritmalari kullanilarak yapilmistir.
Karsilagtirma sonucuna gére NB ve C4.5 siniflandirma algoritmalari i¢in entropi tabanl
ID3 ayriklastirma yonteminin smiflandirma performansini artirdigi  belirtilmistir
(Dougherty ve ark., 1995).

Boulle, yapmis oldugu ¢alismada Khiops adinda kesirli 6znitelikler igin istatistik
tabanl1 Chi-square ayriklastirma yontemini onermistir. Onerilen yontem tiim
ayriklastirma alani tizerinde kiiresel bir sekilde Chi-square 6l¢iitlerini optimize etmekte
ve herhangi bir durma olgiitii gerektirmemektedir. Khiops ayriklastirma yontemi NB
siiflandirma algoritmasinin bir veri 6nisleme adimi olarak diisiiniilen diger denetimli ve
denetimsiz ayriklastirma yontemleri ile karsilastirilmistir. Elde edilen sonuglara gore
Khiops ayriklastirma yontemi NB siniflandiricisi i¢in diger ayriklastirma yontemlerinden
daha iyi bir performans sergilemistir (Boullé, 2006). Boulle yapmis oldugu diger bir
calismada, MODL adinda Bayesian yaklasimina dayanan yeni bir ayriklagtirma yontemi
onermistir. Onerdigi ayriklastirma yonteminin performansimi degerlendirmek igin
literatiirdeki ayriklastirma yontemleri ile karsilastirmistir. Kargilagtirmayr UCI makine
Ogrenmesi veri ambarindaki veri kiimeleri iizerinde NB ve C4.5 smiflandirma
algoritmalar1 ile gerceklestirmistir. Karsilastirma sonucuna gore yazarin Onerdigi
ayriklastirma yontemi diger ayriklastirma yontemlerine gore daha yiiksek performans
gostermistir (Boullé, 2006).

Yan ve arkadaslari, yapmis olduklar1 ¢alismada yeni denetimli bir ayriklagtirma
yontemi olan Novel Class Attribute Interdependency Discretization Algorithm (NCAIC)
ayriklastirma ydntemi onermislerdir. Onerilen NCAIC ayriklastirma yoéntemi deneysel
calismalarda CADD, CAIM, CACC, EF ve MDL olmak {izere bes farkli ayriklastirma
yontemi ile karsilastirilmistir. Deneysel ¢alismalarda kullanilan  ayriklagtirma
yontemlerinin performansini degerlendirmek icin C4.5 smiflandirma algoritmasi
kullanilmistir. Deneysel sonuglara gore 6nerilen NCAIC ayriklastirma yonteminin diger
ayriklagstirma yontemlerinden daha istiin performans gosterdigi séylenmistir (Yan ve
ark., 2014).

Gupta ve arkadaglari, kiimeleme tabanli bir ayriklagtirma yontemi 6nermislerdir.
Onerilen kiimeleme tabanli ayriklastirma ydnteminde ayrim noktalarmin sayilari
kullanilan veri kiimelerinin sinif sayilarina esitlenmistir. Ayriklastirma yonteminin
performans1 UCI makine dgrenmesi veri ambarindaki veri kiimeleri iizerinde DVM ve

NB smiflandirma algoritmalar1 kullanarak gergeklestirilmistir. Deneysel sonuglara gore
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onerilen ayriklastirma yonteminin smiflandirma algoritmalarinin performansini artirdig
belirtilmistir (Gupta ve ark., 2010).

Jiang ve Sui, olasilik tabanli NB algoritmasindan tiiretilmis denetimli ve ¢ok
degiskenli bir ayriklastirma algoritmasi olan supervised and multivariate discretization
algorithm (SMDNS) algoritmasini dnermislerdir. Onerilen ayriklastirma yontemi SMD,
Entropi, CACC, NCAIC ve EF ayriklastirma yontemleri ile karsilagtiritlmistir. Deneysel
sonuglara gore, SMDNS'nin siiflandirma dogrulugunu artirdigi ve ayriklastirma islemi
igin gerekli olan ayrim noktalarin sayis1 daha iyi buldugu gézlemlenmistir (Jiang ve Sui,
2015).

Wong, parametrik olmayan melez bir ayriklastirma yontemi gelistirmistir.
Gelistirilen melez ayriklastirma yontemi NB siniflandirma algoritmasinin siniflandirma
dogrulugunu artirmistir. Onerilen ayriklastirma yontemi 20 veri kiimesi ile test edilmis
ve elde edilen test sonuglari, gesitli ayriklastirma yontemleri ile karsilagtirilmustir.
Onerilen ayriklastirma yontemi ile NB smiflandirma algoritmasmin daha yiiksek bir
tahmin dogruluguna sahip oldugu gézlemlenmistir (Wong, 2012).

Rahman ve Islam, kullanici tarafindan bir parametre girisi gerektirmeyen Diisiik
Frekansl Ayriklastirict (Low Frequency Discretizer LFD) adinda yeni bir ayriklagtirma
yontemi onermislerdir. Kullanici tarafindan aralik sayisi girisi gerektiren ayriklastirma
yontemlerinde her araliktaki eleman sayis1 aynidir. LFD, kesme noktalarini olugturmak
i¢in diisiik frekans degerlerini kullanir ve bunun sayesinde ayriklastirma igleminde ortaya
cikabilecek bilgi kaybmi azaltir. Onerdikleri ayriklastirma yontemini UCI makine
O0grenmesi ambarindan secilen sekiz farkli veri kiimesi {lizerinde test etmislerdir. Elde
edilen test sonuglarini literatiirde sik¢a kullanilan alt1 ayriklagtirma yonteminin sonuglari
ile karsilastirmiglardir. Karsilastirma sonuglarmmin analizinde LFD ayriklastirma
yonteminin kullanilan veri kiimeleri {izerinde diger yontemlere gore daha iyi performans
sagladig1 sunulmustur (Rahman ve Islam, 2016).

Agirlik tabanli siniflandirma algoritmalarinin performansini etkileyen en 6nemli
etken siniflandirma modelinde bulunan agirlik degerleridir (Han ve ark., 2011). Ciinkii
bu agirhiklar giris degerleri ile birlikte matematiksel fonksiyonlardan gecerek
simiflandirma modelinin ¢ikisin1  iiretmektedir. Gilinimiize kadar agirlik tabanli
siiflandirma algoritmalarinin egitimi igin birgok agirlik bulma yontemi gelistirilmistir.
Bunlardan birkag1 su sekildedir: Geriye Yayilim, Levenberge-Marquardt algorithm,
Scaled Gradient Conjugate Backpropagation, Resilient Backpropagation, Conjugate

gradient Backpropagation with Powell-Beale Restarts, Conjugate Gradient
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Backpropagation with Fletcher-Reeves Updates ve Conjugate Gradient Backpropagation
with Polak-Riebre Updates (Ekinci ve ark., 2015). Cok-katmanli ileri beslemeli YSA
siniflandirma algoritmasi, agirlik tabanli Smiflandirma algoritmalar igerisinde basta
medikal, bankacilik ve miihendislik gibi birgok alanda siklikla kullanilan etkin bir
smiflandirma algoritmasidir. Cok-katmanli ileri beslemeli YSA siniflandirma
algoritmasiin egitiminde genellikle Geriye Yayilim 6grenme algoritmasi kullanilarak
agirliklar problemin ¢oziimii igin en uygun degerlere giincellenir. Fakat geriye yayilim
O0grenme algoritmasinin yavas calismasi ve yerel noktalara takilmasi gibi dezavantajlari
bulunmaktadir. Bu dezavantajlarin giderilmesi igin literatiirde yeni yaklagimlar
onerilmistir. Tiirkiye’de yapilan calismalar incelendiginde, Oztiirk tarafindan yapilan
caligmada, ¢ok-katmanli ileri beslemeli YSA smiflandirma algoritmasinin egitimi igin
slirli zekasmna dayali yeni bir teknik olan Yapay Ar1 Kolonisi (ABC) optimizasyon
algoritmasi Onerilmistir. Arastirmaci tarafindan 6nerilen yaklasim MLP, LVQ, RBF gibi
modern optimizasyon yontemleriyle karsilastirilmistir. Deneysel caligmalarda UCI
makine 6grenmesi veri ambarindan Kanser, Diyabet, Kalp, Kart, Gen, Cam, At, Soya ve
Tiroit veri kiimeleri kullanilmigtir. Deneysel sonuglarin analizinde yazarin 6nerdigi ABC
egitimli YSA smiflandirma algoritmasinin kullanilan veri kiimeleri lizerinde diger
yontemlere gore daha iyi performans sagladig belirtilmistir (Oztiirk, 2011).

Yalgin tarafindan yapilan ¢alismada, elektroansefalogram (EEG) epilepsi teshisi
icin sezgisel optimizasyon algoritmasit olan parcacik siiriisii optimizasyonu (PSO)
egitimli YSA smiflandirma algoritmasi (PSONN) onerilmistir. PSO ile egitilen YSA
smiflandirma algoritmasi ve geriye yayilim yontemi ile egitilen YSA siniflandirma
algoritmasi EEG teshisi tizerinde karsilastirilmis ve sonuglar analiz edilmistir. Deneysel
sonuglarin analizine gore arastirmacinin énerdigi PSONN siniflandirma algoritmasi %98
smiflandirma basarisi ile BPNN smiflandirma algoritmasindan daha iyi bir basar1 elde
etmistir. Buna ek olarak yazar EEG teshisi igin PSONN1, PSONN2, PSONN3, PSONN4,
PSONNbS, PSONNG6 ve PSONN?7 isimlerinde PSO’nun yedi farkli stiriimii ile egitilmis
YSA (PSO-YSA) modeli 6nermistir. Bu modeller arasindan PSONN3 ve PSONN7
modellerinin EEG teshisi i¢in en uygun modeller oldugunu sdylemistir (Yalgin, 2012).

Kulluk tarafindan yapilan ¢alismada, siniflandirma veri kiimelerinden verimli bir
sekilde siniflandirma kurallari ¢ikarmak i¢in meta-sezgisel tabanli yeni bir kural ¢ikarma
modeli onerilmistir. Onerilen kural ¢ikarma modelinde Tur Atan Karinca Koloni
Optimizasyon Algoritmasi (TAKKO) ile ¢ok-katmanlit YSA siiflandirma algoritmasi

kullanilmistir.  Oncelikle ¢ok-katmanli YSA smniflandirma algoritmasmin egitimi
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sonucunda modele uygun agirliklar ¢ikarilmakta ve daha sonra TAKKO algoritmas ile
simiflandirma kurallar: elde edilmistir. Kural ¢ikarma modeli farkli 6zelliklere sahip 12
UCI makine 6grenmesi veri ambarindaki veri kiimesi ile test edilmis ve deney sonuglari
veri madenciliginde siklikla kullanilan NBTree, DT, PART ve C4.5 siniflandirma
algoritmalarinin sonuglar1 ile karsilagtirilmistir. Elde edilen deney sonuglarina gore
Onerilen kural ¢ikarma algoritmasi klasik NBTree, DT, PART ve C4.5 siniflandirma
algoritmalarina gore daha etkili ve 6zlii siniflandirma kurallar1 elde etmistir (Kulluk,
2009).

Ozdemir tarafindan yapilan calismada, c¢ok-katmanli YSA smiflandirma
algoritmasimin parametrelerinin optimizasyonu ve agirlik degerlerinin egitimi genetik
algoritma (GA) kullanilarak yapilmistir. Onerilen siniflandirma algoritmasma GYSA
ismi verilmistir ve dogrusal olmayan dinamik sistemlerde GYSA algoritmasinin testleri
yapilmistir. Elde edilen test sonuglarina gore dogrusal olmayan dinamik sistemler i¢in
tasarlanan GYSA algoritmasi iyi bir modelleme performansi ile ¢alistigi belirtilmistir
(Ozdemir, 2010).

Tiirkiye’de yapilan calismalarin incelenmesine ek olarak literatlirde uluslararasi
dergilerde yayinlanan agirlik tabanli siniflandirma algoritmalarinin egitimi i¢in yapilan
ilgili calismalar da incelenmistir. Mirjalili ve arkadaslar tarafindan yapilan ¢alismada,
sosyal oriimcek optimizasyon algoritmasi Kullanilarak evrimsel ileriye doniik sinir aglart
tasarlanmistir. Ileri YSA’nin yapisinda bulunan agirliklarm giincellenmesi sosyal
oriimcek optimizasyon algoritmasi ile yapilmistir. Onerilen ydntemin matematiksel ve
deterministik yontemlere gore daha basarili oldugu belirtilmistir. Onerdikleri ileri déniik
YSA’nin tasarimi UCI veri ambarinda bulunan XOR lojik islemi, Balloon, Iris, Breast
cancer, ve Heart veri kiimeleri ile test edilmistir. Elde edilen deney sonuglari literatiirde
Iyi bilinen PSO, GA, karinca kolonisi, evrim stratejisi ve geriye yayilim algoritmalari ile
egitilen YSA sonuglari ile karsilagtirilmistir. Deney sonuglarina gore, sosyal driimcek
optimizasyon algoritmasi ile egitilmis ileriye doniik sinir aglari diger algoritmalar ile
egitilen YSA’ya kiyasla umut verici sonuglar saglamistir (Mirjalili ve ark., 2015).

Uzlu ve arkadaslar1 yapmis olduklari ¢alismada, Tiirkiye'nin yillik hidrolik enerji
iretimini tahmin etmek i¢in yapay ar1 kolonisi algoritmasi destekli YSA tahmin modeli
onermisglerdir. Modelde briit elektrik enerjisi talebi, ortalama yillik sicaklik ve enerji
tiketimi bagimsiz degiskenler olarak secilmistir. Gelistirdikleri tahmin modelinin
performansini degerlendirmek icin 6nce YSA-ABC tahmin modelinin sonuglar1 geri

yayilim ile egitilmis YSA tahmin modelinden elde edilen sonuglarla karsilagtirilmistir.
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Iki modelin arasinda Ki hata oranlarinda ciddi farklar oldugu ortaya ¢ikmustir. Yazarlar en
uygun parametreleri belirledikten sonra, Tiirkiye i¢in gelecekteki hidroelektrik iiretim
degerlerini tahmin etmek i¢in ti¢ farkli model gelistirmislerdir. Deney sonuglarina gore,
hidroelektrik enerji tiretimi tahmininde YSA-ABC algoritmasinin, geri yayilim
algoritmasi ile egitilmis YSA’ya gore daha basarili oldugu goriilmiistiir (Uzlu ve ark.,
2014).

Salama ve Abdelbar tarafindan yapilan c¢alismada, ileriye doniik YSA
smiflandirma algoritmasinin egitimi karinca koloni algoritmasi ile gergeklestirilmistir.
Onerilen karmca algoritmasi ile egitimi gerceklesen YSA smiflandirma algoritmasinin
performansini 6lgmek i¢in, UCI makine 6grenmesi veri ambarindaki 40 veri kiimesi
lizerinde testler yapilmistir. Onerdikleri karinca kolonisi algoritmasi ile egitilmis YSA
smiflandirma algoritmasindan elde ettikleri test sonuglarin1 geriye yayilim yontemi ile
egitilmis YSA siniflandirma algoritmasi ve gesitli evrimsel algoritmalar ile egitilmis YSA
smiflandirma algoritmasi karsilagtirilmistir. Deney sonuglarinin analizine gore yazarlar
tarafindan Onerilen karinca kolonisi ile egitilmis YSA siniflandirma algoritmasi diger
smiflandirma algoritmalarina gore listiin basarilar sergilemistir (Salama ve Abdelbar,
2015).

Kankal ve Uzlu, Tirkiye'deki elektrik enerjisi talebini modellemek i¢in 6grenme-
temelli optimizasyon teknigi (TLBO) ile egitilmis YSA smiflandirma algoritmasinin
performansini incelemiglerdir. TLBO kullanilarak egitilen YSA (ANN-TLBO) modeli,
geri yayilimli ANN (ANN-BP) ve yapay ar1 kolonisi algoritmasi ile egitilen YSA (ANN-
ABC) modelleriyle karsilastirilmigtir. Briit yerli dretim, niifus, ithalat ve ihracat,
modellerde bagimsiz degiskenler olarak seg¢ilmistir. Karsilastirma sonuglarina gore,
ANN-TLBO modelinin elektrik enerjisi talebinin tahmininde ANN-BP ve ANN-ABC
modellerinden daha iyi performans gosterdigi ortaya konulmustur (Kankal ve Uzlu,
2017).

Hu ve arkadaslari tarafindan yapilan ¢alismada, ¢ok yollu ultrasonik debimetrenin
karmagik akis alaninin akis hizini belirlerken 6l¢iim hatasini azaltmasina yardimer olmak
amaciyla bir YSA modeli tasarlanmistir. Tasarlanan YSA modelinin yapisini ve agirlik
parametrelerini optimize etmek i¢in GA kullanilmustir. Onerilen GA-YSA modeli alti
adet ¢ok yollu ultrasonik debimetre yollar1 lizerinde test edilmistir. Elde edilen deney
sonuclart klasik gauss karesi ile modellenen YSA modeli ile karsilagtirilmistir.

Arastirmacilarin 6nermis olduklar1t GA-YSA modeli, daha az hata ile ¢ok yollu ultrasonik
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debimetrenin karmagsik akis alaninin akis hizin1 daha dogru belirlemistir (Hu ve ark.,
2016).

Jaddi ve arkadaslari, dinamik YSA siniflandirma algoritmasinin modelini ve
agirliklarinin degerlerini yarasa algoritmasi kullanarak elde etmislerdir. Buna ek olarak
yarasa algoritmasinin Modified Bat for Dynamic Neural Network (MBatDNN), Mean
Bat for Dynamic Neural Network (MeanB atDNN), Piecewise Map for Dat Dynamic
Neural Network (Piecewise-BatDNN), Logistic Map for Bat Dynamic Neural Network
(LogisticBatDNN) ve Sinusoidal Map for Bat Dynamic Neural Network (SinBatDNN)
farkli modellerini de ayn1 amag igin kullanmislardir. Onerdikleri dinamik YSA
siiflandirma algoritmasi igin yarasa algoritmasinin ve diger siniflandirma modellerin
testleri 8 veri kiimesi tizerinde gerceklestirilmistir. Elde ettikleri deney sonuglarina gore
onerilen siniflandirma modeli diger simniflandirma modellerinden daha iyi performans
sergilemistir (Jaddi ve ark., 2015).

Campos ve arkadaslar1 tarafindan yapilan ¢alismada, hybrid neuro-evolutive
algorithm adinda yeni bir YSA modeli gelistirilmistir. Gelistirilen YSA modelinde, GA
yardimi ile YSA smiflandirma algoritmasinin en uygun yapisi ve agirliklariin egitimi
gerceklestirilmigtir. Gelistirilen melez neuro-evolutive algorithm smiflandirma modeli
Breast cancer detection, Iris flower, Heart disease, KDDCUP99 ve Breast cancer
prediction veri kiimeleri tizerinde dort farkli siniflandirma modeli ile karsilastirilmigtir.
Karsilastirma sonuglarina gore, onerilen hybrid neuro-evolutive algorithm siniflandirma
modeli veri kiimeleri iizerinde diger siniflandirma modellerinden daha iistiin basarilar
elde etmistir. Bu iistiin basarilarin sebebinin karar alma siirecinde hybrid neuro-evolutive
algorithm siiflandirma modelinin artan etkinligi ve verimliligi oldugu séylenmistir (de
Campos ve ark., 2016).

Chatterjee ve arkadaglari, ¢ok katli RC yapilarinin yapisal ariza tahmini i¢in
PSO’ya dayali bir YSA tahmin modeli gelistirmislerdir. Gelistirdikleri YSA
siiflandirma modelinin egitimini PSO algoritmasi ile gerceklestirmiglerdir. Amaglari
cok katli betonarme yapilarin yapisal bozulmalarinin tahmininde kullanilan ortalama-
kare hatasinin en aza indirilmesidir. Cok katli RC bina yapisinin gelecekteki basarisizlik
ihtimalini tespit etmek icin, deney calismalarinda 150 katli binadan olusan RC yapisinin
bir veri tabanimi kullanmiglardir. Yapisal tasarimdan on bes 6zellik ¢ikarilmis, bu
ozelliklerin dokuzu siniflandirma islemini gerceklestirmek igin secilmistir. Onerdikleri
tahmin modelinin degerlendirilmesi i¢in elde edilen sonuglar standart YSA ve ileri

beslemeli ¢ok-katmanli YSA smiflandirici algoritmalar1 ile elde edilen sonuglar
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karsilagtiritlmistir. Deneysel sonuglar, 6nerilen PSO egitimli YSA tahmin modelinin diger
tahmin modellerinden daha iyi tahmin sonuglari verdigini gostermistir (Chatterjee ve ark.,
2017).

Chau, YSA smiflandirma algoritmasini PSO algoritmasi ile egiterek bir tahmin
modeli 6nermistir. Onermis oldugu tahmin modelini Hong Kong'daki Shing Mun
Nehri'ndeki su seviyelerini tahmin etmek igin kullanmistir. Modelin degerlendirilmesi
icin veri kiimesi olarak ge¢mise dayali su seviyelerinin degerleri kullanilmistir.
Degerlendirme sonuglarina gore, PSO algoritmasi ile egitilen tahmin modeli daha iyi
performans sergiledigi belirtilmistir (Chau, 2006).

Faris ve arkadaslarinin yapmis oldugu g¢alismada, multi-verse optimizasyon
algoritmasi ile ¢ok-katmanl sinir ag1 egitilmistir. Onerilen yeni egitim yaklagimi, UCI
makine Ogrenmesi ambarindan segilen dokuz farkli tibbi veri kiimesi iizerinde test
edilmistir. Elde edilen test sonuglari son zamanlarda sik¢a kullanilan GA, PSO,
diferansiyel evrim, ates bocegi algoritmasi ve guguk kusu arama evrimsel meta-sezgisel
optimizasyon algoritmalarinin sonuglar1 ile karsilastirilmistir. Bu karsilastirmaya ek
olarak Onerilen yeni egitim yaklagimi geri yayilim ve Levenberg-Marquardt gradyan
tabanli egitim yontemleriyle de karsilastirilmistir. Karsilastirma sonuglarina gore multi-
verse optimizasyon algoritmasi ile egitilen ¢ok-katmanli sinir agi, veri kiimelerinin
egitiminde yerel egitimden kagmma ve hiz1 yakinsama agisindan diger egitim
algoritmalarindan daha iyi performans gostermistir (Faris ve ark., 2016).

Liao ve arkadaslari tarafindan yapilan ¢alismada, YSA egitimi i¢in Nelder-Mead
optimizasyon algoritmasi1 ile PSO melez olarak onerilmistir. Onerilen melez egitim
algoritmasi diger benzer melez PSO yontemlerinden daha basittir, arama alaninin
kesfedilmesine daha fazla 6nem vermektedir ve hizli bir arama yetenegine sahiptir.
Arasgtirmacilar onerdikleri melez PSO performansini bazi simiilasyon problemleri
tizerinde diger benzer melez PSO algoritmalari ile karsilastirmiglardir. Karsilagtirma
sonuglarina gore yazarlarin 6nerdikleri melez egitim algoritmast YSA’nin egitiminde
daha iyi bir performans sergilemistir (Liao ve ark., 2015).

Kowalski ve Lukasik ¢alismalarinda, bir¢ok uygulamada kullanilan meta-sezgisel
krill siirii optimizasyon algoritmasmni YSA’nimn egitimi igin énermislerdir. Onerdikleri
yaklasimin dogrulugunu UCI makine 6grenmesi veri ambarindan alinan veri kiimeleri
tizerinde siiflandirma hatasi ve kare hatalarin toplami1 kullanarak gergeklestirmislerdir.
Yazarlar tarafindan 6nerilen yaklasimin performans degerlendirmesi farkli veri kiimeleri

kullanilarak Geriye Yayilim, GA ve Harmoni arama algoritmalar1 ile karsilastirilarak
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yapilmistir. Elde edilen deney sonuglarina gore Onerilen egitim algoritmasi diger
algoritmalardan hem yukarida belirtilen 6l¢iitler hem de YSA egitimi i¢in gereken zaman
acisindan umut verici bir performans sundugu sonucuna varilmistir (Kowalski ve
Lukasik, 2016).

Bolaji ve arkadaslar1 tarafindan yapilan c¢alismada, YSA simiflandirma
algoritmasinin egitimi havai fisek algoritmas ile gerceklestirilmistir. Onerilen havai fisek
algoritmasi ile egitimi gergeklesen YSA siniflandirma algoritmasinin performansini
6lgmek i¢in UCI makine 6grenmesi veri tabanindan farkli 6zelliklere sahip veri kiimeleri
iizerinde testler yapilmustir. Onerilen havai fisek egitimli YSA smiflandirma
algoritmasindan elde ettikleri test sonuglart geriye yayilim, krill siirii algoritmasi, GA ve
harmoni arama algoritmalari ile egitilmis YSA ’nin sonuglari ile karsilagtirtlmigtir. Deney
sonuglarinin analizine gore yazarlar tarafindan 6nerilen havai fisek algoritmasi ile egitilen
YSA smiflandirma algoritmasi diger siniflandirma algoritmalarina gore siniflandirma

basarisini ve kare hatalarin toplamini daha uygun hale getirmistir (Bolaji ve ark., 2018).
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3. MATERYAL VE YONTEM

Bu boliimde, tez calismasinda Onerilen yaklasimlar1 degerlendirmek igin
kullanilan UCI makine 6grenmesi veri ambarindan alinan veri kiimelerinin 6zellikleri
(Blake, 1998), veri madenciliginde bir 6nisleme teknigi olarak kullanilan ayriklastirma
yontemleri, kural, olasilik ve agirlik tabanli siiflandirma algoritmalari, siniflandirma

algoritmalarinin 6l¢iitleri ve son olarak PSO algoritmas1 anlatilacaktir.

3.1. Veri Kiimeleri

Bu tez ¢alismasinda makine 6grenmesi siniflandirma algoritmalari i¢in gelistirilen
yaklagimlarm performanslarini  degerlendirmek i¢in UCI makine O6grenmesi Veri
ambarindan farkli o6zellik, siif ve Ornek sayilarina sahip 22 adet veri kiimesi
kullanilmistir. Bu veri kiimeleri siirekli, kategorik ve karisik olmak tizere {i¢ farkli veri
tiirlinde se¢ilmistir. Secilen veri kiimeleri arastirmacilar tarafindan veri Onisleme,
kiimeleme ve siniflandirma gibi birgok makine 6grenmesi algoritmalari ile kullanilmistir.
Kural ve olasilik tabanli simiflandirma algoritmalarinin performansini iyilestirmek icin
gelistirilen EF_Unique ayriklastirma yonteminin performansi Cizelge 3.1°de verilen veri

kiimeleri ile degerlendirilmistir.

Cizelge 3.1. Gelistirilen EF_Unique ayriklastirma yonteminin performansinin degerlendirildigi
veri kiimelerinin 6zellikleri

Ozellik say1s1

Veri kiimesi Kategorik Sireki Sinif sayisi Ornek sayist
Iris 0 4 3 150
Wine 0 13 3 178
Glass Identification 0 9 6 214
New Thyroid 0 5 3 215
Heart 8 5 2 270
E.coli 1 7 8 336
Bupa 0 6 2 345
Australian Credit 8 6 2 690
Breast Cancer 0 9 2 699
Blood 0 4 2 748
Diabetes 0 8 2 768
Vehicle 0 18 4 846
German 13 7 2 1000
Wine Quality Red 0 11 11 1599
Spambase 0 57 2 4601
Magic Gamma Telescope 0 10 2 19020
Bank Marketing 9 7 2 45211




18

Agirlik tabanli smiflandirma algoritmalarmin performansini iyilestirmek igin
gelistirilen MM-PSO meta-sezgisel algoritmasinin performansi Cizelge 3.2°de verilen

veri kiimeleri ile degerlendirilmistir.

Cizelge 3.2. Gelistirilen MM-PSO meta-sezgisel algoritmasinin performansinin degerlendirildigi veri
kiimelerinin 6zellikleri

Ozellik sayisi

Veri kiimesi Kategorik Siirekli Sinif sayisi Ornek sayist
Lymphography 18 0 4 148
Iris 0 4 3 150
Wine 0 13 3 178
Glass 0 9 6 214
Shuttle-landing 6 0 2 253
lonosphere 0 33 2 351
Balance-scale 4 0 3 625
Breast cancer 0 9 2 699
Diabetes 0 8 2 768
Thyroid 0 21 3 7200

3.2. Ayriklastirma ve ayriklagtirma yontemleri

Ayriklagtirma, stirekli degerleri ayrik deger uzayina eslestirilme islemidir. Ayni
zamanda siirekli bir 6zniteligin deger uzaymi birbiriyle ortiigmeyen araliklara bolerek
degerleri gruplandirma islemidir. Ornegin insan boyunun siirekli bir 8l¢ii (6rnegin, 170
cm) ile gosterildigini farz edersek, ayriklagtirma bu siirekli degeri uzun/kisa/orta gibi
kategorik degerlere doniistiirme islemidir. Bu sekilde insan boyu 3 kategoride
toplanmaktadir. Ornek Sekil 3.1°de gosterilmektedir (Han ve ark., 2011).

'+
++++ + ++ + 4+,
Q120 140 i150 1."-0__%*130 200
Kisa Orta : Uzmmn

Sekil 3.1. insan boyunun kategorik degerleri

Veri madenciligi siniflandirma algoritmalarinin bir¢ogu ayrik degerlerle daha iyi
siiflandirma performansi sergilerler ve etkili siniflandirma modelleri olusturabilir (Clark
ve Niblett, 1989; Cohen, 1995). Siniflandirma algoritmasinin basarili olabilmesi igin

egitim verisinin, kullanilan siniflandirma algoritmasina uygun bir sekilde hazirlanarak
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verilmesi gerekmektedir. Kural ve olasilik tabanli smiflandirma algoritmalari igin
verilerin ayrik olmasi siniflandirma basarisini artirmaktadir (Hacibeyoglu ve ark., 2011).
Literatiirde arastirmacilar tarafindan farkli Ozelliklerde ayriklastirma yontemleri
onerilmistir. Onerilen bu ayriklastirma yontemleri dzelliklerine gore asagidaki siniflara
ayrilabilir.

Denetimsiz ve denetimli ayriklagtirma ydntemleri: Denetimsiz ayriklastirma
yontemleri stirekli verileri ayrik verilere doniistiirmek i¢in sinif bilgisinden yararlanmaz.
EG, EF, FFD ve MVD en iyi bilinen denetimsiz ayriklastirma yontemleridir. Denetimli
ayriklagtirma yontemleri ise, siirekli 6zniteliklerin ayriklastirilmasi igin siif bilgisinden
yararlanir, yani verinin sinif bilgisini kullanarak ayriklagtirma islemini gerceklestirir.
Hata tabanli, entropi tabanli ve istatistik tabanli yontemler denetimli ayriklastirma
yontemlerinin tirleridir (Yan ve ark., 2014).

Ayrilmali ve Dbirlestirmeli ayriklastirma yontemleri: Ayrilmali ayriklagtirma
yontemlerinde araliklar bos bir aralik kiimesi ile baslar ve tiim olasi sinirlar arasindan bir
aralik olusturur. Bu tiir ayriklastirma yontemlerinde, kullanici tarafindan verilen bir esik
degerine ulasana kadar en uygun araliklar elde edilmeye calisilir. Birlestirmeli
ayriklastirma yontemlerinde ise, ayriklastirma islemi onceden tanimlanmig araliklarla
basglar daha sonra bu araliklar birlestirilir. Bu yontemde, birlestirme islemi kullanici
tarafindan verilen bir esik degere ulasana kadar en uygun araliklari elde etmeye devam
eder (Garcia ve ark., 2013).

Ayriklastirma yontemleri bir 6grenme modeliyle olan iliskilerine gére statik ve
dinamik olarak smiflandirilabilir. Statik ayriklastirma yontemleri, ayriklastirma
isleminde herhangi bir 6grenme modelini kullanmadan ve Oznitelikleri bir birinden
bagimsiz olarak ayriklagtirir. Dinamik ayriklastirma yontemleri ise ayriklastirma iglemini
bir 6grenme modeli kullanarak gerceklestirir ve tiim 6zellikler i¢cin ayni1 anda tiim olasi
araliklar1 belirler. ET-ID3 ve ITFP, dinamik ayriklastirma yontemlerinin 6rnekleridir
(Dash ve ark., 2011).

Yerel ve kiiresel ayriklagtirma yontemleri: Yerel ayriklastirma yontemlerinde veri
kiimesinin yerel bilgileri kullanilarak ayriklastirma islemi gerceklesir. Diger taraftan,
kiiresel ayriklastirma yontemlerinde ise, ayriklastirma isleminde hem yerel bilgiler hem
de disaridan gelen kiiresel bilgiler kullanilir. Biitiin dinamik ayriklagtirma yontemleri
yerel ayriklastirma sinifina girmektedir. Yaygin olarak kullanilan yerel ayriklastirma
yontemlerine MDLP ve ET-1D3 6rnek olarak verilebilir (Garcia ve ark., 2013).
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Parametrik ve parametrik olmayan ayriklastirma yontemleri: Ayriklastirma
isleminin gergeklestirilmesi igin kullanicidan bir veya birden fazla parametre isteyen
ayriklastirma yontemleri parametrik, ayriklastirma isleminin gergeklestirilmesi igin
kullanicidan hi¢bir parametre istemeyen ayriklastirma yontemleri ise parametrik olmayan
yontemler olarak ifade edilir.

Literatiirde EG, EF ve ET-ID3 en sik kullanilan ayriklastirma yontemleri olarak
bilinir. EF ve EG, siirekli verileri ayrik veriye doniistiiriirken sinif bilgisi kullanmayan
denetimsiz ayriklastirma yontemleridir (Hacibeyoglu ve Ibrahim, 2016). ET-IDS3,
O0grenme silirecinin performansini iyilestirmek ve sonuglarin anlasilmasini gelistirmek
icin smif bilgilerini kullanan entropi tabanli denetimli bir ayriklastirma yontemidir
(Zielinski ve Szmuc, 2005). Bu yontemde, sinif bilgisi kullanilarak birden fazla adimda
en iyiye yakin aralik sayisi elde edilebilir (Witten ve ark., 2016). Giiniimiize kadar bir¢ok
ayriklagtirma yontemi gelistirilmistir. Gelistirilen ayriklastirma yontemlerinin hiyerarsik

yapist Sekil 3.2°de verilmistir.
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Sekil 3.2. Ayriklastirma yontemlerinin hiyerarsik yapis1 (Liu ve ark., 2002)

Sekil 3.2°de goriildiigii gibi birlestirmeli ve bélmeli olarak ikiye ayrilmaktadir ve
genel olarak bu iki ayrimlar denetimli ve denetimsiz olarak siniflandirilmistir. Bu tez
calismasinda, denetimsiz ayriklagtirma yontemlerinden EG ve EF yoOntemleri ve

denetimli ayriklastirma yontemlerinden ise ET-ID3 yontemi alt boliimlerde agiklanmustir.
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3.2.1. Esit Genislikte ayriklastirma yontemi

EG ayriklastirma yontemi; denetimsiz, dinamik, kiiresel, boliinmeli, parametrik,
dogrudan ve kolay uygulanabilir bir ayriklastirma yontemidir (Hu ve ark., 2009). Bu
ayriklastirma yonteminde, A dizisindeki elemanlar, kullanici tarafindan belirlenen k
sayisina gore esit elemanli pargalara boliiniir. Bu pargalarin genisligi Denklem 3.1e gore

ve araliklarin sinirlar1 Denklem 3.2°ye gore hesaplanir (Rahman ve Islam, 2016),

Parca genisligi = (Amax — Amin)/k (3.1)

stmrlar = apy, + (i * parca genisligi); buradai =12, ...... Jk—1 (3.2)

Yukaridaki Denklem 3.1°de sirasiyla a4, V& Qmin A dizisindeki en biiyiik ve en
kiigiik degerlerini temsil eder. Esit genislik ayriklagtirma yonteminin algoritmast Sekil
3.3’te detayli olarak verilmistir (Chlebus ve Nguyen, 1998; Hacibeyoglu ve Ibrahim,
2016).

Giris: Dizideki stirekli oznitelik degerleri A = {a,, ay, ..., n_1, @y} ve aralik sayisi
k, k> 0.

Adim 1: A diziyi kiigiikten biiylige sirala daha sonra a,,,, V€ @y, belirle,

Adim 2: Denklem 3.1°e gore araliklarin parga genisligini hesapla,

Adim 3: Parca genisligine gore pargalart olustur,

Adim 4: Denklem 3.2°ye gore araliklarin sinirlarini belirle,

Adim 5: A dizisindeki siirekli degerler araliklara gore ayrik degerlere doniistiirtiliir.
Cikis: Ayrik degerli A dizisi.

Sekil 3.3. Esit genislik ayriklastirma yonteminin algoritmasi

Esit genislik ayriklastirma yontemi bazi avantajlara ve dezavantajlara sahiptir.
Avantaj olarak veriler iizerinde uygulanmasi basit ve kolaydir (Gupta ve ark., 2010).
Fakat diger yandan K sayisinin tam olarak kag olmasi gerektiginin bilinememesi ve aykiri
degerlere son derece hassas olmasi1 dezavantajlaridir (Hacibeyoglu ve ark., 2011).

Esit genislik ayriklastirma yonteminin siirekli verilere uygulanmasi ve uygulama
iizerinde esit genislik ayriklastirma yonteminin dezavantaji Ornek 3.1°de

gosterilmektedir.
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Ornek 3.1:

Giris: Dizideki siirekli 6znitelik degerleri A = {20, 30, 20,10, 80,100, 10, 20, 10} ve
aralik sayis1 k = 3.

Adim 1: Siralama islemi A = {10,10, 10,20, 20, 20,30,80,100}, a;;4r = 100 ve
Amin = 10

Adim 2: Parga genisligi = (Amax — Amin)/k = (100 —10)/3 =30

Adim 3: Parg¢a, = {10,10, 10, 20, 20, 20, 30}, Parga, = {@}, Parca; = {80,100}
Adim 4: Aralik, = [10,40), Aralik, = [40,70), Aralik; = [70,100]

Adm 5: A ={[10,40),[10,40),[10,40),[10,40), [70,100], [70,100],[10,40),
[10,40),[10,40)}

Ornek 3.1°de goriildiigii gibi [40,70) araligina higbir say1 atanmamis, dokuz
degerin yedisi [10,40] araliginda ve dokuz degerin diger ikisi ise [70,100] araligina
atanmaktadir. Boylelikle, EG ayriklastirma yontemi dengesiz ve bos araliklarla
ayriklagtirma islemini sonuglandirmigtir. Bu da EG ayriklagtirma yonteminin aykiri

degerlere duyarli oldugunu gostermektedir.

3.2.2. Esit frekans ayriklagtirma yontemi

EF ayriklastirma yontemi; denetimsiz, dinamik, kiiresel, boliinmeli, parametrik,
dogrudan ve kolay uygulanabilir bir ayriklastirma yéntemidir (Garcia ve ark., 2013). Bu
ayriklagtirma yonteminde, A dizisindeki eleman sayisi kullanici tarafindan belirlenen k
araligina boliiniir ve her bir par¢a yaklagik olarak esit sayida eleman igerir. Bu
ayriklagtirma yontemi, aykiri siirekli degerlerden etkilenmez (Rahman ve Islam, 2016).
Ote yandan, bu ayriklastirma yonteminde en uygun k parca sayisin1 tahmin etmek zordur
ve ayni degeri farkli araliklara yerlestirebilir. Esit frekans ayriklastirma yonteminin
algoritmas1 Sekil 3.4’te gosterilmektedir (Hu ve ark., 2009; Hacibeyoglu ve Ibrahim,
2016).
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Giris: Dizideki siirekli 6znitelik degerleri A = {a4, a,, ..., a,,_1, a,} ve aralik sayisi k,
k> 0.

Adim 1: A diziyi kiigiikten biiylige sirala daha sonra a,,,, V€ ., belirle,

Adim 2: A dizideki eleman sayisini k aralik sayisina bol,

Adim 3: Her par¢ada bulunan eleman sayisina gore parcalari olustur,

Adim 4: Gegerli parcanin maksimum degerinin ve bir sonraki parganin minimum
degerinin ortalama degerini hesaplayarak her bir araligin sinirlarini belirle,

Adim 5: A dizisindeki siirekli degerler araliklara gore ayrik degerlere doniistiirtiliir.
Cikis: Ayrik degerli A dizisi.

Sekil 3.4. Esit frekans ayriklastirma yonteminin algoritmast

Esit frekans ayriklastirma yontemi siirekli veriler iizerinde basit ve kolay bir
sekilde uygulanmaktadir (Gupta ve ark., 2010). Fakat diger yandan k sayisinin tam olarak
ka¢ olmasi gerektiginin bilinememesi ve benzer veya cok yakin degerleri iki farkli
araliklara atmasi1 dezavantajlaridir (Hacibeyoglu ve ark., 2011).

Esit frekans ayriklagtirma yonteminin siirekli verilere uygulanmasi ve uygulama
lizerinde esit frekans ayriklastirma yonteminin  dezavantaji Ornek 3.2°de

gosterilmektedir.

Ornek 3.2:
Giris: Dizideki siirekli 6znitelik degerleri A = {20, 30, 20, 10, 80, 100, 10, 20, 10},
Aralik sayis1 k = 3 ve dizideki eleman sayisin = 9.
Adim 1: siralama islemi A = {10, 10, 10, 20, 20, 20, 30, 80, 100}
Adim 2: Her pargadaki eleman sayist = n/k =9/3 =3
Adim 3: Par¢a; = {10, 10, 10}, Par¢a, = {20, 20, 20}, Par¢a; = {30, 80,100}
Adim 4: Aralik, = [10, (10 + 20)/2) = [10,15)

Aralik, = [15, (20 + 30)/2) = [15,25)

Aralik; = [25,100]
Adm 5: A ={[15,25),[25,100],[15,25), [10,15), [25, 100], [25,100], [10, 15),
[15,25),[10,15)}

Ornek 3.2°de goriildiigii gibi, tiim pargalarin ayn1 sayida elemani vardir. Fakat bu
yontemin en biiyiik dezavantaji, eger her hangi bir parganin bir veya daha fazla degeri
tekrarlanirsa, bu tekrarlanan degerler iki farkli pargaya atanabilir (Dash ve ark., 2011,
Cebeci ve Yildiz, 2017).
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3.2.3. Entropi tabanh ID3 ayriklastirma yontemi

ET-ID3 ayriklastirma yontemi; denetimli, statik, yerel, ayrilmali, artirmali,
parametriktir ve EG ve EF ayriklastirma yontemlerinden daha karmasiktir (Peng ve ark.,
2009). Bu ayriklastirma yonteminde, belirli bir 6lgiitle birden fazla adimda aralik sayisi
elde edilir (Witten ve ark., 2016). Baslangigta, bu ayriklagtirma yontemi, 6zniteligin tim
degerlerini igeren bir aralig1 belirler ve ardindan durma o6lgiitlerine ulasana kadar bu
aralig1 alt pargalara tekrar tekrar boler. Durdurma olgiitleri, kullanici tarafindan belirlenen
aralik sayis1 veya esik degeridir. Algoritma kullanici tarafindan belirlenen aralik sayisina
ulagincaya kadar veya entropi kazanci kullanici tarafindan belirlenen esik degerinin altina
diisene kadar 6zyinelemeli olarak ¢calismaya devam eder. ET-ID3 entropi ve bilgi kazanci
kullanarak ayn1 sinifa karsilik gelen en uygun araligi elde eder (Kohavi ve Sahami, 1996).
Entropi, bilginin belirsizligini ve diizensizligini ifade etmektedir. ET-ID3’te, entropi
Denklem 3.3’e gore hesaplanir (Han ve ark., 2011).

H(S) = = ) Py log,(P) (33)

Denklem 3.3’te S veri kiimesi, n veri kiimesindeki siniflarin sayisidir. P; veri
kiimesindeki i’nci smifinin olasiligidir ve H(S) veri kiimesinin entropisini ifade
etmektedir. Bilgi kazanc ise, kesme noktalarinin verimliligini 6lger ve Denklem 3.4°e

gore hesaplanir.

| rlghtl
N

| leftl

Bilgi kazanct (S,T) = H(S) — S|

H(Sleft) H(Srlght) (34)

T kesme noktasi ve Sier; V€ Srignt, T ye gore S alt kiimesinin sirasiyla sol ve sag
taraf araliklaridir. En yiiksek bilgi kazancina sahip olan kesme noktasi, en iyi kesme
noktasi olarak segilir (Hacibeyoglu ve Ibrahim, 2016). ET-ID3 ayriklastirma yonteminin

algoritmasi Sekil 3.5’te verilmektedir.
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Giris: Dizideki siirekli 6znitelik degerleri A = {a4,a,, ..., a,_1,ay} ve Ozniteligin
siif bilgisi € = {c4, ¢y, ..., Ch—1, C}, durdurma 6lgiitii.
Adim 1: A diziyi kiigiikten biiyiige sirala,
Adim 2: Veri kiimesinin belirsizligini hesapla,
Adim 3: Her kesme noktasi igin,

 Belirsizlik ve bilgi kazanci hesapla,
Adim 4: En yiiksek bilgi kazancina sahip olan kesme noktasina gore araliklar1 belirle,
Adim 5: Adim 3 ve 4 6zyinelemeli olarak agsagida durma oSlgiitlerine ulasana kadar,

» Kullanici tarafindan verilen k sayisina ulasana kadar

» Kullanici tarafindan girilen esik degerine varana kadar
Adim 6: A dizisindeki siirekli degerler araliklara gore ayrik degerlere donustiiriliir.
Cikas: Ayrik degerli A dizisi.

Sekil 3.5. Entropi tabanli ID3 ayriklagtirma yonteminin algoritmast

ET-1D3 ayriklastirma yonteminin avantaji, verideki bilgi kazancina gore yaklasik
olarak en iyi araliklari elde etmesidir. Fakat belirsizligi yiiksek olan veri kiimelerinde ET-
ID3 ayriklagtirma yontemi ¢ok basarili degildir. ET-1D3 ayriklastirma yonteminin zaman
karmasikligr veri kiimesinin biiyiikliigiine baglidir, dolayisiyla ET-ID3 ayriklastirma
yontemi bliylik veri kiimelerinde daha fazla calisma siiresi ile ayriklagtirma islemini
gerceklestirmektedir. ET-ID3 ayriklastirma ydnteminin uygulamasi Ornek 3.3’te

verilmektedir.

Ornek 3.3:
Giris: Dizideki surekli veriler A = {20, 30,20, 10,80,100,10,20,10} ve sinif bilgisi
¢ ={F,F,F,F,T,T,FF,F} durdurma lgiitii k = 2.
Admm 1: Siralama islemi A = {10, 10, 10, 20, 20, 20, 30,80, 100},
Adim 2: A dizisinin belirsizligini hesapla H(S) = 0.7642
Adim 3: kesme noktalar1: 20, 30
e 20 noktasi i¢in bilgi kazanct (S,20) = 0.4582
e 30 noktasi i¢in bilgi kazanct (S,30) = 0.7642
Adim 4: Yiiksek bilgi kazancina sahip olan noktay1 se¢ = 30.
30 noktast i¢in Aralik, = [10,30] ve Aralik, = (30,100]
Adim 5: Durdurma ol¢iiti k = 2
Admm 6: A = {[10,30],[10,30],[10,30],[10, 30],(30,100], (30,1001, (10, 30],[10, 30],
[10,30]}
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Omek 3.3’te ayriklastirma islemi ET-ID3 ayriklastirma yéntemi tarafindan
verilerin sinif bilgilerine gore yapilmistir. Sinif bilgilerine gore yapilan ayriklagtirma
islemi, genelde entropi tabaninda c¢alisan siniflandirma algoritmalarinda daha iyi bir

siniflandirma basaris1 saglamaktadir.

3.3. Smiflandirma ve Simiflandirma Algoritmalari

Veri tabanlar1 kesfedilmemis bilgiler igerir ve bu bilgiler kullanilarak zeki bir
karar verme sistemi olusturmak miimkiindiir (Witten ve ark., 2016). Karar destek
sistemleri genelde siniflandirma ve tahmin algoritmalarina dayanmaktadir. Siniflandirma
ve tahmin; onemli veri siniflarimi tamimlamak, veriden modeller ¢ikarmak veya
gelecekteki veri egilimlerini tahmin etmek i¢in kullanilabilen iki veri analiz bi¢imidir. Bu
tiir analizler, bizim genis kapsamli verileri daha iyi anlamamiza yardimeci olabilir.
Siniflandirma modelleri kategorik etiketleri tahmin etmektedir. Tahmin modelleri ise
siirekli degerli fonksiyonlar: belirtir. Ornegin, banka kredi bagvurularini giivenli veya
riskli olarak smiflandirmak i¢in bir siniflandirma modeli olusturabilir ve olusturulan
siniflandirma modeli yeni bagvurular i¢in giivenli veya riskli olarak kategorik seklinde
bir ¢ikig iiretebilir. Banka miisterilerinin gelirleri ve meslekleri goz Oniinde
bulunduruldugunda, banka miisterilerin giinliikk veya aylik harcamalarini tahmin etmek
i¢in bir tahmin modeli olusturabilir (Witten ve ark., 2016). Arastirmacilar tarafindan
makine 6grenimi, tanima, teshis ve istatistik konularinda kullanilan bir¢ok siniflandirma
ve tahmin algoritmalart gelistirilmistir. Bu algoritmalar veri madenciligi arastirmalarinda
ve biiyiik verilerden desen, anlam ve bilgi ¢ikarmada kullanilmaktadir.

Glinlimiizde siiflandirma algoritmalar1 ¢ok onemli islerde kullanilmaktadirlar.
Ornegin, bir firmanin pazarlama miidiirii, gegmis aligverislerine gore belirli bir profili
olan bir miisterinin yeni bir elektronik cihazi satin alip almayacagini tahmin etmeye
yardimer olmasi igin veri analizine ihtiya¢ duyabilir. Bir tibbi arastirmaci, bir meme
kanser hastasinin almasi gereken ii¢ tedaviden hangisini almas1 gerektigini tahmin etmek
icin meme kanserinin verilerini analiz edebilir. Bu 6rneklerin her birinde, veri analizi
islemi siniflandirma algoritmalari ile yapilmaktadir. Smiflandirma modeli pazarlama
verileri i¢in "evet" veya "hayir" ve meme kanseri i¢in "tedavi A", "tedavi B" veya "tedavi
C" gibi smuf etiketlerini tahmin etmek i¢in insa edilmistir.

Siniflandirma modelinin yaninda sayisal tahmin de bir¢ok alanda kullanilir ve

onemli bir konudur. Ornegin, meme kanseri hastaliginin tedavisinde kullanilacak ilacin
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doz miktar1 sayisal bir veridir ve hastanin daha iyi bir sekilde iyilesmesini saglayabilir.
Siniflandirma algoritmalari kullanilarak kategorik bir smif etiketi tahmin edilebilecegi
gibi sayisal bir degerde tahmin edilebilir. Regresyon analizi, sayisal tahmin i¢in en sik
kullanilan istatistiksel bir metodolojidir. Dolayisiyla iki terim siklikla esanlamli olarak
kullanilir.

Kredi basvurusu igin veri siiflandirma islemi, iki asamadan olusmaktadir. Tlk
asamada, Onceden belirlenmis smif etiketli egitim veri kiimesi kullanilarak egitim
islemini yapacak bir siniflandirma modeli olusturulur. Bu siniflandirma modeli sinif
etiketli veri kiimesinden smif iliskili egitim kiimesini analiz ederek veya dgrenerek bir
Ogrenme veya egitim asamasindan geger. Her egitim Ornegi simif etiketi ile
etiketlendiginden dolay1 bu adim ayni1 zamanda denetimli 6grenme olarak da bilinir.
Kredi bagvurusu icin egitim veri kiimesinden olusturulan siiflandirma modeli asagida

Sekil 3.6’da gosterilmistir.

Sinmiflandirma
Algoritmasi
Il
Kiimesi T
\—__/
Siniflandirma
— — Modeli
Ad Yas Geliri Kredi
Al Froen A Risikd S~
Ekram Ergen Az Riskli
Can Geng Yiiksek Giivenli istatistiksel veya matematiksel
Fatma Geng Az Riskli
Nur Orta Yas Az Giivenli Olasilik veya Kural veya
Al Orta Yag Orta Giivenli agirlik
Seklinde modeller olusturulur

Sekil 3.6. Kredi bagvuru verileri igin siniflandirma modeli olusturma

Sekilde goriilen veri kiimesi V = {I;}%, seklinde gosterilir. Burada I, I,, ... I,
veri kiimesindeki 6rnekleri temsil eder ve her 6rnek I; = {4, C} seklinde temsil edilir.
Burada A = {aj}:,l:l oznitelik kiimesini ve C = {c;}¢_, smif kiimesini temsil eder.

Oznitelikler ve sinif etiketleri ayrik degerli veya siirekli degerli olabilir. Egitim kiimesini
olusturan ornekler egitim Ornekleri olarak bilinir ve bu egitim drnekleri siniflandirma

modelini egitmek i¢in kullanilir.
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Ikinci asamada ise, egitim kiimesi ile olusturulan siniflandirma modeli test veri
kiimesi veya yeni gelen drnek ile test edilmektedir. Kredi bagvurusu i¢in olusturulan

siniflandirma modelinin testi asagida Sekil 3.7’de gosterilmistir.

- Simflandirma
Modeli

Adi Yas Geliri Kredi
Ahmet Geng Az Risikli
Nur Ergen Az Risikli
Fahri Geng Yiiksek Giivenli i .
Al Geng Az Risikli Adu Yas Gelir1 | Kredi
Fatma Orta Yas Az Givenli Ali | Orta yasg Az ?
Yilmaz Orta Yas Orta Giivenli @
Givenli

Sekil 3.7. Kredi bagvuru verileri i¢in siniflandirma modeli

Sekil 3.7 de goriildiigii gibi, egitim verisinden olusturulan model siniflandirma ve
tahmin islemleri i¢in kullanilir. Egitilmis siniflandirma modelinden beklenen egitim
kiimesinde olmayan ve smif degeri belli olmayan Ornekleri yiiksek oranda dogru
siiflandirmasidir. Siniflandirma modelinin basarisini 6lgmek igin egitim kiimesini
kullanacak olursak muhtemelen ¢ok iyi bir basari elde edebiliriz. Ciinkii siniflandirma
modeli olusturulurken bu egitim 6rnekleri iizerinde egitilmistir. Bu nedenle, siniflandirma
modelinin basarisin1 dogru bir sekilde dlgmek i¢in test 6rnekleri ve bu 6rneklerle iliskili
smif etiketlerinden olusan bir test kiimesi kullanilmalidir. Bu test 6rnekleri, genel veri
kiimesinden rasgele secilir ve bu test ornekleri egitim 6rneklerinden bagimsiz olmalidir.
Yani siiflandirma modelinin egitim asamasinda kullanilmazlar. Siiflandirma modelinin
belli bir test kiimesindeki basarisi, siniflandirma modeli tarafindan dogru siniflandirilan
test kiimesi Orneklerinin ylizdesidir (6rnegin, %90). Siniflandirma modeli tarafindan
tahmin edilen test Orneklerinin siniflari, test orneklerin gergek smif etiketleri ile
karsilastirilir.  Siniflandirma modelinin  basarisin1  hesaplamak i¢in kullanilabilecek
yontemler Siniflandirma  Algoritmalarm  Performansini  Degerlendirme  Olgiitleri
boliimiinde agiklanmaktadir.

Sayisal tahmin modeli, smiflandirma modeline benzer ve iki asamadan

olusmaktadir. Fakat bu tahmin modelinde tahmin degerleri kategorik olarak degil sayisal
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tahmin oldugundan dolay: sinif etiketi terminolojisini kaybetmektedir. Ornegin, yukarida
vermis oldugumuz 6rnekte siniflandirma modeli bir miisterinin giivenli olduguna karar
verdigini varsayalim. Tahmin modeli ise bu miisteriye kredi miktar ile ilgili bir tahmini
sayisal deger iiretir. Ayrica smiflandirma ve tahmin kendi modellerini olusturmak igin
kullanilan yontemlerde de farklilik gosterir. Siniflandirmada oldugu gibi, bir tahmini
olusturmak i¢in kullanilan egitim kiimesi tahmin modelinin basarisini degerlendirmek
i¢in kullanilmamalidir. Bunun yerine bagimsiz bir test kiimesi kullanilmalidir. Bir tahmin
modelinin basarisi, tahmin modelinden tahmin edilen deger ile test 6rneginin her biri i¢in
bilinen gercek degeri arasindaki farka dayali bir hata hesaplanarak tahmin edilir.
Ortalama hata, ortalama yiizde hata, ortalama mutlak hata, ortalama kare hata, kok
ortalama kare hata ve ortalama mutlak ylizde hata gibi ¢esitli tahmin hata olciitleri
bulunmaktadir.

Siiflandirma problemlerinde kullanilan siiflandirma veri kiimelerinin 6rnek,
Oznitelik ve sinif etiketlerinin sayilari artik¢a veri analizi islemi de oldukga zorlasir. Buna
ek olarak smiflandirma islemi ses tanima, el yazisi tanima, hastalik teshisi ve belge
smiflandirmast vb. gibi alanlarda kullanilabilir (Han ve ark., 2011). Dolayisiyla,
arastirmacilar tarafindan daha karmasik veriler iizerinde analiz yetenegine sahip olan
kural tabanli (ID3, C4.5, CART, REPPER, vb.), olasilik tabanli (NB, vb.) ve agirlik
tabanli (YSA, Logistic, vb.) gibi smiflandirma algoritmalar1 tasarlanmistir (Berry ve
Linoff, 1997; Wu ve ark., 2008). Tasarlanan makine 6grenmesi kural tabanli ve olasilik
tabanli siniflandirma algoritmalart ayrik ve kategorik veri kiimeleri ilizerinde ¢ok iyi bir
performansa sahip siniflandirma modeli olusturabilir. Ancak gercek diinyadaki
uygulamalarindan elde edilen veriler siirekli veriler oldugundan dolayi kural ve olasilik
tabanli siniflandirma algoritmalarinda iyi bir performansa sahip siniflandirma modelleri
olusturmayabilir. Dolayisiyla uygulamalardan elde edilen siirekli verilerin kural ve
olasilik tabanli siniflandirma algoritmalarina verilmeden 6nce ayriklastirma yontemleri
ile ayriklastirilmalar1 gerekmektedir.

Makine 6grenmesi agirlik tabanli siniflandirma algoritmalarinda ise olusturulan
siniflandirma modelinin basaris1 hem veri kiimesinin hazirlanmasi hem de agirlik tabanlt
simiflandirma algoritmasinda kullanilan agirlik parametrelerine baghidir. Dolayisiyla
agirlik tabanli smiflandirma algoritmasinda iyi bir performans elde etmek igin veri
kiimesinin 1yi bir sekilde hazirlanmas1 ve iyi bir egitim (agirlik gilincelleme)

algoritmasinin se¢ilmesi gerekmektedir.
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Bu boliimiin bir alt boliimlerinde makine 6grenmesinin one ¢ikan ve birgok
siiflandirma modellerinde sik¢a kullanilan kural tabanli, olasilik tabanli ve agirlik

tabanli siniflandirma algoritmalar1 ayrintili olarak anlatilmistir.

3.3.1. Kural tabanh simflandirma algoritmalar:

Kural tabanli siniflandirma algoritmalari, sinif tahmini i¢in egitim 6rneklerinden
olusturulan IF-THEN siniflandirma kurallarini kullanan simiflandirma algoritmalaridir.
Kural tabanli smiflandirma algoritmalar1 tipik olarak asagidaki bilesenlerden olusur

(Clark ve Niblett, 1989):

J Kural Indiiksiyon Algoritmasi: Egitim verilerinden ilgili IF-THEN
siniflandirma kurallarinin ¢ikarilmasi siirecini ifade eder. Kural ¢ikarma
islemi dogrudan sirali ortli algoritmasi (Sequential Covering Algorithms)
veya dolayli olarak veri madenciliginin karar agaci (decision tree) veya
birlestirme kurali madenciligi (Association Rule Mining) gibi veri
madenciligi algoritmalar ile gergeklesebilir.

. Kural Siralamas1 Olgiitleri: Smiflandirma kurallarinin  dogru tahmin
degerini Olgerek bu kurallar1 siralayarak siniflandirma modeline olan
faydasin1 saglamaktadir. Kural siralama Olgiitleri, gereksiz kurallarin
belirlenmesini  saglamak ve kural tabanli siniflandirma modelinin
verimliligini artirmak igin kural indiiksiyon algoritmasinda siklikla

kullanilir.

Kural tabanli siiflandirma algoritmalarinda siniflandirma kurallarinin basit,
dogru ve verimli olmasi siniflandirma modellerinin performansini iyilestirmektedir ve

asagidaki avantajlari saglamaktadir (Yin ve Han, 2003).

. Kurallar bilgi sunumu i¢in ¢ok dogaldir, ¢linkii insanlar siniflandirma
kurallarimi kolayca anlayabilir ve yorumlayabilir.

. Siniflandirma sonuglarin1 agiklamak kolaydir, yeni gelen Ornegin giris
degerlerini siniflandirmak i¢in kurallar tablosundan yeni gelen 6rnek igin

hangi kurallarin kullanildig: belirlenir.
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. Kural tabanli simiflandirma modelleri, alan bilgisine dayanarak alan
uzmanlar1 tarafindan yeni kurallar eklenerek kolayca gelistirilebilir.
Dolayistyla kural tabanli siiflandirma modelleri bir¢ok uzman sistemde
basartyla uygulanmistir.

o Kurallar 6grenilip bir kural veri tabanina depolandiktan sonra, bu kurallar
yeni gelen 6rnekleri hizli bir sekilde siniflandirmak i¢in kullanilir ve ilgili
kurallar verimli bir sekilde bulunabilir.

. Kural tabanli  siiflandirma  algoritmalari, diger smiflandirma
algoritmalariyla rekabetcidir ve cogu durumda diger siniflandirma

algoritmalarindan daha iyi performans sergilerler.

Kisaca kural tabanli siniflandirma algoritmalarinin siniflandirma kurallar: veri
veya bilgiyi cok basit, insanin anlayabilecegi formatta ve etkili bir sekilde temsil edebilir.
Siniflandirma Kkurallary, mantik formunda IF-THEN ifadeleri kullanilarak temsil edilir.

Ornegin, yaygin olarak kullanilan bir kural asagidaki gibi ifade edilebilir:

IF  sart THEN  sonug

Yukaridaki kural analiz edildiginde sart veya sartlar veri kiimesinin
Ozniteliklerinin degerlerini, sonug¢ ise veri kiimesinin smif etiketini belirlemektedir.
Kuralin sart1 saglandigi takdirde, bir sonug elde edilebilir anlamina gelir. Bu sartlar bir
veya birden fazla olabilir. Her hangi bir kuralin sartlar1 birden fazla olursa bu sartlar
mantiksal operatorler ile birbirine baglanir (6rnegin, hava = “giinesli” ve nem = “orta” ve
sicaklik = “orta” sartlar1 saglandiginda tenis oynanabilir, oyun = “Evet”)

Veri kiimesinden kurallar1 otomatik olarak olusturmak i¢in birgok makine
ogrenmesi ve veri madenciligi algoritmalar1 6nerilmistir. Bilgisayar bilimi alaninda, kural
tabanli siniflandirma sistemleri bilgiyi depolamak ve mantik ¢ikarimi yapmak igin etkili
bir yol olarak yaygin bir sekilde kullamilmaktadir. Ozellikle, kurallara dayali
simiflandirma sistemleri, havacilik, ariza teshisi, hastalik teshisi, dolandiricilik teshisi vb.
gibi ¢esitli uzman sistemlerde yaygin olarak uygulanmaktadir (Li ve ark., 2001). AQ,
CN2, REPPER, CART ve C4.5 makine Ogrenmesi kural tabanli siniflandirma
algoritmalarinin tiirleridir. Teshis ve tahmin problemlerinde siklikla ve ¢cok basarili olarak
kullanilan C4.5 karar agaci kural tabanli siniflandirma algoritmasi asagida detayli olarak

anlatilmastir.



32

3.3.1.2. Karar agaclari siniflandirma algoritmasi

1970"erin sonlar1 ve 1980'lerin basinda, makine 06grenmesi konularinda
arastirmaci olan J. Ross Quinlan, ID3 (Iterative Dichotomiser) olarak bilinen bir karar
agaci algoritmasi 6nermistir. Bu algoritma, E. B. Hunt, J. Marin ve P. T. Stone tarafindan
daha 6nceki ¢alismalarda tanimlanan 6grenme sistemlerinin gelistirilmis halidir. Quinlan,
daha sonra, denetimli 6grenme algoritmalari icerisinde sik¢a kullanilacak bir algoritma
olan C4.5 (ID3"in benzeri) algoritmasii sunmustur (Quinlan, 2014). C4.5 karar agact
simiflandirma algoritmasini anlatmadan, asagida oOnce karar agaclarinin yapisini
incelenecektir.

Karar agaci, sinif etiketli egitim kiimelerinden agag yapisi seklinde siniflandirma
kurallar elde eden bir 6grenme algoritmasidir. Karar agaci algoritmalari, aga¢ yapisini
egitim kiimelerindeki Ozniteliklerin belirsizligine gore olusturmaktadir. Olusturmus
oldugu karar agacina gore yeni gelen 6rnegin sinif bilgisini tahmin eder.

Bir karar agaciin yapisi genel olarak diigiimlerden (yapraklardan) ve dallardan
olugmaktadir. Her i¢ diigiim (yaprak diiglimii) siniflandirma kuralinin bagimsiz 6zniteligi
gosterir ve her bir terminal diigiim yani son yaprak bagimsiz 6zniteligin sinif etiketini
gosterir. Genelde karar agaci yapisinda her i¢ diigiim dikdortgenler seklinde ve terminal
diigiim ise yuvarlak seklinde temsil edilir. Agacin en {iistteki diiglimii ise kok digiimii
olarak bilinir. Sekil 3.8’de bir miisterinin bilgisayar1 alip alamayacagi ile ilgili bir karar
agac1 yapisi ornek olarak verilmistir. Her i¢ diiglim bir 6zniteligi temsil eder ve her yaprak

diigiim ise bir siifi temsil eder (ya bilgisayar alir: evet ya da bilgisayar alamaz = hayir).

orta yag

nrt

ergen

Sekil 3.8. Karar agac1 yapisi
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Bir miisterinin bilgisayar satin alip almayacagini temsil eden, tipik bir karar agact
Sekil 3.8’de gosterilmektedir. Bu sekilde dikdortgenlerle temsil edilen i¢ diigiimler
misterinin  Ozniteliklerini ve diiglimlerden ¢ikan dallar ise Ozniteligin degerini
gostermektedir. Yuvarlaklarla temsil edilen terminal diigiimleri ise miisterinin bilgisayar
alip almadigin1 yani Evet veya Hayir bilgisini gostermektedir. Bazi karar agaci
algoritmalarinda her i¢ diiglim sadece tam iki diiglime dallanir, bu tiir karar agaclari ikili
agaclar olarak bilinir.

Karar agaglarinin c¢alisma mantigi, simif etiketi bilinmeyen bir X Ornegi
verildiginde, X drneginin 6znitelik degerleri karar agaci ile karsilastirilir ve son olarak X
orneginin sinifini tahmin etmek i¢in kok diigiimiinden terminal diiglim noktasina kadar
bir yol izlenir. Dolayisiyla karar agacindaki izlenen yol kolayca bir siniflandirma kuralina
dontistiirtilebilir, bir karar agaci bir veya birden fazla siniflandirma kurallar1 igerebilir.
Karar agaci smiflandirma algoritmasinin agag¢ yapisini olusturmak i¢in egitim kiimesi
disinda herhangi bir bilgiye veya parametreye ihtiyag duyulmaz ve bu nedenle veri
kiimelerinde bilgi kesfi i¢cin ¢ok uygundur ve kullanislidir.

Karar agaglar yiiksek boyutlu veri kiimelerini isleyebilir ve elde edilen
siniflandirma kurallarint aga¢ yapisinda gosterilmesi genellikle arastirmacilar tarafindan
kolaylikla anlasilir. Karar agaclarinin 6grenme agamasi ve siiflandirma islemi basit ve
hizlidir. Genel olarak, karar agaci siniflandirma algoritmalarinin siiflandirma basarilar
yiiksektir ve tip, imalat ve iiretim, finansal analiz ve miihendislik alanlar1 gibi bir¢cok
alanda kullanilmaya devam edilmektedir. Ayrica birgok ticari kural ¢ikarimi sisteminin
temelini olusturmaktadir. Bunlarla birlikte, karar agaci siniflandirma algoritmalarinin
performansi egitim veri kiimesine bagli olabilir.

C4.5 simiflandirma algoritmasi, siniflandirma islemi i¢in 6znitelik se¢imi i¢in bilgi
kazancin1 kullanir. Bilgi kazanci, Claude Shannon'un bilgi teorisi iizerinde yaptigi
calismaya dayanmaktadir. Diyelim ki, simf etiketli D egitim kiimesi ve bu egitim
kiimesinin Oznitelikleri olsun, C; = {cy,Cy, ..., Cn} ise Oznitelik degerlerinden olusan
bagimsiz orneklerin sinif etiketleri olsun. D egitim kiimesindeki C; smif etiketine ait
ornekler |C;, D| ile temsil edilmektedir ve sirasiyla D veri kiimesindeki ve C; sinifindaki
ornek sayilart |D| ve |C;, D| ile temsil edilir. D veri kiimesindeki C; sinifina ait tiim
Oznitelikler i¢in bilgi kazanci hesaplanir. En yiiksek bilgi kazancina sahip olan 6znitelik
kok 6zniteligi olarak segilir. Bu 6znitelik, sonug boliimlerindeki gruplar1 siniflandirmak
i¢in gerekli olan bilgiyi en aza indirir. Boyle bir yaklagim belirli bir 6rnegi siniflandirmak

icin gereken test sayisini en aza indirir ve basit bir siniflandirma agacin olusturulmasini
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saglar. D veri kiimesinde bir kiimeyi siniflandirmak i¢in gereken entropi (belirsizlik) H
Denklem 3.5 ile hesaplanmaktadir (Quinlan, 2014).

H(D) = = ) Pilogy(P) (35)
i=1

Burada P;, D veri kiimesindeki C; siif bilgilerine ait olan grup 6rnekleridir,
|C;, D|/D formiilii ile hesaplanir. Bilgiler bitler seklinde kodlandig: i¢in logaritma iki
tabaninda olmaktadir. Entropi (D), sadece D veri kiimesinde bir grubun sinif etiketini
tanimlamak icin gerekli olan ortalama bilgidir. Bu noktada elde edilen bilgiler, her sinifin
orneklerinin oranlarina dayanir. Bu igslemleri basit bir 6rnek iizerinde agiklamak istersek,
10 elemanli bir veri kiimesi i¢in S = {E, E, F,F, E, F, E, F, F, F} once olasiliklar asagidaki
gibi hesaplanir.

4 6
E icin olasilik (Pg) = 0° 0.25 ve F i¢in olasilik (Pr) = 0° 0.75

Bu durumda olasilik = (E olasilik, F olasilik) = (0.25, 0.75) seklinde yazilir ve bu
sonug degerlerine bagli olarak E ve F olasiliklari i¢in toplam belirsizlik entropi asagidaki

gibi elde edilir.

H(S) = —(Pglog,(Pg) + Prlog,(Pr))
= —(0.251og,(0.25) + 0.7510g,(0.75)) = 0.81128

Veri kiimesinde her hangi bir 6zniteligin entropi degeri sifir olmas1 durumunda,
Ozniteligin tiim drneklerinin ayni siifta oldugu anlamina gelir.

Son olarak dallanma i¢in Ozniteliklerin se¢im islemi, Ozniteliklerin bilgi
kazanglarina gore belirlenir. Bilgi kazanci veri kiimesindeki ayirt edici Ozniteligi
belirlemek i¢in kullanilir ve en yiiksek bilgi kazancia sahip olan Oznitelik, en iyi
boliinmeyi saglayacak 6znitelik olarak belirlenir ve bu 6znitelik agacin kokiinde yer alir.
Veri kiimesindeki her 6zniteligin bilgi kazanci Denklem 3.6 ile hesaplanir (Quinlan,
2014).
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n
T;
Bilgi kazanci (T,X) = H(T) — %H(Ti) (3.6)
=1

L

Burada, H(T) veri kiimesini X dzniteligine gore belirsizligini, n veri kiimesindeki
smif bilgilerinin sayisini, T veri kiimesinde 6rnek sayisini, T; ise i’inci smifin 6rnek
kiimesini ve son olarak H(T;) i’inci sinifina ait olan orneklerin belirsizligini temsil

etmektedir. C4.5 karar agact siniflandirma algoritmasmin sézde kodu Sekil 3.9’da

verilmektedir (Han ve ark., 2011).

Giris: D Egitim veri kiimesi.

Adim 1: Sonlandirma 6l¢itiinii kontrol et,

Adim 2: Tiim 6znitelikler i¢in bilgi kazanci 6lgiitli hesapla,

Adim 3: Bilgi kazanci 6lgiitlerine gore en yiiksek bilgi kazancina sahip olan 6zniteligi
se¢,

Adim 4: 3. adimdaki en yiiksek 6zniteligi temel alarak bir karar diiglimii olustur,
Adim 5: 4. adimda yeni olusturulan karar diigiimiinii temel alarak veri kiimesini alt
veri kiimelere bol,

Adim 6: 5. adimdaki tiim alt veri kiimeleri i¢in, bir alt karar diiglimlerini olugturmak
i¢in dzyinelemeli olarak adim 1’e git.

Adim 7: 6. adimda elde edilen agaci 4. adimdaki karar diiglimiine ekle,

Cikis: Agag yapisi.

Sekil 3.9. C4.5 karar agaci simiflandirma algoritmasinin sézde kodu

Sekil 3.9’da anlatilan C4.5 karar agaci siniflandirma algoritmasimin calisma

prensibi Cizelge 3.3’te verilen ornek veri kiimesi iizerinde ayrintili olarak gosterilmistir.

Cizelge 3.3. Ornek veri kiimesi

Ornekler Oznitelikler Sinif

Aq Az Ag Ay C
01 2 1 Hay1r 0 1
02 3 2 Hayir 0 1
03 3 0 Evet 0 1
04 2 0 Evet 1 1
05 1 0 Evet 0 1
06 3 2 Evet 0 1
07 1 2 Evet 1 1
Os 2 2 Hay1r 1 1
09 2 1 Evet 0 1
010 1 1 Hayir 1 0
011 3 0 Evet 1 0
012 1 2 Hay1r 0 0
013 3 2 Hay1r 1 0
014 1 1 Hayir 0 0
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Veri kiimesi A4, 4,, Az, A, Ozniteliklerinden ve C smif bilgisinden olugsmaktadir,
C Ozniteligi i¢in bilgi kazanci agsagidaki gibi hesaplanmaktadir. C; siif degerinin sayisi
= 9 ve C, smif degerinin sayist = 5, bu durumda |C;| = 9 ve |C,| = 5, bu bilgilere gére

C; ve C, smiflarinin olasiliklari ve belirsizligi asagidaki gibi hesaplanir.
Pc, =9/14 = 0.64 ve P;, = 5/14 = 0.36
C smif etiketinin belirsizligi Denklem 3.5’e gore elde edilir.

H(C) = —(P¢, loga(Pc,) + P, log,(Pe,))

= (—0.64 log,(0.64) — 0.3610g,(0.36)) = 0.940

Sinif etiketinin belirsizligi hesaplandiktan sonra veri kiimesindeki her 6znitelik
i¢in sinif bilgilerine gore bilgi kazanglar1 Denklem 3.6’ya gore hesaplanir. En yiiksek
bilgi kazancina sahip olan 6znitelik en iyi boliinmeyi saglayacak nitelik olarak belirlenir
ve agac yapisinin kokiinde yer alir. Asagida veri kiimesinin her bir 6zniteligi i¢in ayr1 ayri

bilgi kazanci hesaplanmaktadir.
Birinci 6znitelik (A;) i¢in bilgi kazanci [A;,| = 5, |4,,| = 4ve|A,,| =5

H(A,,C) = (i * H(Ay,) + =+ H(Ay,) + =+ H(A12)>

5 2 2 3 3 4 4 4 0 0 5
H(Ay €)= 37+ (= logz 5 —5loge ) + 5+ (—3loge 3 —log ) + 57+

3 3 2 2
(~210g, 2~ 210g,2) = 0.694
Bilgi kazanct = H(C) — H(44,C) = 0.940 — 0.694 = 0.246

Ikinci 6znitelik (4,) i¢in bilgi kazanct |4, | = 4, |4,,| =4 ve |4,,| =6

H(45,0) = (5w H(Ay,) + 2w H(Ay,) + 24 H(4y,))



4 3 3 1 1 4 2 2 2 2 6
HAz €)= 55+ (= 5loga 5 —3logo3) + 55 (—Floge s~ Floga )+

4 4 2 2
(~31og, % - 2log, 2) = 0.911
Bilgi kazanct = H(C) — H(A,,C) = 0.029

Ugiincii 6znitelik (A43) igin bilgi kazanci |45, ,| = 7 ve |A3 Hayer| =

7 4

H(A3’ C) = <a * H(A3Evet) + E *H (A3Haytr))
7 6 6 1 1 7 3 3 4 4

H(A3,C) = E * (—;logz;— ;logz ;) + E * (—;logz;—;logz ;) = 0.788
Bilgi kazanct = H(C) — H(A45,C) = 0.151
Dordiincii 6znitelik (A,) icin bilgi kazanci |A40| =8 ve |A4 1| =6

8 6
H(A,C) = (E * H(Ay,) + 7% H(A41))

8

6 6 2 2 6 3 3 3 3
H(AZ,C) = E* (—Elogzg—glogz E) +E* (—EIngg—EIOgZ g) = 0.892

Bilgi kazanct = H(C) — H(A4,C) = 0.048
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Yukarida veri kiimesi ile ilgili yapilan islemler sonucu Aq,A4,, Az ve A,

Oznitelikleri sirasiyla 0.246, 0.029, 0.151 ve 0.048 bilgi kazanglar1 elde etmislerdir. Veri

kiimesinin A; 6zniteligi en yiiksek bilgi kazancina sahip oldugundan dolay1 veri kiimesi

bu 6znitelige gore boliinmektedir ve bu 6znitelik agag¢ yapisinin kdkiinde yer almaktadir.

Karar agacinin ilk asamasi1 Sekil 3.10’da goriilmektedir.

Ay
1 2 3

bl bl

A A3 Ad c A2 A3 Ad c Al A3 A4
o Evel 1] 1 1 Haar O 1 2 Hayir ©
2 Evet 1 1 - E : (1] Evet 0
1 Hayr 1 [} - . : z Evet ©
2 Hayir 0 0 ; = g o Evet 1
1 Hayir © 0 F Hawyir 1

Sekil 3.10. Karar agacinin ilk asamasi

S S e e e
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Karar agacinin i¢ diigiimlerini ve terminal diigiimlerini belirlemek i¢in yukaridaki
bilgi kazanct hesaplamalart veri kiimesinin geriye kalan Ozniteliklerine de
uygulanmaktadir. Uygulama sonucunda kullanilan egitim veri kiimesinden agag
yapisinda siiflandirma kurallar1 elde edilir. Son olarak yeni gelen test 6rnegi bu agacin
yapisina gore Yol izleyerek bir sinifa atanmaktadir. Ornegin son agac yapisi Sekil 3.11°de

verilmigtir.

A
1 ) 3
As 1 Ay
Hayir/ ‘Evet 1/ 0
0 1 0 1

Sekil 3.11. Ornegin agag yapisi

3.3.2. Olasilik tabanh simiflandirma algoritmalar

Olasilik yontemleri oyun gelistirme, bilgi kesfi ve tahmin gibi bir¢ok alanda
kullanilmaktadir. Olasilik tabanli siniflandirma algoritmalarindan beklenen eksik verilere
sahip olan veri kiimelerinden veya kiiclik veri kiimelerden ¢ok daha fazla bilgi
cikarmasidir. Olasilik yontemleri ayrica tip gibi alanlar i¢cin gercekten istenen bir 6zellik
olan hastalik teshislerindeki belirsizligi tahmin etmemize yardimci olmaktadir. Olasilik
yontemleri makine dgrenmesi algoritmalarina uygulandiginda, bu algoritmalarin model
olusturma hizini ve verimliligini artirmaktadir (John ve Langley, 1995).

Olasilik tabanli siniflandirma algoritmalar1 olasilik teorisine dayanmaktadir. NB
smiflandirma algoritmas1 birgok alanda kullanilan olasilik tabanli siniflandirma
algoritmalarindan biri olarak bilinmektedir. NB olasilik tabanli siniflandirma
algoritmasinin kural tabanli ve agirlik tabanli siniflandirma algoritmalarina gore en biiyiik

avantaji, hizli ve iyi bir siniflandirma basarisi ile biiyiik veri kiimelerini analiz etmesidir
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(McCallum ve Nigam, 1998; Rish, 2001). Asagida NB olasilik tabanli siiflandirma

algoritmasi ayrintili olarak agiklanmistir.

3.3.2.1. Naive bayes siniflandirma algoritmasi

NB smniflandirma algoritmasinin ¢alisma prensibine ge¢meden once, NB
siniflandirma algoritmasinda kullanilan terimlerin agiklamasinda fayda vardir. NB
siniflandirma algoritmasi olasilikli siniflandirici kategorisi altinda yer almaktadir ve
istatistiksel siniflandiricilardir. Belirli bir 6rnegin belirli bir sinifa ait olma olasili1 gibi,
smif aitligi olasiliklarini tahmin edebilirler. Olasilikli siniflandiricilar olasilik teorisine
dayanmaktadir, NB simiflandirma algoritmasi olasilikli siniflandiricilarin en basit, hizl
ve basarili algoritmasidir. Arastirmacilar tarafindan yapilan calismalarda performans
acisindan NB smiflandirma algoritmasi karar agaci ve sinir aglar1 gibi siniflandirma
algoritmalar1 ile karsilastirilmistir. Karsilastirma sonucunda, NB siniflandirma
algoritmasi, biiyiikk veri kiimeleri tizerinde uygulandiginda hizli bir sekilde yiiksek
smiflandirma dogrulugu sergilemistir (McCallum ve Nigam, 1998; Rish, 2001). NB
siniflandirma algoritmasi olasilik teorisi ile siniflandirma islemini gergeklestirmektedir.
Bayes teorisi, 18. yilizyilda olasilik ve karar teorisinde ¢alismis olan Thomas Bayes'in
admi tagimaktadir. Bayesian terimlerinde X, bir ifade olarak kabul edilir, bu ifade bir n
nitelik seti lizerinde yapilan 6lgiimlerle agiklanmaktadir. H ise bir hipotezi ifade eder,
yani X veri 6rnegini belirli bir C sinifina ait olmasi gibi. Siiflandirma problemlerinde
sinif etiketi belli olmayan bir 6rnegi smiflandirmak i¢in bu 6rnegin kosullu olasilik
P(H|X) degeri belirlenmelidir. Smifi belli olmayan 6rnegin P(H|X)’i Denklem 3.7 ile
hesaplanir (Wu ve ark., 2008).

P(H|X) = P(X|H) * P(H)/P(X) 3.7)

P(H|X): Hava durumu, nem orani Ve sicaklik degeri giris bilgilerini bildigimiz
igin oyuncunun oyun oynama ihtimalidir (Evet veya Hayir). H’nin art¢il (posterior)
olasilig1 olarak bilinir. P(H): Hava durumu, nem orani ve sicaklik degeri ne olursa olsun
bir oyuncunun oyun oynama ihtimalidir. Yani simif etiketlerinin olasiliklari, H'nin
olasilig1 olarak bilinir. P(X|H): Hava durumu = giinesli, nem orani = orta ve sicaklik
degeri = orta, oyuncunun oyun oynama olasiligidir. Yani girdilerin sinif etiketine gore

olasiligr ve X'nin posterior olasilig1 olarak bilinir. P(X): hava durumu = giinesli, nem
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orani = orta ve sicaklik degeri = orta girdilerin her birinin olasiligidir. Yani girdilerin
olasiliklar1 ve X'in olasilig1 olarak bilinir.

NB smiflandirma algoritmast Kolay uygulanabilir oldugu kadar {stiin
performansiyla da bir¢ok siniflandirma problemlerinde en ¢ok kullanilan siniflandirma
algoritmalarindan biri olarak bilinir. Bu smiflandirma algoritmasinda 6nce egitim veri
kiimesinden her 6zellik degerinin sinif etiketine gore olasiliklart hesaplanir. Daha sonra
bu girislerin C sinifina ait olma olasiliklar1 ¢arpilarak yeni gelen 6rnek bir sinif etiketine
atanir. NB smiflandirma algoritmasimin ¢alisma mekanizmasi asagida D egitim veri
kiimesi iizerinde agiklanabilir. Orneklerden olusan bir egitim veri kiimesi D, egitim
kiimesinde her ornek n boyutlu ozniteliklerden X = (x4, x5, ...,x,) Ve x;, her A
Ozniteliginin degerini temsil etmektedir. Veri kiimesindeki sinif boyutu m ile temsil
edilmektedir ve C = (cq,¢y, ..., cyy) seklinde gosterilir. Yeni gelen X 6rnegi C; sinif
etiketine ait olursa: P(C;|X) > P(Cj|X) heri,j = 1ve i # j. Maksimum posterior
olasthgr P(C;|X) = P(X|C;) = P(C;)/P(X) ile belirlenir. Burada P(C;) = P(C;)/P(C)
ve P(X|C;), C; sinifina ait olan X 6rneginin olasiligidir (Rish, 2001).

C; stnifinda bulunan X;, 6rnek sayist
P(XklC) =

3.8
C; stnifinin 6rnek sayist (38)

Daha sonra Denklem 3.9’a gore yeni gelen X drneginin P(X|C;)’1 yani sinif bilgisi tahmin

edilir.

PIXIC) = | [ POEIC) = PCIC) * PCRIC) = 5 P(XaIC) (39)
k=1

P(X) tim siniflar i¢in sabit olduguna gére P(X|C;) * P(C;) Posterior olasiligimnin
maksimum degeri bulunmalidir. Yeni bir 6rnek X, maksimum P (X|C;) * P(C;) degerine
sahip olan sinifa atanir.

NB smiflandirma algoritmast metin siniflandirma, ses tanima sistemleri, sifre
kontrolii uygulamalari, hastalik teshisi gibi birgok uygulama alanlarinda
kullanilmaktadir. Her siniflandirma algoritmasi gibi NB siniflandirma algoritmasinin da
avantajlar1 ve dezavantajlar1 bulunmaktadir. Hizli1 ve kolay uygulanabilmesi, iiStiin bir

performansa sahip olmasi ve biiyliik veri kiimelerinde iyi smiflandirma basarisi
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gosterebilmesi NB smiflandirma algoritmasinin avantajlaridir. Her bir 6zellige esit deger
verilmesi, sistem dinamik oldugunda her defasinda egitimin tekrardan yapilmasi,
kategorik olasilik degeri sifir ise laplace tahmincisi ile bir eklenerek sifir degeri ortadan
kaldiriliyor olsa bile ve siirekli degerler tizerinde bazi zaman iyi sonug¢ vermemesi NB
simiflandirma algoritmasinin dezavantajidir (John ve Langley, 1995).

Yukarida anlatilan NB smiflandirma algoritmasinin ¢alisma mantig1 agagida basit
bir érnek iizerinde uygulanmistir. Ornegin Cizelge 3.4’te verilen veri kiimesi yedi adet
ornekten ve her 6rnek (A1, A2, A3, A4) dort adet 6znitelik ve bir adet C sinif bilgisinden
olusmaktadir. A1, A2, A3 Oznitelikleri ayrik ve A4 Ozniteligi ise kategorik degerlerden

olugsmaktadir. Sinif bilgisi ise C; ve C, olarak iki adet sinif etiketinden olusmaktadir.

Cizelge 3.4. Ornek veri kiimesi

Ornekler Oznitelikler Siif

Ay Az Az Ay C
b1 1 2 0 Kiigik 1
02 1 3 2 Orta 1
B3 1 2 2 Kiigiik 1
64 0 3 4 Bilyiik 0
05 0 2 3 Orta 0
B 1 3 0 Kiigiik 0
&7 0 1 3 Bilyiik 0

Veri kiimesinde goriilmeyen ve sinif etiketi belli olmayan bir 6rnek geldiginde
NB smiflanirma algoritmasi bu 6rnegin hangi smifa ait oldugunu olasilik teorisini
kullanarak tahmin edebilir.
Ornek olarak, X = (4; = 1,4, = 2,A; = 0,4, = kiigiik,C =?) smuf etiketi belli

olmayan 6rnegin, sinif etiketi asagidaki adimlari ile tahmin edilmektedir.

Adim 1: Her sinif bilgisinin olasilig1 hesaplanir.
P(C) =p(C=1)=3/7 =043
P(C,) =p(C=0)=4/7 =0.57

Adim 2: Tahmin edilecek 6rnegin 6znitelik degerlerinin sinif etiketlerine gore olasiliklari
hesaplanir.

P(A4|C) =P(A; =1|C;, =1)=3/4=0.75

P(A4]C) = P(A4; =1|C, =0)=1/4 =0.25

P(A;|C) = P(A, =2|C;,=1)=2/3=0.66

P(A;|C,) = P(A, =2]|C, =0)=1/3=0.33
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P(A3]C;) = P(A3=0|C;=1)=1/2=0.5

P(A3]1C,) =P(A;=0]|C, =0)=1/2=10.5

P(A4|C;) = P(A, = kiiglik|C; = 1) = 2/3 = 0.66
P(A4]C,) = P(A, = kiiglik|C, =0) =1/3 =0.33

P(X|Cy = 1) = P(A1]Cy) * P(A2|Cy) = P(A3]|Cy) * P(A4]Cy)
P(X|C; =1)=0.75%0.66 * 0.5 * 0.66 = 0.163

P(X|C, = 0) = P(A411C3) = P(A3]Cy) = P(A3]Cy) * P(A41Cy)
P(X|C, =0) =0.25 % 0.33 x 0.25 * 0.33 = 0.006

Admm 3. Son olarak P(H|X) = P(X|H) = P(H) maksimum posterior olasiligi 6rnegin
hangi sinifa ait oldugunu tahmin eder.

P(Ci|1X) = P(X|Cy) * P(Cy)

P(C.X) = P(X|C, = 1) * P(C; = 1) = 0.163 * 0.43 = 0.07

P(C,|1X) = P(X|C, = 0) * P(C, = 0) = 0.006 * 0.57 = 0.003

Birinci sinifin C; posterior olasiligi ikinci sinifin C, Posterior olasiligindan biiyiik
oldugundan dolay1 yeni gelen X 6rnegi NB smiflandirma algoritmasi tarafindan C;

siifina atanmaktadir.
3.3.3. Agirhik tabanh siniflandirma algoritmalari

Agirlik tabanli smiflandirma algoritmalari, aglar ile temsil edilen ve bu aglar
olusturan hiicreleri iligkilendiren baglantilarin {izerinde bulunan agirliklar1 iceren
siniflandirma algoritmalaridir. Agirlik tabanli siniflandirma algoritmalarinin birgogu, ag

ile temsil edildiginden dolay1 genelde bu tiir siniflandirma algoritmalarinin yapilar: Sekil

3.12 gibi olmaktadir (Dreiseitl ve Ohno-Machado, 2002).

Giris 1 ‘
Gil‘i$2 ‘ agirhk 2 > ‘
Giris 3 .

Sekil 3.12. Agirlik tabanli siniflandirma algoritmasinin genel yapisi
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Agirhik tabanli simiflandirma algoritmalarinin  egitilmesi literatiirde de
bahsedildigi gibi zor bir problem olarak goriilmektedir. Bu problem, maksimum
simiflandirma basaris1 veya minimum tahmin hatalarini elde etmek igin agirlik tabanli
siniflandirma algoritmalarinin yapisal parametrelerini yani agirliklarini en uygun
degerlere gilincellemektir. Aslinda 6grenme, her tiirlii makine 6grenmesi siniflandirma
algoritmalarinin basarisin1 etkileyen 6nemli bir siiregtir. Bu problemin yiiksek
boyutsallig1 ve verilen egitim veri kiimesine gore degisen arama alani nedeniyle, agirlik
tabanli siniflandirma algoritmalarinda 6grenme gelistirme problemi zor bir gorev olarak
kabul edilmektedir (Mirjalili ve ark., 2015). Agirlik tabanli siniflandirma algoritmalarinin
egitimi ag yapisinin lizerinde bulunan agirliklarin degerleri ile ilgilidir. Ag yapisi
tizerinde bulunan agirliklarin en uygun degerlerini elde etmek igin arastirmacilar
tarafindan bircok 6grenme algoritmalar1 gelistirilmistir. Birgok tahmin ve smiflandirma
problemlerinde basarili bir sekilde kullanilan YSA siniflandirma algoritmasi ve egitim
islemi i¢in kullanilan geriye yayilim 6grenme algoritmasi asagidaki boliimlerde ayrintili

olarak ac¢iklanmuistir.

3.3.3.1. Yapay sinir aglar

YSA smiflandirma algoritmasi, insan beyninden esinlenerek ortaya ¢ikan bir
makine 6grenmesi smiflandirma algoritmasi olarak bilinir. Baska bir deyisle, YSA
smiflandirma algoritmasi biyolojik sinir aglarinin yapisini ve islevselligini taklit etmeye
calisan matematiksel bir modeldir. YSA siniflandirma algoritmasi tizerindeki ¢aligmalar
ilk olarak beyni olusturan biyolojik iiniteler olan néronlarin modellenmesi ve daha sonra
bilgisayar sistemlerinde uygulanmast ile baglamistir. Bilgisayar sistemlerinin gelisimi ile
paralel olarak YSA siniflandirma algoritmasi havacilik, tip, robotik, finans ve
mithendislik gibi bircok alanda kullanilir hale gelmistir. YSA simiflandirma
algoritmasinin temel yapisi, basit bir matematik fonksiyonu olan yapay noéron ve bu
noronlart birbirleri ile iligkilendiren aglardan olusmaktadir (Gardner ve Dorling, 1998).
Genel olarak YSA smiflandirma modeli ¢arpma, toplama ve aktivasyon fonksiyonlari
gibi ti¢ basit islem kiimesine sahiptir. Carpma fonksiyonu, her girdi degerinin bireysel
agirhigr ile carpilmasi anlamina gelir, yapay ndéronun orta boliimiinde tiim agirlikli
girdileri ve biaslar1 toplayan toplama fonksiyon bulunur. Yapay néronun ¢ikisinda ise,
daha 6nce agirlikl girdilerin ve biaslarin toplami, aktivasyon fonksiyonundan gegerek bir

cikis tiretmektedir, aktivasyon fonksiyonlari ayn1 zamanda transfer fonksiyonu olarak da
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adlandirilabilir. Basit bir YSA siiflandirma algoritmasinin ¢aligma modeli Sekil 3.13°te
verilmistir (Hippert ve ark., 2001).

Wh

ar— ,
W2 Zj = Z Wik k -I-bj
a: —j\\ k=0 o *_;____ a = f(Zj)

M
\

a |

W | b
Girdiler | Agiwrhklar Toplama Fonk. Altivasyon Fonk. Cikis

Sekil 3.13. Basit bir YSA simiflandirma algoritmasinin ¢alisma modeli

Yukaridaki Sekil 3.13 incelendiginde, a degerleri agin girdi degerleri olarak
bilinir ve bu degerler yapay sinir hiicrelerine dis diinyadan veya bir 6nceki hiicreden
gelmektedir. Bu girdilerin her biri kendi agirligi ile carpilarak bir sonraki boliime
gonderilir. Hiicrelerin baglantilari tizerinde bulunan agirliklar girdilerin tirettigi ¢cikislarin
tizerinde olan etkisini ayarlayabilmektir. Agda bulunan agirlik degerleri negatif, pozitif
veya sifir olabilir. Fakat bir girdinin agirlig: sifir olursa, o girdinin ¢ikt1 izerinde bir etkisi
kalmamaktadir. Daha sonra toplanmak iizere gelen agirlikli girdiler bir toplama
fonksiyonu iglemi sonucu, hiicrenin net girdisini hesaplamaktadir (Haykin ve ark., 2009).
Bu giine kadar, belli girdiler i¢in sabit veya uygun bir toplama fonksiyonu belirleme
yontemi gelistirilmemistir, genelde deneme yanilma yoluyla toplama fonksiyonlar
belirlenmektedir. Asagida toplama fonksiyonlar tiirleri verilmistir (Jain ve ark., 1996).

Toplam: Hiicreye gelen girdilerin degerleri kendi agirliklari ile garpilir daha sonra
bu agirlikli girdiler birbirleri ile toplanarak net girdi degeri hesaplanir, toplam

fonksiyonun denklemi Denklem 3.10’da verilmektedir.

m
Net girdi degeri = Z I; « W; (3.10)

=1
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Carpim: Hiicreye gelen girdilerin degerleri kendi agirliklari ile ¢arpilir daha sonra
bu agirlikli girdiler birbirleri ile c¢arpilarak net girdi degeri hesaplanir, g¢arpim

fonksiyonun denklemi Denklem 3.11°de verilmektedir.

m
Net girdi degeri = l—[li * W, (3.11)

=1

Maksimum: Hiicreye gelen girdilerin degerleri kendi agirliklar: ile ¢arpildiktan
sonra agirlikli girdilerin degerlerinden en biiyiikk deger net girdi degerini temsil

etmektedir. Maksimum fonksiyonun denklemi Denklem 3.12°de verilmektedir.
Net girdi degeri = Max(I; * W;) (3.12)

Minimum: Hiicreye gelen girdilerin degerleri kendi agirliklari ile garpildiktan
sonra agirlikli girdilerin degerlerinden en kiicilk deger net girdi degerini temsil

etmektedir. Minimum fonksiyonun denklemi Denklem 3.13’te verilmektedir.
Net girdi degeri = Min(I; x W;) (3.13)

Cogunluk: Hiicreye gelen girdilerin degerleri kendi agirliklar ile carpildiktan
sonra agirlikli girdilerin negatif ile pozitif degerlerinin sayilar1 hesaplanir ve en biiyiik
degere sahip olanlar toplanarak net girdi degeri belirlenir. Cogunluk fonksiyonun

denklemi Denklem 3.14’te verilmektedir.

m
Net girdi degeri = Z sgin(l; * W;) (3.14)

i=1

Her hiicrenin toplam fonksiyonuna gore net girdisi hesaplandiktan sonra, hiicreye
gelen net girdi degerine bir aktivasyon fonksiyonu uygulanir ve bir ¢ikti iretilir.
Aktivasyon fonksiyonlar1 transfer fonksiyonu olarak da bilinir. Ayrica, giris katmani
haricinde diger katmanlarin hiicrelerinde kullanilir. YSA siniflandirma algoritmasinin
egitim asamasinda, sezgisel 6grenme algoritmalar1 aktivasyon fonksiyonunun tiirevini

alarak agirlik giincelleme islemini gergeklestirmektedir. Dolayisiyla YSA siniflandirma
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katmanlarinda tiirevi kolay hesaplanabilir aktivasyon fonksiyonlarmin secilmesi YSA
siiflandirma algoritmasinin egitim asamasini hizlandirir. Sinir aginin ¢ikisini evet veya
hayir gibi belirlemek i¢in kullanilir, Elde edilen degerleri O ila 1 veya -1 ila 1 arasinda
isleve bagli olarak eslestirir. Aktivasyon fonksiyonlar1 temel olarak dogrusal ve dogrusal
olmayan aktivasyon fonksiyonlari olarak iki tiire ayrilabilir. Asagida aktivasyon
fonksiyonlarmin tiirleri agiklanmigtir (Hashem, 1992; Debes ve ark., 2005; Karlik ve
Olgac, 2011).

Adim aktivasyon fonksiyonu, esik temelli bir aktivasyon fonksiyonudur.
Toplama fonksiyonundan elde edilen net deger belirli bir esik degerin lizerindeyse, aktif
oldugunu beyan eder, eger belirli bir esik degerin altindaysa aktif olmadigini beyan
etmektedir. Adim aktivasyon fonksiyonu ikili ¢ikt1 siniflandirma problemleri igin ideal
bir aktivasyon fonksiyonu olabilir, fakat ¢ok ciktili siniflandirma problemlerinde adim
fonksiyonu yerine sofmax gibi fonksiyonlardan yardim alinarak hiicre ¢ikislar1 elde edilir.
Adim aktivasyon fonksiyonunun denklemi Denklem 3.15’te ve sekli Sekil 3.14’te

verilmistir.

1 Eger Net degeri > Esik deger (3.15)

F(Net) = {0 Eger Net degeri < Esik deger

fan(net — @)

net — 0

Sekil 3.14. Adim aktivasyon fonksiyonu

Dogrusal aktivasyon fonksiyonu, dogrusal problemlerin ¢oziimiinde kullanilan
aktivasyon fonksiyonudur. Toplama fonksiyonundan elde edilen deger, belli bir sabit say1
ile ¢arpilarak hiicrenin ¢iktisini belirler. Dogrusal fonksiyonunun denklemi Denklem
3.16°da ve sekli Sekil 3.15°te verilmistir.
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F(Net) = Sabit deger = Net (3.16)

fan(net —0)
L

net — 0

Sekil 3.15. Dogrusal aktivasyon fonksiyonu

Dogrusal aktivasyon fonksiyonunun tiirevi sabit bir deger oldugundan dolay1 X
hiicresinin agirlik giincellemesinde bir etkisi olmayabilir. Clinkii tahminde bir hata varsa,
geri yayilim tarafindan yapilan degisiklikler sabittir ve delta girisindeki degisime bagli
degildir. Eger YSA siniflandirma algoritmasi birden fazla katmandan olusuyorsa ve bu
katmanlar dogrusal fonksiyonu kullaniyorsa, bu aktivasyon fonksiyonu ¢ikisi sirayla bir
sonraki katmana aktarilir, ikinci katman o girdi iizerindeki agirlikli toplami hesaplar ve
bir dogrusal aktivasyon fonksiyonundan gecerek baska katmana aktarilir. YSA
simiflandirma algoritmas1 ne kadar katmana sahip olursa olsun, eger bu katmanlar
dogrusal fonksiyonu kullaniyorsa, son katmanin son aktivasyon fonksiyonu sadece
birinci katmanin girisinin dogrusal bir fonksiyonundan bagka bir sey degildir.

Sigmoid aktivasyon fonksiyonu, kombinasyonlart dogrusal olmayan bir
aktivasyon fonksiyonudur. Sigmoid aktivasyon fonksiyonu tiirevi alinabilir bir fonksiyon
oldugundan dolay1 geriye yayilim algoritmasinda sik¢a kullanilan aktivasyon
fonksiyonlarindan biri olarak bilinir. Sigmoid aktivasyon fonksiyonunun girdi degeri ne
olursa olsun, bu girdi degeri i¢in 0 ile 1 arasinda bir deger tiretmektedir.

Sigmoid aktivasyon fonksiyonu adim aktivasyon fonksiyonundan farkli olarak
analog bir ¢ikis vermektedir. Sigmoid aktivasyon fonksiyonunda, X degerleri -2 ila 2
arasinda oldugundan Y degerleri ¢ok diktir. Bu degisim ise, o bolgedeki X degerlerinde
yapilan kiiciik degisikliklerin Y degerlerinin 6nemli 6l¢iide degismesine neden olacagi
anlamina gelmektedir. Sigmoid aktivasyon fonksiyonunun denklemi Denklem 3.17°de ve

sekli Sekil 3.16°da verilmistir.
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F(Net) = - (3.17)

fan(net —0)
1

_/—/—/9_0

net —

Sekil 3.16. Sigmoid aktivasyon fonksiyonu

Tanjant hiperbolik aktivasyon fonksiyonu, sigmoid aktivasyon fonksiyonu gibi
dogrusal olmayan bir aktivasyon fonksiyonudur. YSA simiflandirma algoritmalarinda
sikca kullanilan bir aktivasyon fonksiyonu olarak bilinir. Fakat tanjant hiperbolik
aktivasyon fonksiyonuna hangi aralikta bir net degeri gelirse gelsin tanjant aktivasyon
fonksiyonu -1 ile 1 arasinda bir ¢ikis degeri tretir. Tanjant hiperbolik aktivasyon

fonksiyonunun denklemi Denklem 3.18’de ve sekli Sekil 3.17°de verilmistir.

F(Net) = (3.18)

1 + e—2Net -1

fan(net — 6)

net — @

Sekil 3.17. Tanjant hiperbolik aktivasyon fonksiyonu
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Tanjant hiperbolik aktivasyon fonksiyonunda, araliklar -1 ile 1 arasinda
oldugundan dolay1 aktivasyonlarin kayma endisesi ortadan kaldirilmis olur. Tanjant
hiperbolik aktivasyon fonksiyonunun egimi sigmoid aktivasyon fonksiyonuna gore daha
giiclidiir. Sigmoid aktivasyon fonksiyonunda oldugu gibi tanjant hiperbolik aktivasyon
fonksiyonunda da egilim kayiplar1 yasanabilir. Ayrica, tanjant hiperbolik aktivasyon
fonksiyonu cok popiiler ve yaygin olarak kullanilan bir aktivasyon fonksiyonudur.

Son olarak, YSA siniflandirma algoritmasindaki bir hiicre yukaridaki aktivasyon
fonksiyonlarindan birini kullanarak bir ¢ikis elde etmektedir. Tek yapay noéron
kullanilmasi gergek yasam problemlerini nerdeyse ¢6zemez, fakat cok daha fazla yapay
ndronu birlestirirken yapay bir sinir ag1 elde edilebilir. YSA siniflandirma algoritmast,
temel yapi taglarindaki bilgisini dogrusal olmayan bir sekilde isleyerek karmasik gercek
yasam problemlerini ¢6zebilir. Bireysel yapay noronlarin birbirine bagli olmalarina YSA
siiflandirma algoritmasinin topolojisi, mimarisi veya yapist denir. YSA siniflandirma
algoritmas1 genelde topolojisine gore ¢ok-katmanli ileri Beslemeli YSA ve ¢ok-katmanli
geriye beslemeli YSA olarak iki kategoriye ayrilir. Asagida ¢ok-katmanli ileri beslemeli
YSA ve ¢ok-katmanli geriye beslemeli YSA smiflandirma algoritmasiin topolojileri
sirasiyla Sekil 3.18 ve Sekil 3.19°da verilmektedir.

)

)

Giris vektori
Cikis

Sekil 3.18. Cok-katmanl ileri beslemeli YSA (Yegnanarayana, 2009)

Girig katman1 | Gizli katman | C1kis katmant
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Cikis

( Girig vektoril )
.

Sekil 3.19. Cok-katmanl geriye beslemeli YSA ('Yegnanarayana, 2009)

Girig katmant | Gizli katmam | Cikis katmani;

YSA’y1 katmanlara ayirmanin en biiyiik avantajlart, YSA’nin daha kolay bir
sekilde anlasilabilmesi, kullanilabilmesi ve matematiksel olarak tanimlanmasidir.
Bundan dolay1 bir¢ok dogrusal olamayan problemlerin ¢6ziimiinde ¢ok-katmanli ileri
Y SA kullanilmaktadir. Sekil 3.18’de gosterilen ¢ok-katmanli ileri beslemeli YSA, gesitli
bicimlerde birbirine baglanmis yapay sinir hiicrelerini icerir ve genellikle katmanlar
halinde tasarlanir. Donanimsal olarak elektronik devrelerde veya bilgisayarlarda yazilim
olarak kolay bir sekilde uygulanabilir. Beyin bilgi iglem metoduna uygun olarak, ¢ok-
katmanli ileri beslemeli YSA bir 6grenme siirecinden sonra bilgiyi saklama ve
genellestirme yetenegine sahiptir. Bazi1 basarili aglar tek bir katmanla olusturulabilir,
fakat tek bir katmandan olusan bir ag sadece dogrusal fonksiyonlarinin ¢dziimiinde
kullanilir (Hertz ve ark., 1991). Ancak dogrusal olmayan ger¢ek diinya problemlerinin
uygulamasinda en az ii¢ katmanli aglar gereklidir. Yukarida Sekil 3.18”de goriildigi gibi
bu katmanlar giris katmani, gizli katman ve ¢ikis katmani olarak bilinir.

Cok-katmanl ileri beslemeli YSA, giris ve ¢ikis katmanlari arasinda yer alan gizli
katmanlar ile tek katmanli sistemlerin tutarsizligini ortadan kaldirmaktadir (llonen ve
ark., 2003). Cok-katmanli ileri beslemeli YSA yapisinda, giris katmanindaki néronlar dis
diinyadan veya bir sistemden girdi almak i¢in kullanilirken, ¢ikis katmanindaki néronlar
ciktilar1 tasimak i¢in ve gizli katmanlardaki tiim ndronlar sistem egitimine yardimci
olmak i¢in kullanilir. Temel olarak, cok-katmanli ileri beslemeli YSA’nin agirlikli yapisi
Sekil 3.20°de gosterilmistir.
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Wl.l

Hj

Sekil 3.20. Cok-katmanli ileri beslemeli YSA’nin agirlikli yapist

Sekil 3.20’ye baktigimizda, I;,1,,15, ..., I; giris katmanindaki girdi ndronlari,
Hi, H,, H, ..., H;j gizli katmandaki gizli noronlarn ve 04,0,,0;3, ..., O, c¢ikis
katmanindaki noronlar1 temsil etmektedir. Wy, Wy, Wygs, ..., Wy ; agirliklar olarak
tanimlanir ve bir noron tarafindan alinan bilgilerin etkisini gosterir. Cok-katmanli ileri
beslemeli YSA’lardan elde edilen ¢ikisi hesaplamak igin ilk olarak, toplama islevi
fonksiyonu (NET) bir sinir hiicresine gelen net bilgiyi hesaplar. Bir problem i¢in en uygun
toplama fonksiyonu belirlenirken gelistirilmis bir yontem yoktur. Bu net degerini bulmak
i¢cin toplama, ¢arpma, maksimum, minimum ve ¢ogunluk gibi toplam fonksiyonlar
kullanilabilir. Bu tez ¢aligmasinda, aga uygun olarak her katmanda toplam fonksiyonu
toplama fonksiyonu ve sigmoid fonksiyonu aktivasyon fonksiyonu olarak kullanilmistir.

Bir problem i¢in YSA’mizin topolojisini se¢ip olusturdugumuzda, problemin ilk
asamasini ¢ozmils olmaktayiz. Bir sonraki asama ise secilen YSA topolojisi biyolojik
sinir aglar1 gibi, ortamdan verilen girdilere verilen tepkilerini 6grenmelidir. YSA nin
dogru cevabr 6grenmesi, denetimli ve denetimsiz 6grenme yoluyla elde edilebilir.
Ogrenme asamasinda hangi 6grenme yontemini kullanirsak kullanalim, 6grenme
yontemlerinin gorevi, segilen maliyet fonksiyonunu en aza indirmesi igin ag yapisinda

bulunan agirlik degerlerini 6grenme verisine gore ayarlamaktir. Cok-katmanli ileri
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beslemeli YSA’da, ii¢ ana Ogrenme yoOntemi bulunmaktadir; denetimli 6grenme
(supervised learning), denetimsiz 6grenme (unsupervised learning) ve takviyeli 6grenme
(reinforcement learning) (Haykin ve ark., 2009). Bu 6grenme sekilleri, herhangi bir ¢cok-
katmanli ileri beslemeli YSA topoloji tiirii tarafindan kullanilabilirler. Her 6grenme
seklinde birgok egitim algoritmasi vardir. Cok-katmanli ileri beslemeli YSA yapilarinda
en sik kullanilan denetimli 6grenme algoritmalaridir.

Denetimli 6grenme, ¢ok-katmanli ileri beslemeli YSA’ya verilen egitim setine
gore, ag yapisindaki bulunan agirlik parametrelerini ayarlayan bir makine dgrenmesi
teknigidir. Genel olarak egitim verileri, veri faktorlerinde temsil edilen girdiler ve istenen
cikti degerlerinden olusmaktadir. Cok-katmanli ileri beslemeli YSA’da 6grenmenin
gorevi, ¢ikt1 degerine gore gecerli herhangi bir giris degeri icin agirlik parametrelerinin
degerini ayarlamaktir. Verilen bir denetimli 6grenme problemini ¢ézmek i¢in cesitli
adimlar géz éniinde bulundurulmalidir (Borgersen ve Karlsson, 2008). ilk adimda, veri
kiimesinin tiiriinii belirlemekteyiz. ikinci adimda, verilen bir problemi tatmin edici
sekilde tamimlayan bir egitim veri kiimesi toplamamiz gerekmektedir. Ugiincii adimda,
secilmis bir ¢ok-katmanli ileri beslemeli YSA’ya gore anlasilabilir formda toplanan
egitim verilerini tanimlamamiz gerekmektedir. Dordiincii adimda ise, ¢ok-katmanli ileri
beslemeli YSA’nin 6grenmesi ve oOgrendikten sonra Ogrenilen c¢ok-katmanli ileri
beslemeli YSA’nin performansini test veri kiimesi ile test etmekteyiz. Test veri kiimesi,
cok-katmanli ileri beslemeli YSA’min O6grenme asamasinda kullanilmayan veri
orneklerinden olusmaktadir (Borgersen ve Karlsson, 2008). Genel olarak ¢ok-katmanli
ileri beslemeli bir YSA’nin denetimli 6grenme modeli Sekil 3.21°de verilmektedir.

Cok-katmanli ileri beslemeli YSA modelinin egitim asamasi

Denetimli 6grenme
Hatayi hesapla
Cok-katmanl ileri
beslemeli YSA
B Hayir
minimize edildi Agirhklan giincelle

Evet

Cok-katmanli ileri beslemeli YSA modelinin test asamasi

Sekil 3.21. Cok-katmanli ileri beslemeli YSA’da denetimli 6grenme modeli
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Sekil 3.21°de olan Cok-katmanli ileri beslemeli YSA’da denetimli 6grenme
seklinin adimlar1 su sekilde Ozetlenebilir: “hatayr hesapla” kismi, gok-katmanli ileri
beslemeli YSA modelinin ¢iktisinin gergek ¢ikti ile ne kadar farkli oldugunu hesaplar.
Minimum hata, hatanin minimize edilip edilmedigi kontrol edilir. Agirliklar1 giincelle;
hata ¢ok biiyiikse, ¢ok-katmanli ileri beslemeli YSA modelinde bulunan agirliklar
giinceller. Bundan sonra hata tekrar kontrol edilir. Hata minimum hale gelinceye kadar
denetimli 6grenme islemi tekrarlanir. Cok-katmanli ileri beslemeli YSA modelinin
O0grenme asamasi gercgeklestirildikten sonra yani hata minimum hale geldiginde, ¢ok-
katmanli ileri beslemeli YSA modeli test veri kiimesi ile test edilmektedir.

Cok-katmanli ileri beslemeli YSA’da hatanin minimum olmas1 gelistirilen
smiflandirma modelin iyi bir sekilde O6grendigini ifade etmektedir (Baba, 1989).
Aragtirmacilar tarafindan hatalarin ortalamasi (Mean Error ME), hatalarin yiizde
ortalamasi (Mean Percentage Error MPE), hatalarin mutlak ortalamasi (Mean Absolute
Error MAE), hatalarin kare ortalamasi (Mean Squared Error MSE), hatalarin kare
ortalamasinin karekokii (Root Mean Square Error RMSE), hatalarin mutlak ortalama
yiizdesi (Mean Absolute Percentage Error MAPE) ve hatalarin karesinin toplami: (Sum of
Squared Error SSE) gibi bir¢ok hata hesapla fonksiyonlari 6nerilmistir. MAE, MSE,
RMSE ve SSE ¢ok-katmanli ileri beslemeli YSA modellerinde sik kullanilan hata
hesaplama fonksiyonlaridir ve formiilleri sirasiyla Denklem 3.19, 3.20, 3.21 ve 3.22°de
gosterilmektedir (Yao, 1999).

n
1
MAE = £2|0x _ T (3.19)
x=1
n
MSE = 1Z(o —T)?
==> (0., (3.20)
x=1
1 n
RMSE = ;Z(Ox T2 (3.21)
x=1
n
SSE = Z(Ox —T,)? (3.22)

x=1
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Bu hata hesaplama denklemlerinde n, veri kiimesindeki 6rnek sayisini temsil
etmektedir. O,, cok-katmanli ileri beslemeli YSA modelinden x 6rnegi i¢in elde edilen
ciktiy1 ve Ty ise x Orneginin veri kiimesindeki gergek ¢ikis degerini temsil etmektedir.
Genel olarak, tiim hata hesaplama fonksiyonlar tasarlanan agin ¢ikisi ile 6rnegin gergek
cikis arasindaki farki hesaplamaktir ve bu fark degerine gore 6grenme algoritmasi agin
agirliklarim1 giincellemektedir. Yukarida bahsi gegen 0grenme algoritmalar1 arasinda
genelde c¢ok-katmanli ileri beslemeli YSA’lar igin geriye Yyayilim algoritmasi
kullanilmaktadir.

Geriye yayilim algoritmasi, kolaylikla kullanilabilmesinden dolay ag egitiminde
tercih edilen en popiiler algoritmalardan biridir (Basheer ve Hajmeer, 2000). Bu
algoritmanin geriye yayilim ismini almasinin sebebi hatalar1 geriye dogru diger bir
deyisle c¢ikistan girise dogru azaltmaya calismasidir. Ayni zamanda, hata hesaplama
fonksiyonlarmin tiirevini alarak agin parametrelerini gilincellemesinden dolay1 tiirev
tabanli 6grenme algoritmasi olarak da bilinmektedir. Geriye yayilim 6grenme algoritmasi
tasarlanan ag modelinin mevcut ¢ikis hatasina gore katmanlar arasinda bulunan agirliklari
yeniden hesaplamak icin kullanilir. Geriye yayilim 6grenme algoritmasini kullanan ag
modeli, geriye yayilimli ag modeli olarak bilinmektedir. Geriye yayilimli ag modelleri
giris katmani, gizli katman ve ¢ikis katmani olmak {iizere {i¢ katmandan olugmaktadir.
Problemin ¢oziim planina gore olusturulan agda gizli katman sayisi1 ve gizli katmanda
bulunan noronlarin sayilari artirilabilir. Geriye yayilim O6grenme algoritmasi, ¢ok-
katmanli ileri beslemeli YSA’nin yapisinda bulunan agirliklarin en uygun agirlik
degerlerini bulmay1 hedeflemektedir. Bir geriye yayilimli ¢ok-katmanli ileri beslemeli

YSA’da 6grenme agamasi genel olarak dort adimdan olugsmaktadir (Kriesel, 2007).

1. [lleriye beslemeli hesaplama islemi,

2. Cikis katmani i¢in gradyan hesaplama islemi,
3. Gizli katman i¢in gradyan hesaplama iglemi,
4

. Agda bulunan agirliklarin giincellenmesi.

Agda gradyan hesaplamalar1 sagdan sola olmak zorundadir. Fakat agirliklarin
giincellenmesi ic¢in her hangi bir yon zorunlulugu yoktur. Yukarida siralanmis olan
adimlar ya belirli bir iterasyon sayisina kadar ya da agin hata orani belirli bir hata oranina
esit veya altina diisene kadar devam etmektedir. Yukaridaki geriye yayilim 6grenme

adimlarini sigmoid aktivasyon fonksiyonuna gore isledigimizde (Gershenson, 2003),
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Birinci adimda, ¢ok-katmanli ileri beslemeli YSA’da bulunan noronlarin ¢ikislari
ileriye beslemeli topolojisine gore elde edilir. Ayn1 zamanda her noronda aktivasyon
fonksiyonun tiirevi alinarak kayit edilir.

Ikinci adimda, cok-katmanli ileri beslemeli YSA’nin ¢ikis katmaninda bulunan
noronlarin gradyan hatalar1 hesaplanir. Gradyan denklemleri aktivasyon fonksiyonlarin
tirevine gore elde edilmektedir. Denklem 3.23’te sigmoid aktivasyon fonksiyonun

gradyan denklemi verilmistir.

Oy = 0x(1 = 0,)(0x — Ty) (3.23)

Ucgiincii adimda, ¢ok-katmanli ileri beslemeli YSA nin gizli katmaninda bulunan
noronlarin gradyan hatalar1 hesaplanir. Denklem 3.24’te gizli katman i¢in sigmoid

aktivasyon fonksiyonun gradyan denklemi verilmistir.

n
6; = OHj(l - OHJ) Z O * Wiy (3.24)

x=1

Dordiincti adimda ise, c¢ok-katmanli ileri beslemeli YSA’da bulunan tim
agirliklarin  giincellemesi islemi gergeklesir. Cok-katmanli ileri beslemeli YSA’da

bulunan tiim agirliklar Denklem 3.25 ve 3.26’ya gore giincellenir.

AW = —n6t0t "t + a (3.25)

Wyeni = AW + Wegy; (3.26)

Adimlar sonucu, belirli bir esik hata degerine veya iterasyon sayisina ulasana
kadar, ¢ok-katmanli ileri beslemeli YSA’da elde edilen yeni agirlik degerlerine goére
adimlar tekrar bastan sona dogru yapilmaktadir. Cok-katmanli ileri beslemeli YSA
simiflandirma algoritmasinda, geriye yayilim 6grenme algoritmast siklikla kullanilmasina
ragmen siniflandirma performansini etkileyen iki onemli dezavantaja sahiptir. Cok-
katmanli ileri beslemeli YSA katmanlarinda eger karmasik bir aktivasyon fonksiyonu
kullanilirsa, bu aktivasyon fonksiyonunun tiirevi karmasik bir islem oldugundan dolay1
agi 6grenme hizini yavaglatabilir. Ayn1 zamanda arama uzayinda agirliklarin en uygun

degerleri aranirken yerel minimumlara takilabilir (Leung ve Haykin, 1991).
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3.4. Siflandirma Algoritmalarinin Performanslarim Degerlendirme Olgiitleri

Bu boliimde siniflandirma algoritmalarinin performanslarinin degerlendirilme
yontemleri agiklanmigtir. Performans degerlendirmesi, siiflandirma modeli gelistirme
slirecinin ayrilmaz bir pargasidir. Verilerimizi temsil eden en iyi siniflandirma modelini
bulmaya ve se¢ilen modelin gelecekte ne kadar iyi ¢alisacagina yardimer olur (\Wong,
2015). Egitimde kullanilan verilerle smiflandirma modelinin  performansinin
degerlendirilmesi, veri madenciliginde uygun degildir. Ciinkii modelin asir1 6grenmesine
sebep olabilir. Veri madenciliginde Hold-Out ve Capraz Dogrulama (Cross-Validation)
gibi bircok model degerlendirme yontemleri bulunmaktadir. Bu yontemlerden K-
Katlamali Capraz Dogrulama (K-Fold Cross-Validation) yontemi siklikla
kullanilmaktadir (Arlot ve Celisse, 2010). Asir1 6grenmeyi Onlemek igin, model
degerlendirme yontemleri ile modelin performansini degerlendirmek igin bir test seti
(model tarafindan goriilmeyen 6rnekler) kullanir. Olusturulan modellerin siniflandirma
basarilarini birbiri ile karsilagtirmak ¢ok dnemlidir ve sonugta en iyi performans basarisi
elde eden smiflandirma modeli segilir. Veri madenciliginde farkli siniflandirma
modellerinin degerlendirilmesinde karmasiklik matrisi (Confusion Matris) adinda bir
matris kullanilir. Bu matrisin i¢inde siniflandirma modelinin dogru ve yanlis

smiflandirdigr adetler bulunmaktadir (Wong, 2015).

3.4.1. K-Katlamah ¢apraz dogrulama

K-katlamali ¢apraz dogrulama yontemi model degerlendirmesi i¢in ¢ok 6nemli bir
yontemdir. K-katlamali ¢apraz dogrulama yontemi modelin gelistirilme asamasinda asirt
ogrenmeyi (overfiting) ve eksik 6grenmeyi (underfiting) tespit eder (Singh ve ark., 2018)
ve modelin test edilme asamasinda en iyi modeli olusturmay1 hedefler (Arlot ve Celisse,
2010). Asirt 6grenmede, modelin egitim kiimesindeki Oriintiiler yerine gozlemleri
o0grenmesidir. Bu durumda egitim asamasi i¢in kullanilmis oldugunuz veri kiimesini
Ogrenirsiniz, ancak olusturulan model yeni gelen gézlemler ile karsilastiginda basarili bir
tahmin yapmayabilir. Genelde asir1 6grenme modelleri egitim asamasini kii¢iik hata orani
degeri ile tamalar, fakat test asamasinda ise biiylik bir hata orani ile tahmin isini yapar
(Arlot ve Celisse, 2010). Eksik 6grenmede, modelin gézlemlerdeki oriintiiyii eksik bir
sekilde 6grenmesidir. Bu durumda egitim asamasi i¢in kullanilan veri kiimesini basarili

bir sekilde 6grenemez. Dolayisiyla eksik 6grenme modelleri, egitim ve test asamalarini
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kiiclik hata orani degeri ile tamalar. Siniflandirma modellerinde asir1 6grenmeyi ve eksik
O6grenmeyi dnlemek icin k-katlamali ¢apraz dogrulama, erken durdurma ve budama gibi
birgok yontem gelistirilmistir. Bu yOntemlerin arasinda genelde k-katlamali ¢apraz
dogrulama yontemi kullanilmaktadir.

K-katlamali ¢apraz dogrulama yonteminde, egitim siirecinde kullanilan egitim
kiimesi Once karistirilir daha sonra esit biiyiikliikteki k alt kiimelere boliintir. Her
iterasyonda siradaki alt kiime egitim veri kiimeSinden ¢ikarilir ve test kiimesi olarak
kullanilir. K-katlamali ¢apraz dogrulama yonteminde eger k sayis1 6rnek buytikliigline
esitse, buna "leave-one-out” denir (Wong, 2015).

K-katlamali ¢apraz dogrulama, modele gelen verileri rastgele parcalara boler, bu
pargalara parga (fold) ad1 verilir. Model, test edilmek iizere 1. pargadaki verileri bir kenara
birakir (buna bazen “holdout fold” denir) ve kalan k-1 tane pargay1 egitim i¢in kullanir.
Ormnegin, eger k degeri 5 olursa veriler rastgele 5 parcaya béliinecektir, verilerin 4/5°i
kullanilarak model egitilir ve kalan 1/5 tizerinde model test edilir. Her parga i¢in modelin
testi swrasinda dogruluk istatistikleri degerlendirilir. Hangi istatistik olgiitlerin
kullanilmas: gerekliligi degerlendirmekte olan modelin tiiriine baghdir. Ornegin
siniflandirma modelleri i¢in siniflandirma basarilari, karmagiklik matrisi ve hata oranlari
gibi dlgitler kullanilir. Tiim pargalar i¢in degerlendirme siireci tamamlandiginda, ¢apraz
dogrulama modeli tiim veriler i¢in bir performans 6lgiitii olusturur ve sonuglar iiretir
(Wiens ve ark., 2008). Siniflandirma algoritmalarinda siniflandirma basarilar1 6nemli
oldugundan dolay1 genelde her test veri kiimesi pargasi i¢in Siniflandirma Basarisi (SB)
Olgiiti hesaplanmaktadir. Test veri kiimesi i¢in SB denklemi Denklem 3.27’de

verilmektedir.

B Dogru siniflandirilmis 6rnek sayist
.=

= 100 1 =1,2,..,k
Test veri kimesindeki 6rnek sayist ) vet (3.27)

Siniflandirma algoritmalarinin  degerlendirme asamasinda asir1  6grenmeyi
(overfiting) ve eksik 6grenmeyi (underfiting) engellemek ve daha iyi bir siniflandirma
modeli olusturmak i¢in genelde 10-katlamali c¢apraz dogrulama yontemi
kullanilmaktadir. 10-katlamali ¢apraz dogrulama yontemi Sekil 3.22°de ayrmtili olarak

gosterilmistir.
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Sekil 3.22. 10-katlamal1 ¢apraz dogrulama

Bir siniflandirma algoritmasi birden ¢ok calistirildiginda ve her g¢alismada
simniflandirma algoritmasinin SB’si hesaplandiginda, bu SB degerlerinin birbirleri ile
tutarli olmasi smiflandirma algoritmasi i¢in biiyilk 6nem tasimaktadir. Birden ¢ok
calistirdiktan sonra elde edilen SB degerlerinin tutarlilig1 veri analizi 6lgiitleri merkezi
dagilim standart sapma yontemi ile hesaplanmaktadir. Standart sapma, birden fazla kez
caligmalardan elde edilen siiflandirma basarilarinin birbirine ne kadar benzer veya yakin
olup olmadigin1 géstermektedir. Merkezi dagilim 6lgiitii olan standart sapma Denklem

3.28’e gore hesaplanmaktadir.

n—1

o= |— Z(xl-—a?)z (3.28)

Denklem 3.28°de, o standart sapmay1, n kag¢ kez ¢alistirildigini, X SB degerlerinin
aritmetik ortalamasini ve x; 1’inci SB degerini ifade etmektedir. Standart sapma n kez
calistirma sonucu elde edilen SB degerlerinin birbirine ne kadar uzak veya yakin

oldugunu gostermektedir.



59

3.4.2. Karmasiklik matrisi (Confusion Matrix)

Bu boliimde veri madenciliginde bir smiflandirma modelinin performansinin
degerlendirilmesini saglayan karmasiklik matrisi ve karmasiklik matrisinden elde edilen
dogruluk (Accuracy), duyarlilik (Sensitivity veya Recall), 06zgiillikk, hassasiyet
(Precision), ROC egrisi altinda kalan alan ve F1-Score 6l¢iitlerinin kisa bir agiklamasi
sunulmaktadir (Garcia ve ark., 2017). Simiflandirma algoritmalar1 egitim veri kiimesini
kullanarak siniflandirma modelini olusturduktan sonra, bu smiflandirma modelinin ne
kadar iyi olup olmadigi test edilmelidir. Dolayisiyla, smiflandirma modellerinin
degerlendirilmesi, siniflandirma modellerinden elde edilen tahmin degerlerinin ne kadar
iyi oldugunu belirleyen en 6nemli gérevdir. Bir siniflandirma modelinin degerlendirme
olgiitleri karmagiklik matrisi tizerinden elde edilir. Karmagiklik matrisi, gergek degerlerin
bilindigi bir test veri kiimesinde bir siniflandirma modelinin performansini tanimlamak
i¢in siklikla kullanilan bir tablodur. Iki smifli bir smiflandirma modelinin karmasiklik

matrisi Cizelge 3.5’te verilmistir.

Cizelge 3.5. Karmagiklik matrisi

Tahmini sinif

Evet Hayir
Gergek sinif Evet Dogru Pozitif Yanlis Negatif
Hay1r Yanlis Pozitif Dogru Negatif

Dogru pozitif ve dogru negatifler siniflandirma modeli tarafindan dogru tahmin
edilen pozitif ve negatif test ornekleridir. Yanlis negatif ve yanlis pozitif test ornekleri ise
siiflandirma modeli tarafindan yanlis tahmin edilen pozitif ve negatif test 6rnekleridir.
Yanlis pozitif ve yanhs negatif degerler gercek sinifin ongoriilen sinifla gelistiginde
ortaya ¢ikar. Siniflandirma modellerinde en 6nemli amag yanlis negatif ve yanlis pozitif
degerlerini en aza indirgemektir. Bu terimler biraz kafa karistiricidir ve detayli agiklamasi
asagida verilmektedir (Garcia ve ark., 2017).

Dogru Pozitifler (DP): DP, verilen 6rnegin gercek sinif degeri evet oldugunda ve
siiflandirma modeli tarafindan tahmin edilen siif degeri de evet oldugu anlamina gelen

dogru tahmin edilen pozitif degerlerdir.
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Dogru Negatifler (DN): DN, dogru tahmin edilen negatif degerlerdir, verilen
ornegin gergek smif degeri hayir oldugunda ve siiflandirma modeli tarafindan 6ngoriilen
sinif degeri de hayir oldugu anlamina gelir.

Yanlis Pozitifler (YP): Verilen 6rnegin gergek sinif degeri hayir oldugunda ve
siniflandirma modelinde tahmin edilen sinif degeri evet oldugunda ortaya ¢ikar. Ornek
olarak eger gercek sinif, bu oyuncunun oyun oynamadigini ancak simiflandirma modeli
tarafindan tahmin edilen siif bilgisi size bu oyuncunun oyun oynayabilir oldugu
sonucuna varirsa yanlis pozitif bir tahminde bulunulmus olur.

Yanlis Negatifler (YN): Verilen 6rnegin gergek sinif degeri evet oldugunda ve
siniflandirma modelinde tahmin edilen smif degeri hayir oldugunda ortaya ¢ikar. Ornek
olarak eger gercek sinif, bu oyuncunun oyun oynayabilir ancak smiflandirma modeli
tarafindan tahmin edilen siif bilgisi size bu oyuncunun oyun oynamadiginin sonucuna
varirsa. Siniflandirma modeli yanlis negatif bir tahminde bulunulmus olmaktadir.

Iki simifli karmagiklik matrisinde bulunan DP, DN, YP ve YN degerleri elde
edildikten sonra bir smiflandirma modelinin dogruluk, duyarlilik, 6zgilliik, hassasiyet,
ROC egrisi altinda kalan alan ve F1-Score olan degerlendirme dlgiitlerini hesaplayabiliriz
(Rong ve ark., 2014).

Dogruluk (ACC): En sezgisel (intuitive) performans dl¢iisiidiir ve dogruca tahmin
edilen 6rnek sayilarinin toplam 6rnek sayilarina oranidir. Yiiksek dogruluk degerine sahip
olan siniflandirma modelinin iyi bir model oldugunu diisiinebilir. Dogruluk 6nemli bir
Olclit olabilir, ancak yanlis pozitif ve yanlis negatif degerlerinin neredeyse ayni oldugu
simetrik veri kiimeleri oldugunda modelin performansini degerlendirmek icin diger
parametrelere de bakmakta fayda vardir. Dogruluk denklemi Denklem 3.29’da

verilmistir.

DP + DN

Dogruluk (ACC) = 55— 5 T 7N + DN

(3.29)

Duyarlilik ( SEN): Dogru tahmin edilen pozitif 6rnek sayisinin gergek siniftaki
tim Ornek sayilarina oranidir. Duyarlilik degeri diisiik oranda yanlis negatif degeri ile
yiikselir. Duyarlilik, dogru pozitif orant olarak bilinmektedir. Duyarlilik denklemi
Denklem 3.30’da verilmistir.
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DP
Duyarlilik (SEN) = DP T VN (3.30)

Ozgiilliik (SPE): Dogru tahmin edilen negatif 6rneklerin sayismin toplam tahmini
negatif ornek sayisina oranidir. Yiiksek Ozgiillik degerine sahip olan siniflandirma
modellerinde yanlis pozitif oran1 diisiik olmaktadir. Ozgiilliik, dogru negatif oran1 olarak

bilinmektedir. Ozgiilliik denklemi Denklem 3.31°da verilmistir.

N DN

F-Measure veya F1-Skoru: F1-M, duyarlilik ve 6zgiilliik degerlerinin agirlikli
ortalamasidir. Dolayisiyla, bu deger hem yanlis pozitif hem de yanlis negatifleri dikkate
alir. Sezgisel olarak dogruluk olarak anlasilmasi kolay degildir, ancak 6zellikle diizensiz
bir sinif dagiliminiz varsa, F1-Skor genellikle dogruluktan daha yararlidir. Eger dogru
pozitif ve yanlis negatif degerler benzer maliyetlere sahipse, dogruluk en iyi sekilde
calisir. Yanlis pozitif ve yanlis negatiflerin maliyeti ¢ok farkliysa, hem duyarlilik hem de
ozgiilliik degerlerine bakmak daha iyidir. Dolayisiyla, bir model olusturdugumuzda, bu
parametrelerin ne anlama geldigini ve modelimizin ne kadar iyi performans gosterdigini

anlamamiza yardimci olabilir. F1-M denklemi Denklem 3.32’de verilmistir.
Ozgiillik = Duyarlilik

" Bzgullik + Duyarlilik (3.32)

3.5. Meta-Sezgisel Optimizasyon Algoritmalar

Meta-sezgisel optimizasyon algoritmalar, optimizasyon problemlerinin
¢oziimiinde siklikla kullanmilir. Optimizasyon temel olarak ekonomi ve miihendislik
alanlar1 basta olmak iizere birgok alanda yer almaktadir. Para ve zaman faktorleri her
zaman sinirh oldugundan dolayr bu faktorlerin en uygun kullanimi ¢ok Onemlidir
(Gandomi ve ark., 2013).

Gergek diinyadaki optimizasyon problemlerinin bir¢ogu karmasik kisitlar altinda
cok modelli ve dogrusal olmayan problemlerdir. Bu tiir optimizasyon problemlerinin
hedefleri farkli oldugundan dolayi, bazen en uygun ¢odziimler bulunamayabilir veya

bulmak ¢ok uzun siirebilir. Genel olarak belirli bir optimizasyon problemi i¢in optimal
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¢Oziimii bulmak veya hatta optimale yakin ¢éziimleri bulmak kolay bir gorev degildir
(Beheshti ve Shamsuddin, 2013). Optimizasyon en basit anlamiyla, minimizasyon veya
maksimizasyon problemi olarak diisiiniilebilir. Bu tiir problemlerde belirli veya belirsiz
bir arama uzayinda en uygun ¢oziimler aranmaktadir. Bu arama islemi ise meta-sezgisel
veya optimizasyon algoritmalar ile gerceklestirilebilir. Meta-sezgisel optimizasyon
algoritmalar, yineleme say1s1 veya hata orani gibi durma 6lg¢iitleriyle karsilagincaya kadar
yinelemeli olarak optimum ¢oziimii bulmaya calisirlar (Lee ve Geem, 2005). Genel
olarak, meta-sezgisel algoritmalar rastgele bir popiilasyon ile baslatilir ve her adimda
popiilasyondaki bireyler meta-sezgisel algoritmaya 6zgii matematiksel denklemler ile
gelistirilmeye calisilir.

Agirhik tabanli smiflandirma modellerinde en uygun agirlik degerlerinin
bulunmasi1 da bir optimizasyon problemleridir. En uygun agirliklarin bulunmasi igin
arastirmacilar tarafindan literatiirde farkli sezgisel ve meta-sezgisel optimizasyon
algoritmalar gelistirilmistir (Mirjalili ve ark., 2015). Bu sezgisel ve meta-sezgisel
optimizasyon algoritmalarinin  kendilerine gore avantajlar ve dezavantajlar
bulunmaktadir. Bu tez caligmasinda bir meta-sezgisel optimizasyon algoritmasi olan PSO
algoritmasimin gelistirilmis versiyonu, ¢ok-katmanli ileri beslemeli YSA’nin en uygun

agirlik degerleri bulmak igin kullanilmstir.

3.5.1. Parc¢acik siirii optimizasyon algoritmasi

PSO algoritmasi, kuslarin dogal davranigindan esinlenerek Kennedy ve Eberhart
tarafindan gelistirilen bir meta-sezgisel optimizasyon algoritmasidir (Eberhart ve
Kennedy, 1995; Shi, 2001). Global arama o0zelligi sayesinde dogrusal olmayan
problemlerin ¢oziimiinde ¢ok basarili sonuglar vermektedir. PSO, c¢ok degiskenli
fonksiyonlarin optimizasyonu, goriintii isleme, cizelgeleme, kiimeleme, ¢ok-katmanli
ileri beslemeli YSA'nin egitimi, bulanik mantik sistemleri gibi bir¢cok alanda yaygin
olarak kullanilmaktadir. PSO algoritmasi belli sayida pargaciklardan olugmaktadir X =
X1, X5, X3, ... Xy burada N parcacik sayisini ifade etmektedir, her bir pargacik belirli bir
¢Oziim sunar. Siriideki her bir parcacik hiz (velocity) ve konum (position) bilgilerine
sahiptir, d-boyutlu bir problem i¢in pargaciklarin hizlart V; = vy, vjy, Vi3, ... Vig V€ | =
1,2,3, ... , N seklinde ifade edilir, parcaciklarin konumlari ise X; = x;q, X2, X;3, --- X;q V€
i =1,2,3,..., N seklinde ifade edilmektedir. Buna gore N parcaciktan olusan bir siiriideki

parcaciklarin hizlar1 ve konumlar1 asagidaki matrisler seklinde ifade edilir.
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Vll VlD
V=] s
VNl VND
X11 XlD
X= :
XNl XND

Stiriideki her bir pargacigin elde ettigi en iyi ¢6zliim pbest olarak adlandirilir ve
pbest; = (pbest;,, pbest;,, pbest;s, ... ,pbest;;) ve i =1,2,3,..,N seklinde ifade
edilir. D-boyutlu bir problem igin pargaciklarin en iyi ¢oziimleri asagidaki matris ile

gosterilebilir.

pbest;; -+ pbest;p
pbest = E
pbesty, -+ pbestyp

Tiim parcaciklarin arasinda en iyi ¢6zlim ise gbest olarak adlandirilir ve gbest =
(gbest,, gbest,, gbests, ..., gbesty) seklinde ifade edilir. Her bir pargacigin arama
uzayma gore ¢oziimleri, sahip olduklari hizlarina ve konumlarina gére elde edilmektedir.
PSO rastgele iiretilmis belirli sayida ¢oziimle (parcacikla) baslar ve pargaciklarin
konumlar: giincellenerek en uygun ¢6ziim degeri arastirilir. Her bir iterasyon adiminda
pargaciklarin konumlar1 giincellenerek en uygun ¢oziim aranir. Hiz bilgilerine gore
pargaciklarin hizlart ve konumlar1 sirasiyla Denklem 3.33 ve Denklem 3.34’¢ gore
giincelenmektedir (Eberhart ve Kennedy, 1995).

vl =w vl x ¢ xr(pbestiy — xf71) + ¢, xry(gbest;—x7 1) (3.33)

Xiq = xig " +vjg (3.34)
t zaman adiminda, v{; ¢dziim uzayindaki i’inci pargacigm yeni hizini, vz * i’inci
pargacigin bir onceki hizin1 gostermektedir ve V; = v;q, vjy, V43, ... Vig, d iS€ problemin
boyutunu ifade eder. w eylemsizlik agirhgm (inertia weight), xf; i’inci pargacigin yeni
konumunu, x{;' i’inci parcacigin bir 6nceki konumunu gdstermektedir ve X; =

Xi1, Xi2, Xi3, - Xiq 1le ifade edilir. ¢; ve ¢, 6grenme faktorleridir ve genelde 2 ile 4
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degerleri arasinda bir deger almaktadir. r; ve r, degerleri [0,1] arasinda iiretilen rastgele
sayilardir.  pbest;;  i’inci  parcacigin  pbest degerini ve  pbest; =
(pbest;,, pbest;,, pbest;s, ... ,pbest;;) yani o pargacigin o ana kadar ki en iyi uygunluk
degerine sahip pozisyonu ifade eder. gbest tiim parcaciklar i¢inde o ana kadar ki en iyi
uygunluk degerine sahip parcacigin pozisyonu ifade eder ve gbest =
(gbest,, gbest,, gbests, ..., gbesty) ile ifade edilir. ¢;, ¢, ve w degerleri PSO
algoritmasinin performansi iizerinde 6nemli rol oynamaktadir. ¢; degeri pargaciklarin
kendi lokal en iyilerine yonlendirirken, c¢, degeri ise global en iyiye dogru
yonlendirmektedir ve w degeri ise lokal ve global arama arasinda dengeyi saglamaktadir.

PSO algoritmasinin performansini etkileyen birden fazla giris parametresi
bulunmaktadir. Bunlar parcacik sayisi, pargacik boyutu, parcacik araligi, eylemsizlik
agirlig1 ve 6grenme faktorleridir.

Parcacik Sayisi: Siirtideki parcaciklarin sayilari probleme gore degismektedir.
PSO algoritmasi tarafindan ¢6ziilen problemin karmasiklig arttikga gerekli olan pargacik
sayist da artmaktadir. Genel olarak, bircok problemin ¢oziimiinde yaklasik 20 veya 30
parcacik kullanilabilir.

Parcactk Boyutu: Parcacitk boyutu optimize edilecek problemdeki amag
fonksiyonun degisken sayisin1 temsil etmektedir. Parcacik boyutlar1 problemin
karmasiklig1 artik¢a artmaktadir ve bu artis en 1yi ¢oziimii elde etmeyi zorlastirmaktadir.

Pargacik Araligi: Optimize edilecek amag fonksiyonundaki bulunan degiskenlerin
araliklarini ifade etmektedir ve ayn1 zamanda problemin arama uzayini temsil etmektedir.
Bu degiskenlerin araliklar1 probleme gore degismektedir. Degiskenlerin araliklar1 ¢ok iyi
bir sekilde secilmelidir. Genis bir arama uzayina sahip olan bir problemin meta-sezgisel
algoritmalar tarafindan ¢6ziimii uzun siirebilir, buna karsin arama uzayinin dar olmasi
meta-sezgisel algoritmalarin en iyi ¢6zlimii bulacagini garanti etmez.

PSO algoritmasinda parcaciklarin iyi bir ¢6ziim sunmalar1 aslinda parcaciklarinin
hizlarma baglidir. PSO algoritmasinda hiz giincelleme fonksiyonuna bakildigi zaman
fonksiyonda birden fazla 6nemli faktér bulunmaktadir.

Eylemsizlik Agirligt (Inertia Weight w): Bu parametre sayisinda eski hiz
bilgisinin yeni hiz bilgisine olan etkisi ayarlanmaktadir. Bu etki ayarlama sonucunda
parcaciklarin yerel ve kiiresel arama arasindaki denge saglanir ve siiriideki diger tiim

parcaciklarin tecriibelerinden yararlanarak daha az iterasyonla en uygun sonuca varilir.
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Ogrenme Faktorleri (c1, Cz): Siiriideki her bir parcacigi pbest ve gbest
degerlerine gore hareket ettirmesini saglamaktadir. Bu 6grenme faktorlerinin degerleri 2
ile 4 arasinda pozitif sayilardir. c1 degeri pargacigin kendi tecriibesine gore hareketini
saglarken cz degeri ise parcacigin tiim siiriideki en iyi parcaciga gore hareket etmesini

saglamaktadir. PSO algoritmasinin s6zde kodu Sekil 3.23’te gosterilmistir (Shi, 2001).

Begin
Parametreleri belirle (Pargactk sayis = p, boyut = b, iterasyon sayist = t,
arama uzayt araligy, max iterasyon,w, cl ve c2 degerleri)
Rastgele baslangi¢ popllasyon olustur,
Reapet
t=t+1
Fori=1top
Amag fonksiyonunun degerini hesapla
Yerel en iyi konumu glncelle
End For
Kiresel en iyi konumu giincelle
Forj=1top
3.33 ve 3.34 denklemlerine gore parcaciklarin hizlarini ve
konumlarini giincelle
End For
Until (t > max iterasyon)
End

Sekil 3.23. PSO algoritmasinin sézde kodu
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4. ONERILEN YAKLASIMLAR

Siniflandirma algoritmalarinin performansini etkileyen birden fazla faktor
bulunmaktadir ve bu faktorler siniflandirma algoritmalarinin c¢alisma prensiplerine
baghdir. Ornegin kural tabanli smiflandirma algoritmalarinin birgogu parametrik
olmayan smiflandirma algoritmalar1 kategorisi altinda oldugundan dolay: performansi
daha ¢ok veri kiimesinin ayrik veya siirekli olmasina gore degisebilir. Diger yandan
agirlik tabanli smiflandirma algoritmalar1t parametrik siniflandirma algoritmalari
kategorisi altinda oldugundan dolayr hem veri kiimesi hem de smiflandirma
algoritmasinda kullanilan parametreler siniflandirma performansini etkilemektedir. Bu
tezde ayrik tabanl siniflandirma algoritmalari i¢in Onerilen ayriklastirma yontemi ve
agirlik tabanli siniflandirma algoritmalar i¢in Onerilen agirlik giincelleme yontemi

asagidaki alt boliimlerde ayrintili olarak anlatilmistir.

4.1. Onerilen Ayriklastirma Yéntemi: EF_Unique

Bu boliimde, kural tabanli siniflandirma algoritmalarinin siirekli veriler tizerinde
iyi bir performansla ¢alismasi icin EF_Unique adinda yeni bir ayriklastirma yontemi
onerilmistir. EF_Unique aralik sinirlarin1 parametrik olmayan yeni bir teknik kullanarak
hesaplayarak veri madenciligi ayriklastirma yontemlerinden olan EF ayriklagtirma
yonteminin performansini iyilestirmistir. Denetimsiz ayriklastirma yontemlerinde, k
araliklarinin en uygun sayisinin bulunmast NP-zor bir problemdir (Garcia ve ark., 2013).
Bu giine kadar, en iyi k aralik sayisi tahmini i¢in bir¢cok kurallar gelistirilmistir.
Gelistirilen kurallar kullanimlarma gore farklilik gosterebilir, yani tiim siirekli veri
kiimeleri igin uygun bir kural yoktur. Onerilen EF_Unique ayriklastirma ydntemi iki ana
adim ile stirekli verileri ayriklastirir. Birinci ana adimda, 6nce siirekli dizi degerleri artan
veya azalan diizende siralanir, daha sonra siirekli dizi elemanlarindan tekrarlanan degerler
diziden silinerek A’ tekil dizisi elde edilir. Daha sonra, elde edilen A’ tekil dizisinin
eleman sayisinin karekokii alinir ve bu sayr en yakin tam sayiya ayarlanarak k
araliklarinin sayisi belirlenir. Bu nedenle, 6nerilen EF_Unique ayriklastirma yontemi, her
ozniteligi farkli araliklarla ayriklastirmasim saglayabilir. Ikinci ana adimda ise, birinci
adimda elde edilen k sayisina gore A’ tekil dizisinin pargalari ve her par¢ada kag elemanin
oldugu belirlenir. Ardindan, araliklarin smirlarini belirlemek igin parcalarin aritmetik

ortalamalar1 hesaplanir. Son olarak, 6zniteligin siirekli degerleri, ait olduklar1 aralig:
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belirleyerek ayrik degerlere doniistiiriiliir. Onerilen EF_Unique ayriklastirma ydnteminin

algoritmasi Sekil 4.1'de verilmektedir.

Giris: Dizideki stirekli 6znitelik degerleri A = {a,, a,, ..., Ap_q1, ap}-

Adim 1: A diziyi kiiclikten biiylige veya biiyiikten kiiclige sirala,

Adim 2: A dizisinden tekrarlanmamis A" = {a3, a5, ..., a,,_1, @} dizisini olustur,
Adim 3: k sayisin1 A’ dizisindeki eleman sayisinin karekokiini alarak hesapla,
Adim 4: EF ayriklastirma yontemine gore parcalari belirle ve her parcanin aritmetik
ortalamasini hesapla,

Adim 5: Gegerli parganin maksimum degerinin ve bir sonraki parganin minimum
degerinin ortalama degerini hesaplayarak her bir araligin sinirlarini belirle,

Adim 6: A dizisindeki siirekli degerler araliklara gore ayrik degerlere doniistiiriiliir.
Cikis: Ayrik degerli A dizisi.

Sekil 4.1. Onerilen EF_Unique ayriklastirma yonteminin algoritmasi

Onerilen EF Unique ayriklastirma yonteminde, ikinci, dordiincii ve besinci
adimlarinin en kotii zaman karmagsikligi n'dir, {iglincii adiminin en kot zaman
karmagikligi ise sabit c1'dir, n ise siirekli dizinin eleman sayis1 ve k araliklarin sayisidir.
Bu nedenle, onerilen EF_Unique ayriklastirma yonteminin toplam zaman karmasikligi
3n + k + ¢4, biiyiikk-O notasyon zaman karmagiklifina gore Onerilen ayriklastirma
yonteminin zaman karmagikligi O (n)’dir (Stein ve ark., 2001; Alsuwaiyel, 2016). Birinci
adimdaki dizinin siralama islemi algoritmanin ¢alisma zamanina dahil edilmemistir.
Literatiirdeki EG ve EF ayriklastirma yontemlerinin zaman karmasikliklarinin
hesaplanmasinda da siralama islemi ¢alisma zamanina dahil edilmemektedir. Onerilen
EF _Unique ayriklastirma yontemi basit sekilde uygulanabilir ve her 6znitelik igin
tekrarsiz eleman sayisinin karekokiinii alarak farkli sayida aralik sayisi belirleyebilir.

Onerilen EF_Unique ayriklastirma ydnteminin gelistirme asamalarinda, EG, EF
ve ET ID3 ayriklastirma yontemleri ¢ok ayrintili olarak 20 UCI siniflandirma veri
kiimeleri iizerine uygulanmis ve incelenmistir. Inceleme asamasinda veri kiimelerinin
Ozniteliklerinin ET ID3 ayriklastirma yontemi tarafindan kag¢ tane araliga boliindiigi
analiz edilmistir. Analiz sonucunda EG ve EF ayriklagtirma yontemlerinin kullanici
tarafindan saglanan aralik sayisi, aykir1 degerlere duyarli olmasi ve ayn1 veriyi iki farkli
araliga yerlestirmesi gibi dezavantajlar1 onerilen EF_Unique ayriklagtirma yonteminde
ortadan kaldirilmistir. Diger yandan ET ID3 ayriklastirma yonteminin veri kiimesindeki

her Ozniteligi farkli araliklara bolme avantaji, Onerilen EF Unique ayriklastirma
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yontemine eklenmistir. EF_Unique ayriklastirma yonteminin érnek uygulamas: Ornek

4.1°de verilmektedir.

Ornek 4.1:

Giris: Dizideki siirekli 6znitelik degerleri A = {20, 30, 20,10, 80, 100, 10, 20,10}
Adim 1: Siralama islemi A = {10, 10, 10, 20, 20, 20, 30, 80, 100}

Admm 2: A" = {10, 20, 30, 80, 100}

Adim 3: k = round(m) = round(\/g) = round(2.236) = 2
Adim 4: EF ayriklagtirma yontemine gore pargalar1 belirle ve her parganin aritmetik
ortalamasini hesapla,

Parca; = {10,20,30}

Aritmetik ortalama = (10 + 20 + 30)/3 = 20

Parca, = {80,100}

Aritmetik ortalama = (80 + 100)/2 = 90
Adim 5: Aralik, = [10, (20 +90)/2) = [10,55)

Aralik, = [55,100]
Adm 6: A = {[10,55),[10,55),[10,55),[10,55), [55,100], [55,100],[10,55),[10, 55)
,[10,55)}

Ornek 4.1°de goriildiigii gibi, 6nerilen EF_Unique ayriklastirma ydntemi kullanict
tarafindan higbir parametre istemeden siirekli Ozniteliklerin ayriklastirma islemini
gerceklestirmistir. Araliklarin sayist ve smirlart 6zniteligin tekrarsiz dizi elemanlarinin
sayisinin karekokii alimarak EG ve EF denetimsiz ayriklastirma ydntemlerinin en biiytlik
dezavantajini ortadan kaldirmis olmaktadir. Onerilen EF_Unique ayriklastirma yontemi
aykir1 degerlere hassa degildir, ayn1 degerleri veya birbirlerine yakin olan degerleri iki
farkli araliklara yerlestirmez ve siirekli veriler lizerinde basit ve kolay bir sekilde
uygulanmaktadir.

Boylelikle, onerilen EF Unique ayriklastirma yontemi, diger denetimsiz
ayriklastirma yontemlerinin dezavantajlarmi ortadan kaldirmis olmaktadir. Onerilen
EF Unique ayriklastirma yonteminin kural tabanli smiflandirma algoritmalarina

uygulanmasinin grafiksel gosterimi Sekil 4.2°de verilmistir.
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Kural ve olasilik tabanl

Stirekli ver1 kiimesi Veri 6niglem ;
siniflandirma algoritmasi
' N N
- \ ‘ ! Degerlendirme
‘ 1. Oznitelik ‘— NB _ _
: Onerilen K-katlamali ' Simflandirma
‘ 2. Oznitelik | » EF-Unique —»  apraz basaris
ayriklastirma dogrulama
yontemi
l i. Oznitelik — -/

Sekil 4.2. Onerilen EF_Unique ayriklastirma ydnteminin kural ve olasilik tabanli siiflandirma
algoritmalarina uygulanmasi

Sekil 4.2’de gosterilen Onerilen EF Unique ayriklastirma yonteminin kural

tabanli siniflandirma algoritmalarina uygulanmasi asagida adim adim agiklanmaktadir.

Admm 1. Veri kiimesinde 6n igleme: Kural tabanli siniflandirma algoritmalari
stirekli veri kiimesi tizerinde iyi bir performans sergilemediginden dolay: siirekli veri
kiimesi Onerilen EF_Unique ayriklagtirma yontemi ile ayriklastirilmaktadir.

Adim 2. Siiflandirma igin veri kiimesinin organizasyonu: Bu tez ¢aligmasinda,
veri kiimeleri iki farkli deney i¢in iki farkli sekilde diizenlenmistir. Deneyde, Onerilen
EF Unique ayriklastirma yontemini veri madenciliginde sik¢a kullanilan ayriklastirma
yontemleri ile karsilastirmak i¢in veri kiimeleri 10-katlamali ¢apraz dogrulama
kullanilarak diizenlenmistir.

Adim 3. Kural tabanli siniflandirma algoritmasinin modellenmesi: Bu adimda
kural tabanli siniflandirma algoritmasi ayrik veri kiimesinden farkli yapilarda kurallar
olusturur. Daha sonra bu kurallar1 sinif bilgileri belli olmayan drneklerin siniflandiriimasi
i¢in kullanir.

Adim 4. Kural tabanl smiflandirma algoritmasinin test edilmesi: Onerilen kural
tabanli smiflandirma modeli egitim veri kiimesinden siniflandirma kurallarini elde
ettikten sonra siniflandirma modelinin performansini belirlemek i¢in, siniflandirma

modelinin performans degerlendirme 6l¢iitleri hesaplanir.
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4.1.1. Onerilen EF Unique ve Sik Kkullanilan ayriklastirma yéntemlerinin

karakteristik analizi

Her ayriklagtirma yontemi ¢alisma mekanizmasina gore farkli 6zelliklere sahiptir
ve bu oOzellikler kullanicinin bir alan igin uygun ayriklagtirma yontemini se¢mesine
yardimci olur (Dash ve ark., 2011; Garcia ve ark., 2013). Ayriklastirma yontemlerinin
taksonomisinde, ayriklastirma yontemlerinin 6zelliklerini birbirleriyle karsilastirmak i¢in
gesitli  smiflandirma  Olgiitleri  bulunmaktadir. Bu  smiflandirma  Slgiitleri,
denetimli/denetimsiz, bolmeli (yukaridan asagiya)/birlestirmeli (asagidan yukariya),
statik/dinamik, yerel/kiiresel ve dogrudan/artimli gibi kategorilere ayrilabilir. Onerilen
EF Unique ayriklagtirma yonteminin 6zelliklerini gostermek i¢in, Cizelge 4.1’de verilen
siiflandirma Glgiitlerine gore sik kullanilan EW, EF ve ID3 ayriklastirma yontemleri ile

karsilastirilmistir.

Cizelge 4.1. Onerilen EF_Unique Ve sik kullanilan ayriklastirma yontemlerinin karakteristik

analizi
Siniflandirma olgiitleri EW EF ET-1D3 EF_Unique
Denetimli / Denetimsiz Denetimsiz Denetimsiz Denetimli Denetimsiz
Kiiresel / Yerel Kiiresel Kiiresel Yerel Yerel
Dinamik / Statik Statik Statik Dinamik Statik
Dogrudan / Artirmali Dogrudan Dogrudan Artirmal Artirmali
Parametrik / Parametrik Parametrik Parametrik Parametrik  Parametrik olmayan
olmayan
Kullanici Kullanici EF_Unique

Durdurma olgiiti tarafindan verilen tarafindan verilen  Esik deger tarafindan elde

aralik sayist aralik sayist edilen aralik sayisi
Farkli araliklarda aym Havir Evet Havir Havir
degerler Y y y
Aykir1 degere hassasiyet Evet Hayir Hayir Hayir
Zaman karmagikligi o(n) o(n) O(nlogn) o)

Cizelge 4.1'e gore, oOnerilen EF Unique ayriklastirma yontemi asagidaki

Ozellikleri tasimaktadir:

. Denetimsiz, Onerilen ayriklagtirma yontemi ayriklastirma islemi
gerceklestirirken veri kiimesinin smif bilgisini kullanmaz.

. Veri kiimesinin bilgilerini kullanarak k sayisinin elde edilmesi onerilen
ayriklastirma yontemine yerel 6zelligi atamigtir.

. Statik, clinkii ayriklagtirma iglemi bir 6grenme modeline dayanmamaktadir.
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. Durma olgiitiine ulasana kadar aralik sayisimi artirdigi i¢in Onerilen
ayriklastirma yontemi artirmali 6zeligini almaktadir.

. Ayriklastirma islemini gerceklestirmesi i¢in kullanicidan higbir parametre
talebinde bulunmadigindan parametrik olmayan bir ayriklastirma
yontemidir.

J Durdurma dlgiitii bir 0Ozniteli§in benzersiz elemanlarmin sayisinin
karekokiine gore belirler.

J Ayni1 degerleri farkl araliklarda yerlestirmez.

o Aykirt degerlere duyarli degildir.

o Onerilen EF Unique ayriklastirma yonteminin zaman karmagikli1 ise

0(n)dir.

4.2. Onerilen Coklu Ortalama-PSO Meta-Sezgisel Optimizasyon Algoritmasi

Bu boliimde, agirlik tabanli smiflandirma algoritmalarinin  performansini
dogrudan etkileyen egitim islemi ig¢in Onerilen ¢oklu sirii PSO meta-sezgisel
optimizasyon algoritmasi anlatilmaktadir. Coklu siirii optimizasyon (Multi-swarm
optimization MSO), dogrusal olmayan siirekli optimizasyon problemlerine en uygun
¢oziimii elde etmek igin kullanilan bir meta-sezgisel optimizasyon teknigidir.
Problemlerin boyutlar1 artitk¢a pek ¢ok meta-sezgisel optimizasyon algoritmasinin
performansi ve verimliligi kotilesir (Giilcii ve Kodaz, 2015). Bu problemin iistesinden
gelmek i¢in, biiyiik boyutlu problemlerin kisa siirede en uygun ¢éziimleri elde eden MM-
PSO adinda bir meta-sezgisel optimizasyon algoritmasi gelistirilmistir. Onerilen MM-
PSO algoritmasi, PSO algoritmasindan Onerilen ¢ok popiilasyonlu bir meta-sezgisel
optimizasyon algoritmasidir. PSO algoritmasinda, her par¢acigin yeni konumu pargacigin
giincellenen hiz1 ve parcacigin su anki konumunun toplanmasi ile elde edilir. Hiz
yukarida gosterilen Denklem 3.33’¢ gore her pargacigin en iyi ¢6ziimii (pbest) ve tim
pargaciklarin en iyi ¢dziimii (gbest) ile giincellenir (Shi, 2001). Onerilen MM-PSO
algoritmasinda ise parcaciklar ¢oklu siiriiler seklinde gruplara ayrilmaktadir. Her bir
stirideki her pargacigin hizi, Denklem 4.1°e gore giincellenmektedir. Bu denklemde, her
parcacigin hizi tiim siiriideki en iyi ¢oziimlerin ortalamasi (mpbest), siiriideki en iyi
¢Ooziim (gbest) ve tim siirlideki en iyl ¢oziim (gsbest) ile giincellenir. Hiz

denklemindeki bu degisiklik PSO algoritmasina iki avantaj getirmektedir. Birincisi,



72

mpbest kullanmak, pargaciklarin arama uzayr alanindan ¢ikmasini Onler ve her
pargacigin yerel aramasini gii¢lendirir. Ikincisi ise, her bir parcacik yalmzca kendi
kiimesinin en iyi ¢0ziimiine gore giincellenmez, ayni zamanda tiim kiimelerin en iyi
¢oziimiini de dikkate alarak giincellenir. Boylece, 6nerilen MM-PSO algoritmasi en iyi
¢oziime daha hizli yaklasabilir. d boyutlu bir problemde i’inci pargacigin konumu
asagidaki Denklem 4.1’e gore giincellenir.

vt = w v, + ¢;ry(mpbest; — x5,) + c,r,(ghest — xt;) + (gsbest — x}) (4.1)

Burada, t ve w sirasiyla iterasyon sayisini ve atalet agirhgmi, vif' i’inci
parcacigin su anki iterasyondaki hizimi, vf; i’inci parcacigin bir énceki iterasyondaki
hizini, x{, i’inci parcacigin bir énceki iterasyondaki konumunu, ¢; Ve ¢, 0 ile 2 arasinda
hizlanma faktoriinii temsil eden iki pozitif sabit. r; ve r, O ile 1 arasinda rastgele degerleri,
mpbest; siirlilerdeki en i1yi ¢oziimlerin ortalamasini, gbest siiriideki en 1yi ¢6ziim ve
gsbest tiim siiriideki en iyi ¢oziimii temsil etmektedir. Onerilen MM-PSO algoritmasinin

sozde kodu Sekil 4.3’te verilmistir.

Begin

Parametreleri belirle (Pargactk sayis = p, Suru sayist = s boyut = b,
iterasyon sayist = t,arama uzayt araligt, max iterasyon,w, cl ve c2 degerleri)
Rastgele baslangi¢ popllasyon olustur,

Reapet
t=t+1
Fori=1tos
Forj=1top
Amag fonksiyonunun degerini hesapla
Yerel en iyi konumu glncelle
Kiresel en iyi konumu giincelle
End For
End For

Tim siriniin en iyi konumunu giincelle
Fori=1tos
Forj=1top
Parcaciklarin hizlarint ve konumlarint sirasityla denklem
4.1’e ve 3.34’e gore glncelle
End For
End For
Until (t > max iterasyon)
End

Sekil 4.3. Onerilen MM-PSO algoritmasinin sézde kodu
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Cok-katmanli ileri beslemeli YSA simiflandirma algoritmalarinda en uygun agirlik
degerlerinin belirlenmesi dogrusal olmayan bir optimizasyon problemidir. Bu nedenle
meta-sezgisel optimizasyon algoritmalar ¢ok-katmanli ileri beslemeli YSA’nin en uygun
agirhk degerlerini bulmak igin kullanilabilir. Onerilen MM-PSO meta-sezgisel

algoritmasin ¢ok-katmanli ileri beslemeli YSA siniflandirma algoritmasina uygulanmasi

Sekil 4.4’te verilmistir.

Stirekli veri kiimesi Veri 6nislem Agirlik tabanli siniflandirma algoritmasi
. . : p .
I = ‘ Degerleudume
1. Oznitelik — | -En ‘ )
: 'E Ya"pay .Sinir Aglar (Y.SA) ST T
2. Oznitelik — Ngnnaljzasyou :——p § - Operllen MM-PSO ile —_— bagarlm
| islemi | & optimum agirhiklarin elde
’ = edilmesi
. g
A =
3
i. Oznitelik | l - .
1. Oznite 4 -
S

Sekil 4.4. Onerilen MM-PSO meta-sezgisel algoritmasinin ¢ok-katmanli ileri beslemeli YSA
smiflandirma algoritmasina uygulanmasi

Sekil 4.4’te onerilen MM-PSO meta-sezgisel algoritmasiin ¢ok-katmanli ileri
beslemeli YSA smiflandirma algoritmasina uygulanmasi asagida adim adim

agiklanmaktadir.

Adim 1. Veri kiimesinde 6n isleme: Veri 6n isleme teknigi olan normalizasyon
islemi, siniflandirilacak veri kiimesine uygulanir. Boylece, veri kiimesi ¢ok-katmanli ileri
beslemeli YSA siniflandirma algoritmasi tizerinde daha diizenli ve uygun bir sekilde
calisir. Literatiirde, birden fazla normalizasyon teknikleri bulunmaktadir. Bu tez
calismasinda normalizasyon islemi, Denklem 4.2°de gosterilen min-max normalizasyon

fonksiyonu kullanilarak yapilmistir (Jayalakshmi ve Santhakumaran, 2011).

_ — Min(x;)
~ Max(x;) — Min(x;)

(4.2)

Adim 2. Smiflandirma i¢in veri kiimesinin organizasyonu: Bu tez ¢alismasinda,

veri kiimeleri iki farkl1 deney igin iki farkl1 sekilde diizenlenmistir. Ilk deneyde, 6nerilen
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coklu-ortalama algoritmasin1 standart PSO algoritmasiyla karsilastirmak igin veri
kiimeleri 5-katlamali ¢apraz dogrulama kullanarak diizenlenmistir. Ikinci deneyde ise,
onerilen MM-PSO algoritmasini literatiirdeki 6nceki ¢caligmalarla karsilagtirmak i¢in veri
kiimesinin % 80 egitim ve % 20’si test i¢in kullanilmastir.

Adim 3. Cok-katmanl ileri beslemeli YSA siniflandirma algoritmasinin yapisinin
modellenmesi: Cok-katmanli ileri beslemeli YSA smiflandirma algoritmasinin yapisi
giris katmandaki ndron sayilar1 ve ¢ikis katmandaki ndron sayilari veri kiimesinin
Ozelliklerine gore belirlenir. Giris katmandaki noron sayisi, veri kiimesinin 6znitelik
sayisina esittir. Benzer sekilde, ¢ikis katmandaki noron sayisi veri kiimesinin siniflarinin
sayisina esittir. Gizli katmanin néron sayilar1 belirli aralikta denenerek uygun sayilar
belirlenmistir.

Adim 4. Onerilen MM-PSO algoritmasi ile ¢ok-katmanl: ileri beslemeli YSA
siniflandirma algoritmasinin egitimi: Iyi egitilmis bir gok-katmanli ileri beslemeli YSA
simiflandirma algoritmasinin en uygun agirliklart olmalidir ve en uygun agirliklarin
belirlenmesi  dogrusal olmayan bir optimizasyon problemidir. Meta-sezgisel
optimizasyon algoritmasinin yapisi geregi bu problemi ¢ozmek i¢in kullanilabilir.
Genellikle meta-sezgisel optimizasyon algoritmalarin baslangi¢ ¢éziimleri rastgele bir
poptilasyonla baslar. Popiilasyondaki her bir bireyin uygunlugu amag fonksiyonuna gore
hesaplanir. Buradaki meta-sezgisel optimizasyon algoritmasinin amaci, siiflandirma
hatalarin1 en aza indirmektir. Bu nedenle, meta-sezgisel optimizasyon algoritmasi
problemin ¢6ziim uzayini yerel ve kiiresel olarak arastirir ve en iyi ¢6ziimii giinceller.

Adim 5. Cok-katmanli ileri beslemeli YSA smiflandirma algoritmasiin test
edilmesi: Onerilen MM-PSO algoritmasi ile egitimi gerceklesen ¢ok-katmanli ileri
beslemeli YSA siniflandirma algoritmasinin performansini belirlemek i¢in, siniflandirma

modelinin performans degerlendirme Slgiitleri hesaplanir.
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5. DENEYSEL SONUCLARI VE TARTISMA

Bu boliimde, tez caligmasinda kural tabanli siniflandirma algoritmalar1 igin
onerilen EF_Unique ayriklastirma yonteminin ve agirhik tabanli siniflandirma
algoritmalar1 i¢in Onerilen MM-PSO meta-sezgisel algoritmasinin siniflandirma

algoritmalari {izerinde performanslarini gésteren deney sonuglari analiz edilmistir.

5.1. Onerilen EF-Unique Ayriklasirma Yonteminin Deneysel Sonuclar1 ve

Tartismalar

Onerilen EF_Unique ayriklastirma ydnteminin performansini degerlendirmek
icin, EG, EF ve ET-ID3 gibi veri madenciliginde sik¢a kullanilan ayriklastirma
yontemleri 6nerilen EF_Unique ayriklastirma yontemiyle karsilagtirilmistir. UCI makine
ogrenme veri ambarindan, Bolim 3.1°de gosterildigi gibi farkli 6zelliklere sahip 17 veri
kiimesi kullanilmistir. Onerilen ve EG, EF ve ET-ID3 ayriklastirma y&ntemlerinin
degerlendirilmesi NB, DVM, K-NN ve C4.5 smiflandirma algoritmalar1 iizerinde
siniflandirma basarilarina gore gergeklestirilmistir. Onerilen EF_Unique ve EG, EF ve
ET-1D3 ayriklagtirma yontemlerinin kodlamas1 Microsoft Visual Studio Ultimate 2017
C#NET kullanilarak gerceklestirilmistir. Ayrik veri kiimelerinin siniflandirma islemleri
WEKA veri madenciligi araci kullanilarak gergeklestirilmistir (Hall ve ark., 2009). Tiim
deneyler, 8 GB bellege sahip Intel Core i7 3840QM 2.80 GHz islemcili bir bilgisayar
kullanilarak gerceklestirilmistir.

Onerilen EF_Unique ayriklastirma ydnteminin bagarisim belirlemek igin,
denetimsiz EG ve EF yontemleri i¢in aralik sayisi optimize edilmistir. Optimizasyon
isleminde aralik sayisi, 3 ile 21 arasinda ikiser artirilarak en yiiksek siniflandirma
basarisina sahip olan aralik sayisi se¢ilmistir. Optimizasyon isleminin sonucu olarak, EG
i¢in dokuz aralik sayisi ve EF i¢in bes aralik sayisi en yiiksek siniflandirma basaris ile
secilmistir. NB, DVM, K-NN ve C4.5 smiflandirma algoritmalart i¢in elde edilen deney
sonuglari, sirastyla Cizelge 5.1, 5.2, 5.3 ve 5.4°te gosterilmistir. Ilk siitun veri kiimelerini
gosterirken, diger stitunlarda EG, EF ve ET-ID3 ve onerilen EF_Unique ayriklagtirma

yontemleri ile ayriklastirilan veri kiimelerinin siniflandirma basarilarini verilmektedir.



76

Cizelge 5.1. NB smiflandirma algoritmasinin siniflandirma basarisi

NB siiflandirma basarilar1 %

Veri kiimesi

EG EF ET-1D3 EF Unique
Iris 96.00 94.00 94.00 93.33
Wine 96.07 97.75 98.88 97.75
Glass Identification 68.22 64.49 74.30 68.69
Thyroid 93.02 94.42 96.28 96.74
Heart 84.44 84.81 83.33 84.44
E.coli 80.36 82.74 87.46 86.17
Bupa 65.80 64.06 63.19 64.06
Australian Credit 85.36 85.36 85.51 85.36
Breast Cancer 97.14 97.00 97.00 97.07
Blood 76.20 76.74 75.40 76.34
Pima Indians Diabetes 75.13 74.22 77.86 74.74
Vehicle 63.00 57.80 62.65 63.00
German 75.30 75.00 75.80 76.50
Wine Quality Red 59.16 55.16 58.41 58.22
Spambase 83.83 89.09 90.20 89.95
Magic Gamma Telescope 75.18 75.30 78.30 77.90
Bank Marketing 88.47 87.62 88.45 89.16

Cizelge 5.1°deki simiflandirma sonuglart incelendiginde, NB siniflandirma
algoritmasinda 6nerilen EF_Unique ayriklastirma yontemiyle Wine, Glass Identification,
Thyroid, Heart, E.coli, Blood, German, Spambase, Magic Gamma Telescope ve Bank
Marketing veri kiimelerinde sirasiyla 97.75, 68.69, 96.74, 84.44, 86.17, 76.34, 76.34,
76.50, 89.95, 77.90 ve 89.16 sonuglar elde edilmis ve bu sonuglarla EG ayriklastirma
yonteminden daha iy1 siniflandirma basarisi elde ettigi goriilmiistiir.

Onerilen EF_Unique ayriklastirma ydntemi Glass Identification, Thyroid, Heart,
E.coli, Bupa, Breast Cancer, Pima Indians Diabetes, Vehicle, German, Wine Quality Red,
Spambase, Magic Gamma Telescope ve Bank Marketing veri kiimelerinde sirasiyla
68.69, 96.74, 84.44, 64.06, 97.07, 74.74, 63.00, 76.50, 58.22, 89.95, 77.90 ve 89.16
sonuglart ile EF ayriklastirma yonteminden daha iyi siniflandirma basaris1 vermistir.

Onerilen EF_Unique ayriklastirma yontemi Thyroid, Heart, Bupa, Breast Cancer,
Vehicle, German ve Bank Marketing veri kiimelerinde sirasiyla 96.74, 84.44, 64.06,
97.07, 63.00, 76.50 ve 89.16 sonuclar1 ile ET-ID3 ayriklastirma yonteminden daha iyi
siniflandirma basaris1 vermistir.

Genel olarak, onerilen EF_Unique ayriklastirma yontemi Thyroid veri kiimesinde
96.74, Vehicle veri kiimesinde 63.00, German veri kiimesinde 76.50 ve Bank Marketing
veri kiimesinde ise 89.16 NB smiflandirma algoritmasinda EG, EF ve ET-ID3

ayriklastirma yontemlerinde en iyi siniflandirma basarisi elde etmistir.
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Cizelge 5.2. DVM smiflandirma algoritmasinin siniflandirma basarist

DVM smiflandirma basarilar1 %

Veri kiimesi

EG EF ET-1D3 EF Unique
Iris 96.00 94.00 94.00 93.33
Wine 96.07 96.63 98.31 96.07
Glass Identification 66.36 67.29 76.17 76.64
Thyroid 90.70 93.95 96.74 95.81
Heart 83.33 80.37 84.07 82.96
E.coli 82.14 85.42 85.93 87.32
Bupa 68.41 68.70 63.19 70.14
Australian Credit 85.07 85.65 85.36 84.93
Breast Cancer 95.42 96.28 96.42 96.34
Blood 75.94 76.20 76.20 76.07
Pima Indians Diabetes 77.21 75.26 77.47 75.39
Vehicle 72.46 70.69 73.52 75.77
German 75.50 75.50 76.00 77.50
Wine Quality Red 59.35 57.60 56.91 62.04
Spambase 84.72 93.87 93.87 93.10
Magic Gamma Telescope 82.19 83.55 84.34 84.89
Bank Marketing 89.60 89.50 89.90 89.90

Cizelge 5.2°deki DVM smiflandirma algoritmasinin siniflandirma sonuglari
incelendiginde, onerilen EF Unique ayriklastirma yontemiyle Glass Identification,
Thyroid, E.coli, Bupa, Breast Cancer, Blood, Vehicle, German, Wine Quality Red, Magic
Gamma Telescope ve Bank Marketing veri kiimelerinde sirasiyla 76.64, 95.81, 87.32,
70.14, 96.34, 76.07, 75.77, 77.50, 62.04, 84.89 ve 89.90 sonuclar1 elde edilmis ve bu
sonuglarla EG ayriklastirma yonteminden daha iyi siniflandirma basarisi elde ettigi
gorilmiistiir.

Onerilen EF_Unique ayriklastirma ydntemi Glass Identification, Thyroid, Heart,
E.coli, Bupa, Breast Cancer, Pima Indians Diabetes, Vehicle, German, Wine Quality Red,
Magic Gamma Telescope ve Bank Marketing veri kiimelerinde sirasiyla 76.64, 95.81,
82.96 87.32, 70.14, 96.34, 75.39, 75.77, 77.50, 62.04, 84.89 ve 89.90 sonuglar ile EF
ayriklastirma yonteminden daha 1yi siniflandirma basarist vermistir.

Onerilen EF Unique ayriklastirma yontemi Glass Identification, E.coli, Bupa,
Vehicle, German, Wine Quality Red, Magic Gamma Telescope ve Bank Marketing veri
kiimelerinde sirastyla 76.64, 87.32, 70.14, 75.77, 77.50, 62.04, 84.89 ve 89.90 sonuglari
ile ET-ID3 ayriklagtirma yonteminden daha iyi siniflandirma basaris1 vermistir.

Genel olarak, onerilen EF Unique ayriklastirma yontemi Glass Identification,
E.coli, Bupa, Vehicle, German, Wine Quality Red, Magic Gamma Telescope ve Bank
Marketing veri kiimelerinde sirasiyla 76.64, 87.32, 70.14, 75.77, 77.50, 62.04, 84.89 ve

89.90 degerleri ile en iyi siniflandirma basarisi elde etmistir.
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Cizelge 5.3. K-NN smiflandirma algoritmasinin siniflandirma basarisi

K-NN siniflandirma basaris1 %

Veri kiimesi

EG EF ET-1D3 EF Unique
Iris 93.33 94.67 94.67 94.67
Wine 94.38 93.82 96.07 94.38
Glass Identification 65.42 70.09 66.36 73.83
Thyroid 95.28 97.21 93.95 92.56
Heart 80.74 81.85 81.85 82.96
E.coli 77.37 81.96 82.74 85.78
Bupa 64.93 60.87 63.19 66.09
Australian Credit 85.94 85.80 85.51 85.36
Breast Cancer 95.28 95.28 97.00 95.46
Blood 75.94 77.25 77.74 78.48
Pima Indians Diabetes 70.05 71.88 69.66 70.05
Vehicle 65.96 69.74 73.52 69.15
German 72.70 73.10 73.50 73.00
Wine Quality Red 56.97 53.72 57.04 57.16
Spambase 81.59 92.05 93.48 91.25
Magic Gamma Telescope 78.05 81.70 82.03 83.09
Bank Marketing 89.02 88.31 89.55 89.33

Cizelge 5.3’teki K-NN smiflandirma algoritmasinin smiflandirma sonuglar
incelendiginde, onerilen EF _Unique ayriklastirma yontemiyle Iris, Glass Identification,
Heart, E.coli, Bupa, Breast Cancer, Blood, German, Wine Quality Red, Spambase, Magic
Gamma Telescope ve veri kiimelerinde sirasiyla 94.67, 73.83, 82.96, 85.78, 66.09, 95.46,
78.48, 73.00, 57.16, 91.25, 83.09 ve sonuclar1 elde edilmis ve bu sonuglarla EG
ayriklastirma yonteminden daha 1yi siniflandirma basarisi elde ettigi goriilmiistiir.

Onerilen EF Unique ayriklastirma yontemi Wine, Glass Identification, Heart,
E.coli, Bupa, Breast Cancer, Blood, Wine Quality Red, Magic Gamma Telescope ve veri
kiimelerinde sirastyla 94.38, 73.83, 82.96, 85.78, 66.09, 95.46, 78.48, 57.16, 83.09 ve
sonuglart ile EF ayriklastirma yonteminden daha iyi siniflandirma basaris1 vermistir.

Onerilen EF _Unique ayriklastirma yontemi Glass Identification, Heart, E.coli,
Bupa, Blood, Pima Indians Diabetes, Wine Quality Red ve Magic Gamma Telescope
veri kiimelerinde sirasiyla 73.83, 82.96, 85.78, 66.09, 78.48, 70.05, 57.16 ve 83.09
sonuclar ile ET-ID3 ayriklastirma yonteminden daha iyi siniflandirma basarist vermistir.

Genel olarak, onerilen EF Unique ayriklastirma yontemi Iris, Glass
Identification, Heart, E.coli, Bupa, Blood, German, Wine Quality Red ve Magic Gamma
Telescope veri kiimelerinde sirastyla 94.67, 73.83, 82.96, 85.87, 66.09,78.48, 57.16 ve

83.09 degerleri ile en iyi siniflandirma basaris1 elde etmistir.
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Cizelge 5.4. C4.5 siniflandirma algoritmasinin siiflandirma basarisi

C4.5 simiflandirma basaris1 %

Veri kiimesi

EG EF ET-1D3 EF Unique
Iris 96.00 94.67 94.00 94.00
Wine 89.33 84.27 93.82 81.46
Glass Identification 64.02 63.08 73.83 72.43
Thyroid 91.16 92.09 95.35 96.74
Heart 77.78 80.37 81.85 79.26
E.coli 72.62 76.79 86.24 76.95
Bupa 63.48 66.38 63.19 57.68
Australian Credit 84.78 87.10 85.65 84.78
Breast Cancer 94.99 95.85 94.99 95.31
Blood 76.20 76.20 76.20 75.80
Pima Indians Diabetes 73.44 74.87 74.35 75.13
Vehicle 71.04 66.08 71.99 70.57
German 72.60 71.20 72.10 71.50
Wine Quality Red 59.04 58.72 59.10 57.47
Spambase 80.59 87.61 89.11 85.85
Magic Gamma Telescope 77.83 76.32 79.01 77.86
Bank Marketing 83.92 83.16 84.79 85.04

Cizelge 5.4’teki smiflandirma sonuglari incelendiginde Onerilen EF Unique
ayriklagtirma yontemi Thyroid veri kiimesinde 96.74, Pima Indians Diabetes veri
kiimesinde 75.13 ve Bank Marketing veri kiimelerinde ise 85.04 degerleri ile C4.5
smniflandirma algoritmasinda en iyi siniflandirma basaris1 elde etmistir. ET-1D3
ayriklagtirma yontemi veri ayriklastirmayi C4.5 egitimine dayali oldugundan dolay1 ET-
ID3 ayriklastirma yontemi C4.5 smiflandirma algoritmasinda 17 veri kiimesinin 10
tanesinde iyi siniflandirma basarisi elde etmistir.

Deneysel sonuglara ayrintili bir sekilde bakildiginda, Onerilen denetimsiz
EF Unique ayriklagtirma yontemi denetimsiz EG ve EF yontemlerinden 68 deneyden
sirasiyla 43 ve 41 tanesinde NB, DVM, K-NN ve C4.5 siniflandirma algoritmalarinda
daha iyi bir smiflandirma basarist sonucu elde etmistir. Onerilen EF Unique
ayriklastirma yonteminin simiflandirma sonuglari denetimli ET-1D3 ayriklastirma
yontemi ile karsilagtirildiginda, 6nerilen EF_Unique ayriklastirma yontemi 68 deneyden
27 tanesinde daha iyi performans gostermistir. Deneysel sonuglar, 6nerilen EF_Unique
ayriklagtirma yonteminin, EG, EF ve ET-1D3 ayriklastirma yontemlerine gore iyi bir
performans sergiledigini gostermektedir.

Onerilen EF_Unique ile EG, EF ve ET-ID3 ayriklastirma yontemlerinin deney
sonuglar1 arasinda istatistiksel olarak bir fark olup olmadigin belirlemek i¢in Wilcoxon
isaretli siralar testi kullanilmistir (Rosner ve ark., 2006; Johnson, 2009). Test NB, DVM,
K-NN ve C4.5 smiflandirma algoritmalarinin siniflandirma basarilarina gore ve p degeri

0.05 olarak ayarlanmistir, sonuglar Cizelge 5.5’te verilmektedir.
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Cizelge 5.5. Onerilen EF_Unique ve EG, EF ve ET-ID3 ayriklastirma yontemleri arasinda Wilcoxon
isaretli siralama testinin sonuglari

Siniflandirma algoritmalari EG- EF_Unique EF- EF _Unique ET-ID3- EF Unique
NB 0.140 0.008 0.687
DVM 0.017 0.025 0.758
K-NN 0.011 0.163 0.959
C4.5 0.642 0.831 0.007

Wilcoxon isaretli siralama testinin sonuglarina goére, onerilen EF Unique
ayriklastirma yontemi, DVM ve K-NN siiflandirma algoritmalari i¢in EG ayriklastirma
yonteminden istatistiksel olarak anlamli derecede daha iyi sonuglar vermis, NB ve C4.5
icin istatistiksel olarak anlamli bir farkin olmadigi goriilmiistiir. Ayrica, Onerilen
EF_Unique ayriklastirma yontemi NB ve DVM siniflandirma algoritmalar1 igin EF
ayriklagtirma yonteminden istatistiksel olarak anlamli derecede daha iyi sonuglar vermis,
K-NN ve C4.5 i¢in istatistiksel olarak anlaml1 bir fark goriilememistir. Ek olarak, 6nerilen
EF_Unique ayriklastirma yontemi NB, DVM ve K-NN simiflandirma algoritmalari igin
ET-ID3 ayriklastirma yontemi ile istatistiksel olarak anlamli bir fark yoktur, fakat ET-
ID3 ayriklagtirma yontemi C4.5 siniflandirma algoritmasi i¢in EF_Unique ayriklagtirma
yonteminden istatistiksel olarak anlamli derecede daha i1yi sonuglar vermistir.

Onerilen EF_Unique ve EG, EF ve ET-ID3 ayriklastirma yontemlerinin zaman
karmagikliklarini analiz etmek icin, ayriklastirma yontemlerinin CPU ¢alisma zamanlari

Microsoft Process Explorer programi ile saniye cinsinden 6l¢iilmiis ve Cizelge 5.6’da

verilmistir.
Cizelge 5.6. Ayriklastirma ydntemlerinin saniye cinsinden ¢aligma siireleri

Veri kiimesi EG EF ET-1D3 EF_Unique
Iris 0.001 0.001 0.018 0.002
Wine 0.003 0.002 0.022 0.005
Glass Identification 0.002 0.002 0.021 0.005
Thyroid 0.002 0.001 0.020 0.003
Heart 0.003 0.003 0.021 0.005
E.coli 0.002 0.002 0.021 0.005
Bupa 0.002 0.002 0.019 0.004
Australian Credit 0.006 0.005 0.025 0.009
Breast Cancer 0.005 0.004 0.029 0.006
Blood 0.003 0.002 0.022 0.004
Pima Indians Diabetes 0.005 0.004 0.028 0.007
Vehicle 0.015 0.013 0.043 0.019
German 0.006 0.004 0.027 0.012
Wine Quality Red 0.015 0.010 0.043 0.019
Spambase 0.069 0.067 0.345 0.220
Magic Gamma Telescope 0.085 0.083 0.735 0.196

Bank Marketing 0.236 0.236 0.858 0.487
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Cizelge 5.6°da goriildiigii gibi, denetimli ET-ID3 ayriklastirma yontemi zaman
karmasikligi O(n log n) oldugundan dolay1 EG, EF ve onerilen EF_Unique denetimsiz
ayriklastirma yontemlerinden daha uzun CPU c¢alisma siiresi gerektirmistir. Onerilen
denetimsiz EF_Unique ayriklastirma yontemi ve denetimsiz EG ve EF ayriklastirma
yontemleri ile ayn1 zaman karmagsikligina sahiptir, fakat Onerilen EF Unique
ayriklastirma yontemi CPU ¢alisma siiresi EG ve EF ayriklagtirma yontemlerine gore
biraz daha uzundur. Bunun nedeni, Onerilen denetimsiz EF Unique ayriklagtirma
yonteminin, EG ve EF denetimsiz ayriklagtirma yontemlerinden farkli olarak, araliklarin
sinirlarint hesaplamak i¢in 6zniteligin benzersiz degerlerinin sayisin1 kullanmasidir.

Genel olarak deneylerin sonuglari, 6nerilen EF_Unique ayriklastirma yonteminin
veri madenciligi siniflandirma problemleri igin istiin bir performans sagladigini
gdstermektedir. Onerilen EF_Unique ayriklastirma ydntemi medikal, miihendislik, tarrm
ve biyoloji alanlarindan elde edilen siirekli verileri ayriklastirilmasi icin kullanilabilir.
Buna ek olarak kural ve olasilik tabanli smiflandirma algoritmalarinin simiflandirma
performanslarini iyilestirmek igin ¢ok iyi bir veri On isleme teknigi olarak da

kullanilabilir.

5.2. Onerilen MM-PSO Meta-Sezgisel Optimizasyon Algoritmasinin Deneysel

Sonuclari ve Tartismalar

Orijinal PSO ve onerilen MM-PSO meta-sezgisel algoritmalarinin ¢ok-katmanl
ileri beslemeli YSA smiflandirma algoritmasina uygulanmasinin kodlamasi Microsoft
Visual Studio Ultimate C#.Net 2017 kullanilarak gerceklestirilmistir. Tiim deneyler,
Microsoft Windows 10 isletim sistemi, 8 GB bellege sahip Intel Core 17 3840QM@2.00
GHz islemcili bir bilgisayar kullanilarak gerceklestirilmistir. Orijinal PSO ve dnerilen
MM-PSO meta-sezgisel optimizasyon algoritmalarinin performanslari UCI makine
Ogrenmesi veri ambarindan farkli 6zelliklere sahip 10 farkli veri kiimesi iizerinde
degerlendirilmistir ve literatiirdeki Onceki calismalar ile karsilastirilmistir. Bu veri
kiimelerinin 6zellikleri boliim 3.1°de gosterilmistir.

Genel olarak, ¢ok-katmanli ileri beslemeli YSA siniflandirma algoritmalarinin
yapisi [-H-O ile temsil edilmektedir; burada I, giris katmanindaki diiglimlerin sayisini, H,
gizli katmandaki diigiimlerin sayisin1 ve O ise, ¢ikis katmanindaki diigiimlerin sayisini

ifade etmektedir. Cok-katmanli ileri beslemeli YSA smiflandirma algoritmalarinda
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bulunan agirliklarin sayist Denklem 5.1 kullanilarak hesaplanir. Bu say1 ayn1 zamanda

optimizasyon probleminin boyutunu temsil eder.
Agirliklarinsayist=(I+«H)+ (H+*0)+ H+ 0 (5.1)

Ayrica, ¢ok-katmanli ileri beslemeli YSA siniflandirma algoritmalarinin uygun
yapisini belirlemek bir optimizasyon problemidir ve ¢ok-katmanli ileri beslemeli YSA
siniflandirma algoritmalarinin performansini etkileyen en 6nemli faktorlerden biri olarak
bilinir (Ibrahim, Cihad ve Kamal, 2017). Kullanilan siiflandirma veri kiimelerine gore
belirlenen en uygun ¢ok-katmanl ileri beslemeli Y SA siniflandirma algoritmasinin yapisi
Cizelge 5.7’de verilmistir (Bolaji ve ark., 2018).

Cizelge 5.7. Cok-katmanli ileri beslemeli YSA siniflandirma algoritmasinin yapist

Veri kiimesi | H 0] Agirhiklarin sayisi
Lymphography 18 15 4 349
Iris 4 5 3 43
Wine 13 10 3 173
Glass 9 12 6 198
Shuttle-landing 6 8 2 74
lonosphere 33 4 2 146
Balance-scale 4 5 3 43
Breast cancer 9 8 2 98
Diabetes 8 6 2 68
Thyroid 21 12 3 303

Gizli katman sayis1 ve gizli katmanda bulunan néron sayilar1 ¢ok-katmanl ileri
beslemeli YSA smiflandirma algoritmasinin siniflandirma performansini etkilemektedir.
Onerilen MM-PSO meta-sezgisel algoritmasi ve literatiirde &nerilen meta-sezgisel
algoritmalari ile karsilastirma ayni sartlar altinda olmasi igin ¢ok-katmanli ileri beslemeli
YSA smiflandirma algoritmasinin gizli katmandaki noron sayilar literatiirden alinmistir
(Bolaji ve ark., 2018).

Meta-sezgisel algoritmalarinda bulunan giris parametreleri, problemin ¢oziim
hizint ve en uygun c¢oziimiin aranmasini etkilemektedir. Dolayisiyla, bu giris
parametrelerin iyi bir sekilde segilmesi gerekmektedir. Orijinal PSO ve 6nerilen MM-
PSO meta-sezgisel algoritmalari i¢in parametre ayarlamalar1 Cizelge 5.8°de

verilmektedir.
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Cizelge 5.8. Orijinal PSO ve 6nerilen MM-PSO meta-sezgisel algoritmalarinin parametreleri

Parametre Deger

Parcacik sayist 20

Stirii sayist 3

Iterasyon sayisi 1000

Agirlik w 0.74

C1 Ve Cz 1.49

rLver; 0 ile 1 arasinda rastgele say1
Arama uzay1 -10ile 10 arasinda

Cok-katmanli ileri beslemeli YSA smiflandirma algoritmasimin gizli ve ¢ikis

katmanlarinda egitim ve test asamalari i¢in sigmoid aktivasyon fonksiyonu kullanilmustir.

Durdurma 6lgiitii olarak maksimum iterasyon sayisi kullanilmis ve siniflandirma islemi,

5-katlamali ¢capraz dogrulama ile gerceklestirilmistir. Orijinal PSO ve 6nerilen MM-PSO

meta-sezgisel

algoritmalarinin  5-katlamali

capraz

dogrulamadan

siiflandirma performanslari Cizelge 5.9°da verilmistir.

elde

edilen

Cizelge 5.9. Orijinal PSO ve 6nerilen MM-PSO meta-sezgisel algoritmalarinin siniflandirma

performanslart

Veri kiimesi Algoritma SSE Egitim SB (%) Test SB (%)
Lymphoaraall PSO 23.46 89.32 78.67
MM-PSO 13.87 91.49 83.67
e PSO 6.72 91.00 90.67
MM-PSO 1.35 97.33 91.67
Wine PSO 3.86 92.25 87.22
MM-PSO 0.39 99.58 95.56
e PSO 83.60 66.35 55.84
MM-PSO 62.36 69.21 58.14
) PSO 2.07 99.51 94.12
Shuttle-landing MM-PSO 1.79 99.51 96.08
onosphere PSO 24.77 93.07 85.35
MM-PSO 20.16 95.79 88.73
Slance-coale PSO 58.21 90.20 86.56
MM-PSO 35.85 90.24 89.12
onct cancer PSO 73.80 98.38 95.14
MM-PSO 59.43 98.57 96.29
I PSO 202.39 76.78 72.08
MM-PSO 182,54 7755 78.05
Thyroid PSO 528.55 92.95 92.83
MM-PSO 373.63 93.66 94.01

Cizelge 5.9’daki 5-katlamali ¢apraz dogrulama sonuglari incelendiginde, dnerilen

MM-PSO meta-sezgisel algoritmasi ile egitilmis ¢ok-katmanli ileri beslemeli YSA

siiflandirma algoritmasinin tiim veri kiimelerinde ¢ok daha iyi SSE, egitim SB ve test

SB sonuglari elde ettigi gézlenmistir. Orijinal PSO algoritmasi ile egitilmis ¢ok-katmanl

ileri beslemeli YSA siniflandirma algoritmasi dnerilen yaklasima gore iyi SSE, egitim SB
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ve test SB sonuglari elde etmemistir. Sonug olarak, onerilen MM-PSO meta-sezgisel
algoritmas1 PSO algoritmasina gore ¢ok-katmanli ileri beslemeli YSA siniflandirma
algoritmasi i¢in daha uygun agirliklar elde etmis ve ¢ok-katmanli ileri beslemeli YSA
siniflandirma algoritmasinin siniflandirma performansini iyi bir sekilde iyilestirmistir.
Onerilen MM-PSO meta-sezgisel algoritmas: kiiresel uzay1r daha verimli
arastirmasi ve en uygun sonuglari daha hizli birlestirmesi Onerilen algoritmanin
avantajlanidir. Bu avantajlar1 sagladigindan dolay1, 6nerilen MM-PSO meta-sezgisel
algoritmas1 minimum uygunluk degerine (SSE) PSO algoritmasindan daha hizli bir
sliregte yaklagmaya caligir. Egitim siirecindeki iterasyon sayisina gore SSE degerlerinin
en aza indirilmesi Lymphography, lonosphere, Glass ve Diabetes veri kiimeleri tizerinde
Sekil 5.1’de verilmistir. Lymphography, lonosphere ve Glass veri kiimeleri tizerinde
onerilen MM-PSO meta-sezgisel algoritmasi, SSE degerini baslangi¢ iterasyondan bitis
iterasyona kadar ¢ok egimli bir sekilde en aza indirmistir. Diyabet veri kiimesinde ise,
onerilen MM-PSO meta-sezgisel algoritmasi, 90. iterasyondan sonra kiiresel alan1 daha
verimli bi¢gimde arastirmistir. Ayrica, 6nerilen MM-PSO meta-sezgisel algoritmasi, tiim

veri kiimelerinde baglangi¢ iterasyonlarda daha iyi SSE saglamistir.

90 Lymphography ﬁz ] lonosphere
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60 85
W 5 ——MMPSO § 75 ——MMPSO
v .
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55
30 4 s 45 |
20 35 |
10 4 25
0 T T T T T T T T T ] 15 T T T T T T T T T ]
0 100 200 300 400 500 600 700 800 900 1000 0O 100 200 300 400 500 600 700 800 900 1000
Iteration Iteration
210 380 - .
200 Glass 360 Diabetes
190
180 - 340 -
170 ]
160 . 320
150 300 -
w %gg ] MMPSO w 280 - ——MMPSO
v 120 & 260
110 ——PSO S| ——PSO
188 ] 220 -
gg T 200 e ——
60 180 -
50 T T T T T T T T T d 160 T T T T T T T T T d
0 100 200 300 400 500 600 700 800 900 1000 0 100 200 300 400 500 600 700 800 900 1000

Iteration Iteration

Sekil 5.1. Orijinal PSO ve dnerilen MM-PSO meta-sezgisel algoritmalarindan egitim asamasinda
iterasyon sayisina gore elde edilen SSE
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Yukaridaki Sekil 5.1°deki siiflandirma veri kiimelerinin siniflandirma SSE hata
orani incelendiginde, 6nerilen MM-PSO meta-sezgisel algoritmasi daha hizli bir sekilde
en uygun agirhik degerlerine yaklasmaktadir. Cok-katmanli ileri beslemeli YSA
siniflandirma algoritmasinda SSE hata degeri agirliklarin degerlerine baglidir. En uygun
agirlik degerlerine sahip olan ¢ok-katmanli ileri beslemeli YSA siniflandirma algoritmasi
daha az bir SSE hata degerine sahiptir.

Onerilen MM-PSO meta-sezgisel algoritmasinin yani sira ¢ok-katmanli ileri
beslemeli YSA siniflandirma algoritmasi tizerinde etkisini degerlendirmek i¢in 6nerilen
algoritmanin 10-katlamali ¢apraz dogrulama deneyinin karmagsiklik matrisinden elde
edilen istatistiksel degerlendirme oOlgiitleri yapilmistir. Karmagiklik matrisinden elde
edilen ACU, SEN, SPE, PRE, FPR ve F-M istatistiksel 6l¢iitleri, siniflandirma modelinin
genel bir performansini degerlendirmektedir (Garcia ve ark., 2017). Orijinal PSO ve MM-

PSO meta-sezgisel algoritmalariin istatistik degerlendirme olgiitleri Cizelge 5.10°da

verilmigtir.
Cizelge 5.10. Orijinal PSO ve MM-PSO meta-sezgisel algoritmalarinin istatistik degerlendirme
Olciitleri
Veri kiimesi Algoritma ACU SEN SPE PRE FPR F-M
Lymphography PSO 89.19 78.38 92.79 78.38 0.07 78.38
MM-PSO 91.89 83.78 94.60 83.78 0.05 83.78
Iris PSO 93.78 90.67 95.33 90.67 0.05 90.67
MM-PSO 94.67 92.00 96.00 92.00 0.04 92.00
Wine PSO 91.76 87.64 93.82 87.64 0.06 87.64
MM-PSO 97.00 95.51 97.75 95.51 0.02 95.51
Glass PSO 85.36 56.08 91.22 56.08 0.08 56.08
MM-PSO 86.14 58.41 91.68 58.41 0.08 58.41
Shuttle-landing PSO 94.07 94.07 94.07 94.07 0.06 94.07
MM-PSO 96.44 96.44 96.44 96.44 0.04 96.44
lonosphere PSO 85.47 85.47 85.47 85.47 0.15 85.47
MM-PSO 88.60 88.60 88.60 88.60 0.11 88.60
Balance-scale PSO 91.15 86.72 93.36 86.72 0.07 86.72
MM-PSO 92.75 89.12 94.56 89.12 0.05 89.12
Breast cancer PSO 95.14 95.14 95.14 95.14 0.05 95.14
MM-PSO 96.42 96.42 96.42 96.42 0.04 96.42
Diabetes PSO 72.01 72.01 72.01 72.01 0.28 72.01
MM-PSO 78.13 78.13 78.13 78.13 0.22 78.13
Thyroid PSO 95.15 92.72 96.36 92.72 0.04 92.72
MM-PSO 96.11 94.17 97.08 94.17 0.03 94.17

Cizelge 5.10°daki istatistiksel degerlendirme Olgiitlerinin sonuglar1 analiz
edildiginde, karmagsiklik matrisinden elde edilen ACU, SEN, SPE, PRE, FPR ve F-M
istatistiksel Ol¢iitlerinde Onerilen MM-PSO tabanli c¢ok-katmanli ileri smiflandirma
algoritmas1 Lymphography, Iris, Wine, Glass, Shuttle-landing, lonosphere, Balance-

scale, Breast Cancer, Diabetes ve Thyroid veri kiimelerinde orijinal PSO tabanli ¢ok-
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katmanli ileri siniflandirma algoritmasindan daha iyi ACU, SEN, SPE, PRE, FPR ve F-
M degerleri elde etmistir.

Genel olarak, tim istatistik degerlendirme Olgiitleri degerlerinde deneyde
kullanilan tiim veri kiimelerinde 6nerilen MM-PSO orijinal PSO algoritmasindan daha
iyi sonuglar vermistir. Onerilen MM-PSO algoritmasinin sonuglar1 gok-katmanli ileri
beslemeli YSA siniflandirma modelindeki agirliklarin ¢ok iyi bir sekilde giincelledigini
dolayisiyla ¢ok-katmanli ileri beslemeli YSA siiflandirma algoritmasinin ¢ok iyi bir
sekilde egitildigini gostermektedir.

Ayrica, orijinal PSO ve 6nerilen MM-PSO meta-sezgisel algoritmalarinin zaman
karmasikliklarini analiz etmek igin, her bir algoritmanin CPU ¢alisma zamani Microsoft
Process Explorer programi tarafindan saniyeler cinsinde Ol¢iilmiistiir. Orijinal PSO ve
onerilen MM-PSO meta-sezgisel algoritmalarinin CPU ¢alisma zamanlar1 Cizelge

5.11°de verilmistir.

Cizelge 5.11. Orijinal PSO ve 6nerilen MM-PSO meta-sezgisel algoritmalarinin CPU ¢alisma

zamanlari

Veri kiimesi PSO MM-PSO
Lymphography 6.48 5.16
Iris 2.16 1.37
Wine 4.37 3.37
Glass 7.59 5.17
Shuttle-landing 4.34 3.19
lonosphere 6.52 6.26
Balance-scale 8.03 6.32
Breast cancer 14.44 11.05
Diabetes 11.29 9.36
Thyroid 479.08 396.35

Cizelge 5.11°de gosterildigi gibi, 6nerilen MM-PSO meta-sezgisel algoritmasinin
calisma siiresi, tlim veri kiimeleri icin PSO algoritmasindan daha kisadir. Ek olarak,
onerilen MM-PSO meta-sezgisel algoritmasi paralel uygulama i¢in uygundur ve MM-
PSO algoritmasinin ¢alisma siiresi paralel programlama ile ¢ok daha kisa bir siireye
diistirtilebilir.

Onerilen MM-PSO meta-sezgisel algoritmasinin performansi ¢ok-katmanli ileri
beslemeli YSA siniflandirma algoritmasi iizerinde degerlendirmek i¢in, literatiirden
secilen Harmony Search Algoritmast (HSA) (Kattan ve ark., 2010), Krill Herd
Algoritmasi (KHA), Genetik Algoritmasi (GA) (Kowalski ve Lukasik, 2016) ve Havai
Fisek Algoritmasi (FWA) (Bolaji ve ark., 2018) ile karsilastirilmistir. Literatiirdeki

caligmalarda kullanilan alt1 adet veri kiimeleri %80 egitim kiimesi ve %20 test kiimesi
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seklinde ayarlanmistir. Bu karsilagtirmay1 ayni sartlar altinda yapabilmek i¢in Onerilen
calismada da ayni veri kiimeleri %80 egitim kiimesi ve %20 test kiimesi seklinde
ayarlanmistir. Ayn1 zamanda 6nerilen MM-PSO meta-sezgisel algoritmasi FWA, KHA,
HS ve GA algoritmalar gibi on kez c¢alistirilarak en iyi SSE, egitim SB ve test SB
sonuclart secilmistir. Meta-sezgisel algoritmalarinda bulunan iterasyon sayisi ve
poplilasyon sayisi ortak giris parametreleri sirastyla 1000 ve 20 olarak ayarlanmigtir
(Bolaji ve ark., 2018).

Onerilen MM-PSO meta-sezgisel ve literatiirde 6nerilen FWA, KHA, HS ve GA
meta-sezgisel algoritmalarinin %80 egitim kiimesi ve %20 test kiimesi deneyinin

sonuglari Cizelge 5.12°de gosterilmektedir.

Cizelge 5.12. Onerilen MM-PSO ve literatiirde 6nerilen FWA, KHA, HS ve GA meta-sezgisel
algoritmalarinin %80 egitim kiimesi ve %20 test kiimesi deney sonuglar1

Veri kiimesi Algoritma SSE Egitim SB (%) Test SB (%)
MM-PSO 0.31 100 100
FWA 0.52 100 100
Iris KHA 21.28 99.59 100
HS 18.00 98.33 96.67
GA 96.00 90.00 90.00
MM-PSO 47.56 78.36 62.79
FWA 94.33 61.99 60.47
Glass KHA 41.21 58.79 58.14
HS 355.85 70.12 72.09
GA 544.00 57.89 67.44
MM-PSO 18.91 99.28 91.54
FWA 25.28 95.71 90.14
lonosphere KHA 31.0 89.00 91.43
HS 106.4 95.00 94.37
GA 152 93.21 94.37
MM-PSO 47.00 99.46 97.85
FWA 66.11 93.92 96.43
Breast cancer KHA - - -
HS 126.37 - 100
GA 172 - 98.57
MM-PSO 166.21 81.27 79.87
FWA 267.20 65.96 66.88
Diabetes KHA - - -
HS 856 - 77.27
GA 1108 - 79.87
MM-PSO 237.07 95.37 94.19
FWA 749.11 93.21 93.82
Thyroid KHA 320.3 94.81 92.90
HS 3146.4 93.06 92.78
GA 3416.0 92.58 92.57

Cizelge 5.12’deki %80 egitim kiimesi ve %20 test kiimesi deneyinin sonuglari

analiz edildiginde, onerilen MM-PSO meta-sezgisel algoritmasinin Iris, Diabetes ve
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Thyroid veri kiimelerinde FWA, KHA, HS ve GA meta-sezgisel optimizasyon
algoritmalarindan daha iyi SSE, egitim SB ve test SB degerleri sunmustur. Onerilen MM-
PSO meta-sezgisel algoritmasi, Ionosphere ve Breast cancer veri kiimelerinde SSE ve
egitim SB FWA, KHA, HS ve GA meta-sezgisel optimizasyon algoritmalardan daha iyi
deger elde etmesine ragmen, bu veri kiimeleri i¢in en iyi test SB degeri elde edememistir.
Son olarak Glass veri kiimesi i¢in, dnerilen MM-PSO meta-sezgisel algoritmast FWA,
KHA, HS ve GA meta-sezgisel optimizasyon algoritmalarindan yalnizca iyi bir egitim
SB degeri elde etmistir. Ozet olarak, Cizelge 5.12°deki karsilastirma sonuglarina
bakildiginda, oOnerilen MM-PSO meta-sezgisel algoritmasi genel olarak diger
algoritmalardan daha iyi siniflandirma sonuglar1 vermistir.

Onerilen MM-PSO ve orijinal PSO meta-sezgisel algoritmalarindan on kez
calistirma sonucu elde edilen egitim ve test asamalar1 i¢in SB degerlerinin standart sapma
degerleri hesaplanmistir. Onerilen MM-PSO ve orijinal PSO meta-sezgisel

algoritmalarinin SB’nin standart sapma degerleri Cizelge 5.13’te verilmektedir.

Cizelge 5.13. Onerilen MM-PSO ve orijinal PSO meta-sezgisel algoritmalarinin SB’nin standart sapma

degerleri

Veri kiimesi Algoritma Standart sapma egitim Standart sapma test
Lymphography PSO 0.2294 0.0384
MM-PSO 0.1604 0.0223
Iris PSO 0.0564 0.0242
MM-PSO 0.0426 0.0286
Wine PSO 0.0940 0.0455
MM-PSO 0.0347 0.0268
Glass PSO 0.1306 0.0453
MM-PSO 0.0602 0.0239
. PSO 0.0553 0.0193
Shuttle-landing MM-PSO 0.0193 0.0107
lonosphere PSO 0.0494 0.0227
MM-PSO 0.0432 0.0247
Balance-scale PSO 0.0206 0.0083
MM-PSO 0.0079 0.0072
Breast cancer PSO 0.0679 0.0662
MM-PSO 0.0209 0.0108
Diabetes PSO 0.0436 0.0109
MM-PSO 0.0116 0.0042
Thyroid PSO 0.0020 0.0013
MM-PSO 0.0013 0.0011

Cizelge 5.13’teki standart sapma degeri analiz edildiginde, 6nerilen MM-PSO
algoritmasindan elde edilen 10 kez ¢alisma SB degerlerinin birbirine ¢ok yakin degerler

oldugu gozlenmistir. Sonug olarak, dnerilen MM-PSO algoritmasinin 10 kez calisma SB
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degerleri PSO algoritmasindan elde edilen SB degerlerinden daha tutarli oldugu
goriilmektedir.

Onerilen MM-PSO meta-sezgisel algoritmas1 ile FWA, KHA, HS ve GA meta-
sezgisel algoritmalarmin deney sonuclari arasinda istatistiksel olarak bir fark olup
olmadigini belirlemek i¢in Wilcoxon isaretli siralar testi kullanilmistir (Rosner ve ark.,
2006; Johnson, 2009). Test SSE, egitim SB ve test SB siniflandirma 6Slgiitlerine gore ve
p degeri 0.05 olarak ayarlanmistir. Onerilen MM-PSO meta-sezgisel algoritmas ile
FWA, KHA, HS ve GA meta-sezgisel algoritmalarinin sonuglar Cizelge 5.14°te

verilmektedir.

Cizelge 5.14. Onerilen MM-PSO ve FWA, KHA, HS ve GA algoritmalar1 arasinda Wilcoxon isaretli
siralama testinin sonuglari

iz‘i‘i‘t]i?“d“ma FWA ile MM-PSO  KHA ile MM-PSO  HS ile MM-PSO GA ile MM-PSO
SSE 0.028 0.145 0.028 0.028
Egitim SB 0.034 0.028 0.028 0.028
Test SB 0.043 0.043 0.753 0.893

Wilcoxon isaretli siralama testinin sonuglarina gore, onerilen MM-PSO meta-
sezgisel algoritmast SSE degerlerinde FWA, KHA, HS ve GA meta-sezgisel
algoritmalarindan istatistiksel olarak anlamli derecede daha iyi sonuglar vermistir. Egitim
SB sonuglarina gore onerilen MM-PSO meta-sezgisel algoritmasi FWA, KHA, HS ve
GA meta-sezgisel algoritmalarindan istatistiksel olarak anlamli derecede daha iyi
sonuglar vermistir. Test SB sonuglarina gore ise Onerilen MM-PSO meta-sezgisel
algoritmast FWA ve KHA meta-sezgisel algoritmalarindan istatistiksel olarak anlamli
derecede daha iyi sonuglar vermistir. HS ve GA meta-sezgisel algoritmalar1 onerilen
MM-PSO meta-sezgisel algoritmasindan istatistiksel olarak anlamli derecede daha iyi

sonuglar vermistir.
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6. SONUCLAR VE ONERILER

6.1 Sonuclar

Veri madenciligi ve makine 6grenmesi algoritmalarindan daha iyi bir performans
elde etmek icin veri kiimesinin Onisleme ile hazirlanmasi ve uygun giris parametrelerinin
verilmesi gerekmektedir. Kural ve olasilik tabanli siniflandirma algoritmalar1 parametrik
olmayan siniflandirma algoritmalar1 oldugundan dolay1 iyi bir performans elde etmek i¢in
siiflandirma algoritmasina uygun bi¢imde veri kiimesinin hazirlanmasi gerekmektedir.
Veri kiimeleri farkli kaynaklardan toplandiginda, bu veriler analize uygun degildir ve ham
bicimdedir. Veri madenciliginde veri ©on isleme asamasi, makine &grenmesi
algoritmalarinin veri kiimeleri lizerinde islem yapmadan 6nce veri kiimelerine uygulanan
dontigiimleri ifade etmektedir. Ayriklastirma, stirekli 6znitelikleri igeren veri kiimelerini
ayrik veri kiimelerine doniistiiren veri madenciliginin 6nemli bir veri 6n isleme teknigidir.
Bazi makine 6grenmesi algoritmalari belirli bir bigimde veri kiimesine ihtiya¢ duymakta
ve dogrudan uygulanabilmektedir. Kural ve olasilik tabanli siniflandirma algoritmalari
ayrik veri kiimeleri ile daha iyi bir performans sergilemektedir. Bu tez ¢alismasinin
birinci kisminda, kural ve olasilik tabanli siiflandirma algoritmalarinin performansim
tyilestirmek i¢in EF Unique adinda yeni bir ayriklastirma yontemi Onerilmistir.
Denetimsiz ayriklastirma yontemleri, kullanici tarafindan saglanan k araliklarinin sayisini
gerektirmektedir, ancak en uygun k’nin belirlenmesi veri madenciliginde zor bir problem
olarak bilinmektedir. Onerilen EF_Unique ayriklastirma yonteminde, k sayisi, benzersiz
deger kiimesinin uzunlugunun karekokiinii hesaplayarak elde etmektedir. Onerilen
EF Unique ayriklastirma yonteminin performansini degerlendirmek igin, farkli
Ozelliklere sahip UCI makine 6grenmesi veri ambarindan 17 veri kiimesi kullanilmistir.
Veri kiimeleri, ayrik tabanli siniflandirma algoritmalarinda uygulamak i¢in EF _Unique,
EG, EF ve ET-ID3 ayriklagtirma yontemleri ile ayriklagtirilmistir. Siniflandirma
stirecinde NB, DVM, K-NN ve C4.5 makine 6grenmesi siniflandirma algoritmalari
kullanilmigtir. Deneysel sonuglar, dnerilen EF_Unique ayriklagtirma yontemi, denetimsiz
EG, EF ve denetimli ET-ID3"i, 68 deneyden sirasiyla 43, 41 ve 27 tanesinde daha iyi
performans gostermistir. Ayrica, Wilcoxon sira testi EF_Unique ve EG, EF ve ET-ID3
ayriklagtirma yontemleri arasinda karsilastirma yapmak icin yapilmigtir. Onerilen
EF Unique ayriklastirma yonteminin, NB ve DVM siniflandirma algoritmalar1 i¢in EF

ayriklastirma yonteminden istatistiksel olarak anlamli derecede farkli oldugu
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goriilmistiir. Ayrica EF_Unique’in, DVM ve K-NN siniflandirma algoritmalarinda EG
ayriklagtirma yonteminden istatistiksel olarak anlamli derecede farkli oldugu
gozlemlenmistir. Deneysel sonuglara gore, 6nerilen denetimsiz EF _Unique ayriklastirma
yontemi, makine 6grenmesi ve istatistikler dahil olmak iizere bir¢ok alanda kullanilabilir.

Diger yandan agirlik tabanli makine 6grenmesi algoritmalarinin performansi giris
parametrelerine ve veri kiimesinin hazirlanmasina baglidir. Cok-katmanli ileri beslemeli
YSA siniflandirma algoritmasinin performansini énemli bir sekilde etkileyen, c¢ok-
katmanli ileri beslemeli YSA’da bulunan agirlik parametreleridir. Cok-katmanli ileri
beslemeli YSA smiflandirma algoritmasi i¢in en uygun agirlik degerlerinin belirlenmesi
literatiirde zor bir optimizasyon problemi olarak bilinmektedir. Bu tez caligmasinin ikinci
kisminda ise, agirlik tabanli siniflandirma algoritmasi olan ¢ok-katmanl ileri beslemeli
YSA’da en uygun agirliklari elde etmek icin MM-PSO adinda yeni bir PSO tabanli meta-
sezgisel optimizasyon algoritmasi onerilmistir. MSO teknigine dayanan onerilen MM-
PSO meta-sezgisel algoritmasinin, orijinal PSO algoritmasina gére iki avantaji vardir. Tlk
olarak, onerilen MM-PSO meta-sezgisel algoritmasi, arama uzayinda yerel bir arama
yapmak igin parcaciklar1 giiclendirir. Ikincisi, ©nerilen MM-PSO meta-sezgisel
algoritmas1 birden fazla kiimeye sahiptir ve her kiimenin en iyi ¢0zlimiinii ve tiim
kiimelerin en iyi ¢oziimiinii hesaba katar. Boylece daha az siire ile en uygun ¢oziime
yaklasir. Onerilen dgrenme algoritmast UCI makine dgrenmesi veri ambaridan alman
veri kiimeleri iizerinde Onceki ¢alismalarda bulunan meta-sezgisel optimizasyon
algoritmalari ile karsilagtirilmistir. Bu karsilagtirma analizine gore, 6nerilen MM-PSO
meta-sezgisel algoritmasi literatiirdeki FWA, KHA, HS ve GA meta-sezgisel
algoritmalara gore rekabetci bir avantaj gostermistir. Sonug olarak, 6nerilen MM-PSO
meta-sezgisel algoritmasi iyi performans gostermistir ve ¢ok-katmanli ileri beslemeli

YSA egitimi i¢in yeni bir yontem olarak kabul edilebilir.

6.2 Oneriler

Veri madenciligi ve makine Ogrenmesi algoritmalar1 bircok gercek diinya
problemlerinde uygulanmaktadir. Makine 6grenmesi, bilgisayar sistemlerinin belirli bir
gorevindeki performanslarint  kademeli olarak gelistirmek i¢in kullandiklar
algoritmalarin ve istatistiksel modellerin bilimsel calismasidir. Makine 6grenmesi
algoritmalari, gorevi gergeklestirmek icin egitim veri kiimesi olarak bilinen matematiksel

bir 6rnek veri modeli olusturur, bu modeli karar vermek ve tahmin etmek icin
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kullanmaktadir. Makine 6grenmesi algoritmalar1 havacilik, medikal ve saldir1 gibi ¢cok
onemli alanlarda kullanilmas1 nedeniyle, bu makine Ogrenmesi algoritmalarinin
performanslar1 6nem arz etmektedir. Makine 6grenmesi siniflandirma algoritmalarinin
modelleri genel olarak istatistik veya matematik hesaplamalar1 ile olusturulmaktadir.
Istatistik hesaplamalar1 ile olusturulan makine 6grenmesi smiflandirma algoritmalari
kural ve olasilik tabanli olarak dallanabilir, matematiksel hesaplamalar1 ile olusturulan
makine 6grenmesi siniflandirma algoritmalari ise agirlik tabanli olarak siniflandirilabilir.

Kural ve olasilik tabanli makine o6grenmesi smiflandirma algoritmalarinin
performans: egitim veri kiimesinin hazirlanmas: ile ilgilidir. Ornegin, karar agaci
siiflandirma algoritmalari siirekli veri kiimeleri ile iyi bir performans gostermemektedir.
Bu performansi iyilestirmek ve daha verimli siniflandirma agaci olusturmak i¢in egitim
veri kiimesinin ayrik veya kategorik veriler olmas1 gerekmektedir.

Agirlik tabanli makine 6grenmesi algoritmalarinin performansi ise hem egitim
veri kiimesinin hazirlanmasina hem de algoritmanin giris parametreleri ile ilgilidir.
Ornegin, YSA smiflandirma algoritmalarinin performanslari, olusturulan siniflandirma
modeli iizerinde bulunan agirlik parametrelerinin degerlerine baglidir. En uygun agirlik
degerlerine sahip olan YSA smiflandirma modelleri ¢ok iyi bir performans ile
siniflandirma veya tahmin islevini yerine getirmektedir. YSA modelinde en uygun agirlik
degerlerinin belirlenmesi literatiirde bir optimizasyon problemi olarak bilinmektedir.

Bu tez c¢alismasi kapsaminda kural ve olasilik tabanli makine 6grenmesi
siiflandirma algoritmalarinin performansini iyilestirmek i¢in EF_Unique adinda yeni bir
ayriklastirma yontemi Onerilmistir. Agirlik tabanli makine o6grenmesi siniflandirma
algoritmalarinin performansini iyilestirmek i¢in MM-PSO adinda yeni bir meta-sezgisel
optimizasyon algoritmasi gelistirilmistir.

Gelecekteki c¢aligmalar i¢in, Onerilen EF Unique ayriklagtirma yontemi, medikal,
finansal bankacilik, tarim ve havacilik gibi bir¢ok alanda stirekli verilere dayanan gergek
diinyadaki veri madenciligi problemlerini ¢6zmek i¢in bir veri 6n isleme teknigi olarak
kullanilabilir. Onerilen MM-PSO tabanli YSA smiflandirma algoritmas: ile akilli
sistemler, tasarim, tanimlama, teshis, planlama ve cizelgeleme gibi c¢esitli alanlarda

karmasik gercek diinya siniflandirma ve optimizasyon problemleri ¢6ziilebilir.
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