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ONSOZ VE TESEKKUR

Teknolojinin ¢ok hizli bir sekilde gelismesi ile mobil cihazlar gunlik yasantinin siradan
bir unsuru haline gelmistir. Bu gelismenin mobil cihazlardaki sensdrlere de
yansimasinin bir sonucu olarak, mobil platformda calismak Uzere gelistirilebilecek
uygulamalarin c¢esitliligi de artmaktadir. Bu alanlardan biride saglik hizmeti alanidir.
Bu alanda Kkisilerin hareketlerinin analiz edilmesi, yasllar igin guvenli takip
uygulamalari, kilo kontroli gibi cesitli alanlarda énem tasiyan bir uygulama haline
gelmigstir. Bu agidan kisi hareketlerinin daha iyi bir bigcimde tespit edilmesi bu alanin
gelismesi icin buyuk 6nem tasimaktadir.

Bu tez galismasinda, makine 6grenmesi yontemleri kullanilarak insan aktivite tespit
sistemi tasarimi Uzerinde calisiimistir. Farkh Ozniteliklerin arastirilarak insan
aktivitelerinde kullanilan 6zniteliklerin bu sistemlerdeki dnemi incelenerek, insan
aktivite tespit sistemlerinde kullanilacak o6zniteliklerin daha iyi anlagiimasi
amaglanmigtir. Ayrica var olan problemler incelenmis ve problemlerin ¢dzimi
hususunda neler yapilabilecegi irdelenmistir.

Tez galismasi boyunca buyuk bir sabir ve 6zveri ile bilgi birikimi ve deneyimlerini
paylasan, her zaman sahsim igin motivasyon kaynagr ve iyi bir ornek olan
danismanim Sayin Dog. Dr. Kerem KUCUK’e saygilarimi ve tesekkurlerimi bir borg
bilirim.
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MAKINE OGRENMESI YONTEMLERI ILE INSAN AKTIVITE TESPIT SISTEMI
TASARIMI

OZET

insan aktivitelerinin tespiti, mobil cihazlarin ve buna bagli olarak igerisindeki
sensdrlerin gelisimi ve makine 6grenmesi yontemlerinin giderek yayginlagsmasi ile
yaygin olarak caligilan oldukg¢a popduler bir problem haline gelmistir. Bu problemin
¢6zumd icin, toplanan farkli hareketlere ait sensor verileri gergeklegtirilen hareketler
ile etiketlenerek bir siniflandirma problemine donusturilir. Toplanan veri Uzerinde
siniflandirma algoritmalari gerceklenerek farkli insan aktiviteleri ayirt ediimeye
calisilir.

insan aktivitelerinin tespiti, kisiye 6zel gunlik kalorilerin hesaplanmasi, kisinin
gerceklestirdigi hareketlere gore saglik durumunun analizi gibi saglik uygulamalari
olarak veya yasl insanlarin bulunduklari ortamda gerceklestirdigi hareketler ile
gbzetlenmesi, insan pozisyon takibi ve g¢esitli guvenlik uygulamalarinda
kullaniimaktadir.

Bu tez galismasi kapsaminda, bir insan aktivite tespit sistemi gerceklestirilmistir.
WISDM (Wireless Sensor Data Mining) ham veri seti kullanilarak, sirekli zamanh
dalga 6znitelikleri ve Sakh Markov Modellerine dayali 6znitelikler ¢ikarilmis ve bu
Ozniteliklerin insan aktivite tanimlamadaki etkileri incelenmistir. Kurulmus olan makine
ogrenmeleri algoritmalari kullanilarak gergek zamanli bir uygulama 6rnegide bu tez
¢alismasi kapsaminda gercgeklestirilmistir. Deneysel sonuglar ile gergcek zamanl
uygulama arasindaki farkhliklar incelenmis ve buna bagl olarak insan aktivitelerinin
tespitinde karsilasilabilecek sorunlara deginilmis ve bu sorunlarin ¢6zimu hakkinda
Oneriler sunulmustur.

Anahtar Kelimeler: insan Aktivitelerinin Tanimlanmasi, Makine Ogrenmesi, Mobil
Sensorler, Sakli Markov Modeli, Siniflandirma.
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A HUMAN ACTIVITY RECOGNITION SYSTEM BASED MACHINE LEARNING
METHODS

ABSTRACT

Consequently the evolution of mobile sensors and the increasingly widespread use of
machine learning methods, detection of human activities has become a prevalent
problem. For the solution of this problem, the sensor data of the different activities
collected are converted into a classification problem by being labeled with the
movements performed. By using classification algorithms on the collected data,
different human activities are tried to predict.

Human Activity Recognition (HAR) is used in health care applications such as the
calculation of personal calories daily, analysis of health status of the person or
observation of movements of elderly people for their surveillance, human position
tracking or various security applications.

Within the scope of this thesis, a human activity detection system has developed.
Using WISDM (Wireless Sensor Data Mining) raw data set, continuous time wave
attributes and Hidden Markov Models based attributes were extracted and their
effects on human activity detection were examined. We compared experimental
results and real-time system, and consequently, the problems that may be
encountered in defining human activities are discussed and the solution of these
problems have proposed.

Keywords: Human Activity Detection, Machine Learning, Mobile Sensors, Hidden
Markov Models, Classification.
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GiRiS

Gunumuzde teknolojinin biylk bir hizla gelismesi ve bu gelismenin bir sonucu olarak
mobil cihazlar glindelik yasantinin ayrilmaz bir parcasi haline gelmistir. Bu gelismenin
en carpiclt drnegini mobil telefonlar olusturmaktadir. Alman istatistik sirketi
Statistica’nin yaptigi ¢alisma bu durumu destekler niteliktedir. Yapilan ¢alismada
dinya genelinde ortalama mobil telefon sayisinin 2018 itibari ile yaklasik olarak 2,53
milyar oldugu belirtiimistir. Bu sayinin giderek artarak 2020 yili itibari ile toplam 2,87

mobil telefon sayisina ulagilmasi beklenmektedir.

Mobil telefonlar diginda benzer bir durum giyilebilir cihazlarda da gortulmektedir.
Gorsel Ag Endeksi Global Mobil Veri Trafik Tahmini Raporu’na gére 2019 yilinda
dunyadaki giyilebilir cihazlar 109 milyondan 578 milyona ulasacak ve mobil veri

trafiginin %97’si mobil cihazlar yoluyla tretilecektir [2].

Teknolojinin bu denli hizla gelismesi ve mobil cihazlarin buylk oranda yayginlasmasi,
dogal olarak bu cihazlarin donanimsal olarak bu gelismeye ayak uydurmasi anlamina
gelmektedir. Akilli telefonlar her gegen gun daha iyi, hassas ve ¢esitli donanimlarla
donatiimaktadir. Ginumuzde ortalama bir mobil telefonda GPS, yuksek ¢cozunurlukla
kameralar farkli amaglara hizmet eden hassas sensoérler (ivmedlger, jiroskop, i1sik
sensorleri gibi) artik standart hale gelmistir. Mobil cihazlarin fiyatlarinin giderek
azalmasi, donanimsal agidan verimliliklerinin artmasi, tasinabilirlik avantajlari bahsi

gecen gelismelerde etkili olmustur [3].

Donanimsal gelismeler sayesinde akilli telefonlardaki uygulamalar daha farkl ve
spesifik problemlerin ¢dézimda icin kullanilabilir duruma gelmistir. Bu ¢alismalardan
biri akilli telefonlar kullanilarak insan aktivitelerinin tespitidir. insan aktivitelerinin
tanimlanmasi ¢ok cesitli alanlarda kullanilan ve uygulanmasi halen zor olan bir
calisma alanidir. Saglik alaninda kigilerin gtinlik hareketlerinin analizinin yapilmasi,
yasli insanlar icin diisme tespiti uygulamalari, akilli evler, ev guvenliginin saglanmasi

gibi ¢ok cesitli alanlarda kullaniimaktadir [4-8].

insan aktivitesi tanimlanmasi ile alakali temelde iki yaklasim bulunmaktadir. Bu
yaklasimlardan birincisi, bir ortama farkli konumlarda yerlestiriimis c¢esitli kameralar

araciligiyla, ortamda bulunan kisi veya kisilerin hareketlerinin gérinti isleme



yontemleri ile tespit edilmesidir [9-12]. Fakat bu yontemler kameralarin kisith bir alana
yerlestirimesine, dolayisiyla gelistirilecek bir uygulamanin kisith mekanda
geligtirilebilmesine sebep olmaktadir. Goéruntl islemeye dayal yéntemler genis
alanlarda kullanilsa da bir altyapi desteginin varligina ihtiya¢c duymaktadir. Ayrica
sistem kurulum maliyetleri bahsedilecek olan veri madenciligi yéntemlerine oranla

daha fazladir.

insan aktivitesi alaninda kullanilan ve giderek yayginlasan bir diger ydntem ise ilgili
problemin ¢6zimuinde veri madenciligi yontemlerinin kullanilmasidir. Bu ydntem
genel olarak farkli hareket cesitleri gerceklestirilirken vicudun farkli kisimlarina
yerlegtiriimis sensorlerden elde edilen verilerin veri madenciligi metotlarina uygun
olarak islenerek insan aktivitelerinin farkl siniflar olarak goérulup ilgili problemin bir
siniflandirma  problemine dénustirilerek bu problemin ¢dzilmesi esasina
dayanmaktadir. Mobil sensérlerden elde edilen ham veri Gzerinden olusturulan veri
seti Uzerinden farklh siniflandirma algoritmalar kullanilarak farkli hareket tirlerinin
tespiti yapiimaya caligiimaktadir. Karar Agaclari (Decision Tree - DT), Naif Bayes
Siniflandirici (NB), Cok Katmanl Algilayicilar (Multilayer Perceptron - MLP), Destek
Vektdr Makineleri (Support Vector Machines - SVM) gibi farkli algoritmalar bu tirden

galismalarda siklikla kullaniimaktadir.

Bu tez galismasinda, bir mobil cihaz icin 3-eksenli ivmedlger verilerini kullanarak bir
insan aktivite tespit sistemi tasarimi yapilmistir. insan aktivitelerindeki siirekli zamanl
dalga 6znitelikleri ve Sakli Markov Modellerine dayali iki farkh 6znitelik uzayinda
calisilmistir. Bu iki 6znitelik uzayi kullanilarak farkli makine 6grenme algoritmalari ile
siniflandirma modelleri kurularak, hem insan aktivitelerindeki basarili modeller
incelenmis hem de bir insan aktivite tespit sistemi tasariminda kullanilacak farkli
Oznitelik uzaylari incelenmistir. Gergek zamanli bir aktivite tespit sistemindeki olasi

zorluklar ve bu olasi zorluklara ¢6zim 6nerileri sunulmustur.

Tezin calismasinin organizasyonu su sekildedir: Birinci bolimde, tez calismasi
kapsaminda kullanilan yéntemler ve insan aktivite tespiti ile ilgili yapilmis literattr
calismalarindan bahsedilmistir. Ikinci bdlimde insan aktivite sistemi icin
gergeklestirilen sistem tasarimindan bahsedilmistir. Ugiincti bélimde bu sistemin
gerceklestiriimesi icin kullanilan farkli veri setinin olusturulmasi ile alakali adimlar ve
bu veri setleri lzerinde gergeklestirilen deneyler anlatiimistir. Farkh veri setleri
kullanilarak olusturulan insan aktivitesi modelleri incelenmis ve basarimlari

karsilastiriimistir. Dordinct bdlimde gercek zamanli bir senaryo Gzerinde kurulan



bir insan aktivite tespit sistemine ait sonuclar incelenmistir. Besinci ve son bélimde,
deneysel sonuglar 6zetlenmis, gercek uygulama sonugclari ile karsilastiriimis ve
gercek bir uygulamada yapilmasi gerekenler ve insan aktiviteleri ile alakali teknik
zorluklardan bahsedilerek bu teknik zorluklara iligkin olasi ¢déziimler sunulmustur.

Ayrica gerceklestiriimesi planlanan gelecek ¢alismalardan da bahsedilmistir.



1. KULLANILAN YONTEMLER

Bu calisma kapsaminda insan aktivitelerinin tespiti icin, makine 6grenmesi ve orintu
tanimaya dayali yaklasimlar kullaniimistir. Bélim 2’de acgiklanan “Sistem Mimarisi”
esasinda bu iki kavram Uzerine kurulmustur. Bu bdlumde, makine 6grenmesi ve
oruntu tanima problemlerine iliskin teknik detaylar verilmigtir. Bu teknik detaylar genig
¢aph bir sekilde sunulmaktan ziyade, bu tez c¢alismasi kapsaminda kullanilan
yontemler ile sinirli kalinarak sunulmustur. ilgili teknik detaylar ve bu calismada
kullanilan yontemler sunulduktan sonra, konu ile ilgili literatiirde bahsi gegen teorik

konularla alakali olan ¢alismalar sunulmustur.
1.1. Makine Ogrenmesi

Makineler dusinebilir mi? Alan M. Turing, bu tlrden bir soruyu sormus ve kendi
perspektifinden bu soruyu yorumlayarak, “6grenen makineler’” olarak
adlandirilabilecek ve yapar bir zek@ya sahip olabilecek makineler fikrini sunmugtur 12.
Modern donemde makine 6grenmesi olarak adlandirilan bu kavram, bir bilgisayarin
¢cbzmesi beklenen bir spesifik problemin, gesitli algoritmalar ve istatistiksel metotlarin

kullanimi ile ¢6zim performansinin arttiriilmasi olarak adlandirilabilir.

Turing bu fikri 1950 yilinda sunmus olsa da, makine 6grenmesi kavraminin temelleri
cok daha eskiye dayanmaktadir. 1805 yilinda Legendre, glinimuzde “En Kuglik
Kareler Yoéntemi” (Least Squares Method) olarak adlandirilan “Egri Uydurma
Metodunu” (Curve Fitting) sunmustur [13]. 1812’de Laplace, 1763 yilindaki Thomas
Bayes'’in ana caligmasini temel alarak bugun Bayes Teoremi olarak bildigimiz kosullu
olasiliga dayali olabilirlik teoremini tanimlamigtir [14, 15]. Markov, kendi adiyla anilan
ve ilk kez bir giirin analizinde kullandigi Markov Zincirlerini (Markov Chains)
tanimlamistir (bu tez calismasinda Markov Zincirlerini temel alan Sakh Markov
Modelleri (Hidden Markov Models — HMM) kullaniimigtir [16].

Teknolojinin evriminin bir sonucu olarak, problemlerin gesitliligi ve karmasikhgr artmis,
bu problemlerin ¢éztmleri icin standart bilgisayar programlar tarafindan ¢ézilmesi
imkansiz hale gelmistir. Bir makine 6grenmesi slreci, var olan veriyi ve gecmis

deneyimleri kullanarak kendi performanslarini iyilestirecek bilgisayar



programlarinin olusturulmasina imkan vererek bu problemler icin hedef bir ¢6zim

olusturmaktadir.

Makine 6grenmesi, bir veri yiginindan bu verinin igerisinde barindirdidi bilginin
cikariimasi ve 6grenilmesi esasina dayanmaktadir. Bir veri seti icerisinde belirli gizli
oruntiler (patterns) oldugu varsayimi yapildiginda, bir makine 6grenme sireci veri
seti icindeki benzerlik ve farkliliklar kullanarak, veri seti igerisindeki bu oruntlerin

aciga cikarilmasi ve uygulanma amacina yonelik olarak kullaniimasidir.

Bu bdlimin devaminda, gerceklestirilen tez ¢alismasi kapsaminda kullanilan farkl
makine 6grenme algoritmalari —siniflandirma problemi icin- hakkinda bilgiler

verilmistir.
1.1.1. Siniflandirma problemi

Siniflandirma, makine édrenmesi problemlerinden biri olup, en sik karsilagilan
kavramlardandir. Farkli tirden verilerin ayni 6zellikler cercevesinden degerlendirildigi
bir durum varsayilmig olsun. Bu duruma 6rnek olarak, kilo ve boy 6zelliklerine bakarak
kisilerin cinsiyetlerinin tespit edildigi bir senaryo hayal edilebilir. Burada tespit edilmesi
beklenen, hedeflenen durum kiginin cinsiyet bilgisidir. Bu problemde cinsiyet sinif
olarak tanimlanmaktadir. Bu sinifin tespiti igcin gerekli olan (bu senaryoda boy ve kilo)

ozelliklere ise 6znitelik adi veriimektedir.

Daha bigimsel olarak ifade edilmek istenirse D, bir N boyutlu veri seti olsun:
D ={X"Y", %Y?).02Y?), ..., xN YNy (1.1)

Burada X Oznitelik uzayini, Y ise etiket bilgisidir. Bir siniflandirma probleminde temel
amag¢ X Oznitelik uzayindan faydalanilarak, bu &znitelik uzayi ile Y etiket bilgisi
arasindaki sakli bir iligkinin tespit edilmesidir. Bu sekilde bir iligki ortaya kondugunda,
daha dénce hig karsilasilmayan ve etiketi (Y degeri) bilinmeyen X 6znitelik uzayindan
gelmis bir veri noktasinin etiketinin tespiti yapiimaya c¢alisiimaktadir. X 6znitelik
uzayinin kullanilarak Y etiketinin tespit edilmeye caligsiimasi makine 6grenmesi

alaninda, “Siniflandirma Problemi” olarak adlandiriimaktadir.

Siniflandirma probleminde etiketli bir veri seti elimizde bulunmaktadir. Bu tiirden
etiketli verilerin siniflandirma probleminde kullanildigi durum, “Denetimli Ogrenme”
(Supervised Learning) olarak adlandiriimaktadir. Herhangi bir etiket bilgisinin

bulunmadidi durumlarda ise veride bulunan iligkilerin ¢ikariimasi i¢in “Denetimsiz



Ogrenme” (Unsupervised Learning) adi verilen farkli bir 6grenme metodolojisi de
bulunmaktadir. Bu tez calismasi kapsaminda denetimli grenme problemi lzerinde

durulmustur.
1.1.2. K-en yakin komsu algoritmasi

K-en yakin komsu algoritmasi (k-nearest neighbors, k-NN), érnek tabanli 6grenmenin
(instance-based learning) bir alt kategorisi olarak ifade edilebilir. Ornek tabanli
yontemler esasinda, hi¢ bir 6grenme mekanizmasi gerceklestirmemektedir. Gelen bir
ornegin, diger 6rneklerle benzerligine anlik bakarak karar vermektedir. Dolayisiyla bu
tirden yontemler ayni zamanda tembel oOgrenme (lazy learning) olarak

adlandiriilmaktadir.

K-en yakin komsu algoritmasina ait kaba kod (psuedo-code) Sekil 1.1°de verilmistir.

1l k NN(X[N], Y[H], x)

2 FiE:Edicim Seti, ¥: X'e ait ecikecler, x: Sinifi tespit edilecek drnek
3 FOR i =1 TO M

1 d(X[i], X) mesalelsrini hesapla

5 END FOR

€ en_kucuk _mesafeli k_tane_noktayi_bul

T RETURN codunluk oylamasiyla sinifi belirle

Sekil 1.1. k-En Yakin Komgu algoritmasina ait kaba kod

Burada d(X[i], x) ile belirtlen metrik uzakhk metrigidir. Kaba koddan da
anlasilabileceg@i Uzere gelen bir veri noktasi i¢in, veri setindeki diger tum noktalara
olan uzaklik hesabi yapilir. Elde edilen bu uzaklik degerleri icerisinden en yakin k
komsunun siniflarina bakilir. K-En yakin komgular arasindan en ¢ok hangi sinifa ait
ornek varsa o sinif yeni gelen verinin sinifi olarak belirlenmektedir. Uzaklik metrigi
olarak Oklid uzakhdi, Manhattan uzakhdi ve Minkowski uzakhi§i siklikla

kullaniimaktadir.

k-NN gibi, 6rnek tabanli bir 6grenme sistemi asagidaki olgulara gereksinim
duymaktadir [17]:

o Veri noktalari (6rnekler) arasindaki benzerligi tanimlayacak bir uzaklik fonksiyonu

e Kk ile belirtilen, bir veri noktasi i¢in gercgeklestirilecek bir operasyon (zerinde kag
farkh komsu veri noktasina bakilacagi bilgisi

o Sistem basarisini ve 6grenme kalitesini arttirmak icin k-komsu arasinda bir

agirliklandirma metodolojisi



e Verilen problemin ¢6zimi icin, komsularin kullanimini  belirleyen bir

degerlendirme yontemi
1.1.3. Karar agag¢lari

Karar agaclari, parametrik olmayan ve siniflandirma algoritmalarinda kullanilan bir
denetimli 6grenme algoritmasidir. Cok farkl karar agaci yapilari olmakla beraber, bu
calismada da kullanilan ve Ross Quinlan tarafindan sunulan C4.5 algoritmasidir. C4.5
entropi tabanli bir karar agaci algoritmasidir [18]. Daha énce yine Quinlan tarafindan
1986 da sunulan ID3 (Iterative Dichotomiser) algoritmasinin bir eklentisi olarak
dasundlebilir [19].

C4.5 ile ID3 arasindaki en onemli iki fark, C4.5’in hem kategorik hem de surekli
zamanli 6znitelige sahip veriler (iki Oznitelik turinin kombinasyonu da olabilir)
uzerinde caligabilir 6zellikte olmasidir. ID3 ise yalnizca kategorik 6znitelik uzayina
sahip veriler Uizerinde uygulanmaktadir. Ayrica budama denilen (pruning) agsamasi da
C4.5'te bulunurken, ID3’'te bu agsama bulunmamaktadir. Dolayisiyla C4.5 asiri

6grenme (overfitting) problemine karsi daha direnclidir.

Bir agac veri yapisi kok dugumden baslayarak asagi dogru dallanan bir yapidadir. Bir
karar agacinda temel amag benzer 6zellikler gosteren veri noktalarini ayni bolgede
toplamaktir. Yani agactaki bir kok dugume ulasildiginda olabildigince homojen bir
durumun olmasi istenmektedir. Bu homojenligin saglanmasi i¢in entropi

kullaniimaktadir.

C4.5 algoritmasi i¢in, bir veri setindeki toplam iki farkli entropi degerinin
hesaplanmasi gerekmektedir. ilk agama olarak C farkl sinif sayisi olmak (izere veri
setindeki toplam entropi degeri hesaplanmaktadir. Bu deger Egitlik 1.2'de

gosterilmistir.

C
Bilgi(D) = - Z p.log, p (12)
=1

Burada p;, i sinifinin tim veri seti icerisinde gelme olasiligidir.Bir karar agacinin

ayrildig1 digumlere karar dugumleri denmektedir. Bu karar digumleri esasinda agaci

(dolayisiyla verileri) 6znitelik uzayindaki 6zniteliklerin degerlerine gére ayirmaktadir.



Bir karar agacinda her bir karar digimune gelindiginde iki alt aga¢ kendi iglerinde
benzer veri noktalarini temsil etmektedir. Agacin olabildigince dengeli olmasi icin
karar digumlerinde temsil edilen 6zniteliklerin verileri ayirmada en basarili olan
Ozniteliklerden daha az basarili olanlara dogru gitmesi gerekmektedir. Bu sebeple
ikinci asama olarak her bir 6znitelik icin entropi degeri hesaplanmaktadir. Bu deger
bir 6zniteligin diger 6zniteliklere Ustlnlik oranini ifade etmektedir. Kesikli X ézniteligi

icin entropi deger, K, X 6zniteliginin alabilecegi degerler olmak Utzere, D veri seti icin:

K
Bilgiy (D) = Z p, Bilgi(S)) (1.3)
=1

seklindedir.
1.2 ve 1.3’e baglh olarak X 6zniteligi igin bilgi kazanci deger Esitlik 1.4’te gosterilmistir.
Kazang(X) = Bilgi(D) - Bilgi, (D) (1.4)

Bilgi kazanci en yuksek olan 6znitelik alinarak agacinin karar digumu olarak eklenir.
Bu diigimiin dallari iki alt agac olusturmaktadir. iki alt agag kendi iglerinde, alt agaclar
arasindan daha yiksek bir benzerlik géstermektedir. Bir karar digimu belirlendikten
sonra kalan o&znitelikler, 6z yinelemeli olarak, herhangi bir 6znitelik kalmayincaya
kadar bilgi kazancina goére siralanarak en blylugu agacin ayrilma noktasi olacak
sekilde agaca eklenmektedir. Adaglar kullandiklari budama asamalarindan dolayi

asiri 6grenmeye karsi guclu modeller olustururlar.
1.1.4. Rastgele orman algoritmasi (random forest - RF)

Rastgele orman algoritmasi da karar agaclari gibi parametrik olmayan, denetimli
ogrenmede kullanilan bir makine 6grenmesi algoritmasidir. Temel olarak, bir rastgele
orman algoritmasi, veri setini kullanarak birbirine paralel farkli agaclar
olusturmaktadir. Siniflandirilacak olan veri seti bu farkli agaglara giris olarak
sokularak her bir ada¢ icin birer sonu¢ elde edilir. Daha sonra bu sonuglar
birlestirilerek c¢ogunluk¢u oylama (majority voting) islemi uygulanir. Agaclarin
¢ogunlugu veri 6rnegi icin hangi sinifi uygun gérmuisse o deger siniflandirma sonucu

olarak secilmektedir.

Topluluk oylamasi (majority voiting) ile Genelleme hatasi (generalization error) ve

asiri 6grenme kusurlari olabildigince azaltiimaktadir.



Bu sayede veri seti igin glcli bir 8grenme modeli olusturulmus olunur.

Bu sure¢ Sekil 1.2°'de gosterilmistir.
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Sekil 1.2. Rastgele Orman algoritmasi ¢calisma semasi

Ozetlenecek olursa Rastgele Orman Algoritmasi 4 temel asamadan olusmaktadir
[20]:

e Kk adet 0rnek alt veri seti egitim setinden rastgele olarak secilir

e Kk tane farkh Karar Agaci olusturulur ve her bir diGgum icin

e k kez d tane Oznitelik dedistirilemeden secilerek, karar agdaclarindaki bilgi
kazanimi yontemine benzer bir 6znitelik ayirici bir ydntemle karar digumleri tespit
edilir.

o Elde edilen adaclar ile siniflandirmalar yapilarak gogunluk oylamasina tabi tutulur.

En fazla sayida secilen sinif nihai sinif olarak secilmektedir.

Rastgele ormanlar ¢ogunlukgu oylama kullandiklarindan 6tlrd guagli 6grenme

modelleri olusturmaktadirlar.
1.2. Oriintii Tanima

Gunumuzde yaygin olarak ¢ézimi ile ugrasilan problemlerden biride, birbirine bagh
bir dizi olaydan olusan gdzlem serilerinin tespiti veya tanimlanmasi olarak
adlandirabilecegimiz, orinti tanima problemidir. Bir ériintl dogasi geregi iki gdzlem

noktasi arasinda belirli bir kural gercevesi igcerisinde bagdimlilik arz eden bir yapi



tasimaktadir. Cevremizde bir ériintl olarak bahsedebilecegimiz ¢ok fazla sayida olgu

bulunmaktadir.

Tipik bir 6rinti 6rnedi olarak dinyadaki hava durumu gdsterilebilir. Bir hava
durumunun yapisi temel olarak ¢ok fazla parametreye baglidir: Dinyanin eksen
egikligi, Glnes’e olan mesafesi, dinya atmosferindeki gazlarin yapisi gibi. Bu
parametrelerin doga yasalari geregince olusturdugu sistemin bir sonucu olarak bizler
mevsimler olarak adlandirdiimiz hava kosullari dedisimlerini gdézlemliyoruz. Temel
olarak bu parametreler degismedigi sirece — en azindan periyodik olarak dizenli bir
bicimde degistigi varsayildiginda- bizler bu parametrelerin dénemlere goére farkliliklar
arasindaki iliskilere bakarak hava durum degisimlerini belirli olasiliklar dahilinde tespit
edebiliyoruz. Bilgisayar bilimleri agisindan bakildiginda mobil cihazlardaki klavyelerde
bulunan otomatik kelime tahmin ediciler gosterilebilir. Bu problem esasinda bir dilin
kelimeleri arasinda olasiliksal bir dagiimin oldugu kabuliine gére hareket etmektedir.
Tlrkce agisindan incelendiginde, bir cimle igin, bir kelimeden sonra gelecek siradaki
kelimenin belirli bir olasilik dagiimi oldugu soéylenebilir. Ornegin, “Merhaba”
kelimesinden sonra “nasilsin” kelimesinin gelmesi, “matematik” kelimesinin
gelmesinden daha olasi olacagdi sezgisel olarak dahi tahmin edilebilir bir seydir.
Kelime Onerici uygulamalar da esasinda bir kelime veya kelime grubundan (birden
fazla kelimenin yan yana gelmesi) sonra gelecek kelimenin ne olacaginin tahmin

edilmesi ve bunu kisiye gostermesi temelinde galismaktadir.

iste kendinden énceki gerceklesmis bir dizi olguya belirli parametrelerce olasiliksal
olarak “bagimh” olan, rassal sureg tarafindan uretilen durumlarin nasil modellendigi
ile alakal tartisilmaktadir [21].

1.2.1. Kesikli Markov zincirleri (Discrete Markov chains)

Bir makov zinciri, bir t aninda gerceklesen bir durumun kendinden 6nce gelen bir dizi
durumun zincirleme gergeklesmesinin bir sonucu olduguna, olasiliksal bir bagimhhk

icerdigini varsayan bir rasgele sire¢ olarak tanimlanabilir.

Daha bicimsel olarak gosterecek olursak, 04,0y, Q35 -+ Ay durum degiskenleri olmak

Uzere, yukarida bahsedilen durum Esitlik 1.5’te gosterilmistir.

P(a, [dy .- 9.4) (1.5)
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Markov Varsayimi (Markov Assumption) olarak adlandirilan durumda, t zamaninda

gerceklesen bir durum sadece t-1 anina bagl olarak gdsterilebilir:
P(a, | 9.q) (1.6)

Bu tanima ayrica Birinci Dereceden Markov Modeli’de denmektedir. Temel amag,

islem yukini azaltmak olarak ifade edilebilir.
Bir Markov Zincirini tanimlayan bilesenler Tablo 1.1’de gdsterilmistir.

Tablo 1.1. Bir Markov Zincirinin Bilesenleri

Q= d;, 0y, g, ..., Oy Markov Zinciri Durumlari (States)

Gegis olaslliklari (transition probabilities),
A= ajq, asp, Ay, ..., ayy | NEF bir aj esasinda i. durumdan j. duruma
gegis olasiligini gosterir. (Z}L aj=1)

Durum degiskenleri Uzerindeki baslangic
olasilik degerlerinin  dagilimi.  Markov
zincirinin i. Durumdan baglama olasiligidir.

(ZEaTm=1)

m= TIq, Tlp, T3, ... , TN

1.2.2. Sakli Markov modelleri

Dogrudan go6zlemleyebildigimiz durumlarin birlesik olasiliklarini hesap etmeye
calistigimizda, Markov Zincirleri gayet kullanigli olabilir. Fakat bazen bir olgu,
gbzlemleyebildigimiz olaylara baglh ve dogrudan gozlemleyemedigimiz durumlarin
zincirleme olarak birlikte gerceklesmesine bagli olarak meydana gelebilir. Bu tirden
olaylarin gerceklesme olasiliklarinin hesaplanmasinda goézlemlenen olaylar zinciri ve
gOzlemlenemeyen olaylar zinciri arasinda bir iligkiye dayali birlegsik olasilik
modellerinin kurulmasi gerekmektedir. Gergeklesen olaylar zincirinin belirli bir olasiligi
oldugu gibi gbézlemlenemeyen sakli durumlarin da gergeklesen olaylara bagl bir

zincirleme olasiliklari bulunmaktadir.

Bu durum igin verilebilecek en tipik 6érneklerden birisi kelimelerin gelme olasiliklarinin
sadece Onceki kelimeye gore degil, kelimenin cimlenin hangi 6gesi olduguna bagli
olmasi durumudur. Ornegin ardisik iki kelime gelmis olsun, bu kelimelerin ciimle
icerisindeki yerine gore isim veya fiil hatta sifat oluglar arasindaki iligki de sadece iki
kelimenin ardisik olarak yan yana gelmesi bir 6nem tasiyabilir. Kelimelerin ardigik
olarak gelmelerinin yaninda, bu kelimelerin olusturabilecegi farkli kelimelerin birlikte

gectiklerinde hangi cimle 6gesi olduklarinin olasiliklarida hesaba katiimalidir.

11



Sekil 1.3. Ornek bir Sakli Markov Modeli

Burada dogrudan gdézlemleyebildigimiz olgular kelimelerdir. Bu kelimelerin dogrudan
gOzlemleyemedigimiz sakli niteliklerinin de (kelimelerin birlikte gectigi durumlarda
yapilarinin isim, sifat, fiil olma olasiliklari gibi) durumlarin da var oldugu kabul edilerek
modeller kurulabilir. Sakh durumlarin bulundugu bu yapilar, Sakli Markov Modelleri
(Hidden Markov Models — HMM) olarak adlandiriimaktadir. Bir sakli markov model
ornegi Sekil 1.3’'te gosterilmistir. Sekil 1.3’te belirtilen Sakli Markov modelinin

bilesenleri ise Tablo 1.2°de gdsterilmigtir:

Tablo 1.2. Sakli Markov Modelinin bilesenleri

Q= dy, 0y, g, -5 Oy Markov Zinciri Durumlari (States)

Gegis olasiliklari (transition probabilities), her
A= ay, ap, a3, ..., ayn | PIr @j esasinda i. durumdan j. duruma gegis
olasiligini gosterir. (Zj"i1 aj=1)

Bir T boyutlu goézlem serisi. Dogrudan
g0Ozlemleyebildigimiz olaylari ifade etmektedir.
Emisyon olasilii (emission probability). i.

O= 01, 02, 03, cee OT

B = bi(Oy) durum igin (state) ilgili gozlemin gelme
olasiligt.
Durum degiskenleri Uzerindeki baglangic
T= Ty, Ty, T3, ..., TIN olasilik degerlerinin dagilimi. Markov zincirinin

i. Durumdan baglama olasihgidir. (Z}L mii=1)

Bir HMM, kisaca A= (A, B, 1) olarak gdosterilebilir. A ilgili HMM'i gosterir, A gegis

olasiliklarini, B emisyon olasiliklarini, 11 ise baslangi¢ olasiliklarini temsil eder.
Bir HMM’de gegis olasiliklar Esitlik 1.7°’de gosterilmigtir.
aj =P, =919,=q;) (1.7)
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iIgili HMM’e ait emisyon olasiliklari Esitlilk 1.8'de gdsterilmistir.
bj(0) =P(0t=0j|q;=q;) (1.8)

Burada bir g6zlem degeri kesikli bir deger olmak zorunda olmayabilir. Dolayisiyla bir
sakli durum igin emisyon olasiligi strekli zamanl veriler igin tekrar diizenlenebilir. Bu

durumda emisyon olasiliklari Esitlik 1.9’da gosterildigi sekildedir.
bj(x(t)) = P(x(t) = O; [ g, = q; ), V(x(t)), j (1.9)

Bu x(t) fonksiyonu genellikle strekli zamanh veriyi iyi tanimlayacak bir dagilimdan

secilmektedir. Tipik bir 6rnek olarak Gauss Dagilimi gosterilebilir [22].

Bir HMM’e ait baslangi¢ olasiliklari esitlik 1.10’da gosterilmistir.

m =P(q, = q)) (1.10)
1.2.3. Olabilirlik hesabi

HMM modellerde, Rabiner tarafindan tanimlanmis 3 temel problem bulunmaktadir

[23]. Bu problemlere ait tanimlar Tablo 1.3'te gdsterilmigtir.

Tablo 1.3. Sakli Markov Modellerdeki 3 Temel Problem

Bir HMM ve bir go6zlem serisi birlikte
verildiginde (A= (A, B, m) ve O = 04, Oy,

Olabilirlik Problemi O3, ...,07), bu gozlem serisinin ilgili
HMM’den toplam gelme olasihiglr nedir?
(P(O[ N=7)

Bir gdzlem serisinin (O), bir HMM’den farkli
yollar tzerinden gelme durumu olabilir. Bu

Goztimleme Problemi yollardan maksimum olasiliga sahip yol

hangisidir?

Bir O gozlem dizisini kullanarak, bir HMM
Ogrenme Problemi icin A ve B parametrelerinin optimize

edilmesi.

Burada gerceklestirilen ¢alisma kapsaminda sadece olabilirlik problemi ile ilgilenildigi

icin bu bolum icerisinde olabilirlik problemine odaklaniimistir.
Problem Tanimi: Bir gdézlem serisinin bir HMM’e bagli toplam olabilirligi nedir?

Bir gozlem serisi verildiginde, bu gbzlem serisinin bir durumlar serisine bagli olasiligi

esitlik 1.11’de gosterilmistir.
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.
POIQ) = HP(Oilqi) (1.11)

i=1

Esitlik 1.11’e dikkat edilirse, dogrudan durumlarin gérilebildigi varsayimi yapiimistir.
Yani bir t aninda gelen bir gézlem degerinin o andaki degeri icin hangi durumdan
geldigini dogrudan gozlemlenememektedir. Bu sebepten 6turll her bir t anindaki
gozlem degeri icin, her bir g, degerinin belirli bir olasilik dahilinde gelebilecegini

hesaba katarak islem yapilmasi gerekmektedir.

Bu durum Esitlik 1.12°deki gibi ifade edilebilir.

T T
P(0,0)=P(0IQ) xP(@= | |P(Gla)x| [P(@ja;,) (1.12)

i=1 i=1

biciminde gdsterilir. Bu ifade O g6zlem dizisinin sadece bir tane Q durumlar dizisinden
gelme olasiligini gdéstermektedir. Eger O gbézlem dizisinin bir HMM icerisindeki batin
durum dizilimlerine goére olasiliklarinin toplaminin (bir HMM igerisinde bir gézlem
serisinin toplam olabilirligi) bulunmasi isteniyorsa Esitlik 1.13 tim olasi durum

dizilimleri icin hesaplanarak toplanmalidir.

P(0) = z P(0,Q) = Z P(0]Q) x P(Q) (1.13)

tim Q tim Q

Bu durumda bir O gbzlem dizisinin bir HMM’e ait toplam olabilirligi elde edilebilir. Fakat

bu algoritmanin toplam karmasikligi O(NT) olup, blyik durum sayilari ve uzun gézlem
dizileri icin oldukga islem sayisi fazladir. Dolayisiyla pratikte blylk sayida durum
iceren ve buyuk gdzlem serileri i¢in olasilik hesabi yapilirken pratikte kullanimi ¢ok

uygun degildir.

Bu ybnteme alternatif olarak O(N2T) karmasikhgina sahip ileriye yonelik olasilik

algoritmasi (forward algorithm) olduk¢a kullanighdir.

Bu algoritma temelde, bir Sakli Markov Modelini iki parcaya bdler. Bu iki parca
Uzerinden daha verimli bir olasilik hesabi gerceklestirerek amacina ulagsmayi

hedefler.

Bir HMM igin, 1'den t anina kadar O = 04, Oy, O3, ..., O; gézlemlenmis olsun. t

aninda j. durumda bulunuldugu varsayilmis olsun.
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Bu duruma ait olasilik degeri:

a()=P(O; .. Oyl 6= ) (1.14)
ve
t
a) = ) au(iayb(Oy (1.15)
=1
bicimindedir.

Esitlik 1.14, 0 = O4, Oy, O3, ..., O; geldigi durumda q durumunda olma olasiliginin,
t-1 anina kadar O = O4, Oy, Og, ..., O gozlem serisinin geldigi ve t-1 aninda q;

durumunda olma olasiligindan, tim j. durumlara O; gbézlem degeri ile gegcme

olasiliklarinin toplamidir.

T ani son gézlem dizisinin son elamani ise, bu son eleman igin hesaplanan tim ileriye
yonelik olasilik degerlerinin toplami Esitlik 1.9’daki gézlem serisinin toplam olasilik
degerine esittir. N toplam farkh durum sayisi olmak Uzere toplam olabilirlik degeri

1.16’da gosterilmigtir.

N

PO = ) arli) (1.16)

i=1
ileri yonelik olasilik algoritmasi 3 temel asamadan olugsmaktadir.

Baslangic adimi: Bu agsamada T boyutlu bir gézlem serisinin ilk anindaki gozlem

degeri icin ileriye yonelik olasiliklar hesaplanir.
a4(j) = mb;(O1) (1.17)

Anlagilabilecegi Uzere ilk anda bir gecis olasihgl (transition probability)
bulunmamaktadir. ClnkU bir durumdan bagka bir duruma gegis ilk anda s6z konusu
degildir. Dolayisiyla burada dogrudan baslangi¢ olasiliklar (initial probability)

kullaniimaktadir.

Oz yineleme adimi: 1 anindan sonraki tim ileri yonelik olasiliklar 6z yinelemeli
(recursive) olarak bir ©nceki ileriye yoOnelik olasilik degerlerine bakilarak

hesaplanmaktadir.
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t

a()= ) ailapi(O),  1sjsN,1<tsT (1.18)
=1

Bu 6zyineleme adimi gozlem serisinin son elemani T olmak Uzere, T degerine kadar

devam eder.

Sonlanma adimi: Sonlanma adiminda ise T anindaki ileriye yonelik olasihk

degerlerinin toplami alinir.

N

PON = ) arli) (1.19)

=1
1.3. insan Aktivite Tespiti ile ilgili Galismalar

Statistica’nin yapti§i calismaya gore dinya genelinde ortalama mobil telefon
sayisinin 2018 itibari ile yaklasik olarak 2,53 milyardir. Bu sayinin giderek artarak
2020 yilina kadar toplam 2,87 mobil telefon sayisina ulasiimasi beklenmektedir. Mobil
cihaz sayisindaki yayginlasmanin artmasi, mobil ortamlarda gerceklestirilen

uygulamalarin ¢cogalmasina ve gesitlenmesine neden olmustur.

5 2.87
2.32 23
2.5 21 :
1.86

2 1.57

1
0.5

0 — — — — — — —

2014 2015 2016 2017 2018 2019 2020
Yillar

Milyar Cinsinden Cihaz Sayisi
=
[9,]

Sekil 1.4. Dunya genelinde mobil cihaz kullanim sayisi [1]

Bu calismalardan biri de insan aktivitelerinin tanimlanmasidir. insan aktivitelerinin
tanimlanmasi problemi, mobil cihazlar igin, kisinin Uzerinde bulunan mobil bir
cihazdaki sensérlerden alinan verilerin anlik olarak iglenerek kisinin o anda
gerceklestirdigi aktivitenin tiiriiniin tespiti olarak tanimlanabilir. insan aktivitelerinin

tespiti, kisiye 6zel glinlik kalorilerin hesaplanmasi, kisinin gerceklestirdigi hareketlere
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gore saglik durumunun analizi gibi saglik uygulamalari olarak veya yasl insanlarin
bulunduklari ortamda gerceklestirdigi hareketler ile gézetlenmesi, insan pozisyon
takibi ve c¢esitli givenlik uygulamalari gibi cok cesitli uygulama alanlarinda
kullaniimaktadir. Bu bélimde, 1.1 ve 1.2’de aciklanan yoéntemler kullanilarak
gerceklestirilen insan aktivitelerinin tanimlanmasina iliskin literatlirde yapilan

calismalar hakkinda bilgi verilmektedir.
1.3.1. Siniflandirma yénemleri ile insan aktivitelerinin tanimlanmasi

Literatirde, insan aktivite tanimlanma problemini bir siniflandirma problemi olarak
g6rip bu siniflandirma probleminin ¢ézimi olarak ele alan ¢alismalar mevcuttur. Bu
calismalar temelinde her bir insan aktivitesini farkli sinif etiketleri olarak alarak, sensoér

verilerinden elde ettikleri 6znitelikler ile bu sinif etiketlerinin tespiti Gzerine kuruludur.

Bao ve Intille, 5 tek eksenli ivmedlgeri, kalca, el ve ayak bilekleri gibi insan viicudunun
farkli yerlerine yerlestirerek toplam 20 farkli denekten veri toplamiglardir [24]. 20 farkh
denekten topladiklari 20 farkli insan aktivitesini, Fourier Déntsimua 6zniteliklerini
kullanarak, érnek tabanli 6grenme, karar agaglari, Naive Bayes siniflandiricilar ile
egitmigler ve %80’e yakin bir basarim elde etmislerdir. Benzer sekilde Banos ve
arkadaslari da vicudun farkh boélumlerine yerlestiriimis ivmedlgerler kullanalarak,
yurime, kosma, ayakta durma ve oturma hareketlerini tespit etmeye calismiglardir
[25].

Niskham ve Nikhil, t¢-eksenli birivmeodlger kullanarak, ylirime, kosma, ayakta durma,
oturma, merdiven inme, merdiven ¢ikma, dis fircalama ve stiplirme hareketlerini tespit
etmeye calismiglardir [26]. Cogunluk oylamasina dayali siniflandiricilarinin diger
siniflandiricilardan daha basaril oldugu sonucuna varmiglardir. Ayrica dis firgalama
ile merdiven inme aktivitelerinin birbirinden ayirt edilebilirliginin imkansiz oldugunu

belirtmislerdir.

Kwapsiz ve arkadaslari bir android cihaz lGzerinden aldiklari Gg-eksenli ivmeodlcer
verilerini kullanarak bir aktivite tespiti yapmiglardir [27, 28]. Ortalama ivme, standart
sapma, ortalama mutlak sapma gibi farkh ézellikler ¢cikarmislardir. Elde ettikleri veri
setini 3 farkll siniflandiricinin egitimi (Lojistik Regresyon, Karar Agaci ve MLP) igin
kullanmiglardir. Karar Agacin modellerinin diger modellerden basariminin daha
yuksek oldugunu belirtmislerdir. Elde ettikleri sonuclarda merdiven inme ve merdiven
¢ikma hareketleri arasinda siniflar arasi benzerlik sebebiyle basarimin disuk oldugu

gbzlemlenmektedir.
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[29]'da, zaman ve frekans uzayinda olmak Uzere toplamda 13 farkh dalga 6zniteligi
kullanarak, 5 farkh insan aktivitesi tespit edilmeye calisiimistir. Veri seti 27-35 yas
arasindan 2 kisi kadin olmak tzere toplam 7 farkh denekten toplanmistir. 69400 adet
sensor verisinden 13 farkli zaman ve frekans o6zniteligi elde ettikten sonra C4.5
algoritmasi ve Yapay Sinir Aglari ile sistemlerini egitmislerdir. Elde ettikleri sonuclara

gore C4.5 algoritmasi ile %94,13’lUk bir bagsarim orani elde etmiglerdir.

Wu ve ark., ivmedlcer verisiyle birlikte jiroskop verilerini kendi insan aktivite sistemleri
icin kullanmiglardir [30]. Elde ettikleri sonuglara gore ivmeolger verileri ile birlikte
kullanildiginda jiroskop verileri daha basarih modellerin kurulmasinda katkida
bulunmaktadir. Benzer sekilde [31]'de yapilan ¢alismada da ivmedlger ve jiroskop
sensorlerini ve ek olarak GPS verilerini birlikte kullanarak 7 farkh aktivite igin bir tespit
sistemi sunulmustur. Literatirdeki ¢cogu calisma gibi burada da Karar Agaci

algoritmasi insan aktivite tespit sisteminde en iyi sonucu elde etmistir.
1.3.2. Sakh Markov modelleri ile insan aktivitelerinin tanimlanmasi

Siniflandirma problemi disinda, bir insan aktivitesini 6rintli tanima problemine
donustirerek tanimlamaya calisan calismalarda literatiirde mevcuttur. Bu tirden
calismalar temelde, farkl insan aktivitelerini farkh értntiler olarak kabul ederek bu

oruntalerin taninmasi esasina dayanmaktadir.

Lee ve Cho [32], kurduklari iki asamali HMM yapisinda 6ncelikle aksiyon olarak
belirttikleri oturma, yirime, merdiven hareketleri ve kosma hareketlerini tespit
etmiglerdir. Elde ettikleri aksiyonlar Gzerine kurulu ikinci bir HMM model ile asil
amaglari olan alig-veris yapmak, otobis ile seyahat etmek ve hareketli durum olarak

adlandirdiklar farkh insan hareketlerini tespit etmeye ¢alismiglaridir.

Kim ve arkadaslari, Sakli Markov Modellerinin Birlesimi (Hidden Markov Model
Ensemble — HMME) metodunu kullanmislardir [33]. 3-eksenli ivmeolcer verileri
Uzerinde Ozellik ¢ikarimi uygulamiglardir. Bu veriden farkli aktiviteler igin
olusturduklari HMM modelleri kullanarak Karar Profilleri (Decision Profile — DP) elde
etmislerdir. Elde ettikleri DP’lari her bir aktivite icin olusturulmus Karar Sablonlariyla
(Decision Templates — DTs) ile benzerliklerini dlgmus ve bir hareketin tlrini tespit
etmislerdir. Sunduklari yontemi farkli siniflandiricilar ile karsilastirmiglar ve MLP’dan

sonra en basarili model oldugunu tespit etmislerdir.
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Ranao ve Cho vyaptiklari calismalarda 2 asamali bir aktivite tespit sistemi
sunmuslardir [3, 34]. ivme verisi disinda gelistirdikleri sistemde jiroskop verilerini de
kullanmiglardir. Kaba siniflandirma olarak adlandirdiklari birinci asamada bir
hareketin duragan (stationary) veya hareketli (moving) bir eylem oldugunu tespit
etmeye calismislardir. Hareket ¢esidinin duragan veya hareketli olmasina gére ikinci
asamada iki farkli HMM’den birini kullanarak aktivitenin gercek sinifini tespit

etmiglerdir.

Han ve ark., geri yonll gecislere veya gegislerin es gegilmesine izin veren ¢ok yonli
bir HMM ile insan aktivite tanimlama islemlerini gergeklestirmislerdir [35]. Ayrica
yercekiminden kaynakli sapmayi (bias) hesaba katmislar ve verideki bu durumu telafi
etmeye calismiglardir. Elde edilmis egimi dizeltilmis (tilt compansated) veri izerinden
sistemlerini gergeklestirmislerdir. Sonug olarak egim dizeltme tekniklerinin sensoriin
rotasyonu karsisinda gigli bir model oldugunu ve sunduklari ¢gok yénlii HMM modelin

soldan saga tek yonlu bir HMM’'den daha basarili oldugu sonucuna varmiglardir.

[36]'da yaptiklari calismada Mannini ve Sabatini, Bao ve Intille’ye ait [24]deki
c¢alismalarinda kullandiklari veri setini kullanarak, 7 farkli temel insan aktivitesi icin,

Surekli Zamanh Sakh Markov Modelleri ile oldukga yuksek bir bagarima ulagmislardir.
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2. INSAN AKTIVTE TESPITI IGIN SISTEM MIMARISI

ilgili tez calismasi kapsaminda gelistirilen iki farkli insan aktivitesi tanimlama (Human
Activity Recognition — HAR) sistemi gelistiriimis ve karsilastiriimistir. ilerleyen
bdélimlerde bahsedilecegi Gzere bu iki sistemin temel asamalari aynidir. Fakat iki
sistem arasindaki temel farklilik 6znitelik ¢cikarimi esnasinda karsimiza ¢ikmaktadir.
ilgili calismalarin temel amaci bir mobil cihaz lizerinden toplanan bir kisiye ait verileri
kullanarak gergek zamanli bir insan aktivite tespit sistemi gerceklestiriimesidir. Bu
bdlim altinda ilgili sistemlerin altyapisal tasarimlari ve is akislari hakkinda detayli
bilgiler verilmistir. ilerleyen béliimlerde bu sistemler ile alakali olarak gerceklestirilen

deneyler ve bu deneylerin karsilastirmalari yer almaktadir.
2.1. insan Aktivitesi Tanimlama Asamalari

Mobil cihazlar Gzerinden gergeklestirilen ve veri madenciligi yontemlerinin kullanildigi
bir HAR sistemine ait genel tasarimsal sema esasinda standart bir veri madenciligi
problemi olan siniflandirma problemi olarak ele alinabilir. Bir siniflandirma problemi
olarak ele alindiginda bir HAR sistemi, esasinda bir hareket tirini temsil eden veri
noktalarinin temsil ettigi hareket tirindn tespiti olarak adlandirilabilir. Temel amag bir
kisi Uzerine yerlestiriimis olan mobil bir cihazdaki bulunan farkli sensér (ivme-0lcer,
jiroskop vb.) turlerinden elde edilen verilerin yorumlanarak ilgili hareketin gergekte ne

oldugunun bulunmasi ile alakaldir.

Bunula alakali olarak bir HAR sistemi temel veri madenciligi adimlarini icermektedir.
Bu adimlar veri toplanmasi, veri temizligi, verilerin kullanilarak bir HAR sistemi icin
daha fazla anlam ifade edecek yeni 6zniteliklerin bulunmasi ve bu &zniteliklerin
kullanilarak farkl siniflandirma algoritmalariyla bir HAR modelinin kurulmasi olarak
siralanabilir. Elde edilen farkli siniflandirma modellerinin sonuglari yorumlanarak en

basarili modelin bulunmasi temel amagtir.
2.1.1. Veritoplama

Bu baslik altinda bir mobil cihaz Uzerindeki ivme-06lcer verisi kullanilarak nasil veri

toplandigi anlatilmaktadir.
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Bir HAR sistemi gerceklestirilirken ilk adim veri toplama asamasidir. Burada verilen
ornek bir mobil telefon Uzerindeki 3-ekseli bir ivmeolcer kullanarak insan aktivitelerinin

toplanmasi ile alakaldir.

3-eksenli bir ivmeodlgcer bulundugu 3-boyutlu uzaydan anlk olarak ivmelenme
bilgilerini toplayan bir sensoér turidur. Sekil 2.1°de bir mobil telefonda bulunan 3-
eksenli ivmedlcgere ait eksenler gosterilmistir. 3-eksenli ivme 6lger barindiran bir mobil

telefon 6rnegi gosterilmistir.

AY

Y.y

Sekil 2.1. ivmedlgere ait eksenler

Yalnizca ivmedlcer verisi kabul edilirse, fiziksel anlamda bir insan aktivitesi 3 farkl
eksende gerceklesen ivmeli bir harekettir. Ornegin ylrime hareketinde bir insan
biyolojik yapisi geregince ileriye dogru bir ivmelenme hareketi (z-ekseni yéniinde)
yapmaktadir. Yurime esnasinda temel olarak ileriye dogru hareket edilse de aslinda
bacaklara ait eklem noktalarinin farkli agilarda hareket etmesinden dolayi yukari-
asagl yonlerde (y-ekseni ydninde) de bir hareket gerceklestirmektedir. Bu
hareketlerdeki, sola ve saga dogru ivmelenme ise x-ekseni ile temsil edilmtektedir.
Yerden ziplama hareketi ise temel anlamda yukari-asagi eksende bir hareketin
gerceklestigi bir hareket tirl olarak acgiklanabilir. Ziplama hareketi ile ylriime hareketi
arasindaki en karakteristik fark z-ekseni yani ileriye dogru alinan ivme cinsinden
farklihk gostermektedir. Bir bagska hareket tliri olan kosma hareketi ise yirime ile
yakin olmasina ragmen daha hizli bir hareket oldugundan dolayi ayni eksenlerdeki

ivme degisimleri buyik farklilar icermektedir. iste bu tirden farkliliklari kullanarak
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(ivmelenme yonleri, ivmelenme siddetleri vb.) bir HAR sistemi insan hareketlerini

birbirinden ayirmaya calismaktadir.

Bu farkliliklarin tespit edilmesi icin dncelikli olarak farkli hareket tirlerine ait yeterli
miktarda verinin toplanmasi gerekmektedir. Veri toplama asamasinda farkli kigiler
Uzerine vyerlestiriimis 3-eksenli ivmedlcere sahip mobil cihazlar kullanilarak bu
kisilerden farkli tirden hareketleri gergeklestiriimesi istenmektedir. Kisiler ilgili hareket
turlerini gerceklestirdiginde bu hareketin tirtine ait bilgi (etiket verisi) ve harekete ait
ivme degerleri gergcek zamanli toplanarak farkli hareketlere ait veri noktalar dis

dinyadan toplanmaktadir.

Toplanan veri esasinda, surekli zamanli bir dalga yapisi tagsimaktadir. Bir harekete ait

gOzlem dizisini Egitlik 2.1’deki gibi gosterebiliriz.
O4.1={0%.1,0%.1.0%.1} (2.1)

Burada 1:T ilgili g6zlem serisine ait toplam kaydedilen sireyi, x-y-z ise 3-farkl ekseni

temsil etmektedir.

5 saniyelik bir zaman araldi icin, 50 Hertz (Hz) frekansinda toplanmis farkli hareket
turlerine ait surekli zamanh ivme degerleri Sekil 2.2’de gosterilmigstir. Sekil 2.2’de
gorulebilecegi Uzere farkli hareket turlerine ait ivme degerleri farklilik gdstermektedir.
Ornegin Merdiven gikma hareketi igin z eksenindeki ivme degerlerinin periyodu
yurime hareketine gére daha fazladir. Y ekseni i¢in ylrime hareketindeki degisim
miktari merdiven ¢ikma hareketine ait y eksenindeki degisim miktarindan daha
fazladir. Veya oturma hareketi icin dislinecek olursak tim eksenlerdeki ivme

degderlerin beklenebilecegi gibi duragan bir yapi sergilemektedir.

Bir insan hareketi yukarida acgiklandigi gibi sirekli zamanl bir aktivite oldugundan
dolay! standart veri madenciligi yéntemleri bu tlrden bir veri i¢cin dogrudan
uygulanamaz [28]. Bu sebepten dolay! verilerin dncelikle ayrik zamanl verilere
donusturulmesi ve ayriklastiriimig bu veri Uzerinde veri madenciligi algoritmalarin
calistinimasi gerekmektedir [37]. Ayrica sadece 3-eksendeki ivme degerlerinden
dogrudan turetilmis ozniteliklerin kullanilmasi yeterli olamayabilir. Bu sebeple ivme

verileri Uzerinde 6znitelik ¢ikarimi (feature extraction) yapilmasi gerekmektedir.
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c) Merdiven Cikma

2.2. Oznitelik Gikarimi

Veri seti elde edildikten sonra bir hareketi en iyi ifade edecek 6zniteliklerin bulunmasi
gerekmektedir. Dolayisiyla bu 6zniteliklerin kesfedilmesi modelin basarimi ile
dogrudan alakalidir. Buna bagli olarak 3-eksenli ivmedlger verilerini kullanarak
gerceklestirilen iki farkli 6znitelik ¢ikarimi uygulanmistir. Bu bélimde, Bélium 3'teki

deneysel galismalar altinda kullaniimis olan éznitelik gikarimi asamalari agiklanmistir.
2.2.1. Sirekli zamanh dalga 6zniteliklerinin kullanilmasi

2.1’de slrekli zamanli verilerin standart veri madenciligine uygulanamadigi ve veriler

Uzerinde ayriklastirma yapilmasinin gerekliligi tartisiimistir.
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Dolayisiyla ivmedlgcer Uzerinden elde edilmis sirekli zamanh verilerinin
ayriklastirlmasi gerekmektedir. Ivmedlcer benzeri sensérler tasarimlari geregi
esasinda farkli zaman araliklariyla (periyotlarla) veri toplayabilmektedir. Bu sebeple
esasinda bu veriler zaten ayrik durumdadir. Fakat bu tlrden veriler igin strekili
zamanli olduklari varsayimi yapilmistir. ilk 6znitelik g¢ikarimi yonteminde siirekli

zamanli dalga 6zelliklerinden faydalaniimistir [38].

Bu tez kapsaminda kurulmus olan HAR sistemi, hareketi gergeklestiren kisiye ait
sinirli bir zaman araliginda gerceklestiriimis hareketi tahmin etmeye ¢alismaktadir.
Ornegin 10 saniyelik bir hareket eyleminin ne oldugunun tahmin edilmesi problemin
tanimi olabilir. Dolayisiyla surekli zamanli dalga 6zellikleri elde edilirken verinin
tamaminin kullaniimasi yerine tahmin edilecek periyota esit araliklara bdlinmesi ve
bu araliklara ait 6zniteliklerin ¢ikariimasi gerekmektedir. Dolayisiyla bu dznitelikler

belirli bir periyot icerisindeki sirekli zaman &znitelikleri olarak digtnulebilir.

Bu kapsamda 1:T arasindaki bir surekli zamanl dalga kesitine ait 6znitelikle, k ilgili

eksen olmak Uzere asagida gosterilmistir:

Her eksen i¢in ortalama ivme (3-0znitelik):

afe= = ) af (2.2)

(2.3)

Ortalama toplam ivme (1-6znitelik):

B = (@)@l (@5

(2.4)
Bu 6znitelikler 1:T arasindaki bir insan aktivitesi igin ivmelerin olasiliksal dagilimini
ifade etmektedir. Belirli sinir ivme degerleri (binler) ile ivmeler igin farkli gruplar
olusturulur. Bu sinir de@erleri arasinda kalan ivmelerin tim ivme degerlerine orani bir

Oznitelik olarak tutulmaktadir. Her eksen icgin toplam 10 adet olmak Uzere, 3-eksende
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toplam 30 adet hesaplanan gruplanmis dagihm degerleri 6znitelik olarak

saklanmaktadir. Esitlik 2.5’te bu durumun matematiksel ifadesi gosterilmistir.

Gruplanmis Dagilim (Binned Distrubiton) — (30 dznitelik):

T
P(bin}‘)= _ZR(aik) ’ R(aik)= {1, eder & Elnj sinirlari iginde ise (2.5)
T = 0, diger durumlarda
Esitlik 2.5°te k. eksendeki j. grup icin olasilik dagilimi hesaplanmaktadir.
Her eksen i¢in Ortalama Mutlak Sapma (MAD) — (3 6znitelik):
T |ak ok
.lat-a
MAD‘EM (2.6)

T

Sirekli zaman 6zellikler hesaplandiginda ham veri ayriklastiriimistir. Oznitelik gikarim
islemi sonucunda toplam 40 6znitelik hesaplanmaktadir. Bu 6zniteliklere ek olarak
hareket tlrinU belirten bir etiket bilgisi de yer almaktadir. Ayriklastirilan etiketli veri

siniflandirma algoritmalarina giris olabilecek nitelik tagir hale gelmistir.
2.2.2. Olasiliksal 6zniteliklerin kullaniimasi

1.3’te aciklanan Sakli Markov Modellerinin (HMM), zincirleme olarak gzlemlenen bir
dizi olayin, dogrudan goézlemleyemedigimiz sakli durumlarin bir araya gelerek
olusturdu olgusuna dayandidindan bahsedilmistir. Belirtildigi Gzere HMM yapisi
dogasi geregi 6rintd tanima problemlerinde siklikla kullaniimaktadir. Bir &érintd,
aslinda bir dizi kural veya kurallara bagli, birbirleriyle iliskisi bulunan olaylar dizisinin
gerceklesmesinin dogal bir sonucudur. Bir insan aktivitesi (hareketi) tahmin
edilebilecegdi gibi temelde bir érintidir. Ornegin bir insanin gergeklestirdigi yirime,
kosma, oturma gibi eylemler kendi icerisinde benzerlik tagimaktadir ve biz insanlar bu
olgulari birbirinden bu sayede ayirt edebiliyoruz. Dolayisiyla bir insan aktivitesi
kolaylikla bir 6rintd tanima problemi haline gelebilir. Matematiksel anlamda bu ifade,
farkh érantuleri taniyabilen farkli modellerin kurulmasi ve gelen bir érintinin farkli

oruntd modellerinin hangisine benzediginin tespit edilmesi olarak ifade edilebilir.

HMM’ler agisindan inceleyecek olursak, bu oruntu tanima problemi her bir ortintlye
ait farkli HMM’lerin kurulmasi ve gelen bir 6rintinin bu HMM’lerden olabilirlik
(likelihood) acisindan hangisine daha ¢ok benzedidinin tespiti seklinde

gerceklesmektedir.
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Bu konu ile baglantili olarak bir insan aktivitesi tanimlama probleminde, farkli insan
aktivitelerine ait farkli HMM’ler kurulabilir. Dolayisiyla dis dinyadan alinan belli bir
periyoda sahip insan hareketinin hangi insan aktivitesine olasiliksal olarak ne kadar

benzedigi tespit edilebilir.

Bu tez calismasinda literatirdeki HMM model kullanan ¢alismalardan farkh olarak,
HMM modellerin dogrudan siniflandirma amaciyla kullanmak yerine 6znitelik olarak
kullaniimistir. Bu sekilde bir ydntem izlenmesinde iki temel amag bulunmaktadir. ilk
olarak 2.2.1'de aciklandigi Uzere “Gruplanmig Dagilim” 06zniteligi, 1:T zaman
araligindaki bir insan aktivitesinin ivmelerinin olasiliksal dagihmini géstermektedir. Bu
bakis acisi ivmelerin olasiliksal dagilimi yerine, bu ivme dizisinin farkli insan
hareketlerine benzerliklerinin olasiliksal olarak dagilimi nasil olmaktadir sorusuna
dénustirilmesi olarak ortaya cikmistir. ikinci olarak, ilgili ivme dizisine ait farkli insan
aktivitelerinden olabilirliklerinin korelasyonu bir anlam ifade edilebilir mi sorusu bu

¢alismanin temel motivasyonunu olusturmaktadir.

Bir insan aktivitesi daha once cok kez belirtildigi sekilde, ¢ok boyutlu (bizim
¢alismamizda 3 boyutlu uzay) bir ortamda gergeklesen bir stirekli zamanli dalgadir.
Dolayisiyla HMM’ler olusturulurken bu 3-boyutlu uzayin birlesik bir sekilde veya ayri
ayri her boyut igin bir érantl yapisi olmaktadir. Bu ¢galigmada her bir eksen farkli bir

orunta olarak alinmis ve her eksene ait HMM’ler olusturulmustur.

Bir insan aktivitesi icin act aktivite turu, x-y-z ilgili eksen olmak tzere, bir HMM:
Pact(OIN)= {Pact(O%:1IN),Pact(O7.1IN),Pact(O7 1IA*)} (2.7)
seklinde gdsterilmektedir.

Gergek zamanl bir hareket icin, gelen harekete ait stirekli zamanli ivme dizisi alinarak
her bir insan aktivitesine ve bu aktiviteye ait olusturulmus 3 eksene ait HMM’lere giris
olarak verilmektedir. Elde edilen c¢iktilar hareketi tanimlayacak 6znitelik uzayindaki
Oznitelikler seklinde tutulmaktadir. HMM 6znitelikleri disinda daha 6nce 2.2.1°de
aciklanmis olan ve her eksende hesaplanmig, ortalama ivme, standart sapma,
ortalama mutlak sapma ve ortalama ivmeler kullanilarak olusturulmus ortalama
toplam ivme Oznitelikleri hesaplanmistir. Bu 06zniteliklere ek olarak 2.2.1'deki
gruplanmis dagiim yerine olasiliksal &znitelikler olarak adlandirabilecedimiz

HMM'lere ait ileriye yodnelik olasilik (forward probability) degerleri, her hareket
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cesidine ait 3 eksende olacak sekilde hesaplanarak 6znitelik uzayini arttiracak sekilde

eklenmistir.

Bu sekilde bir 6znitelik uzayi olusturarak gruplanmis dagihm ile olasiliksal
Ozniteliklerin bir insan aktivite tanima sisteminde etkisini karsilastirabilecek bir

altyapiyi da olusturmus oluyoruz.

Sonug olarak Bolim 3 Deneysel Calismalar altinda detayl agiklamasi yapilacak olan
6 farkli harekete iliskin (ylirime, kosma, merdiven inme, merdiven ¢ikma, ayakta
durma, oturma) 3 eksende toplam 18 farkll HMM’in de bulundugu 6znitelik uzayi Tablo

2.1’de gosterilmistir.

Tablo 2.1. Olasiliksal 6znitelikler kullanan veri seti

Ortalama ivme degeri (3 6znitelik) Her eksen i¢in ortalama ivme
Standart Sapma (3 6znitelik) Her eksen icin standart sapma

Ortalama toplam ivme (1 6znitelik) /a§+a§+a§

Her eksen igin, gozlem serisinde
Ortalama mutlak sapma (3 6znitelik) | bulunan ivme degerlerinin ilgili eksende
ortalama ivmeden toplam sapma miktari
HMM Oznitelikleri (18 6znitelik) pozem Sgane ataggreende farkl

areket turlerinden gelme olasiliklari
Sinif etiketi Hareket tird

Yukarida aciklanan gsekilde veri seti ayriklastirildiktan sonra artik etiketli veri

siniflandirma algoritmalarina giris olusturacak yapiya gelmektedir.
2.3. Sistem Dizayni

Sekil 2.3’te bu tez calismasi gcercevesinde gergeklestiriimis olan insan aktivite tespit
sistemi icin gerceklestirilen temel agamalar gésterilmistir. Bu bélumde gergeklestirilen
asamalar Sekil 2.3’te belirtilen farkh iki veri setinin olusturulmasi ile alakali olan
asamalara kadardir. Bir siniflandirma problemi olarak ele alinmis olan farkl insan
aktivitelerine ait yeteri kadar verinin toplanmasi gerekmektedir. Bu ¢alismada, B6lim
3 Deneysel Calismalar kisminda agiklanacagi Gzere hazir bir insan aktivite veri seti

kullaniimigtir. Veri setine iliskin ayrintilar bu bélimde verilmigtir.

Her eksen igin: ortalama ivme, standart sapma ve ortalama mutlak sapma degerleri
gruplanmis dagilim &zniteliklerinin kullanildigi bir veri seti ile HMM 0&znitelikleri
kullanilmak Uzere toplam iki farkli veri seti olusturulmustur.Veri seti olusturulduktan
sonra gerceklestirilen agamalar artik bir siniflandirma problemine dénismektedir. Bu

asamalar Bolim 3'te agiklanmistir.
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3. DENEYSEL GALISMALAR

Calisma kapsaminda, Boélim 2.2.1 ve Boélim 2.2.2’de bahsedilen &znitelikler
kullanilarak iki farkl veri seti Uzerinden aktivite tespit sistemi gerceklestirilmistir. Farkli
siniflandirma algoritmalari ile farkli modeller egitilmistir. Oncelikle veri setleri igin
olusturulan modeller kendi iclerinde analize edilmistir. Ek olarak farkli ézniteliklerin
etkisinin karsilastirimasi amaciyla ham veri setinden olusturulan iki farkli veri setine

ait sonuglar da karsilastiriimistir.
3.1. Veri Setlerinin Hazirlanmasi
3.1.1. Ham veri seti

Calisma kapsaminda Wireless Sensor Data Mining (WISDM) ekibinin insan aktivite
veri seti kullanilmigtir [18]. Veri seti toplam 36 farkli denegin 6n cebine yerlestiriimis
20Hz frekansinda 50ms’lik zaman araliinda 6l¢im yapan bir akilli telefon tarafindan
toplanmistir. Kullanicilardan yarime, kosma, oturma, ayakta durma, merdiven inme
ve merdiven gikmak tzere toplam alti farkli gunlik insan aktivitesi gergeklestiriimesi

istenerek ilgili veriler toplanmistir.

Veri seti 6 farkli insan aktivitesinden 50ms periyotla toplam 1.098.207 adet farkh kayit

almigtir. Bu kayitlarin dagihmi Tablo 3.1'de gdsterilmistir.

Tablo 3.1. Veri setindeki insan aktivitelerinin dagihmi

insan Aktivitesi | Kayit Sayisi | Dagilhim(%)
Yurime 424.400 %38,6
Kosma 342.177 231,2
Merdiven Cikma 122.869 %11,2
Merdiven inme 100.427 9%9,1
Oturma 59.939 %5,5
Ayakta Durma 48.395 %4,4

Ham veri icerisinde bir insan aktivitesine ait toplam 6 farkli 6znitelik bulunmaktadir.

Bu 6znitelikler Tablo 3.2’de gosterilmigtir.

Tablo 3.2 Veri setindeki kayitlara ait 6znitelikler

| denek_no | aktivite_tipi | zaman damgasi | x-ivmesi | y-ivmesi | z-ivmesi

Bu d6zniteliklere karsilik gelen agiklamalar asagida agiklanmigtir.
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o denek_no: Hareketi yapan kisinin kag numarali denek oldugunu gosterir.

e aktivite_tipi: Ilgili denegin gergeklestirdigi hareketin tiiri (yirime, kosma, oturma
VS.)

e Zaman Damgast: Ilgili kisiden veri bir telefon uygulamasi araciliyiyla toplanmistir.
Kullanicidan alinan verinin uygulama basladiktan ne kadar sire sonra alindiginin
nano-saniye cinsinden degeridir.

e x-ivmesi: ligili denegin gergeklestirdigi insan aktivitesine iliskin x-ekseninden
alinan anlik ve [-20,20] m/s*2 araliginda toplanmistir. Burada ivmenin, 0
degerinde bulunmasi kisi Uzerinde higbir ivme degerinin etki etmedigine, 9,81
m/s?2 ise kisiye sadece yergcekimi ivmesinin etki ettigine isaret etmektedir.
Dolayisiyla e@er telefon diiz bir ylzeyde ise veya kisi hareketi duragan olan bir
insan aktivitesi gerceklestiriyorsa (oturma ve ayakta durma hareketleri), bu
durumda bazi eksenlerde etkiyen ivme degeri 1g degerine yani 9,81 m/s"2
degerine yakin bir degerdir.

e y-ivmesi: y-ekseninde elde edilen ivme degeridir. Konuya iligskin detayli agiklama
x-ivmesinde yapilmistir.

e z-ivmesi: z-ekseninde elde edilen ivme degeridir. Konuya iligskin detayli agiklama

x-ivmesinde yapiimistir.
3.1.2. Surekli zamanh dalga 6znitelikleri

3.1’de bahsedilen ham veri setinin Bolum 2.1'de agiklandigi Uzere ayriklagtiriimasi
gerekmektedir. Ve bu ¢alismada “Sirekli Zamanh Dalga Ozelliklerini” kullanarak bir
Oznitelik cikarimi ile bir ivme serisinin eksenleri i¢in farkh hareket tirlerinden gelme
olasiliklarini hesapladigimi ikincil bir “HMM tabanli bir éznitelik ¢ikarimi” agamalari

uyguluyoruz.

ilk olarak siirekli zamanl dalga 6znitelikleri cikartiimistir. Oncelikli olarak ivme
degerleri 10 saniyelik kayitlar halinde okunarak ivme serisi haline getirilmistir. Okunan
her bir ivme serisi icin Bolum 2.2.1’de agiklanan 6znitelikler hesaplanmistir. Sonug
olarak 40 Oznitelik ve 1 sinif etiketinden olusan kesikli zamanli bir veri seti

olusturulmustur.
3.1.3. HMM (olasiliksal) 6znitelikleri

Bolim 2.2.2°de aciklandigi Uzere bir insan aktivitesinin olasiliksal olarak farkli
hareketlere farkl olasilik degerlerinde benzeyebilecegini ve bu olasilik degerlerinin

bir arada incelenmesinin ilgili hareket turtine ait bir anlam ifade edebilecegdi gercegi
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Uzerinde durulmustur. Dolayisiyla bu bélimde, Bolim 2.2.2’de bahsedilen farkl

hareket turleri icin HMM modellerinin nasil kurulduguna iliskin detaylar yer almaktadir.

Burada standart bir yapi istedigimizden dolay1 tim HMM modellerin 6zdes prensipler
Uzerine kurulmasina karar verilmistir. Hatirlanacagi Uzere her eksendeki ivme
degerlerinin Gruplanmis Dagilimlari ¢ikartiimistir. Her eksende ivme degerleri toplam
10 parcaya bolinmus ve 3-eksende 30 adet grup (bin) degeri ¢ikartilmistir. HMM
tabanli sistem olustururken bu grup yapilari, HMM durumlari (states) olarak

belirlenmisgtir.

Bu sekilde bir yordam izlenmesinin bazi sebepleri vardir. Daha 6nce belirtildigi Gzere
bir insan aktivitesinin dogasi aslinda strekli zamanda gerceklesen bir dalga yapisi
oldugu olgusundan geliyordu. Dolayisiyla burada HMM olustururken bagli kalinan
temel prensip 1:T araliginda gelen ivme serisindeki ivmelerin arasindaki gecisin bir
anlam ifade edebilecedi gercegine dayanmaktadir. Yani farkh hareketlerde, 1.T
icerisindeki herhangi bir t aninda gelecek olan ivmenin bir sinir araliginda olacagi ve
bu ivme degerinden sonra gelecek t+1 anindaki bir sonraki ivme degerinin de belirli
baska bir sinir araligindaki ivme degerlerinden gelecedi 6ngoérisiinde bulunulmustur.
Ayrica t ve t+1 anindaki bu iki sirali ivmenin bulundugu sinirlarin (aslinda grup yani
binler) bir birleri arasinda da belirli bir olasiliksal gegis durumu oldugu varsayimi
yapiimigtir. Sonug olarak her bir ivmenin belirli bir binden geldigi ve bu binlerin
aralarinda farkli hareketler igin farkl olasiliksal oranda gegisler yasanacagi varsayimi
Uzerinde durulmustur. Bu sebeple her bir grup (her eksen i¢in 10 tane), HMM model

tabanli bir sistem igin bir durum (state) olarak kabul edilmistir.

HMM vyapilari igin de Gruplanmig Dagilimla ayni sinir degerleri kullaniimistir. Bu
durum degerlerinin sinir degerleri Tablo 3.3’te gosterilmistir. Sakli markov durumlari
belirlenirken esasinda WISDM veri setinin yapisi incelenmigtir. WISDM veri setindeki
veriler hareket tiirinden bagimsiz bir sekilde -20,5 ile 20,5 m/s? araliginda bir dagilim
go6stermektedir. Gruplanmis dagilim degerlerinin ivmeleri 2,5 m/s? olarak bélmesinin
temel sebebi dengeli bir dagilim olmasindan kaynaklanmaktadir. Bu sekilde ivme
degerleri bolindlglinde bir grup icerisine disen ivme degerlerinin ortalamasi ve bu
ortalamadan sapma miktarlari birbirlerine yakin olmaktadir. Her bir grup igerisindeki
ivme degerlerini esasinda benzer ortalama ve standart sapmaya sahip Gauss
dagilimlari olarak ifade edilmesi saglanmaktadir. Boylelikle kurulacak modelde
kullanilacak dagilimlar dengeli bir yapida olusturulabilir. Bu ylizden Sakh Markov

modellerinde de durum degerleride bu araliklarda belirlenmigtir.
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Gegcis olaslliklari hesaplanirken, kullanilan veri seti i¢in sirayla 10 saniyelik veri
okumalari (20Hz frekansinda 50ms periyota sahip bu ivme serileri 200 adett veri
okumasi) gerceklestiriimistir. Her eksendeki 200 adet okumanin her t ve t+1 olmak

Uzere iki ardigik zaman verisinin bulundugu durumlar belirlenmistir. Bu durumlar

Tablo 3.3. Sakli Markov modeli durumlari

Durum Adi | Sinir Degeri (m/s*2)
State#1 (-~ ve -2,5)
State#2 [-2,5 ve 0)
State#3 [0ve 2,5)
State#4 [2,5Vve b)
State#5 [5ve 7,5
State#6 [7,5 ve 10)
State#7 [10 ve 12,5)
State#8 [12,5 ve 15)
State#9 [15ve 17,5)
State#10 [17,5 ve +=)

arasindaki gegis olasiliklari ise buna bagl olarak hesaplanmistir.

Gegcis olasiliklarinin hesaplanmasi $Sekil 3.1°de gosterilmigtir.

da Ld By B

B D OB ] o L

17

calculateTransitionsOfAnAxis (totalBRecordsInAnAxis [M] [H])

cransicionMacrix[][] = {0}
totallransiticn = 0
FOR i = 1 TO M
aRecorxd| totalRecordsInAnAxis[1i];

] = to
FOR § = 1 to N
irstBin = findBinOfAcceleration(aRecord[j])

secondBin = findBindOficceleracion(aRecord|[j+1])

transitionMatrix[firstBin] [secondBin] += 1
END FOR
totallransiticn += (aRecord.length()-=1)

END FOR

FOR i = 1 IO columniunmberOfiransitionMatrix
FCR § = 1 TO rowNumberOfTranscionMatrix
transitionMatrix([i] [J] /= totalTransition
END FOR
END FOR

18 RETURN transcionMacrix

Sekil 3.1. Gegis olasiliklarinin hesaplanmasi

Kaba kodda bulunan ana fonkisyon MxN boyutunda bir eksendeki ivme degerlerini
(TopRecordsInAnAxis) fonksiyon girdisi olarak almaktadir. Bu matris bir hareket turu
icin (Yurime, Kosma, Oturma gibi herhangi bir insan aktivitesi) veri setindeki sadece
bir eksene ait ivme serilerini tutmaktadir. Matristeki M ile ifade edilen satir sayisi
esasinda veri setindeki 1:T araligindaki ivme serisini ifade etmektedir. N sutun sayisi
ise o ivme serisindeki, ardisik ivmelerin indisini gdstermektedir. Daha 6nce

bahsedildigi Uzere 200 adet kayit okudugumuzdan kabaca N sayisini 200 alabilir.
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Daha formal olarak bu ifade Esitlik 3.1’de gdsterilmistir.

totalRecordsInAnAxis[i]= [O'{T]I (3.1)
Bu ivme serileri alindiktan sonra, gecis matrisi (transitionMatrix) ve toplam gecis
sayisi (total transition) baglangi¢ degerleri olarak 0 alinmistir (2. ve 3. satirlar). Daha
sonra her bir ivme serisine ait her ardisik iki ivme alinarak, ardisik ivmelerin distukleri
gruplar (bin) hesaplanir (7. ve 8. satirlar). Burada findBinOfAcceleration adli metot
ilgili ivme degerinin hangi durum araligina (state) distugunu gostermektedir. Aslinda
ilgili fonksiyon gelen ivme degerini Tablo 3.3’teki durum araliklarindan birine esleyen

bir fonksiyondur.

Bu agsamada, gecis matrisinde iki matris arasinda bir gecis oldugu bilgisi kayit edilir.

Bu arada toplam gegis sayisi da birer birer arttiriimaktadir (9. satir).

Bu islemden sonra gecis matrisi degiskeni icerisinde her iki durum (state) arasindaki
toplam gecis sayisi tutulmaktadir. Fakat bunlari HMM igerisinde gecis sayisi olarak
degil, gecis olasiliklari olarak ifade edilmesi gerekmektedir. Bu sebeple gegis
matrisleri icerisindeki her satir-sttun ikilisi icerisindeki toplam gecis sayisi, tim
sistemdeki toplam gecis sayisina bolunerek olasilik degerlerine donusturilmektedir
(13-17. satirlar arasi). Hesaplanan gegis olasiliklari fonksiyon geri dénlis degeri

olarak bir st fonksiyona déndurilmektedir.

Dikkat edilirse tasarlanan HMM’ler igin herhangi iki durum arasinda bir gegis olasihgi
olabilir. Bu tirden bir HMM vyapisi, Ergodik HMM (Ergodic HMM) olarak

adlandiriilmaktadir.

Bir HMM icin gecis olasiliklari gibi bir bagska 6nemli parametrede baslangi¢
olasiliklaridir. Yani bir Sakh Markov Modelinin ilk olarak zincirileme olasilik igin,
herhangi bir durumdan baslama olasiliklarinin hesaplanmasi gereklidir. Bu isleme ait
kaba kod Sekil 3.2°de verilmistir.

calculatelnitialProbeCiAnAxis (totalRecordsInaAnfxis [M] [H])
initalProbsQfindxis [] = {0}
FOR 1 =1 TO M
initialAcceleraticon = totalRecordsInfnaxis[i] [0]:
binOfFirathAcc = findBinOfAccleraticoniinitialAcceleration);
initalProbeCIiAndxis[binDfFirstacc] += 1 /7 M
END FOR
3 BETUBM initalProbsOfAnixis

=1 i R e L B

Sekil 3.2. Baslangi¢ olasiliklarinin hesaplanmasi

33



Baslangi¢ olasiliklari hesaplanirken gegis olasiliklari ile benzer olarak bir eksen igin
ivme serilerinin tutuldugu ayni MxN boyutundaki matris fonksiyon girdisi olarak
alinmaktadir (1. satir). Baslangic olasiliklari ilk olarak, tim durumlar icin 0 degeri
belirlenir. 4 ve 6. satirlar arasinda bir ivme serisine ait N boyutlu bir kaydin sadece ilk
ivme degeri alinir ve bu degerin karsilik geldigi durum arahd (bin) tespit edilir. Ve bu
durum degerini indis olarak alan bir matris icerisinde tutulur. 6. Satirda dikkat edilirse
her bir durumla ilgili baslangic olasiligi varligi tespit edildiginde, o durumdan baglama
olasiligi 1/M oraninda arttinimigtir. Bu iglemin sonucunda bir hareket tirine ait
herhangi bir eksendeki baslangi¢ olasiliklari tespit edilmis olunur. Fonksiyon geri
donus degeri olarak bu baslangi¢ olasiliklarinin tutuldugu matrisi bir Ust fonksiyona

aktarmaktadir.

Emisyon olasiliklari ise her bir duruma dugen ivme degerlerinin bir Gauss dagilimi
olarak gosterilmesidir. Burada Tablo 3.3'te yer alan durumlara ait her bir aralk
degerindeki ivme degerlerinin ortalamasi (i) ve standart sapmasi (o) tespit edilir. Bir
duruma ait gecis olasihigi, o duruma ait ivme degerleri kullanilarak olusturulmus olan

bir N(4,0) parametreli Gauss dagihmi ile ifade edilir.

Elde edilen sakli markov modelleri verisetindeki 200 boyutlu gbézlem serilerinin
tamamina uygulanarak olabilirlik degerleri tespit edilmistir. Bu islemin sonucunda
olarak 2.2.2’de aciklanan Oznitelikler elde edilmistir. Bu 6znitelikler Tablo 3.4’te

gosterilmistir.

Tablo 3.4. Elde edilen 6znitelikler

Ortalama ivme degeri (3 6znitelik) Her eksen i¢in ortalama ivme
Standart Sapma (3 6znitelik) Her eksen icin standart sapma
Ortalama toplam ivme (1 6znitelik) a§+a§+a§

Her eksen icin, g6zlem serisinde
Ortalama mutlak sapma (3 6znitelik) bulunan ivme degerlerinin ilgili eksende

ortalama ivmeden toplam sapma miktari
GoOzlem serisine ait 3-eksende farkli
hareket tarlerinden gelme olasiliklari

Sinif etiketi Hareket tird

HMM Oznitelikleri (18 6znitelik)

Elde edilen farkli hareket turlerine igin her bir eksende olusturulacak HMM'lere ait yapi
Sekil 3.3’'te gosterilmistir. Dikkat edilmesi gereken nokta, sakli markov modelleri igin
ileriye yonelik olasilik algoritmasi kullanilarak hesap edilen olabilirlik degerleri gok
klguk degerler almaktadir. 200 boyutlu veri bir sakli markov modele giris olarak

uygulandiginda aslinda 199 adet gecis olmaktadir.
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Bir Eksen icin HMM
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Sekil 3.3. Bir eksen i¢cin HMM yapisi

200 adet gegis sebebi ile elde edilen olasilik degerleri oldukga kiguktur. Dolayisiyla,
sakli markov model gelistiriimesi slresinde bu yiksek hassasiyet dederlerine dayali
(high precision) Apfloat kutiphanesi kullaniimistir. Apfloat kutiphanesi ¢ok kuguk
veya ¢ok blylk sayilarla c¢aligiimasina imkan vererek, yiuksek performansta ve
standart programlama veri tiplerinden farkli olarak yliksek hassasiyette ¢alisiimasina

imkan verilmektedir [39].
3.2. Gergeklestirilen Deneyler

3.1.2 ve 3.1.3'te aciklanan veri setleri olusturulduktan sonra problem standart bir veri
madenciligindeki siniflandirma problemi olarak ele alinmistir. iki veri seti (izerinde de
farkli siniflandirma algoritmalari denenerek basarimlar karsilastiriimistir. Ayrica iki
oznitelik uzayini incelemek igin iki veri setinin sonuglari diger veri setinin sonuclari ile

karsilastirilarak incelenmistir.

Gergeklestirilen tesler WEKA makine 6grenmesi araci ile gergeklestiriimistir. WEKA
(Waikato Environment for Knowledge Analysis), veri madenciligi gorevleri i¢in bir
makine 6grenme algoritmalari toplulugudur. Veri hazirlama, siniflandirma, regresyon,
kiimeleme, birlesme kurallari madenciligi ve gorsellestirme icin araclar icermektedir
[40]. Java programlama dilinde yazilmis, hem kullanici araylziine hemde Java

programlama dili icin bir uygulama araytzi (Application Interface — API) sunmaktadir.

Katisiklik Matrisinde (Confusion Matrix) dizenli bir gériiniim saglanmasi amaciyla

hareket isimleri kisaltiimistir. Bu kisaltmalara iliskin detaylar Tablo 3.5’te verilmigtir.
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Tablo 3.5. insan aktiviteleri icin kisaltma tablosu

Kisaltma | Ac¢iklama
JG Kosma (Jogging)
WLK Yurime (Walking)
DW Merdiven inme (Downstairs)
UP Merdiven Cikma (Upstairs)
STD Ayakta Durma (Standing)
SIT Oturma (Sitting)
Has. Hassasiyet
Kes. Kesinlik
Dog. Dog.
Top Toplam Basarim

Asagida iki farkli veri seti Uzerinde gergeklestirilen siniflandirma algoritmalari sonucu

kurulan modelleri bagsarimlari gdsterilmigtir.

3.2.1. Sirekli zamanh 6znitelikler Gzerinde gergeklestirilen deneyler

Surekli zamanli éznitelikler ile olusturulan 4617 satirlik veri seti Gzerinden, toplam 6
farkh algoritma ile 10-Capraz Gecgerleme gercgeklestirilerek siniflandirma modelleri

kurulmustur. Kurulan modellere ait katisiklik matrisleri (confusion matirx) Tablolar

3.6-3.11 arasinda gosterilmistir.

Tablo 3.6. C4.5 Karar Agaci

JG | WLK | DW | UP | STD | SIT | Kes. Has. Dog.
JG | 1165 8 5 14 0 0 | 0,966 | 0,977 | %97,70
WLK 5 1871 | 47 | 65 0 0 | 0,926 | 0,941 | %94,10
DW 10 61 269 | 66 0 1 | 0,699 | 0,661 | %66,10
UP 26 81 62 | 354 2 1 | 0,704 | 0,673 | %67,30
STD 0 0 2 1 220 3 10969 | 0973 | %97,30
SIT 0 0 0 3 5 268 | 0,982 | 0,971 | %97,10
Top: %389,86
Tablo 3.7. Rastgele Adaclar (Random Forest — RF)
JG | WLK | DW | UP | STD | SIT Kes. Has. Dog.
JG 1181 9 1 1 0 0 0,972 0,991 | %99,10
WLK 0 1974 2 12 0 0 0,937 0,993 | %99,30
DW 4 62 319 | 22 0 0 0,935 0,784 | %78,40
UpP 30 61 19 | 416 0 0 0,918 0,791 | %79,10
STD 0 0 0 0 225 1 0,991 0,996 | %99,60
SIT 0 0 0 2 2 272 0,996 0,986 | %98,60
Top: %95,06
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Tablo 3.8. SVM-Coklu Cekirdek (Poly Kernel)

JG |WLK | DW | UP | STD | SIT Kes. Has. Dog.
JG | 1174 | 18 0 0 0 0 0,946 0,985 | %98,50
WLK | O 1962 8 18 0 0 0,813 0,987 | %98,70
DW 21 183 | 154 | 49 0 0 0,815 0,378 | %37,80
UP 46 249 27 | 204 0 0 0,747 0,388 | %38,80
STD 0 0 0 2 221 3 0,991 0,978 | %97,80
SIT 0 1 0 0 2 273 | 0,989 0,989 | %98,90
Top: %86,41

Tablo 3.9. SVM-RBF Cekirdegi

JG |WLK | DW | UP | STD | SIT | Kes. Has. Dog.
JG 1107 | 85 0 0 0 0 | 0,945 | 0,929 | %92,90
WLK 15 1973 | O 0 0 0 | 0,662 | 0,992 | %99,20
DW 6 401 0 0 0 0 N/A 0 %00,00
UP 44 482 0 0 0 0 N/A 0 %00,00
STD 0 37 0 0 | 187 2 | 0930 | 0,827 | %82,70
SIT 0 2 0 0 14 | 260 | 0,992 | 0,942 | %94,20
Top: %76,43

Tablo 3.10. Cok Katmanli Algilayici (Multilayer Perceptron — MLP)

JG | WLK | DW | UP | STD | SIT | Kes. Has. Dog.
JG 1170 9 8 5 0 0 0,970 | 0,982 | %98,20
WLK 1 1922 | 22 43 0 0 0,947 | 0,967 | %96,70
DW 6 36 322 | 43 0 0 0,785 | 0,791 | %79,10
UP 29 61 58 | 377 0 1 0,802 | 0,717 | %71,70
STD 0 0 0 2 223 1 0,991 | 0,987 | %98,70
SIT 0 1 0 0 2 273 | 0,993 | 0,989 | %98,90
Top: 9092,90
Tablo 3.11. K-NN (1-NN)
JG WLK | DW | UP | STD | SIT Kes. Has. Dog.
JG 1189 0 1 2 0 0 0,992 | 0,997 | %99,70
WLK 0 1970 6 12 0 0 0,985 | 0,991 | %99,10
DW 2 13 370 22 0 0 0,907 | 0,909 | %90,90
uUP 7 16 29 474 0 0 0,929 | 0,901 | %90,10
STD 0 0 0 0 224 2 0,996 | 0,991 | %99,10
SIT 0 0 2 0 1 273 | 0,993 | 0,989 | %98,90
Top: %97,51

Tablolar incelendiginde, slirekli zamanli dznitelikler icin en basarili modellerin 1-NN
modelidir. Olusturulan diger modeller ile bu model arasindaki basarim farkinin temel
sebebi Merdiven inme ve ¢cikma (DW ve UP) hareketlerinden kaynaklanmaktadir. Tim
modellerde en dusuk siniflandirma basarim oranina sahip olan ve dolayisiyla diger

tim siniflarla katisiklik orani en yuksek olan siniflar DW ve UP siniflardir.
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Bu problemin temel sebebi DW ve UP hareketlerinde, siniflar arasi benzerligin (inter-
class similarity) fazla olmasidir. Diger hareketlerin aksine DW ve UP hareketleri
aslinda bir gesit yirime hareketleridir. Dolayisiyla hem kendi aralarinda hem de
yurime hareketi ile benzerlikleri olduk¢a fazladir. Bu durum yukaridaki tablolara
bakildiginda acik¢a anlasilabilir. DW hareketi en ¢ok yurime (WLK) daha sonra ise
merdiven ¢ikma (UP) hareketi ile karistiriimistir. Ayni durum UP icinde goérulmustir.

UP icin DW ile benzer sekilde 6nce WLK daha sonra DW ile karistirilmistir.

K-NN algoritmasi, 1 komsu igin gbzle gorulur bigcimde daha iyi bir performans
vermistir. Bu modelin diger ydntemlerden en énemli farki aslinda sadece yakinliga
bakarak siniflandirma yapmasidir. Dolayisiyla standart bir siniflandirma modelinden
farkli olarak en yakin komsunun etiketi ile gelen 6rnegi siniflandirmaktadir. Bu
gbzleme dayanarak siniflar arasi katisiklik olsa da, sinif igi 6rneklerin birbirlerine yakin
oldugu yorumu yapilabilir. Bir diger basarili model olan RF algoritmasina kiyasla, DW
icin %12,5’lik, UP icin ise %11’lik bir bagsari artisi s6z konusudur. Yani iki sinif icin

basarim gdzle gorilur bir bicimde degismistir. Genel basarim ise %97.51’dir.
3.2.2. HMM o6znitelikleri Gzerinde gergeklestirilen deneyler

HMM &zniteliklerinin bulundugu, 4615 satirlik veri seti Uzerinde 6 farkh siniflandirma
algoritmasi ve 10-Capraz Gegerleme islemi kullanilarak toplamda 6 adet model

olusturulmustur. Bu modellere ait sonuglar Tablolar 3.12-3.17 arasinda gdsterilmigtir.

Tablo 3.12. C4.5 Karar Adaci

JG WLK | DW | UP | STD | SIT Kes. Has. Dog.
JG 1162 8 7 16 0 0 0,966 | 0,974 | %97,40
WLK 2 1858 | 54 75 0 0 0,920 |0,934 | %93,40
DW 10 68 275 | 54 0 0 0,694 | 0,676 | %67,60
UP 29 83 58 | 353 2 1 0,706 | 0,671 | %67,10
STD 0 2 1 0 219 4 0,978 | 0,969 | %96,90
SIT 0 0 1 2 3 270 | 0,982 |0,978 | %97,80
Top: %389,60

Tablo 3.13. Rastgele Agaclar

JG | WLK | DW | UP | STD | SIT | Kes. | Hassasiyet Dog.
JG [1181 8 3 1 0 0 0,982 0,990 %99,00
WLK 0 1969 | 2 18 0 0 0,938 0,990 %99,00
DW 2 54 319 | 32 0 0 0,938 0,784 %78,40
UP 20 68 16 422 O 0 0,888 0,802 %80,20
STD 0 0 0 0 1226 | O 0,991 1,000 %100,00
SIT 0 0 0 2 2 [ 272 ] 1,000 0,986 %98,60
Top: %95,06
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Tablo 3.14. SVM- Coklu Cekirdek

JG |WLK |DW | UP | STD | SIT | Kes. Has. Dog.
JG [ 1167 | 26 0 0 0 0 0,960 0,978 %97,80
WLK| 1 1981 | O 7 0 0 0,745 0,996 %99,60
DW | 11 | 317 | 3 | 76 0 0 1,000 0,007 %00,70
UP 37 | 334 | 0 |[152| 3 0 0,639 0,289 %28,90
STD 0 0 0 2 | 222 ] 2 0,992 0,953 %95,30
SIT 0 0 0 1 12 | 263 | 0,835 0,820 %82,00
Top: 282,04
Tablo 3.15. SVM-RBF Cekirdegi
JG |WLK | DW | UP | STD | SIT | Kes. Has. Dog.
JG | 1156 | 37 0 0 0 0 0,915 | 0,969 | %96,90
WLK | 69 [1917]| O 0 3 0 0,672 | 0,964 | %96,40
DW 6 401 0 0 0 0 N/A 0 %0,00
UP 32 491 0 0 3 0 N/A 0 %0,00
STD 0 5 0 0 221 0 0,880 | 0,978 | %97,8
SIT 0 2 0 0 24 | 250 | 1,000 | 0,906 | 9%90,6
Top: %76,75
Tablo 3.16. MLP
JG |WLK |DW | UP | STD | SIT | Kes. Has. Dog.
JG 1163 | 14 7 9 0 0 0,973 0,975 %97,50
WLK| 6 1903 | 33 | 45 1 1 0,935 0,957 %95,70
DW 4 44 | 298 | 58 0 3 0,723 0,732 %73,20
UP 22 72 73 [358 | 1 0 0,757 0,681 %68,10
STD 0 0 0 2 | 222 | 2 0,987 0,982 %98,20
SIT 0 2 1 1 1 [271] 0,978 0,982 %98,20
Top: %91,30
Tablo 3.17. 1-NN
JG | WLK | DW | UP | STD | SIT Kes. Has. Dog.
JG 1184 3 2 4 0 0 0,988 |0,992 | %99,2
WLK 6 1953 | 16 | 20 0 0 0,949 10,982 | %98,2
DW 3 41 | 324 | 39 0 0 0,876 | 0,796 | %79,6
uUP 11 59 28 | 428 0 0 0,868 | 0,814 | %814
STD 0 1 0 0 225 0 0,996 | 0,996 | %99,6
SIT 0 0 0 2 1 273 | 1,000 | 0,989 | 9%98,9
Top: %95,02

Surekli zamanli 6znitelik uzayinda karsilagilan bigcimde en basarili modeller RF ve 1-
NN olmustur. Elde edilen sonuglar surekli zamanh ézniteliklerin kullanildigi durumla
benzerlik gostermektedir. DW ve UP hareketleri siniflar arasi benzerlik sebebi ile
ylurime ve kendi aralarinda karigmaktadir. Dolayisiyla buna bagli olarak basarim bu
siniflarda dusik olmaktadir. En basarili iki model incelendiginde RF algoritmasinin
DW hareketi icin %78,40, UP hareketi icin %80,20’de kaldigini benzer sekilde 1-NN
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algoritmasi incelendiginde basarim oraninin DW hareketinde %79,6, UP hareketinde

ise %81,4'te kaldigi gézlemlenmisgtir.

iki farkli veri seti icin en basarili sonuglar incelendiginde, siniflar arasi benzerlik s6z
konusu oldugunda surekli zamanh 6zniteliklerin DW ve UP hareketlerini ayirmada net
bir sekilde daha iyi oldugu gézlemlenmektedir. Dalga 6zniteliklerini kullanan veri seti
icin en basarili model olan 1-NN (Tablo 3.11) ile HMM 6znitelikleri kullanan veri setine

ait en basarili model olan RF (Tablo 3.13) incelendiginde;

e DW ve UP hareketleri icin surekli zamanli dalga 6znitelikleri, HMM 6zniteliklerine
oranla net bir bicimde daha iyi bir basarim sergilemektedir. Bu ise strekli zamanli
dalga &zniteliklerinin siniflar arasi benzesim i¢cin daha etkin oldugunu
gbstermektedir.

e STD hareketi icin HMM 06znitelikleri daha iyi caligmaktadir (yaklasik %0,90)

o Diger hareket turleri icin az farkla surekli zamanl 6znitelikler daha basarilidir.
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4. GERCEK ZAMANLI UYGULAMA ORNEGI

Kurulan siniflandirma modelinin gercek zamanli gergek bir senaryoda ne kadar etkili
oldugunun tespit edilebilmesi amaciyla gergcek zamanli bir istemci-sunucu mimarisi
olusturulmustur. Gergeklestirilen istemci-sunucu yapisindaki istemci uygulamasi anhk
olarak 50Hz frekansinda ivmedlger verisi toplayan bir akilli telefon uygulamasidir. Bu
uygulama Samsung Note 2 telefonunda calistirlimistir. Sistemin ikinci bileseni ise,
siniflandiricinin yer aldigi sunucu uygulamasidir. Bu iki agamali sistemin yapisi Sekil

4.1’de gOsterilmistir.

Android Uygulama (istemci)

-

Oznitelik Gikarimu Yapilmig
Etiketsiz Veri

4:'(
P

u/ v
III:

]
1
Yy
Gergek Zamanh Veri

Dig Diinyadan Alinan
Gergek Zamanl Veri

Sunucu Uygulamasi

. . P .
& F X e See s e Soket
oo o
. ) ‘ ‘ _:.":,‘ i .'. . TCP Datagram
m Iﬁ:r % . -. ...'A. *

Siniflandinimig Etiketsiz Veri Siniflandiric:

Sekil 4.1. istemci-Sunucu Yapisi

istemci uygulamasi 6n cebe yerlestirilmis olan Android telefon (izerinde calismaktadir.
10 saniyelik periyotlarla toplamda 200’e yakin kayit toplanarak 6znitelik ¢ikarimi
yapiimaktadir. Oznitelik cikarimi yapilmis etiketsiz veri ise kablosuz bir ag Gzerinden
sunucu uygulamasina goénderilmektedir. Sunucu uygulamasi ise kendi igerisinde
daha o6nce 2. Bolumde agiklanan ve 3. Bolimde deneysel olarak gerceklenen
islemlerin uygulanarak elde edilen bir siniflandiriciya sahiptir. Sunucu uygulamasi bir
Android telefon Uzerinden gelen ilgili veriyi alarak kendi icerisinde bulunan
siniflandirici ile etiketsiz veriyi siniflandirir. Béylelikle ilgili hareket tiriine ait bir tahmin

yapilmaktadir. Bu uygulama toplam 5 farkli denekten toplanmistir. Her denekten,
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telefonu sag 6n ceplerine yerlestiriimeleri istenmistir. 5 denekten de ylirime, kosma,
merdiven inme, merdiven ¢ilkma, ayakta durma ve oturma hareketlerini
gerceklestirmeleri istenmistir. Yaklasik 1 saatlik deney sonucunda toplam 70.600 veri
noktasi ve ayriklastiriimalari ile 353 adet farkli hareket 6rintlisi gergek zamanli
olarak siniflandiriimistir. Strekli zamanl 6znitelikler kullanilarak, C4.5 algoritmasi ile
egitilen siniflandirici (Tablo 3.6) bu sistem icin kullanilmistir. Elde edilen sonuclar

Tablo 4.1'de gosterilmistir.

Tablo 4.1. Gergek Zamanli Uygulama igin Katisiklik Matrisi

JG | WLK | DW | UP | STD | SIT | Kes. | Hassasiyet | Dog.
JG | 53 0 5 1 0 0 0,929 0,898 %89,83
WLK | 3 43 23 | 13 0 0 0,597 0,524 %52,43
DW 0 6 25 6 0 0 0,416 0,532 %53,19
UP 0 17 7 13 0 0 0,351 0,351 %35,13
STD| O 3 0 2 67 5 1,000 0,870 %87,01
SIT 1 3 0 2 0 58 | 0,921 0,906 %90,63
Top: %73,71

Gercek zamanli uygulamada Kosma, Oturma ve Ayakta durma hareketleri icin
basarim iyi dizeyde olsada, merdiven inme ve ¢ikma ile ylrime hareketleri igin
basarim olduk¢a dusuiktlr. Bu siniflar kendi aralarinda yiksek katigikliga sahiptir.
Ozellikle merdiven ¢ikma hareketi igin basarim %50’nin altindadir. Dolayisiyla genel

basarim gergcek zamanl bir senaryoda %73,71°’de kalmistir.
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5. SONUGLAR VE ONERILER

Bu tez calismasi kapsaminda, 3-eksenli ivmedlcer verisi kullanilarak bir insan aktivite
tespit sistemi tasarimi gerceklestirilmistir. insan aktivitesi tespiti icin, WISDM veri seti
kullaniimigtir. Bu ham veriden surekli zamanli dalga 6zniteliklerinin kullanildigi bir veri
seti elde edilmistir. ikinci olarak HMM o6znitelikleri olarak adlandirabilecegimiz, belirli
bir aralktaki bir hareket eyleminin hangi insan aktivitesine ne 06lgude benzedigi
bilgisinin kullanildigi ikinci bir veri seti olmak Uzere 2 farkh 6znitelik uzayina ait veri

setleri olusturulmustur.

Elde edilen iki farkli veri seti Uzerinde farkli siniflandirma algoritmalari ¢alistiriimis ve
basarimlari hem veri setlerinin kendi igerisinde (kurulan farkli modeller ile) hem de

diger veri setiyle karsilastiriimasi gergeklestirilmigtir.

Yapilan deneyler sonucunda stirekli zamanl dzniteliklerin, Sakl Markov Modellerinin
ileriye yonelik olasilik degerlerinin kullanildigi 6zniteliklere kiyasla daha basarih
oldugu sonucuna varilmigtir. Siniflar dizeyinde basarim, 4 farkli harekette gok blylk
onem arz etmezken (kogsma, yurime, oturma ve ayakta durma), 2 farkh harekette

(merdiven inme ve merdiven ¢ikma) gézle gorulir bir bicimde fark edilmektedir.

Bolim 3'te bulunan, iki veri setinin en basarii modelleri kendi aralarinda
kiyaslandiginda, surekli zamanl 6znitelik kullanan veri seti kullanilarak olusturulan k-
NN modeli, HMM 06znitelikleri kullanan Rastgele Ada¢ algoritmasindan, merdiven
inme icin %12,50, merdiven ¢ikma hareketinde ise %9,10 daha basarihdir. Bu sonuca
bakarak net bir bicimde surekli zamanh 6znitelik uzayinin HMM c¢iktilarinin dznitelik

olarak kullanilmasindan daha basarili oldugu sonucu ¢ikarilabilir.

Bolim 3’te gerceklestirilen deneylerde, merdiven inme ve merdiven ¢ikma hareketleri
kendi icerisinde incelendiginde en basarili modeller de dahi diger hareketlere oranla
gOzle gorulur bicimde daha az basarima sahip oldugu gdézlemlenmektedir. Bu
hareketlerin 6zellikle yGrime hareketi ile karistirildigi gézlemlenmektedir. Yirime
hareketinden sonra ise merdiven inme genellikle merdiven ¢ikma, merdiven ¢ikma
hareketinin ise merdiven inme hareketi ile karistirildigi gézlemlenmistir. Bu durum
Bolim 4’te gercgeklestirilen gergek bir uygulamada benzerlik gbstermekle birlikte,

etkisi itibari ile egitim seti Uzerindeki sonuglardan daha acik bir bicimde ortaya

43



cikmistir. Gergek zamanli uygulamada merdiven inme ve ¢ikma hareketlerine ilave
olarak yurime hareketinde de diger hareket turleri ile ylksek katisiklik orani
gbzlemlenmistir. Elde edilen sonuclardan hareketle, bu hareket tirleri icin siniflar
aras! benzerlik oraninin (inter-class similarity) oldukga ylksek oldugu sonucuna

varilabilir.

Ayrica yapilan deneyler sonucunda en basarili sonuclarin 1-NN ve Rastgele Agag gibi
agac algoritmalarinin en basarili modeller olmalari dikkat cekicidir. iki farkli 6znitelik
uzayinda da en basarili iki model 1-NN ve Rastgele Aga¢ olmustur. 1-NN
algoritmasinin bu denli basarili olmasini sebeplerinden biride veri setinin genelinde
siniflar arasi veri noktalarinin birbirlerine yakinligidir. Dolayisiyla en yakin komguya
bakildiginda genellikle bu bizi dogru sonuca gétirmektedir. Siniflar arasi karisim
Ozellikle iki sinif 6zelinde fazla da olsa tum siniflarda sinif érneklerinin birbirlerine
yakinliginin bir anlam ifade ettigi acikga gorulmektedir. Bu iki siniflandirma
algoritmasi insan aktiviteleri tespit sistemlerinde ¢ok fazla kullanilmamigtir. Bu
algoritmalarin kullaniimadigi varsayildiginda MLP ve C4.5 algoritmalari en basaril
modellerdir. Bu modeller literatirde siklikla kullaniimakta olup genellikle insan
aktiviteleri tespiti ile ilgili literatirde basarih algoritmalar olarak yer almaktadir (Bolim

1.3.1). Dolayisiyla elde edilen sonuglar literatirdeki sonuglari destekler niteliktedir.

Bu etkiyi azaltmak adina [32] ve [3, 34]'te yapilan calismalara benzer sekilde iki
asamali modeller kurulabilir. Oncelikli olarak Merdiven inme ve Cikma hareketleri
birlestirilerek ortak bir hareket olarak kabul edilip, 5 sinifi bir aktivite tespiti
gerceklestirilebilir. Bu asamadan sonra ise bu birlestiriimis hareket tlra olarak tespit
edilmis veri noktalari, sadece bu iki sinif kullanilarak egitilmis olan ikinci bir model
araciligiyla siniflandirilabilir. 6 sinif arasinda bir ayrilabilirlik problemi ¢6zmektense, 2
sinif arasindaki ayrilabilirligin tespiti icin bir modelin kurulmasi daha basittir ve bu

basarimi arttirabilir.

Esasinda kullanilan veri seti, sadece ivmedlger verilerinden olustugu igin éznitelik
olarak kullanilabilecek veriler sadece ivmedlger verisinden ¢ikartiimaktadir. Merdiven
inme ve c¢ikma hareketleri cogu acidan birbirlerine benzeseler dahi yon bilgisi
acisindan farklilik gostermektedir. Ornegin jiroskop verisinin kullaniimasi ile yén
6lcimlnln hassas bir sekilde gergeklestiriimesi bu iki hareket tartindn birbirlerinden

ve ylrime hareketinden ayirt edilmesi igin bir 5Snem arz edebilir.
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Jiroskop verisi WISDM veri seti gibi veri setinde bulunmasa dahi, jiroskop disinda
esasinda farkli eksenlerdeki ivme degerlerinin birbirleri ile aralarindaki ag¢i bilgilerinin
elde edilmesi veya bileske vektorler tGzerinden bir 6znitelik ¢ikarimi bu siniflar arasi
benzerligin azaltiimasi yoninde énemli bir katki saglayabilir. Gelecek bir ¢alisma
olarak bu turden O&zniteliklerin ¢ikarilmasi icin bir ¢alisma gerceklestiriimesi

planlanmaktadir.

Gergeklestirilien deneyler ve elde edilen sonuclar WISDM veri setine gore
gerceklestiriimistir. Bu veri setinin laboratuvar ortaminda toplanmistir. Dolayisiyla
gerceklestirilen insan aktivitelerinin gercek bir kullanim senaryosu igerisinde elde
edilmedigi bilinmelidir. Kullanilan verinin toplanmasinda bazi dnemli kisitlamalar
mevcuttur. Bu kisitlamalardan ilki insan aktivitelerinin dizenli bir bigcimde
gerceklestirildigi gercedidir. Yani esasinda farkli denekler bu aktiviteleri belirli sinirlar
cercevesinde dizenli bir bicimde gerceklestirmektedir. Bu sebeple gercek dinya
verisini tam anlamiyla yansitmasi mumkun degildir. Bu sebeple bu veri setinin,
gerceklestirdigimiz gercek zamanli bir senaryoyu tam olarak yansitmamasi son

derece dogaldir. Boyle bir durum igin daha farkh bir veri toplama asamasi gerekebilir.

Onemli bir diger kisitlama ise bir mobil telefonun deneklerin cebindeki yerlestirime

bicimidir. Bu durum $ekil 5.1°de gésterilmigtir.
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Sekil 5.1. Bir mobil telefonun alabilecegi farkh sekiller

Telefonun alacagi farkh yerlestirme bigimlerine bagli olarak ayni denek ayni aktiviteyi
gerceklestirse dahi etki edecegi eksenler farkli olabilmektedir. Bu sebepten dolayi
gercek zamanh bir uygulama i¢in sadece mobil cihazin tek bir sekilde yerlestirilerek
toplanmis olan veriler gergek bir uygulama igin uygun degildir. WISDM veri seti Sekil
5.1°deki ilk duruma benzer bir sekilde 6n sag cebe yerlestirilerek toplanmistir. Bolum

4'te gercek uygulamada telefon yonelimini rasgele bir sekilde alarak deneylerimizi
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gerceklestirdik. Bu sebeple Bolim 3’teki ve Bolim 4’teki sonuglari birbirinden bu
kadar farkli ¢ikmasi beklenebilir. Gergek zamanli bir uygulamada kullanilacak olan
uygun nitelikteki bir veri setinin toplanabilmesi icin telefon yénelimi dikkate alinarak
veri toplamali veya bu durumun etkilerinin azaltilacagi yontemlerin (6rnegin yonelim

bagimsiz bir 6znitelik uzayinin tespit edilmesi) izlenmesi gerekmektedir.

Uygulama ile alakal bir diger durum ise sensoérlerin hassasiyeti ile alakalidir. Daha
once WISDM veri setinin 50Hz frekansinda verilerden olustugundan bahsedilmistir.
Gergekte durum buna yakin olsada neredeyse higbir zaman 50 Hz frekansinda
ayarlanmig olan bir ivmeoélcer kusursuz bir bicimde 50 Hz frekansinda veri
toplayamamaktadir. Bir interpolasyon islemi gerceklestirilerek bu ivmedlcerin kigik
sapmalarla hi¢cbir zaman 50 Hz olarak toplayamayacagi veri noktalari iyilestirilebilir.
Burada bir interpolasyon isleminin basarimi arttiracaginin garantisi verilmemektedir.
Gelecek bir galisma olarak bir interpolasyon isleminin insan aktivitelerine basarimini
nasil etkileyecegi deneysel olarak denenmesi ve bu konu ile alakal bir yayin

¢ikariimasi hedeflenmektedir.
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