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ONSOZ

Universitelere kabul edilen &grenci sayist her gegen yil artmaktadir. Ogrenci
sayisinin artmasiyla tiniversitelere daha az hazirlikli 6grencilerin giris sayis1 da
yiikselmektedir. Universitelerin akademik destege ihtiyag duyacak ogrencileri heniiz
basarisizlik durumlar1 olusmadan belirleyerek uygun egitim ve rehberlik hizmetlerinin
diizenlenmesi i¢in gerekli adimlarin atilmasi, hem kisilerin meslek hayatlarinda daha
basarili bireyler olmalarinda yardimci olacak, hem de iiniversite kalitesinin
yiikseltilmede biiyiik yarar saglayacaktir.

Bu nedenle eldeki ¢alismada tiniversite 6grencilerinin akademik basar1 durumlarinin
onceden tahmin edilerek, elde edilen bilgilerin ilgili kisilerin onayma sunulmasi ve bu
sayede gelecekte alinacak egitim ve Ogretim plan ve programlama siirecine yonelik
kararlarda yonetime destek olunmasi hedeflenmistir. Bu amagla, ilk olarak Pamukkale
Universitesi Ogrenci verileri iizerinde bir Veri Ambari olusturulmustur. Tahmin
islemlerini yapabilmek i¢in Veri Madenciligi algoritmalari olan karar agaglari, yapay
sinir aglari, naive bayes ve birliktelik kurallarindan faydalanilmistir. Bu algoritmalarin
sonuclarina gore bir raporlama arayiiziinden elde edilen sonuglar karar vericilerin
kullanimina sunulmustur.

Bu tezin hazirlanmasi siirecinde gostermis oldugu yardim ve anlayistan dolay saygi
deger damismanim Yrd. Dog. Dr. Giirhan GUNDUZ’E tesekkiirlerimi sunarim. Ayni
zamanda sevgili jiiri iiyelerim Dog¢. Dr. Abdullah TOLA ve Yrd..Dog¢. Dr. Emre
COMAK’A tezin iyilestirilmesi konusundaki degerli geri bildirimleri igin tesekkiir
ederim. Son olarak gerek bir dost olarak gerek akademik olarak ihtiyacim oldugumda
hep yanimda olan sevgili arkadaslarim Ozcan Diilger, Devrim Isli ve Murat Demir’e
tesekkiir ederim.

Agustos 2010 Gilirler Giilge
(Bilgisayar Miihendisi)
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OZET

VERIi AMBARI VE VERI MADENCILIiGI TEKNIKLERI
KULLANILARAK OGRENCIi KARAR DESTEK SIiSTEMi
OLUSTURMA

Ulkemizde gerek artan geng niifusa bagli olarak gerekse iiniversite egitiminin ¢agdas bir
yasam i¢in gerekli is olanagi ve biligsel ve kisisel gelisimin énemli bir araci olarak
algilanmaya baslamasinin bir sonucu olarak her yil yiiz binlerce 6grenci iiniversiteye
girmek amaciyla zorlu bir yarisa tabi tutulmaktadir. Buna karsilik 6grencilerin ancak
sinirli bir bolimi tiniversiteye devam etme hakki kazanmaktadir. Gittikge artan bu
talebi karsilamak amaciyla son yillarda iilkenin dort bir kosesinde yeni iiniversiteler
acilmakta ve daha fazla 6grenci yiiksek 6gretimde egitim alma olanag: elde etmektedir.
Universite sayisindaki artisa paralel olarak {iniversitede okumaya hak kazanan 6grenci
sayisindaki hizli artisa karsilik iiniversitelerde 6grencilere sunulan akademik olanaklarin
kalitesinde ve kaliteli bir egitimin en Onemli aktorlerinden birisi olan &gretim
elemaninin sayisinda ayni oranda bir artis olmamaktadir. Bu da, dgrencilerin daha
kalabalik siniflarda 6gretim elemanlarindan daha az akademik ve sosyal destek
alabilecekleri bir egitim siireci anlamima gelmektedir. Daha da 6nemlisi, liniversiteye
daha fazla O6grencinin kabulii daha diisiik puanlarla ve akademik olarak daha az
donanimli Ogrencilerin {iniversite yasamina ayak atmaya baslamalari anlamina
gelmektedir. Akademik olarak daha az donanimli bu 6grencilerin daha fazla destege
ihtiyag duymalarima karsilik gittikce kalabaliklasan siniflarda daha az kisisel ilgi
gorebilecekleri ve boylece egitim ortamlarinda basarisiz olma ihtimallerinin arttigi
sOylenebilir. Bu yiizden iiniversitede akademik basar1 agisindan dezavantajli
ogrencilerin daha egitim yasantilarinin ilk yillarinda tespit edilerek uygun akademik ve
sosyal rehberlik programlari araciligiyla desteklenmesi yiiksek Ogretimde kalitenin
artirtlmasi ve hem kisisel hem iilke ekonomisi agisindan gereksiz kayiplarin 6nlenmesi
acisindan biiyiik 6nem tasimaktadir.

Son yillarda bireyin davranislarini tahmin etmek amaciyla siklikla kullanilan bir arag
veri madenciligidir. Bu amagla bu calismada Ogrencilerin akademik basarilarini
belirleyen faktorlerin tespit edilerek basarisizlik riski tasiyan 6grencilerin belirlenmesi
amaciyla gesitli veri madenciligi modelleri kullanilmistir. Eldeki verilerden tiniversiteye
devam etmekte olan 6grencilere ait bilgilere yonelik 6zel analizler yapilarak ileride idari
anlamda alinacak kararlarda bir yol gdsterici olarak rol oynamas1 amaglanmaistir.



SUMMARY

DEVELOPING DECISION SUPPORT SYSTEM FOR STUDENT
INFORMATION SYSTEM BY USING DATA WAREHOUSE AND DATA
MINING TECHNICS

In our country, every year literally thousands of high school graduates compete to get an
opportunity to continue their education through higher education system partially
because the number of younger cohort is increasing and partially because there is an
increasing awareness of the importance of higher education system both for obtaining a
prestigious job and for personal development. In spite of this demand, only a small
number of high school students could get into the higher education system. In order to
close the gap between this demand and existing situation, many new universities have
been opened all over the country. In line with the increase at the number of universities,
more and more students have begun to get opportunity to continue their education
through higher education system. However, the degree of the increase of the resources
provided to the students along with the increase of the number of instructors is much
slower than the degree of increase of the number of the students to be served. This
means more crowded classes with less personalized instruction where the instructors
could allocate less time and energy for each of the students. More importantly, because
more universities are welcoming more students, their selection criteria are getting less
strict with more students with lower exam scores could be accepted to the higher
education system. This means an increase at the number of students who might be at
risk of failing since they are less likely to be academically prepared. Combination of
less personalized instruction within more crowded classroom with more academically
disadvantaged students means more risk for failing during the university education
process. For this reason, it is crucial to determine the academically disadvantaged
students from the first year of their education life to provide appropriate educational
support and experience to prevent both personal and national wide economical loss.

Data mining seems to be one of the most widely used tool to predict individuals’
behavior patterns given some predetermined variables. Therefore, to predict the students
who might be at risk of failing by determining the factors predicting students’
achievement levels, data mining techniques is used in this thesis. By applying special
analyses to the data obtained from attending students, it was aimed to provide
information to guide management decisions.

Xi



1. GIRIS

Yasadigimiz zamanda bilisim teknolojileri ¢ok hizli bir sekilde gelismektedir.
Bilgisayar yazillm ve donanim alanlarinda devamli  gelisen yeniliklerle
karsilagilmaktadir. Bu hizli gelisimin 6nemli noktalarindan birisi s6z konusu teknoloji
tabanli iirlinlere erisimin kolaylagmasi, fiyatlarin ucuzlamasidir. Sirketler ve kullanicilar

daha hizli ve kullanigh bilgisayar teknolojilerine kolayca sahip olabilmektedir.

Kolayca elde edilen bilgi teknolojileri yardimiyla artik her veri sayisal ortamlara
kaydedilebilir duruma gelmistir. Ornegin bir {iniversitede dgrenci ve ders kayzitlari ile
ilgili tiim bilgiler bilgisayar ortamina kaydedilmektedir. Bu islem binlerce kullanici olan
otomasyonlarda c¢ok sayida veri saklanmasi anlamina gelir. Gelisen donanim
teknolojileri sayesinde bu bilgileri kaydetmek maliyetler acisinda yeterli olabilir. Ama
asil cevaplanmasi gereken soru bu mevcut degerlerden ise yarayan bilgilerin nasil
cikarilacagidir. Firmalarin otomasyon sistemlerini kurduktan sonra cevap aradiklari
onemli bir soru olan bu problemin cevabi ise firmalarin gesitli ¢oziimleme islemleri
yaparak bu devasa veri yiginlarini kullanmak amaciyla karar destek sistemleri
olusturulmasi yoluyla gelecekte alinacak kararlar hakkinda destek saglanabilecegi
seklindedir.

Veriler tlizerinde ¢oziimleme yapmak igin gesitli istatistiksel yontemler kullanilabilir.
Ama ¢ok fazla veri igeren durumlarda islem yapmak ¢ok zorlasacaktir. Otomasyonlarda
kullanilan veritabanlar1 OLTP(Online Transaction Processing, Cevrim I¢i Hareket
Isleme) sistemi kullanir. Bu yapilarda sistem alt yapisi veri ekleme-giincelleme-silme
islemleri icin tasarlandigindan iligkisel veritabani yapisimi kullanirlar. Verilerin pargali
olarak bulunmasi ¢o6ziimleme yapma islemlerini olduk¢a zorlastiracaktir. Bu

nedenlerden dolayi, veriyi islenmeye hazir hale getirmek igin “Veri Ambar1”, verileri



coziimleyerek “Bilgi”ye doniistiirmek i¢in de “Veri Madenciligi” teknolojileri ortaya
¢ikmustir.

Bu galismanin temel amaci &grencilerin kisisel bilgilerini kullanarak akademik
basarisin1 6nceden tahmin edebilmektir. Universite smavina her yil yiiz binlerce kisi
katilmakta ve tiniversite kontenjanlar1 bu talebi karsilamak tizere devamli artirilmakta,
daha disiik puan ve hazirlik diizeyine sahip Ogrencilerin iniversiteye kabulleri
artmaktadir. Bu Ogrencilerin akademik basari durumlari 6nceden tahmin edilmeye
caligilarak, yardima ihtiya¢ duyacak ogrencilerin dnceden belirlenmesi ve buna gore
onlem alinmasi hedeflenmektedir. Ayrica hangi programlara devam eden dgrencilerin
basarisizlikla daha ¢ok karsilastig1 belirlenerek ilgili birimlerde bu iyilestirme yoniinde

diizenlemeler yapilabilir.

Akademik basari tahminine ilave olarak, akademik basariy1 olusturan derslerin
basaris1 hakkinda da bilgili olmak gereklidir. Universitede birgok ders birbiriyle iliskili
olarak okutulmaktadir. Bu derslerden gecen veya kalan 6grencilerin hangi notlar1 aldigi,
hangi dersler arasinda 6nceden tahmin edilemeyen iliskilerin oldugunu belirlemek bu
tezde irdelenen baska bir konudur. Bu islemin gergeklestirilmesiyle, Ogrencilerin
aldiklar1 ders ve donem sonu notlarina gore ileride alacaklar1 dersler hakkinda bir uyar1
mekanizmasi gergeklestirilebilir. Bu sayede 6grenciler sistemin kendilerine onerdikleri

konulara ekstra dikkat gostererek basarili olma durumlarini iyilestirebilirler.

Calismada Pamukkale Universitesi Ogrenci Isleriyle ilgili veriler kullanilmistir. Bu
sistemde Ogrenci kayitlariyla ilgili birgok bilgi bulunmaktadir. Ama veriler daha 6nce
bu yénde bir ¢alisma icin hi¢ kullamlmamistir. Projede Ogrenci Isleri Otomasyon
Sistemi(OIOS) iizerinde analiz islemlerinin yapilacagi Veri Ambar1 olusturulmus,
bunun iizerinde tahmin islemlerinin gerceklestirilecegi Veri Madenciligi algoritmalari
denenmistir. Elde edilen sonuglar bir raporlama ara yiiziinden karar verici kisilerin
bilgisine sunulmustur. Bu sayede iiniversite yonetimine hizmet verebilecek bir Karar

Destek Sistemi (KDS) hazirlanmustir.

Tez ¢alismasi alt1 boliimden olusmaktadir. Birinci boliimde tez ¢alismasi hakkinda
genel bilgi verilmis, ¢alismanin amaglarindan ve yapilacaklardan bahsedilmistir. Ikinci
bolimde Veri Ambarlar1 hakkinda genel bilgiler verilmis ve KDS’lerin tanimindan
bahsedilmistir. Ugiincii boliimde veri madenciligini gergeklestirmek igin hangi

siireclerden gecilmesi gerektigi anlatilmis ve Literatiirde bulunan Veri Madenciligi



tiirlerinden bahsedilmistir. Ayrica bu bdliimde ¢alismada kullanilan algoritmalarla ilgili
teknik bilgiler verilmis ve egitim konusunda yapilan Veri Madenciligi ¢alismalarindan
bahsedilmistir. Dordiincii boliimde tezde kullanilan bilgisayar programlari hakkinda
bilgi verilmistir. Besinci bdliimde Karar Destek Sisteminin gerceklestirilme asamasi
anlatilmig, tahmin isleminin gergeklestirildigi bes farkli model {izerinde, Veri
Madenciligi algoritmalar1 uygulanmig ve raporlama calismalart yapilmistir. Son olarak

altinc1 boliimde ise uygulamanin sonuglar1 ve yorumlari {izerinde durulmustur.



2. VERIi AMBARI

2.1 Giris

Bilgi teknolojilerinde yasanan hizli gelismeler sayesinde bilgi sistemlerinde depolanan
veriler ¢ok biiylik boyutlara ulagmistir. Sistemlerdeki otomasyonlar farkli organizasyon
yapilar1 ve islevleri nedeniyle verilerini birden c¢ok veri kaynagina kaydetmek zorunda
kalabilirler. Bu durumdaki veritabanlarinda yiizlerce kullanicinin ayni anda islem yapmasi
sebebiyle OLTP yapist kullanilir. Bu sistemlerde dagitilmis tablolardan ¢ok sayida verinin
Karar Destek Sistemlerine aktarilmasinin giicliikleri nedeniyle veri ambarlar1 ortaya

cikmustir.

Veri Ambarlari, birbiriyle iligkisi olmayan veri kaynaklarindan aldig: verileri birlestirip,
bunlar1 karar destek uygulamalarinda kullanilmak {izerine olusturulan ¢ok boyutlu gdsterim

islemidir[1].

Geleneksel veritabani sistemleri, kullanict hareketlerine bagl giinlik islemleri
desteklemek i¢in tasarlanmistir ve bu sistemler isletimsel ya da hareketsel (operational /
transactional) sistemler olarak adlandirilir. Isletimsel sistemler hareket ya da islem
yonlendirmeli, veri ambarlar1 ise konu yonlendirmelidir. Ornegin, yiiksek seviyeli ticari
verinin esnek analitik iglenmesini saglar. Veri ambari, veritabani hareketinden c¢ok
sorgulama ve analiz i¢in kullanilmak {izere tasarlanmis iliskisel bir veritabanidir. Genelde
hareket verisinden elde edilmis tarihsel bilgileri i¢erdigi gibi bagka dis kaynaklardan gelen
verileri de igerebilir. Veri tabani hareketlerinden kaynaklanan is yiikiiyle analiz yiikiinii
birbirinden ayirir. Bu sayede degisik kaynaklardan toplanan verilerin daha kolay bir sekilde

organize edilmesini saglar[2].



Veri ambarinin en onemli 6zelligi yiiklenen verinin salt okunur ve degisken olmayan
yapida olmasidir. Isletimsel veri genellikle ger¢ek zamanhdir fakat veri ambarinda tarihsel
veriler mevcuttur. Veri ambarinda yiiksek seviyeli tarihsel veri genellikle gelecekte ne
olabilecegini tahmin etmek icin raporlama ve analiz amaciyla kullanilir[2]. Isin amag ve

hedefine uygun bir yapida tasarlanir.

Veri ambarinin temel kavramlarindan birisi veri ile bilgi arasindaki farki anlamaktir.
Veri daha ¢ok c¢alisan ve hareket ifa eden sistemde gozlenebilir ve kaydedilebilir durum
toplamidir ve veriler son kullaniciya ancak diizenlenip bilgi durumunda sunuldugunda yarar
saglayabilir. Bilgi de, bir¢ok konunun birlestirilmesi ve bunun da karar destek isleminde

temel olarak kullanilmasidir[3].

Veri ambari, 6zneye dayali, biitiinlesmis, zaman dilimli ve yOneticinin karar verme
isleminde yardimci olacak bi¢cimde toplanmis olan degismeyen veriler toplulugudur[4]. Veri

ambarinda yer alan veri dzelliklerini inceleyecek olursak:

Konu Odakli: Veri Ambarlari, kullanicinin kendi verilerini analiz etmesine yardimci
olmak {izere tasarlanmistir[5]. Yani, kullanilmayacak veriyi hari¢ tutar ve verinin

basitlestirilmesini saglar[6].

Biitiinlesik: Veri Ambari farkli birgok veri kaynagindan verileri toplayip, diizgiin ve
anlasilabilir bir formatta birlestirmek zorundadir. Farkli veri kaynaklarindan(farkli veri
taban1 sistemleri, Excel ve text dosyalar1) alinan veri tipleri ve 6l¢lim birimleri cinsinden

ayni1 olmak zorundadir[7]. Bu islemler ETL(Extract Transform Load) araglar1 kullanilarak

yapilir[6].

Degisken Olmayan: Veri Ambarmin bir diger 6zelligi onun degisken olmayisidir. Bir
deger Veri Ambarina girdigi zaman bir daha degisemez. Ciinkii Veri Ambarlar1 sadece iki
tiir islem gergeklestirebilir; verinin yiiklenmesi ve veri erisimi[5]. Veri ambar1 bu nedenle
isletimsel (operational) sistemler farkli olarak hareket isleme (transaction), geri alma

(roolback) ve ayni zamanda isleme (concurrent processing) gibi igslemleri icermez[6].

Zaman Degiskenli: Veri Ambarmin i¢indekiler, zamana bagl olarak veri akisini temsil
etmektedir. Veri Ambarmin ic¢indeki veri, erisimin herhangi bir zamaninda dogrudur ve
genis bir zaman araliginda bulunmaktadir. Zaman degiskeninin asil anlami ise Veri
Ambarinin veri yapilart iginde anahtar bir bilesen gibi zamanin igsel olarak hazir

bulunmasidir[5].



Sekil 2.1°de Veri Ambarinin yapisi ve hangi amagclar i¢in kullanilabilecegi gosterilmistir.

Operasyonel

i¢ Veri Veriler 0 { =3 Veri Erigimi ve
Kaynaklari Kayith, Arsiv o D Metaveri Analizi
Veriler g EQ2 (Veri hakkindaki veri)
2523 , OLAP
5 5% C
Dig Veri Dis Vel °o> 3 Sorgu ve Raporlar
Kaynaklari B YHEeE é
Vet Al Veri Madenciligi

Sekil 2.1: Veri ambari yapisi ve kullanim alanlari[8]

Sonug olarak veri ambarlar1 veriye erisim tiiriine alternatif olmaktadir. Klasik veritabani
sistemlerinden farkli olarak SQL(Structured Query Language) sorgularinin veritabanlaria
gonderilmesi ve gelen sonucun diizenlenmesi yerine, istenen verinin daha onceden ilgili
kaynaklardan ¢ekilip, diizenlenmesi ve artik hazir durumda bulunan veri tizerinden gelen
sorgulara cevap verilmesi amaglanir. Bu islemlerin yapilarak onceden sistemin hazir
tutulmas1 hem veri ¢ekim islemlerinde biiylik performans artiglarini saglamakta, hem de
normal veritabanlarindaki is yiikiinii de azaltarak diger kullanicilara rahat bir kullanim

ortam1 sunmaktadir[6].

2.2  Veri Ambari ile OLTP Sistemleri Arasindaki Farklar

Veritaban1 en genel tanimiyla, kullanim amacina uygun olarak diizenlenmis veriler
toplulugudur. Birbirleriyle iliskileri olan verilerin tutuldugu, mantiksal ve fiziksel olarak
tanimlarinin oldugu bilgi depolaridir. Veritabanlar1 gercekte var olan ve birbirleriyle iliskisi
olan nesneleri ve iliskileri modeller. Kullanilan veritaban1 modelleri ikiye ayrilmaktadir;

Isletimsel veritabanlari(OLTP) ve Veri Ambarlaridir[9].

Veri ambar1 ortaminda, OLTP sistemi, organizasyonun islemsel bir sistemdeki giinliik
islerin uygulandigi bir veri tabanini belirtir. Verinin statik halinden ziyade, ¢ogu zaman
eldeki giincel veriyi belirtir. Bu veritabanlar1 ekleme, silme, glincelleme gibi
hareket(transaction) ieren islemlerin kullanimi igin optimize edilmislerdir. Ornegin 6gretim

elemaninin 6grenci notunu sisteme isledigi anda, Ogrencilerin notlarin1 ayni sistemde



nerdeyse es zamanli olarak gormesi OLTP sistemlerine bir 6rnektir. Genel anlamda alim-
satim, hesaplama, liretim, bankacilik, egitim gibi bir¢ok isletmenin yiizlerce kullanicisinin
bagli oldugu ve yogun hareket igeren otomasyon sistemleri OLTP yapisin1 kullanir. Veri
ambarlar1 ise, biiyiik miktarda ve zamana bagli verileri depolamak icin kullanilirlar.

Kullanilan veri turleri statiktir.

OLTP ve Veri Ambari arasinda bulunan farklar Tablo 2.1°de 6zetlenmistir.

Tablo 2.1: Isletimsel sistemlerle veri ambarinin karsilastirilmasi[2]

Isletimsel Sistemler

Veri Amban Sistemleri

Az seviyede raporlama igeren ve
yiiksek seviyeli hareket isleme amagh
tasarlanmig sistemlerdir.(OLTP)

Analiz ve raporlama amagli tasarlanmis ve
analitik iglemleri (OLAP) destekleyen
sistemlerdir.

Genellikle islem yonlendirmeli ya da
islem tabanli (process-oriented /
process-driven) sistemlerdir. Belirli
ticari islemleri ya da gorevleri yerine
getirmek i¢in tasarlanirlar.

Veri ambari sistemleri konu
yonlendirmelidir. (subject-oriented) Konu
alanlar1 ¢ogunlukla bir ya da birden fazla
isletimsel sistem verisinden olusur.

Genellikle anlik veri ile iligkilidir.

Genellikle tarihsel ve 6zet veri ile iligkilidir.

Ihtiya¢ durumuna gore veri genellikle
giincellenir.

Genellikle degiskenlik gdstermeyen veriler
icerir. Yeni veriler eklenir fakat bir kez
yiiklenir, cok nadiren veri gilincellenir.
Dolayisiyla veri ¢cogunlukla salt okunurdur.

Hizli ekleme ve gilincelleme amaciyla
eniyileme yapilir.

Yiiksek yogunluktaki veri iizerinde hizli veri
erisimi amaciyla eniyileme yapilir.

Genellikle uygulamaya 6zel
sistemlerdir. Birbirinden bagimsiz
uygulamalar tekrarli veri olusumunu
dogurur.

Uygulama katmaninda sistemler entegre
edilir ve veri tekrar1 engellenir.

Her kayit analiz agisindan pek ¢ok
gereksiz bilgi igerir.

Analiz agisindan her kayit biiyiik 6nem tagir.

Karmasik sorgular1 yaratmak ve isleme
koymak zahmetlidir.

Karmasgik sorgulara gerek kalmadan ihtiyag
duyulan verilere kolayca erisilebilir.

Karmasik sorgularin sonuglari saatlerle
Olgiilebilen zaman dilimlerini
kaplayabilir.

Sorgular kisa siirede cevaplanir.

Sisteme girilmis her tiirlii veri
mevcuttur. Kullanici hatalar1 ve eksik
bilgiler bulunabilir.

Sadece ayiklanmis ve gilivenilir veri
kullanilir.

Nihai kullanicinin ¢ok fazla bilgisayar
becerisinin bulunmasi gerekmez.

Deneyimli kullanicilara yoneliktir, yiiksek
seviyeli bilgisayar becerisi gerekir.




Miisteri merkezlidir, bilgi teknolojisi Pazar merkezlidir ve analistler, uzmanlar ve
profesyonelleri ve miisteriler tarafindan | yoneticiler tarafindan veri analizi i¢in

bilgi ve sorgulama isleme igin kullanilir.

kullanlir.
Varlik-bagint1 veri modelini kullanir ve | Yildiz ya da kar akisi modelini kullanir ve
uygulama merkezli veritabani tasarimi | konu yonlendirmeli bir veri tabani tasarimi

vardir. vardir.

Veri ekleme, giincelleme ve silme Belirli zaman araliklarinda veri ekleme
siklig1 ¢ok fazladir. Giincelleme siirekli | gergeklestirilir.

yapilir.

Sisteme erisen kullanici sayisi fazladir. | Karar alici kademede bulunan belirli
sayidaki kullanicilara yoneliktir.

Fazla detayl giincel veriyi yonetir. Karar destek amacli veri analizi i¢in
kullanilir. Biiyiik miktarlarda tarihsel veriyi
yOnetir.

Fiziksel kapasitesi MB ya da GB Fiziksel kapasitesi GB ya da TB

seviyelerindedir. seviyelerindedir.

2.3 Veri Ambar1 Mimarisi

Veri Ambari mimarisinin ti¢ farkli kullanim1 vardir. Bunlar Kurumsal Veri Ambari, Veri

Pazar1 ve Sanal Veri Ambarindan olusmaktadir.

2.3.1 Kurumsal veri ambari

Kapsamli bir model gerektiren kurumsal veri ambarlar1 organizasyonun tamamina iliskin

Ozetlenmis veya detayli verinin toplandig1r ambarlardir. Tiim organizasyon i¢in kullanilacak

olan boyle bir sistem modeli gelistirmek, bunu besleyecek ¢esitli kaynaklardan cekilecek

verilerin ortaya konmasi uzun bir siire gerektirir ve esnekligi azaltir[6].

2.3.2 Veri pazan (Data Mart-Kiiciik Veri Ambari)

Bir Data Mart bir Veri Ambariin 6zellestirilmis stirimiidiir. Veri Ambarlar1 gibi Veri

Pazarlar1 da is tarafina tarihsel egilimler ve deneyimlerin analizinden yardimci olacak



operasyonel verinin bir kopyasmi saklamaktadir. Veri Pazart olusturmaktaki anahtar
farklilik 6nceden tanimlanmis belli bir ihtiyaca yonelik bir grup bilgi ve segilmis veri
yapilandirilmasidir.  Data  Mart  yapilandirilmasiyla ilgili  veriye kolay erisim

vurgulamaktadir[5].

Veri pazar1 belirli bir konuya odakli ya da bolim diizeyindeki bir veri deposudur.
Kurumsal veri ambarina gore tabandan tepeye yaklasim daha kolay uygulanmaktadir. Bazi
sitketler genel ve biitiinsel bir veri ambar1 kullanmak yerine bolim diizeyindeki veriyi
kullanmak isterler. Veri pazar1 belirli bir konu veya boliim bilgilerine odaklanirken, veri

ambar biitlin sirketin bilgilerine odaklanir[6].

Veri Pazarlari, Veri Ambarlarindan daha az veri igerirler ve 0zel bir amag¢ igin
olusturulmuslardir. Veri Ambar1 olusturmak yerine Veri Pazari olusturmak asagidaki

sebepler dolayisiyla ¢ok tercih edilmektedir[7].
e Daha diisiik maliyetli olusturulabilmektedir.

e Veri Pazarlar1 daha az veri igerirler, bu sayede sorgu ¢alistirma zamanlar1 daha

kisadir.

e Veri Pazarlari, Veri Ambarinin basitlestirilmis versiyonudur. Bu sebeple daha

hizli olusturulur.
e Veri entegrasyonu ve biitiinlestirme islemleri daha hizli gergeklestirilir.

e Her Veri Pazari 6zel bir veri kiimesi i¢in olusturuldugu igin, sistemi sadece veriyi
ilgilendiren kisilerin kullanmas1 gerekir. Bu sayede sistemi kullanacak kisilerin

belirlenmesi daha kolay olur.

2.3.3 Sanal veri ambanr

Sanal veri ambarlari, giincel olarak kullanilan operasyonel veritabanlar: lizerinde etkili
sorgulama yapilabilmesi i¢in olusturulan 6zet veri kiimeleridir. Olusturmasi en kolay veri
ambar tlirtidiir. Ancak veriler yine operasyonel veritabani lizerinde tutulacagindan ¢ok fazla

kapasite gereksinimi ortaya ¢ikar[6].



Veri ambari sistemleri gelistirmede oncelikle en {ist seviyede ortak bir veri modeli ortaya
konmasi ve boliimsel veri pazarlar tarafindan da kullanilmasi 6nerilmektedir. Bu sayede
veri ambar1 ve veri pazarlart ayni temeli paylasirlar ve karsilasilmasi muhtemel bir¢ok

tiimleme probleminin oniine gecilmis olur.

2.4 Karar Destek Sistemleri

Karar verme sadece bilgisayar alaninda yapilan bir durum degil giindelik hayatimizda da
devamli yapmamiz gereken bir durumdur. Devamli karsilastigimiz durumlara gore bazi
tespitler yapilir ve ona gore hareket edilir. Kararlar ii¢ gruba ayrilir[10]. Yapisal kararlar
devamli yapilan ve rutin kararlarin oldugu gruptur. Yapisal olmayan kararlar, karar verecek
kisinin hicbir bilgiye sahip olmadan verdigin kararlardir. Yar1 Yapisal kararlar karsilagilan
sorun hakkinda karar verinin sadece problemin bilinmeyen yonleriyle ilgili yargi vermesi

durumudur.

Gliniimiiz sartlarindaki bilisim teknolojisiyle yapilmasi giinler alan islemler saniyeler
icinde yapilmaktadir. Bu karar verme siirecinin bilisim teknolojileri vasitasiyla kullanilmaya
baglanmasiyla karar destek sistemleri (KDS- Decision Support Systems-DSS) ortaya
cikmustir.

KDS hakkinda yapilan birkag tanim asagida verilmistir[11].

Bir Karar Destek Sistemi, kullaniciya yari-yapisal ve yapisal olmayan karar
verme islemlerinde destek saglamak amaciyla, karar modellerine ve verilere

kolay erigimi saglayan etkilesimli bir sistemdir.

Karar Destek Sistemleri, kararin yapisal olmadigi durumlarda karar alma
islemine yardimci olmak i¢in tasarlanmis, esnek ve etkilesimli bilisim teknolojisi

sistemleridir.

Karar vericinin yerine ge¢mesinden ziyade onun kararlarini destekleyen, yari
yapisal ve yapisal olmayan problemlerin ¢oziimii i¢in karar vericiye karar

vermesinde yardimei olan etkilesimli sistemlerdir.

10



Diger bir ifadeyle Karar Destek Sistemleri; karar vericinin, karar verebilmek amaciyla
bilgisayar ile interaktif olarak faydali bilgi {retmesine imkan veren, bilgisayarla
biitlinlestirilmis yonetim bilgi sistemi araglaridir. Karar destek sistemleri, veri tabani ve
model tabanimi bir yazilim sistemi yardimiyla isleyerek, ilgili karar verme probleminin
¢Oziimii amaciyla kullanict isteklerine gore alternatif ¢ozlimlerin olusturulmasini saglar.

Olusturulan bu alternatif ¢éziimler dogrultusunda son karar kullaniciya aittir[12].
Karar Destek Sistemlerinin 6zellikleri asagida listelenmistir.

Yari-yapisal ve yapisal olmayan kararlarlarda kullanilir.
Karar vericinin yerine gegmekten ziyade, ona karar vermesinde yardimci olur.
Karar verme prosesinin tiim asamalarinda destek saglarlar
Model kullanir.
Sistem kullanicinin kontrolii altindadir.
Kullanici etkilesimlidir

Karar destek sistemlerinin ana bilesenlerini veritabani, yazilim sistemi ve kullanici ara
yiizii olusturur (Sekil 2.2). Veritabani, bir kisisel bilgisayara yerlestirilecek kadar kiiglik
olabildigi gibi, ¢ok biiyiikk bir veri deposu seklinde de olabilir. Veritabani, bir¢ok
uygulamadan elde edilen ge¢misteki ve mevcutta bulunan verilerin bir araya gelmesinden
olusmaktadir. Yazilim sistemi, veri analizi i¢in kullanilan yazilim araglarimi kapsar (6rnegin
C#, Delphi, Visual Basic, C++). Bu sistem, KDS kullanicisinin kolayca erisebilecegi ¢esitli
veri madenciligi araglarindan veya matematiksel ve analitik modellerin bir araya
gelmesinden olusmaktadir. Veri madenciligi yazilim araglari, biiylik veri havuzlarinda
gizlenmis desenleri ve iligkileri bulur, onlardan gelecekteki davranislarin tahmin

edilebilmesi i¢in kurallar olusturur ve kararin verilmesinde yol gosterir[12].
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Veri isleme
Sistemleri Dis Veriler
(lc Veriler)

KDS
Veritabani

Veri Madenciligi Araclari
KDS Yazilim Sistemi
OLAP

|

CKuIIarucn Arayﬁzﬁ)

"

[ Kullanmic J

Sekil 2.2: Karar destek sisteminin bilesenleri[11]

Kullanic1 ara yiizii, karar vericilerin, KDS’lerine erisimini saglar. Kullanici ara yiizi,
kullanicilar ile yazilim ve donanim arasindaki iletisime yardimci olur. Kullanici, karar
destek sistemini yoneten kisidir. Kullanici, ara yiizii yardimiyla karar destek sistemini
yonlendirmektedir. Kullanici, karar problemi hakkinda karar verici pozisyondadir. Ele aldig1
problemin gerekleri dogrultusunda karar destek sistemini kullanarak sonug¢ raporlarindan
veya tablo analizlerinden hareketle, alternatif ¢oziimler igerisinden en iyiyi bulmaya
calisir[11].
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3. VERIi MADENCILIiGi

3.1 Giris

Bilgisayar bilimcileri Moore kanununun belirttigi, bilgisayar islem giiciniin her 18
ayda bir ikiye katlanacagi kuralimi sik sik dile getirirler. Daha az bilinen durum ise
bilgisayarlarin depo kapasiteleri her dokuz ayda ikiye katlanmaktadir. Sanki bir gaz
elementi gibi bilgisayar veritabanlar1 da bulabildikleri tiim depo alanlarin1 doldururlar.
Veritabanlarinda bulunan bu ¢ok miktardaki veri, ortaya ¢gikmamis bir kaynag: belirtir.
Sanki bir altin madeni gibi bu veriler bilgiye cevrilebilir. Bu bilgilerde veri madenciligi

teknikleri kullanarak “Degerli Bilgi” ye ¢evrilebilir.[13]

Sirketlerde, tiniversitelerde, devlet kurumlarinda ve diger kuruluslardaki ¢ok biiyiik
miktardaki kullanilmayan veriyi ifade etmek zorlasmaktadir. Is yerleri her yil bu
verilere terabaytlarca yenileri eklemektedir. Bu verilerden bilgiyi ¢ikarmanin getirisi
paha bigilemezdir. Veritabanlarindaki Bilgi Kesfi Siireci(BKS)(Knowledge Discovery
in Database (KDD)) uzun zamandir bu amag i¢in gelistirilmektedir. Veri Madenciligi de
bu BKS islemi igerisindedir.[13]

Veri madenciligi, veriler arasinda bilgi desenleri arayan karar destek sistemidir. Bir
bagka degisle; Veriler arasindan yeni, gecerli, anlasilir ve potansiyel olarak yararli desen
cikarma islemidir. Burada desen veriler arasindaki iliskiyi belirtir[14]. Veri Madenciligi,
daha once sistemde bulunan ama bilinirligi olmayan, ilgi ¢ekici, potansiyel olarak

yararli olan verinin bilgiye doniistiiriilme sitirecidir[15].

Veri Madenciligini tanimlayan diger yaklasimlara bakacak olursak; Veri
madenciligi, ¢ok biiyiik miktardaki gozlenebilir verinin analiz edilmesiyle, beklenmedik

veri iliskilerinin ve sira dis1 sonuglarin veri sahibine anlasilir bir sekilde iletilmesidir.
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Diger bir tanim ise su sekildedir; Daha 6nceden bilinmeyen, gecerli ve uygulanabilir
bilgilerin genis veritabanlarindan elde edilmesi ve bu bilgilerin kurulus kararlar
verirken kullanilabilmesidir. Daha basit olarak veri madenciligi biiyiik 6l¢ekli veriler

arasindan degerli olan bilgiyi bulup ortaya ¢ikarilmasina denir[16].

3.2 Veri Madenciligi Siireci

Veri Madenciligi biiyiikk 6lgekli verilerden anlamli bilginin elde edilebilmesinde
gerekli olan islemlerin modellenmesi igin yontemler ve algoritmalar sunar. “Veri
tabanlarinda BKS” olarak da adlandirilan bu modelleme yontemleri biiyiik veri kiimeleri
igerisinde gelecekle ilgili tahmin yapabilecek programlarin yazilmasinda yardimci
olur[17]. Bu siireglerin veri hazirlanmasini olusturan ilk dort basamagi veri ambari
olusturma siirecinde de belirtilebilir. Bu siire¢ bir¢ok adimdan olusan bir siirectir. Siireg,

asagidaki adimlar igermektedir[18].

a. Veri temizleme

b. Veri biitiinlestirme

c. Veri indirgeme

d. Veri doniistiirme

e. Veri madenciligi algoritmasini uygulama

f.  Sonuglar1 sunum ve degerlendirme

Sitemin kurulmasi agamasinda en 6nemli kisim ilk dort basamaktir. Algoritmay1
uygularken ortaya ¢ikacak sorunlarda, bu asamaya geri doniilmesi ve verilerin yeniden
diizenlenmesine neden olacaktir. Bu durum verilerin hazirlanmasi ve modelin kurulmasi
asamalari i¢in, bir analistin veri kesfi siirecinin toplami igerisinde enerji ve zamaninin

%50 - %85’ini harcamasina neden olmaktadir[19].
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[—- Degerlendirme

Veri Madencigi

Yontemi

Veri
Donustirme
. Veri
Indirgeme
Veri
Butlnlestirme
Veri
Temizleme

Sekil 3.1: Veri madenciligi Siireci

3.2.1 Veri temizleme

Bazi problemlerde iizerinde islem yapilacak verilerin istenilen Ozelliklere sahip
olmadigi durumlar olabilir. Dogru verilerin yaninda eksik veya hatali verilerle
karsilagilabilir. Veri temizleme, diger asamalarda kullanilacak veri madenciligi
modelinde veri kalitesini artirmak tizere yapilir[20]. Tutarsiz ve hatali veriler, veritabani
tizerinde yapilacak analizlerde dogru sonu¢ almamizi etkileyecegi icin bu “giiriiltii”
olarak tabir edilen verilerden sistemin temizlenmesi gerekir. Bu durumdan kurtulmak
igin birgok yol kullanilabilir. Giiriiltiilii verinin Sisteme etkisini 6nlemek igin bu tip
veriler analiz kiimesinden cikarilabilir veya bu tip verilerin yerine sabit bir deger
koyulabilir ya da ¢ok biiyiikk veri kiimeleriyle ugrasilmiyorsa maniiel olarak da
degisiklik yapilabilir. Ornek olarak “-1” degeri verilerek tiim hatal1 verilerin bu degeri
kullanmas1 saglanabilir (Tiim degerlerin ayn1 sabit degerle degistirilmesi sistemi yanlig
desenlere de yoneltebilecegi goz Oniine alinmalidir). Baska bir uygulamada hatali
degerler yerine, dogru verilerin ortalamasi yazilabilir. Bunu daha da 6zellestirirsek tim
degerlerin ortalamasi yerine hatali kaydin yapisina benzer 6rneklerin ortalamasi alinarak

islem yapilabilir.
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3.2.2 Veri biitiinlestirme

Birgok veri kaynagindan c¢ekilen farkli tiirdeki verilerin birlikte degerlendirmeye

almabilmesi icin verilerin tek bir ortak tiire doniistiiriilmesi gerekmektedir. Ornek

vermek gerekirse, cinsiyet ile ilgili bir alan uygulamada sadece simgeler “E” ve “K”

kodlariyla belirtilmis olabilir. “E” kodu erkek, “K” kodu ise kadinlar1 simgelemektedir.

Bir bagka uygulamada ise s6z konusu cinsiyet ile ilgili alan 1 veya 0 degerleri ile ifade

edilmis olabilir. Farkli bir uygulamada direkt olarak “Erkek” ve “Kadin” ifadeleri

cinsiyetleri belirtmek ic¢in kullanilmis olabilir. Baska bir 6rnekte uzunluk 6l¢iisii olarak

cm, bazilarinda ing, bazilarinda ise metre olarak kullanilmis olabilir. Sekil 3. 2°de bu

konu ile ilgili bagka bir 6rnek anlatilmaktadir. Bu tip farkli bakis acilar1 veriler tizerinde

calismay1 imkansiz hale getirir. Bu nedenle bu tip verilerin analiz asamasindan 6nce

ortak bir tiire doniistiiriilmesi yani veri biitiinlestirmesi yapilmasi gerekir.

Perakende
satislar sistemi

Seri sonu satislar
sistemi

Katalog satiglar
sistemi

OLTP

Urtin kodu
99999999

Urtin kodu
XXXXXXXX

Urtin kodu
XXXX99.99

Ny

Veri Ambarn

Urtin kodu
XXXXX9999

Satislar
Konu
Alani

Sekil 3. 2: Farkli veri kaynaklarindan alinan tiirlerin veri biitiinlestirme islemi
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3.2.3 Veri indirgeme

Veri madenciliginde ¢6ziimleme islemleri bazen ¢ok uzun siire alabilir. Veri
kiimesinde ayni tipte c¢ok kayit oldugu biliniyor ve bu kayitlarinin bazilarinin
c¢ikarilmasi sonucu degistirmeyecegi diisiiniiliiyorsa, kaynak verilerin sayis1 azaltilabilir.
Boyle bir ihtiya¢ soz konusu olursa veri sikistirma kullanarak verilerin daha az yer
kaplamalar1 saglanabilir. Veya bazi 6zellikleri belirtmede biiyilik veri kiimeleri yerine
daha kii¢lik veri gruplar1 kullanilabilir. Bagka bir durumda benzer karakteristige sahip
bircok 0zellik yerine daha az ozellik kullanilarak islemlerin daha hizli yapilmasi

saglanabilir.

3.2.4 Veri doniistiirme

Veri Madenciliginde bazi zamanlar verileri aynen isleme katmak kurulan sistem i¢in
uygun olmayabilir. Baz1 degiskenlerin ortalamasi ve varyanslari, diger degiskenlerden
cok biliylik veya cok kiigiik olmasi durumunda, bu biiyiik fark yaratan degiskenlerin
digerleri iizerinde analiz asamasinda etkisi daha ¢ok olur ve onlarin rollerini 6nemli
ol¢iide azaltir. Ayrica degiskenlerin sahip oldugu cok biiyiik ve ¢ok kiigiik degerler de
coziimlemenin saglikli bir sekilde yapilmasimi engeller. Bu durumda verinin
standartlasmasi i¢in Min-Max normallestirme veya Z-score standartlastirma yontemleri
kullanilabilir. Bunlarin yaninda secilen veri madenciligi modeline gore degiskenlerin
aralik degerlerini degistirip gruplama yapilabilir. Ornek vermek gerekirse, 0°dan 100’e
kadar olan sayilarla ¢alismak yerine grubu bes farkli araliga bolerek sistem analiz igin
daha uygun hale getirilebilir.

3.24.1. Min-Max normallestirilmesi

Verileri 0 ile 1 arasindaki sayisal degerlere doniistirmek icin min-max
normallestirme yontemi uygulanir. Bu yontem, veri i¢indeki en biiyiikk ve en kiiciik
sayisal degerin belirlenerek digerleri buna uygun bigimde doniistiirme esasina

dayanmaktadir. S6z konusu doniistirme yapist denklem 3.1°de ifade edilmektedir:
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X = _X=Min X)
" Max (X)— Min (X)

(3.1)
Burada X* doniistiirmiis degerleri, X gozlem degerlerini, Min(X) en kiiciik gdzlem

degerini ve Max(X) en biiylik gézlem degerini ifade etmektedir.

3.2.4.2. Z-score standartlastirma

Bu yontem, verilerin ortalamasi ve standart hatas1 géz oniine alinarak yeni degerlere
doniistiiriilmesi esasina dayanmaktadir. S6z konusu doniistimlerde, 3.2°de gosterildigi

sekilde bir bagintiya yer verilir:

__ X—Mean (X)

X+ std (X)

3.2)

Burada X* doniistiirme degerleri, X gozlem degerini, Mean(X) verilerin aritmetik

ortalamasini ve Std(X) gozlem degerinin standart sapmasini ifade etmektedir(3.3).

Mean(X)= 1/nzn (x,) std(X)= J ?zl(xi —Mean(X))z (3.3)
i=0

3.2.5 Veri madenciligi algoritmasimi uygulama

Veri madenciligi yontemlerini uygulayabilmek i¢in yukarida siralanan islemlerin
uygun goriinenleri yapilir. Veri hazir hale getirildikten sonra konuyla ilgili veri
madenciligi algoritmalar1 uygulanir. S6z konusu algoritmalar siniflandirma, kiimeleme

ve birliktelik kurallar1 konusunda olacaktir. 3.3’de bu algoritmalara deginilecektir.

3.2.6 Sonuclari sunum ve degerlendirme
Veri madenciligi algoritmas1 veriler lizerinde uygulandiktan sonra, sonuglar

diizenlenerek karar vericilere sunulur. Bu sunum islemi yazili bir raporlama olabilecegi

gibi, web sayfasindan kisilere bilgilendirme de olabilir. Bulunan sonuglara gore
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incelenen sistem iizerinde iyilestirme caligmalari yapilir veya belirlenen durumlar

karsisinda onlemler alinir.

3.3 Veri Madenciligi Modelleri

Veri madenciliginde kullanilan modeller, tahmin edici (predictive) ve tanimlayici
(descriptive) olmak iizere iki ana basglik altinda incelenmektedir. Tahmin edici
modellerde, sonuglar1 bilinen verilerden hareket edilerek bir model gelistirilmesi ve
kurulan bu modelden yararlanilarak sonuglari bilinmeyen veri kiimeleri i¢in sonug
degerlerin tahmin edilmesi amaglanmaktadir. Ornegin bir banka dnceki donemlerde
vermis oldugu kredilere iliskin gerekli tiim verilere sahip olabilir. Bu verilerde bagimsiz
degiskenler kredi alan miisterinin 6zellikleri, bagimli degisken ise kredinin geri 6denip
6denmedigidir. Bu verilere uygun olarak kurulan model, daha sonraki kredi taleplerinde
miusteri Ozelliklerine gore verilecek olan kredinin geri Odenip 6denmeyeceginin
tahmininde kullanilmaktadir. Tanimlayict modellerde ise karar vermeye rehberlik
etmede kullanilabilecek mevcut verilerdeki Oriintiilerin tanimlanmasi saglanmaktadir.
X/Y araliginda geliri, evi ve arabasi olan, ayrica ¢cocuklar1 okul ¢caginda olan aileler ile
cocugu olmayan ve geliri X/Y araligindan diisiik olan ailelerin satin alma oriintiilerinin
birbirlerine benzerlik gosterdiginin belirlenmesi tanimlayict modellere bir 6rnektir. Veri

madenciligi modelleri gordiikleri iglevlere gore tice ayrilmaktir[21].

a. Siniflama (Classification) ve Regresyon
b. Kiimeleme (Clustering)
c. Birliktelik Kurallar1 (Association Rules) ve Ardisik Zamanli Oriintiiler

(Sequential Patterns)
Smiflama ve regresyon modelleri tahmin edici, kiimeleme, birliktelik kurallar1 ve

ardisik zamanli Oriintii modelleri tanimlayict modellerdir. Sekil 3.3.’de bu iliskiler

Ozetlenmistir.
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Veri
Madenciligi
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Tahmin
Edici

Tanimlayici

Y

Kimeleme Birliktelik
i Kurallari

Siniflama Regresyon

Karar |}
Agagclari

Yapay
Sinir
Aglan

[ Bayes J #

Sekil 3.3: Veri madenciligi modelleri

3.3.1 Simmiflama ve regresyon

Istenilen bir degisken bagimli degisken ve digerleri tahmin edici (bagimsiz)
degiskenler olarak adlandirilir. Amag, girdi olarak tahmin edici degiskenlerin yer aldig:
modelde, ¢iktinin bagimli degiskenin degerinin bulundugu anlamli bir model kurmaktir.
Bagimli degisken sayisal degil ise problem simiflama problemidir. Eger bagiml

degisken sayisal ise problem regresyon problemi olarak adlandirilir[21].

Siniflama veri madenciliginde sik¢a kullanilan bir yontem olup, veri tabanlarindaki
gizli Orlintiileri ortaya c¢ikarmakta kullanilir. Verilerin smiflandirmasi i¢in belirli bir
siireg izlenir. Oncelikle var olan veritabaninin bir kismi egitim amaciyla kullanilarak
siniflandirma kurallarinin olusturulmasi saglanir. Daha sonra bu kurallar yardimiyla

yeni bir durum ortaya ¢iktiginda nasil karar verilecegi belirlenir.

Smiflama ve regresyon modelinde kullanilan baglica yontemler asagida

listelenmistir.

e Yapay Sinir Aglan (Artificial Neural Networks)

Genetik Algoritmalar (Genetic Algorithms)

K-En Yakin Komsu (K-Nearest Neighbor)

Karar Agaclar1 (Decision Trees)

Bayes
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3.3.1.1 Yapay sinir aglari

Yapay sinir aglari, temelde tamamen insan beyni orneklenerek gelistirilmis bir
teknolojidir. Bilindigi gibi; 6grenme, hatirlama, diisiinme gibi tiim insan davranislarinin
temelinde sinir hiicreleri bulunmaktadir. Insan beyninde tahminen (10)! adet sinir
hiicresi oldugu diisiiniilmektedir ve bu sinir hiicreleri arasinda sonsuz diyebilecegimiz
sayida sinaptik birlesme denilen sinirler arasi bag vardir. Bu sayidaki bir birlesimi
gerceklestirebilecek bir bilgisayar sisteminin diinya biiyiikliiglinde olmasi gerektigi

soylenmektedir[19].

Biyolojik sistemlerde Ogrenme, noronlar arasindaki sinaptik baglantilarin
ayarlanmas: ile olusturulur. Insan yasamu siiresince tecriibeler edinir, bu tecriibelerin
sinaptik baglantilar1 etkiledigi ve O0grenmenin bu sekilde gelistigi diisiiniilmektedir.
Yapay sinir aglarinda bu ayarlamayr yapmak ve Ogrenmeyi saglamak icin agirlik
fonksiyonlar1 kullanilmaktadir, insanin deneme yanilma yoluyla 6grenmesi yapay Sinir

aglarinda yinelemeli egitim sayesinde gergeklestirilmektedir[22].

Normal bir sinir ag1 ii¢ farkli tip katmandan meydana gelir, giris katmani, sakli
katman ve ¢ikis katmani. Buradaki 6nemli nokta, agda ti¢ farkl: tipte katman oldugudur,
sadece ili¢ katman oldugu degil. Arastirmacinin istegine gore sakli katman sayisi
artirtlabilir. Bu, ne kadar kompleks bir yap1 istendigine baghdir. Giris katmani, giris
verisini igerir; ¢ikis katmaninda ise tiim sakli katmanlarda islem yapildiktan sonra
olusturulan sonucu igerir. Giris ve ¢ikis katmanlari, sakli katman tarafindan aracili

oldugundan, yapay sinir aglari ¢gogu zaman bir kara kutu(black box) olarak bilinir[23].

Yapay sinir aglari i¢in farkli yapilar vardir ve bunlarin her biri verilen igleri yapmak
icin farkli yol ve 6grenme yOntemleri kullanirlar. Yapay sinir aglari, veri madenciligi
icin ¢ok kullanigli bir yontem olmasmin yaninda anlasilmaz modeller de ortaya
cikardigr i¢in uygulamasi ¢ok uzun zaman gerektirebilir. Bu duruma ragmen yapay sinir
aglart; siiflama, kiimeleme ve tahmin amaglar ile kolaylikla kullanilabilecek genel

amagch ve giiclii araglardir.
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3.3.1.2 Genetik algoritmalar

Genetik algoritmalar, biyoloji biliminden yararlanilarak gelistirilmis 6nemli makine
Ogrenimi yontemlerinden birisidir. Dogada goézlemlenen evrimsel siirece benzer bir
sekilde calisan arama ve en iyileme yontemidir. Karmagik ¢cok boyutlu arama uzayinda
en iyinin hayatta kalmasi ilkesine gore biitiinsel en iyl ¢Oziimii arar. Genetik
algoritmalar problemlere tek bir ¢oziim iiretmek yerine farkli ¢oziimlerden olusan bir
¢Oziim kiimesi tretir. Boylelikle, arama wuzayinda ayn1 anda bircok nokta
degerlendirilmekte ve sonugta biitlinsel ¢6ziime ulagma olasiligr yiikselmektedir. Coziim
kiimesindeki ¢oziimler birbirinden tamamen bagimsizdir. Her biri ¢ok boyutlu uzay

tizerinde bir vektordiir[19].

Genetik algoritmalar problemlerin ¢dziimii i¢in evrimsel siireci bilgisayar ortaminda
taklit ederler. Diger en iyileme yontemlerinde oldugu gibi ¢6ziim i¢in tek bir yapinin
gelistirilmesi yerine, boyle yapilardan meydana gelen bir kiime olustururlar. Problem
icin olas1 pek ¢ok ¢oziimii temsil eden bu kiime genetik algoritma terminolojisinde
poplilasyon adini alir. Niifuslar vektor veya birey adi verilen say1 dizilerinden olusur.
Birey igindeki her bir elemana gen ad1 verilir. Niifustaki bireyler evrimsel siire¢ i¢inde
genetik algoritma igslemcileri tarafindan belirlenir[19]. Genlerin olusturdugu yapilar olan

kromozomlar iizerinden de hesaplamalar gergeklestirilir.

Genetik algoritmalar agiklanabilir sonuglar tretirler. Degisik tiplerdeki verileri
isleme Ozelligine sahip olan genetik algoritmalar en iyileme (optimization) amaci ile
kullanilabilirler. Ayrica genetik algoritmalar yapay sinir aglari ile ortaklasa ¢aligarak
basarili sonuglar iiretmektedirler. Genetik algoritmalar yapay sinir aglarinin egitilmesi,
bellek tabanli yontemlerde birlesim fonksiyonunun olusturulmas: gibi islerde de

kullanilmislardir[24].

Tiim bu olumlu yonlerine ragmen genetik algoritmalarin kullanimlarinda bazi
sikintilar da yasanmaktadir. Bunlardan en belirgin olan1 karmasik sorunlarin genetik
kodlanmasinin ¢ok zor olmasidir. Ayrica en iyi (optimal) sonucun iiretildigine dair bir

garanti de bulunmamaktadir[24].
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3.3.1.3 K-En yakin komsu algoritmasi

En yakin komsu metodu 1950'lerin basinda ilk defa adin1 duyurmustur. Biiytlik veri
kiimelerinin egitilmesinde ¢ok biiylik islem giicli gerektirdigi igin sistem, iglem giicii
fazlalagsmis bilgisayarlarin 1960 'da ulasilabilir olmasina kadar yayginlik kazanmamastir.
En yakin komsu algoritmasi Orneklerin benzerliklerine gore smiflandirma {izerine
kurulmustur. Test verilerini, egitim verilerinin benzerligine gore karsilagtirarak
siniflama islemini yapar. Ornek vermek gerekirse, gelen veri kiimesi n kadar &zelligi
oldugunu diigiinelim. Bu durumda tiim egitim verileri n boyutlu desen uzayina gosterili
olacaktir. Yeni bir veri geldigi zaman k-en yakin komsu algoritmasi, verinin k. merkeze
yakin oldugunu bulmak igin bir yakinlik hesaplamasi yapar. Bu islemde Oklid uzaklik
formiilii kullanilabilir(3.4)[25].

Uzaklik(X1, X;) = 31, (X1 — Xz0)? (34)
X11+X124 -+ X1 Xo= X214 X024 o+ Xop

Buradaki k tane komsudaki sonuca gore test verisi kendine en yakin komsuya
yerlestirilir. Kiimeler daha sonra yeni merkezi bulmak igin tekrar analiz edilir. Eldeki

tiim veriler i¢in bu islem tekrarlanir[26].

3.3.1. 4 Karar agaglan

Veri madenciliginde karar agaglari, kurulmasiin ucuz olmasi, yorumlanmalarinin
kolay olmasi, giivenilir olmalart ve veri tabami sistemlerine kolayca entegre
edilebilmeleri ile smiflama modelleri igerisinde en yaygmn kullanima sahip

yontemdir[21].

Karar agaci karar diiglimleri, dallar ve yapraklardan olusur. Karar digiimii,
gergeklestirilecek testi belirtir. Bu testin sonucu agacin veri kaybetmeden dallara
ayrilmasina neden olur. Her diigiimde test ve dallara ayrilma islemleri ardisik olarak
gerceklesir ve bu ayrilma islemi iist seviyedeki ayrimlara bagimlidir. Agacin her bir dali
siniflama islemini tamamlamaya adaydir. Eger bir dalin ucunda smiflama islemi

gerceklesemiyorsa, o dalin sonucunda bir karar diigiimii olusur. Ancak dalin sonunda

23



belirli bir smif olusuyorsa, o dalin sonunda yaprak vardir. Bu yaprak, veri ilizerinde
belirlenmek istenen siniflardan biridir. Karar agaci islemi kok diigimiinden baglar ve
yukaridan asagiya dogru yapraga ulasana dek ardisik diigiimleri takip ederek
gerceklesir[19].

Karar agaci algoritmalar1 i¢inde ID3, C4.5, C5.0, M5P, J48 algoritmalar1 siklikla
kullanilan algoritmalardir. lyi bir karar agaci algoritmasi hem ayrik hem de siirekli
veriler lizerinde ¢aligsabilmelidir. Siirekli veri tizerinde olusturulan modellere regresyon

agaci ad1 verilmektedir[27].

Karar agaci algoritmalarinda her zaman sorgulanan kategorilerde en uygun dala
ayrilmaya calisilir. Bu ayrilma isleminin hesaplanmasinda da farkli hesaplama tiirleri
kullanilir. Smiflama ve regresyon(Classification and Regression) agaglari cesitlik
indeksini(index of diversity) kullanirken, ID3 algoritmasi entropi degerine gore

diigtimlerin ayrilmasini hesaplar[28].

Omnek bir karar agac1 yapis1 sekil 3.4’de gosterilmistir.

Kok Diigim

v o v

Karar Karar
Diigtimii Diiglimii

v THE | v Y THET v

Yaprak n Yaprak h Yaprak h Yaprak h

Sekil 3. 4: Egitim verilerine uygun Karar agact

3.3.1.5 Bayes siniflandiricilar:

Siniflandirma isleminde istatistiksel teknikler de kullanilmaktadir. Bunlardan birisi
de Bayes teoremine dayanmaktadir. Degiskenlere ait alt kiimeler arasindaki kosullu

bagimsizlar1 tanimlanarak bayes siiflandiricilart kullanilabilir.

Naive bayes algoritmasinda her kriterin sonuca olan etkilerinin olasilik olarak
hesaplanmas1 temeline dayanmaktadir. Veri Madenciligi islemini en ¢ok verilen

orneklerden biri ile agiklayacak olursak elimizde tenis maginin oynanip oynanmamasina
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dair bir bilgi oldugunu diisiinelim. Ancak bu bilgiye gore tenis maginin oynanmasi veya
oynanmamasi durumu kaydedilirken o anki hava durumu, sicaklik, nem ve riizgar
durumu bilgileri de alinmis olsun. Biz bu bilgileri degerlendirdigimizde varsayilan
tahmin yOntemleri ile “hava bugiin riizgarli, tenis ma¢1 bugiin oynanmaz” seklinde
kararlar1 farkinda olmasak da veririz. Ancak Veri Madenciligi bu kararlarin tim
kriterlerin etkisi ile verildigi bir yaklasimdir. Dolayisiyla biz ileride dgrettigimiz sisteme
bugiin hava glinesli, sicak, nemli ve riizgar yok seklinde bir bilgiyi verdigimizde sistem
egitildigi daha once gerceklesmis istatistiklerden faydalanarak tenis mag¢inin oynanma

ve oynanmama ihtimalini hesaplar ve bize tahminini bildirir[19].

3.3.2 Kiimeleme modelleri

Nesnelerin kendilerini ya da diger nesnelerle olan iliskilerini tarif eden bilgileri
kullanarak nesneleri gruplara ayirma islemine kiimeleme denir. insanoglu icin bes ya da
altt nitelige sahip bir nesneler toplulugunu, niteliklerdeki benzerliklere bakarak
gruplamak miimkiinken bu sayinin ¢ok daha fazla olmasi durumunda bu islem olanaksiz
hale gelmektedir. Kiimelemede amag; grup icindeki nesneleri, diger gruplardaki
nesnelerden olabildigince ayri/bagimsiz, kendi aralarinda ise birbirine benzer/bagimli
olacak sekilde olusturmadir[29]. Bu noktada tanimlayict bir veri madenciligi yontemi
olan kiimeleme devreye girmekte ve veriyi ¢esitli tekniklerle 6nceden sayist bilinmeyen

kiimelere bolmektedir[27].

Kiimeleme modellerinde amag {yelerinin birbirlerine ¢ok benzedigi, ancak
Ozellikleri birbirlerinden ¢ok farkli olan kiimelerin bulunmasi ve veritabanindaki
kayitlarin bu farkli kiimelere boliinmesidir. Kiimeleme analizinde; veritabanindaki
kayitlarin hangi kiimelere ayrilacagi veya kiimelemenin hangi degisken o6zelliklerine
gore yapilacagi konunun uzmani olan bir kisi tarafindan belirtilebilecegi gibi
veritabanindaki kayitlarin hangi kiimelere ayrilacagini gelistirilen bilgisayar programlari

da yapabilmektedir[19].
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3.3.3 Birliktelik kurallar1 ve ardisik zamanh oriintiiler

Veritabani i¢inde yer alan kayitlarin birbirleriyle iliskilerini inceleyerek, hangi
olaylarin es zamanli olarak birlikte gerceklesebilecegini ortaya koymaya calisan veri
madenciligi yontemleri bulunmaktadir. Bu iligkilerin belirlenmesi ile “Birliktelik

Kurallar1” (Association Rules) elde edilir.

Bir aligveris sirasinda veya birbirini izleyen aligverislerde miisterinin hangi mal veya
hizmetleri satin almaya egilimli oldugunun belirlenmesi, miisteriye daha fazla {iriiniin
satilmasint saglama yollarindan biridir. Satin alma egilimlerinin tanimlanmasini
saglayan birliktelik kurallar1 ve ardigik zamanli Oriintiiler, pazarlama amacli olarak
pazar sepeti analizi (Market Basket Analysis) adi altinda veri madenciliginde yaygin
olarak kullanilmaktadir. Bununla birlikte bu teknikler, tip, finans ve farkli olaylarin
birbirleri ile iliskili oldugunun belirlenmesi sonucunda degerli bilgi kazaniminin s6z

konusu oldugu ortamlarda da 6nem tagimaktadir[30].

Pazar sepet analizleri yardimiyla bir miisteri herhangi bir iiriinii aldiginda, sepetine
baska hangi triinleri de koydugu bir olasiliga gore tahmin edilir. Birlikte satin alinan
tirtinler belirlendiginde, magazalarda raflar ona gore diizenlenerek miisterilerin bu tiir
irtinlere daha kolayca erismeleri saglanabilir. Bu modelin en bilinen temsilcisi

“Apriori” algoritmasidir.

Birliktelik kurallar1 asagida sunulan orneklerde goriildiigii gibi es zamanli olarak

gerceklesen iligkilerin tanimlanmasinda kullanilir[21].
e Miisteriler bira satin aldiginda, % 75 ihtimalle patates cipsi de alirlar,

e Diisiik yagh peynir ve yagsiz yogurt alan miisteriler, %85 ihtimalle diet siit

de satin alirlar.

Ardigik zamanl oriintiiler ise asagida sunulan orneklerde goriildiigii gibi birbirleri
ile 1iligkisi olan ancak birbirini izleyen donemlerde gergeklesen iligkilerin

tanimlanmasinda kullanilir.

e X ameliyati yapildiginda, 15 giin icinde % 45 ihtimalle Y enfeksiyonu

olusacaktir,
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e IMKB endeksi diiserken A hisse senedinin degeri % 15°den daha fazla
artacak olursa, ii¢ is glinii i¢erisinde B hisse senedinin degeri % 60 ihtimalle

artacaktir,

e (ekic satin alan bir miisteri, ilk ii¢ ay icerisinde % 15, bu donemi izleyen ii¢

ay icerisinde % 10 ihtimalle ¢ivi satin alacaktir.

3.4 Cahsmada Kullanilan Veri Madenciligi Modelleri

Veri madenciligi ¢aligmalarinda 6nceki boliimlerde bahsedildigi iizere ¢ok fazla
algoritma ve yontem vardir. Yapilan ¢aligmalarin her model i¢in uygun olacagi ya da
kullandigimiz modelin inceledigimiz durumda nasil tepki verebilecegi algoritmadan
algoritmaya farklilik gosterecektir. Bu durumda, incelenen 6zellik i¢in birden ¢ok model
gelistirilerek sonuglar arasinda farklarin incelenmesi, bizi en dogru sonuca ulastirmada

Onemlidir.

Veri madenciliginde kullanilabilecek bir¢ok program vardir. Bu programlarin sayisi
onlarla ifade edilmektedir[31]. Her program mevcut ana algoritma kaliplarindan
yararlanarak kendi sistemlerini gelistirmislerdir. Ornek vermek gerekirse karar agaclar
algoritmas1 tek bir ana bashik olarak incelenmesine ragmen detayinda bir ¢ok farkl
algoritma tanimlanmistir; CART, ID3, C4.5. Ayrica bu temel karar agaci yapilarini
kullanan bagka algoritmalarda vardir. Bu programlar arasindan, bu c¢alismada
kullanilmak tiizere verilerin saklanmasi ve yonetimi i¢in Microsoft SQL Server 2008,
analizi i¢inde Microsoft Analysis Services 2008 sec¢ilmistir. KDS de analiz islemleri
icinde, Microsoft Naive Bayes, Microsoft Decision Trees, Microsoft Association Rules,

Microsoft Neural Network algoritmalar1 kullanilmistir.

Tim bu algoritmalar daha Once anlatilan Ozelliklerin temel yapilarini
karsilamaktadir. Algoritmalarin igerikleri ve teknik isleyisleriyle ilgili bilgi asagida

verilmistir.
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3.4.1 Microsoft Naive Bayes

Matematiksel modeli Thomas Bayes tarafindan gelistirilen bu metot, kosullu ve
kosulsuz olasiliklarin birlikteligini kullanir. Yapi kullanilan diger algoritmalara gore
daha az islem karmasikligi igerir. Bu sebeple hizin 6nemli oldugu durumlarda
kullanilmasi tavsiye edilir[35]. Asagida bu algoritmanin nasil ¢alistigiyla ilgili bir 6rnek

verilmistir.

Tablo 3.1°de o6rnek veriler gosterilmektedir. Cesitli aktivitelere goére farkli
cinsiyetteki kisilerin, ilgili isi yapmak isteyip istemedigi belirtilmistir. Kadin ve erkek
olarak, “Dizi izleme”, “Sinemaya Gitme”, “Ma¢ Seyretme” ve “Bilgisayarla Vakit
Gegirme” aktivitelerinden hangilerini yapmak isteyip istemedikleri belirtilmistir. Tablo
3.2°de ise dort aktivitede neler yapmak istedigini belirtmis bir kisinin cinsiyeti

sorgulanmak istenmektedir. Bu islem Tablo 3.1 deki egitim verilerine gére bulunur.

Tablo 3.1: Microsoft Naive Bayes egitim verileri

Dizi Izleme Sinemaya Mag Bilgisayarla Cinsiyet
Gitme Seyretme Vakit Gegirme
E K E K E K E K E K
Evet |29 90 45 79 113 |18 109 |89 130 | 100

Hayrr | 101 |10 85 21 17 82 21 11

Evet | %22 | %90 | %36 | %79 | %90 | %18 | %84 | %89 %57 | %43
Yiizdesi

Hayir | %78 | %10 | %64 | %21 | %10 | %82 | %16 | %11
Yizdesi

Elimizdeki kisi sayist incelenecek olursa eldeki 230 kisinin %57’s1 erkek, % 43’i
kadindir. Sadece bu veriye gore bakacak olursak erkek P(E)= %57, kadin P(K) = %43
olasiliga sahip oldugunu sdyleyebiliriz. Diger 6zellikleri de tahmin etme islemine dahil

edersek Tablo 3.2 deki tercihleri yapan bir kisinin cinsiyetinin olasilig
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Tablo 3.2: Microsoft Naive Bayes test verisi

Dizi Izleme | Sinemaya Gitme | Mag Seyretme | Bilgisayarla Vakit Gegirme

Evet Hayir Hayir Evet

P(E) olasilig1 = 0,22 * 0,64 * 0,1 * 0,84 * 0,57 = 0,0638
P(K) olasiligi=0,9 * 0,21* 0,82 * 0,89 * 0,43 =0, 1379

olarak bulunur. Burada anlasilacag: lizere aranan 6zelliklerdeki kisinin cinsiyetinin

kadin olma olasilig1 daha fazladir.

P(E) = 0,0638 /(0,0638 + 0, 1379) = %31
P(K) = 0, 1379/(0,0638 + 0, 1379) = %69

Kisaca eger elimizde bir H hipotezi ve E olayr olma durumu varsa, H’nin
gerceklesme olasiligl denklem 3.5°de gosterildigi gibidir.
P(E|H)*P(H)

P(HIE) = ~rE) (3.5)

3.4.2 Microsoft Decision Trees (Microsoft Karar Agaclari)

Karar agaclar1 veri madenciliginde kullanilan en popiiler tekniklerden biridir. Hizli
egitim siiresinin olmasi, 1yl derecedeki tahmin yetenegi ve kolay anlasilir olmasi bu
durumun en 6nemli sebeplerinden bazilaridir. Microsoft Decision Trees algoritmasi
smiflama ve regresyon islemlerini yapabilen hibrit giiclii bir karar agaclan
algoritmasidir. Ayrica birliktelik kurallarinin izlenmesinde de kullanilabilmektedir.
Asagidaki Ornekte algoritmanin temel mantifinin nasil c¢alistigi ve egitim sirasinda

verdigimiz durumlara gore aga¢ yapisinin nasil olustugu anlatilmistir.

Bir bankanin kredi verme durumlariyla ilgili hayali bir veri Tablo 3.3’de

gosterilmistir.
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Tablo 3.3: Microsoft Karar Agaclari egitim verileri

Bor¢ Miktar1 | Gelir Diizeyi

Cok | Az Yiiksek | Diisiik

Kredi Hayir | 700 | 300 | 500 500

Verme

Evet | 400 | 1600 | 1100 900

Durumu

Bu verilerle egitilen bir karar agaci entropi (Shannon's Entropy) ve bayes
degerlerine gore hangi 6zellik i¢in bir karar diiglimii olusturacagin1 veya dala ayrilacak
uygun bir deger olup olmadigini ortaya ¢ikarir[32]. Entropi degeri 3.6’da gosterildigi

sekilde bulunur;

Entropi(p1, p2,. Pn ) = -P1 logz p1 - p2 logz p2 ... - py log, py (3.6)

Buradaki p degerleri tahminde kullanilan her 6zelligin olasiligini belirtir. Aralarinda
p1+p2...tpy, = 1 bagmntist vardir. Bu durumda “Bor¢ Miktar1” ve “Gelir Diizeyi”

durumlarinin degerleri bulunur.
Borg¢ Mikrar1 = Entropi(700,400) + Entropi(300,1600) = 0,946 + 0,629 = 1,571
Gelir Diizeyi = Entropi(500,1100) + Entropi(500,900) = 0,896 + 0,941 = 1,837

Agac en diislik entropi degeri hangi degerdeyse ondan baglayarak dallara ayrilir.
Burada Bor¢ miktar1 daha diisiik oldugu i¢in ilk basta bu deger iizerinde ilk ayrilma
gerceklesecektir. Bundan sonra sonraki degerler i¢in ayrilan dal sayis1 kadar islem

tekrarlanarak, agag¢ olusum sekli tamamlanir.

3.4.3 Microsoft Association Rules (Microsoft Birliktelik Kurallar)

Microsoft Birliktelik Kurallari, etkili bir birliktelik algoritmasi olan Apriori

Birliktelik algoritmasini kullanir. Algoritmanin temeli eldeki veri kiimesinde bulunan
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degerlerin sayilarak birbirleri arasinda iligkilerinin belirtilmesidir. Bunun igin 6ncelikle
veri kiimesinde bulunan tiim hareketin(6rmek vermek gerekirse aligveriste satin alinan
mallarm) listesini ¢ikarmaktir. Buna veri kiimesi denir[33]. Alisveriste kullanilabilecek
basit bir satis raporu Tablo 3.4’de gosterilmistir. Bu degerler 6rnek veri kiimesi olarak

kullanilabilir.

Tablo 3.4: Birliktelik kurallarinda kullanilabilecek veri kiimesi

1. Algveris 2. Algveris 3. Aligveris 4. Algveris

Gazoz, Mendil, Kek | Gazoz, Ekmek, Siit | Kek, Kola, Siit Peynir, Et

Ikinci asamada birlikte satin alman mallarin, tiim satin alinan mallar icerisindeki
sayilar1 bulunmalidir. Bu algoritmanin destek(support) degeridir. Bize tiim rapor i¢cinden
ilgili desenden kag tane oldugunu séyler. Tablo 3.4 deki degerlere gore gazozun destek

degeri
Destek({Gazoz}) = UrunlellgiliKacTaneHareketOldugu(Gazoz) = 2

Burada incelenen tek bir tane iirlindiir. Birden ¢ok degere bakacak olunsaydi, ayni

tirtinlerin birlikteligine gore sayim islemi yapilacakti.

Bu sayilar arasinda bazi {iriinler arasindaki iliskilerin ¢ikarilmasi(rule belirlenmesi)
olasilik hesaplarina goére olur. A {irlinlinii alan birinin B iriiniini de alma

olasiligi(probability- confidence) denklem 3.7°de gosterildigi gibi hesaplanir.
Olasilik(A => B) = Olasilik(B|A) = Destek(A,B) / Destek(A) (3.7)

Birliktelik kurallarinda veri kiimesi, destek, olasilik hesaplar1 algoritmanin
caligmasinda bir durum daha kullanilir. Bu da 6nem(importance) degeridir. Bu deger
veri kiimelerini ve bunlar arasinda bulunan iliskileri 6lgmeye yarar. Veri kiimeleri i¢in

3.8’de gosterilen formiiliine gére dnem degeri hesaplanir.
Onem({A,B}) = olasilik(A,B) / (olasilik(A) * olasilik(B)) (3.8)
Mliskiler(Kurallar-rules) i¢in ise denklem 3.9°da verilmistir[24].

Onem(A=>B) = log(p(B|A)/p(B[not A)) (3.9
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Kurallarda 6nemin 0 olmasi, A ve B arasinda bir iliski olmadiginmi belirtir. Eger
pozitif bir deger olursa A alindig1 zaman, B’nin alinma olasilig1 artar demektir. Negatif

bir dnem degerinde de ise bunun tersi gegerlidir.

3.4.4 Microsoft Neural Network (Microsoft Sinir Aglari)

Microsoft Sinir Aglari(MSA) siniflandirma ve regresyon ve birliktelik kurallarinin
incelenmesinde kullanilabilen bir algoritmadir[34]. Karar agaglarinda oldugu gibi,
MSA’da veriler arasinda bulunan lineer olmayan iliskileri bulabilir. Negatif 6zelligi ise

egitim siiresinin diger algoritmalara gore daha uzun siirmesidir.

MSA néronlardan ve bu ndronlar arasindaki baglardan(agirliklardan) olusmustur.
Ucg farkl1 tip ndron vardir; giris, sakli ve ¢ikis noronlari. Bu néronlarin birgok girisi ve
bir ¢ikist olur. Giris noronlar sisteme giris yaptigimiz Ozellikleri belirtir(akademik
ortalama, cinsiyet gibi). Sakli katman, giris ve ¢ikis katmanlar1 arasindaki ndronlarin
bulundugu gizli katmandir. Giris katmaninda; gelen degerlere, ilgili agirliklar ve
katsayilara gore hesaplama islemleri olur. Sisteme giren veriler cogu zaman (0-1)
araliginda kalan ondalikli sayilardir. Cikis katmaninda ise sakli katmandan gelen

degerlere gore tahmin islerini yiiriitiir. Cikis katmaninda birden ¢ok ndron olabilir.

MSA ileri beslemeli(feed-forward) bir agdir, geri beslemeli bir yapi kullanmaz. Bu

sebeple giris degerleri her zaman bir sonraki diigiime(norona) aktarilir.

Yapay sinir aglari, canlilardaki sinir aglarindaki sinyal iletimde oldugu gibi bir giris
ve ¢ikis degerine sahiptir. MSA’da norona gelen tiim degerleri birlestirerek gerekli
hesaplama islemlerini yapar ve ¢ikis degeri iiretir ve sonra aktivasyonu gercgeklestirir.
Birlestirme islemi i¢in en popiiler metot olan “agirlikli toplam” (weighted sum)
hesaplamasi kullanilir. Bu islemde ndrona gelen her degerin, gelis yoniindeki agirliga

gore carpma islemi gergeklestirerek toplamasi gerekir(Sekil 3.5).
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Agirlikli Toplam

b3

Sekil 3. 5: Ornek néron gdsterimi

Aktivasyon fonksiyonu olarak iki yap1 kullanilmaktadir; tanh ve sigmoid. Bu yapilar
agm Ogrenme yetenegini gelistirerek sisteme lineer olmayan ozellikler kazandirir. Bu

denklemler 3.10 ve 3.11°de belirtilmistir.
sigmoid : 1/(1 4o (3.10)

tanh : (e?-e™2)/ (e?+e™?) (3.11)

Temel olarak MSA’da algoritmanin isleyisi su sekildedir; Tiim noéronlara (0-1)
araliginda belli bir baslangi¢ degeri verilir. Gelen degerler o anda bulunan ndronlar arasi
agirlik degerlerine gore hesaplama islemlerini gerceklestirir. En son olarak ¢ikis
katmani sigmoid ve tanh fonksiyonlarina gore bir sonug tiretir. Algoritmadaki kilit
nokta ise o anki agirliklara gore bir c¢ikis lireten sistemin aslinda ne kadar basarili
oldugunun Ol¢iilmesidir. Egitim verisinden yararlanilarak sistemin o andaki ¢ikis ile
gergek deger arasinda karsilagtirma yapilir ve hata fonksiyonu[error function-loss
function] yardimiyla sistemin olmasi gereken degerden ne kadar farkli oldugu
hesaplanir. Hesaplanan bu veriye gore de sistemdeki tiim diger diiglimler ve agirliklar
tekrar diizenlenir. MSA’daki bu kilit duruma geri yayilim(backpropagation) denir. Hata
denklem 3.12’de gosterildigi gibi hesaplanir[35];

Hata; = 0;(1— 0,)(T, — 0,) (3.12)

Burada T; sonucun olmasi gereken asil degeri, O; ise néronun o andaki ¢ikisini

belirtmektedir. Ara katmandaki noronlarin hata degeri hesab1 3.13’de gibi olur.
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Hatai = 01(1 - 01) 2] HatajWi]' (313)

0; , sakli katmandaki i néronunun ¢ikisi, j ise bir sonraki katmana giden ¢ikiglar
belirtir. Hata, ilgili ndronun hata degerini ve wj; de, i ve j de noronlar arasi agirhk

hesabini belirtir.

Bu hata degerlerine gore tiim diigiimlerdeki agirliklar, asagidaki metodu kullanarak

tekrar diizenlenir(3.14).

Buradaki “1” degeri 6grenme hiz1 belirtir. Eger deger “1”den kiigiikse degisiklik
daha kiiciik olur ve O6grenme daha yavas gerceklesir, “1”den biiyiikk olursa istenen
hedefe dogru daha hizli sigrama islemini yapabilir. Bu hata degerlerini geriye
yansitirken, her durumdan sonra ag agirliklarin1 degistirmek yerine, tiim egitim verileri

bittikten sonra toplu olarak giincelleme islemi yapar.

MSA algoritmasinda tek bir sakli katman kullanarak sonuca gitmeyi ¢alisilir. Sakl

katmanda kullanilacak néron sayist da 3.15’deki formiilden hesaplanir;
Noron Sayisi=c *Vm xn (3.15)

Buradaki m degeri giris yapan, n ise ¢ikista kullanilan néron sayisim belirtir. “c”

degerini ise Microsoft standart bir deger olarak 4 almistir.

35 DMX (Data Mining Extensions)

Veri Madenciligi ile ilgili birgok farkli program olmasi ve tiim bu programlarin
caligabilmeleri i¢in kendilerine 6zel farkl tiirde kod yazim standarti ve algoritmalara
sahip olmasi, teknigi uygulayacak sistemlerin veri madenciligi konusunda entegrasyon
konusunda zorluklar yasamasina neden olmaktaydi. Bu nedenden Veri Madenciligi
diinyasia ortak bir yapt ve soz diziminin gerekliligi ortaya c¢ikmistir. DMX(Data
Mining Extensions) bu sebeple Veri Madenciligi islemlerini ortak bir dil altinda

yapabilmek igin 1999 yilinda ortaya ¢ikarilan bir standarttir[35]. Tez kapsaminda
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Microsoft SQL Server 2008 Analysis Services kullanildigi i¢in, ¢aligmada islem
yapilirken DMX sorgulart kullanilmistir.

Normal bir OLTP sisteminde nasil veri sorgulamak ig¢in SQL(Structured Query
Language) veya OLAP islemleri i¢in MDX(Multi-Dimensional Expressions)
kullaniliyorsa Veri Madenciligi islemleri icin de DMX kullanilir. Yazimi1 kolay
anlasilabilmesi i¢in SQL’e benzetilmistir ama yinede kendisine 6zel yazim kurallar1 ve
yapilar1 vardir. DMX yardimiyla program ara yiizleri iizerinden yapabildigimiz Veri
Madenciligi yapisi(Structure) ve modeli olusturma, giincelleme ve silme, ayrica model
gerceklestirildikten sonraki yapilan tahmin(predict) islemlerini kod bazinda

yapabilmeyi saglar.

3.6 Veri Madenciliginin Egitim Alaninda Kullanim

Daha once belirtildigi gibi bilgi teknolojilerinin ve bilgisayar sayisinin artmasi,
bununla beraber elde edilen verilerin saklanabilirligin ¢ok yiiksek diizeylere ¢ikmasi
biiylik veri yi@inlarinin ortaya ¢ikmasina sebebiyet vermistir. Eldeki ham verinin bize
yarar saglayacak bilgiye dontstiiriilmesi veri madenciligi siireciyle gerceklesir. Bunun
icin veri madenciligi birgok bilim dalinda, onlarca farkli konuda kullanilmis ve bu
konular tizerinde incelemeler yapilmistir. Bu sebeple burada tezin amaci olan 6grenci,
egitim ve akademik basari oldugu i¢in, bu alanlarda yapilan ¢aligmalardan Grnekler

verilmistir.

Dimitris ve Chritos[36] 2006 yilinda, Hellenic Open Universitesi’ne kayitli olan
uzaktan egitim Ogrencilerinin final sinavlarindaki basarilarini  tahmin etmeye
caligmiglar, bunun iginde ev Odevlerini 6lgiit olarak kullanmiglardir. Analiz isleminde

karar agaglar1 ve genetik algortitma kullanmiglardir.

Bozkir ve digerleri[27] 2008 yilinda, OSYM’nin OSS’ye giren 6grenciler iizerine
yaptig1 sosyal, egitim hayatlar1 ve ebeveyn egitimleri ile ilgili anket ¢alismasi iizerinde
smav basarilarin1 etkileyen faktorleri tespit etmislerdir. Karar agaclari algoritmasi
kullanarak analiz islemleri yapmiglardir. OSS puan tiirlerine gére basariy etkileyen

faktorleri belirlemislerdir.
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Erdogan ve Timor [26] 2005 yilinda, Maltepe Universitesi 6grencilerinin,
tiniversiteye giris sinavinda yer aldigi ylizdelik dilim ile iiniversite akademik basarilari
arasinda iliski olup olmadigi arastirilmistir. Kiimeleme algoritmalariyla analiz islemi
gerceklestirilmistir. Burslu 6grencilerin daha ¢ok bulundugu Fen Edebiyat Fakiiltesi
ortalamalarinin  daha yiiksek, Iktisadi ve Idari Bilimler ve Iletisim Fakiiltesi

ogrencilerinin daha diisiik ortalamalara sahip oldugu belirlenmistir.

Ayik ve digerleri [19] 2007 yilinda, Atatiirk Universitesinde okuyan &grencilerin
lise tiiri ve lise mezuniyet derecelerine gore iiniversitede de kazandiklar1 boliimler
arasinda iligki incelenmistir. Siniflama algoritmalar1 yardimiyla iiniversite giris
smavinda yiiksek puanli 6grenci alan fakiilte Ogrencilerinin lisede daha basarili

olduklar1 gézlenmistir.

Al-Radaideh ve digerleri [37] 2006 yilinda, karar agaglar1 yardimiyla dgrencilerin
tiniversitede aldiklar1 derslerin basarisini etkilen faktorleri bulmaya c¢alismistir. Bu
amagla 6rmek olarak segilen bir dersi alan 6grencilerin donem sonu final notlar1 tahmin

edilmeye ¢alisilmistir.

Karabatak ve Ince’nin [30] 2004 yilinda yaptiklar1 calismalarinda, Firat Universitesi
Teknik Egitim Fakiiltesi Elektronik ve Bilgisayar Egitim ogrencilerinin aldiklar
matematik, fizik, kimya, Tiirk dili ve Atatiirk Ilkeleri Ve Inkilap Tarihi gibi derslerin
notlar1 arasinda apriori algoritmasiyla iliskiler aranmis ve bulunan birliktelik kurallar:

listelemistir.

Giineri ve Apaydm’m [38] (2004) calismalarinda, Gazi Universitesi Ticaret ve
Turizm Egitim Fakiiltesi dgrencileri iizerinde program, cinsiyet, lise ortalamasi, OSS
puan1 gibi parametrelere gore akademik basar1 tahmini yapilmaya g¢alisilmistir. Bunun
icin yapay sinir aglari ve lojistik regresyon algoritmalar1 kullanilmis ve performans

karsilagtirmasi yapilmaistir.

Ho Yu ve digerleri [23] 2010 yilinda, Arizona State University’deki 6grencilerin ne
tir nedenlerle okula devam etmekten vazgectiklerini siniflama agaglari(Classification
Trees), MARS(Multivariate adaptive regression splines) ve yapay sinir aglari
yardimiyla bulunmaya c¢aligmislardir. Etnik koken ve ikametgdh gibi kavramlarin,

tiniversiteye devam kararinda lise bagarisindan daha 6nemli oldugu bulunmustur.
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Vandamme ve digerleri [28] 2007 yilinda, iiniversiteye yeni kayit yaptiran
ogrenciler lizerinde akademik basariy1 en ¢ok hangi parametrelerin etkiledigini bulmaya
calismislardir.  Ogrenciler diisiik-orta-yiiksek risk grubu seklinde siniflandirarak
akademik yasantilarinda uygun rehberlik siirecinin saglanmasi ve 6grenci gelisiminin
desteklenmesinin ama¢ edinildigi ¢alismada ayni zamanda diskriminant analizi, sinir

aglar1 ve karar agaglar kullanarak akademik basarilar1 tahmin edilmeye calisilmistir.

Oz¢mar’in [22] 2006 yilindaki c¢alismasinda, Pamukkale Universitesi Egitim
Fakiiltesi Smmf Ogretmenligi programindaki &grencilerin derslerde aldiklari notlar,
akademik ortalamalart ve &gretim tiirleri yardimiyla KPSS sinav basarilart tahmin
edilmeye calisgilmigtir. Tahmin igleminde, yapay sinir aglar1 ve regresyon analizi

kullanilmustir.

Kovaci¢’in [39] 2010 tarihli ¢alismasinda Yeni Zelanda Open Polytechnic’de
bulunan o6grencilerin yas, cinsiyet, etnik kimlik, ders ve program gibi birgok
parametreye gore basariyr tahmin etmeye yonelik calismasinda CART algoritmasi

kullanilarak siniflandirma ve tahmin islemleri gerceklestirilmistir.

Bozkir ve digerleri [40] 2008 yilinda, Hacettepe Universitesindeki lisans
ogrencilerinin egitim amaciyla internet kullamimuyla ilgili sonuglar1 karar agaclari,
kiimeleme ve birliktelik kurallar1 ile incelemislerdir. Bilgisayar kullanma konusunda
teknik altyapinin, lniversitede bilgisayarla ilgili ders vermekten daha etkili oldugu

gOriilmiistiir.

Yang’in [41] 2006 yilindaki, Texas Woman’s University’deki yillara gore kayitlar
inceleyerek, veriler arasindan anlamli desenler ve iliskiler c¢ikarilmaya c¢aligilan

calismasinda kiimeleme analizi ile 6grenci siirekliligi incelenmistir.
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4. TEZ KAPSAMINDA KULLANILAN URUNLER

4.1 Giris

Binlerce 6grencinin kayith oldugu zengin verilere sahip tiniversiteler sistemlerinde
kayith bulunan ogrencilerin durumlarini incelemek iizere veri analizlerine ihtiyag
duyarlar. Bu nedenle bu kuruluslarin en biiyiik ihtiyaclarindan bir tanesi raporlamadir.

Bu raporlar sayesinde 6grenci ve programlarin akademik basar1 durumlar1 gézlenebilir.

Tiim verilerin veritabanlarinda tutuldugu cagimizda verilerin analizi ve liniversite
icerisinde alinacak Onemli stratejik kararlarin alinmasi bu veritabanlari iizerinde
gergeklestirilecek yapilara baghdir. Veri madenciligi, bu stratejik kararlar almaya
yardimci olacak iy1 tahminler ¢ikarabilir ve karar destek sistemi olusturmasina yardimcei

olabilir.

Biitiin bu bilgiler géz dniinde bulundurularak eldeki tez kapsaminda, veri ambari ve
veri madenciligi teknolojileri kullanilarak niversitede bulunan Ggrenciler {izerinde
akademik basar1 ve ders basarilar1 hakkinda bir¢ok kritere gore tahmin islemi yapilmasi

saglanmaktadir.

Bu veri toplama, veri analizi ve raporlama iglemler i¢in ilk basta verilerin uygun bir
ortamda saklamasi ve sorgulanmasi gerekmektedir. Bu kapsamda verilerin ilk olarak
ham olarak bulundugu OLTP yapisi, verilerin doniistiiriiliip saklandig1 veri ambari, veri
madenciligi algoritmasinin ¢alistigi analiz bolimii ve islemlerin sonuglarinin
gosterildigi raporlama ara yliziiyle ilgili kullanilan yazilimlara ait bilgiler asagida 6zet

olarak verilmistir.
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4.2 Microsoft Visual Studio 2008

Microsoft firmasi tarafindan sunulan, Windows, Web ve Veri Madenciligi
uygulamalar1 gelistirilmesini saglayan yazilim platformudur. .NET c¢atis1, yazilim
gelistiriciler i¢in zengin Windows Forms uygulamalarinin gelistirilebilmesi i¢in temiz,
nesneye dayali ve genisletilebilir sinif kiimelerini sunar. Uygulamalar, ¢ok katmanl

dagitik ¢oziimlerde yerel kullanici arayiizii gibi davranir[6].

4.3 Microsoft SQL Server 2008

Microsoft SQL Server 2008 Veritabant YoOnetim Sistemi, iliskisel veri tabani
sistemidir. Express, Express Advanced, Web, Workgroup, Standard, Enterprise ve
Development siiriimleri mevcuttur. Verilerin tutuldugu tablolar, belirlenmis olan
sinirlamalara bagli kalarak diger tablolar ile kurulmus iliskiler {izerinden veri
biitiinltiiglinii ve dogrulugunu saglamaktadir. Veri tabani, sistem, kullanici ve kontrol
bilgilerinin tutuldugu fiziksel ve mantiksal yapilart igerir[6]. Tez kapsaminda
olusturulan veri ambari, SQL Server 2008 Development siiriimii iizerinde yer

almaktadir.

4.4  Microsoft Analysis Services 2008

SQL Server 2008’in en O6nemli servislerinden biri olan SQL Server Analysis
Services, karar destek motorunun ve araclarmin yer aldigi ortamdir. Karar destek
mekanizmasina ait iki icerik olan Veri Madenciligi ve OLAP bu {iriin kapsaminda

desteklenmektedir.

Analysis Services mimarisi istemci ve sunucu boliimleri olmak iizere ikiye

boliinebilir. Istemci boliimii, u¢ kullanicilar icin arayiiz destegini saglarken sunucu
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boliimii, istemci servislere iglevsellik ve gii¢c veren motorlarin ¢aligmasini saglar. OLTP
ile dogrudan baglanti kurarak calisabildigi gibi bir¢ok veri tabani sistemine ODBC

tizerinden baglanabilmektedir[6].

4.5 Microsoft Reporting Services 2008

SQL Server Reporting Services (Raporlama Servisleri), SQL 2000 ile birlikte bir ek
olarak sunulmus olup SQL Server kaynaklar1 {izerinde raporlama yapmak i¢in kullanilir.
SQL 2008 ile birlikte daha da olgunlasan bu iirlin piyasadaki diger araclara gore
yapilandirilmasi ve kullanimi kolay olan bir aractir. Reporting Services, SQL Server
2008'in bir pargast haline getirilmis olup SQL Server igerisinde bir servis olarak
sunulur. Bu araci kullanarak veri kaynaklarindaki sorgularin sonuglart XML, CSV,
TIFF, EXCEL, PDF, Tek dosyali Web sayfasi, Word formatinda disar1 verilebilir. Bu
aracin en giizel yan1 Microsoft tabanl bir¢ok {iriinle iliskili ¢alisiyor olmast ve .NET

uygulamalarinda gomiilii olarak kullaniliyor olmasidir[6].
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5. OGRENCIi KARAR DESTEK SiSTEMi

5.1. Giris

Veri ambari bir ya da daha fazla veri kaynagindan (MS SQL Server, Oracle, Access
gibi) gelen verilerin temizlenerek 6zetlendigi depo alanidir. Bu nedenle, veri ambarina
hangi kaynaklardan veri tasinacagini belirlememiz gerekir. Tez kapsaminda 6grenci,
program ve iiniversite ile ilgili gerekli bilgilerin Pamukkale Universitesi Bilgi Islem
Daire Baskanlig1 sunuculari iizerinden ¢alisan Ogrenci Isleri Otomasyon Sistemi(OIOS)
veri tabani, veri kaynagi olarak alinmistir. Bu sistem 2008 yilinda gelistirilen bir sistem
olup farkli veri kaynaklarina sahip bir¢ok otomasyonu tek bir veritabani altinda
toplamistir. Bu sayede 6grencinin {iniversiteye ilk kaydindan {iniversiteden ayrilisina
kadar gegen siirede elde edilen her tiirlii niifus bilgileri, anket girdileri, ve ders kayit
bilgilerine ait tim veriler tek bir veritabani altinda toplanmistir. Aktif olarak islem
yapilan bu OLTP sistemi, Microsoft SQL Server 2008 veritaban1 yonetim sistemini

kullanmaktadir.

OIOS igin 6grenci, dersler ve akademik basar ile ilgili bircok rapor hazirlanmistir.
Ama bu raporlar belli bir kisi veya topluluk(program veya akademik birim) temelli
raporlardir. Sadece sorgulanan deger ile ilgili sonug saglayabilirler. Ornegin bu raporlar;
sorumlu oldugu derslerin notlarin1 gostermesi ve akademik ortalamayi hesaplamasi,
programdaki tiim 6grencilerin akademik ortalamaya gdre basari sirasinin olusturulmasi
veya belli bir dersteki 6grencilerin not durumlarinin incelenmesi gibi raporlardir. Ama
bu tezle amaglanan daha genis veri gruplar igerisinde ayni 6zellikleri paylasan kisilerin
durumlarinin belirlenmesi ve gelecekte benzer durumlarla islem yapmaya calisildiginda
bize eldeki analiz verilerinden cesitli raporlar sunarak sorgulanan konuda karar

almamizi kolaylagtirict bilgiler sunmasidir. Ayni zamanda ileri ki boliimlerde
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goriilecegi gibi kullanilan gesitli algoritmalar araciligiyla tahminlerde bulunarak eldeki
verilerden bir siniflandirma islemi de yaparak mevcut verilerin durumu hakkinda da

bilgi vermektedir.

Bu ¢alismada tahmin islemlerinde en ¢ok sorgulanan konu Ogrenci basarisidir.
Universitelerde kaliteyi belirleyen en &nemli parametrelerden biri an akademik
basari(AB) gergeklestirilen bes modelin dordiinde ana amag olarak belirlenmistir.

Bunun yaninda 6grencilerin ders basarilar1 da gerceklestirilen modelle izlenmistir.

Eldeki tez ¢aligmasi kapsaminda, iiniversitenin elinde lisans hakki olmasi ve ayrica
mevcut veri kaynagmin da SQL Server 2008 olmasi sebebiyle Veri tabani yonetim
sistemi ve veri madenciligi algoritmalarini kullanmaya yarayan uygulamalardan
Microsoft SQL Server 2008 ve Microsoft Reporting Service kullanilmasi
kararlastirilmigtir. Veri Madenciligi modelini gergeklestirmek i¢in de Microsoft Visual

Studio 2008 kullanilmustir.

Uygulamanin ana hedef kitlesi, stratejik kararlart almakta yardimeci olmasi igin
tasarlandigindan iiniversite yoOnetimi olmustur. Ama raporlar 6zellestirilerek
ogrencilerin kendilerini ilgilendiren taraflarin goriintiilenmesi saglanabilir. SQL Server
2008 tizerinden gelen verileri Analiz Hizmetleri(Analysis Services) kullanilarak veri
madenciligi algoritmasi gerceklestirilmis ve kullanicilara rapor olarak sonuglarin
gdsterilmesi amaglanmistir. Bu béliimde OIBS nin yapist ve uygulamanin nasil gelistigi

anlatilacaktir.

5.2. Ogrenci Isleri Otomasyon Sistemi Yapisi

Universite biinyesinde kullanilmakta olan Ogrenci isleri Otomasyon sistemi birgok
modiilden olusmaktadir. Bu modiiller
e Ogrenci On Kayit Modiilii
e Anket Islemleri Modiilii
e Ders Subesi A¢gma ve Gorevlendirme Modiilii
e Ders Kayit Modiilii
e Yonetim Kurul Kararlar1 Islemleri Modiilii

e Not Giris Modiili

42



e Gegici Ders Kayit Modiili
e Yaz Okulu Ders Kayit Modiilii

e Ders Egitim Plan1 Hazirlama Modiilii

Su an kullanilmakta olan otomasyon sistemi 2008 yilinda ilk defa birinci sinif
Ogrencilerine hizmet vermeye baslayarak kullanima ac¢ilmistir. 2009-2010 giiz
donemiyle beraber eski Ogrenci isleri otomasyonundaki verilerde yeni sisteme
aktarilmis ve tek bir sistem iizerinden islemlerin yapilmasi saglanmistir. Sistemin
Ogrenciler, 6grenci isleri personeli ve akademisyenler olmak iizere c¢ok genis bir
kullanim kitlesi vardir. Sistem {izerinde 6grenciler not, transkript izleme, ders kayit ve
anket doldurma islemlerini, dgretim elemanlari not giris ve 6grenci bilgileri izleme
islemlerini, 6grenci igleri de raporlamalar, ders subeleri agma-gorevlendirme, yonetim

kurul karar1 iglemlerini ve burada sayilamayacak daha bir¢ok islevi yiiriitmektedirler.

OIOS’ine her dénem milyonlarca yeni kayit eklenmektedir. Bu kayitlar c¢ok
cesitlilik arz etmektedir. Ornek vermek gerekirse iiniversiteye yeni kayit olma
asamasinda 6grenciden elde edilen kisisel bilgilere ait veri (lise basar1 puanlari, aile
yapisi, gelir durumlari...), on binlerce 6grencinin ders kaydi ve donem sonlarinda bu
derslere iliskin 6grenci notlari, basar1 durumlart ve benzeri gibi pek ¢ok bilgi sisteme
dahil edilmektedir. Bu veriler sadece belli sabit raporlart almak i¢in kullanilmaktadir.
Ornek olarak transkriptte, 6grenci ders listesi ve akademik ortalamasi hesaplamasi
yapilmaktadir. Bir bagka raporda ise sabit bir sekilde Ogrencilerin adlar1 ve notlar
listelenerek ders listeleri olusturulmasi amaglanmistir. Ama verinin bu sekilde sadece
gosterim amacli kullanilmasi bize ekstra bir sey kazandirmamaktadir. Bu veri yigini
icerisinden veri madenciligi algoritmalar1 yardimiyla anlamli desenler ¢ikarilabilir. Bu
sayede fazla kullanilmayan veri gruplarindan anlamhi degerler elde ederek
tiniversitedeki 6grenci profili hakkinda daha 6nce irdelenmemis sonuclara ulasilabilir ve

yararl bilgiler ¢ikarilabilir.

Bilgiye erismek i¢in 6ncelikli olarak verilerin hazirlanmasi gerekir. Bu sebeple ilk
olarak OIOS’nin kullandigt OLTP veritabanindan gerekli verilerin cekilip,
doniistiiriilerek, analizin yapilacagi veri ambarina aktarilmasi gerekmektedir. Daha
sonra analiz hizmetleri vasitasiyla veri madenciligi algoritmast kullanilarak desen
arama, inceleme ve saglama islemleri yapilacaktir. Son olarak bulunan desenler karar

destek sisteminde kullanilmak iizere raporlanacaktir.
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5.3. Veri Ambari Olusturma

Veri madenciliginde kullamlmak iizere gerekli olan veriler OIOS veritabanindan
gerekli goriilen alanlar doniistiiriip alinarak hazirlanacaktir. Veri ambarinda tablolar
belli baz1 6zelliklerine gore gruplandirilmistir. Biitiin tablolar kds(karar destek sistemi)
semas1 altinda bulunmaktadir. Tablolarin baslangicinda bulunan 6n ekler, tablonun

lu(lookup table-tanim tablosu), dt(data table- veri tablosu) oldugu belirtmektedir. Sekil

5.1 de tniversiteye yeni kayit yaptiran 6grencilerle ilgili diyagram gosterilmistir.

% programDal_id
pra_id
programDal

dt_programDal (Kds)

;

¥ prg_id

prg_kod
program
puanTur
programTur_id
birim_id
akademikBirim_id

4 [

dt_program (Kds)

0

|

lu_birim (Kds)
% birim_id
birim_ad
4 m +

m

-

:

|

lu_programTur (Kds

2 programTur_id -
programTur
ogretmTur 57
< L *

lu_akademikBirim (Kds)
? akademikBirim_id
akademikBirim_ad

birimTur
< L 3

dt_ogrenci (Kds)

% oor_id
nufus_id
ogrio
tcho
ad
soyad
mederniHal
cinsiyet
ogr_yas
dogumTarih
ogr_ilce_id
programDal_id
girisTipi
girisTarihi
akademikOrtalama
akademikOrtalamaDurum
obpPuan
terchSirasi
0ssGirisPuan
yuzdelikDilim
ortaOgretimMezuniyetyili
okulBirincsiDurum
konterjanTur
ogrenimDurum
hazirlikOkumaDurum
akademikOrtalamaBasariD. ..

m

Burada bulunan tablolar1 agiklayacak olursak;

dt_ogrenciBilgileri (Kds)

id
? ogr_id

say1Puan
say 1Siralama
ealPuan
ealSiralama
soz1Puan
soz1Siralama
say2Puan
say2Siralama
ea2Puan
ea2Siralama
soz2Puan
soz25iralama
dilPuan
dilSiralama
liseDiplomaMot
sehitCocukDurum
gaziCocukDurum
yetistirmeYurdu
engelDurum
askerlikDurum
anneyas
baba'as
aileTkametllce_id

anneSagDurum

m

Sekil 5.1: Yeni kayit olan 6grencilerle ilgili diyagram

e dt ogrenci: Ogrenci ile ilgili tiim genel bilgilerin tutuldugu tablodur.

e dt ogrenciBilgileri: Yeni kayit yaptiran Ogrencilerin anket sonuglarini tutan

tablodur.

e dt programDal: Ogrencilerin hangi program dala bagli olduklarmi belirten

tablodur.
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e dt program: Ogrencinin bagli oldugu programlar hakkinda bilgileri

icermektedir.

e lu programTur: Ogrencinin lisans-dnlisans ve normal Ogretim-ikinci &gretim

bilgilerini tutan tablodur.
e lu birim: Programin hangi birime bagli oldugunu belirten tablodur.

e Ju akademikBirim: Programin hangi akademik birime bagli oldugunu getiren

tablodur.

Sekil 5.2 de 6grencilerin kayit yaptirdiklari dersleri belirten diyagram gosterilmistir.

lu_ilcelstatistik (Kds) | .. dt_ogrenci (Kds) lu_ders (Kds) lu_donem (Kds)
% id T ogrid - ¥ ders_id & donem_id
kod nufus_id ders_kod yil
il_id ogrio ders_ad donemTanim_id
ad tcho teorik donemTanim
lceGelismislkSirasi ad pratk donem
ilceGelismisikDuzeyi soyad kredi
medeniHal ects
cnsiyet
ogr_yas
g dogumTarih 3
oar_ilce_id ﬁ
|U_I|I§tatl5tlk (KdS) programDal_id =
7 id . arisTpi dt_ogrenciDersler (Kds) === lu_dersPuanCetveli (Kds)
kod i girisTarihi 7 i ¥ id
ulke_id - skademikOrtalama ogr_id minat
ad skademikOrtalamaDurum dersSube id matshiot
uzaklk obpPuan ders_id ad
gelismislkSirasi terchSirasi donem_id aktshiot
gelismisikDuzeyi ossGirisPuan dersPuanCetveli_id katsayi
rufus yuzdelkDilim dersTur notGrup_id
nufusSira ortaOgretimMezuniyetii unvan
sehirlesmeCrani okIBirincisiDurum ogretmEleman
sehirlesmeQraniSira v kontenianTur 2

Sekil 5.2: Ogrencilerin aldig: tiim dersleri gosteren diyagram

Bazi genel tablolar(dt ogrenci gibi) birden fazla diyagram igerisinde olabilir(Hem
Sekil 5.1 ve hem de Sekil 5.2°de gosterimi bulunabilir). Bunlar tekrar belirtmeden

digerlerinin genel agiklamasi su sekildedir;
e dt ogrenciDersler: Ogrencilerin aldig1 tiim dersleri listeleyen tablo.

e lu_ders: Derslerin adlari, kredileri ve diger 6zelliklerinin tutuldugu tablo.
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e Ju donem: Dersi hangi donemde aldigin1 belirten tablo.
e lu_dersPuanCetveli: Derslerden hangi notlar1 aldigin1 belirten tablo.
e lu_il: illerin listesinin tutuldugu tablo.

e lu_ilce: Ilgelerin listesinin tutuldugu tablo.

5.4. Veri Madenciligi Modeli Olusturma ve Algoritmasim1 Uygulama

Veri Madenciligi ara yiizii olarak Visual Studio 2008 kullanilmistir. Programa erisim
ve gerekli tanimlarin yapilmasi algoritmalarin gergeklestirilmesi i¢in gereklidir. Bu

asamalar, ornek olmasi agisinda sadece tek bir defa aciklanacaktir.

Veri madenciligi modeli tanimlamak igin Visual Studio 2008 {izerinden File
kismindan “Analysis Services Database” i tiklayip ilgili veri ambarini tiklayarak
caligmasi agilir. Burada ilk basamak, iizerinde islem yapilacak veri ambarina baglanti

kurulmasidir. Sekil 5.3 de islem gosterilmistir.

1 Coneton e I ) e
Provider: I Native OLE DB\SQL Server Native Client 10.0 L‘ ) - X
jur data source will define its connection
Lg Server name: -
Connection Ainection

Log on to the server N )

Data connection properties:
7 © Use Windows Authentication — .
roperty Value
All (") Use SQL Server Authentication I.
Data Source GURLER
Initial Catalog OKDS
Integrated Se... SSPI
Provider SQLNCLII0.1
Save my password
Connect to a database
@ Select or enter a database name:
0OKDS v
(") Attach a database file:
Br
[ New... ] I Delete 1
[ox [ e ][ ] | e [ ][ o)

Sekil 5. 3: Analiz hizmetleri servisinden veri ambarina baglant1 kurma
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Proje sunucunun bulundugu bilgisayarda calisildig1 i¢in sunucu adi yerel bilgisayar
ad1 ve baglant1 sekli “Windows Authentication” olarak belirtilmistir. Veri kaynag ile
baglant1 sagladiktan sonra veri madenciligi algoritmalarini baglant1 saglayacagi “Data
Source View(DSV)” lar tanmimlanmasi gerekir. Bu DSV’ler kurulan veri tabani
baglantisindan gelen verilerin gosterildigi bir ara yiiz olugturur. DSV tanimlamast Sekil

5.4’de gosterilmistir.

Select Tables and Views

Select objects from the relational database to be included in the data source view.

Available objects: Included objects:

Name Type 3 Name Type
sysdiagrams (dbo) Table I & dt_ogrenci (Kds) Table
dt_ogrenciBilgileri (Kds) Table 5 | dt_ogrenciDersler (Kds) Table
| dt_programDal (Kds) Table 3| dt_program (Kds) Table
[ 1u_birim (Kds) Table —— | [ lu_akademikBirim (Kds) ~ Table
[ lu_ders (Kds) Table = <

[ lu_dersPuanCetveli (Kds) Table

[ lu_donem (Kds) Table

52| lu_ilcelstatistik (Kds) Table

[ lu_illstatistik (Kds) Table >

i3] lu_programTur (Kds) Table 3

3| dt_cgrenciDurum (Tkds) Table ]

& dt_ogrenciTum (Tkds) Table 2

[T +v derckalmaNirim (Tkds) Tahle ol | S

Filter: [ Add Related Tables J

["] Show system objects

T [

Sekil 5.4: “Data Source View” kurma

DSV yapilacak tiim islemlerin tutuldugu alandir. Yapilan ¢alismada kullanilan tim
tablolar, ekstra tanimlanmis sorgu kiimeleri ve hesaplanmig kolonlar burada tutulur.
Veri lizerinde ¢aligsabilmemiz igin bir¢ok isimli sorgu(Named Query) tanimlanmistir.
Sekil 5.5’de bu tanimlamanin nasil yapildigr gosterilmistir. Kisaca isimli sorgular

veritabanindan veri gekmemize yarayan yapilardir.
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"9 Edit Nomed Query " T || ]

Name: ProgramCinsiyetBilgilerineGoreBasariTahmin
Description: Universiteye yeni gelen 6grencilerin sadece iki kritere gore(Program ve cinsiyet) basarilanini slcen yz
Data source: OKDS_DS (primary) v
Query definition:
[ [@EEEE= @il ray
o _| A
[_]* (All Columns) g
ogr_id
[ Inufus_id
] ogrNo
[ teNo LJ
== - __oo
pd _| P |
[_1* (All Columns) [_1* (All Columns) -
o= |[_|programDal id [ lprg id
[:] prg_id D prg_kod
[ Inranramnal [l nrnnram =
<« |l »
| Column Alias Table Outp... Sort Type Sort Order Filter Or 12
» ogr_id o L
proaram D [ o
< | I | »

SELECT o.ogr_id, p.program, o.cinsiyet, o.akademikOrtalamaDurum

{|IFROM Kds.dt_ogrenci AS o INNER JOIN
Kds.dt_programDal AS pd ON pd.programDal_id = o.programDal_id INNER JOIN
Kds.dt_program AS p ON p.prg_id = pd.prg_id

WHERE (0.akademikOrtalama > 0) AND (YEAR(o.girisTarihi) IN (2009))

[ oK ][ Cancel H Help

Sekil 5.5: Isimli sorgu tanimlama

Veri madenciligi yapisi, veri kiimesi i¢inden veri madenciligi algoritmasinda
kullanmak tizere secgilen kolonlardir. Veri madenciligi algoritmalarinda desenler
tizerinde tahmin siniflandirma islemleri yaparken veri ambarma aktardigimiz tim
kayitlart kullanma zorunlulugu yoktur. Cok 6nemli olmadig: diisiiniilen baz1 degiskenler
yapida yer alamazken, bazi 6nemsiz goriinenler 6n plana ¢ikabilir. Bu degiskenlerin

kontroliinii direkt kullanicida yapabilir veya sistemin yol gostermesi saglanabilir.

Calismada hedeflenen o6grenci basari durumlarini onceden tahmin edebilmektir.
Bunun i¢in veri madenciligi algoritmasi olarak ‘“Microsoft Karar Agaglar1”, “Microsoft
Naive Bayes”, ‘“Microsoft Birliktelik Kurallart”, ‘“Microsoft Sinir Aglar”
kullanilmigtir. Akademik basarilarin(AB) tahmin edilmeye ¢alisildigit modellerde her

zaman “Microsoft Karar Agaglar1”, “Microsoft Naive Bayes”, “Microsoft Sinir Aglar1”
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kullanilmistir. Bu sebeple AB 6l¢iimiiniin yapildigi modellerde algoritmalar dendiginde
bu ii¢ tip kastedilecektir. Ders basarilarinin 06lgiildiigii ¢alismada ise “Microsoft

Birliktelik Kurallar1” kullanilmustir.

Olusturulan birden fazla veri madenciligi modelinde isimlendirmede bir standarda
gidilmistir. Tiim modeller model ana isim sonuna alt ¢izi ve algoritmanin bas harfleri
gosterilecek sekilde diizenlenmistir; modelAnalsmi_AlgoritmaBasHarfleri. Bu harfler
DT (Decision Trees - Karar Agaglar1), NN(Neural Network — Sinir Aglar1), NB(Naive
Bayes) ve AR(Association Rules — Birliktelik Kurallar1) algoritmalarmi gosterir. Ornek
verilirse  “AkademikBasariTahmin_DT” modeli, karar agaglar1 algoritmasiyla
olusturulan bir Veri Madenciligi modelidir. Model isimleriyle ilgili grafiklerde bu

sebeple ayrica bir agiklama yapilmayacaktir.

Birden fazla sayida algoritma kullanilmasinin sebebi, sabit bir modelin her
problemde iyi performans vermemesidir. Veri Madenciligi modeli problemden
probleme performans farki gostermektedir. Bunun i¢in yukarda bahsedilen algoritmalar
her problem i¢in sirasiyla uygulanmistir. Test asamasinda bu algoritmalarin basarisi test
edilmis ve raporlamada kullanilmak {iizere en iyi performansa sahip model seg¢ilmistir.

Sekil 5.6’de raporlamada kullanilacak modelin belirlenme yontemi verilmistir.

Yeterince lyi ise
Kabul Et

i

A

Model 2

Ogrenme
Kimesi

ik Standart Form Olasi modelleri
ogrenme kumesi
uzerinde egit

J

Deneme Egitilmis Modelleri deneme kimesi tGzerinde dene
Kimesi ve en basarilisini seg

T |

Sekil 5.6: En iyi algoritmay1 bulma semasi[42]
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5.4.1. Program ve cinsiyet’e gore akademik basar1 tahmini

AB 6l¢limii bu tez ¢aligmasinin en 6nemli amacini olusturdugundan akademik basari
birgok farkli desen ve parametreye gore tahmin edilmeye galisilmistir. Birgok tahminsel
(predictive) algoritmalar ayn1 zamanda smiflandirma islemi de yaptigi icin iiniversitenin
mevcut durumu hakkinda da bilgi sahibi olunmaktadir. Bu modelde amag¢ 6grencilerin
genel bilgileri iizerinden akademik basarilar tizerinde bir siniflandirma yapmak, hangi
boliimlerde daha basarili olduklar1 veya hangilerinde basarisiz  olduklarini
gbzlemleyebilmektir. Ayrica minimum girdi saglayarak, modelin tahmin basarisi

Olciilecektir.

Bu modelin yapisint iki giris ve bir tahmin parametresi olusturmaktadir. Bu
parametreler modelin egitiminde kullanilmigtir. Tanimlar1 ve alabilecegi degerler Tablo

5.1°de verilmistir.

Tablo 5.1: Program ve cinsiyete gére AB tahmin modelinin giris parametreleri

Cinsiyet Cinsiyet alan1; Erkek, Kadin

Universitede aktif olan programlar; Bilgisayar Miihendisligi,

Fizik, Sosyoloji...

Tahmin Edilecek Deger. Akademik ortalamay {i¢ kisima

Akademik Bagar1  |ayirarak tahmin iglemi yapilir. Basarisiz (0 - 1,99), Basaril (2
Durum - 2,99), Cok Basarili (3 ve lizeri) olarak ayirma

gerceklestirilmistir.

Program

Veri kiimesi olarak 2009 yilinda tiniversiteye ilk defa kayit yaptirmis ogrenciler
kullanilmistir. Test verisi olarak 3588 kisi modeli egitmek amaciyla kullanilmistir. Bu

sistemde ti¢ farkli Veri Madenciligi algoritmasi kullanilmustir.

Bu modelde sistemin kurulma asamalar1 adim adim anlatilmistir. Diger kullanilan
modellerde tekrar1 6nlemek amaciyla bu 6n bilgilere girilmeyerek direkt sonug bilgileri

gosterilecektir.

Ik olarak sol taraftaki “Solution Explorer’dan yeni bir veri madenciligi yapisi
olusturulmasi segilir. Agilis mesajindan sonra hangi algoritmanin Kullanilacag

belirtilir(Sekil5.7).
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TR Data Mining Wizard WG — . W | (S

Create the Data Mining Structure ]
Specify if mining model should be created and select the most applicable technique. \

@) Create mining structure with a mining model

Which data mining technique do you want to use?

[Microsoft Decision Trees v]

() Create mining structure with no models

Description:

The Microsoft Decision Trees algorithm is a classification algorithm that works well for predictive modeling.
The algorithm supports the prediction of both discrete and continuous attributes.

[ < Back ] [ Next > ] ‘ Finish >>| ‘ Cancel

Sekil 5.7: Veri Madenciligi algoritmasini segme

Uzerinde ¢alisilacak algoritma belirlendikten sonra hangi DSV iizerinde calisacag:
sorulur (Sekil5.8).

= - : :
A, Data Mining w'lza_ _." a
Select Data Source View
Select the data source view to provide the data for the mining structure. \
£

Available data source views:

OKDS_DSV = Tables:
OKDS_DSV_PC ProgramCinsiyetBilgilerineGoreBasariTahmin

OKDS_DSV_ABT
OKDS_DSV_ABT_ANKET :
OKDS DSV TEMP dt_ogrenciDersler

OKDS_DSV_ABT_AILE dt_program

OKDS_DSV_DERS dt_programDal

lu_akademikBirim

lu_birim

lu_ders

lu_dersPuanCetveli

lu_donem

lu_ilcelstatistik

lu_illstatistik

lu_programTur
vw_ProgramCinsiyetBilgilerineGoreBasariTahmin_Test
dt_ogrenci

dt_ogrenciBilgileri

Browse... ]

[ < Back ][ Net> ||

Sekil 5.8: Data Source View se¢gme
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Islem yapilacak tablolar veya hazirlanan isimli sorgularin bu sectigimiz alanda
tanimli olmasi1 gerekir. Bu ekrandan sonra DSV iizerinde bulunan tablo doniisli
sorgular ve tablolar ekrana gelir. Burada daha once isimli sorgu olarak tanimlanan

“ProgramCinsiyetBilgilerineGoreBasariTahmin” tablosu segilir(Sekil 5.9).

A, Data Mining Wizard " SR S S— | B | ]
Specify Table Types
Specify the type of tables to use for your analysis. \.1

Input tables:

Tables Case Nested a
dt_ogrenciBilgileri [ [
dt_ogrenciDersler [ [
dt_program [ [
dt_programDal [ [
lu_akademikBirim [ [
lu_birim £ £
lu_ders [ [
lu_dersPuanCetveli ] [ |2
lu_donem ] o
lu_ilcelstatistik [l
lu_illstatistik O

lu_programTur

?] ProgramCinsiyetBilgilerineGoreBasariTahmin

vw_ProgramCinsiyetBilgilerineGoreBasariTahmin_Test

BT T ]

Sekil 5.9: Modelde kullanilacak tabloyu belirleme islemi

Bu ekrandaki “Case” ifadesi o tablonun ana tablo oldugunu belirtir. Sadece tek bir
tablo “Case” olarak isaretlenebilir. Ilk tablonun yanma ekstra tablo eklenmek
istendiginde bunlar “Nested” olarak isaretlenebilir. Bunun anlami ana tablomuzdaki
degerin diger sectigimiz tablolarla iliski oldugudur. Ama bu yapilan ¢alismada sadece
tek bir ana tablo islem yapmaya yeterlidir. Ileri denildiginde secilen tablonun igerigi
gosterilecektir. Burada egitilecek verinin hangilerinin olacagi, giris degerlerinin neler
olacagi ve eger daha Onceden tablolara birincil anahtar tanimlanmamigsa tablolara

anahtar kolon tanimlari yapilir. Veri kaynaklarindan getirilen tim siitunlar modeli
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gerceklestirmek i¢in ise yarar olmayabilir. Bu durumda ya elle filtreleme islemi
uygulanir veya “Suggest” tusuna tiklanarak sistemin mantikli sonuglar bulunmasi
saglanabilir(Sekil 5.10).

A Data Mining Wizard [ % |] A suggestRelated Columns v e o0 S
Specify the Training Data
Specify the columns used in your analysis. Eolutin hame Score g
N | ST oo
Mining model structure: l
7] Tables/Columns Key @ Input Predict
= @ ProgramCinsiyetBilgilerineGoreBasariTahmin
[7] 4] akademikOrtalamaDurum ] ] @
V] 45  cinsiyet [ @ F
@ @ ogrid 4] @] i
[@] 431  program B [
Recommend inputs for currently selected predictable:
——]
e prm——— =S

Sekil 5.10: Egitilecek verinin belirlenmesi

Sonraki asama Veri Madenciligi modeline gonderilecek kolanlarin tiplerini
diizenlemeye yarar. Burada istenirse sayisal doOniistiirme isleminden gecirerek
algoritmada kullanilmasi saglanabilir. Karar Agag¢lart modeli sayisal verileri bu sekilde
bir gruplama islemi yaptiktan sonra kullandirir. Ornegin elimizde 1’den 100 e kadar
olan degerler olsayd: sistem bunlar1 1-10 aras1 birinci grup, 11-20 arasi ikinci grup...
seklinde gruplayarak algoritmaya Oyle alacaktir. Sekil 5.11 de gorildigi gibi
sistemdeki tiim degerler karakter tabanli oldugu i¢in herhangi bir doniistiirme islemi

yapilmasina gerek yoktur.
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A\ Data Mining Wizard | — ——  d— . — (>

Specify Columns’ Content and Data Type

Specify mining structure columns' content and data type.
/ -~
Mining model structure:
Columns Content Type Data Type

=] Akademik Ortalama Durum Discrete Text
[Z] Cinsiyet Discrete Text
2=] Ogrld Key Long
[£] Program Discrete I:I Text

Continuocus

Cyclical

Discretized

Ordered

|
Detect continuous or discrete for numeric columns:

[ Detect ]

[ < Back ] [ Next > ] [ Finish >>| ] [ Cancel ]

Sekil 5.11: Kolon doniistiirme islemi

Bu ekrandan sonra ne kadar test verisi kullanilacag: belirtilir. Bu deger elimizdeki
tim kayit saymin belli bir yiizdesi veya belli sayisal deger olabilir veya her ikisi de
(hem yiizde sinir1 koyma hem de kayit sayist sinirt koyma) isaretlenebilir(Sekil 5.12).
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A, Data Mining Wizard A —— a— Lo | B S

Create Testing Set

Specify the number of cases to be reserved for model testing.

>

Percentage of data for testing: 50 %

4

Maximum number of cases 10000 =
in testing data set: =

Description:

Input data will be randomly split into two sets, a training set and a testing set, based on the percentage of
data for testing and maximum number of cases in testing data set you provide. The training set is used to
create the mining model. The testing set is used to check model accuracy.

[Percentage of data for testing] specifies percentages of cases reserved for testing set.
[Maximum number of cases in testing data set] limits total number of cases in the testing set.
If both values are specified, both limits are enforced)|

[ < Back ][ Next > H Finish >>| H Cancel

Sekil 5.12: Egitim veri say1s1 belirleme

Bu islemden sonra veri madenciliginde kullanacagimiz veri yapimiz ve modelimiz

hazir olacaktir.

Yapimiz olusturulduktan sonra karsimiza iizerinde ¢esitli sekmeleri olan yeni bir
ekran gelecektir. Bir agilan sayfada “mining structure” denilen yapiyr degistirebiliriz.
Yeni kolonlar eklenip eskileri ¢ikarilabilir. Yanindaki sekmede veri madenciligi modeli
tizerinde degisiklik yapabilmemize imkan saglar. Ayrica ayri1 yapi iizerinden birden
fazla algoritma g¢alistirmaya yardimci olur. Bu sayede farkli algoritmalar tizerinden
performans karsilagtirmasi yapabiliriz. Mevcut olusturulan modelin yapisina baska bir

algoritma eklenme islemi Sekil 5.13 de goriilebilir.
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_~ProgramCinsiyetBi...ahmin_MS [Online] |

[\ Mining Structure | A, Mining Models 5, Mining Model Viewer |_/2] Mining Accuracy Chart |Q7 Mining Model Prediction

@ Aan|X
Structure 4 ProgramCinsiyetBilgilerineGoreBa... ProgramCinsiyetBilgilerineGoreBa... ProgramCinsiyetBilgilerineGoreBa...
5% Microsoft_Dedision_Trees f,‘.". Microsoft_Neural_Network Qn:-" Microsoft_Naive_Bayes
[\ Akademik Ortalama Durum & PredictOnly & PredictOnly & PredictOnly
Z\ Cinsiyet 4Z] Input 4%] Input %] Input
%Z] Ogrld @] Key @] Key ] Key
[\ Program 4Z] Input B@ Input 4] Input
Ignore
Predict
PredictOnly

Sekil 5.13: Veri madenciligi modeli ekleme

Modelleri tanimladiktan sonra “Database” segeneginden “Process” 1 tiklayarak

algoritma test verileri lizerinden islem yapmasi saglanir(Sekil 5. 14).

#* Process Mining Model - Program Cinsiyet Bilgilerine Gore Basari Tahmin T O |
Object list:
. Object Name Type Process Options

Process Full

(=] © |

Program Cinsiyet Bilgilerine Gore Basari Tahmin Mining Model

p
&% Process Progress

= (») Command
/. Processing Dimension 'E8276C97-7077-4B4B-982E-EB02ACFB6323 ~MC-OgrId' completed.

= [#\ Processing Mining Structure ‘Program Cinsiyet Bilgilerine Gore Basari Tahmin' completed.
), Start time: 08.08.2010 20:57:46; End time: 08.08.2010 20:57:57; Duration: 0:00:10
[# [#\ Processing Mining Model 'Program Cinsiyet Bilgilerine Gore Basari Tahmin' completed.

Status:

@ Process succeeded.

Reprocess iew Details

e (e

Sekil 5.14: Algoritmalarin egitilme islemi

Veri madenciligi modeli sayfasinin {i¢iincii sekmesinde algoritmalarin egitim
verilerine gore bulduklarin sonuglarin listesi goriintiilenir. Karar agaglar1 kullanilarak

yapilan modelle su sekilde bir sonug dondiirmiistiir(Sekil 5. 15).
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Program
= REHBERLIK VE PSIKOLOJIK DA...
]

Program
= 'FIZYOTERAP] VE REHABILITAS...
— ] Program

= 'REHBERLIK VE PSIKOLOJIK DA...
o=

= KIMYA TEKNOLOJIST!
_—

Program Program
= 'FIZYOTERAP] VE REHABILITAS... = 'OKUL ONCES] OGRETMENLIGH...
e )

Sekil 5.15: Program ve cinsiyet verilerine gore karar agaclari modelinde olugan

sonuglar

Her agag¢ dalinin basar1 durumlariyla ilgi ayr1 yiizdeleri vardir. Kisi kendi cinsiyet ve
program bilgisini girdigi zaman daha 6zel tahmin yiizdeleri ile karsilasacaktir. Ornek
olmast agisindan Fizyoterapi ve Rehabilitasyon programindaki kiz 6grencilerin tahmin

yiizdelerini sekil 5.16” de gosterilmektedir.

High Low
Total Cases: 13

Value Cases Probabi.. Histogram
Basaril 0 0,11%
Basarisiz 0 0,11%
Cok Basarili 13 %9,78% G
Missing 0 0,00%
Cinsiyet = 'Kadin' and Program = 'FIZYOTERAPI VE REHABILITASYON' -

Sekil 5.16: Fizyoterapi ve Rehabilitasyon programi, kiz 6grencilerin karar agaciyla

basaris1 durumu

Burada akademikOrtalamaDurum adli alan akademik ortalamanin

hesaplanmasindan meydana gelmistir. Genel olarak gergeklestirilen tiim modellerde

akademik ortalama degerleri su sekilde kabul edilmistir;
e (.001 ile 1.999 aras1 “Basarisiz”
e 2.0ile2.999 aras1 “Basaril1”

e 3.0 ve iistii “Cok Basaril1”
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Baska bir ornekte, Rehberlik ve Psikolojik Danigmanlik programindaki erkek

ogrencilerin basari tahmin durumlari su sekilde gosterilmektedir(Sekil 5.17)

High Low
[ |

Total Cases: 14

Value Cases Probabi.. Histogram
[¥] Basaril 8 57,07% :

V| Basansiz 0 0,10%

[¥] Cok Basanili 6 283% 1R

[¥] Missing 0 0,00%

[Cinsiyet = 'Erkek’ and Program = ‘REHBERLIK VE PSIKOLOJIK DANISMAMLIK'

Sekil 5.17: Rehberlik ve Psikolojik Danigmanlik programi erkek 6grencilerinin

karar agaciyla basar1 durumlari

Veri madenciligi modeli ekranindaki dordiincii sekme, yapilan ¢alismanin ne kadar
dogru oldugunu belirlemede kullanilir. Egitilmis verilerin bagka veriler karsisinda
dondiirdiigli sonuglar kontrol edilerek modelin ne kadar basarili oldugu belirlenir. “Lift
Chart” kisminda egitilen tiim algoritmalar belli degerlere gore sinanmasiyla modellerin
basarilar olgiiliir. Bu yapidaki “belli degerler” akademik ortalama durum alanindaki ii¢

farkli (basarisiz, basarili, ¢ok basarili) degeri ifade etmektedir.

Buradaki ama¢ minimum kayit gezerek hedeflenen tiim kayitlara ulagsmaktir. Ne
kadar kisa siirede %100 e yakin veya esit degerlere ¢ikilirsa algoritma o kadar iyi
egitilmis demektir. Buradaki mavi ¢izgi standart bir arama islemindeki ilerleyisi temsil
etmekte, pembe ¢izgi ise en ideal durumda sonuca ulagsma yolunu gosterir. Digerleri ii¢

algoritmanin sonuglarini gosterir.

Sekil 5.18’de algoritmalarin “Basarisiz” durumundaki sonuglar1 gosterilmektedir.
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Data Mining Lift Chart for Mining Structure: ProgramCinsiyetBilgilerineGoreBasariTahmin_MS
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0
0 10 20 30 40 50 60 70 80 90 100
Overall Population %
Population percentage: 50,49%
Series, Model Score  Target population  Predict probability
! ProgramCinsiyetBilgilerineGoreBasariTahmin_DT 0,75 62,93% 37,19%
I ProgramCinsiyetBilgilerineGoreBasariTahmin_NN 0,80 68,41% 4537%
ProgramCinsiyetBilgilerineGoreBasariTahmin_NB 0,81 68,72% 44,09%
l Random Guess Model 51,00%
I Ideal Model for: ProgramCinsiyetBilgilerineGoreB... 100,00%

Sekil 5.18: Program ve cinsiyete gore veri madenciligi algoritmalarinin “Basarisiz”

durumu ile ilgili degerleri

Ayin durumda “Basarili” durumunda elde edilen degerler Sekil 5.19°de ifade

edilmistir.
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Data Mining Lift Chart for Mining Structure: ProgramCinsiyetBilgilerineGoreBasariTahmin_MS

100

/ |
a0 / ;///
80 / A
7 o
s / —
T D P
g / 2
g‘ 80 P .
'§- 50 4 -~ “://
i) / A
3
L~
3 / //4
: ¢ =
% /i //
| S
7
00 10 20 30 40 50 60 70 80 90 100

Population percentage: 50,49%

Series, Model

Overall Population %

Score

ProgramCinsiyetBilgilerineGoreBasariTahmin_DT 0,69

PregramCinsiyetBilgilerineGoreBasariTahmin_NN 0,73

ProgramCinsiyetBilgilerineGoreBasariTahmin_NB 0,74

Random Guess Model

Ideal Model for: ProgramCinsiyetBilgilerineGore...

Target population
58,01%

61,93%

62,99%

51,00%

100,00%

Predict probability
36,41%
40,46%
40,57%

Sekil 5.19: Program ve cinsiyete gore veri madenciligi algoritmalarinin “Basarili”

durumu ile ilgili degerleri

Son olarak “Cok Basarili” degeri igin basar1 grafikleri Sekil 5.20°de gosterilmistir.
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Data Mining Lift Chart for Mining Structure: ProgramCinsiyetBilgilerineGoreBasariTahmin_MS
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Series, Model Score  Target population
ProgramCinsiyetBilgilerineGoreBasariTahmin_DT 0,69 69,81%

me

ProgramCinsiyetBilgilerineGoreBasariTahmin_NN 0,73 71,70%

ProgramCinsiyetBilgilerineGoreBasariTahmin_NB 0,74 74,63%
Random Guess Model 49,00%

Ideal Model for: ProgramCinsiyetBilgilerineGore... 100,00%

Predict probability
13.85%

10,59%

9,70%

100

Sekil 5.20: Program ve cinsiyete gore veri madenciligi algoritmalarinin “Basarisiz”

durumu ile ilgili degerleri

Daha 6nce bahsedildigi tizere model adlari, ana isim sonuna alt ¢izi ve algoritmanin

bas harfleri gosterilecek sekilde diizenlenmistir. Bu harfler DT (Decision Trees - Karar

Agaclar1), NN(Neural Network — Sinir Aglar1)) ve NB(Naive Bayes) algoritmalarini

gosterir.

Egitilen Veri Madenciligi modellerinin test verileri karsinda verdigi dogru tahminler

onun basarisin1 belirtir. Ug farkli algoritmanin test verileri karsisindaki sonuglar1 Tablo

5.2’de gosterildigi gibidir.
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Tablo 5.2: Program cinsiyet modelinin tahmin oranlari

Microsoft Karar Agaclar

Tahmin Cok Basarih Basarih Basarisiz
Edilen (Gergek) (Gerg:ek) (Ger(;ek) Tahmin

Cok Basarih 18,70%
Basarih 255 811 624 53,90%
Basarisiz 133 615 969 60,40%

Tahmin Oram 52,10%

Microsoft Sinir Aglari

Tahmin Cok Basarih Basarih Basarisiz
Edilen (Gergek) (Gerg:ek) (Gerg:ek) Tahmin

Cok Basarih 19,90%
Basarih 247 827 464 55,00%
Basarisiz 135 591 1110 69,20%

Tahmin Orani 56,60%

Microsoft Naive Bayes

Tahmin Cok Basarih Basarih Basarisiz
Edilen (Gergek) (Gerg:ek) (Gergek) Tahmin

Cok Basarih 18,00%
Basarih 268 834 460 55,40%
Basarisiz 123 611 1129 70,30%

Tahmin Oram 57,10%

Tablonun sol tarafi model tarafindan tahmin edilen degerleri gostermektedir.
Kolonlar ise verinin gergekteki durumunu goésterir. Sinir aglar1 algoritmasina bakilacak
olursa 95 tane “Cok Basarili” tahmini yapilmis ve bunlar dogru ¢ikmistir. Ama bunun
yaninda 87 Ogrenciye de normalde ‘“Basarili” durumundayken “Cok Basarili”
tahmininde bulunmus ve hataya sebebiyet vermistir. Kisacasi diyagonalde bulunan
sayilar dogru yapilan tahminleri disindakilerde yanlis yapilan tahminleri gosterir. Bu
degerler 15181inda Naive Bayes modeli en iyi performansi verdigi i¢in raporlamada

kullanilmak tizere se¢ilmistir.
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Rapor gosterimi i¢in Microsoft Reporting Services, rapor verilerini getirmek iginse
DMX sorgular1 kullanilmistir. Kullanilan bu modelin 6rnek test verileri i¢in olusturulan

DMX yapist asagida verilmistir.

SELECT
(t.[ogrNo]) as [OgrNo],
(t.[isim]) as [Isim],
(t.[cinsiyet]) as [Cinsiyet],

(t.[program]) as [Program],
([ProgramCinsiyetBilgilerineGoreBasariTahmin NB].[Akademik Ortalama
Durum]) as [Tahmin],

(PredictProbability ([ProgramCinsiyetBilgilerineGoreBasariTahmin NB]. [A

kademik Ortalama Durum], 'Basariszz')) as [Basarisiz Tahmin Ylzdesi],
(PredictProbability ([ProgramCinsiyetBilgilerineGoreBasariTahmin NB]. [A
kademik Ortalama Durum], 'Basarili')) as [Basarili Tahmin Ylzdesil],

(PredictProbability ([ProgramCinsiyetBilgilerineGoreBasariTahmin NB]. [A
kademik Ortalama Durum], 'Cok Basarili')) as [Cok Basarili Tahmin
Yuzdesi]
From

[ProgramCinsiyetBilgilerineGoreBasariTahmin NB]
PREDICTION JOIN

OPENQUERY ( [OKDS DS],

'SELECT
[ogrNo],
[isim],
[cinsiyet],
[program]

FROM
[Kds].[vw_ProgramCinsiyetBilgilerineGoreBasariTahmin Test]

'Yy AS t

ON
[ProgramCinsiyetBilgilerineGoreBasariTahmin NB]. [Program] =

t.[program] AND
[ProgramCinsiyetBilgilerineGoreBasariTahmin NB]. [Cinsiyet] =

t.[cinsiyet]

DMX sorgular1 genel olarak standart SQL sorgularina benzerdir. Sorgunun en
onemli kismi1 olan “PREDICTION” ifadesinde eldeki model ile test verisi birlestirilerek
tahmin islemi yapilmaktadir. Birliktelik Kuralinin kullanildigi model harig¢, diger

modellerde de ana sorgu mantig1 ¢alismaktadir.

Hazirlanan test verisine gore olusturulan raporlar Sekil 5.21°de gosterildigi gibidir.
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Basarih Cok Basarili

3 Kadin ANTRENORLUK Bagarili 24.07% 75.87% 0.03%
EGITIMI

4 Erkek AWRENGRLUK Basarili 38.85% 61.09% 0.03%
EGITIMI

5 Kadin ARKEOLOJI Basarili 18.60% 68.51% 12.86%

6 Erkek ARKEOLOJI Baganh 32.31% 59.37% 8.30%

7 Kadin ARKEOLOJI Basaril 11.27% 88.68% 0.03%
(16.)

8 Erkek ARKEOLOJI Basarili 20.28% 79.66% 0.03%
(16.)

Pamukkale UniversitesiiOgre
Karar Destek Sistemi}

Basarisiz i Basarisiz Basarih
Tahmin i i Ortalama Tahmin Tahmin
Yiizdesi i i i i Yiizdesi Yiizdesi

ANESTEZL Cok Basanl 0.03% 0.03% 99.92%| Cok Bagaril 0.03% 0.03% 99.92%
A!!_'n_{El!GRLﬁK Bagaril 38.85% 61.09% 0.03% Basaril 24.07% 75.87% 0.03%
EGITIMI

ARKEOLOJT  [:EE:U 32.31% 59.37% 8.30% Basarili 18.60% 68.51% 12.86%
Bagarili 20.28% 79.66% 0.03% Basaril 11.27% 88.68% 0.03%

Basarisiz 74.45% 23.22% 2.31% Basarisiz 58.52% 36.59% 4.86%

Bagarisiz 56.05% 43.89% 0.03% Basarili 38.89% 61.06% 0.03%

33.83% 58.03% 8.11% Basarili 19.67% 67.61% 12.69%

Sekil 5.21: Program ve cinsiyet verilerine géore AB Tahmin Raporlari

Rapordaki gosterilen “Akademik Ortalama Durum” alan1 gelen verilere gore
sistemin yaptig1 tahmini gostermektedir. Diger “Basarisiz, Basarili, Cok Basarili
Tahmin Yiizdesi” alanlar1 kisinin belirtilen durumla ilgili tahminden ne kadar yakin
veya uzak oldugunu gosterir. Bir 6rnek vermek gerekirse, ilk rapordaki “3” sira
numarali kisi bilgileri su sekildedir; Tahmin yiizdeleri sirayla(Basarisiz, Basarili, Cok

Basarili) 24.07, 75.87 ve 0.03 degerlerini almistir. Sistem tahmin sansinin maksimum
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yapmak istediginden 6grenci i¢in en uygun sonucun “Basarili” olarak nitelendirildigi

goriilmektedir.

Bu raporlarda bir test kiimesi kullanilarak raporlar hazirlanmistir. Yani birden ¢ok
kiginin tahmin islemini bir anda yapilmaktadir. Ama kullanicilar giris parametrelerini
kendileri belirleyerek, 6zel durumlar hakkinda sonug¢ almak isteyebilirler. Bu durumlar
icin hazirlanan rapor asagidaki sekilde gosterilmistir. Diger tahmin iglemlerinde de bu
sekilde disaridan parametre alarak sonu¢ déndiiren rapor yapilmustir. Ornek olmasi
acisindan sadece program-cinsiyet verilerine gére sonu¢ dondiiren rapor sekil 5.22°de
gosterilmistir. Diger modellerde de farklt parametreler alarak tahmin islemi

gerceklestiren raporlar hazirlanabilir.

Cinsiyet Program (5 GisaYAR MUHENDISLIGH v View Report

(—]

f; @ Q | dv 100% ] Find | Next
OBrent 1
Al |

Akademik Basar Tahmini

Basarisiz Tahmin Yiizdesi (Bagaril Tahmin Yiizdesi |Cok Basarih Tahmin Yiizdesi

Bagarili 27.38% 54.93% 17.67%

Sekil 5.22: Giris degerlerine géore AB Tahmin islemi

Program ve cinsiyet bilgilerine gore yapilan bu islemde 2009 yilinda iiniversiteye
yeni kayit yaptiran 6grenciler kullanilmigtir. Akademik basar1 tahmini ve raporlamanin

yaninda asagidaki sonuglarda belirlenmistir.

e Naive Bayes yontemi kadinlarin, erkeklere gdre daha basarili oldugunu

gostermektedir.

Tablo 5.3: Cinsiyete gore basari

| |Basanisiz_|Basanil_| Cok Basarih

Erkek 60,345 43,141 36,062
Kadin 39,655 56,859 63,938

e Karar Agaclarn yontemi Fizyoterapi ve Rehabilitasyon, Rehberlik ve

Psikolojik Danismanlik, Arkeoloji, Kimya Teknolojisi ve Tiirkge
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Ogretmenligi programlar1 disinda bulunan erkek 6grencilerin {iniversitede

bagar1 yiizdesini %46 olarak bulmustur. Yeni gelen erkek o6grencilerin

yaridan fazlasi iiniversitenin ilk senesinde basarisiz olmaktadir.

5.4.2. Ogrenci kimlik bilgilerine gore akademik basar1 tahmini

Bu yapida temel 6grencilerin bilgilerinden faydalanarak 6grencilerin basarist tahmin

edilmeye ¢alisgiimistir. Bilgilerin alindigir 2010 yaz aymnda 26000’in iizerinde dgrenci

tiniversiteye kayitli durumdadir. Model i¢in kullanilmaya elverisli 6grencilerden 12296

tanesi egitim veri olarak secilmistir. Bu Ogrenciler arasindan 2009 yilinda hazirlik

okumus olan 6grenciler ¢ikarilmigtir. Tahmin isleminde kullanilacak giris parametreleri

Tablo 5.4’de belirtilmistir.

Tablo 5.4: Ogrenci kimlik bilgilerine gére AB tahmin modelinde giris ve gikis

parametreleri

Akademik Birim Ad

Ogrencinin bagli oldugu akdemik birim(Miihendislik
Fakiiltesi, Saglik Yiiksek Okulu...)

Akademik Ortalama Durum

Tahmin Edilecek Deger. Akademik ortalamay ti¢
kisima ayirarak tahmin islemi yapilir. Basarisiz (0 -
1,99), Basaril1 (2 - 2,99), Cok Basarili (3 - 4) olarak
ayrilma gerceklestirilmistir.

Bagli bulunana akademik birimin tiirti(fakiilte, meslek

Birim Tur
yiiksek okulu,...)
Cinsiyet Erkek, Kadin
PP Ozel Yetenek,0SS,Af ile Dénenler,Dikey Gegis, Yatay
Giris Tipi Ozet Gegis, Ek Kontenjan ve Diger durumlar
Medeni Hal Bosanmis,Evli,Dul,Bekar
Ogr Yas Ogrencinin iiniversiteye kayit yaptirdigi siradaki yasi

Okul Birincisi Durum

Lisede okul birincisi olup olmadigi

Orta Ogretim Mezuniyet Yili

Orta 6gretim kurumundan hangi yilda mezun oldugunu
gosterir.

Oss Giris Puan

Universiteyi kag puanla kazandig1

Universitede aktif olan programlar; Bilgisayar

Program
g Miihendisligi, Fizik, Sosyoloj...
Tercih Sirasi Boliim tercihlerini yaparken, 6grencinin kazandigi
programi kaginci tercihi olarak yazdigi
yuzdelik Dilim OSS puanina gore dgrencinin siavda bulundugu

yiizdelik dilim
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Model onceki yapida oldugu gibi ii¢ farkli algoritma icin c¢alistirilmistir. Bunlar
Microsoft Karar Agaclari, Microsoft Sinir Aglar1 ve Microsoft Naive Bayes
algoritmalaridir. Elde edilen “Lift Chart” degerleri asagida her durum igin ayr1 ayri

gosterilmistir.

Data Mining Lift Chart for Mining Structure: AkademikBasariTahmin_MS
100
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Population percentage: 50,50%

Series, Model Score Target population Predict probability
AkademikBasariTahmin_DT 0,80 75,59% 23,71%

= AkademikBasariTahmin_NN 0,78 74,88% 24,70%
AkademikBasariTahmin_NB 0,77 7412% 22,51%

B Random Guess Model 51,00%

Ideal Model for: AkademikBasariTahmin... 100,00%

Sekil 5.23: Ogrenci bilgilerine gére AB tahmin yénteminin “Basarisiz” durumda
lift chart degerleri

“Basaris1z” durumunda algoritmalarin basari durumlart Sekil 5.23’de gdsterilmistir.
Buradaki amag diger benzer grafiklerde oldugu gibi minimum kayittan gecerek, aranan
degere ulagabilmektir. Kirmiz1 ¢izgi sistemin en ideal durumunu belirtir. Bu kisim %30
civart bir rakama denk gelmektedir. Bu demektir ki tiim basarisizlarin toplam kiime
icerisindeki oran1 %30 dur. En ideal durumda tek seferde tiim hedef kitleyi bulmak i¢in
en iyi ihtimalle kayitlarin sadece %30’luk kismina bakmak yeterlidir. Mavi ¢izgi ise

rastgele incelendiginde istenilen kayitlara ulasilma durumunu belirtir. Diyagonal bir
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cizgiden meydana gelmektedir. Diger sekiller algoritmalarin basarisin1 gostermektedir.

Grafik ideal sekle ne kadar yakinda o kadar basarilidir.

Data Mining Lift Chart for Mining Structure: AkademikBasariTahmin_MS
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AkademikBasariTahmin_DT 0,81 61,36% 58,49%

= AkademikBasariTahmin_NN 0,79 60,15% 57,29%
AkademikBasariTahmin_NB 0,79 59,77% 63,08%

N Random Guess Model 51,00%

~ Ideal Model for: AkademikBasariTahmin... 86,57%

Sekil 5.24: Ogrenci bilgilerine gére AB tahmin ydnteminin “Basarili” durumda lift
chart degerleri

Sekil 5.24°de “Basaril” durumunda algoritmalarin sonuglari listelenmistir.

“Cok Basarili” olan ogrencileri arama isleminde modelin basari durumu Sekil

5.25°da gosterilmistir.
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Data Mining Lift Chart for Mining Structure: AkademikBasariTahmin_MS
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Sekil 5.25: Ogrenci bilgilerine gére AB tahmin ydnteminin “Cok Basarili”

durumdaki lift chart degerleri

Spesifik bir durumu bulmada Karar Agaglarinin azda olsa digerlerinden daha

basarili oldugu goriilmektedir. Test verileri karsisinda sistemin basart durumu Tablo

5.5’de gosterilmistir.
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Tablo 5.5: Akademik basar1 modelinin tahmin oranlari

Microsoft Karar Agaclari

Cok Basarili Basaril Basarisiz
Tahmin Edilen (Gerg:ek) (Gergek) (Gergek) LELTI]

Cok Basarili 11,80%

Bagarili 1053 5971 1953 82,40%

Basarisiz 154 1126 1696 46,00%
Tahmin Orani 63,70%

Microsoft Sinir Aglari

Cok Basarili Basaril Basarisiz
(Gergek) (Gergek) (Gergek) fahmin

Cok Basarili 18,80%

Basarili 962 5803 2184 80,10%

Basarisiz 150 1151 1418 38,50%
Tahmin Orani 60,80%

Microsoft Naive Bayes

Cok Basarili Basaril Basarisiz
(Gergek) (Gergek) (Gergek) fahmin

Cok Basarili 25,00%

Basarili 721 5157 1827 71,20%

Basarisiz 306 1735 1829 49,70%
Tahmin Orani 59,60%

“Basarisiz” ve “Cok Basarili” durumundaki 6grencilerde Naive Bayes algoritmasi
daha iyi tahmin yilizdelerine sahiptir. “Basarili” 6grencilerin tahmininde de Karar
Agaglart modeli daha iyi performans sergilemistir. Genel tahmin degerlerinde de Karar
Agaglar diger algoritmalara gore biraz daha basarilidir. Bu sebeple raporda Microsoft
Karar Agaclar1 modeli kullanilacaktir. Bu model kullanilarak karar destek sistemi igin

hazirlanan raporlar sekil 5.26°de gosterilmistir.
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Cinsiyet |Program  |Giris Tipi |0SSPuam |Tercih Yiizdelik  |Tahmin Bagarisiz  |Basarih Cok Bagarih
Sirasi Dilim Tahmin Tahmin Yiizdesi
Yiizdesi Yiizdesi

2 Erkek SOSYAL 0ss 312.504 7 5.05 Bagaril 23.81% 71.43%
BILGILER
OGRETMENLIGI
(16.)

3 Kadin SOSYAL 0ss 316.888 8 3.27 Basaril 16.00% 76.00%
BILGILER
OGRETMENLIGI

4.76%

8.00%

4 Erkek MENKUL 0ss 247.575 6 25.41 Bagaril 7.69% 76.92% 15.38%

KIYMETLER VE
SERMAYE
PIYASASI (1.0.)

5 Kadin FENBILGISI 0SS 295.309 7 17.58 Bagarili 13.33% 66.67% 20.00%

OGRETMENLIGI

Pamukkale UniversitesiiOErenei

Yiizdelik Dilim |0SS Girig Tahmin i Tercih Sirasi  |Yiizdelik Diim |0SS Giris Tahmin
Puam 7 Puam
57.54

216.101 Basarisiz 2003 1 20.81 253.135 Bagaril

2005 8 24.86 248.21 Bagaril 2007 18 45.76 226.786 Basarili
2007 6 17.72 257.216| Gok Basaril 2007 5 13.36 263.673  Gok Basarill
2006 24 19.51 254.826 Bagarili 2003 12 26.57 246.251 Bagarili
2007 1 0 0 Bagaril 2004 1 0 0 Bagarili
2006 21 30.12 242.333 Basarisiz 2007 12 31.62 240.744 Bagaril
2005 5 0 0|Basarisiz 2005 1 0 0 Basarisiz

5. 26: Ogrenci bilgilerine gore AB tahmin raporu

Raporda egitim kiimesinde kullanilan alanlara gore bir test kiimesi olusturulmus ve

giris parametrelerine gore dgrencilerin akademik basarisi tahmin edilmeye ¢aligilmistir.

5.4.3. Ogrenci kimlik bilgileri ve anket sonuclarina gore akademik basar1 tahmini

Bir 6nceki modelde iiniversitede aktif olarak bulunan &grenciler arasinda sadece
ogrenci temel bilgileri kullanilarak tahmin islemi yapilmaya ¢aligilmistir. 2008 ve 2009

yillarinda tniversiteye kayit yaptiran Ogrencilere birgok farkli alan iizerine sorular
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iceren bir anket uygulanmistir. Bu nedenle sadece 2008 ve 2009 yil1 girigli 6grencileri
ilgilendirecek, temel dgrenci bilgileri diginda kullanilabilecek anket verilerini de igeren
ayr1 bir model olusturulmasi diisiiniilmiistiir. Ogrencilerin cevaplandirdig1 ankette
otuzun iistiinde soru bulunmaktadir ama bunlarin ¢ogu analiz isleminde farkindalik

olusturmadig i¢in igsleme alinmamistir. Bu yontemde sisteme giris parametresi olarak

kullanilan alanlar agagida verilmistir.

Tablo 5.6: Anket verileri destekli AB belirlemede kullanilan parametreler

Aile Yasam Standartdi

Alabilecek degerler ; “Aglik Sinir1 Altinda”, “Yoksulluk
Sinirt Altinda”,“Normal Aralikta”. Hangi araligin
belirlenecegi anne ve babanin gelirleri ve ¢ocuk sayilarina
gore hesaplanir. Verilerin eski kaldig1 goz oniine alinarak
2008 yilinda girilen veriler lizerine %8.7 ve %2.5
oranlarinda memur zamlari1 uygulanir[43-44]. 2009
yilinda veriler tizerine de %2.5 zam uygulanir. Bu gelirler
ve ¢ocuk sayilari izerinden, [45] de anlatildig1 {izere aglik
ve yoksulluk sinirlar1 belirlenir. Tiim bu kaynaklara
ragmen bu siniflandirmanin tam dogru yapilmamasini
saglayan sistemin kendi i¢indeki bazi durumlar mevcuttur.
Oncelikle 2008 ve 2009 yilindaki iicretlerle ilgili cevap
siklarinda degislige gidilmis ve iki anketin birlestirilmesi
zorlagmustir. Ayrica licretlerin sayisal veri olarak degil de,
belli bir aralik belirterek yazi olarak sisteme girmis
olmasi( 6rnek ticretin 1000TL ile 1500TL arasinda
oldugunun girilmesi) {icretlerin tam dogru araliklarda
hesaplanamamasina neden olmustur. Bu alan
olusturulurken eldeki veriler miimkiin oldugunda
temizlenip, standartlastirdiktan sonra kullanilmistir.

Akademik Birim Ad

Ogrencinin bagli oldugu akademik birim(Miihendislik
Fakiiltesi, Saglik Yiiksek Okulu...)

Akademik Ortalama
Durum

Tahmin Edilecek Deger. Akademik ortalamayi {i¢ kisima
ayirarak tahmin islemi yapilir. Basarisiz (0 - 1,99),
Basarili (2 - 2,99), Cok Basarili (3 - 4) olarak ayril
gergeklestirilmistir.

Anne Baba Ayrilik

Anne babanin birlikte veya ayr1 olduklari belirtir.

Anne Yas

Annenin Yasi

Askerlik Durum

Ogrencinin askerlikte iligkisinin olup olmadig

Birim Tur

Bagli bulunana akademik birimin tiirti(fakiilte, meslek
yiiksek okulu, ...)

Cinsiyet

Erkek, Kadin

Dershane Devam

Universiteye hazirlik asamasinda dershaneye gidilip,
gidilmedigi

Giris Tipi Ozet

Ozel Yetenek, OSS, Afile Donenler, Dikey Gegis, Yatay
Gegis, Ek Kontenjan ve Diger durumlar

Kardes Sayisi

Ogrencinin kendisi hari¢ kardes sayisi
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Lise Diploma Not

Orta Ogretim kurumundan 100 iizerinden kag puanla
mezun oldugu

Medeni Hal

Bosanmuis, Evli, Dul, Bekar

Ogr Yas

Ogrencinin iiniversiteye kayit yaptirdig1 siradaki yasi

Okul Birincisi Durum

Lisede okul birincisi olup olmadigi

Orta Ogretim Mezuniyet
Yili

Orta 6gretim kurumundan hangi yilda mezun oldugunu
gosterir.

Oss Giris Puan

Universiteyi kag¢ puanla kazandig

Program

Universitede aktif olan programlar; Bilgisayar
Miihendisligi, Fizik, Sosyoloji...

Sehit Cocuk Durum

Ogrencinin Sehit cocugu olup olmadig

Tercih Sirasi

Boliim tercihlerini yaparken, 6§rencinin kazandigi
programi kaginci tercihi olarak yazdigi

Yuzdelik Dilim

OSS puanina gore dgrencinin smavda bulundugu yiizde

Egitim verisi olarak 7092 kayit kullanilmistir. Bu 6grenciler arasindan 2009 yilinda
hazirlik okumus olan ogrenciler ¢ikarilmistir. Onceki yontemlerde kullamlan iic
algoritma bu modelde de kullanilmistir. Modelin “Basarisiz” 6grencileri bulma basarisi

Sekil 5.27 belirtilmistir.
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Data Mining Lift Chart for Mining Structure: AkademikBasariTahminAnket_MS
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AkademikBasariTahminAnket DT 0,79 70,16% 35,71%
= AkademikBasariTahminAnket_NN 0,79 70,92% 28,63%
AkademikBasariTahminAnket_NB 0,78 70,27% 36,66%
N Random Guess Model 50,00%
I Ideal Model for: AkademikBasariTahmin... 100,00%

Sekil 5.27: Ogrenci ve anket bilgilerine gére AB tahmin ydnteminin “Basarisiz”

durumundaki lift chart degerleri

Aynm1 modelin “Basarili” durum igin ¢alismasit Sekil 5.28’da gosterildigi gibi

olmustur;
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Data Mining Lift Chart for Mining Structure: AkademikBasariTahminAnket MS
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Sekil 5.28: Ogrenci ve anket bilgilerine gre AB tahmin yonteminin “Basarili”

“Cok Basaril1”

gosterilmistir.

durumundaki lift chart degerleri

ogrencileri

tahmin etme basarisi

75

Sekil 5.29°daki grafikte



Data Mining Lift Chart for Mining Structure: AkademikBasariTahmin_MS
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Sekil 5.29: Ogrenci ve anket bilgilerine gére AB tahmin ydnteminin “Cok Basarili”

durumundaki lift chart degerleri

Diger modellerde oldugu gibi en iyi ve en kotii arasindaki ii¢ algoritma, ne kadar
yukaridaki kirmizi(ideal tahmin) c¢izgiye yaklasirsa o kadar iyi ve ne kadar
mavi(rastgele tahmin) ¢izgisine yaklasirsa da 0 kadar kotii durumdadir. Algoritmalarin

test veriler karsisinda tahmin basaris1 Tablo 5.7’de verilmistir.

76

100



Tablo 5.7: Anket verilerine gore AB modelinin tahmin oranlar

Microsoft Karar Agaclari

Cok Basarili Basaril Basarisiz
Tahmin Edilen (Gercek) (Gergek) (Gergek) LELTT

Cok Basarili 190 19,40%
Bagarili 680 2630 1332 75,30%
Basarisiz 110 689 1245 47,60%

Tahmin Orani 57,30%

Microsoft Sinir Aglar

Cok Basarili Basaril Basarisiz
(Gergek) (Gergek) (Gergek) fahmin

Cok Basarili 125 12,80%
Basaril 692 2643 1361 75,60%
Basarisiz 163 739 1229 47,00%

Tahmin Orani 56,40%

Microsoft Naive Bayes

Cok Basarili Basaril Basarisiz
(Gergek) (Gergek) (Gergek) fahmin

Cok Basarili 278 28,40%
Basarih 433 2113 952 60,50%
Basarisiz 269 1115 1637 62,60%

Tahmin Orani 56,80%

Algoritmalarin  sonuclar1 birbirine olduk¢a yakin cikmistir. “Cok Basarili”
ogrencilerin tahmininde Karar Agaclari, “Basarili” 6grencilerin tahmininde Sinir Aglari,
“Basarisiz” Ogrencilerin tahmininde de Naive Bayes algoritmasi diger algoritmalara
gore daha 1yl performans goOstermistir. Ama genel duruma bakilacak olursa karar
agaclar1 diger modellere gore biraz daha basarili tahminlerde bulunmustur. Bu nedenle
raporda karar agaglari algoritmasit kullanilacaktir. Rapor ciktilar1 Sekil 5.30°de

gosterilmistir;
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Ogrenci Kimlik ve Anket Bilgileri Kullanilarak Akademik Basari Belirleme

Cinsiyet Program Lise Okul Dershaneye |Kardes Aile Yasam |Anne Baba |Tahmin
Diploma Birincisi Devam Sayisi Standardi  |Aynihk
Not Durum

1 Kadin MATEMATIK 89.39 Normal Yoksulluk Simirt Hayr. Basarili
Alt

2 Erkek SOSYAL 76.72 Normal Evet 1 Achk Simin Hayir. Basarili
BILGILER Altinda
OGRETMENLIGI
(L6

3 Kadin SOSYAL 83.61 Mormal Evet 1 Aglk Sinin Hayir. Basarili
BILGILER Altinda
OGRETMENLIGT

5 Kadin FEN BILGISI 74.2 Mormal Aglk Sinin Hayir. Basarili
GGRETMENLIGE Alinda

Lise Diploma |Aile Ayrilik Kardes Sayisi |Yiizdelik Dilim |Tahmin Lise Diploma |Aile Ayr
not not
BEKiLLI MESLEK 76.6 Hayir. Yoksulluk S 1 57.54 |Basarisiz 67.2 Hayr.
YUKSEKOKULU Alt
BULDAN MESLEK 58.4 Hayir. Aclik Sinin 3 den fazla 24.86 Basaril 88.17 Hayr.
YUKSEKOKULU Alinda

61.49 Hayir. Aghk Sinin 3 17.72 Basaril 76.63 Hayir.
Altinda
56 Hayir. Yoksulluk Simin Yok 19.51 | Basarisiz 82.8 Hayir.
Alt
74.74 Hayr. Yoksulluk Simint - Yok 0|Basarisiz 66.8 Evet.
Alt
62.8 Hayr. Yoksulluk Simint 2 30.12 Basaril 67.22 Hayr.
Alt
MUHASEBE VE 72.6 Hayr. Aclik Simin 3 0|Basarisiz 53.6 Hayr.
VERGI Altnda

I AMALA

Sekil 5.30: Ogrenci ve anket bilgilerine gore akademik 6grencilerin akademik basar1

tahmin raporlart

5.4.4. Aile Egitim ve Gelir Durumuna Gore Akademik Basar1 tahmini

2008- 2009 yili girigli 6grencilere yapilan anketle anne - baba gelir dizeyleri ve
egitim durumlart hakkinda Ogrencilerden bilgiler toplanmustir. Ailenin ekonomik

durumu ve egitim diizeyinin 6grenci lizerinde basariy1 artirict veya azaltici bir rolii olup
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olmadigini belirlemek amaciyla Pamukkale Universitesindeki veriler analiz edilmistir.

Modeli egitmede Tablo 5.8’de belirtilen parametreler kullanilmistir.

Tablo 5.8: Aile gelir ve egitim durumuna gore AB belirlemede kullanilan

parametreler

Ailenin normal kazandiginin yaninda ekstra gelen
Aile Disardan Geliri gelirler; 250 TL den ¢ok,101-250 TL aras1,100 TL’den
az, Yok degerlerini alabilir.

Ailenin gelir ve ¢ocuk sayisina gore hesaplanan 6zet gelir
. . diizeyi. Alabilecek degerler ; “Ag¢lik Sinir1 Altinda”,

Alle Yasam Standardi “Yoksulluk Sinir1 Alt”,“Normal Aralikta”. Ayrintili
aciklama Tablo 5.6°da anlatilmistir.

Tahmin Edilecek Deger. Akademik ortalamayi {i¢ kisima

Akademik Ortalama ayirarak tahmin islemi yapilir. Basarisiz (0 - 1,99),
Durum Basarili (2 - 2,99), Cok Basarili (3 - 4) olarak ayrilma
gerceklestirilmistir.
_ _ Annenin aylik kazandig1 maasi: 2000 TL’den ¢ok,1001-
Anne Aylik Gelir 2000 TL aras1,600-1.000 TL aras1,600 TL’den az, Yok

Annenin mezuniyet durumu: Yiiksekdgretim,

Anne Egitim Ortadgretim, ko gretim
_ ) Babanin aylik kazandig1 maagi : 2000 TL’den ¢ok,1001-
Baba Aylik Gelir 2000 TL aras1,600-1.000 TL aras1,600 TL’den az,Yok
.\ Babanin mezuniyet durumu: Yiksekogretim,
Baba Egitim Ortadgretim, [Ikogretim
. Ogrencinin kendisi hari¢ kardes sayisi: Yok, 1, 2, 3,
Kardes Sayisi 3°den fazla

Modeli egitmek icin 7092 kayit kullanilmistir. Diger Orneklerde oldugu gibi
akademik ortalamasi olmayan hazirlik 6grencileri egitim verilerinin diginda tutulmustur.
Algoritmalarin lift chart grafiginde tli¢ farkli durum i¢inde sonuglar listelenmistir. Sekil

5.31°de sistemin “Basaris1z” degerini bulma grafigi gosterilmistir.
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Data Mining Lift Chart for Mining Structure: AkademikBasanTahmin_Aile_MS
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Ideal Model for: AkademikBasariTahmin... 100,00%

Sekil 5.31: Aile egitim ve gelir durumlarina gére AB tahmin yonteminin

“Basarisiz” degerleri aramadaki durumu

“Basarili” durumundaki 6grencileri algoritmanin bulma basaris1 Sekil 5. 32’deki

grafikte gosterilmistir.
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Sekil 5.32: Aile egitim ve gelir durumlarina gére AB tahmin yonteminin “Basarili”

degerleri aramadaki durumu

“Cok Basaril1” durumundaki 6grencileri algoritmanin bulma basarist Sekil 5.33’de

gosterilmistir.
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Data Mining Lift Chart for Mining Structure: AkademikBasariTahmin_Aile_MS
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Sekil 5.33: Aile egitim ve gelir durumlarina gore akademik basari tahmin

yonteminin “Cok Basarili” degerleri aramadaki durumu

Bu grafiklerden goriildiigii kadariyla eldeki verilerin tahmin isleminin saglikli
islemesi igin yeterli olmadigi goriiniiyor. Algoritmalarin test veriler karsisinda

gosterdigi basar1 Tablo 5.9°da belirtilmistir.
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Tablo 5.9: Aile gelir ve egitim modeli algoritmalarinin uygulanan test verileri

karsisinda basarisi

Microsoft Karar Agaclari

Cok Basarili Basaril Basarisiz
Tahmin Edilen (Gergek) (Gergek) (Gercek) LELTI]

Cok Basarili 0 0,00%

Basarili 961 3417 2623 99,10%

Basarisiz 10 30 50 1,90%
Tahmin Orani 48,90%

Microsoft Sinir Aglan

Cok Basarili Basaril Basarisiz
Tahmin Edilen (Gercek) (Gergek) (Gergek) Tahmin

Cok Basarili 5 0,50%

Basarili 949 3365 2578 97,60%

Basarisiz 17 69 67 2,50%
Tahmin Orani 48,50%

Microsoft Naive Bayes

Cok Basarili Basaril Basarisiz
(Gergek) (Gergek) (Gergek) fahmin

Cok Basarili 0 0,00%
Basarili 873 3123 2373 90,60%
Basarisiz 98 324 300 11,20%

Tahmin Orani 48,30%

Tablo 5.9’de tiim algoritmalarin 6zellikle “Cok Basarili” ve “Basarisiz” 6grencilerin
tahminin neredeyse tamamen etkisiz oldugu goriinmektedir. Bu bize ailenin gelir ve
mezuniyet durumlarimin 6grenci tizerinde bir etkisini olmadigini gosterir. Her ne kadar
ailenin sosyoekonomik yapisinin ¢ocuk gelisimi tizerindeki etkileri inkar edilemez olsa
da bu etkilerin, ilkogretim ve ortadgretim yillarini igeren gelisiminin erken
donemlerinde daha belirgin olmasina karsin iiniversiteye devam eden bireyler lizerinde
etkisiz oldugu goriilmektedir.[28]’de yaptigi c¢alismasinda aile egitim diizeyinin

tiniversite egitimi sirasinda akademik bagartya etkisi olmadigmni belirtir. Tahmin
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ihtimalleri kotii olmasina ragmen bu modelle ilgili karar agaglar1 yontemiyle olusturulan

rapor Sekil 5.34’de verilmistir.

Pamukkale UniversitesiiOErEne |
Karar Destek Sistemi| |

Aile Egitim ve Gelir Duruma Gore Akademik Basari Belirleme

Cinsiyet Program Anne Ayhik (Baba Egi Baba Aylik |Disardan  |Tahmin Basansiz  |Basarnh Cok Basanh
Gelir Gelir Gelen Gelir Tahmin Tahmin Tahmin
Yiizdesi Yiizdesi Yiizdesi

1684 Kadin BANKACILIK VE Ikagretim 600 TL'den az  kdgretim 600 TL'denaz Yok Basarill 36.18% 50.44% 13.38%
SIGORTACILIK
(16.)

1685 Kadin SOSYAL Tkagretim Yok Tkdgretim 600 TL'denaz Yok Basarill 36.18% 50.44% 13.38%
BILGILER
OGRETMENLIG
(10.)

1686 Erkek PAZARLAMA  Tkagretim Yok Ortadgretim 600 TL'denaz Yok Bagarill 36.18% 50.44% 13.38%

1687 Kadin MATEMATIK  kagretim Yok Tkagretim 600 TL'den az Yok Bagarill 36.18% 50.44% 13.38%

1688 Kadin SIYASET BILIMI fkagretim Yok Ortadgretim Yok Yok Basaril 36.18% 50.44% 13.38%
VE KAMU
YONETIMI

1689 Kadin FELSEFE (1.0.) Ortadgretim Yok Ortadgretim  ©00-1.000 TL Yok Bagarill 36.18% 50.44% 13.38%

arasi

1690 Erkek JEOLOT Yiksekdgretim Yok Tkdgretim 1001-2000 TL Yok Bagaril 36.18% 50.44% 13.38%

MITHFNDIS] 62T arasi
Sekil 5.34: Aile egitim ve gelir durumlarina gore dgrencilerin akademik bagari tahmin

5.4.5. Ogrencilerin ders basarilarimin tahmin edilmesi

Su ana kadar yapilan ¢aligmalarda ¢esitli parametrelere gore dgrencilerin akademik
basarilar1 li¢ farkli algoritmayla belirlenmeye calisilmistir. Her problem igin {i¢ farkl
algoritma kullanilmig, bunlar arasindan en iyi performansi veren algoritma tahmin
isleminde kullanilmak iizere seg¢ilmistir. Daha sonra karar vericilerin olusturulan bu alt

yapiy1 kullanabilmesi i¢inde raporlar hazirlanmistir.

Bu modelde ise 6grencilerin ders bazinda gosterecekleri basarilarin tahmin edilmesi
amaglanmistir. Ogrencilerin belirli derslerden aldiklari notlari, baska derslerin basarisini
etkileyip etkilemedigi sorgulanmistir. Egitim kiimesi olarak 2009 yilinda {iniversiteye
kayit olan ve hazirlik okumayan 52 Bilgisayar Miihendisi 6grencisi ve onlarin 2009
yilina ait giiz ve bahar donenimde aldiklar1 dersler kullanilmistir. Modelde, diger
algoritmalardan farkli olarak Microsoft Birliktelik Kurallar1 algoritmasiyla islem

yapilmustir.

Diger modellerde sadece ana tablo bazli (case table) modeller olusturulmustur. Bu
modelde ise ana tablolarin yaninda bagl tablolar (nested table) da modellin i¢inde yer

almaktadir. Her 6grenci i¢in 2009 giiz ve bahar doneminde aldigi dersler ayri ayri
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nested tablo olarak tanimlanarak isleme sokulmustur. Modelde kullanilan

parametrelerin aciklamasi Tablo 5.10’da belirtilmistir.

Tablo 5.10: Ogrenci ders basarilar1 modelinde kullanilan parametreler

2009 giiz doneminde alinan dersler belirtilmektedir.
Olusturulan ders kavramai iki bilginin birlestirilmesi ile
olusturulmustur; dersin ad1 ve 6grencinin dersle ilgili
Giiz doneminde alinan | donem sonu basari notu. Bu iki verinin birlestirilmesi ile

dersler modelde kullanilacak ders alani olusturulmustur. Bu
parametre sisteme giris degerlerini olusturmaktadir. Bu
sayede giiz doneminde aldiklar1 dersler ve notlarina gore
bahar donemi derslerin tahmini miimkiin kilinmaistir.
2009 bahar doneminde alinan dersler belirtilmektedir.
Olusturulan ders kavrami iki bilginin birlestirilmesi ile
Bahar doneminde alinan | olusturulmustur; dersin adi ve 6grencinin dersle ilgili

dersler donem sonu basar1 notu. Bu iki verinin birlestirilmesi ile

modelde kullanilacak ders alani olusturulmustur. Tahmin
alan1 bu kolondur.

Modelde kullanildig1 i¢in Pamukkale Universitesi not sistemi agiklanmasi énem arz

etmektedir. Tablo 5.11°de not sistemi 6zet olarak gosterilmistir.

Tablo 5.11: Notlar ve anlamlari

Harf
Not Arahigi Karsihik Sonug¢
90-100 Al Basarili
80-89 A2 Basarili
75-79 Bl Basarili
70-74 B2 Basarili
65-69 Cl Basarili
60-64 C2 Basarili
55-59 D1 Kosullu Geger
50-54 D2 Kosullu Geger
40-49 E Basarisiz
0-39 F1 Basarisiz
Finale Girmedi F2 Basarisiz

Birliktelik kurallarini kullanarak 6grencilerin dersleri arasinda bulunan 46 adet kural

belirlenmis, bu kurallardan yiiksek olasiliga sahip olanlar Tablo 5.12’de belirtilmistir.
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Tablo 5.12: Ogrencilerin ders notlar1 arasinda bulunan bagintilar

m: Kural

0,82391 GENEL FiZIK - | F1 -> TURK DILI - Il B2

1 082397 GENEL FIZIK - TF1, BILGISAYAR MUHENDISLIGINE
’ GIRIS D2 -> TURK DILI - Il B2
1 069397 ATATURK ILKELERI VE INKILAP TARIHI - I A2,
’ INGILIZCE - | A1 -> INGILIZCE - 1l A2
1 069897 TURK DILI-IC1, ALGORITMALA‘R VE
' PROGRAMLAMA F1 -> TURK DIiLI - 1l B1
1 069897 BiLGISAYAR MUHENDISLIGINE GIRIS B2, GENEL
’ FiziK - 1 C2 -> INGILIiZCE - Il A1
1 060206 BILGISAYAR MUHENDISLIGINE GIRIS C2 -> TURK
’ DILI- Il B1
1 060206 BILGISAYAR MUHENDISLIGINE GIRIS B2, INGILIZCE -
' | A1 -> TURK DILI - Il A2
1 0,60206 TURK DILI-ICI, GENEL MATEMATIK - | E -> TURK
DILI- Il B1
1 060206 GENEL MATEMATIK - I E, ALGORITMALAR VE
’ PROGRAMLAMA F1 -> TURK DILi - Il B1
1 052288 B_iL_GISAYAR M@HENDIsLiéINE GIRIS B2, GENEL
' FizIK - 1 C2 -> TURK DILI - Il A2
1 052288 BILGISAYA_R MUHENDi_sLIGINE_ GIRIS B2, GENEL
’ MATEMATIK - | C2 -> TURK DILIi - Il A2

1 045593 TURK DILI - | B1 -> MUHENDISLER ICIN GENEL
’ EKONOMI C2

0.8 0,73848 ’(A}\lfNEL FIZIK - | C2, INGILIZCE - | A1 -> INGILIZCE - Il
0,8 0,61354 TURK DILI - I C1 -> TURK DILI - Il B1

0.8 0,51663 BILGISAYAR MUHENDISLIGINE GIRIS B2 -> TURK

DILI - Il A2
08 051663 2]25NEL FIZIK - 1C2, INGILIZCE - | A1 -> TURK DILI - Il

075 120412 GENEL FIZIK - 1C2, GENEL MATEMATIK - | C2 ->
NESNEYE YONELIK PROGRAMLAMA C2
TURK DILI-IC1, ALGORITMALAR VE

0,75 0,727 PROGRAMLAMA F1 -> MUHENDISLER ICIN GENEL
EKONOMI E

075  0.60206 BILGISAYAR MUHENDISLIGINE GiRiS B2, INGILiZCE -
’ ' | A1 ->INGILIZCE - Il Al

0.75 0.60206 CENEL MATEMATIK - 1C2, ALGORiTMALAR VE
’ ' PROGRAMLAMA F1 -> GENEL MATEMATIK - Il C2

0667 083727 ALGORITMALAR VE PROGRAMLAMA F1, INGILIZCE -
| AL -> GENEL FiZIK - 11 D1
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Derslerin sekil tizerinde birbiriyle olan iligkisi ise Sekil 5.35’da gosterilmistir.

ATATORK JLKELER VE INKILAP TARIHE - 11 B1 AYRIK MATEMATIKSEL YAPILAR D1
TURK DILE - 1 B

NESNEYE YONELIK PROGRAMLAMA C2
BILGISAYAR MIHENDISLIGINE GIRIS D2
ATATURK ILKELERT VE INKILAP TARIHE - 1 B2

BILGISAYAR MUHENDISLIGINE GIRIS B2

BILGISAYAR MOHENDISLIGINE GiRls €2

@"“- TURK GiLT - 11 B @ o -
ATATURK ILKELERT VE INKILAP TARIHE - 1 A2
AYRIK MATEMATIKSEL YAPILAR B2 MUHENDISLER ICIN GENEL EKONOMI E

Sekil 5.35: Dersler ve notlar arasindaki bagntilar

Bu modellerin raporlanmasi i¢in de diger raporlar gibi DMX sorgular
kullanilmigtir. Yalniz burada 6nemli fark, 6nceki raporlarda sadece ana tablo(case table)
ifadesi alan sorgular, burada bir ana tablo, iki tanede bagl tablo almaktadir. Yazilan
sorgu su sekildedir;

SELECT FLATTENED
t.[ogrNo]) as [OgrNo],
t.[isim]) as [Isim],

(

(t.[cinsiyet]) as [Cinsiyet],
(t.logr yas]) as [Yas],
(t
(

. [akademikOrtalamaDurum]) as [Akademik Ortalamal,
PredictAssociation([BilgisayarMuhDersTahmin AR].[Bilgisayar Muh Bahar Dersler],30))
as [Tahmin]
From
[BilgisayarMuhDersTahmin AR]
PREDICTION JOIN
SHAPE {
OPENQUERY([OKDSiDS],
'SELECT
[ogrNo],
isim],
cinsiyet],
ogr_yas],
akademikOrtalamaDurum],
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[ogr id]
FROM
(
SELECT o.ogr id, o.ogrNo, o.ad + '' '' + o.soyad AS isim, o.cinsiyet, o.ogr yas,
o.akademikOrtalamaDurum
FROM Kds.dt ogrenci AS o INNER JOIN
Kds.dt programDal AS pd ON pd.programDal id = o.programDal id INNER JOIN
Kds.dt program AS p ON p.prg id = pd.prg id
WHERE (o.akademikOrtalama > 0)
AND (p.prg kod IN (253)

AND EXISTS

(SELECT id

FROM Kds.dt_ogrenciDersler AS od2

WHERE (ogr id = o.ogr id) AND (donem id IN (151))) AND

(YEAR(0.girisTarihi) IN (2009)
)
) [BilgisayarMuhDersTahmin Test]

ORDER BY
logr_id]")}
APPEND
({OPENQUERY ( [OKDS_DS],
'SELECT
[alinanDers],
[ogr_id]
FROM
(
SELECT od.id, od.ogr id, d.ders ad + '' '' + dpc.ad AS alinanDers
FROM Kds.dt ogrenciDersler AS od INNER JOIN
Kds.lu ders AS d ON d.ders id = od.ders id INNER JOIN
Kds.lu dersPuanCetveli AS dpc ON dpc.id = od.dersPuanCetveli id
INNER JOIN
Kds.lu donem AS do ON do.donem id = od.donem id INNER JOIN
Kds.dt ogrenci AS o ON o.ogr id = od.ogr id INNER JOIN
Kds.dt programDal AS pd ON pd.programbDal id = o.programDal id
INNER JOIN

Kds.dt program AS p ON p.prg id = pd.prg id
WHERE (od.donem id IN (151))
AND (p.prg kod IN (253))
AND (dpc.ad NOT LIKE ''M%'')
AND (YEAR(o.girisTarihi) IN (2009)
) [BilgisayarMuhGuzDersler Test]

ORDER BY
[ogr_id]")}
RELATE
[ogr id] TO [ogr_id])
AS
[BilgisayarMuhGuzDersler Test] AS t
ON
[BilgisayarMuhDersTahmin AR].[Bilgisayar Muh Guz Dersler].[Alinan Ders] =
t.[BilgisayarMuhGuzDersler Test].[alinanDers]

Yapida “FROM” hangi model {lzerinden islemde yapildigini gosterir.
“PREDICTION” ise sorgunun ana yapisinin olusturur ve bir tahmin isleminin
yapilacagini belirtir. “OPENQUERY™ ifadesi modeli dolduracak veri kaynaklarinin
alinmasi i¢in bir baglanti olusturur. “SHAPE” ifadesi ana tabloya(case table) ,
“APPEND” ise bagl tabloya (nested table) modelden sonug¢ alabilmek i¢in gerekli olan
verileri saglar. “OPENQUERY” den sonra gelen ifadeler standart T-SQL(Transact-
SQL) ifadesidir. “RELATE” anahtar sozciigii ile case-nested tablolar arasindaki iliskiyi
sisteme agiklar. Son olarak da “ON” ifadesi ile baglh tablodan gelen degerler ile modelin

verileri eslestirilerek tahmin gerceklestirilir.
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“SELECT” ifadesi bize DMX yapisinda hangi sonucglarin getirilecegini belirtir.
Kimlik bilgileri sayilan “ogrNo”, “Isim”, “Cinsiyet” gibi alanlar herhangi bir islemden
gecmeden direkt ana tablo kolonlarindan yazdirilir. “PredictAssociation” ifadesi, tahmin
degerleri arasindan O6grenci icin en iyi tahmin olan 30 degeri getirir. Son olarak
“FLATTENED” ifadesi, verilerin diiz liste bigiminde bir sonug¢ kiimesi olarak

donmesini saglar.

Modelin rapor olarak sunumu Sekil 5.36’da verilmistir.

Pamukkale UniversitesiiOerent ——
Karar Destek Sistemt ]
i el
Ortalama
50 Erkek 18 Cok Bagarili GENEL FIZIK - I D2
51 Erkek 18 Cok Basanh AYRIK MATEMATIKSEL YAPILAR C2
52 Erkek 18 Cok Basanh GEMEL MATEMATIK - I F1
53 Erkek 18 Cok Basanih GENEL MATEMATIK - TE
54 Erkek 18 Cok Basarih AYRIK MATEMATIKSEL YAPILAR B2
55 Erkek 18 Cok Basanih AYRIK MATEMATIKSEL YAFILAR B1
56 Erkek 18 Cok Bagarili TORK DILI-TIC1
57 Erkek 18 Cok Basanh MESMEYE YGMELIK PROGRAMLAMA C2
58 Erkek 18 Cok Basanh MESNEYE YONELIK PROGRAMLAMA B1
59 Erkek 18 Cok Basarih GENEL MATEMATIK - I C1
60 Erkek 18 Cok Basanih BILGISAYAR MUHENDISLIGI SEMINERT B1
61 Kadin 20 Bagzarili TURK DILI- T A2
62 Kadin 20 Bagaril INGILIZCE - T AL
63 Kadin 20 Basarih BILGISAYAR MUHENDISLIGI SEMINERT A1
64 Kadin 20 Basarih MESMEYE YGMELIK PROGRAMLAMA F1
65 Kadin 20 Bagaril GENEL FIZIK - T D1
AR Kadin 7N Bazanh ATATIIRK Tl WEI ERTWE TMET 4D TARTUT - 1T 47

Sekil 5.36: Dersler ve ders notlar1 tahmin raporu
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6. SONUCLAR VE DEGERLENDIRME

Tez kapsaminda Ogrenci Isleri Otomasyon Sistemi iizerinde bulunan verilerin
incelenmesi yapilmaktadir. Olusturulan veri ambart ve kullanilan veri madenciligi
modelleri vasitasiyla 6grencilerin akademik ortalamalar1 ve ders basarilar1 tahmin
edilmeye calisilmistir. Bu amagla veriler analiz igin bir Veri Ambar1 yapisinda
toplanmis ve g¢esitli giris parametrelerine goére Veri Madenciligi algoritmalari
kullanilarak anlamli sonuglar elde edilmistir. Analiz islemi i¢in birden ¢ok model
kullanilmistir. Bu sayede probleme goére modellerin basarisi belirlenmis ve en iyi
performansa sahip modelin sistemde kullanilabilmesi miimkiin olmustur. Universite
yonetiminin bu sonuglardan yaralanmasi igin, hazirlanan raporlar Karar Destek

Sistemi(KDS) altinda kullanima sunulmustur.

Universitede sadece statik olarak yer kaplayan verilerden {iniversitenin gelismesine
yonelik ¢aligmalarda kullanilmak iizere sonuglar ¢ikarilmistir. Bu sonuglarla cinsiyetin
akademik basariya etkisi arastirilmis ve degerlerin programdan programa degiskenlik
gostermesine ragmen kiz Ogrencilerin {iiniversite biinyesinde daha basarili oldugu
saptanmigtir. Ogrencilerin hangi programlarda akademik performans olarak daha fazla
zorlandig1 ve kot notlar aldigi, hangi programlarda basarilarin yiliksek olabilecegi

tahmin edilebilir olmustur.

Ogrenci kimlik bilgileri ve anket sonuglarina gore tahmin islemleri yapilmus,
ogrenci akademik basarisini yordamak amaciyla bir¢ok girdi degerine gore dogru ¢ikti
alimmaya calisilmistir. Mevcut veya {Universiteye yeni kayit olmus Ogrencilerin
akademik basarilar1 hakkinda, iiniversite yonetimi karar destek sistemiyle bir tahmin
sans1 yakalamistir. Bu sayede risk grubundaki dgrenciler dnceden belirlenerek, sorun

yasayacak 6grenciler iizerine 6nlem alma c¢aligmalar1 baslatilabilir.
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Ders basarilarinin birbiriyle iligkileri bulunmasiyla, &grencilerin hangi derslere
dikkat etmeleri, hangi derslere daha fazla ¢aba sarf etmeleri gerektigi veya hangi
derslerin kisiye uygun olup olmayacagi KDS’nin dersler notlarini tahmin islemiyle
gerceklesebilir. Bu sayede Ogrencinin de genel akademik basarisinin artacagi

distiniilmistiir.

Tez biinyesinde arastirilan her 6zellik beklendik sonu¢ vermemistir. Ailenin egitim
ve gelir durumlariyla ilgili yapilan analizde ailenin egitim diizeyi ve gelir diizeyi gibi
sosyo-kiiltiirel ozelliklerinin tiniversite Ogrencilerinin akademik basarilar1 iizerindeki
etkilerinin 6nemli olmadig: tespit edilmistir. Yani ebeveynlerin egitim seviyeleri ve
gelirlerinin ¢ok yiiksek olmasi Ggrenci basarisi {izerinde belirleyici bir etkiye sahip
degildir.

Sistemi olustururken kullanilan algoritmalarin tahmin yiizdelerinin akademik basari
(AB) tahmininde ¢ok yiiksek seviyelere ¢ikmadigi goriilmektedir. Bunun sebebi olarak,
sistemi analiz ederken daha o&zellesmis veri gruplari(6rnek olarak belli sayida
programlar) yerine tiim {iniversite verileriyle calisilmis olmasi gosterilebilir. Ayrica
Ogrencilerin anket cevaplarmma gore AB tahmin isleminde, anketlerin istenilen
performanst gostermedigi diisiiniilmektedir. Bunun nedeni olarak anket sorularinin bu
sekilde bir ¢calismada kullanilmak i¢in hazirlanmamis olmasinin etkisi biiyiiktiir. ileride
anket sorularinin da 6zelleserek karar destek sistemine daha yarar saglayacak seviyeye
getirilecegi diistiniilmektedir. Ayrica ¢aligmanin bir sonraki basamaginda her program
icin Ozellesmis bir veri madenciligi modeli kullanip 6grencilere uygulanacak yeni

anketler yaparak modellerin basar1 durumunu maksimize edilmesi amaglanmistir.

Ozet olarak anlatilacak olursa, bilgi ¢agimiz olan giiniimiizde {iniversitenin gerek
kisilik gerek mesleki gelisimdeki onemine iliskin yaygin farkindalik her gecen giin
daha fazla bireyin egitim 6gretim yasantisina iiniversiteyle devam etme karari almasina
neden olmaktadir. Bireylerin iiniversiteye talebinin bir sonucu olarak da sayis1 gittikce
artan tniversitelere daha fazla 6grenci kabul edilmektedir. Bu durum ister istemez
akademik olarak daha az hazirlikli daha fazla sayida Ogrencinin iiniversiteye giris
yapmasina neden olmaktadir. Bu kalabalik 6grenci grubu icinde akademik olarak
yardima ihtiyag duyan Ogrencileri ilk yillarinda tespit etme ve ihtiya¢g duyulan
rehberligin zamaninda saglanmasi acisindan gelistiren Karar Destek Sisteminin bu

islemlerde yardimci olacagr agiktir. Bdylelikle bu tez calismasimin gerek Ogrenci Isleri,
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gerekse Universite Yonetimi tarafindan kullamminin iiniversite igersinde kaliteyi
artiracagl digiiniilmektedir. Tezin temel amact da karar almayr kolaylastiric1 sistem

tasarlamak oldugu i¢in hedeflenen degerlere ulasildigi soylenebilir.
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