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SIMGE VE KISALTMA LiSTESI

Simgeler Aciklama

GHz : Gigahertz frekans

Hz : Hertz frekans

km : Kilometre

kwW : Kilowatt

m : Metre

MHz : Mikrohertz frekans

MSE : Karesel ortalama hata

RMSE . Karesel ortalama hatanin karakokii

Kisaltmalar Aciklama

ANN : Yapay Sinir Ag1 (Artificial Neural Network)

BPNN : Geri Yayilim Sinir Ag1 (Back Propagation Neural Network)
CNN : Konvoliisyonel Sinir Ag1 (Convolutional Neural Network)
CRBM . Evrigimli Sinirl1 Boltzman Makinesi (Convolutional Restricted

Boltzmann Machine)

ELM : Asir1 Makine Ogrenmesi (Extreme Learning of Machine)
FCRBM : Faktorlii Evrisimli Sinirli Boltzman Makinesi (Factored
Convolutional Restricted Boltzmann Machine)

GRBFNN : Graniiler Radyan Temelli Fonksiyon Sinir Ag1 (Granular Radial
Basis Function Neural Network)

loT : Nesnelerin Interneti (Internet of Things)



KNN

Regression)
LR
LSTM

MCMC
MLR

MLP
RF

RNN
SAE
SVM

SVR

: K-En Yakin Komsular Regresyonu (K-Nearest Neighbours

: Dogrusal Regresyon ( Linear Regression)
: Uzun-Kisa Siireli Bellek (Long- Short Term Memory)

: Markov Chain Monte Carlo
: R Makine Ogrenmesi (Machine Learning in R)

: Cok Katmanli Algilayict (Multilayer Perceptron)
: Rassal Orman Baglanim ( Random Forest)

: Tekrarlayan Sinir Ag1 (Recurrent Neural Network)
: Seyrek Otomatik Kodlayici (Sparse Autoencoder)
: Destek Vektor Makinesi (Support Vector Machine)

: Vektor Regresyon Destegi (Support Vector Regression)



OZET

KONUTLARDA ENERJiI TUKETIMININ KESTIRIMI iCiN DERIN
OGRENME VE MAKINE OGRENME YONTEMLERININ
KARSILASTIRILMASI

YUKSEK LiSANS TEZi

Erol YAVUZ

Istanbul Universitesi-Cerrahpasa
Lisansiistii Egitim Enstitiisii

Elektrik-Elektronik Miihendisligi Anabilim Dah

Damisman : Dog. Dr. Aysel E. YILMAZ

Giiniimiizde teknoloji gelismesi ile beraber enerji ihtiyact gittik¢e artmaktadir. Bu enerji talebi
artist dogrultusunda yenilenebilir enerji iretimine 6nem verilmektedir. Bu yenilenebilir
enerjilerin Urettikleri enerjiyi daha kolay sisteme aktarilmasi gereklidir. Bu ylizden yeni nesil
giic sistemleri ile akilli elektrik sebeke kavrami ortaya ¢ikmistir. Akilli sebekelerde nesnelerin
interneti ile birlikte birgok veri elde edilebilmektedir. Akilli sebekede elde edilen bu biiyiik
veriler, uygun kullanim ve veri ¢ikarim yapmak i¢in makine 6grenme yontemleri ve derin

ogrenme yontemler ile analiz edilmesi gerekmektedir.

Son yillarda akilli sebekelerdeki verilerin ilizerine makine Ogrenme ve derin 6grenme
yontemleri kullanilmasi hakkinda arastirmalar yapilmaya baslamistir. Bu calismalar makine
o0grenme ve derin Ogrenme yontemlerin gergekten akilli sebekelerin yonetiminde veya

degerlendirilmesinde daha verimli olabilecegini gostermistir.
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Enerji tikketimini tahmin etmek; iiretilmesi gereken enerji miktarini, depolanmasi gereken
enerji miktarini hesaplar iken rahatlik saglayacaktir. Ayrica nereye, ne zaman ve ne kadar
maliyet gerektigini dngdriilmesini saglayacagindan enerji yonetiminde kolaylik saglayacaktir.
Gerekli oldugu zaman tasarruf yontemleri de daha kolay isleme sokulacaktir. Planlamalar

daha saglikli ve daha giivenilir olacaktir.

Bu ¢alismada temel hedef talep faktoriinlin diizenlenmesi olmayip sadece buna yonelik
uygulamalarda makine 6grenme ve derin 6grenme yontemlerinden hangisinin daha verimli
oldugunu kestirmeye ¢aligsmaktir. Derin 6grenme algoritmasi olarak Konvoliisyonel Sinir Ag1
ve yapay sinir aglari algoritmasi olarak Uzun Kisa Siireli Bellek algoritmasi kullanilmustir.
Makine 6grenme olarak ise Rastgele Orman, K-En Yakin Komsular Regresyonu ve Dogrusal
Regresyon algoritmalari kullanilmistir. Sonug olarak bu yontemler kiyaslanarak yapay sinir

aglart algoritmasi olan LSTM, en basarili oldugu gozlenmistir.
Mart 2020 64 sayfa.

Anahtar kelimeler: Akilli sistemler, derin 6grenme, makine 6grenme, enerji tiiketimi,
yapay sinir aglari
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SUMMARY

COMPARISON OF DEEP LEARNING AND MACHINE LEARNING
METHODS FOR ESTIMATING ENERGY CONSUMPTION IN HOUSES

M.Sc. THESIS

Erol YAVUZ
Istanbul University-Cerrahpasa
Institute of Graduate Studies

Department of Electrical and Electronic Engineering

Supervisor : Assoc. Prof. Dr. Aysel E. YILMAZ

Energy consumption is increasing by the development of technology. Renewable energy
production has regarded more because of increase in energy consumption. It is necessary to
transfer easiler to the energy system of the energy produced by renewable energies. So the
new generation power systems and smart grid terms have emerged. A lot of data can be
obtained with Internet of Things in smart grids. These data need to be analyzed with machine

learning methods and deep learning methods to data extraction.

In recent years, researches that use of machine learning and deep learning methods for smart
grid has been started. These researches have been showed that the machine learning and the

deep learning methods are more efficient for management or evaluation of smart grids.
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Estimating of energy consumption will provide comfort while it is calculating the amount of
energy production or the amount of stored energy. It will provide convenience in management

of energy. Saving methods will be easier. Plans will be healthier and more reliable.

The main objective of this study is not regulation of demand factor but only it is tried to
understand which is more effective between machine and deep learning algorithms for
applications that being regulation of demand factor. Convolutional Neural Network and Long-
Short Term Memory have been used, which are deep learning algorithm and artificial neural
networks. So Random Forest, K-Nearest Neighbours Regression and Linear Regression have
been used, which are machine learning algorithms. As a result, when these algorithms are
classfied each other, it is observed that LSTM that is better than others.

March 2020 64 pages

Keywords: Smart grids, machine learning, deep learning, energy consumption, artificial
neural networks
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1. GIRIS

Giiniimiizde konut ve ticari binalar toplam enerji talebinin %30-%40’n1 olusturmaktadir [1].
Mevcut egilimler gelecekte bu oranin daha da artacagini gostermektedir. Enerji talebi artis
dogrultusunda yenilenebilir enerji iiretimine ayrica énem verilmektedir. Bu yenilenebilir
enerjilerin irettikleri enerjiyi daha kolay sisteme aktarilmasi gereklidir [2]. Bu yiizden mevcut
arastirmalar da toplumsal gereklilikleri yerine getirmek i¢in akilli elektrik sebekelerine
odaklanilmistir. Akilli sebeke, iiretici ile tiiketici arasinda olan iletisimin daha kolay ve daha
hizli olmasini saglayan sistemlerdir. [3]. Bu sebekeler ile gii¢ izlenebilir, tahmin edilebilir,
zamanlanabilir, 6grenebilir ve yerel enerji tiiketimine gore iiretimde karar verilebilir hale
gelecektir. Bu sebekeler hem ¢evresel olarak hem de ekonomik ac¢idan olumlu sonuglar ortaya
cikaracaktir. Bu sebekelerin sagladigi baslica faydalar; elektrik iletim hatlar1 daha kisa oldugu
icin enerji kaybr olmadan daha verimli elektrik iletimi saglanmasi, elektrik kesintilerinde
hizli bir sekilde ¢6ziim bulunmasi, giivenlik anlaminda sabotajlara karsi daha korunakli
olmasi, yenilenebilir enerji kaynaklarinin sisteme entegrasyonu kolayligi, elektrik arizalarinin
tespiti ve onarimi sirasinda maliyet azalacagindan dolay1 enerji tiiketim birim fiyatinin daha

az olmasi vb. dir [4].

Elektrik sebekelerin yonetiminde yapay zeka kullanilmasi planlamalarin ve siirekli degisen
giic kaynagmin gercek zamanli kontroliiniin yonetimini kolaylastiracaktir. Bu sebeple son
zamanlarda bu konu hakkinda daha ¢ok ¢alisma yapilmaktadir [5]. Ayrica derin 6grenme ve
makine 6grenme uygulamalari ile enerji tiiketimini tahmin edilmesi lizerine de incelemeler
mevcuttur. Bu caligmalar sayesinde gelecekteki elektrik sebekelerinin belirli bir zamanda
enerji tiikketimini tahmin etme ozelligi olacaktir. Yalnizca toplam talebi degil bina bazli
tiiketimi tahmin etmek kullanicilara enerji tasarrufu imkani doguracaktir. Geleneksel olarak

tahmin 4 kategoride toplanir:

1- Cok kisa vadeli tahminler (1 giinden kisa)
2- Kisa vadeli tahminler (1 giin - 1 hafta arasi)
3

4- Uzun vadeli tahminler (1 yi1ldan uzun)

Orta vadeli tahminler (1 hafta - 1 y1l arasi)



Binalarin enerji tahmini ¢ok sayida farkli etken (iklim kosullari, tiiketicinin kullandig
cihazlar, kullanim sikligi, vb.) bagimli oldugu icin zor bir problemdir. Binanin enerji
davraniginin karmagiklig1 ve etkileyen faktorlerdeki belirsizlik, sik sik dalgalanmalara neden
olur. Bu dalgalanmalar bina mimarisinden de kaynaklanmaktadir. Binalarda kullanilan
malzemelerin fiziksel 6zellikleri ve davraniglari, iklim sartlari, aydinlatmalar ve havalandirma
sistemleri gibi bir¢ok etken bulunmaktadir. Enerjinin dogru ve saglam bir sekilde tahmin
edilmesi i¢in literatiir de bircok yaklasim vardir. Genel olarak iki ¢eside ayrilabilir. ilk tip
fiziksel prensiplere yani binadaki 1s1 dinamikleri ve enerji davranisina gore ortaya koyan
yaklasimdir. Bu yaklasimda; klima, fotovoltaik sistemler, insanlarin davranmiglar, ig-dis
mekan iklimi, fiyat duyarlihg vb. Ikinci tip istatistiksel ydntemlere dayanmaktadir. Bu
yontemler bina enerji tiikketimlerini iligkilendirerek tahmin etmek i¢in kullanilan yontemdir.

Hava durumu ve enerji fiyatlari gibi degiskenler kullanilir [4].

Enerji tiikketimini tahmin etmek; iiretilmesi gereken enerji miktarini, depolanmasi gereken
enerji miktarin1 hesaplar iken kolaylik saglayacaktir. Ayrica nereye, ne zaman ve ne kadar
maliyet gerektiginin Ongoriilmesini saglayacagindan enerji yonetiminde hizli kararlar
alinmasina olanak verecektir. Bu sekilde zaman tasarruf yontemleri de daha kolay isleme

sokulacaktir. Gelecege yonelik programlamalar daha saglikli ve daha giivenilir olacaktir.

Bu caligmada akilli sistemlerin kullanildig1 bir konutun agik veri olarak paylasilan 6lgiim
degerleri kullanilmak suretiyle enerji tiiketim tahmini derin 6grenme ve makine dgrenme
yontemleri ile karsilastirmali olarak incelenmistir. Bu ¢alismada ki motivasyonumuz talep
faktorii bulmak degildir. Tiiketim kestirimi yapmak ig¢in tiiketim verilerini kullanarak en

verimli yontemi ortaya koymaktir.



2. GENEL KISIMLAR

2.1. AKILLI SEBEKE

Yan iletken teknolojilerinde, haberlesme ve kontrol alanlarindaki ¢alismalar mevcuttaki
elektrik sebekelerin dijital bir yapiya doniigmesine yardimci olmustur. Boylece elektrik
enerjisinin Uretiminden son kullanici dagitim noktasina kadar elektrik sebekesinin her
asamasinda gelisen teknolojiler kullanilarak daha verimli, daha giivenilir, daha temiz ve daha

yonetilebilir olan akilli sebeke kavramini dogurmustur. [6].

Akillr sebeke, iiretici ile tiiketici arasinda olan iletisimin daha kolay ve daha hizli olmasini
saglayan sistemlerdir [3]. Akilli sebeke, akilli sayaglar, akilli cihazlar, yenilenebilir enerji
kaynaklar1 ve enerji verimli kaynaklar dahil olmak iizere gesitli isletme ve enerji dnlemleri

iceren bir elektrik sebekesidir [7,8].

Sekil 2.1: Akilli Sistemler

2.1.1. Akill Sebekelerinin Faydalar:

Yeni sebeke sistemi geleneksel sebeke sistemine gore bir¢ok fayda saglamaktadir. Hem
cevresel hem de ekonomik agidan son derece faydalidir. Akilli sebekenin sagladigi temel

faydalar sunlardir [9].



- Enerji kayiplari, iletim hatlarinin daha kisa olmasindan dolayr yok denecek kadar
azdir.

- Elektrik kesintilerinden sonra sistemin daha hizli iyilesmesi saglanir.

- Elektrik arizalarinin tespiti ile onarimi1 geleneksel sebekelere gore daha hizlidir.

- Azalan enerji talebi sebebiyle elektrik fiyatlarinin daha diisiik olmasini saglar.

- Yenilenebilir enerji sistemlerinin entegrasyonu geleneksel sebeklere goére daha
kolaydir.

- Geleneksel sebekelere gore daha giivenlidir. Sabotajlara karsi sistemi kapatarak

kendini koruyabilmektedir.
2.1.2. Akill Sebekelerde Olmasi Gereken Ozellikler

Kendini Iyilestirme: Sebekedeki elektrik bozukluklarmi hizli bir sekilde denetlemeli ve

cevaplamalidir.
Iletisim: Tiiketici ve sebeke arasinda iki yonlii enerji ve bilgi akis1 olmasini saglamalidir.

Giivenlik: Sebekedeki giivenligi artirmak icin siber ve fiziksel saldirilara karst daha hizli
cevap vermeli ve insan kaynakli hatalari, dogal felaketleri, giivenlik hatalar1 ve acgikliklari

hizlica belirlemelidir.
Optimizasyon: Yapilan islemlerde ve bakim maliyetlerinde azalma saglamalidir.

Uyumluluk: Merkezi, dagitik ve yenilenebilir enerji iiretimi saglayan sistemler ve enerji

depolama sistemleri ile uyumluluk maksimum olmalidir [10].
2.1.3. Akillh Sebekelerin Amaclar:

o Dijital bilgi ve sistem elemanlarinin daha fazla yer almasi

e Dagitik enerji kaynaklarin yayginlagsmasi, yenilenebilir enerji kaynaklarin sebekede
yer almast

e Akilli ev aletlerinin sebekenin sistemi ile haberlesmesinin saglanmasi

e Depolama akilli teknolojilerin sisteme dahil edilmesi

e Temiz enerji kaynaklari ile enerjinin iiretiminin saglanmasi

o Tiiketici taleplerinde maksimum verim ile saglanilmasi [11].



2.1.4. Geleneksel Sebeke ve Akillh Sebekenin Karsilastirilmasi

Tablo 2.1: Geleneksel ve Akilli Sebekelerin Karsilagtirilmasi [12].

OZELLIK GELENEKSEL SEBEKE AKILLI SEBEKE
Daha fazla hasar1 6nlemek i¢in | Online izleme saglar ve
} tepki verir. Odak varliklarin | gtomatik  sorunlara tepki
Kendi Kendine Tamir Ozelligi T
korunmasi lizerinedir. Verir.
Son Kullanici Igerme Son kullanicilar gii¢ sisteminde | Son kullanicilar

s0z sahibi degildir.

bilgilendirilir, sisteme dahil

edilir ve aktiftir.

Saldirtya Karst Durumu

Ataklara ve dogal felaketlere

kars1 korumasizdir.

Ataklara ve dogal felaketlere

kars1 korunaklidir.

21.yiizy1l Ihtiyaglari igin Giig

Kalitesi Saglamasi

Kesinti sorunlar1 gii¢ kalitesi
sorunlarina gore daha Onemli

sorunlardir.

Giig kalitesi endiistri

standartlarini saglamaktadir.

Uretim ve Depolama

Seceneklerin Barindirmasi

Sistemler kiigtiktiir.

Uretim ve depolamada ¢ok

fazla ¢esitlilik vardir.

Pazar Saglamasi

Pazar durumu kisithdir ve

iletimdeki tikaniklik ve

kisitlamalar mevcuttur.

Pazar durumu iyi

durumdadir ve iletimdeki

tikaniklik ve kisitlamalar en

aza indirir.
Varliklarin Optimize ve Varlhigin entegrasyonu, yonetim | Varhigin entegrasyonu,
Verimli Calismasi siirecleri ve teknolojiler yonetim siirecleri ve

sinirlidir. Zamana dayali bakim

mevcuttur.

teknolojiler derindir. Sartlara

dayali bakim mevcuttur.




Cogu karsit fikirler akilli sayaglar ve onlarin sagladigi sistemler iizerinde odaklanmuistir.
Tiketicinin mahremiyet konusundaki endiseler vardir. Bu endiseleri onlemek i¢in kullanim
verilerinin izinsiz kullanimi kanun ile yasaklanmalidir. Ayrica elektrigin adil mevcudiyeti

hakkinda sosyal endiseler de mevcuttur.
Diger endiselerde asagidaki gibidir:

-Karmagik oran sistemlerinin netligi ve hesap verilebilirligin ortadan kalkacaginin endisesi

vardir.

-Akilli sayaglara entegre edilmis, uzaktan kontrol edilebilir sonlandirma anahtari ile ilgili

endiseler mevcuttur.
-Akilli sayaglardan gelen RF sinyalleri ile ilgili endiseler mevcuttur.

-Tiim gii¢ kullanim faaliyetlerinin kullanimini kontrol etmek i¢in hiikiimet mekanizmalarinin

verilmesiyle ilgili endiseler mevcuttur [13].
2.1.5. Akilli Sebekelerin Modellemesinde Kullanilan Yontemleri

Akillr giic sebekelerini modellemek i¢in bir¢ok farkli yontem kullanilmistir. Modellemede
kullanilan yontemler asagidaki gibidir [14].

a) Kendilerini dogrulayan ve denetleyen koruma sistemleri:

Pelgim Spahiu ve lan R.Evans, calismalarinda trafo bazli akilli koruma ve hibrit tinitesi
kavramini ortaya koymustur [15,16]. Yaptiklar ¢alismada kontrol ve koruma sisteminin sahip
olmas1 gereken bazi 6nemli tasarim 6zelliklerini vurgulamislardir. Ayn1 zamanda genel proje

maliyetini azaltmaya amaglamiglardir.

b) Kuramato Osilatorleri:

Kuramoto modeli iyi ¢alisilmig bir sistemdir. Elektrik sebekesi de bu baglamda

tanimlanmistir. Amag, sistemi dengede tutmak veya faz senkronizasyonunu saglamaktir

[17,18].



c) Biyosistemler:

Elektrik sebekeleri, diger bircok baglamda biyolojik sistemler ile iliskilendirilmistir. Bir
calismada, elektrik sebekeleri yunus sosyal aglari ile karsilastirilmistir [19].

d) Akilli Sebeke iletisim Ag::

Ag simiilatorleri, ag iletisim etkilerini simule etmek i¢in kullanilir. Akilli ag aygitlari,

uygulamalar ile bir simulator laboratuar1 kurmayi igerir [20].

e) Noral Aglar:

Enerji sebekesi yonetimi i¢in de sinir aglar1 géz bulunarak bulunmustur.

f) Maksimum Entropi:

Bu yontem Shannon’un iletisim aglarin1 inceleyen bir¢ok aragtirmacinin fikirlerine

dayanmaktadir [21].
2.1.6. Akilli Sebekelerin Haberlesmesinde Kullanilan Yontemler

Akillr sebekelerin haberlesmesinde kullanilan yontemler Tablo 2.2. de gosterilmistir. Bu
tabloda bulunan c¢alisma frekansi hangi teknolojinin hangi frekanslarda ¢alistigini
belirtmektedir. Tabloda bulunan menzil verisi de kullanilan teknolojinin hangi uzakliklarda

calistigina gostermektedir.

Tablo 2.2: Akilli Sebekelerde Kullanilan Haberlesme Teknolojileri [6].

Teknoloji Calisma Frekansi Veri Hizi Menzil

GSM 900-1800 MHz 14.4 Kbps’e kadar 1-10 km

GPRS 900-1800 MHz 170 Kbps’e kadar 1-10 km

3G 1.92-1.98 GHz 384 Kbps - 2Mbps 1-10 km
2.11-2.17 GHz

WIMAX 2.5 GHz, 3.5 GHz, | 75 Mbps’e kadar 10-50km (LOS)
5.8 GHz




1-5km (NLOS)

PLC 1-30 MHz 2-3 Mbps 1-3 km
ZigBee 24  GHz-868-915 | 250 Kbps 30-50m

MHz
Z-\Wave 868-908 MHz 40 Kbps’e kadar 30 m(i¢) 100m(dis)
EnOcen 315-868 MHz 125 Kbps 30 m(i¢) 100m(d1s)
6loWPAN 868 Mhz- 2.4 Ghz 250 Kbps 10-100m
2.2. LITERATUR TARAMASI

Elena Mocanu ve arkadaslar1 2015 yilinda binalarda enerji tiiketiminin derin 6grenme ile
hesaplanmasi hakkinda bir makale yayimlamiglardir[4]. Bu ¢alismada, enerji tiiketiminin
tahmini igin yeni gelistirilen stokastik modelleri Evrisimli Sinirli Boltzman Makinesi
(CRBM) ve Faktorlii Evrisimli Smirli Boltzman Makinesi (FCRBM) kullanilmustir.
Calismalar, 1 dakikalik periyotlar ile 4 yillik siiregte 6lciilen bireysel konut miisterisinin veri
seti lizerinden yapilmistir. Tahminlerini 7 farkli senaryo ile uygulamislardir. Bu senaryolarda
Artificial Neural Networks (ANN), Support Vector Machine (SVM), Recurrent Neural
Network (RNN), CRBM, FCRBM metotlar1 kullanilmistir. Senaryolar asagidaki gibidir:

Senaryo-1: 1 dakikalik ¢oziim ile derin 6grenme modellemesi yapilarak 15 dklik enerji

tiketiminin tahmin edilmesi.

Senaryo-2: 1 dakikalik ¢oziim ile derin 6grenme modellemesi yapilarak 1 saatlik enerji

tiketiminin tahmin edilmesi.

Senaryo-3: 1 dakikalik ¢6ziim ile derin 6grenme modellemesi yapilarak 1 giinliik enerji

tuketiminin tahmin edilmesi.

Senaryo-4: 15 dakikalik ¢6ziim ile derin 6grenme modellemesi yapilarak 1 giinliik enerji

tiketiminin tahmin edilmesi.



Senaryo-5: 15 dakikalik ¢oziim ile derin 6grenme modellemesi yapilarak 1 haftalik enerji

tuketiminin tahmin edilmesi.

Senaryo-6: 1 saatlik ¢oziim ile derin 6grenme modellemesi yapilarak 1 haftalik enerji

tiketiminin tahmin edilmesi.

Senaryo-7: 1 haftalik ¢6ziim ile derin 6grenme modellemesi yapilarak 1 yillik enerji

tuketiminin tahmin edilmesi.

Sonug¢ olarak; FCRBM son teknoloji tahmin yontemlerinden (ANN, SVM, RNN, CRBM)
daha iyi performans gostermistir. Yatayda tahmin artirildigi zaman FCRBM ve CRBM daha
giiclii goziikmektedir. Bu metodlarin hata oranlari, ANN metodunun hata oraninin yarisi
kadardir. Incelenen metodlar karsilastirilabilir bir veri sunmaktadir ve bu metodlar1 ev ve bina
otomasyon sistemlerinde ger¢ek zamanli uygulamalarda kullanilabilecegi goriilmiistiir.
Toplam aktif giiciin tahmininden ¢ok; alt dl¢iimlerin tahmini yapilip toplayarak toplam aktif

6lglime ulagsmanin daha verimli oldugu gézlemlenmistir.

Aykut Cakir ve arkadaslar tarafindan 2018 yilinda “Konutlarin Gilinliik Elektrik Giig
Tiiketimi Tahmini i¢in Uygun Model Se¢imi” isimli makale yayimlanmistir [22]. Bu
calismada zamana gore farklilik gosteren elektrik giic tiiketimini tahmin etmek i¢in mevsimsel
etki ve tatil gilinlerindeki farklilik gosteren enerji tiiketimlerini de dikkate alarak makine
O0grenme ve yapay sinir aglart yontemleri kullanilmistir. Bu makalede kullanilan veride;
Ingiltere’nin Londra kendinde bulunan 30 farkli eve ait yaklasik 3 yillik enerji giic tiiketimi
bulundurmaktadir. Caligmanin amaci; bu verileri kullanarak uygun kisa vadeli tikketim tahmin
modelini makine 6grenmesi ile bulmaktir. Rassal Orman Baglanim (RF), Uzun-Kisa Vadeli
Bellek (LSTM), yapay sinir aglarindan R-Kare, diizeltilmis R-Kare kendi aralarinda ortalama
mutlak hata orani ile karsilastirilmistir. RF en iyi yontem oldugu gozlemlenmistir. SVM ve
LSTM yontemleri de umut verici sonuglar vermesine ragmen RF’ye kiyasla oldukca diisiik
seviyelerdedir. LSTM zaman serilerinde genel gecer bir yaklasim olmadigi bu ¢alismada

gosterilmistir.

Xiaoou Monica Zhang ve arkadaslar tarafindan 2018 yilinda “Forecasting Residental Energy
Consumption Using Support Vektor Regressions” adli bir ¢alisma yapilmistir [23]. Bu
makalede tahmin algoritmasi olarak SVM modelleme yaklasimi kullanilmistir. 15 farkli

bireysel kullanicilarin elektrik tiikketimleri SVM ile saatlik ve giinliikk olarak iki ¢esit tahmini
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yapilmistir. Bu ¢alismada kullanilan elektrik veri seti onbes farkli haneden alinmisg 2014-2016
yillarma aittir. Ozellik se¢imi ve veri gorsellestirme icin kesif veri analizi kullanilmistir. Elde
edilen analizler, konut enerji tiiketimini hava durumu, takvim ve kullanim siiresi fiyatina gore
tahmin etmenin, bazi bireysel konut kullanimlar i¢in giinliikk ve saatlik tahminlerde yeterli

dogrulukla uygulanabilir ve giivenilir oldugunu gostermistir.

Chengdong Li ve arkadaslar1 2017 yilinda asir1 derin 6grenme yaklasimi ile binada enerji
tiiketiminin tahmini isimli bir makale yayimlamislardir [24]. Daha iyi bina enerji tiiketimi
tahmin dogrulugu elde etmek icin, bu makalede asir1 derin 6grenme yaklasimi sunulmaktadir.
Onerilen yaklasim, &zelliklerinden yararlanmak icin SAE ile ELM birlestirilmistir. ELM
dogru tahmin sonuglarini elde etmek ic¢in bir belirleyici iken SAE, bina enerji tliketim
ozelliklerini ¢ikarmak i¢in kullanilir. Ayrica bu calismada, birgok popiiler makine 6grenme
methodlart (BPNN, SVR, GRBFNN, MLR gibi) karsilagtirilmistir. Deneysel sonuglar 1s181inda
Onerilen yontemin bina enerji tliketiminin farkli durumlarinda en iyi tahmin performasina

sahip oldugu anlasilmstir.

Y.Xu ve arkadaslar1 2010 yilinda asir1 makine 6grenme kullanarak gercek zamanli gecici
kararlilik degerlendirme modeli isimli bir makale yayimlamislardir [25]. Bu ¢alismada ELM
modeli sunulmus ve ELM tabanli ulastirma giivenlik kurumu modeli gelistirilmistir. Onerilen
model Ingiltere’de 39 otobiis test sistemi iizerinde incelenmis ve son teknolojiye sahip iig
yaklasimla karsilagtirilmistir. Similasyon caligmalarini MATLAB kullanilarak yapilmastir.
Similasyon sonuglar1 Kilobayt zenginlestirmenin yararlarin1 gostermistir. Testlerdeki yanlis
simiflandirilmig ornekler incelenmistir ve makale ayrica, pratik miihendislik uygulamasi

strasinda yanlis siniflandirma riskini azaltmak i¢in de tartigmistir.

Bei Li ve arkadaslar1 2011 yilinda akilli sebeke ortamlar1 i¢cin makine 6grenme kullanarak
kullanici konfor seviyesini tahmin etme isimli bir makale yayimlamislardir [26]. Bu
caligmada kullanicilarin tercihleri ve aligkanliklarina gére konfor seviyelerini tahmin etmek
icin bir metod ortaya atilmistir. Denetimli makine 6greniminin bu gorevle basa ¢ikmak igin
uygun oldugu godzlemlenmistir. Ug algoritmanin performans: karsilastirimistir. SVM,
kullanicilarin konfor diizeyini digerlerinden daha dogru tahmin edebildigi goriilmiistiir. Proje
yonetiminin performast SVM’nin performasina yakin oldugu gozlenmistir. SVM, nispeten az
miktarda egitim numunesiyle daha yiiksek bir tahmin dogruluguna ulasirken, ¢ok katmanh

algilayict ayn1 dogruluk seviyesine ulagmak i¢in daha fazla egitim numunesine gerektigi
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gozlenlenmistir. Farkli konular i¢in tamin dogrulugu varyansi da karsilastirilmistir. SVM ve
MLP i¢in tahmin dogrulugunun varyansi yiiksek baglayip sonra daha fazla egitim Ornegi

eklendiginde hizla diistiigii goriilmiistiir.

Mehmet Demirtas ve arkadaslar1 2019 yilinda akilli sebekelerde giines enerjisi tiretiminin
zamana bagl olasiliksal tahmini isimli bir makale yayimlamislardir [27]. Bu g¢alismada
arastirmacilar i¢in agik ve tcretsiz bir platform sunan bir proje tlizerinden Hollanda igin
hazirlanmis veri setleri kullanilmistir. Ulkedeki biitiin santrallerden alinan toplam enerji
tiretimi ve iilke genelindeki meteorolojik dlgiiler kullanildigr i¢in standart sapma artmis ve
tahmin edilme araligi yiikselmistir. Toplamda 361 giin i¢in, saatlik bes farkli Sl¢iim
noktasindan elde edilen 43320 veri lizerinde calisarak analiz yapilmistir. Panda, numpy,
matplotlib, seaborn ve Markov Chain Monte Carlo gibi farkli kiitiiphaneler ve Python
program dili kullanilmistir. Atmosferik 6l¢iim verisinde bulut kapalilik orani, yagis durumu,
nem ve ¢1g gibi bilgileri icermemektedir. Coklu dogrusal regresyon, Powell optimizasyonu ve
Markov Chain Monte Carlo (MCMC) simiilasyonlarina dayanan olasilikli programlama gibi
cesitli yontemler kullanilmig ve tahmin yetenekleri birbirleriyle karsilastirilmistir. Enerji
tiretimi analitik yaklasimda %80 dogrulukla tahmin edilmis ve olasiliksal yaklasimla %95

dogrulukla tahmin edilmistir.

Eklas Hossain ve arkadaslar1 2019 yilinda Akilli sebekede biiytik veri ve makine 6greniminin
uygulanmasi ve iliskili giivenlik endiseleri isimli bir makele yayimlamislardir [28]. Bu
calismada, yeni nesil gii¢ sistemleri ile ortaya ¢ikan elektrik sebekelerin biiylik veri ve makine
Ogrenmesi konularinda detayli ¢alisma yapilmistir. Nesnelerin interneti (1oT) bu elektrik
sebekelerin merkezinde yer almaktadir. Nesnelerin internetinden alinan veriler makine
Ogrenmesi i¢in gayet yeterli verilerdir ve bu verileri elde etmek daha verimli hale gelmektedir.
Sonug olarak; Elektrik sebekelerinin IoT tabanli akilli sistemler haline gelmesi biiyiik faydalar
saglamasinin yaninda bu zamana kadar olmamis endiselerde ortaya ¢ikarmaktadir. Akilh
sebekede iiretilen biiyiik veriler, uygun kullanim ve veri ¢ikarim yapmak i¢in makine 6grenme
yontemleri gibi yontemler ile analiz yapilmasi1 gerekmektedir. Bagl cihazlar ve iirettikleri

veriler de uygun korumanin vazgeg¢ilmez gerekliliklerini ortaya koymaktadir.

Erkan Giines 2019 yilinda Istanbul Universitesi-Cerrahpasa Fen Bilimleri Enstitiisiinde Enerji
dagitim sistemleri igin tiiketicilerin talep faktoriiniin belirlenmesi isimli bir tez yazmistir [29].

Bu tezde, Tiirkiye’de elektrik dagitim sektoriinde, cesitli hesaplarda kullanilan eszamanlilik
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katsayisinin en uygun olan degerini belirlemek igin, 6l¢iim ve analizler ile beraber bir

algoritma olusturulmustur ve eszamanlilik katsayisi i¢in yeni bir yontem onerilmistir.

Osman Emin Erdem 2019 yilinda Konya Teknik Universitesi Lisansiistii Egitim Enstitiisiinde
“Makine Ogrenme Teknikleri ile Tiirkiye’nin Dogalgaz Enerji Tiiketiminin Tahminlemesi”
isimli bir tez yazmistir [30]. Bu ¢alismada 2010 — 2018 yillar1 arasinda Tiirkiye’nin aylik
olarak dogalgaz tiikketimi verisi kullanilmistir. Bu tiiketim verileri kullanarak makine 6grenme
yontemleri ile gelecekte Tiirkiye’nin ne kadar dogalgaz tiikketimi yapacagi tahmin edilmistir.
Yapay sinir aglari, rastgele orman agaci, regresyon ve zaman serisi isimli yontemler kendi
aralarinda karsilagtirilmistir. En iyi yontemin yapay sinir aglari oldugu gézlemlenmistir. Bu
yontemlerin arasinda en iyi ikinci yontem ise regresyon teknigi olarak bulunmustur. En

basarisiz olan yontem ise zaman serileri oldugu elde edilmistir.

Giirhan Mamaklioglu 2019 yilinda Istanbul Universitesi-Cerrahpasa Fen Bilimleri
Enstitlisiinde “Binalarin Enerji Tiiketiminde Kullanict Davraniglarinin Modellenmesi” isimli
bir tez yazmustir [31]. Bu ¢alismada kullanicilarin davranislari ile farklilagan enerji tiiketimi

degerlerini bir matematiksel model olusturarak tahmin edilmistir.

Musa Peker ve arkadaslart 2017 yilinda “Enerji Tasaruflu Bina Tasarimi i¢in Isitma ve
Sogutma Yiiklerini Regresyon Tabanli Makine Ogrenmesi Algoritmalari ile Modelleme”
isimli makale yayimlamistir [32]. Bu calisgmada amag; konutlardaki isitma ve sogutma
islemleri i¢in harcanan yiikii tahmin edebilmektir. Sekiz giris degeri ve iki ¢ikis degeri olan
bir veri seti kullanarak makine Ogrenme algoritmalart kullanilmistir. Makine O6grenme
algoritmalar1 olarak Destek Vektor Makinesi Regresyonu (SVR), Rastgele Orman
Regresyonu, En Yakin Komsu Regresyonu, dogrusal regresyon kullanilmigtir ve bu
algoritmalar karsilagtirilmistir. Sonu¢ olarak kullanilan veri seti icin en 1yi tahmin eden

algoritma Rastgele Orman Regresyonu oldugu gozlemlenmistir.
2.3. ENERJI TUKETIMi HESAPLAMALARI

Mevcut tiikketim hesaplamalar1 elektrik i¢ tesisleri yonetmeliginin 57. maddesine gore

yapilmaktadir. Bu yonetmelikte eszamanl yiikiin belirlenmesi asagidaki gibi ele alinmastir.

Eszamanli gii¢, kurulu giic degeri eszamanlilik katsayisi ile ¢arpilarak bulunur. Konutlarda

kurulu gii¢ aydinlatma giicii, priz giicii ve ev aletlerinin giiclinden olusur.
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Konutlardaki kurulu giliciin eszamanli ylikiiniin belirlenmesinde eszamanlilik katsayilari

asagidaki gibidir [29].
-8 kilowatta kadar olan kurulu gii¢ katsayisi: %60

-Geri kalan kisim i¢in katsay1: %40 ‘tir.

Tablo 2.3: Elektrik I¢ Tesisleri Yonetmeligine Gére Eszamanlilik Katsayilari

Daire Sayis1 Es Zamanh Katsayisi

%
3-5 45
5-10 43
11-15 41
16-20 39
21-25 36
26-30 34
31-35 31
36-40 29
41-45 28
46-50 26
51-55 25
56-61 24
62 ve 62+ 23

Mevcut yonetmelige bakildigi zaman daire eszamanlilik yiikiiniin belirlemesinde mesken
tilketicilerinin kurulu giiciin 8 kilowatta kadar olan %60 ile geri kalanmi ise %40 lik bir 6n

hesap ongoriilmiistiir.

Ornek olarak 18 kilowatt kurulu giice sahip bir konutun toplam talep giicii asagidaki gibi

hesaplanir.
Toplam Talep Giicii : (8 kilowatt*0.6)+(10 kilowatt*0.4)= 8.8 kilowatt’tir.

Binadaki daire sayisida 10 oldugu diigiiniildiigi zaman Tablo 2.3 de gorildiigii gibi 10 olan

kisim %43 ile ¢arpilir. Bunun sonucunda;
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8.8 kilowatt * 0.43=3.784 kilowatttir. 10 daire i¢in toplam talep gii¢c 37.84 kilowattir.

Bu ¢alismada temel hedef talep faktoriinlin diizenlenmesi olmayip sadece buna yonelik
uygulamalarda makine 6grenme ve derin 6grenme yontemlerinden hangisinin daha verimli

oldugunu kestirmeye ¢aligmaktir.
2.4. MAKINE OGRENME

Makine Ogrenmesi; bilgisayarlarin insanlar gibi 6grenmelerini, davranmalarimi ve kendilerini
gelistirmelerini saglayan bilim dalidir [33]. Makine 6grenmesi ile bilgisayara daha 6nceki
orneklerden edinilmis tecriibelerin 6gretilmesi saglanmaktadir. Bu sebeple bu olay, tecriibelerden
ogrenme olarak nitelendirilebilmektedir. Giiniimiizde makine 6grenmesi bir¢ok degisik alanda
(otomotiv sektorii, eglence sektorii, pazarlama sektorii, fen bilimleri ve tip) kullanilmaktadir

[34].

Makine 6grenmesinde ¢dziilmek istenen bir problem karsisinda takip edilmesi gereken belli
bash temel adimlar bulunmaktadir. Var olan problemin istenilen zamanda ve basarilt bir
sekilde c¢oziimleyebilmek i¢in bu adimlari uygulamak onemlidir. Bu siiregte uygulanmasi

gereken adimlar asagidaki gibidir [34].

-Problemin Tanimlanmasi
-Veri Analizi

-Verilerin Hazirlanmasi
-Modelin Kurulmasi
-Modelin Degerlendirilmesi

-Modelin Kullanilmasi

Literatiirde makine O0grenmesi yontemleri birgok farkli sekilde siniflandirilmistir. Makine
o0grenme yontemleri basta denetimli ve denetimsiz 0grenme olarak ikiye ayrilir iken daha
sonra yart denetimli ve takviyeli 6grenmede eklenerek ana hatlariyla makine 6grenme

yontemlerinin siiflandirilmasi olugsmustur.
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MAKINE OGRENME
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Sekil 2.2: Makine Ogrenmesi [35].

2.4.1. Makine Ogrenmenin Tarihcesi

Sinir aglarinin ilk 6rnegi, 1943’te norofizyolog Warren McCulloch ve matematik¢i Walter
Pitts’in néronlar ve nasil g¢aligtiklart hakkinda bir yazi yazmasidir. Bir elektrik devresi
kullanarak model olusturmaya karar vermisler ve makine d§renmenin temeli olan sinir agini

olusturmuslardir.

1950 yilinda Alan Tuning diinyaca iinlii olan Tuning Testini olugturmustur. Bu test oldukca
basit kurgulanmigtir. Bir bilgisayar bu testi gecebilmesi i¢in, bir insan1 bilgisayar olduguna

ikna edebilmelidir.

1952 yilinda Arthur Samuel kendi kendine dama oynayan bir bilgisayar programi gelistirdi.
1958 yilinda Frank Rosenblatt temel amaci sekil tanima olan Perceptron adli ilk yapay sinir
agmi tasarladi. Sinir aginin diger bir 6rnegi ise 1959 yilinda Bernand Widrow ve Marcian
Hoff iki model tasarladilar. Ilki ADELINE olarak adlandiriliyordu ve ikili kaliplari tespit
edebiliyordu. Ornegin; bir bit akisinda, bir bitten sonra hangi bitin geleceginin tahmin
edilmesidir. Bu modelleme gelistirilerek yeni nesil MADELINE olarak adlandirildi. Bu
modelleme sayesinde telefon hatlarinda yankiy1 ortadan kaldirabiliyordu ve giiniimiizde halen

bu modelleme kullanilmaktadir.
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1982 yili sinirsel aglarda ilginin tekrar artmaya basladig1 bir yildi. John Hopfield néronlarin
calisma mantigina benzer ¢ift yonlii ag kurmaya calisti. Ayrica bu yilda Japonya, bolgede
daha fazla arastirma yapilan daha gelismis sinir aglarin1 odaklanildigini agikladi. Yapay sinir
aglari, gelismis sinir aglarinin geri yayilimini kullanir. Bu 6nemli adim, 1986 yilinda Stanford
psikoloji boliimiinden olan {i¢ arastirmaci tarafindan 1962 yilinda olusturulan algoritmay1
genisleterek elde edilmistir. Sinir aginda kullanilacak katmanlar, yavas 6grenerek ve uzun bir

siirede 6grenmektedir.

1980’lerin sonu ve 1990’lerin basinda calismalar yok denecek kadar azdi. 1997 yilinda,
satran¢ oynayan bir bilgisayar olan IBM bilgisayar1 Deep Blue, diinya santran¢ sampiyonunu

yendi. O zamandan beri, bu alanda birgok ilerleme kaydedilmistir [36].
2.4.2. Denetimli Ogrenme

Denetimli Ogrenme; sisteme egitim veri seti ve test veri setinin yiiklenmesi, her bir veri
tizerinde gerekli gruplandirmalar1 yapilmasi ve bu sayede giren veri seti ¢ikan veri seti
arasinda baglanti kurulmasina dayanan 6grenme yontemine denir. Temel amaci sonuglari
bilinen veri seti siniflandirarak sonuclar1 bilinmeyen veri seti izerinde tahminler bulunmasidir
[37]. Karar agaclari, destek vektér makineleri, en yakin k-komsu, yapay sinir aglari, genetik

algoritmalar, bayes siiflandiricilar denetimli 6grenme yontemlerine 6rnek olarak verilebilir [34].
Denetimli Ogrenme problemleri iki tiir olabilir [38]:

Siniflandirma: Kategoriler halinde ¢ikt1 degiskenlerinin oldugu durumun sonucunu

ongormektir. Orn: Kiz — Erkek, Geng — Yash

Regresyon: Verilen degiskenin gercek degerler biciminde oldugu belirli bir 6rnegin sonucunu

ongdrmektir. Orn: Bir bdlgenin yagis miktar
2.4.3. Denetimsiz Ogrenme

Denetimsiz 6grenme problemlerinde yalnizca girdi degiskenleri vardir, ¢ikti degiskenleri
bulunmaz. Verileri bu yapiya modellemek icin kategorisi bulunmayan veri setleri kullanilir.
Korelasyon analizi, faktor analizi, kiimeleme analizi, kendini diizenleyen haritalar, k-ortalama

denetimsiz 6grenmeye 6rnek olarak verilebilir [34].
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Denetimsiz Ogrenme problemleri iig tiir olabilir [34].

Birlestirme: Herhangi bir alanda farkli bilesenlerin bir arada olma ihtimali {izerine ¢aligsmalar

yapilir. Ornegin; bir miisteri icecek aldiysa %50 ihtimalle cerez alacaktir.

Kiimeleme: Tlgisiz olan kiimedeki ornekleri ayirip birbirine yakin olan drnekler ile bir araya

getirmeye denir.

Boyut Azaltma: Onemli bilgilerin kaybedilmeden veri kiimesindeki degiskenlerin sayisini

azaltmak anlamina gelir.
2.4.4. Yar1 Denetimli Ogrenme

Yar1 denetimli 6grenme, egitim icin etiketlenmemis veriler ile az da olsa etiketlenmis verileri
kullanip denetimsiz Ogrenmeye gore verimi artirilmaya calisan bir 6grenme sinifidir.
Caligmalar sonucunda elde edilen verilere gore denetimsiz 6grenme verileri siniflandirilmisg
veri ile iligkilendirildiginde 6grenme dogrulugunda 6nemli iyilesmeler gézlemlenmistir. Yar1

denetimli 6grenme, denetimli ve denetimsiz 6grenme arasindadir [34].
2.4.5. Takviyeli Ogrenme

Birden fazla yontemi kullanarak mevcut durumdaki en etkili islemi belirleyip onunla makine
o0grenme islemleri yapilan yontemdir. Yazilan kodlar, deneme yanilma yontemleri ile en iyi
islemi ogrenirler. Genel olarak robotik alanda kullamlmaktadir. Ornegin; bir robot engele
carptiktan sonra o alam1 6grenip bir daha ki islemlerde o alana ¢arpmaktan kaginma islemi

takviyeli 6grenmeye ornektir.
2.5. DERIN OGRENME

Derin dgrenme, makinelerin diinyay: algilamasinda ve anlamasinda kullanilan bir teknolojik
gelismedir. Derin 6grenme, insan beyninin veri isleme ve karar vermede kullanmak ig¢in
modeller olusturmadaki caligmalarin1 taklit eden yapay bir zeka islevidir. Derin 6grenme
yapay zekanin yapilandirilmamis veya etiketlenmemis verilerden 6grenebilecek aglara sahip
bir makine 6grenme yontemidir. Derin sinir §grenme veya derin sinir ag1 olarak da bilinir.
Yapay zekanin gilinlimiizde kullanilmasi i¢in derin 6grenme algoritmalari ile miimkiindiir.

Yapay zekayi egitmek i¢in hem denetimli hem de denetimsiz 6grenme kullanilabilir. Yapay
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zeka, makine 68renmesi ve derin 6grenme arasindaki iligki sekildeki gibi gorsellestirilebilir

[39].

Yapay Zeka

Makine Ogrenmesi |

Derin

Ogrenme

Sekil 2.3: Derin Ogrenme, Makine Ogrenmesi ve Yapay Z. Arasindaki liski [39].

2.5.1. Derin Ogrenmenin Tarihcesi

Denetimli derin beslemeli ¢ok katmanli sinir aglari 1965 yilinda Ivahknenko ve Lapa
tarafinda yaymlanmistir. Aglarin1 ugtan uca egitmek icin geri yayilim kullanilmamis, en

kiiciik kareler yontemi kullanilmustir. [40,41].
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Sekil 2.4: Ivankhnenko A. tarafindan egitilen bilinen ilk derin ag mimarisi [41]



Daha sonra ‘“Neokognitron” adli derin 6grenme mimarisi 1979 yilinda Fukushime [42]
tarafinda ortaya atilmistir. Bu c¢alismada, modern aglara benzer ¢oklu biikiilme ve havuz

katmanlarini igermektedir.

Geri yayilim algoritmasi basarili olarak Yann LeCun ve arkadaslari tarafindan posta kutusu
yazilar1 iizerinde gelistirmislerdir. Bu ¢alismada, egitimin {i¢ giin siirmesinden dolay1 pratikte
uygun olmadig1r gézlenmistir. Bu ¢alismadan sonra yine Yann LeCun LeNet ag1 ve kivriml

aglar1 kullanarak el yazisi rakamlari siniflandirmistir.

1995 yilinda Brendan Frey, Peter Dayan ve Geoffrey Hinton gelistirdikleri uyanik-uyku
algoritmasinmi kullanarak yiizlerce gizli katman igeren bir agin, iki giinde siirse de egitilmesi

miimkiin oldugu gézlemlenmistir.

1997 yilinda Hochreiter ve Schmidhuber’in [43] ortaya attigi tekrarlayan sinir aglari icin
Uzun Kisa Vadeli Bellek gibi bazi 6nemli gelismeler goriilmiistiir. Destek vektdr makineleri
gibi probleme 6zgii ¢alisan basit modeller, 1990’1 yillardan 2000°li yillara kadar daha ¢ok

tercih edilmistir.

2006 yilinda Geoffrey Hinton [44], ¢ok katmanli ileri beslemeli bir sinir aginin her
iterasyonda nasil egitebildigini ve denetimli bir geri yayilim yontemi ile ince ayar

yapabileceklerini gdstermistir.

Crisan ve arkadaglar1 tarafindan derin aglarin 6n-egitim olmaksizin egitilebilmesi ile trafik
isaretleri, karakter tanima gibi uygulamalar yapilmistir. Krizhevsky, Sutskever ve Hinton
2012’de benzer mimariler tasarlamislardir. Bu ¢alismada Grafik islemci birimi (GPU) destekli
calismalarda ezberlemeyi azaltmak icin dropout normallestirme yontemi kullanilmistir.

Dropout yontemi, ILSVRC-2012 ImageNet yarismasinda olaganiistii sonuclar gostermistir.

Bu calismalardan sonra Google, Facebook ve Microsoft derin 6grenme konusunda yatirimlar

yapmaya baslamislardir [40].
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2.5.2. Derin Ogrenme Mimarileri
2.5.2.1. Evrisimli Sinir Aglar:

Izgaraya benzer yapida olan topolojiye sahip verileri islemede uzmanlagmig bir sinir agi
tiridiir. Evrisimli sinir aglarinin geg¢misi, sayisal modeli olusmadan once sinir bilimi
deneylerine dayanmaktadir. David Hubel ve Torsten Wiesel tarafindan memeli hayvanlarin
gorme sistemi hakkindaki ¢alismalari evrisimli sinir aglar1 modelinin en temeli olarak
goriilmektedir [45]. Evrisimli Sinir Agi, canlilarin gérme mekanizmasina benzerligi ile
taninan bir mimaridir [46]. Derin 6grenme algoritmalarindan en popiilerlerinden biri olan
evrigimli Sinir agi; resim, metin, ses ve video verilerini siniflandirmasini gergeklestiren bir
makine 6grenmesidir [47]. Konvoliisyonel Sinir Agi (CNN) mimarileri girdi olarak iki boyuta
sahip veriler ile ¢alismaktadir. Katman tipi olarak ii¢ ana katman kullanilir. Bunlar; evrisimli
katmanlar, tamamen bagli katmanlar ve havuzlama katmanlardir [48]. Evrisimli Sinir Aglar
mimarisi genel olarak havuzlama katmani, evrisimli katman, normalizasyon katmani,
tamamen bagli katmanlar ve aktivasyon katmanindan olugmaktadir. Evrisimli sinir aglarmin
ogretilmesinde bircok parametre ile yapilir. Konvoliisyonel Sinir Agi’nin egitimi geleneksel

geri yayilim algoritmasi ile yapilir [49].
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Sekil 2.5: Evrigimli Sinir Aglar1 Mimarisi [50].

Evrisimli katmaninda kullanilan 6nemli kavramlarindan bazilar1 sunlardir:

e Adim Degeri: Girdi verisi iizerinde c¢alisirken filtre matrisinin ka¢ adim kayacagini

belirleyen degerdir.
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e Cikt1 Boyutu: Girdi verisine filtreler uyguladiktan sonra elde edilen ¢ikti1 sayisini
veren veya gosteren degerdir.

e Filtre Boyutu: Cogunlukla kare matris olarak segilen girdi verisi lizerinde uygulanmasi
istenen filtrenin genislik ve ylikseklik degerleridir.

e Dis Bosluk Sayisi: Filtre uygulandiktan sonra girdi ile ¢iktt boyunu ayni kalmasinm
saglamak i¢in 0’lardan olusan deger sayisini gosterir.

e Kanal Sayist: Girdi ve filtrenin kagar kanaldan olustuklarini gosteren degerdir [51].
2.5.2.2. Tekrarlayan Sinir Aglar

Tekrarlayan Sinir Aglari (RNN), giris dizilerini islemek i¢in kullanan sinir agidir. Bilgilerin

tutulmasina izin veren aglar i¢lerinde mevcuttur.

CIKIS
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Sekil 2.6: Tekrarlayan Sinir Aglart Mimarisi [52].
Sekil 2.6’da goriildigii gibi, bir tekrarlayan sinir aglart (RNN) {nitesinin ¢iktisinin sadece
mevcut girdiye degil, ayn1 zamanda ge¢mis bilgiyi tasiyan onceki gizli durumuna da bagh
oldugu goriilecektir. Gegmisi 6grenir ve baglami daha iyi anlamasini saglar. RNN nin bazi
sinirlar1 vardir. Bu sinirlart asmak i¢in 2 farkli ¢esidi ortaya ¢ikmistir. Bunlar; uzun-kisa

stireli bellek ve kapili tekrarlayan birimdir [52].

RNN’nin 3 tipi bulunmaktadir. Bunlar;

21



1-Coktan Aza: Bu tip; uzun veya kisa metinli epostalar1 analiz ettikten sonra olusturulan
model ile epostanin spam olup olmadigi hakkinda karar vermesi gerektigi durumlarda spam

filtreleme gibi uygulamalar i¢in kullanilir.

2-Coktan Coga: Bu tip; soru cevaplama, girisin bir dizi oldugu gibi girdilerde ¢iktinin da dizi

olarak elde edildigi uygulamalarda kullanilir.
3-Azdan Coga: Bu tip; yayginlikla siir iiretmek i¢in kullanilan uygulamalarda kullanilir.
2.5.2.3. Kisith Boltzman Makineleri

Kisith Boltzman Makineleri (RBM), girdiler iizerinde olasilik dagilimin1 6grenebilen iiretken
bir sinir agidir. RBM, Boltzman makineleri ve Markov rastgele alanlarinin 6zel bir
durumudur [53]. Gorliniir ve gizli birimler arasindaki baglantilar agisindan kisithdirlar. Bu
yiizden kisitli boltzman makineleri diye adlandirilmistir. Iki katmanli bir sinir agidir ve bu iki

tamamen birbirine baglidir [54].

COKLU GIRIS
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Sekil 2.7: Kisith Boltzman Makinelerinin Mimarisi [54].
Yukaridaki sekilde ¢ok girdi ile RBM nin 6grenmesinin ilk adimi goriilmektedir. Girisler

agirliklarla carpilir ve onyargiya eklenir. Agirliklar; giris sayisi, satir sayist ve gizli diigiim
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sayis1 i¢in siitun sayisi olarak bir matris olacaktir. Sonug daha sonra sigmoid aktivasyon

fonksiyonundan gegirilir ve ¢ikis, gizli durumun aktif edilip edilmeyecegini belirler [54].
2.5.2.4. Derin Oto-Kodlayicilar

Hinto ve PDP grup tarafindan 1980’li yillarda ortaya atilan derin oto-kodlayicilar; girdi verisi
olarak aldiklar1 veriyi ¢ikt1 verisi olarak iiretmeye galisan, birden fazla katmana sahip bir sinir
agidir. Bu sinir agimin amaci; verilen girdiye en yakin ¢ikti verisini iiretecek olan veriye ait
onemli yapisal bilgileri igeren fonksiyonun bulunmasidir. Derin oto-kodlayicilar, girdi, ¢ikti
ve gizli olmak {izere 3 katmandan olugmaktadir. Girdi katmani ile ¢ikt1 katman1 yakin olmasi
istenildigi icin girdi ve ¢ikti katmandaki ndronlarin sayist esittir. Gizli katmandaki bulunan
noron sayisi algoritmanin performasini etkilemektedir. Bu noron sayisi performansa goére

istenildigi gibi degistirilebilir [55].

Kodlayici Coziich

Girig Kod Cikis

Sekil 2.8: Derin Oto-Kodlayic1 Algoritma Semasi [55].
2.5.3. Derin Ogrenme Kullanim Alanlari
Teknolojinin geligmesi ile derin 6grenme nerdeyse biitlin alanlarda kullanilmaya baglamistir.

Teknoloji gelistik¢e derin 6grenme de bu oranla daha ¢ok gelismektedir. Glinlimiizde derin

Ogrenmenin en yaygin uygulamalar1 agagidaki gibidir [56]:

Yiiz tamima: Akilli telefonlarda kullanilan, yliz tanima ile kilit agma ve sosyal medyada
fotograflar etiketlenecek kisinin program ile segilmesi gibi uygulamalar bu alanda derin

ogrenme ornekleridir [56].
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Ses tamima. Telefon bankacilifinda, ses algilanarak otomatik olarak hizmetlere yonlendirme
islemleri ses tanima 6rnegidir. Bu 6zellik uzun vadede diistintildiigiinde, elektronik cihazlar:
ile insanlar arasindaki iletisim; ses tanima 6zelligi ile devamli olacagi ve maximum seviyelere

cikacagi ongiiriilmektedir

Araglarda kullanim: Otomatik pilot 6zelligi disinda; serit tamima 6zelligi gibi 6zellikler de

derin 6grenmenin kullanildig alanlardan birisidir [56].

Savunma ve giivenlik alanlarinda kullamim: Video tanima Ozelligi sayesinde gilivenlik ve
savunma alanlarinda calisan firmalara kolaylik saglar. Kamera kayitlarini siirekli kontrol

etmek yerine, kayitlari yazili hale getirip derin 6grenme ile siniflandirilabilir [56].

Saglik alaminda kullanim: Saglik sektoriinde derin 6grenme kullanimi son 10 yilin uygulama
basliklar1 arasindadir. Kanser arastirmalarinda, zaman kaybini ortadan kaldirmak ig¢in
kullanilmaktadir. Kanserli hiicre orneklerinin tanitildigi derin 6grenme algoritmalari, yeni
hiicrelerde kanserli olup olmadigini daha hizli hem de daha basarili sonuglar ile ortaya
¢ikarmaktadir [56].

Enerji sektoriinde kullanim: Derin 6grenme ile enerji liretimi veya enerji tikketimini tahmin

edilmesine yonelik 6rnek aragtirmalar mevcuttur.
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3. MALZEME VE YONTEM

Teknolojik gelismeler sayesinde arastirmacilar her alani daha verimli hale getirmek igin
caligmalar yapmaktadir. Enerji sektorinii gelistirmek ig¢in de birgcok g¢alisma vardir. Bu
caligmalardan biri olan akilli sebekeler enerji dagitimi, yonetimi ve yenilenebilir enerji

kaynaklarini iiretime eklemesi konusunda kolayliklar saglamaktadir.

Bu ¢alismanin amaci; derin 6grenme ve makine Ogrenmesi ile enerji tiiketiminin tahmini
yapilarak gelecekteki harcanacak enerji tiiketimi hakkinda bilgi sahibi olmaktir. Bununla
beraber belirlenecek olan model ile enerji tiiketiminde tasarruf edilmesine ve hanehalki

harcamalarinin planlanmasina katki saglanacaktir.
3.1. VERI SETi

Bu ¢alismada kullanilan veriler UCI Machine Learning Repository veri tabanindan alinan
bireysel hane halki elektrik gii¢ tiiketimi (Individual Household Electric Power Consumption)
veri kiimesine aittir. Veriler, Aralik 2006 ile Kasim 2010 (47 ay) zaman araliginda ve her
dakikada bir olacak sekilde Fransa’da bulunan bir evin KW saat tiiriinden elektrik gii¢
tilketimi kayitlar1 olarak toplanmistir. Veri seti 2.075.259 adet olgtimii igeren bir zaman
serisidir. Bu veriler, gelecekteki elektrik tiiketimini modellemek ve ayni zamanda tahmin
etmek icin kullanilabilecek zamana bagli giicle ilgili degiskenleri temsil eder. Yedi ayri
degiskenden olusan bu veri setinden sadece Global_active_power olarak adlandirilan

hanehalki tarafindan tiiketilen toplam aktif gii¢ 6l¢tim degerleri (kilowatt) alinmigtir.

Veri setini makine Ogrenmesi ve derin O0grenme algoritmalar1 ile calismaya hazir hale
getirmek i¢in kullanilacak verinin bir 6nislemden geg¢irilerek uygun formata doniistiiriilmesi
gerekir. Hane halki elektrik giic tiiketimi veri seti Olglimlerde bazi eksik degerler
igermektedir. Ornegin, veri kiimesi 28 Nisan 2007°de eksik degerler gostermektedir. Bu
sorunu ¢ozmek i¢in, eksik degerleri diger yillardan gelen dakikalar icin gii¢ tiiketiminin

ortalama degerleri ile doldurulmustur ve yeni veri seti olarak kaydedilmistir.

Veri Oniglemenin son adiminda ise dakikada bir olarak Ol¢iilmiis olan gozlemler kKW saat

tiirtinden giinliik elektrik gii¢ tiiketim miktarlarina donistiiriillmiistiir. Yani giinliik tahminlerin
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yapilmasi amaclandig1 icin gili¢ tiikketiminin dakikadaki gozlemleri giinliikk toplamlara

indirgenmistir. Veri seti toplam 1442 giinliik g6zlem degerlerinden olusmaktadir.

Veri 6nizleme asamasindan sonraki gercek giinliik elektrik gii¢ tiikketimleri KW saat cinsinden

Sekil 3.1’de gosterilmektedir.
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t, zaman

Sekil 3.1: Veri Onizleme Asamasindan Sonraki Gergek Giinliik Elektrik Gii¢ Tiiketim

Grafigi
Veri setindeki verilerin maximum, minimum ve ortalama degerleri Tablo 3.1°de

gosterilmektedir.

Tablo 3.1. Veri setindeki verilerin max., min. ve ortalama degerleri

Maximum Deger Minimum Deger Ortalama Deger
Aktif Glig 11,122 0,122 0,574
Reaktif Gii¢ 1,39 0 0,124
Voltaj 254,15 223,2 240,85
Akim 48,4 0,2 4,62
Alt Olgiim 1 88 0 1,12
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Alt Ol¢iim 2 80 0 1,29
Alt Olgim 3 31 0 6,45
Alt Olgﬁm 4 124,83 -2,4 9,29

Veri setinin giinliik degerlere ¢evirdikten sonraki aktif gii¢ verisinin

gosterilmektedir.

Tablo 3.2: Veri Setinin Ozellikleri

Veri Seti 1442
Ortalama 1567,839069
Std 597,306856
Minimum 250,298000
25% 1176,195000
50% 1543,253000
75% 1894,467500
Maksimum 4773,386000

Ozellikleri Tablo 3.2°de

Zaman serileri analiz edilirken ilk olarak serinin duragan olup olmadig: kontrol edilmelidir.

Zaman serisindeki gdzlemlerin ortalamasi ve varyansinin zaman iginde tutarli olmasi yani

zamana gore degismemesi o serinin duragan oldugunu gosterir. Duragan bir zaman serisinde

belli bir egilim veya mevsimsellik yoktur. Bir zaman serisi duragan oldugunda modellemesi

daha kolay olabilmektedir. Istatistiksel modelleme ydntemleri, zaman serilerinin etkili olmasi

icin duragan oldugunu kabul eder veya gerektirir. Duragan olmayan bir zaman serisinden

yapilan gozlemler mevsimsel etkiler, egilimler ve zaman indeksine bagli diger yapilari

gosterir. Ortalama ve varyans gibi 6zet istatistikler zamanla degisebilir ve bir modelin

yakalamaya calistigi kavramlarda bir kayma saglar. Klasik zaman serisi analizi ve tahmin

yontemleri, trendleri tanimlayip kaldirarak ve mevsimsel etkileri kaldirarak duragan olmayan

zaman serisi verilerinin sabit kalmasi ile ilgilidir. Bir zaman serisinin olup olmadigini kontrol

etmek i¢in pek ¢ok yontem vardir.
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Grafik: Verilerin zaman serisi grafigi incelenebilir ve belirgin bir egilim veya mevsimsellik

olup olmadig1 gorsel olarak kontrol edilebilir.

Ozet Istatistikler: Mevsimler veya rastgele boliimler icin verilerin dzet istatistikleri gdzden

gecirilebilir ve belirgin veya 6nemli farkliliklar kontrol edilebilir.

Istatistiksel Testler: Duraganlik beklentilerinin karsilanip karsilanmadiginin kontrol edilmesi

icin istatistiksel testler kullanilabilir.

Istatistiksel testler veriler hakkinda gii¢lii varsayimlarda bulunur. Bununla birlikte, zaman
serilerinin duragan veya duragan olmadigina dair hizli bir kontrol ve dogrulayicit kanit
saglamaktadirlar. Bu c¢alismada zaman serisinin duraganligmin kontrolii i¢in Artirilmis
Dickey-Fuller testi (Augmented Dickey-Fuller test, ADF) uygulanmistir. ADF testi, birim kok
testi olarak adlandirilan bir tiir istatistiksel testtir. Cok sayida birim kok testi vardir ve ADF
testi daha yaygin olarak kullanilanlardan biridir. Bu test otoregresif bir model kullanir ve

birden fazla farkli gecikme degerleri arasinda bir bilgi kriterini optimize eder.

Testin Sifir Hipotezi (HO), zaman serilerinin bir birim koki ile temsil edilebildigini ve
duragan olmadigin1 gostermektedir. Alternatif hipotez (H1) bos hipotezi reddeder. Zaman

serilerinin bir birim kdokii ile temsil edilmedigini, yani duragan oldugunu gostermektedir [57].

Bu sonug testteki p-degeri ile yorumlanmaktadir. Bir esigin altindaki p-degeri (%5 veya %1
gibi) bos hipotezin reddedildigini gosterir. Aksi takdirde esigin iizerindeki p-degeri bos

hipotezin reddedilmedigini gosterir.

e p-degeri > 0,05: Bos hipotez (HO) reddedilmemektedir, verilerin bir birim kokii vardir

ve duragan degildir.

e p-degeri < 0,05: Bos hipotez (HO) reddedilmektedir, verilerin birim koki yoktur ve

duragandir.

Yapilan ADF testi sonuglar1 Tablo 3.3°de gosterilmektedir. Sonuglara gére ADF test istatistigi
-3,697385 degerini vermistir. Bu istatistik ne kadar olumsuz olursa, sifir hipotezini reddetme
olasiligi o kadar yiiksek olmaktadir. ADF degeri, %1°lik kritik degerinden diisiik oldugu
goriilmistiir. Bu, sifir hipotezinin %1'den daha az anlamlilik diizeyiyle reddedilecegini

gostermektedir. Bununla birlikte p-degeri< 0,05 oldugundan bos hipotez reddedilir ve bu da
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zaman serisinin duragan oldugu ya da zamana bagli bir yapiya sahip olmadigi anlamina

gelmektedir.

Tablo 3.3: ADF Testi Sonuglari

ADF Istatisligi -3,697385
p-degeri 0,004150
Kritik Degerler
1% -3,435
5% -2,864
10% -2,568

3.2. MAKINE OGRENME ALGORITMALARININ UYGULANMASI

Calismada 6grenme algoritmalarinin basarisini farkli egitim ve test verilerinin sayilarina gore
karsilastirabilmek icin; veri seti hold-out (%90 egitim-%10 test), hold-out(%80 egitim-%20
test) ve %67 egitim-%33 test olarak {i¢ ayr1 bolme yontemi ile ayrilarak model uygulanmustir.
Ayrica 10 kath capraz dogrulama yontemi uygulanmstir. Onerilen modellerin uygulanmasi
Python 3.6 programlama dili kullanilarak Tensorflow arka planli Keras 2.2.4 versiyonunda

gerceklestirilmistir.

Zaman serisi tahmin gorevlerinde makine Ogrenme algoritmalarindan Rastgele Orman
(Random Forest, RF) , K-En Yakin Komsular Regresyonu (K-Nearest Neighbours
Regression, KNN) ve Dogrusal Regresyon (Linear Regression, LR) algoritmalari ¢aligmada

kullanilmak tizere belirlenmistir.
3.2.1. Rastgele Orman (Random Forest, RF) Algoritmasimin Uygulanmasi

Rastgele orman algoritmasi; topluluk olarak calisan ¢ok sayida karar agacindan olusur. Bu
algoritmada her bir aga¢ bir sinif tahminde bulunmaktadir en fazla oy alan sinif modelin
Ongoriisii haline gelmektedir. [54]

z:anll tress normfiij

RFfii = T (1)

RFfii = RF algoritmasinda tiim agaglardan hesaplanan 6zelligin 6nemi
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normfiij = j agacinda i i¢in normalize edilmis katsayisi
T= Toplam karar agaci sayisi

RF algoritmasinda kag tane karar agacinin gizilecegini gosteren “n_estimators” parametresi

10 olarak alinmistir.

3.2.2. K-En Yakin Komsular Regresyonu (K-Nearest Neighbours Regression, KNN)

Algoritmasinin Uygulanmasi

KNN algoritmast genellikle ¢iktiyr yorumlama kolayligi, hesaplama siiresi ve tahmini gii¢

konulu uygulamalarda kullanilmaktadir. KNN algoritmasinin formiilleri asagidaki gibidir.

Euklid = \/2{;1()(1' + yi)? 2)

Manhattan = ¥¥ || Xi — Yi| (3)

KNN algoritmasindaki komsu sayisi olan k degerini belirten n_neighbors parametresi 3 olarak

alinmustir.
3.2.3. Dogrusal Regresyon (Linear Regression, LR) Algoritmasinin Uygulanmasi

Dogrusal Regresyon, makine 6grenimi en basit modellerden birisidir. Bir veya daha fazla
tahmin degiskeni ve sonu¢ degiskeni arasindaki iligkiyi 6l¢mektedir. Kestirimci analiz ve
modelleme i¢in dogrusal regresyon kullanilir. Dogrusal regresyon, coklu regresyon, c¢ok

degiskenli regresyon, normal en kiigiik kareler ve regresyon olarak da bilinir.

y=ax+b 4)
y = bagimli degisken

x = bagimsiz degisken

b = ¢izginin egimi

a =y ¢izgisinin kesme noktasi
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3.3. DERIN OGRENME ALGORITMALARININ UYGULANMASI

Geleneksel olarak, zaman serisi tahminlerinde dogrusal yontemler kullanilmaktadir, ¢linkii
birgok basit tahmin probleminde iyi anlagilir ve etkilidirler. Derin 6grenme yontemleri,
girdilerden c¢iktilara rasgele karmasik eslemeleri otomatik olarak 6grenebilir ve ¢oklu girdi ve

ciktilar1 destekleyebilir.

CNN'ler, goriintii verilerini verimli bir sekilde islemek icin tasarlanmis bir tiir sinir agidir.
CNN'lerin ham girdi verilerinden karmasik 6zellikleri 6grenme ve otomatik olarak ¢ikarma
yetenegi, zaman serisi tahmin problemlerine uygulanabilmektedir. LSTM ag1 gibi tekrarlayan
sinir aglar1 ise, girdi verilerinin ¢oklu paralel dizileri boyunca dogrudan 6grenme yetenegine

sahiptir.

Bu bilgiler dogrultusunda zaman serisi tahmin gorevlerinde kullanimi etkili oldugu kanitlanan

CNN ve LSTM yontemleri ¢alismada kullanilmak iizere belirlenmistir.
3.3.1. CNN Algoritmasinin Uygulanmasi

Onerilen CNN modelinde; 1 boyutlu evrisim (convolution) katmani, bir seyreltme (dropout)
katmani, 1 boyutlu maksimum havuzlama (pooling) katman, bir flatten katmani, bir tamamen
bagl katman (gizli katman) ve ¢ikt1 i¢in bir tamamen bagl katman kullanilmistir. Modelin

katmanlar1 parametre degerleri ile birlikte Sekil 3.2°de gosterilmektedir.
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1 BOYUTLU EVRISIM KATMANI

filters=64, kemel_size=1, activation=relu

y

SEYRELTME (DROPOUT) KATMANI
dropout rate=0,2

)

1 BOYUTLU MAX HAVUZLAMA KATMANI
pool_size=1

y

FLATTEN KATMANI

Y

TAMAMEN BAGLI KATMAN (DENSE)

units=4, activation=relu

y

TAMAMEN BAGLI KATMAN (DENSE)
units=1

CIKTI

3.3.2. LSTM Ag1 Algoritmasinin Uygulanmasi

Sekil 3.2: CNN Modelinin Katmanlari

Onerilen BLSTM modelinde; bir LSTM katmani ve ¢ikt1 i¢in bir tamamen bagli katman

kullanilmistir.  Modelin  katmanlar1 parametre degerleri

gosterilmektedir.

ile birlikte

Sekil

GIRDI

LSTM KATMANI

units=32, activation=relu

TAMAMEN BAGLI
KATMAN (DENSE)

units=1

| Cxm

Sekil 3.3: LSTM Modelinin Katmanlari
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3.4. DEGERLENDIRME OLCUTLERI

3.4.1. Kok Ortalama Hata Karesi (RMSE)

RMSE iki veri kiimesi arasindaki hata oranini 0lgmeye yaramaktadir. Baska bir deyisle

tahmini deger ile gbzlenen degeri karsilagtirir. RMSE degeri ne kadar kiigiik olursa tahmin

edilen deger ile gézlemlenen degerler birbirine yakin olur.

1 , .
RMSE = \/;Z?ﬂ(ﬁ —0i)?
RMSE Formiilii
f = beklenen degerler
0 = gozlemlenen degerler
n= Ornek say1s1

3.4.2. Ortalama Hata Karesi (MSE)

MSE, hata oranlarinin ortalamasinin karesidir.

formiiliinde kok alinmamustir.

MSE =~ (fi — 0i)?
MSE Formiilii

f = Dbeklenen degerler

o = gozlemlenen degerler

n= Ornek sayisi

3.4.3. Dogruluk Oram (Accuracy)

()

RMSE o6lgiit biriminden farkli olarak

(6)

Dogruluk Orani, dogru tahminlerin sayisinin toplam tahminlerin sayisina oranidir.

S(fi~£)(00)
\/20%—@2 %(0-0)2

Dogruluk Orant =
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4. BULGULAR

Bu boliimde en iyilenmis parametre degerleri ile uygulanan algoritmalarin, sirasiyla hold-out
(%90 egitim-%10 test), hold-out (%80 egitim-%20 test) , hold-out (%67 egitim-%33 test)
yontemleri ile egitim ve test verileri olusturulmus veri seti i¢in performans analizi sonuglari
sunulmustur. Ayrica 10 katl ¢apraz sorgulama ile KNN, RF ve LR algoritmalarinin tahmin

sonuclar1t bulunmustur.

Hold-out (%90 egitim - %10 ) bélme yontemi ile egitim ve test verileri olusturulmus veri seti

icin uygulanan algoritmalarin giinliik ve haftalik veri tahmini yapilarak performans olgiitleri

acisindan degerlendirmeleri Tablo 4.1°de gosterilmektedir.

Tablo 4.1: %90 Egitim -%10 Test Islemine Gére Algoritmalarin Kiyaslamasi

Algoritmalar MSE RMSE Dogruluk Orani
CNN (Giinliik) 0,0056 0,0750 0,9944
CNN (Haftahk) 0,01 0,100 0,9899

LSTM (Giinliik) 0,0054 0,0748 0,9946
LSTM (Haftalik) 0,010 0,1022 0,9896

RF (Giinliik) 0,0066 0,0816 0,9933

RF (Haftalik) 0,015 0,122 0,9849
KNN (Giinliik) 0,0073 0,0856 0,9927
KNN (Haftalk) 0,0085 0,0919 0,9915

LR (Giinliik) 0,0058 0,0765 0,9941

LR (Haftalik) 0,0090 0,0949 0,9909

34




Tablo 4.1°deki sonuglara gore LSTM modelinin 0,0055 degeri ile en kiigiik MSE degerini
veren model oldugu goriilmiistiir. Diger yontemlerin MSE degerleri incelendiginde; sirasiyla
CNN algoritmast 0,0056 , RF algoritmast 0,0066 , KNN algoritmast 0,0073 MSE ve LR

algoritmasi 0,0058 MSE degerleri ile performans sergilemistir.

Hold-out (%80 egitim-%20 test ) yontemi ile egitim ve test verileri olusturulmus veri seti igin
uygulanan algoritmalarin giinliik ve haftalik olarak veri tahmini yapilmasindaki performans

Olciitleri acisindan degerlendirmeleri Tablo 4.2°de gosterilmistir.

Tablo 4.2: %80 Egitim -%20 Test Islemine Gére Algoritmalarin Kiyaslamasi

Algoritmalar MSE RMSE Dogruluk Orani
CNN (Giinliik) 0,0057 0,0760 0,9943
CNN (Haftahk) 0,0068 0,0828 0,9931

LSTM (Giinliik) 0,0056 0,0753 0,9944
LSTM (Haftahk) 0,0075 0,0866 0,9925

RF (Giinliik) 0,0072 0,0851 0,9927

RF (Haftahk) 0,0098 0,0988 0,9902
KNN (Giinliik) 0,0084 0,0921 0,9915
KNN (Haftahk) 0,0067 0,0825 0,9932

LR (Giinliik) 0,0055 0,0745 0,9945

LR (Haftalik) 0,0073 0,084 0,9927
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Tablo 4.2°deki sonuglara gére Dogrusal Regresyon modelinin 0,0055 degeri ile en kiigiik
MSE degerini veren model oldugu gorilmiistir. Diger yontemlerin MSE degerleri
incelendiginde; sirastyla CNN algoritmast 0,0057, LSTM algoritmasi 0,0056, RF algoritmasi
0,0072 ve KNN algoritmasi 0,0084 MSE degerleri ile performans sergilemistir.

Hold-out (%67 egitim - %33 test ) yontemi ile egitim ve test verileri olusturulmus veri seti
icin uygulanan algoritmalarin giinlik ve haftalik olarak veri tahmini yapilmasindaki

performans olgiitleri agisindan degerlendirmeleri Tablo 4.3’te gosterilmistir.

Tablo 4.3: %67 Egitim -%33 Test Islemine Gére Algoritmalarin Kiyaslamasi

Algoritmalar MSE RMSE Dogruluk Oram
CNN (Giinliik) 0,0061 0,0785 0,9939
CNN (Haftalk) 0,0084 0,0919 0,9916
LSTM (Giinliik) 0,0059 0,0774 0,9941

LSTM (Haftahk) 0,0089 0,0944 0,9910

RF (Giinliik) 0,0075 0,0868 0,9924

RF (Haftalik) 0,010 0,10 0,9891
KNN (Giinliik) 0,0094 0,0973 0,9905
KNN (Haftahk) 0,012 0,1122 0,9874

LR (Giinliik) 0,0062 0,0786 0,9938

LR (Haftalik) 0,0088 0,094 0,9911

Tablo 4.3’teki sonuglara gore LSTM modelinin 0,0059 degeri ile en kiiciik MSE degerini

veren model oldugu goriilmiistiir. Diger yontemlerin MSE degerleri incelendiginde; sirasiyla

36



CNN algoritmasi 0,0061, RF algoritmas1 0,0075 , KNN algoritmas1 0,0094 ve LR 0,0062

MSE degerleri ile performans sergilemistir.

Tablo 4.4: On katli Capraz Dogrulama ile Yapilan Islemlere Gore Algoritmalarin

Kiyaslamasi
Algoritmalar MSE RMSE Dogruluk Oram
RF (Giinliik) 0,00601 0,0775 0,99399
RF (Haftalhk) 0,01384 0,1176 0,98616
KNN (Giinliik) 0,0312 0,1766 0,9688

KNN (Haftalik) 0,1181 0,3437 | 0,8819

LR (Giinliik) 0 0 1,0

LR (Haftahk) 0 0 1,0

Yapilan karsilagtirmalara gore hold-out (%90 egitim-%10 test) yontemi ile egitim ve test
verileri olusturulmus veri seti i¢in uygulanmis en iyi performansa sahip model olan LSTM

modelinin kayip orani grafigi asagida gosterilmektedir.
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Sekil 4.1: LSTM Modeli Kayip Orani Grafigi

Hold-out (%90 egitim-%10 test) yontemi ile egitim ve test verileri olusturulmus veri seti

tizerinde LSTM modeli ile yapilan tahminlerin gergek gozlemler ile karsilastirilldigi grafik

asagida gosterilmektedir.
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Sekil 4.2: Gergek Veri ile LSTM Tahmin Degerlerinin Karsilagtirilmasi.
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Haftalik tiiketim degerini tahmin etme isleminde en basarili Hold-out (%80 egitim - %20 test)
yontemi kullanan KNN algoritmasinin gercek degerler ile tahmin degerlerinin karsilastirildigi

grafik asagidaki gibidir.
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Sekil 4.3: Gergek Veri ile KNN Tahmin (Haftalik) Degerlerinin Karsilagtirilmasi
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Sekil 4.4: 10 Katl1 Capraz Dogrulama Isleminin Elde Edilen Dogruluk Oranlari
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5. TARTISMA VE SONUC

Akilli elektrik sebekelerinin artisi ve elektrik tiretim teknolojisinin yaygin olarak
benimsenmesi goz Oniine alindiginda; enerji kullaniminin 6lgiilmesi ve gerekli tasarruf
planlamalarinin yapilmasi 6nem kazanmistir. Tiiketimin birgok yontemle tahmin edilmesi ile
ilgili literatiirde bir¢ok ¢aligma yapilmaktadir. Ciinkii gelecekteki elektrik tiiketimini

modellemek ve tahmin etmek ciddi enerji tasarrufu imkani verecektir.

Bu caligmada asil amaglanan, derin 6grenme ve makine 6grenmesi yontemleri ile enerji
tiketiminin tahmini i¢in bir model belirleyerek gelecekteki harcanacak enerji tiiketimi
hakkinda bilgi sahibi olunabilecek bir altyapr olusturmaktir. Bununla beraber belirlenecek
olan model ile enerji tiiketiminde tasarruf edilmesine ve hanehalki harcamalarinin
planlanmasina katki saglamaktir. Ayrica ne kadar {iretim yapilmasi gerektigi hakkinda bilgi

sahibi olunmus olacaktir.

Tez kapsaminda uygulanan CNN, LSTM, RF, KNN ve Dogrusal Regresyon yontemleri ile
elektrik gii¢ tiikketiminin tahmin edilmesinde basarili sonuglar elde edilmistir. Yapilan
karsilagtirmalara gore giinliik tahminlerde 0,0054 olan en diisiik MSE degeri ile LSTM
modeli en iyi performansi sergileyen model olmustur. Haftalik tahminlere gére ise 0,0067
MSE degeri ile KNN algoritmast en basarili oldugu gozlemlenmistir. Giinliikk enerji
tiiketiminin tahmin edilme islemi haftalik enerji tiiketiminin tahmin edilme islemine gore
daha bagarili oldugu gézlemlenmistir. Ayrica bu ¢aligmada 10 Katli Capraz Dogrulama islemi
yapildiginda Dogrusal Regresyon algoritmasi veri setini ezberleyerek dogruluk orami 1.0

olarak bulunmustur.

Gelistirilen LSTM modeli uygulanan diger yontemlerle karsilastirildiginda akilli sebekelerin
yonetiminde veya degerlendirilmesinde daha verimli olabilecegini gostermistir. Bu yaklagimla
yapilan tahminler sayesinde tasarruf planlamalar1 kolaylikla yapilabilecek ve ayni1 zamanda

daha giivenilir olacaktir.

LSTM modellerinin  performanslart  kendi arasinda bdlme yoOntemlerine  gore
karsilagtirildiginda; %90 egitim - %10 test bolme yontemi ile eitim ve test verileri

olusturulmus veri seti i¢in uygulanan LSTM modeli ile diger bélme yontemlerine gore daha
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yiiksek basar1 orani elde edilmistir. CNN modellerinin performanslari kendi arasinda bolme
yontemlerine gore karsilastirildiginda; %90 egitim-%10 test bolme yontemi ile egitim ve test
verileri olusturulmus veri seti i¢in uygulanan CNN modeli ile diger bolme yontemlerine gore
daha yiiksek basari orani elde edilmistir. RF modellerinin performanslari kendi arasinda
bolme yontemlerine gore karsilastirildiginda; %90 egitim-%10 test bélme yontemi ile egitim
ve test verileri olusturulmus veri seti i¢in uygulanan RF modeli ile diger bolme yontemlerine
gore daha yiiksek basari orani elde edilmistir. KNN modellerinin performanslari kendi
arasinda bolme yontemlerine gore karsilastirildiginda; %90 egitim-%10 test bélme yontemi
ile egitim ve test verileri olusturulmus veri seti i¢in uygulanan KNN modeli ile diger bolme
yontemlerine gore daha yiiksek basari orani elde edilmistir. Dogrusal Regresyon modellerinin
performanslar1 kendi arasinda bélme yontemlerine gore karsilastirildiginda; %80 egitim-%20
test bolme yontemi ile egitim ve test verileri olusturulmus veri seti i¢in uygulanan Dogrusal
Regresyon modeli ile diger bolme yontemlerine gore daha yiiksek basar1 orani elde edilmistir.
Dogrusal Regresyon diger algoritmalardan farkli olarak egitim serisi ile dogru orantili olarak

daha verimli ¢alismadig1 gozlemlenmistir.

Tablo 5.1: Veri Seti Ayni Olan Diger Makaleler

Makale Giinliik (RMSE) Haftallk(RMSE) Sonu¢
ANN - 09072 | ANN - 1,8679
Sustainable Energy, Grids and SVM - 13446 | SVM - 1,5598 FCRBM algoritmasi
Networks (Elena Mocanu ve diger algoritmalara gore
arkadaglari) RNN - - 1,0092 RNN - — 2,8074 daha basarili oldugu
gorilmiistiir.
CRBM - 10305 | CRBM - 0,9513
FCRBM -  0,8995 | FCRBM — 0,7971
Improving Electric Energy LR - 0,503 LR - 0,385 EECP-CBL algoritmast
Consumption Prediction Using CNN diger algoritmalara gore
and Bi-LSTM ( Tuong Le ve LSTM — 0,491 LSTM  — 0324 daha basarili oldugu
arkadaslar1) gOrilmiistiir.

CNN-LSTM - 0,322 CNN-LSTM - 0,309

EECP-CBL — 0,255 EECP-CBL - 0,220

Predicting residential energy LR - 0,503 LR - 0,384 CNN-LSTM
consumption using CNN-LSTM neural algoritmasi diger
network (Tae-Young Kim ve algoritmalara gore daha
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arkadaglari) LSTM - 0,490 LSTM - 0,323 basarili oldugu

gOriilmiistiir.
CNN-LSTM - 0,322 CNN-LSTM - 0,309

Egitim ve test verisini bolme yontemlerinin onerilen modellerin performanslar1 tizerindeki
etkisi incelenecek olursa; kullanilan bélme yontemlerinde egitim seti arttik¢a her iki model
icin de tahmin performansinin iyi yonde arttig1 gézlemlenmistir. Bu sonu¢ gostermektedir ki
veri seti genisledikge gelistirilen model ¢ok daha iyi egitilebilecek ve tahminler daha tutarl

olacaktir.

Gelecekteki ¢alismalar igin veri seti sayisi arttirilarak farkli derin 6grenme modelleri ile

tahminler gelistirilebilir.
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