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SiIMGE VE KISALTMA LiSTESI

Kisaltmalar Aciklama

KNN : K-Nearest Neighbor(K-En Yakin Komsuluk)



OZET

YUKSEK LISANS TEZi

VERI MADENCILIGI KULLANARAK AKILLI REKLAM/ANKET
UYGULAMASI

Davut CELIK

istanbul Universitesi
Fen Bilimleri Enstitiisii

Bilgisayar Miihendisligi Anabilim Dal

Danmisman : Prof.Dr Ahmet SERTBAS

II. Damisman : Yrd.Dog¢.Dr. Tolga EN SARI

Teknolojik gelismelerle birlikte veri tabanlarinda tutulan veri miktar1 her gegen giin
artmaktadir. Bu verilerden anlamli bilgi ¢ikarimi veya gelecek tahmini yapilabilmesi
icin veri madenciligi yontemleri kullanilmas1 gerekmektedir. Bu amagla veri
madenciligi glinliik hayatimizda sik¢a kullanilan bir alan haline gelmistir.

Bu tez calismasinda, ara¢ eglence sistemleri ig¢in veri madenciligi yontemleri
kullanilarak bir yolcunun ilgi alanindaki en uygun reklam&anketin ne oldugu hakkinda
bir bilgisayar destekli analiz yapilmistir. Bu c¢alismada, ¢ok iyi bilinen Karar Agaglari,
Naive Bayes ve KNN veri madenciligi yontemleri gercek datadan sentetik yolla
cogaltilarak elde edilen veri seti {izerinde uygulanmistir ve veri seti 3 farkli kategoriye
gore siiflandirilmistir.  Karar Agaclari, Naive Bayes ve KNN yontemlerinin segilen
reklam&anket degiskeni i¢in siniflandirma basarimlart elde edilmistir ve sonuglar
yontemler bazinda karsilastirilarak arac¢ eglence sistemleri i¢in en uygun optimizasyon
saglanmistir.

Ocak 2015, 77 Sayfa.

Anahtar kelimeler: Veri madenciligi, akilli ara¢ eglence sistemleri, karar agaclari,
KNIME analiz araci, is akis diyagramlari, siniflandirma.
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The amount of data stored in databases is increasing day by day with the technological
developments. Use data mining methods are necessary to be made extraction of
meaningful information or future prediction from these databases . For this purpose,
data mining has become an area commonly used in our daily lives.

In this thesis, A computer-aided analysis has been performed about what optimal
advertisement&survey in interest of a passenger by using data mining methods for
vehicle entertainment systems. In this study, Decision Trees, Naive Bayes and KNN as
a well-known data mining techniques have been applied on the data set obtained from
actual data by replicated synthetically and data sets are classified in three different
categories. Classification performance of Decision Trees, Naive Bayes and KNN data
mining methods were obtained for selected advertisement&survey variable and the
most appropriate optimization are provided for vehicle entertainment systems by
comparing the results in the basis of methods.

January 2015, 77 pages .

Keywords: Data mining, smart vehicle entertainment systems, decision trees, KNIME
analysis tool, workflow diagrams, classification.
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1. GIRIS

Veri madenciligi giinliik hayatimizda sik¢a kullanilan bir alan haline gelmistir. Ozellikle
glinimiiz dijital ortamlar1 diisiiniildiiglinde, bilgisayarlarda siirekli birikmekte olan
veriler depolama iinitelerinde saklanmakta ve yedeklenmektedir. Acaba maden haline
doniisen bu verilerden anlamli bilgi ¢ikarimi veya gelecek tahmini yapilabilir mi
sorusuyla giindeme gelen veri madenciligi, aslinda c¢esitli yapay zeka (artificial
intelligence) / makine 6grenmesi (machine learning) yontemlerini kullanan bir ¢alisma
alanidir. Giinliik hayatta ve is ortaminda biriktirilen verilere degisik yaklagimlar
uygulanarak bu veriler degerlendirilmekte ve ilgili kurum veya is alani i¢in karakteristik
ozellikler ¢ikarilmaktadir. Karakteristik 6zellikleri ¢gikarabilmek i¢in "6zellik (feature)"
olarak adlandirilan bilgilere ulagsma gerekmektedir. Bu islem ise literatiirde "6zellik
¢ikarimi (feature extraction)" olarak isimlendirilir. Dolayistyla, veri iizerinde bulunan ve
veriyi en iyi sekilde ifade eden ozelliklerin (features) uygun algoritmalar yardimiyla,
bilgisayar tarafindan otomatik bir sekilde tespit edilmeli ve bu bilgilere gore kiimeleme
(clustering) ve siniflandirma (classification) yapilmali ve veriler {izerinde birliktelik

kurallar1 (association rules) aranmalidir.

Bu tez ¢alismasinda 2. B6liimde Veri madenciliginin tanimi ve kullanim amaglari, veri
madenciliginde bilgi kesif siireci ve adimlar1 detaylica anlatilmig, veri madenciligi

model ve teknikleri genel bir sekilde incelenmistir.

Karar agaglari, makine 6grenmesi alaninda en ¢ok kullanilan ydntemlerden biridir.
Karar agaclarinda giris verisi bir kiimeleme algoritmasiyla defalarca gruplara
boliinmektedir. Entropi yardimiyla yapilan islemler bir anlamda analiz edilmektedir.
Entropi, bir belirsizlik Olciitiidir ve smiflandirma islemlerinde bilgi kazancin
hesaplamak i¢in sik¢a kullanilan Olgiitlerden biridir. Burada 6zellikle ID3 ve C4.5
incelenmis ve ID3 iin gelistirilmis versiyonu olan C4.5 algoritmasi veri {izerinde
denenip veri iizerinde bir tarama gerceklestirilmis ve veriler i¢in karar agaci

olusturulmustur.



Naive Bayes metodu ise son yillarda giincel olan ve olasilik¢t bir yaklasim kullanan bir
yontemdir. Bu analizde, kullanilacak niteliklerin istatistiksel bagimsiz olmas1 gerekir.
Bazi uygulamalarda bu o6zellik de esnetilebilmekte ve veriye uygun bir yaklasim

sergilenmektedir

Bu tez calismasinda arag eglence sistemleri i¢in veri madenciligi yontemleri kullanilmis
ve bu sistemlerde bir yolcunun ilgi alani i¢in en uygun reklamé&anketin ne oldugu

hakkinda bir analiz yapilmistir.

Tezin 3. Boliimiinde kullanilan veri madenciligi yontemleri ve bu yontemlerin veri
madenciligi  analiz programi  KNIME ile verileri {izerinde uygulamalar
gerceklestirilmistir. KNIME(Konstanz Information Miner) Konstanz Universitesi gorsel
veri madenciligi arastirma grubu tarafindan Eclipse Rich Client Platform {zerinde
gelistirilmis veri madenciligi analiz progranmidir. Merpa Bilgi Islem Limited Sirketi
isimli firmadan alinan veriler referans alinarak referans alinarak 135 kayitlik sentetik
veri seti olusturulmustur. Elde edilen veri seti SMOTE(Synthetic Minority Over-
sampling Technique) teknigiyle oversampling(gogaltma) islemi yapilarak veriler
cogaltilip 1080 kayithk bir veri seti elde edilmistir. Veri seti lizerinde KNIME

platformunda veri madenciligi yontemleri uygulanmaistir.

KNIME ile kullanilan yontemler arasinda Karar Agaglari, Naive Bayes ve K en yakin
komsuluk (KNN) metodlar1 bulunmaktadir. Tezin 4. Boliimiinde veriler analiz edilmis,
kullanilan veri madenciligi yontemleri ile veri setinde bulunan bir yolcuya iligkin
reklam&anket parametresine gore siniflandirma gergeklestirilmis ve bu yontemler ile
dogruluk degerleri elde edilmistir. Kullanilan yontemler bu degerler {izerinden

karsilastirilmistir.



2. GENEL KISIMLAR

Veri madenciliginde bilgi kesif siireci ve adimlari detaylica anlatilmistir. Veri
madenciliginin tanim1 ve kullanim amaglar1 anlatilarak hangi sektorlerde ve hangi
alanlarda kullanildigi anlatilmistir. Veri madenciligi model ve teknikleri genel bir

sekilde incelenmistir.

2.1. VERI MADENCILiIGINDE BiLGi KESFi

Veritabani, basit tanimiyla, verilerin depolanmasini, degistirilmesini, silinmesini,
erisilmesini kolaylagtirmak i¢in sistematik olarak dosyalar bi¢iminde diizenlenmis veri

topluluklarini ifade eder[1].

Veri ambari ise belirli bir doneme ait yapilacak ¢alismaya gore konu odakli olarak
diizenlenmis ,birlestirilmis ve sabitlenmis isletmelere ait veritabanlarina denir.
Tanimdan da anlasilcagi lizere veri ambarlari konu odakhidir,biitiinlesiktir ve belirli bir

doneme veya zaman dilimine aittir. Veri ambarlar1 gegici ve ugucu degildir[2].

Veri ambari, bir isletmenin veya kurulusun farkli birimleri tarafindan toplanan
verilerden degerli olanlarinin, gelecekte analiz islemlerinde kullanilmasi amaciyla
isletimsel sistem veritabanindan farkli bir ortamda birlestirilmesinden olusan biiyiik
capli bir veri deposudur. Isletimsel sistemlerde var olan verilerin ayiklanmasi ve
temizlenmesi, karar verme mekanizmalarina hizmet edecek sekilde hazirlanmasi, dogru
sekilde saklanmasi, ¢esitli yazilimlar araciligiyla veriye erisilmesi ve belirleyici veri
iligkilerinin aranip bulunmasi islemlerinin tiimiinii iceren bir aktiviteler zinciridir. Veri
ambari kullanildiginda, giinliik isletimsel gorevlerle yeterince mesgul olan veritabani

kullanilmadan, analiz islemleri farkli bir ortamda kolay, hizli ve dogru bi¢imde

yapilir[3].

Veriler istenilen amaca gore islenmeden bir deger tagimayabilir. Bundan dolay1 veri

tabanlarindaki biiyiik verileri analiz edilerek gelecege yonelik c¢ikarim yapmamiz



gerekmektedir. Veri madenciligi yontem ve teknikleri kullanilarak ¢ikarilan ve amaca
hitap eden anlamli veriler bize bilgiyi ulastirir. Bu noktada “Bilgi Kesfi” kavrami ortaya

¢ikmaktadir [4].

Bilgi kesfi birbirini takip eden asagidaki asamalardan olusur [5].

. Veri Temizleme

. Veri Biitiinlestirme
. Veri Se¢cme

. Veri Doniistiirme

. Veri Madenciligi
. Oriintii(Desen) Degerlendirme
. Bilgi Sunumu

Sekil 2.1° de gosterilen veri madenciligi bilgi kesfi [6] asamalarindan ilk ii¢ asama, veri
madenciligi asamasina verinin hazirlanmasi i¢in uygulanan veri hazirlama (6nisleme)

asamasi olarak degerlendirilir.

Hedef Veri

Sekil 2.1: Bilgi kesif siireci.



2.1.1. Veri Madenciliginde Bilgi Kesif Adimlar:

Veri madenciligi bilgi kesif adimlar sirasiyla asagidaki adimlardan olusur.

Veri Temizleme: Verinin nitelik degerlerindeki eksiklik ve hatalar “gliriiltii” olarak

adlandirilir. Veri kiimesi iginde yer alan ancak bir anlam icermeyen verilerdir. Ornegin,
kullanicinin dogum tarihinin 1200 olmas1 gibi. Ortalama degerlere gore cok diisiik veya
yiiksek degerlere sahip asir1 ug veriler de bu siniftandir. Giirtiltli, yanlis nitelik degerleri,
veri girisi veya iletimi sorunlari, teknolojik kisitlilik ve tutarsizliktan olabilir [7].
Kaynaklardan toplanan veri tiirlerinde bazen eksik ve kayiplar olabilir. Ornegin, bir
veritabanindan alinan verilerde kisilerin medeni hali belliyken diger veritabaninda bu
kayitlar eksik veya hi¢ olmayabilir. iste bu tiir benzer durumlarda kirli veri olarak da
adlandirilan kayip ve giiriiltiiniin ortadan kaldirilmasina veri temizleme asamasini
olusturur. Bunun yaninda yanlig, mantiksiz yani asir1 ugta bulunan(6érnegin dogum
tarihinin 1100 olmasi) verilerin ortadan kaldirilmasi islemi de veri temizleme agsamasini

olusturur.

Veri Birlestirme: Veri madenciliginde kullanilacak olan veriler birden fazla kaynaktan

alinmis olabilir. Genelde daha iyi sonuglar elde edilebilmesi i¢in veriler birden fazla
kaynaktan alinir. Her kaynaktaki veriler kendi niteliklerine gore veritabanlarinda
tutulur. Bunlarin bir araya getirilmesi dogal olarak veri uyusmazligina neden
olabilmektedir. Bu uyusmazliklar genelde verilerin farkli kodlama bi¢iminde
olmasindan kaynaklanir. Veri birlestirme asamasi, toplanan biitiin verilerin ayn1 bi¢imde
tek bir veritabaninda veya veri ambarinda birlestirilmesini kapsamaktadir [8]. Ornegin
bir uzunluk sisteminde kayitlar kilometre olarak kaydedilirken bir bagkasinda mil olarak
tutuluyor olabilir. Bu tir durumlarda verileri veri biitiinliigii amaciyla ayni tiir

birlestirmek gerekir.

Veri Déniistiirme ve Veri Indirgeme: Veri doniistiirme asamasi, verilerin anlam ve

iceriklerinin degistirilmeden veri madenciliginde kullanilacak modele uygun olarak
diizenlenmesidir. Veri madenciligi modellerini bazilar1 sadece sayisal degerlerle
calisirken, bazilar1 da sayisal veya mantiksal degerlerle galisabilmektedir. Ornegin bir

veritabaninda “evet=1", “hayir=0 biciminde rakamsal degerler kullaniliyorken, farkl



bir veritabaninda ise “evet/hayir” bi¢iminde degerler kullaniliyor olabilir. Veritabam
lizerine uygulanacak metod hangisini destekliyorsa biitiin verilerin o formata

doniistiiriilmesi daha yararl olacaktir [9].

Uzerinde calisilacak  veri  setleri ¢ok bilyilkk oldugunda veri madenciligi
uygulamalarindan verimli sonu¢ almak zorlasmakta ve islemler daha ¢ok zaman
almaktadir. Verilerin 6znitelikleri korunarak hacimce daha kiigiik bigime getirmeye veri

indirgeme denir.

Veri Se¢me: Gereksiz verilerden temizlenen veri igerisinde ise yarayacak verileri
secmek daha kolaylasmaktadir. Bu asamada amacglanan hedef i¢in veriler
donistiirilmek ve daha sonra analiz edilmek i¢in secilmektedir. Veriler iizerinde
oncelikle kurulacak modele gore se¢im yapilmaktadir. Daha sonra amaca yonelik
belirlenen veri madenciligi algoritmasi ile doniistirme islemi yapilmaktadir. Bu

doniisiim degiskenlerin standartlagtirilmasi veya normallestirilmesi i¢in gereklidir.



o
o9 OFo
{2

o
EEaE Oy
Veri Temizleme -

/ :
/
7/
/ /

7 A

[ % %

-

Veri Birlestirme 4 >:
/ i

Veri Doniistiirme 2,32, 100,59,48 —>» -0.02, 0.32, 1.00, 0.59, 0.48
Veri indirgeme
Al A2 A3 ... _A126 Al A3 ... Al15

r1 Tt

2 T4

3 —

T4 T1456

12000

Sekil 2.2: Veri hazirlama (6nisleme) islemleri [9].

Veri Madenciligi ve Oriintii Degerlendirme: Bu asama, ortak 6zellik barindiran ve

aralarinda bir iligki kurulabilen ornekleri veya ozellikleri tanimlama ve smiflama
asamasidir. Veri madenciligi, veritabanlarindan bilgi kesfi siirecinin en Onemli
asamasidir. Bu asamada oriintiilerin yani desenlerin belirlenmesi i¢in veri madenciligi
metotlar1 kullanilmaktadir. Veri madenciligi asamasinda anlam ifade eden oOriintiilerin
cikarilmas: islemi yapilmaktadir. Bu Oriintiiler bulunduktan sonra degerlendirilmeye

alinir. Veri Madenciligi konusu ikinci kisimda ayrintili bir sekilde ele alinacaktir.

Bilgi Sunumu: Bilgi kesfi siirecinin son asamast bilgi sunumu asamasidir. Bilgi

sunumunda bir nevi yorumlama ve degerlendirme yapilir. Veriler {izerine uygulanan
veri madenciligi modellerinin izlenmesi ve degerlendirilmesi yapilir. Bilgi kesfi
stirecinin ne kadar bagarilt oldugunu, isletmenin amaglarini karsilayip karsilayamadigini

degerlendirme adimidir.



Bu asamada ¢esitli gorsellestirme ve raporlama araglart kullanilarak kesfedilmis bilgiler
ve sonuglar kullanicilara sunulur. Bu asama ikinci kisimda veri madenciligi siireci

igcerisinde daha kapsamli bir sekilde ele alinacaktir.

2.2. VERi MADENCILIiGi

Bilgisayarlarin, akilli telefonlarin ve diger elektronik aygitlarin giinliik yasantimizda
daha ¢ok kullanilmasiyla birlikte, artik her yaptigimiz islem dijital ortamda kayit altina
alinmaya baglandi. Magazalarda, alis veris merkezlerinde yaptigimiz aligverislerde satin
aldigimiz her bir {rlin teknik ayrintilariyla birlikte bilgisayarlarda, veritabanlannda
tutulmaktadir. Kamu kurumlarinda, hastanelerde, alisveris merkezlerinde veya internet
ortaminda yaptigimiz her islem teknolojik gelismelerle birlikte aninda veritabanlarinda
kayit altina alintyor. Bunun yaninda bir aligveris merkezine girerken ya da ¢ikarken
misterilerin goriintiileri , {irlinlere verilen yiiz mimikleri, tepkileri bile hatta siradan
giinliik yasamdaki goriintiiler de bir veritabanin1 meydana getiriyor .Iste bu tiir verilerin

icinden degerli olanlarin veriden bilgiye doniistiiriilmesi gerekmektedir.

Giintimiizde bir¢ok farkli alanda faaliyet gosteren sektorler rekabet ortaminda ileride
olabilmenin yaninda miisteri iligkileri yonetimini saglayabilmek icin verilerini diizenli
olarak dijital ortamlarda tutmaya baslamistir. Bu veriler teknolojiyle dogru orantili
gelisen veri aygitlarina uzun siire saklanabilmesi i¢in kaydedilmektedir. Zamanla
verilerin ¢ok hizli artis1 insanlara bu verilerden 6z ve gelecek agisindan faydali bilgiler
icin ¢ikarim yapmalarina yoneltmistir. Veri tabanlarinda biriken veri hedeflenen bilgiye
erisebilmek icin bilgi kesif siirecine girmektedir. Bir anlam ifade etmeyen verilerden
anlamli bilgiler ¢ikarabilmek ise veri madenciligi sayesinde miimkiindiir. Veri
Madenciligi, verilerin islenmesi i¢in kullanilan teknikler ve analiz edilen oOriintiiler

biitiiniidiir[10].

Veritabanlarinin  gelismesinde bilgisayar ve bilgi teknolojilerinin gelismesi rol
oynamistir. Veri madenciligi kavrammin ortaya c¢ikmasinda da veritabam
teknolojisindeki geligsmelerin 6nemi oldukga biiyiiktiir. Veritaban1 bir veri yigimidir. Bu
veri yigmmnin analiz edilmesi, smiflandirilmasi, raporlanmasi gerekmektedir. Bu

asamada veri madenciligi gibi ¢esitli teknikler devreye girmektedir. Var olan verilerden



¢ikarilan veya hesaplanan sonuglar iireten bir sorgulamanin sonucu olan geleneksel
veritabanlarinin aksine, veri madenciligi, veriler icerisindeki gecerli, orijinal, ise

yarayabilecek ve anlasilabilir desenleri (6riintiileri) tanima islemidir [11].

Veri madenciligi 1990’lardan beri veri depolama araglari, barkod ve RFID
teknolojilerine paralel olarak gelismekte ve kullanim alani her gegen giin teknolojik
gelismelere paralel olarak yayilmaktadir. Bu nedenle, kullanilan yer ve zamana gore
cesitli tanimlar1 yapilmistir ve yapilmaktadir. Ciinkii her gecen gilin daha da gelistigi igin
bugiin yapilan bir tanim teknolojik ilerlemelerle yetersiz kalabilmektedir. En yaygin
tanimlamastyla veri madenciligi daha Onceden bilinmeyen, gecerli ve uygulanabilir
bilgilerin genis veritabanlarindan elde edilmesi ve bu bilgilerin igletme kararlari

verirken kullanilmasidir[5].

Burada dikkat edilmesi gereken ©Onemli hususlardan birisi, elde edilecek bilginin
“Onceden bilinmeyen” olmasidir; ulasilacak bilginin 6nceden bilinmiyor olmasindan
kasit, elde edilecek sonucun tahmin edilmemesi anlamini tasimaktadir. Zaten tahmin
edilebilen, beklenen sonuglar i¢in veri madenciligi kullanmak pek de ekonomik
olmayacaktir. Veri madenciligi daha 6nce hi¢ akla gelmemis, diisiiniilmemis sonuglar

ortaya ¢ikarmasiyla diger yontemlerden farklilik gosterir.

Veri madenciligi, veritabanlarinda veya veri ambarlarinda ¢esitli bi¢imlerde depolanan
biiyiik 6l¢ekli verilerin i¢indeki gizli kalmis, onceden bilinemeyen ama potansiyel

olarak kullanigh oldugu diisiiniilen anlamli bilginin kesfedilmesi siirecidir .

Veri madenciligi, ¢ok biiyiik veri tabanlarindaki veya veri ambarlarindaki veriler
arasinda bulunan iligkiler, oriintiiler, degisiklikler, sapma ve egilimler, belirli yapilar
gibi ilging bilgilerin kesif siirecidir. Veri madenciliginde kullanilan yontem ve araglar,
cok kisa zamanlarda isin niteligine yonelik stratejik sorular1 cevaplamada yardimci
olurlar. Ham veride gizli kalmis olan Oriintilleri ve iliskileri tahmini bilgilere
dontstiirebilirler. Gartner Group tarafindan yapilan bir diger tanimda ise veri
madenciligi, istatistik ve matematik tekniklerle birlikte Orlintii tanima(pattern
recognition) veya desen tamima teknolojilerini kullanarak, depolama ortamlarinda
saklanmig bulunan veri yigmlarimin elenmesi ile anlamli yeni korelasyon, Oriintii ve

egilimlerin kesfedilmesi stirecidir .



10

Bu nedenle 6ncelikle veri madenciliginin kullanim alanlarina ve amaglarini bilip daha
sonra bu amaglar i¢in gelistirilmis teknik algoritma ve yazilimlar1 kullanmakta yarar

vardir.

2.3. VERi MADENCILIGININ UYGULAMA ALANLARI

Veri madenciligi bankacilik, pazarlama, sigortacilik, saglik gibi degisik alanlarda
uygulanmaktadir. Veri madenciliginin kullanilmasinda sektor farki gozetilmemekle
beraber, genis veri ambarlarinin olusturulmasina olanak veren, perakende satis, si-
gortacilik, saglik gibi alanlarda kullanilmasi daha yaygindir. Veri madenciligi uygulama

alanlarindan bazilari1 ana bagliklar halinde asagida listelenmistir [2-5]:
Perakende / Pazarlama

e Mausterilerin satin alma érantalerinin tespiti,

e Miisterilerin demografik ozellikleri arasinda iliskilendirme kurallarinin
bulunmasi,

e Pazar sepeti analizi,

e Miisteri iligkileri yonetimi,

e Miisteri degerlendirme,

e Satis tahmini,
Bankacilik

e Sahte kredi kart1 kullaniminin tespiti,
e Sadik miisterilerin belirlenmesi,

o Kredi kartin1 degistirme riski olan miisterilerin tahmini,
Sigortacilik Hizmetleri

e Talep analizi
e Riskli miisterilerin davranis oriintiilerinin belirlenmesi
e Sahtekarlik tespitinde

e Usulsiizliiklerin 6nlenmesi,
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Tip / Saglik

e Ofis ziyaretlerini tahmin etmek i¢in hasta davranislarinin karakterize edilmesi,
e Farkli hastaliklar i¢in basarili tibbi tedavilerin tanimlanmasi,

e Test sonuclarinin tahmini,

e  Uriin gelistirme,

e Tedavi siirecinin belirlenmesi,

e DNA igerisindeki genlerin siralarinin belirlenmesi,

e Protein analizlerinin yapilmasi,

e Hastalik haritalarinin hazirlanmasi,

e Hastalik tanilar1 ve on teshis,

Internet / Yazilhim

o Sitelerdeki illegal icerigin otomatik tespiti,

e Spam maillerin zeki ara birimlerce ayiklanmasi,

e Yapilmas: planlanan bir yazilim projesinin 6zelliklerinden hareketle gerekli
teknik ihtiyaclarin otomatik ¢ikarimi,

e Cok daha saglikli isleyen arama sonuglarinin ve arama motorlarinin
kurgulanmasi,

e Bir metnin hangi dilde yazildiginin otomatik tespiti,

e Sirketler biinyesindeki biiyiik veri setlerinin gruplanmasi ve veri madenciligine

uygun hale getirilmesi i¢in kullanilabilir.
Bilim ve Miihendislik

e Ampirik veriler iizerinde modeller kurarak bilimsel ve teknik problemlerin
¢Oziimlenmesi,
e Gen haritasinin analizi ve genetik hastaliklarin tespiti,

e Kanserli hiicrelerin tespiti.
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2.4. VERi MADENCILiGi MODEL VE TEKNIiKLERIi

Veri madenciligi teknikleri, tanimlayici teknikler ve tahmin edici teknikler olmak iizere
iki gruba ayrilir. Tamimlayic1 teknikler, karar vermeye yardim edecek verilerin
tanimlanmasin1 saglar. Birliktelik kurallar1 (association rules) ve kiimeleme (clustering)
tanimlayict tekniklere 6rnek gosterilebilir. Tahmin edici teknikler ise sonuglar1 bilinen
verileri kullanarak sonuglar1 bilinmeyen veri kiimelerinin sonuglarinin  tahmin
edilmesini saglar. Regression (gerileme) ve smiflandirma (classification)) tahmin edici

tekniklerdendir .

Giiniimiizde kullanilan Veri Madenciligi teknikleri 3 grupta toplanir.
[ Siniflama ve Regresyon

] Kiimeleme

| Birliktelik Kurallar1 ve Iliski Analizi

Veri
Madenciligi
) I
I I
Tanimlayic Tahmin Edici
Yontemler Yontemler

[ 1
—— e | I |

Birliktelik
Kurali

Kimeleme Siniflandirma Regresyon

Sekil 2.3: Veri madenciligi teknikleri [7].
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Simiflama ve Regresyon: Simiflama ve Regresyon, tahmin etmede ve regresyon
analizinde en ¢ok kullanilan bir yontemdir. Siniflama veri madenciliginde sik¢a
kullanilan bir yontem olup, veri tabanlarindaki gizli oOriintiileri ortaya c¢ikarmakta
kullanilir.  Verilerin  siiflandirilmasinda  belirli  bir siire¢ izlenir. Verilerin
smiflandirilmasi i¢in ilk dnce veri tabaninin bir kismi egitim amaciyla kullanilarak
siiflandirma kurallarinin olusturulmasi saglanir. Daha sonra bu kurallar yardimiyla

yeni bir durum ortaya ¢iktiginda nasil karar verilecegi belirlenir.

Regresyon analizi, bagimli bir degiskenin, bir veya birden fazla bagimsiz degiskenle
kurdugu iligkinin bir fonksiyon bigiminde yazilmasi ve bu fonksiyon yardimriyla bagimli
degiskenin wulagsabilecegi degerlerin tahmin edilmeye calisilmasidir. Siniflama ve
Regresyon modelleri arasindaki temel fark, tahmin edilen bagimli degiskenin kategorik
veya siireklilik gdsteren bir degere sahip olmasidir. Tahmin edilecek alan eger sayisal
(stirekli) bir degisken ise bir regresyon problemidir. Kategorik bir degisken ise

smiflama problemidir [10].

Siniflama algoritmalar1 hastalik teshisi, dolandiricilik tespiti, telekomiinikasyon ve

pazarlama vb. alanlarda yaygin olarak kullanilir.

Siniflama modellerinde Karar Agaglari, Yapay Sinir Aglari, Naive Bayes yontemleri ve
CART, SLIQ, Sprint, C4.5, C5, ID3 vb. algoritmalar: kullanilir.

Kiimeleme: Kiimeleme, genel olarak birbirine bezner veya yakin verileri kiimelere
ayirmaya dayanmaktadir. Kiimeleme teknigiyle elde edilen kiimeler kendi iginde bir
anlam ifade etmektedir. Kiimeleme analizi bir hedef degisken icermediginden siniflama

analizinden farkl bir yaklagimdir.

Kiimeleme tekniginde hedef degiskenin degerini belirlemeye yonelik siniflama, tahmin
etme veya kestirim yapilmaya calisilmaz. Bunun yerine verinin tamamini boliimlere
ayirmak i¢in homojen alt gruplar veya kiimeler arastirilir. Bu islem gergeklestirilirken
kiimeler i¢indeki verilerin benzerligi goz oniine alinir. Benzer olmayan veriler kiimenin

disinda kalacaktir [7].
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Kiimeleme teknigi; birimleri, veriler arasi benzerlik ya da farkliliklara dayali olarak
hesaplanan bazi dlgiilerden yararlanarak homojen gruplara bélmek amaciyla kullanilir
[12].

Kiimeleme teknigi, siiflandirmada oldugu gibi sahip olunan verileri gruplara ayirma
islemidir. Siniflandirma isleminde, smiflar 6nceden belirli iken kiimelemede siniflar
onceden belirli degildir. Verilerin hangi kiimelere ve ka¢ degisik gruba ayrilacag: eldeki
verilerin birbirlerine olan benzerlige gore belirlenir. Kiimeleme teknigi biyoloji, tip,
antropoloji, pazarlama, ckonomi ve telekomiinikasyon gibi birgok alanda

kullanilmaktadir [2].

Kiimeleme teknigi icin K-Means, Clarans, Birch, Cure, Chamaleon vb yontem ve

algoritmalar1 kullanilmaktadir.

Birliktelik Kurallar1 ve iliski Analizi:Birliktelik Kurallar1 ve iliski Analizi, belirli bir
veri kiimesinde yliksek siklikta birlikte goriilen 6zellik degerlerine ait iliskisel kurallarin
kesfidir . Birliktelik kurallarinin en ¢ok kullanildig1 alan pazar sepeti analizidir (Market
Basket Analysis). Bu analiz yapilan aligverislerde alinan iirlinlerin birbiriyle olan
birliktelik iligkisini incelemektedir. Ayrica market sepeti analizinde miisteri ile ilgili
veri hareketlerinden gelecekte miisterinin nasil bir tercih yapacagma dair sonuglar

tahmin edilmektedir [2].

Birliktelik kurallari, veri seti igindeki yaygin oriintiilerin ve nesneleri olusturan dgeler

arasindaki iliskilerin ¢ikarilmasi islemidir.

Birliktelik kurallarmin kullanildigi en tipik 6rnek market sepeti uygulamasidir. Bu
islem, miisterilerin yaptiklar1 aligverislerdeki iirlinler arasindaki birliktelikleri bularak
miisterilerin satin alma aligkanliklarini1 analiz eder. Bu tip birlikteliklerin kesfedilmesi,
musterilerin hangi triinleri bir arada aldiklar1 bilgisini ortaya ¢ikarir ve market
yoneticileri de bu bilgi 1s131nda daha etki satis stratejileri gelistirebilirler. Ornegin bir
miisteri siit satin aliyorsa, ayni aligveriste siitiin yaninda ekmek alma olasiligi nedir? Bu
tip bir bilgi 15181nda raflar1 diizenleyen market yoneticileri tirlinlerindeki satis oranini

arttirabilirler. Ornegin bir marketin miisterilerinin siit ile birlikte ekmek satin alan orani
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yiiksekse, market yoneticileri siit ile ekmek raflarini yan yana koyarak ekmek satiglarini

arttirabilirler [13].

Birliktelik kurallar1 ve iliski analizinde kullanilan algoritmalar Apriori Algoritmasi, AlS

Algoritmasi, SETM Algoritmasi, PAR vb. algoritmalaridir.
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3. MALZEME VE YONTEM

3.1. VERI KUMESI

Bu calismda Merpa Bilgi Islem Limited Sirketi isimli firmadan alman verilerden
yararlanilmistir. Firmadan alinan veriler referans alinarak 135 kayitlik sentetik veri seti
olusturulmustur. Elde edilen veri seti SMOTE(Synthetic Minority Over-sampling
Technique) teknigiyle oversampling islemi yapilarak veriler cogaltilip 1080 kayitlik bir
veri seti elde edilmistir. Daha sonra veriler iizerinde veri madenciligi yontemleri
uygulanmistir. Calismada kullanilan en Onemli yontem Karar agaclari yontemidir.
Calisma icinde karar agaclar1 yontemiyle siiflandirma yapilmistir. Karar agaclar
yontemiyle siiflandirma yapilirken C4.5 algoritmasi kullanilmistir. Karar agaglari
yontemi veri madenciligi analiz programi KNIME kullanilarak simule edilmis ve
bulgular elde edilmistir. Karar agag¢lar1 yonteminin yaninda Naive Bayes ve K-Nearest
Neighbor (KNN) yontemleri de kullanilarak KNIME yazilimi iizerinde modelleme

yapildiktan sonra yontemler veriler tizerinde uygulanmaistir.

Bu ¢alismadan kullanilan veri setinde yer alan kategorik degiskenler sunlardir:
Cinsiyet: Bay ve bayan olmak iizere iki kategoriye ayrilmaktadir.

*Yas Durumu: Cocuk, geng ve yetiskin olmak iizere ii¢ kategoriye ayrilmaktadir.
«Egitim Durumu: Ilk, orta ve yiiksek olmak iizere ii¢ kategoriye ayrilmaktadir.
*Medeni Hal: Evli ve bekar olmak {iizere iki kategoriye ayrilmaktadir.

*Miizik: Pop, rock, rap, tiirkii ve dini olmak {izere 5 kategoriye ayrilmaktadir.

*Video: Drama, aksiyon, komik, romantik, korku, bilimkurgu, savas ve ¢izgifilm olmak

lizere 8 kategoriye ayrilmaktadir.
*Resim: Komik, Diinya ve Anadolu olmak iizere 3 kategoriye ayrilmaktadir.

*Oyun: Cocuk ve yetiskin olmak {izere iki kategoriye ayrilmaktadir.
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*Kitap: Romantik, polisiye, 0ykii, macera, kisisel gelisim, komik, kadin erkek iligkisi,
korku, gizem, fantastik, dini, ¢ocuk, politika ve saglikli yasam olmak iizere 14

kategoriden olusmaktadir.

*TV Kanali: Dizi, ¢izgi film, haber, spor, miizik, magazin ve kiiltiirel olmak {izere 7

kategoriye ayrilmaktadir.

*Reklam&Anket: Aligveris&Gida, Eglencem ve Temizlik&Bakim olmak {izere 3

kategoriye ayrilmaktadir.

3.2. KARAR AGACLARI YONTEMIi

Karar agaclari, gerek anlagilmasi gerekse uygulanip yorumlanmasi konusunda kolaylik
saglamasindan dolayr simniflandirma algoritmalar1 igerisinde yaygin bir sekilde
kullanilan algoritmalardan biridir. Diger yontemlerle kiyaslandiginda karar agaclarinin
yapilandirilmasi ve anlasilmasi daha kolaydir denilebilir [2]. Bu teknikte siniflandirma
icin bir agag olusturulur, daha sonra veritabanindaki herbir kayit bu agaca uygulanir ve
cikan sonuca gore de bu kayit siniflandirilir. Temel olarak iki adimdan olustugu
sdylenebilir: Birincisi agacin kurulmasi, Ikincisi de verilerin teker teker agaca

uygulanarak siiflandirmanin gergeklestirilmesi seklindedir.
Karar agaglar1 matematiksel olarak soyle tanimlanabilir:
D = {tl...tn}, bir veritaban1 olsun.

Buradaki her ti = <ti, ... ti2> den olusmaktadir ve bu veritaban1 {Al, A2 ... An}

alanlarindan olugmaktadir.

Bunun disinda, C = {Cl1... Cn} kadar da sinif verilmis olsun. Bu durumda bir karar

agaci asagidaki gibi tanimlanabilir; bir sonraki sayfada da sekilsel olarak gosterilmistir:
-Herbir diiglimii A; alaniyla isimlendirilmis
-Her diiglimden ayrilan kollar bu alanla ilgili bir soruya yanit veren

-Her yapragin bir sinif oldugu bir agagtir [14].
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Sekil 3.1: Ornek karar agaci.

‘ Cs C

C,

Sekil 3.1° de 6rnek bir karar agac1 goriilmektedir. Agagtaki A1, Az... An 'dan her biri bir
diigiimii olusturmaktadir. Her diigim kendinden sonra iki dala ayrilmaktadir. Bu
ayrilma islemi siirecinde A; diigiimii hakkinda cevabi veritabaninda bulunacak bir soru
sorulmakta ve verilen yanita gére bir dal izlenmektedir. Agagtaki C1... Cn' lerin her biri
birer yapraktir ve ayni zamanda bir sinifi temsil etmektedirler.

Karar agaclan kural iiretmekle birlikte bazi parametre degerleri de sunarlar. Bunlardan
en onemlilerinden bir tanesi kaldirag (lift) kavramidir. Kaldirag her hangi bir diigiimdeki
kayitlarin, tiim agaca kiyasla ne kadarinin hedef sinifa ait oldugunu gosteren degerdir.
Ornegin %255 kaldirag (lifty degeri o diigiimdeki kayitlarin 2.55 kat daha fazla oranla
belirlenen sinifa ait oldugunu belirtir.

Kaldirag hesabini bir ornek iizerinden incelemesi igin Tablo 3.1°de bir spor salonunu

miisteri / liye siireleri ve miisterilerin sistemi terk edip etmedikleri verilmistir[2].
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Tablo 3.1: Ornek kaldirag tablosu.

Uyehk Suresi
1-5
6-15
6-15
1-5
6-15
6-15
1-5
1-5
1R

®
]

S 0 = 0 w0 oam a0

Veriler dikkatlice incelendiginde asagidaki iki kural bulunacaktir.
Kural 1: IF tiyelik =1-5 THEN Terk = 0;
Kural 2: IF iiyelik = 6-15 THEN Terk = 1;

Kural 1 ve veriler birlikte incelendiginde toplam 5 adet 1 -5 kaydin dérdiinde 0 sinifi ye
almistir. Tim veri kiimesindeki 0 simnifi sayist da 5 oldugu icin kural 1 digiimiindeki

kaldirag degeri su sekilde hesaplanir:
(4/5)/(5/9)= 1.44.
Kural iki i¢in ise, toplam 4 adet 6-15 kaydin tiglinde 1 smifi vardir o halde kural iki

diiglimiiniin kaldirag degeri:

(3/4)/(4/9) =1.69 olur. 1.69 kaldira¢ degerinin yorumu su sekilde yapilabilir:

“Miisteri terkini Onlemek i¢in yapilacak bir promosyon c¢alismasinda, mevcut
misterilerimizden hi¢ bir kurala dayanmadan rasgele se¢im yaparak bir promosyon
calismasi yapmak yerine, kural ikiye gore bir calisma yapilacak olursa, isletmeyi terk

etmesi muhtemel miisteriye ulasma sansimiz 1.69 kat artacaktir.”

Agag olusturulduktan sonra, her kayit bu agac¢ iizerine uygulanir ve her kayit ulasilan
yapraga gore siiflandirilmis olur. Olusturulan agac aslinda birgok "eger (if then)" den

olusan bir kurallar biittintidiir.
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Ornek bir veritabani {izerinde karar agaclari algoritmalarinin genel calisma ilkelerini
incelemek i¢cin Tablo 3.2°deki Ornek veritabani verilmistir. D veritabaninin ti
tablosudur. Cinsiyet, boy, kilo alanlar1 ise A’ lerdir. Beden alani ise siniflar1 (C)

olusturmaktadir. Burada beden degiskeni bagimli degisken olarak da adlandirilabilir.

Tablo 3.2: Ornek karar agaci verileri.

Cinsiyet Kilo Boy Beden
K 48 170 Orta
K 49 151 Kuguk
K LY 158 Orta
K o0 165 Orta
E 29 160 Kuguk
K 61 159 Orta
E 62 162 Kuguk
E 03 174 Orta
K 03 108 Orta
K 09 177 Buyuk
E 72 170 Orta
E 74 165 Kaguk
E F49) 175 Orta
E [:49) 1390 Buyuk
E 98 190 Buyuk

Karar agac1 kurulurken boy, kilo ve cinsiyet degiskenleri birer diigiimii temsil edecek ve
herbir diiglimden sonra dallanma yaratilarak diger diiglimlere gecis saglanacaktir. Bu
islem yapilirken en 6nemli nokta hangi degiskenin ilk diiglim, yani "kok digim"
olacaginin hesaplanmasidir. Kok diigiimden sonra agacin alt dallarin1 olusturacak

diigiimleri belirlemek icin de kok diigiimiin belirlenmesindeki yol uygulanir.
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Karar agacina dayali olarak gelistirilen algoritmalar genel olarak asagida verilen kod

diizeninde ¢aligir:

D: Ogrenme veritabani

T: Kurulacak aga¢

T=0 //baslangigta aga¢ bos kiime
Dallara ayirma kriterlerini belirle
T=kok diigiimii belirle

T=dallara ayrilma kurallarina gére kok diigiimii dallara ayir;

Herbir dal igin
Do
Bu diigiime gelecek degiskeni belirle
If(durma kosuluna ulasildr)
Yaprak ekle ve dur
Else
Loop

Karar agac1 kurulurken eldeki veri tabanin bir kismi1 6grenme islemi i¢in kullanilarak
aga¢ olusturulur bir kismi da olusturulan agaci test etmek icin kullanilir. Karar
agaclarina dayali olarak gelistirilen bir¢cok algoritma vardir. Bu algoritmalar
birbirlerinden kok, diigiim ve dallanma kriteri se¢imlerinde izledikleri yol agisindan
ayrilirlar. Siklikla kullanilan karar agaglarina dayali algoritmalar ID3 ve C4.5

algoritmalaridir. C4.5 algoritmasi ID3 algoritmasinin gelistirilmis seklidir.
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3.2.1. ID3 Algoritmasi

ID3 algoritmas: diger degiskenler icerisinde smiflamada en ayrict 6zellige sahip
degiskeni bulurken entropi kavramindan yararlanir. Entropi kavrami, eldeki bilginin
sayisallastinlmasidir . Dunham entropinin bir veri kiimesi igindeki belirsizlik, saskinlik
ve rasgeleligi 6lgmek igin kullanildigini soyler. Eldeki biitiin veriler tek bir sinifa ait
olmasi durumunda entropi sifir (0) olacaktir. Entropi 0-1 arasinda bir deger alir. Biitiin

olasiliklar esit oldugunda entropi maksimum degerine ulasacaktir [14].

Entropinin matematiksel gosterimini ifade etmek igin; s<Pi, P2 ... P> olasiliklari ifade
ederse tiim bu olasiliklarin toplami 1 (bir) olmalidir. Entropi hesabi Denklem 3.1 de

verilmigtir.

H(py,p2 - Pn) = 2(pilog(1/p;)) (3.1)

ID3 algoritmas1 veritaban1 boliinmeden 6nce dogru smiflandirma yapmak igin gelen
bilgiyle, veritabani boliindiikten sonra dogru smiflandirma i¢in gelen bilgi arasindaki
farki kullanarak, oncelikli diigiimii ve dallanmalara karar verir. Bu aradaki fark ise
kazanim olarak adlandirilir. Kazanim hesaplanmasi denklem 3.2 de gosterilmistir.

Burada H() veritabaninin herhangi durumundaki halini temsil etmektedir.

Kazamum(D;S) = H(D) — Y-y P(D;)H(D;) (3.2)

ID3 algoritmasinin adimlari kabaca asagidaki gibidir:

Data Seti Se¢: D

Smif1 Sec:

Alan sayisini seg:f

Basla;Her C i¢in genel durum enropisi hesapla(Denklem 3.1)

Do for each for f



23

Entropi hesapla(Denklem 3.1)
Olasilik hesapla P(Di)
Kazanim Hesapla(Denklem 3.2)
Loop
En yiiksek kazanim degerli f dal olarak atanir
If durma kriteri=TRUE yaprak ata ve DUR
Else
D=Dal ayrimi

Baslaya Git:

ID3 algoritmasinin kullandigi kazanim hesaplanirken verilerin ham halinin entropisi ile
yani baslangigtaki entropiyle herbir alt boliimiin entropilerinin agirlikli toplami
arasindaki fark alinir. Bu fark hangi alt boliim igin bliylikse o alt bolime dogru

dallanma yapilir.

3.2.2. C4.5 Algoritmasi

ID3 algoritmasinin bazi eksik yonlerinin giderilmesi amaciyla Quinlan tarafindan 1993
yilinda ortaya atilmistir [14].Bu algoritmada ID3 algoritmasinda kullanilan kazanim

yerine Denklem 3.3 ve Denklem 3.4 ile hesaplanan kazanim orani kullanilmistir.

Kazanim Orani(D,S)=Kazanim(D|S) / Ayirma Bilgisi(D,S) (3.3)
gy (D1 DDl
Ayirma Bilgisi(D,S)=H ( T IDI) (3.4)

C4.5 algoritmasimin kabaca adimlari asagida verilmistir.
Data Seti Se¢: D

Smifi Sec:

Alan sayisini seg:f

Basla;Her C i¢in genel durum enropisi hesapla(Denklem 3.1)
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Do for each for f
Ayirma Bilgisini Hesapla(Denklem 3.4)
Kazanim Oranin1 Hesapla(Denklem 3.3)
Loop
En kiiciik degerli kazanim oranli degiskeni diigiim olarak ata.
If durma kriteri=TRUE yaprak ata ve DUR
Else
D=Dal ayrimi

Baslaya Git:

3.3. NAIVE BAYES YONTEMI

Veri madenciliginde verilerin 6nceden verilen smiflara gore ayrilmasi, aslinda,
gelecekte elde edilecek sonuglarin tahminidir; yani siniflarin tahminidir. Regresyon,
zaman serileri analizi ve Bayesyen yaklasim gibi istatistiksel yontemler kullanilarak bu

siiflandirma islemleri gerceklestirilebilir.

Bayesyen siniflandirma teknigi, elde var olan, hali hazirda siniflanmis verileri
kullanarak yeni bir verinin mevcut smiflardan herhangi birine girme olasiligini
hesaplayan bir yontemdir. Bayesyen kuralina dayali gelistirilmis algoritma ve
siniflandirma teknikleri bu adla anilir. Bu ¢alismada naive bayes teknigi kullanilmastir.
Bayes teoreminin algoritmasi Sekil 3.5’deki gibi gosterimi yapilabilir.X sinif iiyeligi
bilinmeyen M simifli veri 6rnegi olarak alinsin. X={X1,X2...xn} nitelik degerlerinden
olugsmaktadir. C1,Ca...Cm smuf degerleri ise sinifi belirlenecek 6rnek icin Denklem 3.5
hesaplanir. Denklem 3.5 ile hesaplanan en yiiksek deger i¢in smif atamasi
yapilir[17,18].

P(x;|C1)P(Cy)

P(Cylx;) = P(xp)

(3.5)



25

3.4. K-EN YAKIN KOMSULUK YONTEMI(KNN)

KNN ile smiflandirma yapilirken eldeki verilerin birbirlerine olan uzakligi veya
benzerligi kullanilarak siniflamanin gergeklestirilmesine dayali bir baska siniflandirma
teknigidir. Veriler arasindaki mesafe oOlgiilirken en c¢ok kullanilan mesafe Euclid
mesafesidir. Mesafeye dayali algoritmalardan en bilineni "K-en yakin komsu

algoritmas1" yani KNN” dir.

KNN yaygin olarak kullanilan algoritmalardan bir tanesidir. Siiflandirma yapilirken
simiflandirmaya tabi tutulacak verisetindeki herbir kaydin diger kayitlarla olan uzakligi
hesaplanir. Ancak, bir kayit icin diger kayitlardan sadece k adedi hesaplamaya katilir.
Algoritmanin isminden de anlagilacagi gibi bu k adet kayit, baska bir deyisle
veritabanindaki nokta, mesafesi hesaplanan noktaya diger kayitlara gore en yakin olan

kayitlardir.

Algoritmada k degeri 6nceden segilir; degerinin yiiksek olmasi birbirlerine benzemeyen
noktalarin bir araya toplanmasina yani siniflanmasina, ¢ok kiiciik se¢ilmesiyse birbirine
yakin, benzer noktalarin yani ayni sinifin noktalan olduklar1 halde, baz1 noktalarin ayr
siniflara konmasina ya da o tiir noktalar i¢in ayr1 siniflarin agilmasina neden olur. En sik
kullanilan k degerleri veri kiimesinin biiyiikliigiine gore 3,5 ve 7 dir [2].Ornegin yeni bir
veri siniflandirilmas1 asamasinda k=5 segilmis ise, daha oOnce smiflandirilmis
komsulardan en yakin 5 tanesi dikkate alinir. En yakin gézlem degerine sahip komsular
hangi siifa dahil ise, siniflandirilacak veri de o sinifa dahil edilir. Yapilan ¢alismada k

degeri 3,5 ve 7 olarak secilip yontem veriler lizerinde uygulanmaistir.

Mesafe Ol¢limii euclid formiiliiyle hesaplanir. Siniflandirilmak istenen Ornek ile
siiflarda bulunan ornekler arasindaki yakinlik yani benzerlik bulunur. Siniflanmis veri
ornekleri X=(x1,x2,...xn) ve smiflandiriimak istenen veri ise Y=(yi,v2,...vyn) ile gosterimi
yapildigr kabul edilirse iki vektor arasindaki mesafe denklem 3.6 da gosterildigi gibi

hesaplanir.
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D{Xx,Y) = iz (x; —y:)?
y (3.6)

KNN algoritmasinin adimlar1 agagidaki gibidir:

*Uygun bir mesafe 6l¢iim uzay1 belirle (Euclid mesafe 6l¢iimil).
*Birbirine en yakin k adet noktayi belirle.

*Belirlenen grubun en ¢ok rastlandigi sinifi belirle.

*Bu gruba belirlenen sinifin ismini ata.

3.5. VERi MADENCILiGi ANALiZ PROGRAMI KNIME

Knime programi ilk olarak 2006 da yayimlanan, GNU lisansiyla kullanilabilen agik
kaynak kodlu bir yazilimdir. Knime veri 6n isleme araclarinin ve makine 6grenme
algoritmalariin bir araya getirildigi akademik ¢aligmalarda ve kurumsal igletmelerde

kullanilan bir veri madenciligi programidir. http://www.knime.org adresinden {icretsiz

olarak indirilip kullanilabilir. KNIME, Eclipse tabanli olmasmin sagladigi avantaj
sayesinde modiiler ve gorsel veri akis sistemi gelistirme ortami sunmasinin yani sira

egitim ve arastirma amagcli ortak ¢alisma ortami da sunmaktadir.

KNIME arac1 genisletilebilme 6zellikleri ile 6n plana ¢ikmaktadir. Kullanicilara bir
yazilim gelistirme kiti (software development kit) sunarak kullanicilarin kendi
modiillerini yazabilmelerine olanak saglar. Eclipse platformunun destekledigi tiim
isletim sistemlerinde kurulum gerektirmeden c¢alisabilmektedir. KNIME platformu
gerekli eklentiler kurulduktan sonra benzer veri madenciligi yazilimlari olan WEKA ve
R yazilimlarin1 destekleyip bu yazilimlar igin tasarlanmis algoritmalarin da
kullanilmasina olanak saglar. KNIME araci .txt uzantili metin dosyalarindan, .xIs veya
.csv uzantili Excel dosyalarindan ve .arff uzantili WEKA dosyalarindan veri alabilme
ozelligine sahiptir. KNIME platformunun Database 6gesinin altinda yer alan Data
Manupulation 6geleriyle verilerin hazirlanmast ve temizlenmesi siirecinde
kullanicilara kullanim kolaylig1 saglar ve Veri Ambar1 Araci olarak kullanilmasia

imkan verir[2]. Sahip oldugu zengin gorsellestirme araglar1 ve efektif kullanim
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imkanlar ile benzer yazilimlara gore ustiinliik saglamaktadir. KNIME sahip oldugu bu

giiclii 6zellikler ve sundugu imkanlar dikkate alinarak bu ¢aligmada tercih edilmistir.

Bu bdliimde programin temel yapisi, bilesenleri sunulduktan sonra, 6rnek veriler
tizerinde nasil yiiriitilecegi ayrintili bir sekilde gosterilmistir. KNIME programi ilk

olarak agildiginda Sekil 3.2 ’dakine benzer bir ekran goriintiisii gelecektir.

File Edit View Node Help
M-E& &~ wx «| |-~ AQODOOE"HAE<FOO H

2 KNIME Explorer 52 = | L 0: KNIME_project 13 = || @\ Node Description £ =0

HEE|&E

Filter - ¥

= EXAMPLES (guest@publicserver.knime.orgids
ﬁ LOCAL (Local Workspace)
A KNIME _project

m »

‘FuvorileNodes & H @ ® =0
W Personal faverite nodes |

£y Most frequently used nodes
@ Last used nodes ¥

J Mode Repository =

gty 10

[E! Database

= : )

ca Data Manipulation

-, Data Views

X Statistics

i Mining

" Meta SE Qutline &2 = 0| B Console 2 whill #*B~-r95+=0

G Flow Control KNIME Console

- Y N T L i

A Time Series *** Welcome to KNIME v2.9.0.8@407@1 - the Kenstanz Information Mi
- Copyright, 2003 - 2013, Uni Konstanz and KNIME GmbH, German
FOPSPRPRPRbet 1SRttt

Log file is located at: C:\Users\pc\Desktop\knime_2.9.@\werkspace3

Sekil 3.2: KNIME agilis penceresi.

Orta alan projenin olusacagi, verilerin akip, analiz edilecegi alandir. Sag alt kosedeki
Node Repository isimli pencerede programla ilgili her tirlii model, algoritma ve
uygulamaya erisilebilir. Sag {ist kosedeki Node Description penceresi sectigimiz 6ge ile
ilgili agiklamalar1 kullaniciya sunar. Sag alt kosedeki Console penceresi ise
calistirdigimiz algoritma ya da program parcacigi hakkinda bilgi ve varsa hatasim

kullaniciya gosterir.

Node Repository penceresinde en iistteki 6ge 10 6gesidir. Bu 6ge sayesinde verilere
ulasilabilir ve eldeki veriler baska dosyalara kaydedilebilir. Bunun i¢in Read ve Write

alt 6geleri kullanilir[2].
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_1 Node Repository ==

4 3 Read
| 3 File Reader
B3 ARFF Reader
CSV Reader
Z5 Line Reader
3 Table Reader
s PMML Reader
#% Model Reader
4 - Write
B CSV Writer
k& ARFF Writer
¥ Table Writer
o PMML Writer
#\ Model Writer
=2 Other
=] Cache
€] Database
Ea Data Manipulation
. Data Views
¥ Statistics
@ Mining
& Meta

PEIN o PR ey e |

m

Sekil 3.3: Node repository ve 1O bilesenleri.

Sekil 3.3 den de goriilecegi gibi KNIME programi, sirasiyla ASCII formatinda yalin
metin dosyalar1 (File Reader), bagka bir iicretsiz akademik veri madenciligi yazilimi
olan WEKA programinin dosya formatint (ARFF Reader), CSV tiiriindeki dosyalari,
Line Reader sayesinde de bir dosyadan ya da internet adresinden metin dosyalari

igerigini herbir satir1 bir kayit olarak kabul ederek okur.

Giiniimiizde xIs (excel) formatindaki veriler 6nemli bir yer tutmaktadir. Indirilen
KNIME siirtimiinde XLS Reader 6zelligi yoksa “File / Instal KNIME Extensions”

meniisiiyle Internet iizerinden bu eklentiler yiiklenebilir.

Database 0Ogesinin altinda Data Manupulation 06g8esi verilerin hazirlanmas1 ve

temizlenmesi slirecinde siklikla kullanilan alt 6geleri igermektedir.

“Node Repository” penceresindeki “Data Views” simgesi altindaki 6geleri kullanarak

grafik ve tablo goriintiileri elde edilebilir. Statistics simgesi altindaki dgelerse verilerle
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ilgili 6zet tanimlayic istatistik bilgileri elde edilmesini saglayan 6geleri icermektedir.

Mining kismiysa veri madenciligi model ve algoritmalarinin bulundugu 6gedir.

Verilere erismek igin orta alana “IO/READ” meniisii altindan “CSV Reader” 6gesi
caligma alanma eklenir. Kullanilacak veriler csv uzantili bir dosyada kayith
oldugundan bu 06ge secilmistir. Sekil 3.4’de “CSV Reader” 06gesinin orta alana

stiriiklenmis hali goriilmektedir.

2 LOCAL (Local Workspace)
A KNIME_project

¢ m »

A Favorite Nodes | - @ ® 0O CSV Reader Interactive Table

¥ Personal favorite nodes .
7 Most frequently used nodes
@3

(MY L arb ssrnd modas

2 Node Repository = @9 Node 2
Node 1

m Matrix -
= PMML

4 . Data Views
V4o Property
I Utility
e Box Plot
ﬁ Conditional Box Plot

Il Histogram
lith Histogram (interactive)
[T] Interactive Table

[Py Lift Chart
'\/ Line Plot

3K Parallel Coordinates

Sekil 3.4: Csv Reader ve Interactive table 6gesi.

Is akisi(workflow) i¢in eklenen CSV Reader simgesi konfigiire edilerek ¢alisma icin
kullanilacak veriler segilir ve 0geye eklenir. Eklenen veriler KNIME icinde
goriilebilmesi amaciyla “CSV Reader” 6gesine “Data Views” sinifindan “Interactive
Table” 6gesi baglanir. Interactive Table nesnesi baglandiktan sonra “Execute” secenegi
tiklanarak caligtirilir. Bu islemden sonra veriler “CSV Reader” dosyasindan okunacak
ve “Interactive Table” 6gesine aktarilacaktir. “Interactive Table” 6gesi “Execute and
Open Views” secenegiyle calistirtlmis veriler tablo halinde goriinmesi saglanmistir.

Kullanilacak verilerin tablo seklinde goriintiisii Sekil 3.5’daki gibidir.



30

File Hilite Navigation View Output

Row ID § Cinsiyet | § YasDur... | § Efitim § MedeniHal| § Muzik § Video § Resim S Oyun § Kitap § TvKanal | § Reklam&a...
Row0 Bayan Cocuk Tl Bekar Rock CizgiFilm Komik Cocuk Macera Miizik AlsverisfGida .
Rowl Bayan Cocuk Tl Bekar Pop Kamik. Komik Cocuk Cocuki CizgiFilm Edlence B
Row2 Bayan Cocuk Tl Bekar Pop CizgiFilm Diinya Cocuk kil CizgiFilm Edilence
Row3 Bayan Cocuk Tl Bekar Rock Kamik. Komik Cocuk Cocuki CizgiFilm Edlence
Row4 Bayan Cocuk Tl Bekar Rock Romantik Diinya Yetiskin Macera CizgiFilm AlsverisfGida
Row5 Bayan Cocuk Tl Bekar Pop CizgiFilm Komik Cocuk Cocuki CizgiFilm Alisveris&Gida H
Rowé Bayan Cocuk Tl Bekar Fop CizgiFilm Diinya Cocuk Cocuki Miizik AlsverisfGida
Row7 Bayan Geng Tl Bekar [Tirkil Romantik Anadalu Yetigkin Romantik Dizi [TemizlikaBakam
Rowa Bayan Geng Tl Bekar Fop Romantik Diinya Yetiskin Korku Haber AlsverisfGida
Row3g Bayan Geng Orta Bekar [Tirkil Romantik Anadalu Yetigkin Romantik Dizi Alsveris&Gida (A
Row 10 Bayan Geng Orta Bekar Rock Komilk: Komik Yetiskin KigiselGelisim  |Haber AlsverisfGida
Row1l Bayan Geng Orta Bekar Rock Romantik Diinya Yetigkin Romantik Magazin [TemizlikaBakam
Row12 Bayan Geng Orta Bekar Fop Romantik Komik Yetiskin KadinErkekli... [Haber [TemiziikaBakim
Row13 Bayan Geng Orta Bekar Rap Aksiyon Komik Yetigkin Macera Magazin [TemizlikaBakam
Row14 Bayan Geng ‘fiksek Bekar Rock Korku Dinya fetiskin Korku Spor [TemiziikaBakim
Row15 Bayan Geng Yilksek Bekar Rock Drama Komik Yetigkin KisiselGeligim  |Dizi [TemizlikaBakam
Row 16 Bayan Geng ‘fiksek Bekar Dini Drama Dinya fetiskin Dini Dizi Alsveris&Gida
Row17 Bayan Geng Yilksek Bekar Rap BilmKurgu Diinya Yetigkin KadinErkekdi. .. |Dizi Alsveris&Gida
Row 18 Bayan Geng ‘fiksek Bekar [Tarki Romantik Anadolu fetiskin KigiselGelisim  |Kdltirel Edlence
Row19 Bayan Geng ‘iksek Bekar Fop Drama Anadalu Yetiskin Macera Miizik Edlence
Row20 Bayan Geng Tk Bekar Dini Komik: Dinya fetiskin Dini Dizi [TemiziikaBakim
Row21 Bayan Geng i Evli Rap Kamik Komik Yetiskin Romantik Haber Edlence
Row22 Bayan Geng Ik Evli Fop Romantik Dunya fetigkin Gizem Dizi Algveris&Gida
Row23 Bayan Geng Orta Evli Fop Drama Komik Yetiskin KadinErkekdi. .. |Dizi Alsveris&Gida
Row24 Bayan Geng Orta Evli Fop Korku Komik fetigkin Romantik Dizi [TemiziikaBakim
Row25 Bayan Geng Orta Evli Fop Karku Diinya Yetiskin Macera Miizik Alsveris&Gida
Row26 Bayan Geng Orta Evli Dini Drama Anadolu fetigkin Dini Kaltirel Algveris&Gida
Row27 Bayan Geng Orta Evli [Tiirki Komik Anadolu Yetiskin Dini Dizi AhsverisBGida
Row28 Bayan Geng Orta Evli Rap Komik. Dunya fetigkin KadinErkekli... [Magazin Algveris&Gida
Row29 Bayan Geng Orta Evli Fop BilimKurgu Diinya Yetiskin Korku Kiiltirel AhsverisBGida
Raow30 Bayan Geng Orta Evli Dini Drama Anadolu fetigkin Dini Dizi Algveris&Gida
Row31 Bayan Geng Orta Evli Fop Korku Diinya Yetiskin KisiselGelisim  |Kiiltirel AhsverisBGida
Row32 Bayan Geng ‘fiksek Evli Dini Romantik Komik fetigkin Gizem Magazin [TemiziikaBakim
Row33 Bayan Geng ‘fiksek Evli [Tiirkii BilimKurgu Diinya 'Yetiskin KadinErkekli... Magazin Edlence
Row34 Bayan Geng ‘fiksek Evli Dini Drama Dunya fetigkin Dini Dizi Algveris&Gida
Row35 |Bayan |Geng. Yitksek Evi Pop Aksiyon Diinya fetiskin Macera Haber TemizikfBakm | 7

= — — == = —= == = — ——

Sekil 3.5: Verilerin tablo halinde gériiniimii.

Sekil 3.5 de kullanict paternini olusturan degiskenler (parametreler) ve tahmin edilmek

istenen parametre olan Reklam&Anket parametresi goriilmektedir.

Veri setindeki tiim parametrelerinin tanimlayic istatistik degerlerini Knime araciligiyla
gosterilme icin  “Node Description” kisminda yer alan “Statistics” 6gesi daha 6nce
eklenen “CSV Reader” 6gesine baglanarak eklenir. Statistics simgesi ¢ift tiklanarak
acildiginda (Sekil 3.7) program tarafindan tiim degiskenlerin analize dahil edildigi
goriilecektir. Eger analizden ¢ikarmak istenen degisken var ise bu degisken segilerek,

analizden ¢ikarilir. Tim degiskenlerimizin bulundugu nominal analiz sekil 3.6’da

gosterilmektedir.
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(B =5

Cinsiyet YasDurumu Egitim MedeniHal Miizilc Video Resim Oyun Kitap TVKanah Reklam&Anket
No. missi No. missi No. missi No. missi 0/|No. missi No. missi 0| No. missii No. missi No. missi 0 No. missings: 0 [No. missings: 0
Top 20: Top 20: Top 20: Top 20: Top 20: Top 20: Top 20: Top 20: Top 20: Top 20: Top 20:

Bayan : 70 Yetigkin : 61 Yiiksek : 54 Bekar : 73 Pop:41 Komik : 38 Diinya : 50 Yetigkin : 122 Macera : 23 Dizi : 35 Ahgveris&Gida - 64
Bay : 65 Geng : 60 Orta: 45 Evli: 62 Rock: 29 Romantik : 26 ||Komik : 48 Gocuk : 13 Dini: 23 Haber : 25 Eglence 1 42
Cocuk - 14 ik - 36 Tiirkii - 28 Drama : 20 Anadolu : 37 Romantik : 19 Magazin : 22 Temizlik&Bakim : 29
Dini : 24 Aksiyon - 18 KadinErkellligkisi - 18 || Miizik : 21
Rap:13 Korku : 13 KisiselGeligim : 17 Spor : 16
GizgiFilm - ¢ Korku - 11 GizgiFilm - ¢
BilimKurgu : 9 CocukK : 9 Kiiltiirel : 7
Ovki - 9
Polisiye : 3
Gizem : 2
SaghikhYagam : 1
Bottom 20: Bottom 20: Bottom 20: Bottom 20: Bottom 20: Bottom 20: Bottom 20: Bottom 20: Bottom 20: Bottom 20: Bottom 20:

Sekil 3.6: Degiskenlerin istatistik degerleri.

Bu analiz veri setinde yer alan ve kategorik olan veriler hakkinda tanimlayic1 istatistik

degerlerini vermektedir. Ornegin “Egitim” alani incelendiginde veri setinde yer alan

135 kayittan 54’1 yiliksek tahsilli, 45’1 orta tahsilli, 36’s1 da ilk Ogretim tahsilli

olduklar1 goriilmektedir.

Veri setimizdeki veriler {izerinde veri dagiliminin incelenmesi igin, veri madenciligi

analizi icinde verilerin histogramiin ¢izilerek incelenmesi gerekmektedir. KNIME

programinda bu islemi yapmak i¢in “Histogram (Interactive)” 6gesinin veri kiimesine

baglandiktan sonra bu simge “Execute and Open Views” secenegiyle calistirmak

gerekmektedir. Histogram1 ¢izmek istenilen degisken segilerek istenilen degisken igin

histogram goriintiisii elde edilir. Sekil 3.7°de eklenmis hali gériinmektedir.
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Sekil 3.7: Histogram 6gesinin eklenmesi.

(interactive)
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5 Copy
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al

rl

Bir diger grafik gosterim aract olan Scatter Plot sayesinde verilerin serpme grafigi elde

edilebilir. Olusturulmak istenen serpme grafiginin parametreler i¢in renklendirilmesi

icin “Data View” meniisiinden “Color Manager” 6gesi CSV Reader 6gesine baglayip

execute edilir. Daha sonra “Data View” meniisiinden “Scatter Plot” 6gesi sekil 3.8 deki

gibi “Color Manager” 6gesine baglanir ve istenilen parametreler secilip bu parametreler

arasinda dogrudan bir iliski hakkinda yorum yapilabilmeye imkan veren serpme

grafikleri elde edilir.
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Sekil 3.8: Scotter Plot ve Interactive Table 6gelerinin eklenmesi.

Bu agsamadan sonra “Data Manipulation\Transform” meniisii altidan yer alan “SMOTE”
6gesi kullanilir. Bu 6ge Synthetic Minority Over-sampling Technique sozciiklerinin bas
harflerinden ismi almaktadir. Karar agaglan ve yapay sinir aglar1 gibi bazi denetimli
O0grenme algoritmalarinda kullanilacak verilerin veri kiimesinde ayni siniftan ve benzer
kayitlardan fazla 6rnekler yer almasi kullanilan yontemlerin daha saglikli sonuglar elde
etmesine imkan tanir. Uygulanacak yontemler ile daha saglikli sonuglar elde etmek i¢in
veriler “SMOTE” 0&gesiyle ¢ogaltilmistir. “SMOTE” 6gesi Reklam&Anket smif
degiskenini temel alarak ve var olan veri seti igerisinde kurallar yakalayarak veri setine

yapay kayitlar ekleyerek veri seti 1080 kayitlik bir veri setine doniistiirmiistiir.

Sekil 3.9’ da goriildiigii gibi “SMOTE 6gesi CSV Reader” 6gesine baglanip veriler
cogaltilarak 1080 kayitlik yeni veri seti elde edilmigtir.
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Sekil 3.9: Smote 6gesinin eklenmesi.

1080 kayitlik veri setinin uygulanacak yontemler ile k- kath ¢apraz dogrulama (k-fold
cross validation) islemi yapilabilmesi igin “Meta” meniisii altinda yer alan “X-
validation” 6gesi eklenmistir. Boylece uygulanacak veri madenciligi yontemlerinde
capraz dogrulama islemi yapilarak daha saglikli istatistiksel sonuglar ve doguluk
oranlar1 elde edilmesi amaglanmistir. Sekil 3.10° da “Cross Validation” 6gesinin

“SMOTE” 6gesine baslanmis hali yer almaktadir.
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Sekil 3.10: Cross Validation 6gesinin eklenmis hali.

Bu asamadan sonra ¢alismanin temel amaci olan, reklam/anket parametresi tahmini igin

hangi parametrelerin 6nemli, faydali ve kullanilabilir oldugunun ve tahmin i¢in gerekli

parametreleri iiretecek olan karar agact yontemi uygulanabilir.

3.5.1. KNIME lle Karar Agaci Yontemi

Karar Agaci yontemi igin “X-Paritioner” 6gesinin ilk portu “Mining\ Decision Tree”
mentisii altindan eklenen “Decision Tree Learner” dgesiyle is akist alanina Sekil 3.11°
deki gibi baglantis1 yapilmistir. Boylece “Cross Validation” 6gesiyle yaratilan iki veri

kiimesinden biri “Decision Tree Learner” 6gesine egitim veri kiimesi olarak kullanilmak

amaciyla aktarilmigtir.

gl

Node 33
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“Decision Tree Learner” gesine veriler aktarildiktan sonra 6genin konfigiirasyonu icin
sekil 3.11” deki gibi yapilandirma yapilir. Gerekli konfigiirasyon yapildiktan sonra karar

agaci elde edilir.

a4 0: KNIME_project3 a4 "2 KNIME_project2 wa *2:33 - Cross Validation &3 = {
' ™y
— .. Dialog - 2:33:9 - Decision Tree Learner - E@g
File
Options | PMMLSettings | Flow Variables I Memory Policy|
General
Class column S ReklamdAnket v:
Quality measure :Gain ratio v:
Pruning method :No pruning v:
Reduced Error Pruning |I
Min number records per node 25
Mumber records to store for view 10,000 5

Average split point

-

Number threads 8=

Skip nominal columns without domain information

Binary nominal splits

[] Binary nominal splits

Max #nominal 104

EE Outline 52 [ Filter invalid attribute values in child nodes

Sekil 3.11: Decision Tree Learner 6gesi ve konfigrasyonu.

“Decision Tree Learner” ogesiyle karar agaci olusturulduktan sonra “X-Paritioner”
nesnesiyle elde edilmis ikinci veri kiimesi “Decision Tree Predictor” nesnesine aktarilir.
“Decision Tree Predictor” 6gesi siniflandirma tahmini yapacagi veriyi “Decision Tree
Learner” ogesindeki karar agaci siniflandirmasina gore yapmaktadir. Sekil 3.12°de

“Decision Tree Predictor” 6gesinin is akis1 alanina eklenmis sekli gosterilmistir.
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Sekil 3.12: Decision Tree Predictor 6gesinin eklenmis hali.

3.5.2. KNIME ile Naive Bayes Yontemi

Veri madenciliginde veriler {izerinde siniflandirma islemlerini icra etmek igin
kullanilan bir diger yontem ise Naive Bayes yontemidir. Naive Bayes yontemi karar
agaclar1 yontemi gibi denetimli 6grenme metoduna gore smiflandirma yapar. Naive
Bayes yonteminde istatistiksel yontemler kullanilarak bu siniflandirma islemleri
gergeklestirilir. Navie Bayes siniflandirma yonteminde, elde var olan, hali hazirda
siniflanmig veriler kullanilarak yeni bir verinin mevcut siniflardan herhangi birine girme

olasilig1 hesaplanip smiflandirma islemi yapilmaktadir.

Knime il Naive Bayes yonteminin uygulanmasi i¢in karar agaclar1 yonteminde yapilan
adimlar gibi gerekli 6geler eklendikten sonra kullanilacak veriler “X-Paritioner” 6gesine
eklenir ve veriler iki veri kiimesine bolinmiistiir. Naive Bayes yontemi igin “X-
Paritioner” 6gesinin ilk portu “Mining\ Bayes” meniisii altindan eklenen “Naive Bayes
Learner” ogesiyle is akisi alanina Sekil 3.13’deki gibi baglantis1 yapilmigtir. Boylece
“X-Paritioner” 6gesiyle yaratilan iki veri setinden biri “Naive Bayes Learner” dgesine

egitim veri Seti olarak kullanilmak amaciyla aktarilmigtir.
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“Naive Bayes Learner” 6gesine veri aktarildiktan sonra “X-Paritioner” nesnesiyle elde
edilmis ikinci veri kiimesi “Naive Bayes Predictor” nesnesine aktarilir. “Naive Bayes
Predictor’ o6gesi smiflandirma tahmini yapacagi veriyi “Naive Bayes Learne’r
0gesindeki istatiksel islemlere dayali siniflandirma sonuglarina gore yapmaktadir. Sekil

3.13’ da “Naive Bayes Predictor” 6gesinin is akisi alanina eklenmis sekli gosterilmistir.

tlorer &% = | N KNIME_project3 i "2 KNIME_project2 w4 *2:33 - Cross Validation 22

§ % — —
- “

NIME_project - Naive Bayes Learner

NIME_project2

MNIME_project3 - i

1 }

Naive Bayes

.
X-Partitioner Predictor X-Aggregator

odes 3 = [F ¥ — 0O MNode1l

nal favorite nodes
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d nod
sed nodes Node 2
asitory =

- =
Aanipulation -
iews

ics
E]
yEs L

m

Maive Bayes Learner
Maive Bayes Predictor
Jstering

le Induction

ural Network

cision Tree

Sekil 3.13: Naive Bayes 6gelerinin eklenmis hali.

3.5.3. KNIME ile KNN Yéntemi

Veri madenciliginde veriler iizerinde siniflandirma islemini icra etmek i¢in kullanilan
bir diger yontem ise KNN yontemidir. KNN yontemi, siniflandirma yapilirken eldeki
verilerin  birbirlerine olan uzaklifi veya benzerligi kullanilarak siniflamanin

gerceklestirilmesine dayal1 bir baska siniflandirma teknigidir.

KNN yontemi igin “X-Paritioner” &gesinin ilk portu “Misc Classifiers” meniisii
altindan eklenen “K-Nearest Neighbor” 6gesinin port 0 girisine is akist alaninda Sekil
3.14’ deki gibi baglantis1 yapilmistir. Béylece “X-Paritioner” 6gesiyle yaratilan iki veri

setinden biri “K-Nearest Neighbor” 06gesine egitim veri seti olarak kullanilmak
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amaciyla aktarilmigtir. K-Nearest Neighbor 6gesi eklendikten sonra “X-Paritioner”
nesnesiyle elde edilmis ikinci veri kiimesi “K-Nearest Neighbor” 6gesinin port 1
girisine aktarilir. Sekil 3.14> de “K-Nearest Neighbor” 06gesinin is akisi alanina

eklenmis sekli gosterilmistir.

£ g

{NIME_project -

{NIME_project2

{NIME_project3 -
m b

= X-Partitioner K Nearest Neighbor
lodes &2 = [* b 4 8

nal favorite nodes DJDR:i -
frequently used nodes — —

Jsed nodes MNode 2 Node 3

ository =8

Manipulation -
Views

tics

9

yes —
ustering

Jle Induction

eural Metwork

=cision Tree

m

isc Classifiers
! K Mearest Meighbor

Sekil 3.14: KNN 6gesinin eklenmis hali.
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3.6. ARAC EGLENCE SIiSTEMi

Arag eglence sistemleri; otobiis, tren, ucak, gemi vb. yolcu tasimaciligi yapan araglarda,
genellikle koltuk arkasina monte edilerek kullanilmaktadir(Sekil 3.15). USB, kulaklik
vb. girisleri bulunan, dokunmatik veya tus kontroliiyle kullanilan bir monit6r sistemidir.
Genel olarak Android isletim sistemine sahiptir. Bu sistemler sayesinde yolcular,
internet tarayicilarina baglanarak giinliik islerini takip edebilmekte; miizik, video, film,

oyun vb. eglence uygulamalarini kullanarak daha keyifli bir seyahat siirdiirebilmektedir.

Sekil 3.15: Arag koltuguna monte edilmis dokunmatik ekranli eglence Sistemi.

Reklam&anket kaynagi, reklam ve anket firmalarinin sahip oldugu reklam ve anket
portallarindan olusmaktadir. Bu ¢alismanin amacina uygun olarak tasarlanacak
sistemlerin ara¢ eglence sistemlerine entegre edilmesiyle kullanici paternlerinden
edinilen sonuglar dogrultusunda web iizerinden reklam&anket portallarina baglanilip ve
uygun olan reklam&anket secilerek kullaniciya sunulmasina imkan verilecegi

ongoriilmektedir.
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4. BULGULAR

Bu boliimde, tez caligmasinda kullanilan verilerin dagilimlarini gésteren degisken bazl
histogram sekilleri (Sekil 4.1-4.11) elde edilmistir. Ayrica veri setinde yer alan
degiskenlerin birbirleriyle olan iliskileri incelemek adina serpme grafikleri elde

edilmistir (Sekil 4.12-4.15).

Tez calismasinda, literatiirde en iyi bilinen Karar Agaglar1 yontemi kullanilarak veriler
icin karar agaci elde edilmis ve olusan karar agaci analiz edilerek tespit ve yorumlar
yapilmustir. Karar agacina gore reklam&anket tercihini etkileyen en 6nemli degisken
tespit edilip diger degiskenlerin birbirleriyle olan korelasyonlar1 karar agaci iizerinde

analiz yapilip tespit edilmistir.

Veri madenciligi yontemlerinden Karar Agaglari, Naive Bayes ve KNN yontemleri veri
madenciligi analiz programi KNIME ile tiim is akis1 uygulamalar elde edilmistir.
Karar Agaclari, Naive Bayes ve KNN yontemleri i¢in olusturulan is akisi uygulamalari
ile veriler iizerinde smiflandirma yapilmis ve siniflandirma sonucunda reklam&anket

degiskeni i¢in dogruluk deger oranlari tespit edilmistir.

4.1. DEGISKEN BAZLI HISTOGRAMLAR

Analizde kullanilacak cinsiyet, yas, egitim, medeni hal, miizik, video, resim, oyun,
kitap, TV izleme, reklam tiirii gibi gesitli degiskenler veri madenciliginin grafiksel

araglari ile incelenmis ve asagidaki sonuclar elde edilmistir:

Cinsiyet: Sekil 4.1°de yer alan histogramda goriildiigii gibi bay ve bayan yolcu sayilar
yolcu sayilar1 birbirine yakin sayida, 65 bay yolcu ya karst 70 bayan yolcu

bulunmaktadir.
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Sekil 4.1: Cinsiyet dagilimi.

Yas Durumu: Yas dagiliminda 14 ¢ocuk, 60 geng ve 61 yetiskin yolcu bulunmaktadir.

Sekil 4.2: Yas durumu dagilimi.

4 4 8§ ¢

4

P 9 % 3 84 % §

Egitim Durumu: Ilkégretim mezunu 36, orta dgretim mezunu 45 ve yiiksek dgretim

mezunu 54 kisi bulunmaktadir.
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Sekil 4.3: Egitim durumu dagilimu.

Medeni Hal: Medeni hal histogramindan goriildiigii gibi yolcularin ¢ogunlugu bekardur.
73 bekar yolcuya karsi 62 evli yolcu bulunmaktadir.

Sekil 4.4: Medeni hal durumu dagilimi.

Miizik: Yolcularin miizik dinleme segeneklerine bakildiginda pop miizigin en cok
dinlenilen miizik tiirii oldugu goriilmektedir 24 kisi dini miizik, 41 kisi pop miizigi, 13

kisi rap miizigi, 29 kisi rock miizigi ve 28 kisi de tiirkii miizigi dinlemistir.
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Sekil 4.5: Miizik dinleme tiir dagilimu.

Video: Video izleme histogrami incelendiginde komik videolar en ¢ok izlenilen video

tiiri oldugu goriinmektedir.

Blimkuge

Sekil 4.6: Video izleme dagilimi.

Resim: Resim se¢eneklerinden Diinya, Anadolu ve komik segenekleri birbirine yakin
sayida olmakla beraber diinya 50 kisi, Anadolu 37 kisi ve komik 48 kisi tarafindan
tercih edildigi goriilmektedir.
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Sekil 4.7: Resim tiirii dagilimu.

Oyun: Oyun degiskenine ait histogram incelendiginde biiyiik oranda yetigkin oyunlari
tercih edildigi goriilmektedir.

e ——
Yeligin

foeuk

Sekil 4.8: Oyun tiirii dagilimi.

Kitap: Okunan kitap tiirlerine ait histogram incelendiginde dini ve macera kitaplar1 en

cok okunan kitaplar oldugu goriilmektedir.
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KadnEmditgisi KigaalGelgim

Sekil 4.9: Kitap tiirti dagilimu.

TV Kanali: izlenilen TV kanali degiskenine ait histogramdan en ¢ok dizi ve haber

kanallar1 izlendigi goriilmektedir.

————— T —— 11— Y — —T —T1
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Sekil 4.10: Tv kanali tiirii dagilimu.

Reklam&Anket Gosterim Durumu: Reklam&Anket degiskenine ait histogram grafigi
incelendiginde Alisveris&Gida’nin en ¢ok gdsterimi yapilan Reklam&Anket tiirii
oldugu goriilmektedir.
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Sekil 4.11: Reklam&Anket gosterim dagilimu.

4.2. DEGISKENLER ARASI SERPME GRAFIKLERI

Degiskenlere ait histogram grafiklerinin yaninda degiskenlerin reklam degiskeni
tizerindeki etkilerini gosteren serpme grafikleri veri madenciligi analiz programi

KNIME ile elde edilmistir.

Sekil 4.12° deki cinsiyetin reklam/anket degiskeni iizerinde etkisini gdsteren serpme
grafigi incelendiginde bay ve bayanlarda kirmizi ile boyanmis olan Aligveris&Gida
reklam&anketinin en ¢ok gosterimi yapildigi goriilmektedir. Temizlik&bakim
segeneginin bayanlar tarafindan baylara oranla daha fazla tercih edildigi goriilmektedir.
Bunun yaninda eglence reklam&anketinin baylar tarafindan bayanlara kiyasla daha

fazla tercih edildigi de goriilmektedir.
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Sekil 4.12: Cinsiyetin Reklam&Anket Uzerine etkisi.

Sekil 4.13° deki yas degiskeninin reklam/anket degiskeni {izerinde etkisini gdsteren
serpme grafigi incelendiginde ¢ocuk, geng ve yetiskin olarak kategorilere ayrilan yas
degiskeninde, her ti¢ kategoride de yine Alisveris&Gida’nin daha ¢ok tercih edildigi ve
bu tercih oraninin geng¢ ve yetigskin yas gruplarinda birbirlerine yakin oldugu tespit
edilmistir. Cocuk bireylerde Eglence kategorisi daha ¢ok tercih edilmis olup

Temizlik&Bakim kategorisinin tercih edilmedigi goriillmektedir.
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Default Settings I Colurn Seler_tionl Appearance |

Dot Size bl aiteer (1
Sekil 4.13: Yas Durumunun Reklam&Anket Uzerine etkisi.
Sekil 4.14’deki serpme grafiginde ise egitim durumunun reklam degiskeni tizerindeki

etkisi goriilmektedir. Farkli egitim seviyesindeki bireylerin farkli reklam izleme

egilimleri bulunmaktadir.
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Sekil 4.14: Egitim Durumunun Reklam&Anket Uzerine etkisi.

Sekil 4.15°de medeni hali degiskeninin reklam&anket degiskeni tizerinde etKisi
goriilmektedir. Serpme grafiginden bazi reklam&anketlerin bekar bireylerce, bazi
reklamlarin ise evli bireylerce daha fazla tercih edildigi gériilmektedir. Ornegin Eglence
reklam&anketinin bekar bireylerce evli bireylere gore daha fazla tercih edildigi

gorilmektedir.
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Temiziik |
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Eekar Ewli

Sekil 4.15: Medeni Halin Reklam&Anket Uzerine etkisi.

4.3. VERI MADENCILIGI YONTEMLERININ UYGULANMASI

Caligmada kullanilan veri madenciligi yontemleri olan Karar agaclari, Naive Bayes ve
KNN yontemleri veri madenciligi analiz programi1 KNIME ile basarili bir sekilde veriler
tizerinde uygulanmis ve bu yontemlerin veriler iizerinde siniflandirma basarisini yani
dogruluk deger oranlarini gosteren yakinsaklik matrisleri (confusion matrix) elde
edilmistir. Yakinsaklik matrisleri tablosunda smniflandirmaya tabi tutulmus veriler
tizerinde dogruluk ve hata sayisim ve yiizdelik oranlar1 matris tablosu seklinde

gosterilmektedir.
Dogruluk deger oranlar1 i¢in kullanilan terimler sunlardir:

Yakinsaklik matrisi: Dogru olarak siniflandirilan 6rneklerin sayisi bu matrisin diyagonal

elemanlarinin toplamina esittir.
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Dogru Siniflama (Correct Classified): Siniflandirma algoritmasi tarafindan herhangi bir
smifa atanan verilerden gercekte o ilgili sinifa ait olanlarin yani dogru siniflandirtlmis

verilerin sayisini gosterir.

Yanlis Siniflama (False Classified): Siniflandirma algoritmasi tarafindan herhangi bir
smnifa atanan verilerden gercekte o ilgili sinifa  ait olmayanlarin yani yanlis

smiflandirilmig verilerin sayisini gosterir.

Gergek Pozitif (True Positive): Gergekte pozitif olup sistemin de pozitif olarak

siniflandirdigi verileri temsil etmektedir.

Yanlis Pozitif (False Positive): Gergekte negatif olup sistemin pozitif olarak

simiflandirdigr verileri temsil etmektedir.

Gergek Negatif (True Negative): Gergekte negatif olup sistemin de negatif olarak

siiflandirdigr verileri temsil etmektedir.

Yanlis Negatif (False Negative): Gergekte pozitif olup sistemin negatif olarak

siiflandirdig verileri temsil etmektedir.

Dogruluk (Accuracy): Smiflandirma algoritmasi tarafindan herhangi bir sinifa atanan
verilerden gercekte o ilgili sinifa ait olanlarin yani dogru siniflandirilmis verilerin tim
smniflandirmaya tabi tutulan veriler igindeki oranmni gosterir. Dogruluk denklemi
denklem 4.1 de verilmistir.

Gercek Pozitif+Gercek Negatif
Toplam Veri Sayisi

Dogruluk = (4.1)

Duyarlilik (Precision): Simiflandirma algoritmasi tarafindan herhangi bir siifa atanan
verilerden gergekte pozitif olanlar arasindan pozitif segme oranini temsil eder..Denklem
4.2 de gosterimi verilmistir.

Gercek Pozitif
Gergek Pozitif+Yanlis Pozitif

Duyarlilik = (4.2)
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Secicilik (Specifity): Smiflandirma algoritmas: tarafindan herhangi bir sinifa atanan

verilerden ger¢ekte negatif olanlar arasindan negatif segme oraninini gosterir.

Yanlis Negatif (4 3)
Yanlis Negatif+Yanlis Pozitif )

Secicilik =

Hata (Error): Siniflandirma algoritmasi tarafindan herhangi bir sinifa atanan verilerden
gergekte o ilgili sinifa ait olmayanlarin yani yanlis smiflandirilmis verilerin tiim

siiflandirmaya tabi tutulan veriler i¢indeki oranin1 gosterir.
Cohen’s Kappa istatistigi: Tahmin dogrulugunun 6l¢iisiinii géstermektedir.

k-katli ¢apraz dogrulama (k-fold cross validation): Veri seti k-katli ¢apraz dogrulama
yontemi ile egitim ve test islemine tabi tutulmustur. k-kath ¢apraz dogrulama ile veri
seti k adet kiimeye boliintr. Egitim islemi i¢in k-1 kiime, test i¢in de 1 kiime
kullanilarrak c¢apraz dogrulama yapilir. Egitim ve test k adim kadar tekrar ettirilir.
Boylece her veri kiimesi hem test veri seti olarak, hem de egitim veri seti olarak
kullanilir[19]. Bu ¢alimada her test i¢in k=5 ve k=10 degerleri kullanilmistir. Bu
degerlere gore uygulanan yontemler i¢in elde edilen sonuglar Tablo 4.1 - 4.10 da

verilmistir.
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Sekil 4.16: Karar Agaci yontemi KNIME is akis1 yapisi.
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-
oa Decision Tree View - 3:0:9 - Decision Tree Learner _

File HilLite Tree
Alsveris&Gida (461/972)

= Table:

Category %o n

Ahisveris&Gida 47,4 461

Edlence 31,2 303

Temizlik &Bakim 21,4 208

Total 100,0 972

| i J

Oyun
=
:s:Tmi :y'erm
AhsverisiGida (96/164) Ahsveris&Gida (365/308)
= Table: ~ Table:
Category Yo n Category Yo n
Alsveris&Gida 53,5 96 Alsveris&Gida 45,2 365
Edlence 41,5 68 Edlence 29,1 235
Temizlik&Bakim 0,0 0 Temizlik&Bakim 25,7 208
Total 15,9 164 Total 83,1 808
@ @

Sekil 4.17: Karar Agacinin ilk digiimleri.
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| File HiLite

4

I‘ &I:I [root]: dass 'Alsveris&Gida (461 of 972)
EI f:_r:" I:I [Oyun = gocuk]: dass 'AlsverisGida’ (96 of 164)
@I:I [Kitap = macera]: dass ‘alsverisBGida’ (27 of 27)

@D [Kitap = &ykil]: dass ‘Edlence’ (13 of 13)

- @D [Kitap = cocuk]: dass 'Blsveris&Gida’ (53 of 34)
@I:I [Kitap = kisiselGelisim]: dass 'Edlence’ {2 of 2)

[ rill:l [Kitap = romantik]: dass 'Alsveris&Gida' (15 of 26)
@D [Kitap = kadinErkek]: dass ‘Eglence’ (1 of 1)
@D [Kitap = korku]: dass Eglence’ (5 of 6)

@I:I [Kitap = dini]: dass 'Edlence’ {1 of 1)

GI:I [Kitap = gizem]: dass ‘Edlence’ (1of 1)

@I:I [Kitap = polisive]: dass 'Edlence’ (1 of 1)

@I:I [Kitap = sadlkifasam]: dass ‘Edlence’ (2 of 2)

S I:I [Oyun = yetiskin]: dass 'AhsverisBGida’ (365 of 808)
-- QI:I [MedeniHal = bekar]: dass 'Edlence’ (154 of 423)

G- f:—\"l:l [MedeniHal = evli]: dass 'Alisveris&Gida' (229 of 335)

Sekil 4.18: Karar Agacinin basit gdsterimi.
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Tablo 4.1: 5 katli capraz dogrulama i¢in Karar Agaci yontemi dogruluk degerleri.

Tiim ,
Rekla . ,nkEt Gergek Pozitif | Yanlig Pozitif | Gergek Negatif | Yanhs Negatif | Duyarlilik | Secicilik | Smiflandirma Cohen’s
Kategorisi ... |Kappa
Dogrulugu
Algveris&Gida 453 47 501 48 0,906 | 0,914
Eglence 288 34 689 38 0,894 | 0,953 89,99% 0,837
Temizlik&Bakim 203 24 803 19 0,894 | 0,971

Tablo 4.2: 10 kath ¢apraz dogrulama igin Karar Agaci yontemi dogruluk degerleri

Reklam&Anket Tim

Kategorisi Gergek Pozitif | Yanhs Pozitif | Gergek Negatif | Yanls Negatif | Duyarlilk | Secicilik Smlf}andn:ma Cohen’s Kappa
Dogrulugu

Alsveris&Gida 466 32 513 34 0,936 | 0,941

Eglence 297 26 699 23 092 | 0,964 92,80% 0,882

Temizlik&Bakim 207 17 803 18 0,924 | 0,979
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Scorer

Naive Bayes Learner

Predictor

Naive Bayes

Sekil 4.19: Naive Bayes yontemi KNIME is akis1 yapisi.

X-Aggregator

Tablo 4.3: 5 katli ¢apraz dogrulama i¢in Naive Bayes yontemi dogruluk degerleri.

Reklam&Anket Tim

Kateqorisi Gergek Pozitif | Yanhs Pozitif | Gergek Negatif [ Yanlis Negatif [ Duyarlilik | Secicilik | Smiflandirma |Cohen’s Kappa
9 Dogrulugu

Alsveris&Gida 320 155 413 192 0,674 | 0,727

Eglence 147 82 662 189 0,642 | 089 59,82% 0,382

Temizlik&Bakim 179 197 651 53 0,476 | 0,768

Tablo 4.4: 5 katli ¢apraz dogrulama i¢in Naive Bayes yontemi dogruluk degerleri.

Tiim
Ezlt(laorisi nlet Gergek Pozitif | Yanlis Pozitif | Gergek Negatif [ Yanl Negatif | Duyarhilik | Segicilik | Smiflandirma {Cohen’s Kappa
9 Dogrulugu
Algveris&Gida 318 155 413 194 0,672 | 0,727
Eglence 146 78 666 190 0,652 | 0,895 59,72% 0,382
Temizlik&Bakim 181 202 646 51 0473 | 0,762
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Histogram
(interactive)
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(F*g)
(CSV Reader I\?e? SMOTE Cross Validation

Interactive Table

Node 33 Pt .
Node 32 X-Partitioner K Mearest Neighbor

Scatter Plot
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Sekil 4.20: KNN yontemi KNIME is akis1 yapisi.
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Tablo 4.5: 5 katli ¢apraz dogrulama igin KNN (k=3) yontemi dogruluk degerleri.

Reklam&Anket Tim

Kategorisi Gergek Pozitif | Yanhs Pozitif | Gergek Negatif | Yanls Negatif | Duyarlilik | Segicilik Smlf}and@ Cohen’s Kappa
Dogrulugu

Aligveris&Gida 488 23 545 24 0,955 0,96

Eglence 313 22 722 23 0,934 0,97 95,19% 0,924

Temizlik&Bakim 227 7 841 5 097 | 0,992

Tablo 4.6: 5 katli ¢apraz dogrulama i¢in KNN (k=5) yontemi dogruluk degerleri.

Tim
Ezlt(la orisinkEt Gergek Pozitif | Yanlis Pozitif | Gergek Negatif | Yanhs Negatif | Duyarlilik | Secicilik| Smiflandirma |Cohen’s Kappa
9 Dogrulugu
Alsveris&Gida 494 36 532 18 0,932 | 0,937
Eglence 302 24 720 34 0,926 | 0,968 93,70% 0,9
Temizlik&Bakim 216 8 840 16 0,964 | 0,991

Tablo 4.7: 5 katli ¢apraz dogrulama i¢in KNN (k=7) yontemi dogruluk degerleri.

Reklam&Anket Tim

Kategorisi Gergek Pozitif | Yanlis Pozitif | Gergek Negatif | Yanhs Negatif | Duyarlilik | Secicilik Smlf}andn:rm Cohen’s Kappa
Dogrulugu

Aligveris&Gida 482 48 520 30 0,909 | 0,915

Eglence 290 33 711 46 0,898 | 0,956 90,93% 0,856

Temizlik&Bakim 210 17 831 22 0,925 | 0,98
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Tablo 4.8: 10 kath ¢apraz dogrulama igin KNN (k=3) yontemi dogruluk degerleri.

Tiim
Ezl:la orisinket Gergek Pozitif | Yanhs Pozitif | Gergek Negatif | Yanhs Negatif | Duyarlilik | Secicilik| Smiflanduma |Cohen’s Kappa
9 Dogrulugu
Aligverig&Gida 496 15 553 16 0,971 | 0,974
Eglence 318 15 729 18 0,955 0,98 96,48% 0,944
Temizlik&Bakim 228 8 840 4 0,966 | 0,991

Tablo 4.9: 10 kath ¢apraz dogrulama igin KNN (k=5) yontemi dogruluk degerleri.

Tim
izlt(la orisinket Gergek Pozitif | Yanhs Pozitif | Gergek Negatif | Yanls Negatif | Duyarlilik | Segicilik| Smiflandirma [Cohen’s Kappa
9 Dogrulugu
Aligveris&Gida 491 30 538 21 0,942 | 0,947
Eglence 306 22 722 30 0,933 0,97 94,44% 0,912
Temizlik&Bakim 223 8 840 9 0,965 | 0,991

Tablo 4.10: 10 kath ¢apraz dogrulama i¢in KNN (k=7) yontemi dogruluk degerleri.

Reklam&Anket Tim

Kategorisi Gergek Pozitif | Yanhs Pozitif | Gergek Negatif | Yanhs Negatif | Duyarhlik | Segicilik Smlf}andu:ma Cohen’s Kappa
Dogrulugu

Aligveris&Gida 480 45 523 32 0914 | 0,921

Eglence 293 28 716 43 0913 | 0,962 91,67% 0,868

Temizlik&Bakim 217 17 831 15 0927 | 0,98
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5. TARTISMA VE SONUC

Veri madenciligi giinliik hayatimizda sik¢a kullanilan bir alan haline gelmistir. Ozellikle
giiniimiiz dijital ortamlar1 disiiniildiigiinde, bilgisayarlarda stirekli birikmekte olan
veriler depolama iinitelerinde saklanmakta ve yedeklenmektedir. Acaba maden haline
doniisen bu verilerden anlamli bilgi c¢ikarimi veya gelecek tahmini yapilabilir mi
sorusuyla giindeme gelen veri madenciligi, aslinda c¢esitli yapay zeka (artificial
intelligence) / makine 6grenmesi (machine learning) yontemlerini kullanan bir ¢alisma
alanidir. Giinlik hayatta ve is ortaminda biriktirilen verilere degisik yaklasimlar
uygulanarak bu veriler degerlendirilmekte ve ilgili kurum veya is alani1 i¢in karakteristik
ozellikler ¢ikarilmaktadir. Karakteristik 6zellikleri ¢gikarabilmek i¢in "6zellik (feature)"
olarak adlandirilan bilgilere ulagsma gerekmektedir. Bu islem ise literatiirde "6zellik
¢ikarimi (feature extraction)" olarak isimlendirilir. Dolayisiyla, veri iizerinde bulunan ve
veriyi en 1iyi sekilde ifade eden Ozelliklerin (features) uygun algoritmalar yardimiyla,
bilgisayar tarafindan otomatik bir sekilde tespit edilmeli ve bu bilgilere veri
madeniciligi yontemleri uygulanmaladir. Bu c¢alismada da veri madenciligi

siniflandirma (classification) teknigiyle veriler islenip sonuglar elde edilmistir.

Veri madenciliginin tanimi ve kullanim amaglari, veri madenciliginde bilgi kesif siireci
ve adimlar1 detaylica anlatilmig, veri madenciligi model ve teknikleri genel bir sekilde

incelenmistir.

Tez ¢alismasinda arag eglence sistemleri i¢in veri madenciligi yontemleri kullanilmis ve
bu sistemlerde bir yolcunun ilgi alani i¢in en uygun reklam&anketin ne oldugu

hakkinda bir analiz yapilmistir.

Calismada kullanilan verilerin veri dagilimlarini gosteren histogram sekilleri elde edilip
degisken bazli grafik sonuclar1 analiz edilmistir. Ayrica veri setinde yer alan
degiskenlerin birbirleriyle olan iliskileri incelemek adina serpme grafikleri elde

edilmistir.
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Tez ¢alismasinda kullanilan en 6nemli yontem olan Karar Agaglar1 yontemiyle veriler
icin karar agaci elde edilmistir. Olusan karar agaci analiz edilerek tespit ve yorumlar
yapilmistir. Karar agacina gore reklam/anket tercihini etkileyen en onemli degisken
tespit edilip diger degiskenlerin birbirleriyle olan korelasyonlar1 karar agaci lizerinde
analiz edilmistir. Olusan karar agaci incelenip reklamé&anket tercihi tizerinde en belirgin
parametrenin elde edilen agacin kok diigiimiinii de olusturan “Oyun” parametresi

oldugu tespiti yapilmistir.

Olusan karar agacinda analiz yapildiginda bazi oransal sonuglara ulasilmistir. Ornegin
kullanicilar igersinden bir kullanici yetiskin oyununu tercih etmisse, Aligveris&Gida
reklam&anketini tercih etme oran1 %45,2 ile en yiiksektir. Ayrica eger bir birey ¢ocuk
oyununu tercih etmis ise Temizlik&Bakim reklam&anketini tercih etmemistir. Buna
benzer olarak bir kullanici yetiskin ve medeni hali evli ise Alisveris&Gida
reklam&anketini tercih etme orant %59,5 ile en yiiksektir. Bir bagka degerlendirmede
de eger bir kullanic1 gocuk oyununu tercih etmis, romantik kitap okumus ve pop miizik
dinlemigse Eglence reklam&anketini tercih etme orani %75 ile en yliksektir. Buna
benzer bir ¢ok degerlendirmenin tespiti elde edilen karar agaci lizerinden yapilabilme

durumu elde edilmistir.

Veri madenciligi yontemleri olarak kullanilan karar agaclari, Naive Bayes, KNN
yontemleri kullanilarak veri madenciligi analiz programi1 KNIME ile basarili bir sekilde
veriler iizerinde uygulanmis ve bu yontemlerin veriler lizerinde siniflandirma basarisini
yani dogruluk deger oranlarin1 gésteren yakinsaklik matrisi (confusion matrix)leri ve
dogruluk(accuracy), duyarlhilik(precision) ve segicilik(specifity) degerleri elde
edilmistir. Kullanilan yontemler i¢in elde edilen tim degerler Tablo 5.1°de

listelenmistir.
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Tablo 5.1: Simiflandirma Dogruluk Tablosu.

Smmflandirma Algoritmas: Reklam& Anket Duyarhhk Secicilik Dogruluk
Kategorisi (%) (%) (%)
3 pargal Aligvens&Gida 90.6 914 o0
dogrulama Eglence 394 933
Karar Temizhik&Bakim 204 97,1
Afaclan 10 pargals Alizvens&Gida 93,6 84.1 023
dogrilama Eglence 02 06,4
Temizlik& Bakim 024 07,9
3 pargaly Alizvens&Gida 674 12,7 308
dogrilama Eglence 642 29
Maive Tenuzhk& Bakim 47,6 76,8
Bayes 10 pargal AligvensfCida 67.2 12,7 307
dogrilama Eglence 652 205
Tenuzhk&Bakim 473 762
Algvens&(hda 03,5 96 03,1
=3 | Eflence 834 97
Tenuzhk&Bakim 97 002
Aligvens&Gida 032 037 037
Spargall | k=3 | Eglence 026 06,8
dogrulama Temizhik&EBEakim 064 99,1
Aligvenz&Gida 00,9 91,3 00,9
k=7 | Eglence 208 036
E-En Yakm Temizlik&Bakim 075 08
Komuluk Aligveris&Gida 97.1 07 4 064
Algonitmas: =3 [Eglence 5.6 0%
Temizhik&EBEakim 06,8 99,1
Aligvens&Gida 042 047 04 4
10pargalt | k=3 [ Eglence B33 o7
dogrulama Temizlik&Bakm 96.3 99
Aligvens&Gida 914 92.1 o1.7
k=7 | Eglence 013 052
Temizlik&Bakim 027 08

Buna gore veri seti iizerinde uygulanan karar agaci1 yonteminde 5 parcali(katli) ¢apraz
dogrulama sonucu incelendiginde tiim sistemin siiflandirmadaki basari orani olan
dogruluk orani ylizde 90 olarak tespit edilmistir. Bunu yaninda veri seti ilizerinde
uygulanan karar agac1 yonteminde 10 parcali ¢apraz dogrulama sonucu incelendiginde
tiim sistemin siniflandirmadaki basari orani olan dogruluk orani yiizde 92,8 olarak tespit

edilmistir.

Veri seti iizerinde uygulanan naive bayes yonteminde 5 pargali ¢apraz dogrulama
sonucu incelendiginde tiim sistemin simiflandirmadaki basar1 orani olan dogruluk orani
yiizde 59,8 olarak Ol¢iilmiistiir. naive bayes yonteminde 5 pargali ¢apraz dogrulama

sonucu incelendiginde tiim sistemin siniflandirmadaki bagar1 orani olan dogruluk orani



65

yiizde 59,8 olarak Ol¢lilmiistiir. Naive bayes yonteminde 10 parcali ¢apraz dogrulama
sonucu incelendiginde ise tiim sistemin siniflandirmadaki basar1 orani olan dogruluk

orani yiizde 59,7 olarak dl¢iilmiistiir.

Smiflandirma isleminde veri seti iizerinde uygulanan bir diger yontem olan KNN
yonteminde ise k=3, 5 ve 7 olarak segilip 5 par¢ali capraz dogrulama islemi yapilmistir.
Capraz dogrulama sonucu incelendiginde tiim sistemin siniflandirmadaki basart orani
olan dogruluk oran1 en yiiksek yiizde 95,1 olarak tespit edilmistir. KNN yonteminde 10
parcali ¢capraz dogrulama sonucu incelendiginde ise tiim sistemin smiflandirmadaki
basar1 orani olan dogruluk orani k degerlerine bagl olarak en yiiksek yiizde 96,4 olarak

Olclilmiistiir.

Dogruluk degerlerinin yaninda her bir reklam&anket parametresi i¢in duyarlilik ve
secicilik oranlar1 uygulanan yontemler sonucunda elde edilip Tablo 5.1°de

listelenmistir.

Buna gore yapilan ¢alismalarda en uygun yontemin yiizde 96.4°liikk dogruluk oraniyla
KNN yontemi oldugu tespit edilmistir. KNN yontemini yiizde 92,8 dogruluk oraniyla
Karar Agaci yontemi izlemistir. KNN ve Karar Agaci yontemlerini yiizde 59,8 dogruluk
oraniyla Naive Bayes yontemi takip etmektedir. Naive Bayes yontemi KNN ve Karar

Agac1 yontemlerine nispeten diisiik bir dogruluk orani verdigi tespit edilmistir.

Calismada uygulanan veri madenciligi yontemleriyle uygulanan teknikler ve elde edilen
sonuglar dogrultusunda , giinlik yasamda kullanilan ara¢ eglence sistemleri tizerinde
gerceklendigi takdirde arag eglence sistemlerini kullanan seyahat halindeki yolculardan
ara¢ eglence sistemleri araciligiyla alinan ilgi ve eglence Oriintiilerinin (paternlerinin)
veri madenciligi yontemleriyle islenerek, kisiye uygun (yolcuya o0zgl) akilli
reklam/anket gonderimi yapilmast ve bu sayede reklam/anketlerin daha dogru hedef
kitleye ulasilmasi saglanabilecegi ve gosterimi yapilan reklam/anketlerden en iist
diizeyde verim alinacagi tespiti yapilmistir. Bunun yaninda kisi Oriintiisiine uygun
olmayan reklam/anketlerin, verimi diisiik 6rneklerin ilgili kisiye gosterimi yapilmayarak
reklam/anketlerin diisilk verimlerinden veya gereksiz reklam/anket gosterimden

kaginilmis olacag degerlendirmesi yapilmistir.
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